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Tämän kandidaatintutkielman tarkoituksena on selvittää, kuinka itseorganisoituvilla kartoilla 

voidaan suorittaa aineiston analyysiä. Tavoitteena on myös selittää, kuinka tästä klusteroinnis ta 

saatuja tuloksia voidaan hyödyntää markkinoinnissa. Tutkielmassa selvitetään 

itseorganisoituvien karttojen toimintaperiaate ja menetelmän taustoja. Tämän lisäksi selvitän, 

kuinka niitä voidaan käyttää MATLAB® -ohjelmointiympäristössä. Lopuksi suoritan 

klusterianalyysin todellisella asiakasdatalla sekä analysoin saadut tulokset tuoden esiin 

löytämäni liiketoiminnalliset johtopäätökset.  

 

1950-luvulla pian keinoälyn kehittelemisen jälkeen alkoi työ keinotekoisten neuroverkkojen 

kehittelemiseksi nisäkkäiden aivokuoren toimintaa yksinkertaisesti mallintamaan.  Kuitenkin 

varsinaiset hyödyt näistä saavutettiin vasta vuosituhannen loppupuolella. Nykyään 

itseorganisoituvien karttojen käyttö erinäisissä projekteissa, etenkin tekniikan ja lääketieteen 

aloilla, kasvattaa suosioitaan nopeaan tahtiin. Neuroverkkotietämyksen ja tietoteknis ten 

valmiuksien parantuessa mahdollistuu aiempaa suurempien datakokonaisuuksien nopeampi ja 

tuloksellisempi käsittely.  

 

Tutkielman tulokset osoittavat millaisia analysoitavasta aineistosta pankille parhaimmat 

lainanottajat ovat. He ovat ylempää keskiluokkaa edustavia yli neljäkymmentävuotia ita 

asuntovelallisia. Tulokset osoittivat myös sen, kuinka numeeristen muuttujien perusteella 

suoritettu klusterointi olisi koodattuun aineistoon pohjautuvaa luotettavampi. Kaiken kaikkiaan 

SOM omaa metodina moninaisia etuja muihin klusterointimenetelmiin nähden.  
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The purpose of this Bachelor’s thesis is to find out how to analyze data by clustering it with 

self-orgazing maps (SOMs) and how to utilize the results in marketing. The study shows the 

mechanics behind these self-organizing maps. I also examine how to use SOMs in MATLAB® 

coding environment. To conclude my thesis, I carry out a cluster analysis with real customer 

data and then analyze the received results presenting the commercial conclutions which I have 

found.  

 

Previous studies around this subject date all the way back to 1950s when the artific ia l 

intelligence was found and the development of artificial neural networks begun to mimic to the 

basic functions of cerebral cortex of mammals. Although the actual benefits from the utiliza t ion 

of this methods were achieved not until the end of 20th century. Nowadays the use of SOMs as 

a guidance tool with all sorts of projects, as technological and medical ones, increases 

constantly. By the increasing knowledge about neural networks and development of technology 

makes it possible to carry out processing bigger data sets while getting more accurate results 

faster than ever before.  

 

The results of this study show based on the analysis conducted from the given dataset that the 

best loan customers for this bank   represent upper middle class, are over 40 years old and 

already have some mortgage. The results also show that the formed clusters would become 

more reliable if the initial data is in numerical form instead of the coded   dataset. All in all 

SOM has several advantages compared to other clustering methods. 



 

 

Sisällysluettelo 

1. JOHDANTO.............................................................................................................................. 1 

1.1. KESKEISET KÄSITTEET ......................................................................................................... 3 

1.2. MATLAB® – NUMEERINEN LASKENTAOHJELMISTO .............................................................. 4 

1.3. AIEMMAT TUTKIMUKSET (STATE OF THE ART)  .................................................................... 5 

1.4. TUTKIELMAN RAKENNE ...................................................................................................... 8 

2. BIOLOGINEN TAUSTA ............................................................................................................. 9 

3. TEOREETTINEN VIITEKEHYS ................................................................................................. 12 

3.1. SOM-ALGORITMI.............................................................................................................. 15 

3.2. AINEISTON PREPROSESSOINTI .......................................................................................... 18 

4. AINEISTON KUVAILU ............................................................................................................ 19 

4.1. MUUTTUJAT..................................................................................................................... 20 

4.1.1. PANKIN ASIAKASDATA ................................................................................................ 20 

4.1.2. AIEMMAT KAMPANJOINNIT ........................................................................................ 23 

4.1.3. MUUT MUUTTUJAT .................................................................................................... 25 

4.1.4. SOSIOEKONOMISET ATTRIBUUTIT ............................................................................... 25 

4.1.5. TULOSTEMUUTTUJA................................................................................................... 30 

5. ASIAKASDATAN KLUSTERIANALYYSI ................................................................................... 31 

5.1. TARVITTAVAT MATLAB -KOMENNOT ................................................................................ 31 

5.2. ESIMERKKIDATA............................................................................................................... 34 

5.3. PANKIN ASIAKASDATA ..................................................................................................... 38 

5.3.1. MUODOSTUNEET KLUSTERIT ...................................................................................... 40 

6. YHTEENVETO JA JOHTOPÄÄTÖKSET .................................................................................... 44 

6.1. TUTKIMUKSEN TULOKSET ................................................................................................. 44 

6.2. JATKOTUTKIMUSMAHDOLLISUUDET................................................................................. 45 

LÄHDELUETTELO....................................................................................................................... 46 

 



 

LIITTEET.........................................................................................................................................  

LIITE 1. MATLAB –koodi aineiston kuvailuun................................................................................  

LIITE 2. Esimerkkidatan SOM-prosessi .........................................................................................  

LIITE 3. Asiakasdatan SOM-prosessi.............................................................................................  

LIITE 4. Asiakasdatan SOM-otososumakuvaaja ............................................................................  

LIITE 4. SOM-painoarvojen asemakuvaaja asiakasdatasta ............................................................  

 

 

 

 

 

 

  

 



 

KUVIOLUETTELO  

Kuva 1. Tutkielman rakenteen eteneminen 

Kuva 2. Hermosolun rakenne 

Kuva 3. SOM-prosessin rakenne  

Kuva 4. Kohosen SOM-topologia  

Kuva 5. SOM 

Kuva 6. SOM-prosessin eteneminen 

Kuva 7. Vastaajien ikäjakauma 

Kuva 8. Yhteydenottojen jakauma 

Kuva 9. Kolmen kuukauden euriborkoron jakauma 

Kuva 10. Prosessin eteneminen 

Kuva 11. Vasemmalla SOM-otososumakuvaaja ja oikealla lähistöetäisyyskuvaaja 

esimerkkidatasta yhden harjoituskerran jälkeen 

Kuva 12. SOM-kenttäkuvaaja esimerkkidatasta 

Kuva 13. SOM-painoarvojen asemakuvaaja esimerkkidatasta  

Kuva 14. Asiakasdatan lähistöetäisyyskuvaaja. 

Kuva 15. Muodostuneet klusterit A - I. 

Kuva 16. Muuttujien jakaumat (feature planes) asiakasdatasta 

 



  1 

 

1. JOHDANTO 

 

Tämän tutkielman tarkoituksena on käydä pintapuolisesti läpi keinotekoisten neuroverkkojen 

hyödyntämistä markkinoinnin työkaluna. Tutkielma keskittyy pääasiassa esittelemään 

itseorganisoituvat kartat (SOM) yhtenä suosituimmista asiakkaiden segmentoint i in 

käytettävistä klusterointimenetelmistä. Lopuksi suoritan klusterointia pankin asiakasdatalla 

SOM-menetelmällä käyttäen MATLAB®:n (myöhemmin MATLAB) sitä varten kehittelemää 

Neural Network Toolbox™ (10.0) -sovellusta. Tämän paketin avulla voidaan kehittää oppivaa 

neuroverkkoa ja arvioida sen suoriutumista visuaalisten työkalujen avulla. Käytössäni oli 

MATLAB:n versio 9.2, eli R2017a.  

 

Klusterointiongelmissa neuroverkko joukkouttaa valittua dataa yhtenäisten piirteiden mukaan. 

Esimerkkeinä näistä joukkouttamismääreistä voidaan mainita kuluttajien ostoskäyttäytyminen 

markkinoilla tai tietyt geenirakenteet bioinformatiivisessa tutkimuksessa. Yksinkertaistet tuna 

tässä prosessissa pyritään lisäämään kaksiulotteisten mallien jatkuvuutta sekä yhtäaikaises t i 

approksimoimaan syötevektoreita saaden tuloksena itseorganisoituvan kartan (Kohonen, T. 

2014, 2).  

 

Tämän tutkielman aihepiirit linkittyvät oppiaineista läheisesti etenkin markkinointiin sekä 

matemaattiseen mallinnukseen. Alustaviksi tutkimuskysymyksikseni valikoitui kaksi samaa 

aihepiiriä hieman eri näkökulmista käsittelevää kysymystä. Nämä kysymykset ovat luettavissa 

alla. Lopullinen tutkimuskysymykseni yhdistää näiden kahden aiemman aihepiirit. Tämä 

tutkimuskysymys on alla listan viimeisenä.  

 

Kuinka pankki voi valikoida asiakkaat kohdennettuun markkinointiin? 

Kuinka voitaisiin kehittää toimivia kohdennettuja markkinointikampanjoita? 

Millaiset asiakkaat ovat pankille ”parhaimpia” lainanottajia? 
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Yritysjohdon on osattava toimia päätöksenteossaan sekä muussa toiminnassaan ennakoivas t i 

parhaiden tulosten saavuttamiseksi yritystoiminnassaan. Haastattelussaan vuorineuvos 

Palokangas (2016, 8) mainitsee hyvän toimitusjohtajan piirteiksi kyvyn pystyä ennakoimaan 

tapahtumien kulkua viidestä kymmeneen vuotta eteenpäin. Tekniikan kehityksen seuraaminen, 

ja uusille innovaatiolle avoin asenne on kriittinen osa tällaista ennakoivaa ajatusmallia. Myös 

Pellervo-Seuran toimitusjohtaja Karhu (2017, 3) korostaa johdon roolia osaamisen 

tunnistamisessa tunnettujen markkinoiden muuttuessa. 

 

Globalisaation ohella kansantalous ottaa suuresti vaikutteita alati kiihtyvästä digitalisaatios ta, 

jonka myötä informaatio on noussut perinteisten tuotannontekijöiden rinnalle. Juuri tälle 

digitalisaatiolle tyypillistä on datan keräys, analysointi ja käyttö liiketoiminnan tukena. 

(Akkanen, R. 2016, 45) 

 

Alati kehittyvä tekoäly tarjoaa ainutlaatuisia apukeinoja päätöksentekoon sekä räätälöityjen 

asiakaskokemusten luomiseen (Repo, T. 2017, 47). Tekoäly mahdollistaa analysoinnissa entistä 

suurempien datamassojen läpikäynnin aiempaa nopeammin, mikä luo merkittäviä säästöjä 

resursseihin käytettäväksi muualla. (Leino, R. 2016, 4). Tekoälyn on kaavailtu uudistavan 

pankkipalvelut (Lehto, T. 2016a, 6), syrjäyttämään perinteiset tietoturva-asiantuntijat (Lehto, 

T. 2016b, 9) sekä pelastavan henkiä lääketieteen parissa (Leino, R. 2016, 4).  

 

Globalisaation myötä yrityksille avautuvat markkinamahdollisuudet ovat laajentuneet 

valtavasti. Tämän myötä on yrityskohtaisesti jokaiselle kannattavimpien asiakkaiden 

löytäminen markkinoilta elinehtoista kannattavan toiminnan saavuttamiseksi (Lee, S. C., Suh, 

Y. H., Kim, J. K. & Lee, K. J. 2004, 560). Esimerkkinä epäonnistuneesta yrityksestä saapua 

markkinoille ilman riittävää taustakartoitusta voidaan mainita monien korealaisten pelifirmo jen 

epäonnistuminen 2000-luvun alkupuolella Japanin pelimarkkinoilla (ICA 2003). Tähän 

otollisimpien asiakasryhmien tavoittamiseen markkinoilta apukeinona toimii segmentoint i, 

sillä markkinatoimija harvoin pystyy taloudellisesti tehokkaasti tyydyttämään kaikkien 

potentiaalisten asiakkaiden tarpeet (Kotler 1997). Kotlerin (1997) mukaan segmentointiprosess i 

alkaa markkinatoimijoiden puolesta suoritettavalla tavoiteltavan asiakasprofiil in 
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muodostamisella. Apuna tähän profiilin kokoamiseen voidaan käyttää asiakkaiden 

demografisia ja psykografisia piirteitä sekä heidän käytösmallejaan (Kotler 1997).   

 

Käytin tietoteknisten ongelmien varalta tallennuspisteitä verkon harjoittamisen yhteydessä. 

Tämä tapahtuu lisäämällä train –funktion syötteeseen tiedostonimen tallennettaville verkoille 

sekä spesifioidun ajanjakson tallennusten välillä. Näin ollen tietokoneen kaatuessa pystytään 

palauttamaan viimeisin harjoitettu versio verkosta. (MathWorks 2017e) Datan analysoint i in 

käytetyt MATLAB® -kaavat löytyvät liitteestä yksi.  

 

Suomen Standardisoimisliiton (1998) mukaisesti käytin tässä työssäni tuhaterottimena asian 

selventämiseksi pistettä ja desimaalierottimena pilkkua. Saman standardin 4175 mukaisest i 

erotin luvut mittayksiköistä välilyönnein, sekä ilmoitin luvut kahden desimaalin tarkkuudella. 

Poikkeuksena tähän edellä mainittuun sääntöön on euriborkorko, joka ilmoitetaan Euroopan 

keskuspankin (2017) ohjeistuksen mukaan pyöristettynä kolmen desimaalin tarkkuuteen.  

 

1.1. KESKEISET KÄSITTEET  

 

Merriam-Webster esittää topologialle kaksi määritelmää, joista toinen on tähän tarkoituksen 

soveltuva. Topologialla voidaan tarkoittaa matematiikan osa-alueeksi, jossa tutkitaan 

geometristen rakenteiden ominaisuuksia, jotka säilyvät muuttumattomina elastisissa 

deformaatioissa. Toisena määritelmänä voidaan pitää topologisen tilan kaikista avoimis ta 

osajoukoista koostuvaa joukkoa. Topologisen tilan ominaisuuksia ovat jatkuvuus sekä 

yhdistyneisyys (connectedness). (Merriam-Webster 2017b) 

 

Nykyisen tietämyksen mukaan koneoppimisen osa-alueen muodostava syväopppiminen, eli 

deep learning, on tehokkainta viitekehyksen parametrien säätymisen tapahtuessa oppivan 

algoritmin toimesta ihmisen sijaan (Sui, C., Bennamoun, M. & Togneri, R. 2017, 76). 

Tavoitteena syväoppimisessa on kyetä muodostamaan ongelmanratkaisuun harjoitettu 
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neuroverkko. Syväoppimisessa hyödynnetään neuroverkkojen eri tasoja, jotka jokainen on 

harjoitettu tunnistamaan tiettyjä piirteitä verkolle syötetystä datasta (Hof, R. D. 2013). 

 

Sui, Bennamoun ja Togneri (2017, 79) toteavat artikkelissaan syväoppimismenetelmien 

ymmärryksen vaativan käyttäjältä myös laaja-alaista käsitystä monisto-oppimisesta (manifo ld 

learning). Kansainvälisesti tunnustetusti konvoluutioneuroverkot (CNN, Convolutional Neural 

Network) on menestyksekkäimpiä syväoppimisneuroverkkoja konenäön kentällä (Bengio, Y.,  

Courville, A. & Vincent, P. 2013). Konvoluutioneuroverkot pohjautuvat kolmeen 

peruskäsitykseen, joita ovat paikalliset vastaanottokentät, jaetut painoarvot sekä avaruudell iset 

aliotannat (LeCun, Y., Bottou, L., Bengio, Y. & and Haffner, P. 1998).  

 

1.2. MATLAB® – NUMEERINEN LASKENTAOHJELMISTO  

 

MATLAB on matemaattisia laskennallisia ohjelmistoja kehittävän, vuonna 1984 perustetun 

The MathWorks Inc:n (myöhemmin MathWorks) tuottama numeerinen laskentaohjelmisto, 

jonka nimi muodostuu sanoista MATrix LABoratory, eli matriisilaboratorio. Nimen taustalla 

on tämän kyseisen ohjelmiston matriisipohjaisuus. (MathWorks 2017a) 

 

MATLAB on ohjelmointiympäristö algoritmikehitykseen, data-analyysiin, visualisointiin ja 

numeeriseen laskentaan. Yhdessä toisen MathWorksin ohjelmiston, Simulink®:n, kanssa 

MATLAB:a käytetään muun muassa auto-, avaruus-, kommunikaatio-, elektroniikka- ja 

automatisaatioteollisuuden ongelmien havainnollistamisessa sekä ratkaisussa. Kasvavissa 

määrin näitä ohjelmistoja on alettu hyödyntämään myös talouden, etenkin rahoituksen, 

tarpeisiin. (MathWorks 2017b) 
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1.3. AIEMMAT TUTKIMUKSET (STATE OF THE ART) 

 

Tutustumalla aiempiin aihepiiriä käsitteleviin tutkimuksiin tarkastelen kaupallisen alan kentällä 

tapahtuvan neuroverkkojen hyödyntämisen nykytilannetta. Tästä aiheesta syvällisemmin tuon 

esiin pari tutkimusta, joissa klusterointimenetelmäksi on valikoitunut juuri itseorganisoituvat 

kartat (som, self-organizing maps). Muut klusterointimenetelmät rajaan tämän tutkielman 

ulkopuolelle. Etsin artikkeleita aiempia tutkimuksia koskien ScienceDirect-, Emerald Insight-  

sekä EBSCO – Business Source Complete – tietokannoista. Näiden lisäksi löysin muutaman 

lähdeartikkelin Google Scholar –palvelusta.  

 

Aloitin artikkelihaun tietokannoista rajaamalla artikkeleita hakusanojen mukaan. ScienceDirect 

–tietokannasta suoritin haun käyttämällä hakusanaa ”som”. Tämä tuotti 46.922 osumaa. 

Seuraavaksi rajasin saamiani tuloksia entisestään valitsemalla mukaan sekä vertaisarvioidut että 

alkuperäistä tutkimusta käsittelevät artikkelit. Tässä vaiheessa tuloksia oli 33.810 kappaletta. 

Tämän jälkeen rajasin artikkeleiden käsittelemistä aihepiireistä mukaan ”Neurocomputing” ja 

”Expert Systems with Applications”. Näiden rajausten jälkeen tuloksia oli yhteensä 784 

kappaletta. Samoilla rajauksilla sain Emerald Insightista 233 EBSCO – Business Source 

Completesta 382 osumaa.  

 

Suoritin hakua tietokannoista myös tekijänä SOM:n kehittelijän Teuvo Kohosen perusteella. 

Muita käyttämiäni hakusanoja olivat ”market segmentation”, ”self-organizing map” ja ”cluster 

analysis”. Löysin myös tutkielmaani sopivia julkaisuja tarkastelemalla aiemmissa 

tutkimuksissa käytettyjä lähteitä. Suosin menetelmän soveltamista käsittelevien artikkele iden 

valinnassa suhteellisen tuoreita julkaisuja. Tähän valintakriteeriin johti tekoälyn ja 

tietokoneiden nopea kehitys viimeisimpien parin vuosikymmenen aikana. Pyrin myös 

suosimaan valinnassani artikkeleita, jotka olivat kirjoitettu SOM:n avulla suoritetus ta 

markkinasegmentoinnista. Alla olevasta taulukosta yksi on nähtävissä löytämäni tutkielmani 

kannalta olennaisimmat artikkelit. 

 

 



  6 

 

Taulukko1. Tutkielman kannalta keskeisimmät artikkelit ja teokset. 

Tekijä(t) Vuosi Artikkelin nimi Keskeinen sisältö  

Hanafizadeh, 

P. & 

Mirzazadeh, 

M.  

2011  Visualizing market 

segmentation using self-

organizing maps and Fuzzy 

Delphi method – ADSL market 

of a telecommunication 

company 

Markkinoiden segmentointi ja 

räätälöidyt 

markkinointistrategiat fuzzy 

delphi-metodilla sekä SOM:lla 

luoden värikoodattuja 

markkinakarttoja.  

Golmah, V. 

A  

2014 A Case Study of Applying 

SOM in Market Segmentation 

of Automobile Insurance 

Customers 

Ajoneuvovakuutusasiakkaiden 

segmentointi SOM:lla, 

asiakkuuksien hallinta 

kilpailutekijänä  

Kohonen, T.  2013 Essentials of the self-organizing 

map 

SOM:n esittely automaattisena 

data-analyysimetodina 

Hsu, S., 

Hsieh, J. P., 

Chih, T. & 

Hsu, K. 

2009 A two-stage architecture for 

stock price forecasting by 

integrating self-organizing map 

and support vector regression 

Osakehintakehityksen 

ennustaminen kaksivaiheisen 

tietorakenteen avulla 

hajottamalla data ensin SOM:lla, 

sitten muodostamalla SVR:llä 

(support vector regression) 

ennustemalli  

Kohonen, T.  2014 MATLAB Implementations and 

Applications of the Self-

Organizing Map 

Opas SOM-menetelmän 

käyttöön, keskittyen prosessin 

toteutukseen MATLAB:lla  
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Pitkälle kehittynyt nykytekniikka ja taloudellinen tietämys takaavat tietoteknisten väline iden 

käytön segmentointiprosessin apuna. Keinotekoisten neuroverkkojen avustuksella tämä 

prosessin tehostuu huomattavasti ja sallii entistä suurempien datamassojen tulkinnan. Ennen 

tietokoneavusteisen segmentointiprosessin aloittamista on käytössä olevaa aineistoa karsittava, 

jotta tulokset olisivat tavoitellun informatiiviset (TRC Research Insight Direction 2017). 

 

Neuroverkkojen kehitys alkoi 1950-luvulla pian keinoälyn keksimisen jälkeen. Tällöin 

neuroverkoilla pyrittiin simuloimaan aivokuoren toimintaan yksinkertaistetus t i. 

Yksinkertaistetusti neuroverkko asettaa sarjan neuroneja, joille määritellään painoarvot. Näiden 

painoarvojen avulla kyetään laskemaan jokaisen neuronin vasteajat ärsykkeeseen. 

Harjoittamalla tällaista verkkoa, saadaan se oppimaan tunnistamaan haluttuja malleja, kuten 

kuvia, puhetta tai sarjoja. (Hof, R. D. 2013) 

 

Golmah (2014) hyödynsi itseorganisoituvia karttoja kartoittaessaan markkinoita 

autovakuutusyhtiön asiakkaista. Hänen mukaansa SOM toimi tässä tarkoituksessa 

ylivoimaisesti parhaimpana joukkouttamismenetelmänä vakuutusta kaipaavien ajoneuvon 

omistajien monimuotoisten halujen ja tarpeiden vuoksi. Asiakkaiden segmentoinnin 

seurauksena saadaan markkinoista muodostettua asiakasklustereita, joiden jäsenten tarpeet, 

ominaispiirteet sekä käytösmallit ovat yhteneväiset. Samalla tässä prosessissa saadaan selville 

asiakkuudenhallintaan (CRM, customer relationship management) kriittisiä seikkoja. (Golmah, 

V. 2014, 25)  
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1.4. TUTKIELMAN RAKENNE  

 

 

Kuva 1. Tutkielman rakenteen eteneminen. (mukaillen Golmah, V. 2014) 

 

Tutkielma alkaa taloudellisen sekä teknisen teorian läpikäymisellä sekä markkino illa 

vallitsevan nykytilanteen lyhyellä kuvailulla, kuten tutkielman rakennetta esittelevästä kuvasta 

yksi on nähtävissä. Tämän jälkeen edetään aineiston kuvailevaan analyysiin datan sisältämän 

tiedon ymmärtämiseksi. Seuraavaksi data valmistellaan SOM-prosessia varten, minkä jälkeen 

suoritetaan varsinainen mallinnus. Lopuksi esitellään saatujen tulosten arviointi sekä 

johtopäätökset. Johtopäätöksissä tuon esiin saatu liiketoiminnallinen informaatio pankkidatan 

klusterianalyysin perusteella.  

 

 

 

  

Teorian ja 
nykytilanteen 

ymmärrys 

Aineiston 
ymmärrys 

Aineiston 
valmistelu 

Mallinnus 
(SOM)

Tulosten 
arviointi

Johtopäätökset
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2. BIOLOGINEN TAUSTA  

 

Neuroverkkojen toimintamalli pohjautuu nisäkkäiden aivorakenteen toimintaan. 

Ymmärtääkseen niin teknisten neuroverkkojen kuin aivojenkin toimintaa, on ensin hankittava 

ymmärrys solutasolla. Viimeisimmän vuosikymmenen aikana ovat tutkijat, kuten Boyn et al. 

(2017), pystyneet kehittelemään keinoälyllä toimivan synapsin (memristor), jonka myötä 

keinotekoisten neuroverkkojen tehokkuutta voidaan parantaa huomattavasti, ja niiltä voidaan 

vaatia luovuutta vaativien tehtävien suorittamista. 

 

Kuva 2. Hermosolun rakenne. (Neuroscientist 2013) 

 

Hermokudos koostuu pääosin helposti kiihtyvistä neuroneista sekä hermotukikudoksesta ja 

ependyymeistä, jotka luokitellaan neuroepiteelisoluiksi. Kaikille neurosoluille tyypillis inä 

piirteinä voidaan mainita tiedon vastaanottamiseen, välittämiseen ja lähettämiseen vaadittava 

suuri pinta-ala. Informaation siirto koodattuna tapahtuu muuntamalla ärsyke sähköiseksi 

hermoimpulssiksi. (Williams, P. L., Warwick, R., Dyson, M. & Bannister, L. H. (ed.) 1989, 
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875, 878) Hermosoluja tukevat astrosyytit, joiden tehtävänä on myös muodostaa arpikudosta 

hermokudoksen vaurioituessa (Solunetti 2006). Hermosolun rakenne on esiteltynä yllä kuvassa 

kaksi.  

 

Erityyppiset neuronit eli hermosolut voidaan luokitella niiden solumuodon ja tehtävien 

mukaisesti. Yksinapaiset neuronit ovat yksinkertaisimpia hermosoluja. Niissä somasta, 

hermosolun keskuksesta, lähtee vain yksi aksoniksi ja dendroniksi haarautuva jatke. 

Kaksinapaisista, bipolaarista neuroneista lähtee nimensä mukaisesti kaksi jatketta. 

Moninapaiset neuronit koostuvat yhdestä aksonista (viejähaarake) ja useista dendriite is tä 

(tuojahaarake). Tämän useasta tuojahaarakkeesta muodostuvan rakenteen ansioista nämä 

moninapaiset neuronit voivat käsitellä paljon informaatiota. (Williams et al. 1989, 876)  

 

Synapsit toimivat hermoston risteysalueina, joissa ärsyke välittyy kemiallisesti eteenpäin. 

Hermostossa neuromodulaattorit voivat voimistaa tai heikentää muiden välittäjäaine iden 

toimintaa. Välittäjäaineista tunnetuimpia on asetyylikoliini. Hermotukikudoksen tärkeimpiä 

tehtäviä on hermosolujen eristäminen toisistaan, nimensä mukainen hermokudoksen tukeminen 

sekä hermosolujen ravitsemukseen osallistuminen. Hermoston osana solun ulkopuolinen tila on 

hyvin merkittävä hermokudoksen läpi tapahtuvan substanssien diffuusion vuoksi. Tästä 

esimerkkinä voidaan mainita välittäjäaineiden sekä modulaattoreiden levittäminen. (Williams 

et al. 1989, 882, 887, 892, 895)  

 

Hermosto jakautuu keskushermostoon ja ääreishermostoon. Keskushermoston muodostavat 

aivot ja selkäydin. Ääreishermosto, eli periferinen hermosto, rakentuu aivo- ja 

selkäydinhermoista. Ääreishermosto jakautuu autonomiseen, tahdosta riippumattomaan, sekä 

somaattiseen, tahdonalaiseen hermostoon. (Williams et al. 1989, 896)  

 

Hermojen välittämää informaatiota vastaanottavat erilaiset reseptorit. Reseptorit voidaan 

luokitella sen tavan mukaan, jolla ärsyke välittyy tai niiden sijainnin mukaisest i. 

Sijainninmukainen luokitus jakautuu ulkoiseen ärsykkeeseen reagoiviin ja lähellä ihon pintaa 

(exteroceptors), syvempien kudosten, kuten tasapainoelimistön, lähettämiin ärsykkeisiin 
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reagoiviin (propriocepotors) sekä vapaiden hermopäätteiden luona sijaitseviin (interceptors) 

reseptoreihin. Vapaiden hermopäätteiden lisäksi on olemassa suljettuja, kapseloituja 

hermopäätteitä. (Williams et al. 1989, 908)  

 

Neuronit muodostuvat alkiokehityksessä pääasiassa hermostolevystä (neural plate) sekä 

hermostopienasta (neural crest). Tämän jälkeen tapahtuu erikoistuminen aksoneiksi tai 

dendriiteiksi. Hermostoon kohdistuva ulkoinen, fyysinen trauma voi laaja-alaisesti ja 

pitkäaikaisesti vaikuttaa hermokudoksen toimintaan. Toisinaan hermoston keskeisiin 

rakenteisiin kohdistunut vamma aiheuttaa pysyviä, korjauskelvottomia vaurioita. (Williams et 

al. 1989, 917, 918) Tähän on syynä hermokudoksen heikko uusiutumiskyky (VanPutte, Regan, 

Russo, Seeley, Staphens & Tate 2014, 368). 

 

Aivokuorella (cerebral cortex) ärsykkeiden syöttö voi tapahtua joko suorasti tai epäsuorasti. 

Suorat syötetavat voivat tapahtua selkäytimen kautta, ydinjatkeesta, retikulaaris ten 

tumakkeiden (reticular nuclei) ja sinitumakkeen kautta (nucleus coeruleus) tai keskiaivojen 

katosta (mesencephalic tectum). Epäsuorasti ärsykkeitä voi välittyä heijastuksina aivokuoresta 

tai muiden selkärankareittien kautta. (Williams et al. 1989, 967)  

 

Retikulaariset tumakkeet ovat eräitä keskiviivan tumakkeiden ja intralaminaaris ten 

tumakkeiden ohella talamuksessa sijaitsevia epäspesifisiä tumakkeita. Talamuksessa sijaitsee 

myös spesifisiä tumakkeita. Sekä spesifisten että epäspesifisten tumakkeiden kautta 

aistiärsykkeitä välittyy aivokuorelle. (Stenberg & Porkka-Heiskanen 1994)  

 

Talamus muodostaa yhdessä epitalamuksen ja hypotalamuksen kanssa väliaivot, jotka 

puolestaan ovat osa aivorunkoa. Valtaosa sen hermokudoksesta on keskittynyt juuri 

talamukseen, joka muodostaa väliaivojen sivuseinämät. Talamuksen tärkein tehtävä onkin juuri 

sensorisen tiedon välittäminen aivokuorelle. Kuitenkaan kaikki talamukseen saapuneet 

ärsykkeet eivät välity aivokuorelle, vaan osa impulsseista seulotaan pois. (Martini et al. 2006, 

465 – 466) 
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3. TEOREETTINEN VIITEKEHYS 

 

Self-organizing maps (SOM), eli itseorganisoituvia karttoja käytetään datan klusterointiin sekä 

datan ulottuvuuksien vähentämiseen. Ensimmäisen kerran SOM-algoritmi esiteltiin Kohosen 

toimesta vuonna 1981 (Kohonen, T. 1981). SOM kehiteltiin k:n keskiarvon 

klusterointimenetelmän (k-means clustering, vector quantiaztion) ja graafisen tasoituksen 

yhdistämisen ajatuksen pohjalta (Kohonen, T. 2014, 1). Ensimmäinen käytännön sovellus tälle 

algoritmille saatiin virallisesti kolme vuotta myöhemmin, jolloin sitä käytettiin 

äänentunnistuksen apuna (Kohonen, T., Mäkisara, K., & Saramäki, T. 1984). Inspiraat iona 

tämän klusterointimenetelmän kehittämiselle ovat toimineet nisäkkään aivot. Kartta oppii 

joukkouttamaan dataa samankaltaisuuksien ja topologian perusteella jakaen datan 

samankokoisiin luokkiin. (MathWorks 2017c)  

 

SOM on eräs suosituimmista sekä klusterianalyysiin että visualisointi- ja abstraktio-ongelmiin 

käytetyistä keinotekoisista neuroverkoista (Golmah, V. 2014, 29).  Data-analyysityöka luna 

SOM tuottaa alhaisen dimension kuvauksia korkeaulottuvuuksista aineisto is ta 

yhtäläisyysyhteidet säilyttäen, eli SOM klusteroi dataa sekä järjestää nämä klusterit (Kohonen, 

T. 2014, III).  

 

Itseorganisoituvien karttojen etuna muihin klusterointimenetelmiin voidaan mainita se, että 

SOM näyttää markkinoilta löytyvien klustereiden todellisen määrän (TRC Research Insight 

Direction 2017). SOM:n etuna voidaan myös mainita sen kyky tallentaa tietoa ihmis ten 

aivokuoren tavoin kaksi- ja kolmiulotteisiin rakenteisiin (Klement, P. & Snášel V. 2011). 

Perusidea SOM:in taustalla on kyky kartoittaa moniulotteisia tiloja ja muodostaa niistä kaksi-  

tai kolmiulotteisia rakenteita. Tässä prosessissa kuitenkin pyritään olemaan vaarantamatta 

tiedon olemassaolo sekä turvaamaan piilossa olevien rakenteiden sisältämä informaa tio. 

(Hanafizadeh, P. & Mirzazadeh, M. 2011, 200) 

 

SOM kykenee tunnistamaan valvomattoman oppimisalgoritmin kautta yhdistäviä piirteitä 

suuristakin aineistoista.  Nämä itseorganisoituvat verkot minimoivat rakenteiden 
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samankaltaisuuden eri klustereiden välillä yhtäaikaisesti maksimo iden yhden klusterin jäsenten 

piirteiden yhteneväisyyden. Täten moniulotteisen tilan neuronit järjestäytyvät kaksiulotteis ik s i 

järjestelmiksi.  (Wei, J. T., Lin, S. Y., Weng, C. C. & Wu, H. H. 2012, 5530) Tulosteena SOM 

palauttaa ikään kuin tiivistelmän analysoitavasta aineistosta (Hanafizadeh, P. & Mirzazadeh, 

M. 2011, 201). 

 

Ennen aineiston syöttämistä verkolle, poistetaan osa muuttujista tulosten merkitsevyyden 

varmistamiseksi. Tässä vaiheessa on erittäin tärkeää tarkistaa, antaako SOM vastaukset 

tutkimuskysymyksiin vai pitäisikö syötemuuttujia muokata (Golmah, V. 2014, 28). 

Luotettavien tulosten saamiseksi on huomioitava, että verkon harjoittamiseksi syötetyt 

muuttujat edustavat aineistoa ja mahdolliset outlier-havainnot on poistettava joukosta. Tämän 

lisäksi tulisi datalla tulisi olla metrisiä ominaisuuksia itseorganisoitumisprosessia varten. 

(Kohonen, T. 2014, III) 

 

 

Kuva 3. SOM-prosessin rakenne. (MathWorks 2017b) 

 

Kuten yllä kuvasta kaksi on nähtävissä, koostuu SOM solmuista muodostuvista syöte- (input) 

ja tulostekerroksista (output layer).  Tulostekerroksesta käytetään kirjallisuudessa myös 

nimitystä karttakerros (map layer) (Hanafizadeh, P. & Mirzazadeh, M. 2011, 200). Jokaisessa 

syötekerroksessa olevien solmujen (nodes) lukumäärä on sama kuin tähän kerrokseen 

liitettävien ominaispiirteiden määrä. Myös jokaisella tulostekerroksen solmulla on sama määrä 

ominaispiirteitä kuin niitä vastaavan syötekerroksen solmuilla. Kuvasta kolme on nähtävissä 

SOM-topologia, jonka mukaan jokainen syötekerros sekä tulostesolmu voidaan esittää syötteen 

ominaispiirteiden määrän sisältävänä vektorina.  (Hsu, S., Hsieh, J. P., Chih, T. & Hsu, K. 2009, 

7949) 
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Kuva 4. Kohosen SOM-topologia. (Hsu et al. 2009, 7949) 

 

SOM toimii ”winner takes it all” –periaatteella, eli syötekuvioiden verkolle syöttämisen jälkeen 

voittanut solmu harjoittuu vahvistamalla painoarvojaan (Hanafizadeh, P. & Mirzazadeh, M. 

2011, 200). Tämän voittajasolmun (BMU, best matching unit) painoarvot ovat lähimpänä 

syötevektorin painoarvoja Tämän yksittäisen solmun läheiset solmut harjoittuvat myös, jotta 

jatkossa samankaltaisen syötteen kohdalla kyseinen alue reagoisi nopeammin syötteeseen, 

jolloin tämä vaihe tapahtuisi tehokkaammin.  Tässä edellä kuvaillussa prosessissa keskeisinä  

muuttujina vaikuttavat lähistön koko (neighborhood size, 𝑅(𝑡)) ja oppimisaste (learning rate, 

𝜂(𝑡)). Kaavan yksi avulla voidaan määritellä neuronikohtaisesti tapahtuvan oppimisen määrä. 

(Hsu, S. et al. 2009, 7949) 

 

𝜂(𝑡)×𝑒
−𝑑

𝑅(𝑡) = 𝑜𝑝𝑝𝑖𝑚𝑖𝑠𝑎𝑠𝑡𝑒 × 𝑒
−𝑒𝑡ä𝑖𝑠𝑦𝑦𝑠

𝑙äℎ𝑖𝑠𝑡ö𝑛 𝑘𝑜𝑘𝑜                    (1) 

 

Annettaessa oppimisastetta 𝜂(𝑡) sekä lähistön kokoa 𝑅(𝑡) kuvaavien parametrien ajan myötä 

laskea, voidaan huomata kaavan yksi myös laskevan. Tällöin yllä kuvattu solmujen 

painoarvojen päivittymisprosessi lopulta stabiloituu. Kaavasta yksi voidaan myös huomata, 

kuinka voittavalle neuronille annetaan suurin oppimisaste, kuten edellä jo mainittiin. Mitä 

kauemmaksi tästä voittajaneuronista toinen neuroni sijaitsee, sitä pienemmän oppimisas teen 

arvon tämä neuroni saa. Usein tämän solmujen painoarvojen päivittymisprosessin läpikäymien 

kierrosten lukumäärä on ennalta määritelty. (Hsu, S. et al. 2009, 7949) Näin on myös 

MATLAB:ssa, jossa oletusarvo harjoittamiselle on sata toistoa (MathWorks 2017c).  
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Kuva 5. SOM. (Kohonen, T. 2013, 53) 

 

Yllä kuvassa neljä on yksinkertaisesti havainnollistettuna SOM –verkon rakenne ja toiminta. 

Kuvassa X edustaa verkolle annettavaa syötedataa. 𝑀𝑖 kuvastaa verkon erilaisia malleja, joista 

𝑀𝑐 vastaa parhaiten syötedatan vektorien ominaispiirteitä. Kaikki suuren ympyrän sisäpuole lla 

olevat mallit kuvastavat verkon muita malleja paremmin syötedatan ominaisuuksia. Juuri nämä 

ympyrän sisäisen mallit harjoitetaan prosessin aikana. (Kohonen, T. 2013, 53) 

 

3.1. SOM-ALGORITMI  

 

Kohosen (2014) esittelemän SOM-prosessin mukaisesti ensimmäiseksi valitaan 

kartoitusparametrit (mapping parameters) siten, että jokaiselle neuronille on olemassa vastaava 

ulottuvuus sekä alustuspainovektori. Tämän jälkeen verkolle syötetään analysoitava data. 

Tarkoituksena tässä vaiheessa on löytää jokaiselle syötedatan arvolle paras vastaava yksikkö 

(BMU), eli voittajasolmu. Alla SOM-prosessin toinen vaihe on kuvattuna matemaattis ten 

yhtälöiden avulla (2).  

 

𝑋 = [𝑋1, 𝑋2,… , 𝑋𝑛] ∈ ℜ𝑛                 (2 – 1) 
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Jos i:nnen neuronin painovektori on määritelty seuraavasti:  

 𝑚𝑖 = [𝑚1,𝑚2, … , 𝑚𝑛] ∈ ℜ𝑛               (2 – 2)  

 

Silloin jokaista syötetallennusta vastaavana voittajaneuroni saadaan seuraavasti minimoimalla 

euklidinen etäisyys:  

𝑐 = 𝑎𝑟𝑔𝑚𝑖𝑛𝑖{𝑑(𝑋, 𝑚𝑖)}                (2 – 3) 

| 𝑐 = 𝑣𝑜𝑖𝑡𝑡𝑎𝑗𝑎𝑛𝑒𝑢𝑟𝑜𝑛𝑖  

| 𝑑(𝑋, 𝑚𝑖) = 𝑒𝑢𝑘𝑙𝑖𝑑𝑖𝑛𝑒𝑛 𝑒𝑡ä𝑖𝑠𝑦𝑦𝑠 𝑡𝑎𝑙𝑙𝑒𝑛𝑛𝑒𝑡𝑢𝑛 𝑎𝑟𝑣𝑜𝑛 𝑗𝑎 𝑖: 𝑛𝑛𝑒𝑛 𝑛𝑒𝑢𝑟𝑜𝑛𝑖𝑛   

𝑝𝑎𝑖𝑛𝑜𝑣𝑒𝑘𝑡𝑜𝑟𝑖𝑛 𝑣ä𝑙𝑖𝑙𝑙ä  

 

Tämä euklidinen etäisyys lasketaan seuraavasti:  

𝑑(𝑋, 𝑌) =∥ 𝑋 − 𝑌 ∥                (2 – 4) 

 

Tämän euklidisen lähestymistavan etäisyyden laskentaan vuoksi, tulisi jokaisen dimens ioon 

tulevan datan syötevektorin arvot normalisoida ja standardoida ennen verkkoon syöttämis tä . 

Jos muuttujien arvot vaihtelevat suuresti, johtaa tämä siihen, että suurempia arvoja saavat 

muuttujat dominoivat pienempiä arvoja saavia johtaen vääristyneisiin lopputuloksiin. Helppo 

tapa muuttujien yhtenäistämiseen on muuttaa arvoja siten, että niiden varianssit ovat yhtenevät. 

(Hanafizadeh, P. & Mirzazadeh, M. 2011, 201, 203) 

 

 

Kuva 6. SOM-prosessin eteneminen. (mukaillen Alhoniemi, E., Himberg, J., Hollmén, J., Laine, 
S., Lehtimäki, P., Raivio, K., Similä, T., Simula, O., Sirola, M., Sulkava, M., Tikka, J. & Vesanto, 

J. 2000) 

Aineiston keruu Preprosessointi
Normalisointi & 
s tandardisointi

SOM-
harjoittaminen

Visualisointi

Klusterointi

Mal linnus

Monitorointi
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Kolmantena vaiheena Kohonen (2014) määrittää painovektorin päivittymisen jokaista neuronia 

vastaavaksi. Tämä tapahtuu matemaattisesti alla esitetyllä tavalla. Yhtälöä varten olkoon 𝑋(𝑡) 

n-ulotteisten euklidisten vektorien sarja ja  𝑚𝑖(𝑡) vastaava, mutta tietokoneapproksimo itua 

mallia 𝑚𝑖 kuvaava. (Kohonen, T. 2014, 21) 

 

𝑚𝑖(𝑡 + 1) = 𝑚𝑖(𝑡) + 𝛼(𝑡)ℎ𝑐𝑖(𝑡)[𝑋(𝑡) − 𝑚𝑖(𝑡)]              (2 – 5)  

| 0 < 𝛼 < 1 = 𝑜𝑝𝑝𝑖𝑚𝑖𝑠𝑎𝑠𝑡𝑒   

| ℎ𝑐𝑖(𝑡) = 𝑖: 𝑛𝑛𝑒𝑛 𝑛𝑒𝑢𝑟𝑜𝑛𝑖𝑛 𝑙äℎ𝑖𝑠𝑡ö𝑎𝑠𝑡𝑒 𝑠𝑢ℎ𝑡𝑒𝑒𝑠𝑠𝑎  𝑣𝑜𝑖𝑡𝑡𝑎𝑗𝑎𝑛𝑒𝑢𝑟𝑜𝑛𝑖𝑖𝑛 (𝑐)  

 

Tämä lähistöaste (neighborhood rate) saadaan seuraavasti Gaussin funktion avulla:  

ℎ𝑐𝑡 = 𝑒
−(∥𝑟𝑐−𝑟𝑖 ∥)

2

2𝛿2(𝑡)                            (2 – 6) 

| 𝛿 𝑚ää𝑟𝑖𝑡𝑡ää 𝑓𝑢𝑛𝑘𝑡𝑖𝑜𝑡𝑎,ℎ𝑎𝑟𝑗𝑜𝑖𝑡𝑢𝑠𝑣𝑎𝑖ℎ𝑒𝑒𝑠𝑠𝑎 𝑡ä𝑚ä𝑛 𝑎𝑟𝑣𝑜𝑎 𝑣äℎ𝑒𝑛𝑛𝑒𝑡ää𝑛 𝑡𝑎𝑠𝑎𝑖𝑠𝑒𝑠𝑡𝑖   

| 𝑟𝑐 = 𝑣𝑜𝑖𝑡𝑡𝑎𝑗𝑎𝑛𝑒𝑢𝑟𝑜𝑛𝑖𝑛 𝑎𝑠𝑒𝑚𝑎  

| 𝑟𝑖 = 𝑖: 𝑛𝑛𝑒𝑛 𝑛𝑒𝑢𝑟𝑜𝑛𝑖𝑛 𝑎𝑠𝑒𝑚𝑎  

 

Oletetaan, että vakaassa tilassa SOM suppenee prosessin edetessä (𝑡 → ∞). Tällöin muuttuj il le 

𝑚𝑖(𝑡 + 1) ja 𝑚𝑖  𝑘𝑢𝑛 𝑡 → ∞ annettavien oletusarvojen on oltava samat ℎ𝑐𝑖 ollessa erisuuri kuin 

nolla. Siitä seuraten voittajasolmun indeksi on 𝑐 = 𝑐(𝑋(𝑡)) syötteelle 𝑋(𝑡). Tästä seuraa yhtälö 

(3), jossa 𝐸𝑡 on t:n odotusarvo. Kaavan (3 – 2) funktio on implisiittinen, sillä c:n arvo riippuu 

muuttujista X(t) ja 𝑚𝑖
∗. Kuitenkin c voidaan ratkaista iteratiivisesti.  (Kohonen, T. 2014, 22)  

 

∀𝑖 , 𝐸𝑡{ℎ𝑐𝑖(𝑋(𝑡) − 𝑚𝑖(𝑡)} = 0               (3 – 1) 

𝑚𝑖
∗ =

∑ ℎ𝑐𝑖(𝑡)𝑋(𝑡)𝑡

∑ ℎ𝑐𝑖(𝑡)𝑡
                (3 – 2) 

 



  18 

 

Implisiittinen funktio määritellään jonkun toisen muuttujan avulla. Eli näille funktioille ei ole 

olemassa yksiselitteistä ratkaisua. Iteroimalla toistetaan tiettyä toimenpidettä, jotta saadaan 

rajaamalla ratkaisu ongelmaan. Iterointiprosessi aloitetaan jostain alkuarvauksesta (𝑥0), josta 

edetään kaavan (4) tapaan. (Adams, R. A. 1999, 150, 270) 

 

𝑥𝑛+1 = 𝑓(𝑥𝑛),    𝑛 = 0,1,2, …                     (4) 

 

3.2. AINEISTON PREPROSESSOINTI  

 

Käytettävä aineisto tulee valmistella SOM:lle soveliaaseen muotoon tutkimusonge lman 

määrittelyn jälkeen. Tarkemmin tämä preprosessointi tarkoittaa aineiston rajausta sekä 

karsintaa. Datan karsiminen ennen verkolle syöttämistä on erittäin tärkeää saatujen tulosten 

luotettavuuden lisäämiseksi. Luotettavien tulosten sekä lukukelpoisten SOM-karttojen 

aikaansaamiseksi pitää datan muuttujat myös skaalata yhteneväiselle asteikolle SOM-verkon 

käyttämien euklidisten etäisyyksien oikeanlaisen käytön takaamiseksi (Hanafizadeh, P. & 

Mirzazadeh, M. 2011, 203). Ilman skaalausta toiset muuttujat voivat saada toisiin verraten 

liiallista painoarvoa, mikä johtaa tulosten vääristymiin. 

 

Klusterointia varten tulee asettaa määreet, joiden mukaan asiakkaat jaotellaan omiin 

segmentteihinsä. Kotlerin (1997) mukaan pääasialliset tekijät asiakkaiden segmentoinnissa ovat 

näiden halut, asenteet sekä tavat. Mikäli kyseessä on kyselyaineisto, tulisi siitä poistaa kaikki 

ne vastausrivit, joilla on puutteellisia tai epäselviä vastauksia (Golmah, 2014. 32). 

 

Aineiston karsimiseen on kehitelty avuksi useita menetelmiä, joiden avulla datan tärkeimmät 

muuttujat voidaan helposti tunnistaa. Yksi näistä keinoista on 1950-luvulla alun perin kehitelty 

Fuzzy Delphi –metodi (Hanafizadeh, P. & Mirzazadeh, M. 2011, 202).  
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4. AINEISTON KUVAILU  

 

Tässä kandidaatin tutkielmassa käytin Moron, Cortezin sekä Ritan keräämää dataa ”Bank 

Marketing (with social/economic context) vuodelta 2014. Kyseessä on pankin 

telemarkkinointidata. Dataa on rikastettu lisäämällä mukaan viisi sosioekonomista muuttujaa. 

Nämä sosioekonomiset muuttujat kerättiin Portugalin tasavallan keskuspankin tilastoista (the 

central bank of the Portuguese Republic). Yksityisyydensuojan vuoksi alkuperäisestä datasta 

on poistettu muutamia määritteitä. Muilta osin tämä käyttämäni data vastaa Moron, Cortezin 

sekä Ritan tutkimuksessaan käyttämää dataa. (Moro, Cortez & Rita 2014) 

 

Data on kerätty toukokuusta 2008 kesäkuuhun 2013 portugalilaisen vähittäispankin (retail 

bank) toimesta soitetuista puhelintiedusteluista, joita tehtiin yhteensä 52.944 kappaletta . 

Myöhemmin datan analysointia varten se pilkottiin kahteen osaa, neljän vuoden harjoitusda ta 

(training data) sekä yhden vuoden testidata (test data). Jokainen tallenne koostui tulosteesta, 

joka kertoi onnistuttiinko markkinointikampanjassa saamaan asiakas ottamaan pankista lainaa , 

sekä jokaista asiakasta kuvailevista syötetiedoista, joista tarkemmin alla. Täydellisessä 

datasetissä on mukana 41.188 asiakasta. Varsinaisen datan ohella on tarjottu pienempi otosdata, 

jossa on mukana täydellisestä datasta 10 prosenttia, eli 4.119 asiakasta. Tämän otosdatan 

tarkoituksena on tarjota materiaalia haastavampien koneoppimisalgoritmien testaamiseks i. 

(Moro et al. 2014)  

 

Aloitin tuomalla dataa havainnollistavia taulukointeja varten tarvitsemani sarakkeet tietoineen 

Excel-tiedostosta MATLAB:n xlsread –komennolla. Aluksi toin 41188x1 –kokoisina 

vektoreina vastaajien ikää, ammattia, siviilisäätyä, koulutusta, velantakaisinmaksua, 

asuntolainaa sekä muuta lainaa käsittelevät tiedot. Näistä vastaajien iät muodostivat ainoan 

numeerisen vektorin. Lopulta toin MATLAB:iin kaikki tiedot Excelistä. Numeeristen 

muuttujien ohella tiedostossa oli tekstimuuttujia, joiden kanssa tulostemuuttujan määritte lyyn 

piti tehdä muutamia muutoksia xlsread –komentoa käytettäessä.  
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Koska käytin MATLAB:ia macOS Sierra 10.12.4–käyttöjärjestelmällä (myöhemmin macOS 

Sierra 10.12.5), pakotti ohjelma tulkitsemaan Excel –tiedoston basic-tuontiasetuksella. Tämä 

tarkoittaa sitä, että MATLAB pystyy lukemaan ainoastaan xls., xlsx., xlsm., slts. ja xltm.-

muotoisia tiedostoja sekä tuo kaikki päivämäärät Excel –sarjapäiväysnumeroina (MathWorks 

2017i). Saadakseni paremman käsityksen käsittelemästäni datasta, laskin muuttujille muutamia 

tilastollisia tunnuslukuja. Väliotsikoin koodia lukemisen helpottamiseksi. Näistä saamistani 

luvuista alla lisää.  

 

4.1. MUUTTUJAT  

 

Muuttujia tässä datassa on yhteensä kaksikymmentä. Moron, Cortezin ja Ritan artikkelin ”A 

Data-Driven Approach to Predict the Success of Bank Telemarketing” (2014) mukaan 

aineistossa käytettyjä muuttujia kuvailtiin alla esitellyin tavoin. Muuttujat jaoteltiin 

yläkategorioihin, joita olivat pankin asiakasdata, aiemmat kampanjoinnit, muut muuttujat sekä 

sosioekonomiset attribuutit. Puutuvat arvot on datassa merkitty käyttäen merkintää tuntematon 

(”unknown”).  

 

4.1.1. PANKIN ASIAKASDATA 

 

Kaikista muuttujista pankin asiakasdatasta lähtöisin ovat ikä (age), ammatti (job), siviilisääty 

(marital), koulutus (education), onko laiminlyönyt velantakaisinmaksunsa vai ei (default), 

asuntolaina (housing) sekä muu henkilökohtainen laina (loan).  

 

Ikä on pankin asiakasdatan perusteella ilmoitetuista muuttujista ainoa numeerinen. Ikähaarukka 

tässä asiakasdatassa on 17 – 98 vuotta. Vastaajien iän keskiarvo oli noin neljäkymmentä vuotta 

(40,0241) ja ikien mediaani oli 38 vuotta. Asiakkaiden ikäjakauma on havainnollistettu alla 

kuvassa seitsemän. Kuvasta on nähtävissä, että kyseinen jakauma on positiivisesti oikealle vino 

sekä lievästi huipukas.  
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Kuva 7. Vastaajien ikäjakauma. 

 

Erilaiset ammatit oli jaoteltu kahteentoista eri luokkaan. Näitä ammattiryhmiä olivat hallinto 

("admin."), työläinen ("blue-collar"), yrittäjä ("entrepreneur"), kotiapulainen ("housemaid"), 

johto ("management"), eläkeläinen ("retired"), itsenäinen ammatinharjoittaja ("self-

employed"), asiakaspalvelu ("services"), opiskelija ("student"), teknikko ("technician"), työtön 

("unemployed") sekä ammatti tuntematon ("unknown"). Vastaajien jakautuminen eri 

ammattiryhmiin on nähtävissä taulukosta neljä. Taulukossa suurimman frekvenssin saanut 

ammattiryhmä on ylimpänä ja pienimmän frekvenssin saanut viimeisellä rivillä. Suhteellisen 

frekvenssin arvot on ilmoitettu pyöritettynä kolmen merkitsevän numeron tarkkuuteen.  
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Taulukko 2. Ammattiryhmien frekvenssit vastaajien kesken. 

Ammattiryhmä Frekvenssi Suhteellinen frekvenssi 

hallinto 10.422 25,3 % 

työläinen 9.254 22,5 % 

teknikko  6.743 16,4 % 

asiakaspalvelu 3.969 9,64 % 

johto 2.924 7,10 % 

eläkeläinen 1.720 4,18 % 

yrittäjä 1.456 3,54 % 

itsenäinen ammatinharjoittaja 1.421 3,45 % 

kotiapulainen 1.060 2,57 % 

työtön 1.014 2,46 % 

opiskelija 875 2,12 % 

Ammatti tuntematon 330 0,80 % 

 

Siviilisäätyä kuvailemaan oli tarjottu neljä eri kategoriaa, joita olivat eronnut ("divorced"), 

avioliitossa ("married"), naimaton ("single"), siviilisääty tuntematon ("unknown"). 

Luokituksen eronnut alle jaoteltiin myös vastaajat, joiden puoliso oli menehtynyt. Siviilisäädyn 

jakauma datan asiakkaiden kesken on nähtävissä taulukosta viisi alla. Eniten vastaajista oli 

avioliitossa ja vähiten kuului kategoriaan siviilisääty tuntematon.  

 

Taulukko 3. Vastaajien siviilisäätyjen jakauma. 

Siviilisääty Frekvenssi Suhteellinen frekvenssi 

avioliitossa  24.928 60,5 % 

naimaton 11.568 28,1 % 

eronnut/leski 4.612 11,2 % 

siviilisääty tuntematon  80 0,19 %  

 

Koulutuksen osalta vastanneet asiakkaat jaoteltiin kahdeksaan luokkaan. Näitä kategorioita 

olivat neljän vuoden peruskoulutus ("basic.4y"), kuuden vuoden peruskoulutus ("basic.6y"), 

yhdeksän vuoden peruskoulutus ("basic.9y"), lukio ("high.school"), kouluttamaton 
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("illiterate"), ammatillinen koulutus ("professional.course"), yliopistotutk into 

("university.degree") ja koulutus tuntematon ("unknown"). Koulutusjakauma oli esillä 

taulukossa kuusi.  

 

Taulukko 4. Vastaajien koulutusjakauma. 

Koulutus  Frekvenssi  Suhteellinen frekvenssi  

Yliopistotutkinto 12.168 29,5 % 

Lukio 9.515 23,1 % 

Yhdeksän vuoden peruskoulutus 6.045 14,7 %  

Ammatillinen koulutus  5.243 12,7 %  

Neljän vuoden peruskoulutus  4.176 10,1 % 

Kuuden vuoden peruskoulutus 2.292 5,56 % 

Koulutus tuntematon 1.731 4,20 % 

Kouluttamaton 18 0,04 %  

 

Asuntolainaa asiakkaista oli 52,4 %:lla, täysin lainattomia oli 45,2 % ja 2,40 % joiden 

lainatilannetta ei tiedetty. Muuta henkilökohtaista lainaa vastaajista oli 15,2 %:lla, lainattomia 

oli 82,4 % ja vastaamatta jätti 2,40 %. Aiempia ongelmia lainan takaisinmaksussa asiakkaiden 

oman kertoman mukaan oli ainoastaan kolmella (0,0073 %) vastaajista, ja valtaosa (79,1 %) 

ilmoitti maksuhäiriöttömyydestään.  

 

4.1.2. AIEMMAT KAMPANJOINNIT  

 

Edelliseen kampanjaan liittyviä muuttujia ovat taasen yhteydenottotapa (contact), vuoden 

viimeisin yhteydenottokuukausi (month), viikon viimeisin yhteydenottopäivä (day_of_week) 

sekä viimeisimmän yhteydenoton kesto numeerisesti sekunteina (duration).  

 

Vastaajista valtaosa (66,5 %) tavoitettiin matkapuhelimitse (”cellular”), ja loppu kolmannes 

(36,5 %) lankapuhelimitse (telephone). Kuten alla olevasta kuvasta kahdeksan voidaan nähdä, 
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ei asiakkaisiin kohdistuneita yhteydenottoja tapahtunut lainkaan tammi- tai helmikuussa. 

Suurin osa (13.769) yhteydenotoista tapahtui toukokuussa, ja vähiten (182) joulukuussa. 

 

Kuva 8. Yhteydenottojen jakauma. 

 

Asiakkaisiin kohdistuneet yhteydenotot jakautuivat arkipäivien kesken hyvin tasaisesti. 

Jokaiselle arkipäivälle kohdistui noin 20 % kaikista yhteydenotoista. Asiakkaille soitetut 

puhelut kestivät keskimäärin noin 258 sekuntia eli 4 minuuttia 18 sekuntia. Lyhin puhelu kesti 

0 sekuntia ja pisin 4918 sekuntia eli 81 minuuttia 58 sekuntia.  
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4.1.3. MUUT MUUTTUJAT  

 

Muiksi attribuuteiksi on luokiteltu kampanjan aikana suoritettujen yhteydenottojen numeerinen 

arvo (campaign), edellisen kampanjan tiimoilta otetusta yhteydenotosta kuluneet päivät 

(pdays), numeerinen arvo kyseiselle asiakkaalle ennen nykyistä kampanjaa kohdistetuis ta 

yhteydenotoista (previous) ja edellisen markkinointikampanjan asiakaskohtainen tulos 

(poutcome).  

 

Jos muuttuja pdays saa arvon 999, merkitsee tämä sitä, että kyseistä asiakasta ei kontaktoitu 

lainkaan edeltävän kampanjan tiimoilta (Moro et al. 2014).  Attribuutille poutcome on 

määritetty vaihtoehdot epäonnistuminen ("failure"), olematon ("nonexistent") ja menestys 

("success"). Valtaosan kontaktoiduista (86,34 %) asiakkaista kohdalla edellisen 

markkinointikampanjan tiimoilta suoritetun kontaktoinnin merkitys oli olematon. Kontaktoint i 

oli osoittautunut menestyksekkääksi asiakkaista 3,33 % kohdalla ja taasen epäonnistuneeks i 

10,32 %:lla.  

 

Keskimäärin asiakkaaseen kampanjan aikana kohdistuin 2,57 yhteydenottoa. Pienin 

yhteydenottokertojen määrä oli 1 ja suurin 56. Suurin osa (96 %) tämän kampanjan aikana 

kontaktoiduista asiakkaista olivat pankille täysin uusia, joita ei oltu lähestytty pankin aiempien 

kampanjoiden tiimoilta. Vanhojen kontaktien kohdalla yhteydenotosta edellisen kampanjan 

aikana oli kulunut 0 – 27 päivää.  

 

4.1.4. SOSIOEKONOMISET ATTRIBUUTIT  

 

Viimeisimpänä muuttujaluokkana on sosioekonomiset muuttujat. Näitä attribuutteja ovat 

neljännesvuosittainen numeerinen arvo työllisyysmisvariaation asteelle (emp.var.rate), 

kuukausittainen kuluttajahintaindeksi (cons.price.idx), kuukausitta inen 

kuluttajaluottamusindeksi (cons.conf.idx), kolmen kuukauden euriborkorko (euribor3m), ja 

työntekijöiden määrä neljännesvuosittaisena numeerisena arvona (nr.employed).  
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4.1.4.1. TYÖLLISYYSASTEEN VARIAATIO 

 

OECD (2017a) määrittelee työllisyysasteen (employment rate) suhdeluvuksi, joka kuvastaa 

sitä, kuinka tehokkaasti saatavilla olevat työresurssit ovat käytössä. Työllisyysaste saadaan 

jakamalla työssäkäyvien määrä työikäisten kansalaisten määrällä. OECD:n (2017a) mukaisest i 

työikäiseen väestöön lasketaan mukaan kaikki 15 – 64-vuotiaat. Työllisyysasteen variaatio 

(employment variation rate) kuvastaa jokaisen alueen väkiluvulla painotettua työllistymisen 

vaihtelua tietyssä valtiossa (Eurostat 2016).  

 

Kun avasin käsittelemäni datatiedoston Excelissä tekstinkäsittelyohjelman sijaan, tulkitsi Excel 

muuttujan emp.var.rate päivämääränä desimaaliluvun sijaan. Virheen korjaamiseksi minulla oli 

vaihtoehtoina joko korjata Exceliä tai muuttaa koodia, siten, että MATLAB lukisi tälle 

muuttujalle arvot Excel –tiedoston sijaan csv-tiedostosta (comma-separated values). 

Kolmantena vaihtoehtona olisi muuttaa arvot oikeiksi manuaalisesti, mutta se tuntui 

työläimmältä vaihtoehdolta. Kun Excel oli jo tulkinnut muuttujan arvot päivämäärinä, 

muutettaessa arvon tyyppiä Excelissä numeroksi, muuttuivat nämä päivämäärät Excel –

päiväyksiksi (Excel serial numbers of the dates).  

 

Lopulta päädyin lukemaan muista muuttujista poiketen arvot työllisyysasteen variaatio lle 

MATLAB –komennon csvread avulla. Funktion syötteeseen tulee ensin luettavan tiedoston 

nimi, toisena rivi, jolta lukeminen aloitetaan ja viimeisenä sarakkeen numero, jolta lukeminen 

aloitetaan. Tämän jälkeen hakasulkeisiin rajataan luettava alue. Tässä tapauksessa rivien ja 

sarakkeiden indeksöinti alkaa arvosta nolla. (Mathworks 2017j) Eli tässä tapauksessa 

lukeminen aloitetaan riviltä yksi ja sarakkeesta 15.  

 

En saanut csvread-komentoa toimimaan, joten päädyin lopulta muokkaamaan Excel-tiedos toa 

manuaalisesti. Ainoat päivämääriksi Excelin tulkitsemat arvot olivat 1,1 ja 1,4, jotka Excel 

sarjapäiväysnumeroina ovat 42.736,00 sekä 42.826,00. Muodostin sisäkkäisten ehtolause iden 

(3) avulla uuden, korjatun sarakkeen työllisyysasteen variaation arvoille.  
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= 𝐽𝑂𝑆(𝑎𝑙𝑘𝑢𝑝𝑒𝑟ä𝑖𝑛𝑒𝑛 𝑎𝑟𝑣𝑜 = 42736; "1.1"; 𝐽𝑂𝑆(𝑎𝑙𝑘𝑢𝑝𝑒𝑟ä𝑖𝑛𝑒𝑛 𝑎𝑟𝑣𝑜 =

42826; "1.4"; 𝑎𝑙𝑘𝑢𝑝𝑒𝑟ä𝑖𝑛𝑒𝑛 𝑎𝑟𝑣𝑜)                     (3) 

 

Ongelmaksi muodostui myös se, ettei MATLAB tunnistanut Excelistä tuomiani arvoja luvuiks i 

vaan tulkitsi ne merkkijonoina. Tämä ongelma toistui kaikkien desimaaliluk ujen kanssa. Heti 

alkuun kuvittelin tämän johtuvan Excel-tiedostossa käytetyistä desimaalipisteistä. Koska 

käytössäni oli macOS, ei Excelin desimaalierottimen vaihtaminen ollut yhtä helppoa kuin 

Windows-käyttöjärjestelmän kanssa. Tämän vuoksi vaihdoin desimaalierottimet sarakkeittain 

VAIHDA-kaavan (4) avulla. Kun tämäkään kaava (4) ei tuonut haluttua lopputulosta, päädyin 

muokkaamaan aiempaa ehtolausetta (3) muuttamaan desimaalipisteet desimaalipilkuik s i.  

Tämän muutoksen ehtolauseiden avulla tein muuttujille työllisyysasteen variaatio 

(emp.var.rate), kuluttajahintaindeksi (cons.price.idx), kuluttajaluottamusindeks i 

(cons.conf.idx), kolmen kuukauden euriborkorko (euribor3m) sekä työntekijöiden määrä 

neljännesvuosittaisena numeerisena arvona (nr.employed).   

 

= 𝑉𝐴𝐼𝐻𝐷𝐴(𝑎𝑙𝑘𝑢𝑝𝑒𝑟ä𝑖𝑛𝑒𝑛 𝑎𝑟𝑣𝑜; ". "; ", ")                    (4) 

 

Asiakasdatan suurin työllisyysasteen variaation arvo on 1,40 ja pienin -3,40. Keskimäärin 

tämän muuttujan arvo oli 0,10.  

 

4.1.4.2. KULUTTAJAHINTAINDEKSI 

 

Kuluttajahintaindeksi (consumer price index) kuvastaa valtioittain koottuna kotitalouks ien 

hankkimien palveluiden sekä tavaroiden hintakehitystä kuukausitasolla. Tämän vuoksi tätä 

indeksiä käytetään yleisesti vallitsevan inflaation mittarina. Indeksi muodostetaan 

kulutusosuuksilla painotettujen hyödykkeiden hintojen summana. Saksalaisen ekonomist in 

Laspeyresin hintaindeksin avulla saadaan laskettua kuluttajahintaindeksi vertaamalla halutun 

ajankohdan hintatasoa perusajankohdan lukuarvoihin (Encyclopædia Britannica 2017). Tällä 

hetkellä kansallisen tason indeksin ohella tuotetaan Euroopan unionin jäsenvaltio iden 

yhdenmukaistettu kuluttajahintaindeksi (Harmonized index of Consumer Prices). Täten 
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voidaan suorittaa valtioiden välistä inflaatiotasojen vertailua luotettavammin. (Tilastokeskus 

2015) 

 

Asiakasdatan suurin kuluttajahintaindeksin arvo on 94,767 ja pienin 92,201. Keskiarvona 

tämän datan kuluttajahintaindeksi on 93,576.   

 

4.1.4.3. KULUTTAJALUOTTAMUSINDEKSI  

 

Kotitalouksien suuria hankintoja koskevien suunnitelmien sekä heidän niin vallitsevan kuin 

tulevankin taloudellisen tilanteensa pohjalta voidaan määritellä kuluttajaluottamusindeks i 

(consumer confidence index). Täten voidaan todeta rahoitusmarkkinoiden ja 

kuluttajaluottamusindeksin olevan vahvasti linkittyneitä toisiinsa (Gunes & Çelik 2010, 175). 

Saatu indeksi kuvastaa määrällisen mittarin avulla hyvin tietyllä alueella vallitsevia talousoloja. 

Usein pitkän aikavälin keskiarvo määritellään saavan arvon 100.0, jolloin tähän lukemaan on 

helppo verrata vuosikohtaisesti saatuja arvoja. (OECD 2017b)  

 

Turkissa tehdyn tutkimuksen mukaan viikonpäivällä on vaikutusta kuluttajaluottamusindeks i in. 

Myös aiemmat tutkimukset (Cross 1973, 625, Basher & Sadorsky 2006, 6 – 7) tukevat tätä 

havaittua viikonloppu- ilmiötä, jonka mukaan huonot uutiset markkinoilla paljastetaan usein 

perjantaina, ja täten maanantai on huonoin mahdollinen päivä kaupankäyntiin. (Çelik & 

Hüseyin 2013, 2, 9)  

 

Asiakasdatan suurin arvo kuluttajaluottamusindeksille on -26,90 ja pienin arvo on -50,80. 

Keskimäärin kuluttajaluottamusindeksille arvoksi tämän datan perusteella muodostuu -50,80.  
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4.1.4.4. TYÖNTEKIJÖIDEN MÄÄRÄ JA EURIBORKORKO  

 

Tässä datassa työntekijöiden määrällä tarkoitettiin neljännesvuosittaista keskiarvoa 

työllistettyjen kansalaisten lukumäärälle (Moro et al. 2014). Työntekijöiden määrän suurin arvo 

oli 5.228,10 työntekijää ja pienin arvo datassa tälle muuttujalle oli 4.963,30. Keskimää rin 

työntekijöitä oli 5.1670,04.  

 

Euriborkorko eli (Euro Interbank Offered Rate) tarkoittaa sitä korkotasoa, jolla pankit suostuvat 

lainaamaan euromääräisiä varoja toisille pankeille vakuudettomasti. Tämä viitekorko lasketaan 

päivittäin erimittaisille lainasopimuksille, joiden pituus vaihtelee yhdestä viikosta 12 

kuukauteen. Yhteensä näitä ajanjaksoja on 15 kappaletta. Pankit lainaavat tätä lainarahaa 

eteenpäin asiakkailleen hintaan, joka muodostuu euriborkorosta sekä pankkikohtaises ta 

marginaalista. (European Central Bank 2017) 

 

Jälleen osa tämänkin euriborkorko-muuttujan arvoista oli Excelin toimesta muuttunut 

tavallisten lukuarvojen sijaan päivämääriksi. Yhteensä 4.169 (450 + 435 + 267 + 354 + 392 + 

172 + 7 + 3 +8 + 756 + 18 + 8 + 28 + 254 + 13 + 587 + 110 + 188 + 64 + 18 + 19 + 2 + 10 + 

6) attribuuttia oli saanut päiväysarvon, kuten 1.4.1986. Katsoin näille todelliset arvot 

alkuperäisestä csv-tiedostosta, jossa tämä edellä mainittu esimerkkiarvo oli 4.857. Muita 

muutettavia arvoja olivat 4.860, 4.960, 4.970, 4.860, 4.760, 4.700, 4.120, 1.650, 1.560, 1.520, 

1.410, 1.40, 1.250, 1.270, 1.260, 1.050, 1.040 sekä 1.030. Suurin arvo euriborkorolle tässä 

datassa oli 5,045 ja pienin arvo oli 0,634. Keskimäärin asiakkaiden kolmen kuukauden 

euriborkorko oli 3,620, mikä on nähtävissä punaisena pystyviivana alla kuvassa yhdeksän. 

Kuvasta on havaittavissa myös se, että pienemmissä korkotasoissa (0,500 – 1,500 %) ilmenee 

enemmän variaatiota kuin sitä suuremmilla koroilla.  
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Kuva 9. Kolmen kuukauden euriborkoron jakauma. 

 

4.1.5. TULOSTEMUUTTUJA  

 

Näiden kahdenkymmenen muuttujan lisäksi datassa on tulosteena ennuste siitä, tekeekö asiakas 

pankkitalletuksen vai ei (y). Mikäli viimeisimmän kontaktoinnin kesto oli nolla, eli 

asiakkaaseen ei oltu tällöin saatu yhteyttä, tarkoittaa tämä suoraan kampanjan epäonnistumis ta 

kyseisen asiakkaan kohdalla, eli tällaisessa tapauksessa tulostemuuttuja (y) saa arvon ei (”no”). 

Tämän seikan vuoksi Moro, Cortez ja Rita (2014) kehottavat poistamaan kaikki ”no” –arvon 

saaneet asiakkaat, mikäli halutaan muodostaa todenmukainen ennakoiva malli. 

 

Asiakkaista suurimman osan (88,73 %) kohdalla kampanjointi ei osoittautunut 

menestyksekkääksi. Ainoastaan reilun kymmenesosan (11,27 %) asiakkaista kohdalla 

kampanja oli pankille menestyksekäs. Kritiikkinä voidaan sanoa, ettei tämä data huomio i 

kampanjoinnin vaikutuksia asiakkaiden toimintaan kampanjan ulkopuolella.   
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5. ASIAKASDATAN KLUSTERIANALYYSI  

 

Kuten jo aiemmin on mainittu, käytin klusteroinnissa MATLAB:n Neural Net Clustering 

(nctool) –työkalua, joka ratkaisee joukkouttamisongelmia itseorganisoituvien karttojen avulla . 

Komento nnstart avaa Neural Network –sovelluksen, jonka jälkeen valitaan Clustering app 

(avattavissa myös komennolla nctool). Samaan tilanteeseen päästäisiin myös valitsemalla 

valikosta Neural Clustering App. Etenen alla olevan kuvan 10 esittämän kaavion mukaisest i 

tutkielmani tässä vaiheessa. 

 

 

Kuva 10. Prosessin eteneminen. (mukaillen Hanafizadeh, P. & Mirzazadeh, M. 2011, 201 – 
202) 

 

 

5.1. TARVITTAVAT MATLAB -KOMENNOT  

 

Mallin 
kehittäminen 

•Määritä ongelma, tarkenna tavoitteet, laajuus ja käytetty menetelmä

•Valitse tekijät segmentointia varten 

SOM:n 
kehittäminen 

•Mallin käyttöönotto

•Datan rajaus ja karsinta, muuttujien skaalaus

•Alkupainoarvojen asettaminen ja verkon harjoittaminen

• Etäisyysmatriisikartan ja jokaisen muuttujan kartan luominen 

•segmenttien sekä alisegmenttien tunnistaminen ja nimitys 

Klusterianalyysi 

•Näytteen valinta jokaisesta segmentistä 

•Jokaisen näyteasiakkaan pankille uskollisuuden määrittäminen 

•Segmenttien käytöksen arvio
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selforgmap –funktio on Matlabin oma funktio, jonka avulla voidaan määrittää 

itseorganisoituvia karttoja (self-organized map, SOM). Tämä kyseinen funktio luo 

standardiverkon. Kustomoidun verkon käyttäjä saa luotua trainbu –komennon avulla. 

selforgmap -funktion kaikille syötearvoille (input values) on määritetty etukäteen oletusarvot, 

jotka ovat nähtävissä taulukossa kaksi alla.  Tuloksena selforgmap –funktio palauttaa nimensä 

mukaisesti itseorganisoituvan kartan. Alla olevasta taulukosta kaksi käy esille näiden input-

muuttujien oletusarvot. Tämän mappausfunktion syntaksi on seuraavanlainen: 

selforgmap(dimensions,coverSteps,initNeighbor,topologyFcn,distanceFcn). (MathWorks 

2017c) 

 

Taulukko 5. Oletussyötearvot selforgmap –funktiolle. (mukaillen MathWorks 2017c) 

dimensions ulottuvuus rivivektorina (oletusarvoisesti [8 

8]) 

coverSteps  tarvittavat toistot verkon harjoittamiseen 

(oletusarvoisesti 100)  

initNeighbor  alustava lähistökoko (oletusarvoisesti 3)  

topologyFcn kerrostopologiafunktio (oletusarvoisest i 

’hextop’) 

distanceFcn neuronietäisyysfunktio (oletusarvoisest i 

’linkdist’) 

 

Funktio hextop laskee neuroneiden paikat kerroksille, joiden neuronit ovat järjestäytyneet n-

ulotteiseen kuusikulmaiseen (hexagonal) kuvioon. Syötearvona tämä kyseinen funkt io ottaa 

rivivektorin, joka sisältää ulottuvuuskoot, eli N määrän argumentteja, joista jokainen kuvastaa 

tietyn ulottuvuuskerroksen pituutta. Tuloksena funktio palauttaa 𝑁×𝑆 -matriisin, jossa S 

muodostuu syötearvojen tulona. (MathWorks 2017d) 

 

Toinen itseorganisoituvan karttafunktion käyttämiseen oletusarvoisesti tarvittavista funktio is ta 

on link distance function (linkdist). Se määrittää kerroksien neuroneiden välisiä etäisyyks iä 

alkuarvoina annettujen neuroneiden asemien perusteella. Nämä paikat annetaan N x S –

matriisina, ja funktio palauttaa S x S –etäisyysmatriisin. (MathWorks 2017e) 
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Standardiverkon harjoittaminen tapahtuu Matlab -komennon train avulla. Syötearvoina tämä 

funktio ottaa verkon (N), syötedatan (x) ja tavoitedatan (T). Mikäli kyseessä oleva verkon 

harjoittaminen on valvomatonta, voidaan tavoitedata jättää syötteestä pois. Syötedata voi olla 

joko matriisi- tai rivivektorimuodossa. Tulosteena harjoitetun verkon ohella palautettava 

harjoitustietue sisältää ajanjaksot sekä tehokkuusparametrit. Tavoiteltaessa syväoppimis ta 

konvoluutiollisten neuroverkkojen kanssa, on käytettävä train –funktion sijasta trainNetwork –

funktiota. (MathWorks 2017f) 

 

Muodostetun neuroverkon harjoittaminen valvomattomien painoarvojen sekä 

vinoumaoppimisen avulla eräkohtaisina päivityksinä tapahtuu trainbu -funktion avulla. 

Päivitykset tapahtuvat, kun kaikki syöttödata on käsitelty. Harjoittamiseen käytettävä funktion 

trainbu ottaa syötearvoina verkon (NET) ja syötedatan (x). Tämän jälkeen funktion palauttaa 

harjoitetun verkon ja harjoitustietueen (training record, TR). Harjoitusprosessissa Matlab 

käyttää tiettyjä ennalta määriteltyjä oletusparametriarvoja, jotka ovat esiteltyinä alla taulukossa 

kolme. Näistä arvoista käyttäjä voi halutessaan poiketa. Dynaamisten verkkojen tapauksessa 

funktion syötearvoihin voidaan lisätä virhetermit, joiden avulla verkon harjoitusprosess ia 

saadaan tehostettua huomioiden jokaisen tavoitearvon merkitsevyys koko verkolle. 

(MathWorks 2017g) 

 

 

 

 

 

 

Taulukko 6. Oletusparametriarvot trainbu –funktiolle. (mukaillen MathWorks 2017g) 

net.trainParam.epochs 1000 suurin mahdollinen harjoitettavien 

ajanjaksojen määrä  

net.trainParam.show 25 ajanjaksot näyttöjen välillä  
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net.trainParam.showCommandLine false luo komentorivituloste 

net.trainParam.showGUI true näytä harjoituksen graafinen käyttöliittymä 

(GUI) 

net.trainParam.time inf suurin harjoiteaika sekunneissa  

 

learnsomb –funktio joukkouttaa itseorganisaoituvan kartan neuronit niiden painojen muutosten 

mukaisesti. Tämä laskeminen tapahtuu muodostamalla jokaiselle neuronille uusi painovektor i 

syötevektoreiden painotettuna keskiarvona. Tällöin neuroni ja sen ympäristö responded to with 

an output of 1. Järjestäytymisvaihe (ordering phase) kestää parametrin LP.steps osoittaman 

määrän. Tämän muuttujan oletusarvo on 100. Järjestäytymisvaiheen aikana neuronin ympäristö 

pienenee asteittain parametrin LP.init_neighborhood koosta yhteen, jonka arvoiseksi ympäristö 

jää. Parametrin LP.init_neighborhood  oletusarvo on kolme. Tulosteena learnsomb palauttaa 

SxR –painonmuutosmatriisin (dW) sekä uuden oppimistilan (LS). (MathWorks 2017h) 

 

Neuroverkon simulointi tapahtuu sim –funktiolla. Verkon simulointi tapahtuu kuuden eri arvon 

kautta. Näitä arvoja ovat net.numInputs, net.numLayers, net.outputConnect, net.biasConnect, 

net.inputConnect sekä net.layerConnect. Syötearvoina funktio ottaa verkon (net), 

verkkosyötteet (X), oletussyöteviiveolosuhteet (Xi, oletusarvoisesti nollia), 

oletuskerrosviiveolosuhteet (Ai, oletusarvoisesti nollia) sekä verkkokohteet (oletusarvoises t i 

nollia). Tulosteena sim palauttaa verkkotulosteet (Y), lopulliset syöteviiveolosuhteet (Xf) ja 

lopulliset kerrosviiveolosuhteet (Af). Argumenttejä Xi, Ai, Xf ja Af tarvitsee käyttää ainoastaan 

käsiteltäessä verkkoja, joissa on syöte- tai kerrosviiveitä. (MathWorks 2017i) 

 

 

 

5.2. ESIMERKKIDATA 

 

Kokeilin tätä sovellusta ensimmäisen kerran MATLAB:n tarjoamalla esimerkkidata lla 

saadakseni sen käytöstä jotain kokemusta. Tämä Iris Flowers –mallidata koostuu tuhansien 

kukkien 4x150 –matriiseista. Datan lataamisen jälkeen seuraavana vaiheena oli verkon 
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neuronien lukumäärän valitseminen. Valitsin ohjeen ehdottaman koon (6) kaksiulotteise lle 

kartalle (Hudson, M. 2010). Tätä numeerista arvoa myöhemmin muuttamalla voi parantaa 

luodun verkon suorituskykyä. Tämän vaiheen jälkeen oli vuorossa verkon harjoittaminen train 

-nappia painamalla. Verkkoa pystyy halutessaan harjoittamaan uudelleen.  

 

Harjoittamisen jälkeen pystyy valitsemaan kuvioiden piirtämisen. SOM –topologiakuvaa ja 

piirtää tässä tapauksessa 6x6-kaksiulotteisen, kuusikulmioista koostuvan verkon. SOM –

otososumakuvaaja näyttää aineiston jaottumisen eri klustereihin numeerisena arvona, kuten 

kuvasta kymmenen yllä voidaan havainnoida. Parhaiden tulosten löytämiseksi, olisi käytettävän 

aineiston hyvä olla suhteellisen tasaisesti jakautunut neuroneiden kesken (MathWorks 2017k).  

 

 

Kuva 11. Vasemmalla SOM-otososumakuvaaja ja oikealla lähistöetäisyyskuvaaja 
esimerkkidatasta yhden harjoituskerran jälkeen. 

 

Lähistöetäisyyskuvaajassa (SOM Neighbor Distances, kuva 11) aiemmissa kuvaajissa 

esiintyneet kuusikulmiot (neuronit) ovat pienempiä, jotta niiden väliset etäisyydet tulis ivat 

paremmin esiin. Tästä kuvaajasta käytetään kirjallisuudessa myös nimitystä U-matriisi (unified 

distance matrix). Mitä tummempi etäisyyttä kuvastava väri on, sitä kauempana nämä klusterit 

ovat toisistaan. Vaalea väri merkitsee sitä, että läheiset klusterit ovat ominaisuuksiltaan 

samankaltaisia. Punaiset linjat yhdistävät viereiset neuronit.  
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Syötekenttäkuvaaja (SOM Input Planes) erittelee painoarvot jokaista neljästä syötedatan 

kukkien ominaisuuksista jaoteltuina kaikille 36:lle (6x6) neuronille. Samanlaiset kentät, kuten 

kolmas ja neljäs kuvassa 12 alla, tarkoittavat näiden kenttien syötteiden samankaltaisuutta. 

Vastaavasti kenttien eroavaisuus, kuten ensimmäinen ja toinen kuvassa 11, merkitsee näillä 

olevien syötemuuttujien ominaisuuksien eroavaisuutta. Mitä tummempi väri painokentällä on, 

sitä pienempi syötteen painoarvo on siinä kyseisessä neuronissa.  

 

 

 

Kuva 12. SOM-kenttäkuvaaja esimerkkidatasta. 

 

Painoarvojen asemakuvaajassa (SOM Weight Positions) on esitettynä kukkasyötteet vihreinä 

pisteinä näiden kahteen ensimmäiseen ominaispiirteeseen suhteutettuna. Neuronit ovat kuvassa 

13 isompia, tummansinisiä pisteitä.  Punaiset viivat yhdistävät vierekkäiset neuronit toisiinsa. 

Kuva näyttää taitetulta, sillä siihen on todellisuudessa neliulotteinen asia (neljä eri 

kukkaominaisuutta) puristettu kaksiulotteiseksi.  
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Kuva 13. SOM-painoarvojen asemakuvaaja esimerkkidatasta. 

 

Seuraavassa vaiheessa verkkoa pystyi jälleen harjoittamaan uudelleen, muokkaamaan 

kaksiulotteisen kartan kokoa tai testaamaan luotua karttaa toisella aineistolla. Oikean verkon 

koon löytäminen tapahtuu yleensä kokeilemisen kautta (Kohonen, T. 2014, 19). Koko 

alustusprosessin ajan verkon kehittymistä pystyi seuraamaan kaaviokuvasta.  

 

Tämän jälkeen käyttäjä voi muodostaa luodun verkon pohjalta jakokelpoisen version. Neural 

Network Clustering –sovelluksen viimeisellä sivulla pystyy käyttäjä halutessaan luomaan 

scriptin, joka käsittelee dataa samoin kuin edellä käytetty sovellus. Tähän esimerkkiin luotu 

koodi löytyy liitteestä kaksi.  
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5.3. PANKIN ASIAKASDATA 

 

Tämän tutkielman laajuuden rajoissa tein vaaditun datan rajauksen manuaalisesti siihen 

kehiteltyjen menetelmien hyödyntämisen sijaan. Aloitin poistamalla kaikki ”no” –arvon 

tulostemuuttujalle saaneet asiakkaat Moron, Cortezin ja Ritan (2014) kehotuksen mukaisest i 

saadakseni mahdollisimman toimivan, ennustavan mallin. Valitsin mukaan kaikki asiakkaita 

kuvailevat demografiset muuttujat, jotta tulosten perusteella saataisiin tietoa markkinoinnin 

kohdentamiseksi. Näitä muuttujia olivat ikä, ammatti, koulutustausta, velantakaisinmaksun 

laiminlyönnit, asuntolaina sekä muu henkilökohtainen laina.  

 

Tulostemuuttujien ”yes”-arvoja oli aineistossa yhteensä 4.640 havaintoa. Poistin myös kaikki 

”unknown” –arvon saavia muuttujia sisältävät rivit. Tämän jälkeen aineistossani oli jäljellä 

2889 asiakasta. Jokaisessa syötedatan vektorissa oli yhteensä kuusi elementtiä. Koska päädyin 

segmentoinnissa käyttämään demografisia tekstiarvoisia muuttujia, koodasin näille numeeriset 

arvot alla olevan taulukon seitsemän mukaisesti. Muuttuja ”default” (häiriöt 

velantakaisinmaksussa) jäi kokonaan pois, sillä se sisälsi ainoastaan arvoja ”unknown”.  

 

Arvotin ammatin sekä koulutuksen siten, että mitä korkeampi arvoinen kyseinen muuttuja oli 

sitä suuremman numeerisen arvon sille annoin. Suodatetussa aineistossa ei ollut lainkaan 

”illitarate” –arvoja, joten alimmaksi koulutustasoksi jäi ”basic.4y”.  

 

Taulukko 7. Muuttujien tekstiarvojen muunnos numeerisiksi. 

Siviilisääty Ammatti 

divorced = 1 unemployed = 1 

married = 2 student = 2 

single = 3 housemaid = 3 

Koulutus retired = 4 

basic.4y = 1 blue-collar = 5 

basic.6y = 2 services = 6 
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basic.9y = 3 self-employed = 7  

high.school = 4 entrepreneur = 8  

professional.course = 5 technician = 9 

university.degree = 6 admin =10 

Asunto- tai muu henkilökohtainen laina management = 11 

yes = 1   

no = 2  

 

Tämän jälkeen vuorossa oli muuttujien skaalaus. Tämä on yksinkertaisinta tehdä siten, että joko 

haluttujen muuttujien varianssit tai niiden ääriarvot ovat samat (Kohonen, T. 2014, 41) 

Varianssi on eräs hajontaluvuista ja se voidaan laskea keskihajonnan neliönä (5). Keskihajonta 

kuvastaa, kuinka paljon havaintojen arvo keskimäärin eroaa odotusarvosta, eli muuttuj ien 

keskiarvosta. (Kontkanen, P., Lehtonen, J. & Luosto, K. 2012, 32, 120, 122) 

 

𝛿2 =
∑ (𝑥𝑖−𝑥̅)

2𝑁
𝑖=1

𝑁
=

∑ 𝑓𝑖(𝑥𝑖−𝑥̅)
2𝑘

𝑖=1
𝑁

                     (5) 

| 𝑁 = ℎ𝑎𝑣𝑎𝑖𝑛𝑡𝑜𝑗𝑒𝑛 𝑙𝑢𝑘𝑢𝑚ää𝑟ä  

| 𝑥̅ = 𝑘𝑒𝑠𝑘𝑖𝑎𝑟𝑣𝑜  

| 𝑓𝑖 = 𝑚𝑢𝑢𝑡𝑡𝑢𝑗𝑎𝑛 𝑎𝑟𝑣𝑜𝑛 𝑥𝑖  𝑓𝑟𝑒𝑘𝑣𝑒𝑛𝑠𝑠𝑖 (𝑖 = 1,2,… , 𝑘)  

 

Päädyin skaalaamaan muuttujani noudattamaan normitettua normaalijakaumaa, eli 

standardinormaalijakaumaa (𝑋~𝑁(0,1)). Tällaisen jakauman keskiarvo on nolla ja 

keskihajonta yksi. Tällöin muuttujien arvot ovat keskenään vertailukelpoisia. Arvojen 

normittaminen tapahtuu jakamalla muuttujan ja keskiarvon erotus keskihajonnalla (6). 

(Kreyszig, E. 1993, 1175) 

 

𝑍 =
𝑋−𝑥̅

𝛿
                       (6)  
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5.3.1. MUODOSTUNEET KLUSTERIT  

 

Ajettuani prosessin esimerkkidatalla, kokeilin omalla, karsitulla aineistolla. Määritin 

syötedatan olevan aseteltuna matriisin riveinä, sillä tähän käytin aineistoa csv-muodossa. 

Sarake-erottimeksi määritin puolipisteen. Alkuperäisen aineiston pilkkuerottimet piti vaihtaa 

pisteiksi, jotta MATLAB osaisi tulkita desimaalit oikein. Valitsin aluksi muodostettavan 

verkon kooksi 15x15 neuronia. Halusin kuitenkin tätä yksityiskohtaisemman kartan, joten 

vaihdoin verkon kooksi 45x45. Tämä koko tuotti huomattavasti selkeämmän tulosteen.  

 

 

Kuva 14. Asiakasdatan lähistöetäisyyskuvaaja.  
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Muodostuneet klusterit hahmottelin lähistöetäisyyskuvaajan (kuva 14) perusteella. Tämä 

onnistuu, sillä kyseinen kuvaaja havainnollistaa vierekkäisten neuronien väliset etäisyydet 

paljastaen täten aineiston klusterirakenteen. Yhteensä näitä klustereita muodostui yhdeksän 

kappaletta, jotka nimesin kirjaimilla A – I (kuva 15).  

 

 

Asiakasdatan jaottumisen verkon noodeihin esittävä SOM-otososumakuvaaja suuren kokonsa 

vuoksi liitteenä (liite 4). Tästä kuvaajasta voidaan yhdessä klustereita esittävän kuvan kanssa 

havainnoida, jokaiseen klusteriin sijoittuvien potentiaalisten asiakkaiden lukumäärä. 

Poistamalla datan preprosessointivaiheessa kaikki pankille epäsuotuisat asiakkaat, voidaan 

kaikkein ”parhaimmat” asiakasryhmät valita sen perusteella, mihin muodostuneista klustereis ta 

sijoittuu määrällisesti eniten asiakasosumia. Näihin poistettuihin epäsuotuisiin asiakkais iin 

lukeutuivat kaikki ne yksilöt, joiden kohdalla ei syntynyt lainanottopäätöstä.  

 

Liitteen neljä otososumakuvaajan mukaan eniten osumia on klustereissa C, E ja F. Osumat 

sijoittuivat diagonaalisesti kartan keskiosiin. Näiden klustereiden merkittävän koon vuoksi 

Kuva 15. Muodostuneet klusterit A - I. 
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keskityn ainoastaan niihin jättäen muut muodostuneet klusterit yksityiskohtaisemmalta 

tarkastelulta sivuun.  

 

 

Seuraavaksi siirryin tarkastelemaan muuttujien jakaumia. Yllä kuvasta 16 voidaan nähdä 

jokaisen syötemuuttujan jakauman perustuen kyseisen muuttujan saamiin arvoihin sekä sen U-

matriisiin, eli lähistöetäisyyskuvaajaan. Kaavioiden kuvastamat muuttujien jakaumat 

järjestyksessä esittävät asiakkaiden ikää, ammattiryhmää, siviilisäätyä, koulutustaustaa sekä 

tilannetta asuntolainan ja muun henkilökohtaisen lainan suhteen. Näistä kuvista voidaan nähdä, 

millaisia muuttujan arvoja kuhunkin klusteriin sisältyy.  

 

Muuttujien jakaumien perusteella voidaan todeta potentiaalisten asiakkaiden ammattiryhmän 

(input 2) sekä koulutustaustan (input 4) yhteneväisyys. Tämä tarkoittaa sitä, että mitä 

korkeampi asiakkaan koulutustaso on, sitä korkeampiarvoisissa työtehtävissä tämä on, ja 

Kuva 16. Muuttujien jakaumat (feature planes) asiakasdatasta. 
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päinvastoin. Jakaumista käy ilmi myös se, kuinka iällä ei ole merkittävää vaikutusta asiakkaan 

koulutukseen tai ammattiin. Tässä pitää huomioida se, että suodatetun aineiston ikähaarukka 

on 20 – 60 –vuotiaat, eli työikäiset.  

 

Muuttujien jakaumista voidaan myös nähdä asiakkaan siviilisäädyn vaikutus jo olemassa  

olevaan lainaan. Keskimäärin sinkuilla on muihin ryhmiin nähden enemmän muuta 

henkilökohtaista lainaa. Taasen avioliitossa elävillä on asuntolainaa suuremmalla 

todennäköisyydellä kuin sinkuilla, eronneilla tai leskillä. Voidaan myös todeta, että jakauman 

perusteella keski-ikäiset ovat todennäköisimmin avioituneita. Muuta henkilökohtaista lainaa on 

kaikilla muilla paitsi klusteriin I kuuluvilla asiakkailla.  

 

Muodostuneista klustereista H ja I sisältävät aineiston vanhimmat asiakkaat. Kaikkein 

nuorimpia asiakkaita kuuluu klustereihin A ja B. Klustereiden G ja H asiakkaat ovat 

suhteellisen matalasti koulutettuja sekä he ovat sijoittuneet alemman tason työtehtäviin. 

Klusterissa A olevat asiakkaat ovat sinkkuja, eronneita tai leskiä on klustereissa H ja I sekä 

avioliitossa ovat klustereiden C – G asiakkaat. Klustereiden B, G, H ja I asiakkailla ei ole 

asuntolainaa.  

 

Taulukko 8. Parhaiden klustereiden luonnehdinta. 

Klusteri Klusterin luonnehdinta  

C Avioliitossa, korkeakoulutettu, vaativa työ, 40 – 60-vuotiaat 

E Avioliitossa, suhteellisen korkeakoulutettu, keskijohdon tehtävät, 

asuntolainaa, 40 – 60-vuotiaat 

F Avioliitossa, alhaisempi koulutus, rivityöläinen, muuta henkilökohta ista 

lainaa, 40 – 60-vuotiaat 

 

Näiden havaintojen perusteella voidaan yksilöidä parhaiden asiakkaiden klusterin 

ominaispiirteet. Näiden edellä valittujen klustereiden (B – D) tarkempi luonnehdinta on 

luettavissa yllä taulukosta kahdeksan. Näillä piirteillä varustettujen asiakkaiden voidaan ajatella 

omaavan paremman todennäköisyyden saada lainaa, sillä he ovat pankin silmissä ”parempia” 
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lainanottajia. Taulukon kahdeksan perusteella voidaan todeta, että otollisimpien asiakkaiden 

saamiseksi pankin tulisi keskittää markkinointinsa avioliitossa elävään vanhempaan 

työväestöön, jotka ovat sijoittuneet pidempiaikaisen koulutuksen jälkeen vaativiin työtehtäviin. 

Tämän lisäksi näillä asiakkailla on jo entuudestaan asuntolainaa.  

 

6. YHTEENVETO JA JOHTOPÄÄTÖKSET  

 

Tarkoituksena oli tarkastella pankille suotuisimpien lainanottajien demografisia piirteitä 

käyttäen apuna itseorganisoituvia karttoja. Keskittämällä markkinointi onnistunees t i 

uskollisimmat ja taloudellisesti kannattavimmat asiakkaat sisältämään kohdesegmentt i in, 

mahdollistuu yritykselle merkittävien resurssisäästöjen saavuttaminen. Tämän vuoksi 

tutkielmassani käsittelemäni aihepiiri on etenkin yrityssektorille erittäin tärkeä.  

 

Viimeisimpien vuosikymmenten aikana segmentoinnin avuksi on kehitelty useita, koko ajan 

kehittyneempiä tietoteknisiä, älykkäitä malleja prosessin luotettavuuden ja nopeuden 

parantamiseksi. Menetelmänä SOM:n eduksi muihin menetelmiin verraten voidaan mainita sen 

kyky muuntaa tilastollista dataa helpommin ymmärrettävään visuaaliseen muotoon. 

 

6.1. TUTKIMUKSEN TULOKSET 

 

Tutkimuskysymyksiäni olivat seuraavat, joista alimmaisena varsinainen päätutkimuskysymys.   

 

Kuinka pankki voi valikoida asiakkaat kohdennettuun markkinointiin? 

Kuinka voitaisiin kehittää toimivia kohdennettuja markkinointikampanjoita? 

Millaiset asiakkaat ovat pankille ”parhaimpia” lainanottajia? 
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Tutkielman tarjoamien tietojen pohjalta voidaan sanoa, että eräs mahdollisuuksista valita 

asiakkaat kohdennettuun markkinointiin on juuri itseorganisoituvien karttojen kautta. Tosin 

tähän menetelmään liittyy merkittäviä riskejä, kuten oikeanlainen datan preprosessointi. Siinä 

kyseisessä vaiheessa voi tapahtua virheitä, jotka johtavat vääristyneisiin tutkimustuloks i in. 

Esimerkkinä noista virheistä voidaan mainita väärien, menetelmään sopimattomien muuttuj ien 

valinta tai skaalauksen epäonnistuminen. Myös näiden kohdennettujen 

markkinointikampanjoiden kehittäminen onnistuisi SOM:n avulla.  

Tutkimuskysymyksiin saatujen vastausten perusteella voidaan vetää liiketoiminnall is ia 

johtopäätöksiä, jotka perustuvat juuri tähän käytössä olleeseen aineistoon. Dataan pohjautuvan 

tilastollisen analyysin perusteella kyseiselle pankille parhaimmat asiakkaat lainanottoon 

olisivat demografisilta ominaisuuksiltaan seuraavanlaisia. Ihanneasiakas olisi 40 – 60-vuotias 

korkeakoulutettu ja suhteellisen haastaviin työtehtäviin sijoittunut avioliitossa elävä sekä 

asuntolainaa omaava.   

 

6.2. JATKOTUTKIMUSMAHDOLLISUUDET  

 

Numeeristen arvojen perusteella muodostuttujen SOM:in antamat tulokset olisivat 

luotettavuudeltaan parempia kuin käyttämäni numeerisiksi koodatut demografiset muuttujat. 

Jatkossa tutkimuksen kohteena voisikin olla asiakkaiden taustojen sijaan heidän 

mieltymystensä tarkastelu, kuten suhtautuminen korkotason muutoksiin tai jopa määrittämällä 

potentiaalisten asiakkaiden sosio-taloudellinen kuvaus. Jatkossa tärkeää olisikin valita niin 

tutkimuskysymyksen asettelu kuin käytetyt muuttujatkin huolella valitun menetelmän 

ominaisuuksia huomioiden.  

 

Jatkossa voisi tutustua aiemmissa tutkimuksissa esiin tulleeseen Fuzzy Delphi –menetelmään 

datan rajauksen tueksi. Tämän lisäksi voisi tutustua myös muihin klusterointimenetelmiin, jotka 

nyt rajattiin tämän tutkielman ulkopuolelle. Jatkossa voisi myös tutustua SOM:n 

erityispiirteisiin sekä ominaisuuksiin entistä syvällisemmin aiempaa luotettavampien tulosten 

aikaansaamiseksi.  
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LIITTEET  

 

LIITE 1. MATLAB –koodi aineiston kuvailuun  

 

clear all 

close all 

clc 

disp('tuodaan taulukointia varten tarvittavat tiedot Excel-tiedostosta') 

ages = xlsread('bank-additional-full.xlsm','bank-additional-full','A2:A41189'); 

[numjobs,jobs,rawjobs] = xlsread('bank-additional-full.xlsm','bank-additional-

full','B2:B41189'); 

[nummar,marital,rawmar] = xlsread('bank-additional-full.xlsm','bank-additional-

full','C2:C41189'); 

[numedu,education,rawedu] = xlsread('bank-additional-full.xlsm','bank-additional-

full','D2:D41189'); 

[numdef,default,rawdef] = xlsread('bank-additional-full.xlsm','bank-additional-

full','E2:E41189'); 

[numhou,housing,rawhou] = xlsread('bank-additional-full.xlsm','bank-additional-

full','F2:F41189'); 

[numl,loan,rawl] = xlsread('bank-additional-full.xlsm','bank-additional-

full','G2:G41189'); 

[numco,contact,rawco] = xlsread('bank-additional-full.xlsm','bank-additional-

full','H2:H41189'); 

[nummo,month,rawmo] = xlsread('bank-additional-full.xlsm','bank-additional-

full','I2:I41189'); 

[numd,day,rawd] = xlsread('bank-additional-full.xlsm','bank-additional-

full','J2:J41189'); 

duration = xlsread('bank-additional-full.xlsm','bank-additional-full','K2:K41189'); 

campaign = xlsread('bank-additional-full.xlsm','bank-additional-full','L2:L41189'); 

pdays = xlsread('bank-additional-full.xlsm','bank-additional-full','M2:M41189'); 

prev = xlsread('bank-additional-full.xlsm','bank-additional-full','N2:N41189'); 

[numpout,pout,rawpout] = xlsread('bank-additional-full.xlsm','bank-additional-

full','O2:O41189'); 

evr = xlsread('bank-additional-full.xlsm','bank-additional-full','V2:V41189'); 

[numcpi,cpi,rawcpi] = xlsread('bank-additional-full.xlsm','bank-additional-

full','Q2:Q41189'); 

cpik = xlsread('bank-additional-full.xlsm','bank-additional-full','X2:X41189'); 

[numccc,cci,rawcci] = xlsread('bank-additional-full.xlsm','bank-additional-

full','R2:R41189'); 

[numcci,ccik,rawccc] = xlsread('bank-additional-full.xlsm','bank-additional-

full','Y2:Y41189'); 

[numeur,euribor,raweur] = xlsread('bank-additional-full.xlsm','bank-additional-

full','S2:S41189'); 

[numemp,employ,rawemp] = xlsread('bank-additional-full.xlsm','bank-additional-

full','T2:T41189'); 

employk = xlsread('bank-additional-full.xlsm','bank-additional-

full','AF2:AF41189'); 



 

[num,success,raw] = xlsread('bank-additional-full.xlsm','bank-additional-

full','U2:U41189'); 

% ei tämä evr = csvread('bank-additional-full.csv',1,15,[1,15,41189,15]) 

% ei tämä [num,evr,raw] = xlsread('bank-additional-full.xlsm','bank-additional-

full','V2:V41189') 

% ei tämä evr = cellfun(@str2num, evr,'UniformOutput',false) 

% ei tämä cpi = xlsread('bank-additional-full.xlsm','bank-additional-

full','Q2:Q41189') 

% euribork = xlsread('bank-additional-full.xlsm','bank-additional-

full','S2:S41189') 

 

disp('Lasketaan muuttujien tilastollisia tunnuslukuja') 

disp('Pankin asiakasdata') 

maxage = max(ages) % ikävektorin suurin arvo 

minage = min(ages) % ikävektorin pienen arvo 

meanage = mean(ages) % ikävektorin alkioiden keskiarvo 

mdage = median(ages) % ikävektorin alkioiden mediaani 

binedges = [0:5:100]; % ikäluokat viiden vuoden ryppäissä 

figure(1) 

hage = histogram(ages,binedges) % piirretään histogrammi 

hold on 

ylabel('vastaajien määrä','FontWeight','bold') % nimetään y-akseli 

xlabel('vastaajien ikä','FontWeight','bold') % nimetään x-akseli 

 

fjob = tabulate(jobs) % ammattien frekvenssitaulukko 

fmarital = tabulate(marital) % siviilisäätyjen frekvenssi 

feducation = tabulate(education) % koulutusten frekvenssi 

fdefault = tabulate(default) % maksuhäiriöiden frekvenssi 

fhousing = tabulate(housing) % asuntolainanoton frekvenssi 

floan = tabulate(loan) % asuntolainanoton frekvenssi 

 

disp('Aiemmat kampanjoinnit') 

fcontact = tabulate(contact) % yhteydenottotapojen frekvenssi 

month = categorical(month,{'mar' 'apr' 'may' 'jun' 'jul' 'aug' 'sep' 'oct' 'nov' 

'dec'},'Ordinal',true); 

% muutetaan muuttuja month kategoriseksi histogrammia varten 

summary(month) % tarkistuksen vuoksi 

figure(2) % piirretään uuteen ikkunaan 

mhist = histogram(month) % piirretään histogrammi 

xlabel('yhteydenottokuukaudet','FontWeight','bold') % nimetään x-akseli 

ylabel('yhteydenottojen lkm','FontWeight','bold') % nimetään y-akseli 

fday = tabulate(day) % viikonpäivien frekvenssi 

meandurat = mean(duration) % puhelun keskimääräinen kesto sekunteina 

meanduratmin = meandurat/60 % puhelun keskimääräinen kesto minuutteina 

maxdurat = max(duration) % puhelun maksimikesto sekunteina 

maxduratmin = maxdurat/60 % pisin puhelun kesto minuutteina 

mindurat = min(duration) % puhelun minimikesto sekunteina 

 

disp('Muut muuttujat') 

fcampaign = tabulate(campaign); % yhdelle henkilölle suoritettujen yhteydenottojen 

frekvenssi 

maxcampaign = max(campaign) % suurin yhdelle henkilölle suoritettujen 

yhteydenottojen määrä 



 

mincampaign = min(campaign) % pienin yhdelle henkilölle suoritettujen 

yhteydenottojen määrä 

meancampaign = mean(campaign) % yhdelle henkilölle kampanjan aikana suoritettujen 

% yhteydenottojen keskiarvo 

fpdays = tabulate(pdays) % edellisen kampanjan aikaisesta yhteydenotosta kuluneiden 

% päivien frekvenssi 

fpout = tabulate(pout) % edellisen kampanjan yhteydenottojen lopputulemien 

frekvenssi 

 

disp('Sosioekonomiset attribuutit') 

disp('Työllisyysasteen variaatio') 

maxevr = max(evr) % työllisyssvariaatiovektorin suurin arvo 

minevr = min(evr) % työllisyssvariaatiovektorin pienen arvo 

meanevr = mean(evr) % työllisyssvariaatiovektorin alkioiden keskiarvo 

 

disp('Kuluttajahintaindeksi') 

fcpi = tabulate(cpi) % kuluttajahintaindeksin frekvenssi ehtolausetta varten 

maxcpik = max(cpik) % kuluttajahintaindeksivektorin suurin arvo 

mincpik = min(cpik) % kuluttajahintaindeksivektorin pienen arvo 

meancpik = mean(cpik) % kuluttajahintaindeksivektorin alkioiden keskiarvo 

 

disp('Kuluttajaluottamusindeksi') 

fcci = tabulate(cci) % kuluttajaluottamusindeksin frekvenssi ehtolausetta varten 

maxccik = max(numcci) % kuluttajaluottamusindeksivektorin suurin arvo 

minccik = min(numcci) % kuluttajaluottamusindeksivektorin pienin arvo 

meanccik = mean(numcci) % kuluttajaluottamusindeksivektorin alkioiden keskiarvo 

 

disp('3 kk:n euribor') 

maxeuribor = max(numeur) % euriborkorkovektorin suurin arvo 

mineuribor = min(numeur) % euriborkorkovektorin pienin arvo 

meaneuribor = mean(numeur) % euriborkorkovektorin alkioiden keskiarvo 

binedges2 = [0:.005:6]; % euriborkorot 0.005 %:n ryppäissä 

figure(3) 

hage2 = histogram(numeur,binedges2) % piirretään histogrammi 

ylabel('vastaajien määrä','FontWeight','bold') % nimetään y-akseli 

xlabel('EURIBOR 3kk (%)','FontWeight','bold') % nimetään x-akseli 

hold on 

y1 = get(gca,'ylim') 

x1 = meaneuribor 

plot([x1 x1],y1,'r','LineWidth',2) % piirretään pystysuoraviiva aiempaan kuvaan 

 

disp('Työntekijöiden määrä') 

femploy = tabulate(employ) % työntekijöiden määrän frekvenssi ehtolausetta varten 

maxemployk = max(employk) % työntekijöiden määrän suurin arvo 

minemployk = min(employk) % työntekijöiden määrän pienin arvo 

meanemployk = mean(employk) % työntekijöiden määrän keskiarvo 

 

disp('Tulostemuuttuja') 

fsuccess = tabulate(success) % onnistumisen frekvenssi 
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LIITE 2. Esimerkkidatan SOM-prosessi  

% Solve a Clustering Problem with a Self-Organizing Map 

% Script generated by Neural Clustering app 

% Created 05-Jul-2017 12:11:49 

% 

% This script assumes these variables are defined: 

% 

%   irisInputs - input data. 

 

x = irisInputs; 

 

% Create a Self-Organizing Map 

dimension1 = 6; 

dimension2 = 6; 

net = selforgmap([dimension1 dimension2]); 

 

% Train the Network 

[net,tr] = train(net,x); 

 

% Test the Network 

y = net(x); 

 

% View the Network 

view(net) 

 

% Plots 

% Uncomment these lines to enable various plots. 

%figure, plotsomtop(net) 

%figure, plotsomnc(net) 

%figure, plotsomnd(net) 

%figure, plotsomplanes(net) 

%figure, plotsomhits(net,x) 

%figure, plotsompos(net,x) 
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LIITE 3. Asiakasdatan SOM-prosessi  

 

% Solve a Clustering Problem with a Self-Organizing Map 

% Script generated by Neural Clustering app 

% Created 09-Aug-2017 21:46:43 

% 

% This script assumes these variables are defined: 

% 

%   versio2skaalattucsv - input data. 

 

x = versio2skaalattucsv'; 

 

% Create a Self-Organizing Map 

dimension1 = 45; 

dimension2 = 45; 

net = selforgmap([dimension1 dimension2]); 

 

% Train the Network 

[net,tr] = train(net,x); 

 

% Test the Network 

y = net(x); 

 

% View the Network 

view(net) 

 

% Plots 

% Uncomment these lines to enable various plots. 

%figure, plotsomtop(net) 

%figure, plotsomnc(net) 

%figure, plotsomnd(net) 

%figure, plotsomplanes(net) 

%figure, plotsomhits(net,x) 

%figure, plotsompos(net,x) 
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LIITE 4. Asiakasdatan SOM-otososumakuvaaja  

 

 

 

 



 

LIITE 4. SOM-painoarvojen asemakuvaaja asiakasdatasta 

 

 

 


