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Ydinvoimalaitoksissa on tuhansia laitteita, joista kerätään dataa sekä määräaikaisilla että 

käytön aikaisilla mittauksilla. Laitteet ikääntyvät käytön ja ajan myötä, joka johtaa lopulta 

laitteiden vikaantumiseen. Vikaantumistapahtumista kerätään vikaantumistilastoja, joista 

voidaan nähdä laitteiden vikaantumishistoria. Ikääntymistä estetään ja hidastetaan lait-

teita huoltamalla. Laitteiden huoltojen suunnittelussa täytyy priorisoida niiden järjestys 

tietyillä kriteereillä. 

 

Koneoppimisessa kone eli tietokoneohjelma koulutetaan tekemään itsenäisiä johtopää-

töksiä sille syötetystä datasta. Koneelle annetaan ensin koulutusdataa, joka sisältää esi-

merkiksi joukon mittaustuloksia ja mahdollisesti käyttäjän niistä tekemät luokitukset. 

Kone käy datan läpi valituilla koneoppimisalgoritmeilla ja muodostaa säännöt datan si-

säiselle luokittelulle. Kone osaa tämän jälkeen tehdä tietyllä luottamusvälillä johtopää-

töksiä sille syötettävästä uudesta datasta. 

 

Tässä diplomityössä tärkeimpänä työkaluna oli MathWorks Inc:in MATLAB-

laskentaohjelma ja sen koneoppimismoduulit. Tarkasteltavana oli kolme erilaista ta-

pausta: Syöttövesipumpun akselitiivisteen vuodon havaitseminen, reaktoripaineastian 

pinnanmittauksen mittasignaalien analysointi, ja ydinvoimalaitoksen kunnossapidon 

priorisoinnin järkeistäminen.  Koneoppimisella saatiin lupaavia tuloksia syöttövesipump-

pujen ja etenkin reaktoripaineastian pinnanmittauksen tapauksessa, mutta kunnossapidon 

priorisoinnin järkeistämiseen se ei tässä tapauksessa sopinut. Koneoppimisen erilaisista 

menetelmistä saatiin hyvää perustietoa, ja osaa niistä tullaan jatkossa hyödyntämään Ol-

kiluodon ydinvoimalaitoksella.
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Nuclear power plants have thousands of devices for collecting data with both periodic 

and online measurements. The devices age over time, which eventually leads to device 

failure. These failures are recorded and stored as statistics. Ageing is prevented and 

slowed down by performing maintenance on the devices. When planning the maintenance 

of these devices, the order of the maintenance tasks is prioritized by certain criteria. 

 

In machine learning, a computer program is trained to make independent conclusions 

from the data it receives. The machine is first provided with training data, which includes, 

for example, a set of measurement results and possibly also man-made conclusions about 

the data. The machine then goes through the data using the chosen machine learning al-

gorithms and formulates rules regarding the internal classification of the data. New data 

can then be provided to the machine, which will make new conclusions about the data 

within a certain confidence interval. 

 

The most important tool used in this thesis was the MATLAB computing program and its 

machine learning modules made by MathWorks Inc. Three different cases were looked 

at: Detecting a feedwater pump axle seal leak, analysing the reactor pressure vessel sur-

face level measurements, and rationalizing the prioritisation of the maintenance of nuclear 

power plant systems. Utilizing machine learning provided promising results in the case 

of the feedwater pumps and especially in the case of the surface level measurements but 

proved unsuitable for rationalizing the prioritisation of maintenance tasks. Basic 

knowledge of the different methods of machine learning was acquired, and some of them 

will be utilized in the future at the Olkiluoto nuclear powerplant. 
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1 JOHDANTO 

 

1.1 Tausta 

 

Teollisuuden Voima Oyj (TVO) haluaa varmistaa, että sen Olkiluodon ydinvoimalaitos-

yksiköiden OL1 ja OL2 laitteistojen huollot ja muutostyöt suoritettaisiin oikeassa tärkeys-

järjestyksessä turvallisuuden ylläpitämiseksi ja kustannusten minimoimiseksi. Laitteita 

voi hyvin harvoin ajaa vikaantumiseen asti, mutta kaavamainen ennakoiva kunnossapito 

on myös kallista. Huolto- ja muutostöiden tarpeen nykyistä parempi ennakointi johtaisi 

kustannussäästöihin ja laitoksen ikääntymisen järkevämpään priorisointiin.  Olkiluodon 

ydinvoimalaitosyksiköiltä on vuosien saatossa kerätty mittausdataa ja vikatilastoja, joita 

tarkastelemalla on mahdollista saada käsitys laitosten ikääntymisen tilasta. Tätä datamää-

rää halutaan hyödyntää entistä tehokkaammin koneoppimisen menetelmien avulla. [1] 

 

1.2 Tavoitteet ja rajaukset   

 

Diplomityön tavoitteena on tutkia, kuinka koneoppimista voitaisiin hyödyntää Olkiluo-

don ydinvoimalaitosten eliniänhallintaprosessissa. Yksi tarkastelun aihe on selvittää, 

voiko laitoksen kunnonvalvontadatasta havaita laitteiden tulevia vikaantumisia etukäteen.   

 

Toinen tarkastelun aihe on selvittää, pystyykö erilaisilla koneoppimisalgoritmeilla löytä-

mään jotain täysin uutta tietoa laitoksen tilasta tulkitsemalla normaalin käytön aikaista 

mittausdataa. 

 

Kolmas tarkastelun aihe on selvittää, voidaanko koneoppimisen metodeilla järkeistää ja 

selkeyttää laitoksen eliniänhallinnan projektien priorisointia. Tavoitteena on, että tulevai-

suudessa laite- ja järjestelmävastaavat sekä pääinsinöörit pääsisivät hyödyntämään näitä 

havaintoja. Koneoppimisen sijoittuminen tulevaisuuden eliniänhallintaprosessiin Olki-

luodon ydinvoimalaitoksella on havainnollistettu kuvassa 1.2.1. 
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Kuva 1.2.1. Yksinkertaistettu kaavio TVO:n eliniänhallintaprosessista, jossa oranssilla 

pohjalla on koneoppimiselle kaavailtu paikka. (Vaaheranta, 2018) [1] 

 

Työ keskittyy TVO:n ydinvoimalaitosyksiköissä OL1 ja OL2 sijaitsevien laitteiden elin-

iänhallintaan. Tulevaisuudessa tämän työn lopputuloksia voidaan käyttää myös OL3-

ydinvoimalaitosyksikön eliniänhallinnan kehittämisen apuna. 

 

1.3 Työn rakenne 

 

Luvussa 1 esitellään työn taustatiedot, tavoitteet ja rajaukset sekä työn rakenne eli tiivis-

telmät jokaisen kappaleen sisällöstä. Luvussa 2 esitellään lyhyesti koneoppimisen histo-

riaa ja käydään läpi sen periaatteet ja työssä käytetyt termit. Luvussa 3 esitellään tämän 

diplomityön kannalta oleellisimmat koneoppimisalgoritmit. 

 

 



 

 
 

9 

Luvussa 4 käydään läpi ydinvoimalaitoksen ikääntymisenhallintaa ja siihen liittyviä pe-

riaatteita. Luvussa esitellään myös kunnonvalvonnan nykyinen tilanne ydinvoimalaitos-

yksiköissä OL1 ja OL2 sekä tavoitteita kunnonvalvonnan tulevaisuudesta sekä edellä 

mainituilla yksiköillä että uudella OL3-yksiköllä. 

 

Luvussa 5 käydään läpi, kuinka OL1- ja OL2-ydinvoimalaitosyksiköistä kerätty kunnon-

valvontadata hankittiin ja kuinka sitä käsiteltiin, jotta se saatiin MATLAB:in koneoppi-

mismoduuleille sopivaksi. Luvuissa 6, 7 ja 8 käydään läpi kolme erilaista tapausta kone-

oppimisen hyödyntämisestä Olkiluodon voimalaitosyksiköiden kunnonvalvontadatan 

analysoinnissa.  

 

Luvussa 9 esitellään diplomityön päätteeksi saadut lopputulokset ja luvussa 10 pohditaan 

kehitysajatuksia koneoppimisen hyödyntämisestä tulevaisuudessa. Luvussa 11 tehdään 

yhteenveto diplomityön sisällöstä, jossa esitetään työn tavoitteet, tutkimusmenetelmät ja 

tulokset tiivistetysti. 
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2 KONEOPPIMISEN PERUSTEET 

 

2.1 Koneoppimisen lyhyt historia 

 

Arthur Samuel, yhdysvaltalainen sähköinsinööri ja Stanfordin yliopiston professori, oli 

ensimmäinen, joka käytti termiä machine learning vuonna 1959. Hän tuli maailmanlaa-

juisesti tunnetuksi kehitettyään tietokoneohjelman, joka osasi pelata tammea ja pystyi op-

pimaan uusia siirtosarjoja edellisten pelaamiensa pelien perusteella. [2] 

 

Useat matemaattiset ja tilastotieteelliset mallit, joihin koneoppiminen perustuu, ovat huo-

mattavasti vanhempia, aina 1763 vuodesta lähtien, kun Thomas Bayesin teoria todennä-

köisyyksistä julkaistiin. Bayesilaista tilastotiedettä alettiin hyödyntämään 1960-luvulla 

koneoppimisessa. 1970-luvulla koneoppimisessa oli vähemmän kehitystä, mikä johtui 

yleisistä tekoälyn tutkimisen rahoituksellisista puutteista. 1980-luvulla tutkimuksen ra-

hoitus lähti jälleen kasvuun, ja tietotekniikan nopea kehittyminen toi useita läpimurtoja 

1990-luvulla. Tukivektorikoneet ja neuroverkot tulivat tuona aikana yleiseen käyttöön. 

Koneoppiminen alkoi muuttua tietopohjaisesta lähestymistavasta datapohjaiseen lähesty-

mistapaan, jossa koneet alkoivat itse opetella uusia sääntöjä käydessään läpi suuria määriä 

koulutusdataa. [2] 

 

2000-luvulla valvomattoman koneoppimisen metodit tulivat yleisesti käyttöön, ja 2010-

luvulla syväoppiminen (deep learning) on yleistynyt nopeasti.  Suhteellisen edulliset ko-

neoppimistyökalut kuluttajien käyttöön ovat yleistyneet huomattavasti, ja sekä yliopistot 

että kaupalliset yritykset ovat alkaneet julkaisemaan kehittämiään koneoppimissovelluk-

sia myös julkiseen käyttöön ilmaiseksi [2]. Esimerkiksi Montrealin yliopiston kehittämä 

Theano [3] ja Googlen kehittämä TensorFlow [4] ovat vapaassa jakelussa olevia koneop-

pimisen soveltamiseen kykeneviä ohjelmakirjastoja. 
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2.2 Koneoppimisen periaate ja termit 

 

Koneoppimisella tarkoitetaan tietojenkäsittelytieteen osa-aluetta, jossa tietokoneohjelma 

osaa joko täysin tai osittain itsenäisesti analysoida ja luokitella sille annettua dataa eri-

laisten koneoppimisalgoritmien avulla. Toisin sanoen, koneoppimiseen kykenevää tieto-

koneohjelmaa ei tarvitse suoraan ohjelmoida juuri kyseiselle datalle sopivaksi. Tällainen 

lähestymistapa voi nopeuttaa uusien datakokoelmien analysointia huomattavasti, kun oh-

jelmoijan ei tarvitse lähteä rakentamaan uutta tietokoneohjelmaa jokaiselle uudelle data-

kokoelmalle. Koneoppimisen hyödyntämisen suosio on kasvanut viimevuosina huomat-

tavasti etenkin tietokoneiden laskentatehon kehityksen seurauksena. Suuri osa koneoppi-

misalgoritmeista on kehitetty jopa vuosikymmeniä sitten, mutta niitä ei ole päästy hyö-

dyntämään kunnolla aiemmin puutteellisen laskentatehon takia. Koneoppiminen liittyy 

hyvin läheisesti laskennalliseen tilastotieteeseen ja matemaattiseen optimointiin. [5] 

 

Koneoppimisen voi jakaa karkeasti kolmeen erilaiseen lähestymistapaan; valvottuun ja 

valvomattomaan oppimiseen sekä vahvistusoppimiseen. Näitä lähestymistapoja voi taas 

yhdistellä useiksi erilaisiksi kokonaisuuksiksi. [5] 

 

Valvotussa oppimisessa koneelle tehdään opetusdatapaketti, joka sisältää datapisteet sekä 

selitteen, mitä datapisteet tarkoittavat milläkin hetkellä. Selite voi olla esimerkiksi ”lait-

teessa on laakerivika” tai ”auto liikkuu eteenpäin”. Selitteitä kutsutaan myös valvontasig-

naaleiksi, mistä oppimistapa saa nimensä. Koulutuksen jälkeen koneen pitäisi olla oppi-

nut tunnistamaan yhteydet datan ja sille annettujen selitteiden välillä. Onnistuneen kou-

lutuksen jälkeen kone pystyy luokittelemaan tuoretta dataa samoilla selitteillä. Tätä ko-

neoppimismetodia käytetään, kun tiedetään tarkkaan mitä data milläkin hetkellä tarkoit-

taa. [5] 

 

Valvomattomassa koneoppimisessa koneelle annetaan dataa, jossa ei ole selitteitä val-

miina. Kone pyrkii tämän jälkeen tunnistamaan datasta ryhmiä sekä niiden välisiä yh-

teyksiä koneoppimisalgoritmien avulla. Lopputuloksena on jaoteltu ja ryhmitelty data, 

jossa ei kuitenkaan ole koneen keksimiä suoria selitteitä. Tämän takia koneen käyttäjän 
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on tehtävä omat johtopäätöksensä lopputuloksen merkityksestä. Tätä koneoppimismeto-

dia käytetään, kun ei tarkalleen tiedetä, mitä data tarkoittaa, siitä halutaan tehdä omat 

johtopäätökset ja sen välisistä suhteista halutaan lisää tietoa. [5] 

 

Vahvistusoppimisessa koneelle annetaan aluksi dataa analysoitavaksi, ja seurataan mitä 

johtopäätöksiä kone datasta tekee. Koneen kouluttaja toimii alussa ”ympäristönä” ja antaa 

näistä johtopäätöksistä joko negatiivisia tai positiivisia palautesignaaleja. Kone ottaa sig-

naalit huomioon ja muuttaa käytöstään tehdessään palautteen jälkeen uusia johtopäätök-

siä. Kun kone on päässyt alkuun, kouluttaja jättää koneen rauhaan, ja kone alkaa itsenäi-

sesti muuttaa tekemiään johtopäätöksiä oikeasta ympäristöstä tulevien positiivisten ja ne-

gatiivisten signaalien perusteella. Vahvistusoppimista käytetään, kun halutaan saada 

kone, joka pystyy itsenäisesti oppimaan uusia asioita myös uudenlaisesta datasta. Tämä 

voi olla esimerkiksi itsenäiseen ajamiseen opetettu auto, joka pystyy opettelemaan aja-

maan talven tullen uusissa olosuhteissa itsenäisesti. [5] 

 

Alla olevassa listauksessa on lyhyesti selitetty kaikki tässä diplomityössä käytetyt kone-

oppimiseen liittyvät termit. 

 

• Big Data 

o Suuri, useasta erityyppisestä datasta koostuva datapisteiden joukko, jota 

pyritään analysoimaan ja hyväksikäyttämään esimerkiksi koneoppimisen 

keinoin. 

 

• Bayesilainen todennäköisyys 

o Tulkinta todennäköisyyden teoriasta, jossa tapahtumien todennäköisyydet 

saavat painoarvoja niiden tulkitsijan arvaamien realististen odotusten mu-

kaisesti.  

 

• Hintafunktio (cost function) 

o Matemaattinen funktio, jota käytetään määrittelemään koneoppimisalgo-

ritmin hyvyyttä. Hintafunktion tavoiteltava tulos on pienin mahdollinen 

arvo. 
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• Luokittelu (classification) 

o Valvotun koneoppimisen menetelmä, jossa data jaotellaan erilaisiin luok-

kiin koneen käyttäjän tekemän koulutusdatan ja siinä olevien selitteiden 

mukaisesti. 

 

• Luokka (class) 

o Luokittelun tulos, joka on jonkun selitteen mukainen. 

 

• Kone (machine) 

o Koneoppimisalgoritmeilla koulutettu tietokoneohjelma, joka kykenee oi-

keaoppisesti luokittelemaan / analysoimaan sille syötettävää dataa. 

 

• k- lähin naapuri- luokittelija (k-nearest neighbour, k-NN) 

o Valvotun koneoppimisen menetelmä, jossa data luokitellaan sitä lähim-

pänä olevien testidatapisteiden luokituksen mukaan. 

 

• Marginaalitaso (hyperplane) 

o Alue, joka muodostuu tukivektorikoneen keskivektorin ja tukivektorin vä-

lille. 

 

• Neuroni (neuron, node) 

o Neuroverkon yksi tiedonkäsittely-yksikkö. Neuroniin kuuluu useita sy-

napseja, yksi summaaja sekä yksi aktivaatiofunktio. 

 

• Neuroverkko (artificial neural network) 

o Informaationkäsittelyn malli, jossa algoritmit on jaettu useaan peräkkäi-

seen tasoon ja niiden väliseen yhdistävään laskentaan. Jokainen taso koos-

tuu neuroneista, jotka ottavat dataa vastaan edelliseltä tasolta, muokkaavat 

sitä ja siirtävät sen taas seuraavalle tasolle. Neuroverkkojen nimi tulee 

siitä, että niiden alkuperäisenä innoittajana toimivat aivojen neuronien 

muodostavat hermoverkot. 
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• Piirre (feature, predictor) 

o Datasta löytyvä piirre, jonka kautta dataa voidaan tarkastella. Esimerkiksi 

tarkasteltavan pumpun paine, pyörimisnopeus tai huoltohenkilön nimi. 

 

• Päätöspuu (decision tree) 

o Valvotun koneoppimisen menetelmä, jossa dataa lähdetään jaottelemaan 

yksi ominaisuus kerrallaan. Jokaisen jaottelun tuloksena voi olla yksi use-

ammasta mahdollisuudesta, mikä saa jaotteluprosessin kuvaajan näyttä-

mään haaroittuneelta puulta. 

 

• Raakavoimahaku (brute-force search) 

o Raakavoimahaulla tarkoitetaan oikean vastauksen etsimistä johonkin ky-

symykseen arvaamalla kaikkia mahdollisia vastauksia yksi kerrallaan. Ar-

vauksen jälkeen testataan, oliko arvaus sattumalta oikea vastaus. Jos vas-

taus oli väärä, arvataan taas seuraavaa sattumanvaraista vastausta, kunnes 

oikea vastaus lopulta löytyy. 

 

• Ristivalidiointi (cross-validation) 

o Metodi, jolla vähennetään koulutettavan koneen ylisovitusta koulutusda-

taan nähden. Metodia käytettäessä koulutusdata jaetaan useampaan pa-

laseen, ja kone koulutetaan erikseen jokaisella palasella, jonka jälkeen pa-

lasten koulutustuloksia vertaillaan keskenään. 

 

• Ryhmittäminen (clustering) 

o Valvomattoman koneoppimisen metodi, jossa data jaetaan ominaisuuk-

sien perusteella ennalta määräämättömiksi ryhmiksi. Esimerkiksi ihmisten 

jaottelu päivässä nukuttujen tuntien perusteella, josta ryhmiksi muodostu-

vat eri-ikäiset ihmisryhmät. 
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• Selite (activity) 

o Valvotussa koneoppimisessa koneelle annettava kuvaus datapisteiden 

merkityksestä kullakin ajan hetkellä. Kutsutaan myös valvontasignaaliksi. 

Voi olla esimerkiksi ”venttiili ei vuoda” tai ”venttiili vuotaa”. 

 

• Sekaannusmatriisi (confusion matrix) 

o Matriisi, jota voidaan käyttää esimerkiksi visualisoimaan koneoppimisen 

tuloksia. Matriisin akseleille sijoitetaan koneelle opetetut luokitukset, ja 

verrataan varsinaisia testidatan luokkia koneen arvaamiin luokkiin. 

 

• Sumea logiikka (fuzzy logic) 

o Usea-arvoinen logiikka, jossa totuusarvo voi pelkän kahden arvon sijaan 

olla mitä tahansa väliltä 0 – 1. 

 

• Summaaja (propagation function) 

o Neuronin osa, joka laskee neuroniin synapsien kautta tulevien arvojen 

summan. 

 

• Syväoppiminen (deep learning) 

o Synonyymi monimutkaisen neuroverkon käytölle. Syvyys tulee neurover-

kossa käytettävien piilotettujen neuronikerrosten määrästä. 

 

• Tukivektorikone (support vector machine, SVM) 

o Valvotun koneoppimisen menetelmä, jossa data jaetaan tukivektorin 

avulla eri luokkiin. 

 

• Yhdistelmämetodi (ensemble method) 

o Valvotun koneoppimisen menetelmä. Useamman erilaisen koneoppi-

misalgoritmin yhdistetty joukko, jota käytetään yhtenä yksittäisenä luokit-

telijana. Esimerkiksi useasta päätöspuusta muodostettu ”sekametsä”. 
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• Ylisovitus (overfitting) 

o Jos kone koulutetaan ilman, että osaa koulutusdatasta käytetään ristivali-

diointiin, saattaa kone ylisovittua dataan nähden. Tällöin kone on erittäin 

hyvä käymään läpi juuri samanlaista dataa mitä koulutusdata sisälsi, mutta 

ei osaa tunnistaa haluttuja piirteitä samanlaisesta mutta hieman eroavasta 

datasta. 

 

2.3 Aloittelijan kohtaamia haasteita 

 

Koneoppimisen soveltamisessa on useita haasteita, joista saattaa muodostua aloittelijalle 

todellisia sudenkuoppia, minkä takia nämä haasteet on tärkeä ymmärtää jo alkuvaiheessa 

ennen soveltamisen aloittamista. [6] 

 

• Liian vähäinen koulutusdatan määrä 

o Jos koulutusdataa on liian vähän, koulutettava kone saa vain hyvin kapean 

katsauksen sille suunnitellusta työstä. Konetta käytettäessä se ei tämän ta-

kia tule ymmärtämään kaikkea sille syötettyä dataa eikä siten osaa tehdä 

oikeita johtopäätöksiä. Peukalosääntönä on, että mitä enemmän koulutus-

dataa käytetään, sen parempi. 

 

• Epärelevantti koulutusdata 

o Jos koulutusdata ei kuvasta tarpeeksi hyvin sellaista dataa, mitä koneen 

lopulta pitäisi pystyä käsittelemään, ei se pysty oppimaan oikeiden johto-

päätösten tekemistä datasta. 

 

• Huonolaatuinen koulutusdata 

o Huonolaatuinen koulutusdata sisältää esimerkiksi liikaa satunnaisia vir-

heitä tai puuttuvia arvoja verrattuna lopulta käsiteltävään dataan. Kone 

saattaa siksi oppia näkemään näiden virheiden perusteella olemattomia 

kytköksiä datapisteiden välillä, joka johtaa vääriin johtopäätöksiin. 
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• Koulutusdatan ylisovitus 

o Ylisovituksessa kone oppii seuraamaan koulutusdatan esimerkkiä liian 

tarkasti. Kärjistetyssä esimerkissä kone osaa siis tehdä täysin oikeat joh-

topäätökset koulutustapahtuman kanssa identtisellä datalla, mutta ei osaa 

tehdä ollenkaan oikeita johtopäätöksiä hieman monimuotoisemman datan 

kanssa. 

 

• Koulutusdatan alisovitus 

o Alisovituksessa koulutusdata on liian yksipuolista eikä kuvasta kunnolla 

lopulta käsiteltävää dataa. Kone ei opi kaikkia tarpeellisia yhteyksiä piir-

teiden välillä eikä osaa lopulta tehdä oikeita johtopäätöksiä. 

 

• Epärelevanttien piirteiden käyttö 

o Epärelevantit piirteet ovat piirteitä, joiden välillä on suurta variaatiota, 

mutta jotka eivät oikeassa elämässä vaikuta kovinkaan paljoa datapistei-

den välisiin suhteisiin. Kone kuitenkin saattaa oppia näkemään yhtäläi-

syyksiä datapisteiden ja epärelevanttien piirteiden välillä, mikä johtaa vää-

riin johtopäätöksiin. 

 

• Selitteiden oikeellisuus 

o Valvotun oppimisen tapauksessa selitteiden oikeellisuus on ensiarvoisen 

tärkeää. Jos datapisteisiin liitetyissä selitteissä on virheitä, oppii kone 

myös toimimaan virheellisesti. 
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3 YLEISTEN KONEOPPIMISALGORITMIEN ESITTELY 

 

Tässä luvussa käydään läpi erilaisia koneoppimisalgoritmeja sekä esitellään niiden hyvät 

ja huonot puolet erilaisten koulutusdatojen näkökulmasta. Yleisimmin käytettyjen kone-

oppimismetodien ja algoritmien karkea jako on havainnollistettu kuvassa 3.1. 

 

 

Kuva 3.1. Useita eri koneoppimisen algoritmeja jaoteltuna niiden tyypin mukaan. (suo-

mennos englanninkielisestä alkuperäiskuvasta, Mathworks, 2018) [7] 
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3.1 Tukivektorikone 

 

Tukivektorikone (support vector machine) on tilastollisen koneoppimisen teoriaan perus-

tuva lineaarinen luokittelija. Tukivektorikoneen ideana on jakaa datapistejoukko kahtia 

ja piirtää niiden väliin vektori, joka on mahdollisimman kaukana kummastakin joukosta. 

Käytännössä tämä tapahtuu piirtämällä vektorin molemmin puolin datapisteitä sivuavat 

tukivektorit, joista luokittelija saa nimensä. Näiden tukivektoreiden ja keskimmäisen vek-

torin väliin muodostuvia pinta-aloja kutsutaan marginaalitasoiksi. Tukivektorikoneen al-

goritmien tehtävä on luokitella datapisteet niin, että niitä erottavien marginaalitasojen 

pinta-ala on mahdollisimman suuri. Käytännössä tämä tapahtuu iteratiivisesti kokeile-

malla erilaisia keskivektoreita.  [5] 

 

Tukivektorikoneen yksinkertaisin ilmentymä on havainnollistettu kuvassa 3.1.1. 

Tällaisessa tapauksessa datapisteiden ulottuvuus on n = 2, seliteluokkia on kaksi ja ne 

ovat selkeästi erillään, jolloin datapisteet voidaan jakaa lineaarisella vektorilla. Usein da-

tapisteitä ei voi jakaa lineaarisella vektorilla, jolloin on käytettävä esimerkiksi neliöllisiä 

tai kolmiollisia vektoreita. On myös mahdollista käyttää niin kutsuttua pehmeää tukivek-

torikonetta, jossa sallitaan tietty määrä datapisteitä myös marginaalitasojen sisällä. [5] 

 

 

Kuva 3.1.1. Havainnekuva tukivektorikoneen tekemästä luokittelusta. SVM-B on tässä 

tapauksessa parempi lopputulos, koska sen vaaleanpunaisten marginaalitasojen pinta-ala 

on huomattavasti suurempi kuin SVM-A:lla. 
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Jos koulutusdatan ulottuvuus on suurempi kuin kaksi, muuttuu marginaalitasojen mini-

min laskeminen nopeasti erittäin haastavaksi laskennallisessa mielessä. Tätä haastavuutta 

voi huomattavasti lieventää käyttämällä niin kutsuttua ydintemppua (kernel trick). Ideana 

on jakaa data pienemmän ulottuvuuden osiin, joihin piirretään ydinfunktion avulla erilli-

set tukivektorit. Tämä nopeuttaa tarvittavia laskutoimituksia huomattavasti. [5] 

 

Tukivektorikoneet ovat suosittuja luokittelijoita, koska ne soveltuvat monenlaisille data-

tyypeille ilman suurempaa virittämistä. Jos datan ulottuvuus on kuitenkin suuri, voi tuki-

vektorikoneen kouluttaminen olla hidasta ja laskennallisesti vaativaa. Tulosten tulkinta 

on helppoa lineaarisen tukivektorikoneen tapauksessa, mutta hankalampaa muilla tyy-

peillä. [8] 

 

3.2 Erotteluanalyysi 

 

Erotteluanalyysi (discriminant analysis) on lineaarinen luokittelualgoritmi, joka pyrkii 

jakamaan datan erillisiksi ryhmiksi perustuen toisiaan lähellä olevien datapisteiden sa-

manlaisuuteen. Erotteluanalyysissa kone tarkastelee jokaista koulutusluokkaa kerrallaan 

laskien sille keskiarvon ja varianssin. Näistä saadaan jokaiselle luokalle omat tunnuslu-

vut, jonka avulla uudet datapisteet luokitellaan. Erotteluanalyysin tuloksia on havainnol-

listettu kuvassa 3.2.1. [5] 

 

 

Kuva 3.2.1. Havainnekuva erotteluanalyysin tekemästä luokittelusta, jossa datapisteet 

on jaettu kolmeen eriväriseen ryhmään. 
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Erotteluanalyysiä käytettäessä on oletettava, että data on normaalijakautunutta. Tämän 

takia datan esikäsittely on tärkeää, jotta normaalista selkeästi poikkeavat datapisteet eivät 

pääse sotkemaan muun datan luokittelua. Jos datan esikäsittelyä ei voi tehdä tai dataa ei 

luonteensa takia saa normaalijakautuneeksi, erotteluanalyysiä ei kannata käyttää. Erotte-

luanalyysiä käyttävä kone on kuitenkin nopea kouluttaa, koska laskentatyö ei ole vaativaa 

suhteessa moniin muihin luokittelijoihin. [5] 

 

3.3 Naiivi Bayes-luokittelija 

 

Naiivi Bayes-luokittelija on idealtaan todennäköisyyslaskentaan perustuva luokittelija, 

joka tekee työnsä laskennallisesti helpoilla laskutoimituksilla. Nimensä luokittelija saa 

todennäköisyysteorian bayesilaisesta tulkinnasta. Naiivius tulee siitä, että luokittelija 

olettaa erotteluanalyysin tavoin, että data olisi normaalijakautunutta. [5] 

 

Luokittelija laskee koulutusdatan mukaisesti kaksi todennäköisyyttä. Ensin lasketaan yk-

sinkertainen tilastollinen todennäköisyys, joka kertoo mihin luokkaan keskimääräinen da-

tapiste kuuluu. Seuraavaksi lasketaan todennäköisyys sille, mihin luokkaan jokainen 

mahdollinen datapiste kuuluisi. Tämän jälkeen luokittelija käyttää näitä kahta arvoa ar-

vaamaan uuden datapisteen luokan bayesilaisin menetelmin. Kuvassa 3.3.1 on esitetty 

havainnekuva yksinkertaisesta Bayes-verkosta. [5] 

 

 

Kuva 3.3.1. Havainnekuva Bayes-verkosta. Kuvassa on ylhäällä laatikoissa kaksi mah-

dollista tapahtumaa, jotka voivat johtaa tietyllä todennäköisyydellä pallon sisällä ole-

vaan tilanteeseen. 
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Kuvan 3.1.1. tilanteen yhdistetty todennäköisyysfunktion 𝑃𝑟 yhtälö on seuraavanlainen: 

 

 𝑃𝑟(P, R, V) = 𝑃𝑟(𝑃|𝑅, 𝑉)𝑃𝑟(𝑅|𝑉)𝑃𝑟(𝑉), (3.3.1) 

 

missä P on pois käytöstä oleva pumppu, R on laitoksen normaali revisio ja V on pumpun 

yllättävä vikaantuminen. [5] 

 

Naiivi Bayes-luokittelija vaatii toimiakseen ainakin suurin piirtein normaalijakautunutta 

dataa. Laskutoimitusten yksinkertaisuuden vuoksi luokittelija on kuitenkin erittäin nopea 

kouluttaa myös todella suurella datamäärällä tai monilla ulottuvuuksilla. [5] 

 

3.4 Lähin naapuri- luokittelija 

 

k:n lähimmän naapurin menetelmät (k- Nearest Neighbour, k-NN) ovat periaatteeltaan 

hyvin yksinkertaisia algoritmeja, jotka kuuluvat valvotun oppimisen kategoriaan. Algo-

ritmien ideana on ottaa tarkasteltava datapiste ja etsiä sille k määrä lähimpiä datapisteitä 

eli naapureita n-ulotteisesta koulutusdatasta. Datapisteiden läheisyys perustuu euklidi-

seen etäisyyteen. k:n mahdolliset arvot riippuvat suoraan koulutusluokkien määrästä, ja 

tarvittava laskentatyö kasvaa eksponentiaalisesti datan ulottuvuuksien kasvaessa. [5] 

 

Käytännössä nämä algoritmit siis ottavat tarkasteltavaksi erään datapisteen ja laskevat sen 

euklidisen etäisyyden lähimpiin ulkomuistiin tallennetun koulutusdatan pisteisiin. Jos k 

on esimerkiksi 3, algoritmi katsoo mitkä kolme koulutusdatan pistettä ovat tarkasteltavaa 

pistettä lähimpänä ja luokittelee sen kuuluvaksi siihen luokkaan, joka on näiden kolmen 

pisteen enemmistönä. k ei saa olla sellainen luku, että tasatulos olisi mahdollinen, eli kou-

lutusluokkien määrä ei saa olla jaollinen k:lla. Jos koulutusluokkien määrä on esimerkiksi 

3, k ei saa olla 3 ,6, 9 jne. Poikkeuksena tähän on tapaus, jossa k = 1. Erilaisilla paramet-

reillä tehtyjä k-NN luokittelijoita on havainnollistettu kuvassa 3.4.1. [5] 
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Kuva 3.4.1. Havainnekuva k-NN- luokittelijasta. Kuvaajassa n on datan ulottuvuus, l on 

luokkien määrä ja k on lähimpien naapurien määrä. 

 

k-NN vaatii sen, että koko koulutusdata on käytössä, kun uudelle datapisteelle määrite-

tään luokitusta.  Helpoimmassa tapauksessa, kun k = 1 ja n = 2, luokittelijan käyttö on 

erittäin nopeaa, vaikka koulutusdatan määrä olisi valtava. Luokittelijan vaatima koulu-

tusdatan määrä kasvaa eksponentiaalisesti suhteessa koulutusdatan ulottuvuuksiin. Tämä 

johtaa siihen, että mitä suurempi k on, sitä työläämmäksi luokittelijan käyttö menee. 

Luokkien määrällä on häviävän pieni vaikutus luokittelijan toimintaan. [5] 

 

k-NN-luokittelijan perusyhtälö on seuraava: 

 

 𝑅𝑖 = {x ∶ d(x, 𝑥𝑖) < d(x, 𝑥𝑗), 𝑖 ≠ 𝑗}, (3.4.1) 

 

missä 𝑅𝑖 on luokituksen tulos, d euklidinen etäisyys, x on datapiste ja i sekä j ovat koulu-

tusdatapisteiden tunnuksia. [5] 

 

Yhteenvetona voidaan sanoa, että k-NN on helppo ja nopea luokittelija koulutusdatan 

määrästä riippumatta sellaisissa tapauksissa, joissa muuttujien ulottuvuuksien määrä on 

pieni. Luokittelijan tarvitsema koulutusdatan määrä kasvaa kuitenkin eksponentiaalisesti 

suhteessa datan ulottuvuuksiin, eivätkä oppimistulokset ole tällaisissa tapauksissa yhtä 

hyviä tai helposti tulkittavia kuin monella muulla luokittelijalla. [8] 
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3.5 Päätöspuut 

 

Päätöspuut (decision trees) ovat periaatteeltaan erittäin yksinkertaisia koneoppimisalgo-

ritmeja, jotka tarkastelevat dataa vuokaavion avulla. Nimi algoritmeille tulee siitä tavasta, 

jolla niitä usein havainnollistetaan kaksiulotteisella tasolla. Esimerkki tämän kaltaisesta 

havainnollistuksesta löytyy kuvasta 3.5.1. Päätöspuuta pitkin kulkeva luokittelija vastaa 

hyvin pitkälti sitä tapaa, jolla ihmiset luonnostaan luokittelevat asioita. Yksinkertaisesta 

määritelmästä huolimatta päätöspuut ovat laskennallisessa mielessä suhteellisen työläitä 

kouluttaa. [5] 

 

 

Kuva 3.5.1. Havainnekuva päätöspuusta, jossa jokainen vaihe luo kaksi uutta oksaa. 

 

Päätöspuun yläpäässä kysytään tarkasteltavasta datasta kysymys, jonka on oletettu olevan 

paras lähtökohta. Kysymys voi olla esimerkiksi että ”Onko lämpötila yli 30 °C?”. Vas-

tauksen seurauksena siirrytään puun alemmalle oksalle, jossa esitetään taas uusi kysymys. 

Tätä jatketaan, kunnes jokin vastaus johtaa datapisteen luokitteluun. Uusia oksia tehdään 

useita kertoja, ja joka kerralla otetaan ylös yksittäisten kysymysten vaikutukset lopullisen 

luokittelun onnistumiseen. Koulutuksen lopuksi tuloksena on päätöspuu, joka saa mah-

dollisimman vähäisellä kysymyksien määrällä luokittelun osumaan oikein. [5] 

 

Yksi tapa monipuolistaa päätöspuualgoritmien käyttöä on käyttää yhdistettyjen luokitte-

lijoiden lähestymistapaa ja muodostaa niin sanottu sekametsä. Ensin muodostetaan use-

ampia päätöspuita erilaisilla kysymyksenasetteluilla, ja kokeillaan käyttää niitä kaikkia 
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opetusdatan luokitteluun. Kokeilun perusteella valitaan parhaita oppimistuloksia antaneet 

puut, joiden luokituksista lasketaan keskiarvoa luokittelua tehdessä. Suurimmassa osassa 

tapauksista yhdistetyistä päätöspuista muodostettu luokittelija on yksittäistä päätöspuuta 

parempi, mutta haittapuolena on tietysti tarvittavan laskentatyön moninkertaistuminen. 

[5] 

 

Yhteenvetona voidaan sanoa, että päätöspuut ovat idealtaan yksinkertaisia ja monipuoli-

selle datalle sopivia luokittelijoita. Yksi päätöspuu on myös hyvin nopea kouluttaa, mutta 

sen tarkkuus on monia muita luokittelijoita huonompi. Tarkkuutta voi parantaa käyttä-

mällä yhdistelmäpuita, mutta samalla laskennallinen vaativuus kasvaa. Koska päätöspui-

den ei tarvitse ottaa datan jokaista muuta pistettä huomioon luokitellessaan yhtä datapis-

tettä, on valmiiksi koulutetun luokittelijan käyttö laskennallisesti helppoa. [8] 

 

3.6 Neuroverkot 

 

Ensimmäinen idea neuroverkkojen käytöstä syntyi jo 1940-luvulla. Alkuperäisenä aja-

tuksena oli, että juuri kehitetyillä tietokoneilla voitaisiin simuloida ihmisten aivoja, joissa 

hermosolut eli neuronit liittyvät viejähaarakkeen välityksellä lukuisiin muihin hermoso-

luihin ja ovat itse liitoksissa useiden muiden hermosolujen tuojahaarakkeisiin. Todelli-

suudessa neuroverkot eivät kuitenkaan rakennu aivan samalla tavalla oikeiden hermover-

kostojen kanssa, eikä niiden neuronilukumäärä ole lähelläkään ihmisaivojen neuronien 

määrää. [2] 

 

Neuroverkko rakentuu siis neuroneista, jotka on yleensä jaettu peräkkäisiin kerroksiin. 

Jokainen neuroni on yhteydessä viereisten kerrosten neuroneihin. Kuvassa 3.6.1. on esi-

telty neuroverkko, jossa neuronikerroksia on kolme kappaletta. Neuroverkon alussa on 

datansyöttökerros koulutusdatalle ja lopussa on ulostulokerros koulutuksen tuloksille. 

Neuroverkkoja voi kouluttaa sekä valvotun, valvomattoman että vahvistetun oppimisen 

menetelmin. [5] 
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Kuva 3.6.1. Havainnekuva neuroverkosta, jossa on kolme kerrosta ja yhteensä 18 neu-

ronia. 

 

Neuroneiden väliset laskutoimitukset ovat periaatteessa yksinkertaisia summalaskuja, 

missä jokaisen synapsin vaikutus lopputulokseen riippuu myös sille annetusta painoker-

toimesta, joka voi olla sattumanvarainen tai käyttäjän määrittelemä. Esimerkiksi valvotun 

koulutuksen tapauksessa neuroverkon laskutoimitusten lopputuloksena syntyy arvaus da-

tapisteen selitteestä, jota verrataan oikeaan selitteeseen. Neuroverkko suorittaa tämän las-

kentasyklin lukuisia kertoja muuttaen joka kerralla neuroneitten välisiä painokertoimia, 

saaden lopulta tulosjakauman. Toisilla kerroilla neuroverkko arvaa oikean selitteen ja toi-

silla kerroilla väärän. Vääriin tuloksiin johtaneet laskukierrokset unohdetaan, ja oikeisiin 

tuloksiin johtaneiden laskukertojen kaltaisia kierroksia suoritetaan lisää. Jokaista onnis-

tunutta laskukierrosta verrataan hintafunktion avulla muihin onnistuneisiin kierroksiin. 

Prosessia jatketaan, kunnes neuroverkon arvaustarkkuus on todettu tarpeeksi hyväksi ja 

hintafunktio on saatu minimoitua. [5] 

 

Eräästä näkökulmasta katsottuna neuroverkot ovat toimintaperiaatteeltaan raakavoima-

haun kaltainen metodi. Neuroverkko esittää sattumanvaraisten laskelmiensa perusteella 

arvauksia, kunnes oikeaan vastaukseen löytänyt laskutoimituksien sarja löydetään. 
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Yhteenvetona voidaan sanoa, että neuroverkot ovat erittäin monipuolisia ja lupaavia ko-

neoppimismetodeja. Neuroverkot soveltuvat periaatteessa yhtä hyvin kaikenlaiselle da-

talle, mutta eivät pärjää nopeudessa ja tarkkuudessa tietylle datatyypille paremmin opti-

moiduille koneoppimismetodeille. Neuroverkkoja voi myös hienosäätää monella eri ta-

valla, mikä voi parantaa tuloksia, mutta on samalla työlästä ja osaamista vaativaa. Valvo-

tussa oppimisessa neuroverkolle täytyy syöttää runsaasti dataa hyvän tuloksen saa-

miseksi. Neuroverkon koulutusnopeus riippuu täysin käytettyjen neuronien määrästä, 

mutta kohtuullisella neuronien määrällä suurenkin koulutusdatan käyttö on melko nopeaa 

nykyaikaisilla tietokoneilla. Neuroverkkojen käyttö yleistyy jatkuvasti tietokoneiden las-

kentatehon kasvaessa. [5] 
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4 YDINVOIMALAITOKSEN IKÄÄNTYMISENHALLINTA 

 

Tässä luvussa käydään läpi, kuinka ikääntymisenhallintaa toteutetaan tällä hetkellä Olki-

luodon ydinvoimalaitoksella, joka näkyy kuvassa 4.1. Tärkeimmässä osassa ikääntymi-

senhallinnan toteutusta ovat käytännön kunnonvalvonta ja kunnonhallinta. 

 

 

Kuva 4.1. Olkiluodossa sijaitsevat Teollisuuden Voiman ydinvoimalaitosyksiköt. Va-

semmalta katsottuna OL3, OL1 ja OL2. (TVO, 2018) 

 

4.1 Vaatimukset ydinvoimalaitoksen kunnonvalvonnalle 

 

Ydinvoimalaitoksen kunnonvalvonnalle asetetuista kansallisista vaatimuksista vastaa Sä-

teilyturvakeskus (STUK), joka noudattaa Suomessa säädettyä ydinenergialakia [9]. STU-

Kin päätehtävä on ydinturvallisuusvalvonta, josta se itse kertoo seuraavaa:  

 

Ydinturvallisuusvalvonnan kohteina ovat ydinvoimalaitokset, ydinmateriaalit ja ydinjät-

teet. Valvonnan perusta on ydinenergialaki (990/87). STUKin tehtävänä on asettaa ydin-

energian käyttöä koskevat yksityiskohtaiset turvallisuusvaatimukset ja riippumattomalla 

valvonnalla varmistaa, että energiaa tuottavat voimayhtiöt toimivat vaatimusten mukai-

sesti. Valvonta perustuu ajan tasalla olevaan säännöstöön, kattavaan tarkastustoimin-
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taan ja säännölliseen turvallisuuden uudelleenarviointiin. Ydinenergialain mukaan lu-

vanhaltijan on huolehdittava turvallisuudesta. STUK varmistuu valvonnallaan siitä, että 

luvanhaltija kantaa vastuunsa. (Säteilyturvakeskus, 2018). [10] 

 

Säteilyturvakeskus on luonut edellä mainitun ydinenergialain pohjalta ydinturvallisuus-

ohjeet (YVL-ohjeet), joita ydinvoimalaitosten tulee noudattaa. Ikääntymisenhallintaa 

ydinvoimalaitoksilla käsitellään ohjeessa YVL A.8 [11]. Ohjeen kappale 7.1 käsittelee 

kunnonvalvontaa ja kappale 7.2 kunnossapitoa. 

 

4.2 Käytössä olevat kunnossapidon ja kunnonvalvonnan menetelmät 

 

Kunnossapitomenetelmät voidaan tyypillisesti jakaa kolmeen osaan:  

 

• Korjaavat eli reaktiiviset menetelmät 

• Ennakoivat eli proaktiiviset menetelmät 

• Ennustavat eli prediktiiviset menetelmät 

 

Korjaava kunnossapito tarkoittaa sitä, että laitteet ja komponentit ajetaan vikaan, eli nii-

den annetaan vikaantua ennen kuin toimenpiteisiin ryhdytään. Ennakoiva kunnossapito 

puolestaan tarkoittaa sitä, että pyritään ennaltaehkäisemään laitteiden ja komponenttien 

vikaantuminen suorittamalla kunnossapitotoimenpiteitä tietyin määräajoin, jotta mahdol-

lisesti vikaan johtavat asiat saadaan korjattua ennen vikaantumista. Ennustava kunnossa-

pito pyrkii optimoimaan ennakoivaa kunnossapitoa, esimerkiksi hyödyntämällä kunnon-

valvonnasta saatavaa tietoa laitteiden ja komponenttien kunnosta, ja johtamalla tästä op-

timoidut ajankohdat kunnossapidon suorittamiselle. [12] 

 

Määräaikainen, ennakoiva kunnossapito perustuu yleensä käyttökokemuksiin sekä laite-

valmistajan suosituksiin, mutta tulkitsemalla käytettävissä olevaa mittausdataa ja kun-

nonvalvonnan tekemien testien ja koestuksien tuloksia, pystytään tarkemmin määrittele-

mään laitteiden vikaantumistodennäköisyys ja siten ajoittamaan kunnossapito siten, että 

toimenpiteillä estetään laitteen vikaantuminen, mutta toimenpiteitä ei myöskään tehdä 
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liian usein. Turhaa kunnossapitoa tulee välttää, sillä aina kun laite avataan tai sitä huolle-

taan, on myös riski, että toimenpiteillä aiheutetaan vaurio, tai huolto tehdään väärin, joka 

myös voi johtaa myöhempään vikaantumiseen. Turha kunnossapito nostaa myös kustan-

nuksia. Jos jossain tärkeässä laitteessa havaitaan ongelmia normaalin käytön aikana, voi-

daan sille suunnitella oma erityinen huoltoseisokki, ennen kuin laite pääsee vikaantumaan 

vakavammin. [12] 

 

Täysin optimoidussa kunnossapidossa käytössä on lähinnä ennustavia menetelmiä. Joi-

denkin laitteiden kohdalla on kuitenkin käytännössä pakko käyttää ennakoivia menetel-

miä turvallisuussyistä. Jos esimerkiksi korkean turvallisuusluokituksen laitteelle on val-

mistajan puolesta määritetty oma ennakoivan kunnossapidon ohjelma, on sen itsenäinen 

muuttaminen hyvin riskialtista. [13] 

 

4.3 Tavoitteet tulevaisuuden ikääntymisenhallinnalle 

 

Tässä luvussa esitellään tavoitteet tulevaisuuden ikääntymisenhallinnalle Olkiluodon 

ydinvoimavoimalaitoksella. Tärkeässä osassa on jatkuvaan kehitykseen tähtäävä PDCA-

sykli (Plan, Do, Check, Act). Myös koneoppimisen metodeja pyritään hyödyntämään lait-

teiden vikaantumisen ennustamisessa ja ennakkohuoltojen tarpeen sekä aikataulutuksen 

järkeistämisessä.  

 

Olkiluodon ydinvoimalaitoksella on tietyillä osa-alueilla jo otettu käyttöön PDCA-sykli, 

mikä on W.E. Demingin popularisoima laadunhallinnan metodi [14]. Samaa periaatetta 

kutsutaan myös PDSA-sykliksi, OPDCA-sykliksi, Deming-sykliksi tai Shewhart-syk-

liksi. Se koostuu neljästä eri osasta: 

 

• Plan (suunnittele tekeminen / muutos) 

• Do (tee / toteuta muutos) 

• Check (tarkastele tekemisen / muutosten tuloksia) 

• Act (toimi tulosten perusteella) 
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Syklin on tarkoitus olla jatkuva, loputon prosessi, jossa jokaisen ”pyörähdyksen” jälkeen 

saavutetaan uusi, entistä hieman parempi laadunhallinnan taso. Sykliä on havainnollis-

tettu kuvassa 4.3.1. 

 

Plan-vaiheessa aloitetaan prosessin tarkastelu, ja pohditaan kuinka sitä voisi mahdollisesti 

parantaa. Yleisellä tasolla pienet parannukset prosessiin ovat suuria yksittäisiä parannuk-

sia järkevämpiä riskinhallinnan kannalta, koska tällä tavoin haitallisen muutoksen teke-

misestä juontuvat ongelmat ovat myös pienempiä. Samalla prosessissa mukana olevat 

henkilöt eivät jumiudu mielentilaan, jossa prosessi on saatu kerralla korjattua, vaan tie-

dostavat syklin jatkuvan luonteen. [14] 

 

Do-vaiheessa prosessiin tehdään suunnitellut muutokset. Muutokset kannattaa jaotella 

pienempiin osioihin ja tehdä yksi osio kerrallaan, jolloin vaihetta voidaan suorittaa yhtä 

aikaa Check-vaiheen kanssa. [14] 

 

Check-vaiheessa tarkastellaan Do-vaiheessa tehtyjen muutoksien vaikutusta prosessiin. 

Havaittuja vaikutuksia verrataan sekä prosessin aikaisempaan tilaan että Plan-vaiheessa 

kaavailtuihin lopputuloksiin. Jos Check-vaihe aloitetaan Do-vaiheen kuluessa, voidaan 

prosessiin tehtyjä muutoksia hienosäätää syklin aikana nopeuttaen koko PDCA-sykliä. 

Samalla täytyy kuitenkin muistaa määrittää tietty raja näiden vaiheiden kestolle, jotta 

sykli pääsee jatkamaan seuraavaan vaiheeseen, eikä jää esimerkiksi kiertämään paikal-

lista kehää Do-Check-vaiheissa. [14] 

 

Act-vaiheessa tarkastellaan ja arvioidaan kolmea syklin aikaisempaa vaihetta, tarkoituk-

sena saada käsitys tarvittavista jatkotoimenpiteistä prosessin parantamiseksi. Prosessissa 

mukana olevat henkilöt pohtivat tarkastelujen pohjalta esimerkiksi seuraavanlaisia kysy-

myksiä: Oliko Plan-vaihe toteutettu onnistuneesti, vai johtiko se vain prosessin huonone-

miseen? Kestikö Plan-vaihe liian pitkään sen tuottamiin lopputuloksiin nähden? Onnis-

tuttiinko Plan-vaiheen suunnitelmat toteuttamaan Do-vaiheessa? Saatiinko Check-vai-

heessa tarkasteltua prosessin muutoksia onnistuneesti? Jos havaitaan, että prosessin tila 

on pysynyt paikallaan tai muuttunut huonompaan suuntaan, kaikki muutokset alustavasti 
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perutaan ja siirrytään uuden syklin Plan-vaiheeseen vanhan syklin aikana opittujen tieto-

jen kanssa. Jos taas prosessin tila muuttui parempaan suuntaan, nykyisestä tilasta tehdään 

uusi standardi, jonka pohjalta prosessia lähdetään jatkokehittämään uudessa Plan-vai-

heessa. [14] 

 

Tällä hetkellä Olkiluodon ydinvoimalaitosten ikääntymisenhallintaa suoritetaan määräai-

kaisperusteisesti eli proaktiivisesti. Tavoitteena on siirtyä mahdollisuuksien mukaan kun-

nonvalvontaperusteisiin eli predikatiivisiin menetelmiin. Etenkin OL3-laitosyksiköllä py-

ritään ottamaan mahdollisimman paljon predikatiivisia ikääntymisenhallintamenetelmiä 

käyttöön heti sähköntuotannon aloittamisesta lähtien. [15]  

 

Näihin tavoitteisiin liittyen tämä diplomityö on osa PDCA-sykliä seuraavalla tavalla: 

 

1. Plan: Kunnonvalvontadatan manuaalinen käsittely on työlästä. Koneoppimisen 

menetelmiä hyödyntämällä voisi mahdollisesti helpottaa ja tehostaa datan käsitte-

lyä. Otetaan muutama erilainen esimerkkitapaus, joihin koneoppimisen menetel-

miä koitetaan soveltaa. 

 

2. Do: Sovelletaan koneoppimisen menetelmiä valittuihin esimerkkitapauksiin. 

 

3. Check: Tarkastellaan esimerkkitapausten käsittelyn tuloksia. Pystyttiinkö kone-

oppimista hyödyntämään? Mitä kaikkea tarkastelua tehtäessä opittiin? 

 

4. Act: Jos koneoppimisen hyödyntäminen osoittautuu lupaavaksi, sitä kannattaa so-

veltaa tulevaisuudessa laajamittaisemmin pitäen mielessä tarkastelussa saadut 

opit.
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Kuva 4.3.1. Havainnollistava kuva PDCA-prosessista.
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5 KUNNONVALVONTADATAN KÄSITTELY KONEOPPIMISEN 

AVULLA 

 

Tässä luvussa käydään läpi, kuinka työhön tarvittava mittausdata saatiin hankittua Olki-

luodon ydinvoimalaitokselta ja millaisessa muodossa se oli. Luvussa käydään myös läpi, 

kuinka mittausdataa muokattiin sopivaan muotoon MATLAB-ohjelmiston koneoppimis-

moduuleille ja kuinka koneoppimisen tuloksia visualisoitiin. 

 

5.1 Koulutus- ja testidatan hankkiminen koneoppimista varten 

 

OL1- ja OL2-laitosyksiköillä on runsaasti voimalaitosprosessin suureita mittaavia antu-

reita, joilla valvotaan sekä prosessien tilaa että yksittäisten laitteiden toimintaa ja kuntoa. 

Mittasuureina ovat esimerkiksi lämpötila, paine, tilavuusvirta, pyörimisnopeus ja asento. 

Mittausdataa kerätään kahdella eri järjestelmällä, joista toinen kerää tietoa pienillä taa-

juuksilla pitkältä aikaväliltä (MTD), ja toinen suurella taajuudella lyhyeltä aikaväliltä 

(KTD). [1] 

 

MTD-järjestelmä kerää tietoa viidellä eri taajuudella. Järjestelmän tallennustilan takia 

kaikkea dataa ei voida säilyttää, ja jokaiselle mittaustaajuudelle on oma aikaikkunansa, 

jonka ulkopuolelle jäävä data lopulta poistetaan. Dataa voi tietysti käydä ottamassa ma-

nuaalisesti talteen, jos halutaan esimerkiksi säilyttää jonkun laitteen vikaantumisen aikai-

nen mittausdata. Vanhin järjestelmässä luonnollisesti säilynyt pienen taajuuden data on 

saatavilla noin 18 vuoden takaa, kun taas korkeamman taajuuden mittausdataa on saata-

villa vain kymmenen viimeisimmän päivän ajalta. Mittaustaajuudet ja niiden aikaikkunat 

on esitelty taulukossa 5.1.1. 

 

 

 

 

 

 

 



 

 

 
 

35 

Taulukko 5.1.1. MTD-järjestelmän mittaustaajuudet ja niiden aikaikkunat 

Mittaustaajuus Aikaikkuna 

kerran päivässä (1/d) 18 vuotta 

kerran tunnissa (1/h) 3.5 vuotta 

10 minuutin välein (6/h) 3 kuukautta 

1 minuutin välein (1/min) 3 kuukautta 

1 sekunnin välein (1/s) 10 päivää 

 

MTD-data saadaan järjestelmästä ulos .xls-tyyppisinä laskentataulukkoina, joihin on li-

sätty laitepaikkojen tunnuksien ja mittausdatan lisäksi tarkemmat selitteet jokaiselle mit-

taukselle excel-taulukkolaskentaohjelman makrojen muodossa. Taulukoita ei tämän takia 

voida lukea suoraan MATLAB:illa, vaan myös manuaalista esikäsittelyä tarvitaan, jos 

kaikki metadata halutaan säilyttää. 

 

KTD-järjestelmä kerää mittausdataa 100 Hz taajuudella. Syntyvän datan suuresta mää-

rästä johtuen sitä säilytetään järjestelmässä vain kolmen päivän ajan. Data saadaan järjes-

telmästä ulos .mat-tiedostoina, joten se voidaan avata suoraan MATLAB:illa helposti kä-

siteltävänä jäsenneltynä tietokenttänä (structured array). Yhteen tiedostoon mahtuu dataa 

kuitenkin vain 1 h ajalta, joten pidemmän aikavälin saamiseksi on tehtävä useita tiedos-

toja, jotka voi yhdistää myöhemmin MATLAB:illa. 

 

Kaikessa mittausdatassa esiintyy suurella todennäköisyydellä seuraavia mahdollisia vir-

heitä: 

 

• Systemaattiset mittavirheet 

o Mitta-antureiden kalibroinneissa voi olla eroja 

o Vikaantuneen mitta-anturin tilalle on asennettu vastaava, mutta hieman 

erilainen anturi 

o Mitta-anturien tarkkuus huononee ääripäiden olosuhteissa 
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• Satunnaiset mittavirheet 

o Mitta-anturit antavat joskus nollalukemia 

o Mitta-anturit vikaantuvat, jolloin luotettavaa dataa ei saada ennen anturin 

vaihtoa 

 

Nämä mittavirheet on otettava huomioon datan esikäsittelyssä, ennen kuin dataa aletaan 

käyttämään koneoppimisen koulutuksessa. 

 

5.2 Mittausdatan esikäsittely 

 

Tässä luvussa kuvataan diplomityön aikana tehdyn mittausdatan esikäsittelyprosessin eri 

vaiheet ja toimenpiteet. MTD-datan esikäsittely alkoi useamman laskentataulukon yhdis-

tämisenä ja siistimisenä. Lisäksi kaikki laskentataulukoiden makroissa olevat tiedot täytyi 

siirtää manuaalisesti normaaleihin sarakkeisiin, minkä jälkeen tiedostot voitiin avata 

MATLAB:illa. Koska KTD-data oli jo valmiiksi pakattuna .mat-tiedostoihin jäsenneltynä 

tietokenttänä, oli järkevintä pakata MTD-laskentataulukkojen tiedot samanlaisiksi pake-

teiksi.  

 

MATLAB:illa tehtiin pakkausfunktio, joka avaa halutut laskentataulukot ja pakkaa niiden 

sisältämän tiedon samalla tavalla kuin KTD-data on pakattu. Tämän jälkeen sekä MTD- 

että KTD-dataa voitiin käsitellä samalla MATLAB-skriptikokoelmalla, joka rakennettiin 

diplomityötä tehtäessä. Kuvassa 5.2.1. on havainnollistettu datan esikäsittelyprosessin 

kulkua. Esikäsitellyn datapaketin avaus on havainnollistettu kuvassa 5.2.2. 
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Kuva 5.2.1. Havainnollistava prosessikaavio mittausdatan käsittelyketjusta. Samanväri-

set nuolet kuvaavat samanlaisen rakenteen omaavaa dataa. Koneoppimisen tuloksia voi 

havainnollistaa esimerkiksi sekaannusmatriisilla (oikealla) tai reaaliaikaisella piirturilla 

(alhaalla). 

 

 

Kuva 5.2.2. Kuvassa avataan aiemmin esikäsitelty ja .mat-muodossa tallennettu datapa-

ketti MATLAB:illa. Paketti sisältää mittausdataa jäsennellyn tietokentän muodossa, 

mikä näkyy kuvassa oikealla. 
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5.3 Koulutusselitteiden laatiminen 

 

Valvotun koneoppimisen tapauksessa koulutukseen käytettäville algoritmeille on hyvä 

syöttää sellaista koulutusdataa, jossa kaikille seliteluokille olisi suurin piirtein yhtä paljon 

selkeitä tapauksia. Otetaan havainnollistavaksi esimerkiksi ihminen, jonka liikkeitä seu-

rataan kiihtyvyysantureilla. Jos koulutusdatapisteitä olisi esimerkiksi 30 000 kappaletta, 

joista yli 99% olisi selitteiden mukaan paikallaan seisomista, koulutuksen tulosten tarkas-

telu olisi vaikeaa. Vaikka kone arvaisi väärin kaikki liikkeet ja luokittelisi jokaisen data-

pisteen seisomiseksi, sen onnistumisprosentti olisi silti 99 %. 

 

Samaa esimerkkiä hyödyntäen voidaan havainnollistaa luokitusselitteiden luomisen vai-

keutta. Määritellään ihmisen liikunnan erilaisiksi tiloiksi seuraavat aktiviteetit; seisomi-

nen, hidas kävely, normaali kävely, nopeahko kävely, hölkkä ja juokseminen. Seisominen 

on helppo erottaa muista liikuntamuodoista, mutta esimerkiksi normaalin ja nopeahkon 

kävelyn välinen ero voi olla erittäin hankalaa määrittää. Mitä hankalampaa seliteluokkien 

määrittäminen on koneen kouluttajalle, sitä vaikeampaa niiden oppiminen on myös ko-

neelle. 

 

5.4 Koneoppimisen tulosten visualisointi 

 

Kun kone on koulutettu, on hyödyllistä tarkastella sekä itse koulutuksen että myös koneen 

soveltamisen tuloksia visuaalisesti. Tämä on tärkeä vaihe esimerkiksi sellaisissa tapauk-

sissa, missä jotain tiettyä selitteen omaavaa luokkaa esiintyy harvoin, mutta sen oikea 

luokittelu olisi ensiarvoisen tärkeää. Jos otettaisiin esimerkiksi 1 000 testidatapistettä, 

joissa 13 datapisteen selite olisi hengenvaaraa aiheuttava laitevika. Jos kone saisi nämä 

13 seliteveikkausta väärin mutta kaikki muut oikein, olisi koneen tarkkuus silti 98,7 %. 

On myös tärkeää, että kone tekee virheitä turvalliseen suuntaan, eli esimerkiksi luokitte-

lee mieluummin normaalin vikaantumisen vaaralliseksi vikaantumiseksi kuin toisinpäin. 

 

Yksi kätevä tapa näyttää koneoppimisen tuloksia on piirtää sekaannusmatriisi (confusion 

matrix). Matriisin toiselle akselille sijoitetaan testidatan oikeat luokat, ja toiselle akselille 
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koulutetun koneen testidatalle arvaamat luokat. Kuvassa 5.4.1. on esimerkki sekaannus-

matriisista. 

 

Kuva 5.4.1. Sekaannusmatriisi koneoppimisen tuloksista tukivektorikoneella. Kuvassa 

testidatan oikeat luokittelut näkyvät x-akselilla ja opetetun koneen veikkaamat tulokset 

y-akselilla. 

 

Sekaannusmatriiseihin voi laittaa pelkkien datapisteiden lukumäärän sijasta esimerkiksi 

onnistumisprosentit. Myös matriisin laatikoiden väriä voi muuntaa havainnollistamaan 

hyviä tuloksia tai, kuten kuvan 5.4.1. tapauksessa, eri luokitustulosten suhteellisia luku-

määriä. 

 

Koulutetun koneen suorituskykyä voi myös seurata reaaliajassa. Kuvassa 5.4.2 näkyy 

ruutukaappaus MATLAB:ille tehdystä funktiosta, joka piirtää kuvaajaa koneoppimisen 

testidatasta, näyttäen samalla meneekö datapisteiden luokittelu oikein vai väärin. 
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Kuva 5.4.2. Reaaliajassa piirtyvä kuvaaja koneoppimisen onnistumisesta. Taustalla piir-

retään testidatan kuvaajaa. Ylemmässä vihreässä laatikossa kerrotaan kunkin datapisteen 

oikea luokitus, ja alemmassa koneen arvaama luokitus. 
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6 SYÖTTÖVESIPUMPUN AKSELITIIVISTEEN VUODON 

HAVAITSEMINEN 

 

OL1- ja OL2-laitosyksiköillä on kummallakin neljä syöttövesipumppua, joissa kaikissa 

on esiintynyt akselitiivistevuotoja eli tiivisteiden vikaantumisia viimeisen kolmen vuoden 

aikana. Vuodon seurauksena akselin laakerin lämpötila pääsee hitaasti kasvamaan, joka 

johtaisi lopulta laakerin ylikuumenemiseen ja vikaantumiseen. Akselitiivisteiden vuodot 

voidaan havaita MTD-mittausdatasta tiivisteveden lämpötilan nousuna. Järjestelmä antaa 

hälytyksen, jos tiivisteveden lämpötila ylittää 50 °C. Pumpun välittömään pysäyttämiseen 

johtavaksi ylärajaksi on asetettu 80 °C, mutta käytännössä lämpötilan ei ole annettu 

nousta yli 55 °C.  

 

Akselitiivisteen vaihtaminen vaatii pumpun ottamista pois käytöstä, joka voi johtaa huo-

noimmassa tapauksessa sähköntuotannon alenemiseen vaihdon ajaksi. Tämän diplomi-

työn yhtenä tavoitteena oli selvittää, kuinka hyvin koneen voi kouluttaa havaitsemaan 

akselitiivisteen vuoto hyvissä ajoin MTD-mittausdatasta. Koulutettua konetta voisi sitten 

tulevaisuudessa käyttää havaitsemaan tiivisteiden vuodot heti niiden alkuvaiheessa, sillä 

jo parin päivän parannus nykyiseen olisi tervetullut lisä. Konetta voisi myös mahdollisesti 

käyttää ennustamaan tulevia tiivisteiden vuotoja trendauksen avulla.  

 

Akselitiivisteiden vuotoja ei ollut tapahtunut edellisen 6 kuukauden aikana siitä, kun työn 

tekeminen aloitettiin, minkä johdosta vikaantumishetkistä ei saatu korkean taajuuden da-

taa. Mittausdataa löytyy kuitenkin 1 tunnin taajuudella kolmen ja puolen vuoden ajalta. 

 

Tiivisteveden normaali lämpötila vaihtelee noin 35 °C ja 47 °C välillä. Koska pumpattava 

syöttövesi on talvella viileämpää, ovat myös tiivisteveden lämpötilat silloin kesän läm-

pötiloja alempana. Tiivisteveden lämpötilasta tulee hälytys 50 °C kohdalla, mutta ope-

raattori voi havaita lämpötilan tasaisen nousun mittausdataa seuraamalla jo aikaisemmin. 

Esimerkiksi 45 °C lämpötila on kesällä täysin normaalia, mutta talvella se on todennäköi-

nen merkki tiivistevuodosta. Joissain tapauksissa pumppu on sammutettu lähes heti vuo-

don havaitsemisen jälkeen, toisissa tapauksissa pumpun käyttöä on jatkettu vielä useita 
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viikkoja, koska hälytysrajoja ei ole ylitetty. Vuodon havaitsemisen ja tiivisteen vaihtami-

sen välinen aika riippuu siitä, kuinka suuri vuoto on ja milloin olisi optimaalinen aika 

pysäyttää pumppu vaihdon ajaksi esimerkiksi sähköntuotannon näkökulmasta. 

 

6.1 Mittausdatan manuaalinen esikäsittely 
 

Työ alkoi MTD-mittausdatan muokkaamisella kappaleen 5.2. esimerkin mukaisesti. Da-

tassa oli suurena häiriötekijänä laitosten normaalit vuosihuollot, joiden aikana pumput on 

otettu pois käytöstä. Tämän takia datasta poistettiin sellaiset aikajaksot, jolloin laitosyk-

siköillä on ollut vuosihuoltoja tai muita seisokkeja. Koska pumppuja on 4 kappaletta kum-

mallakin laitosyksiköllä, niihin liittyvät 3.5 vuoden ajalta tehdyt mittaukset laitettiin tau-

lukossa peräkkäin, jolloin saatiin kullekin laitosyksikölle virtualisoitua yksi pumppu 14 

vuoden ajalta. 

 

Tämän jälkeen selvitettiin TVO:n ylös kirjaamien tiivisteiden vuotojen päivämäärät ja 

tarkasteltiin dataa noilta ajanjaksoilta. Akselitiivisteiden vuotojen pituudet olivat datan 

määrään suhteutettuna kestoltaan lyhyitä, mikä vaikeutti luokitusselitteiden luomista kap-

paleessa 5.3 mainituista syistä. Haasteita luokituksien tekoon tuli myös siitä, että akseli-

tiivisteen vikaantuminen on toisaalta voinut olla jopa kuukauden kestävä prosessi. Pie-

nenä alkanut tiivisteen vuoto on ajan saatossa kasvanut suuremmaksi, mikä on johtanut 

lopulta niin suureen tiivisteveden lämpötilan nousuun, että se on havaittu. Tämän jälkeen 

pumppua on vielä pidetty käynnissä, kunnes sopiva ajankohta sen pysäyttämiselle ja huol-

lolle on saatu valittua. Joskus pumppu on taas ajettu alas vain muutama päivä tiivisteen 

vikaantumisen ilmenemisen jälkeen. Tiivisteiden vikaantuminen on kirjattu ylös tietyllä 

päivämäärällä, mutta itse vuoto on käytännössä alkanut tätä ajankohtaa ennen. Vikaantu-

misen tarkka alkukohta täytyi siis määrittää itse, mikä tapahtui raa’an mittausdatan sil-

mämääräisellä tarkastelulla. 

 

Tiivisteiden vikaantumisia oli molemmilla laitosyksiköillä yhteensä 12 kappaletta, ja 

edellä mainituista syistä tiivisteveden lämpötilan kasvun nopeus ja lopullinen lämpötila 

ennen pumppujen alasajoa olivat jokaisessa tapauksessa hieman erilaisia. 
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6.2 Koulutusdatan käsittely ja normalisointi MATLAB:illa 
 

Manuaalisesti esikäsitellyt .xls-taulukot avattiin MATLAB:illa ja muokattiin skriptien ja 

funktioiden avulla samaan muotoon KTD-datapakettien kanssa. Datasta voitiin nyt piirtää 

kuvaajia, ja sitä voitiin yhdistellä ja normalisoida yksinkertaisilla funktioilla. 

 

Edellä mainittu datan normalisointi oli koulutusselitteiden luomisen ohella toinen tulok-

siin paljon vaikuttanut vaihe. Vaikka laitosyksikön vuosihuollot ja seisokit poistettiin 

aiemmin datasta manuaalisesti, jäi dataan vielä jäljelle erilaisia mittavirheitä ja osittaisia 

pumppujen alasajoja. Datasta pyrittiin MATLAB-skriptien avulla poistamaan kaikki epä-

luotettavat piikit ja lyhyiden alasajojen jäljet. Samoilla skripteillä voitiin tämän jälkeen 

myös muuntaa laitosyksiköltä saatava raakadata koneelle sopivaksi testidataksi korvaa-

malla vuosihuoltojen datapisteet siivotun koulutusdatan mediaaniarvoilla. 

 

Tämän jälkeen data muunnettiin taulukkomuotoon ja jaettiin viiden tunnin pätkiin, joista 

otettiin muutosgradientit ja keskiarvot. Seuraavaksi koulutusdataan lisättiin luokitusselit-

teet omille paikoilleen. Lopputuloksena saatiin MATLAB-taulukko, joka sisälsi norma-

lisoidun mittausdatan ja vikaantumisselitteet. Tämä taulukko voitiin nyt syöttää koneop-

pimismoduuliin koulutusdatana. Muodostetun koulutusdatan määrää on havainnollistettu 

taulukossa 6.2.1. 

 

Taulukko 6.2.1. Koulutusdatan määrä. 

Selitys Lukumäärä (kpl) 

Mittapisteitä (tunteja) 31 280 

Vuosihuollot ja seisokit (tunteja) 3 000 

Mitta-antureita 24 

Laskusarakkeen pituus 5 

Laskettuja piirteitä 2 

Datapisteitä yhteensä [(31 280 - 3 000) * 24 * 2] / 5 = 271 488 
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6.3 Koulutusdatan syöttö koneoppimisalgoritmeille 
 

Itse koneoppimisen soveltaminen aloitettiin avaamalla MATLAB:in käyttöliittymästä 

classification learner- työkalu eli lyhemmin CL-työkalu. Kokeiltaviksi koneoppimisal-

goritmeiksi valittiin kaikki työkalussa olevat algoritmit käyttäen viisinkertaista ristivali-

dointia ylisovituksen välttämiseksi. Etenkin kuutiollisen tukivektorikoneen ja neliöllisen 

erotteluanalyysin koulutukset veivät lähes satakertaisesti aikaa muihin algoritmeihin näh-

den, mikä antoi viitteen koulutusdatan liian suuresta määrästä ja ulottuvuuksista. Suurin 

osa eri algoritmeilla koulutetuista koneista sai yli 98 % tuloksia, mutta vikaantumisluoki-

tuksien kohdalla vääriä arvauksia oli runsaasti. Tästä voitiin päätellä, että testidatassa oli 

liian vähän vikaantumisselitteitä verrattuna datan kokonaismäärään. 

 

Tuloksia lähdettiin parantamaan lyhentämällä koulutusdataa normaalin käyttäytymisen 

alueilta, jotta vikaantumisen ja normaalin käyttäytymisen datapisteiden määrä olisi tasa-

painoisempi. Lopputulokseksi saatiin 8 000 seliteluokkaa, joiden jakautuminen näkyy 

taulukossa 6.3.1. 

 

Taulukko 6.3.1. OL1-koulutusdatan jakautuminen seliteluokkiin. 

Luokka Lukumäärä Prosenttiosuus 

Normaali 7 556 94.45 % 

Pieni vuoto 166 2.08 % 

Suuri vuoto 278 3.48 % 

 

Koulutusdataa tarkasteltiin myös MATLAB:in regression learner-työkalulla, jolla voi-

daan tutkia datan eri piirteiden keskinäisiä vaikutussuhteita. Koska tiedettiin, että vikaan-

tuminen näkyy selvästi tiivisteveden lämpötilojen nousuna, verrattiin muita mittauksia 

niihin. Tarkastelussa havaittiin heikohko mutta selkeä yhteys sekä pumpun pyörimisno-

peuteen että pumpun tilavuusvirtaan. Näitten havaintojen takia koulutusdatasta päätettiin 

poistaa kaikki muut mittaukset. Koulutusdatan datapisteiden määrä väheni tämän toimen-

piteen ansiosta noin 40 %. 
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Uusi koulutusdata syötettiin taas koneoppimistyökaluun, ja kaikki koneoppimisalgoritmit 

laitettiin kouluttumaan. Koulutukseen meni nyt vähemmän aikaa, eikä minkään algorit-

min kouluttaminen kestänyt suhteettoman pitkään. Koulutuksessa saatiin nyt hyviä tulok-

sia, mitkä näkyvät kuvassa 6.3.1. 

 

Kun kone koulutettiin neljästä pumpusta koostetulla 8 000 datapistettä ja 7 akselitiivis-

teen vuototapausta sisältäneellä datalla, se osasi tulkita oikein 98.7 % testidatana toimi-

neesta 3 342 luokituksen joukosta, johon kuului yksi uusi vikaantuminen, joka oli tapah-

tunut diplomityön tekemisen aikana. Testidata oli OL1-laitosyksiköltä saatua raakaa mit-

tausdataa, joka oli esikäsitelty kappaleessa 6.2. mainituilla MATLAB-skripteillä. 

 

 

Kuva 6.3.1. Sekaannusmatriisi koneoppimisen lopullisista tuloksista OL1 syöttöve-

sipumppujen akselitiivisteiden vuodon tapauksessa päätöspuuluokittelijalla. Kuvassa tes-

tidatan oikeat luokittelut näkyvät x-akselilla ja opetetun koneen veikkaamat tulokset y-

akselilla. Koneella on ollut eniten hankaluuksia tunnistaa pienet vuodot. 
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6.4 Koulutuksen tulosten yhteenveto 

 

Työn tekemisen aikana havaittiin, että selitteiden luomisella ja koulutusdatan määrällä 

sekä jaottelulla oli selkeä ja suuri merkitys koulutuksen onnistumiselle. Koulutusta ko-

keiltiin myös käyttämällä kaikkea 3.5 vuoden mittausdataa koulutusdatana. Koulutus oli 

esimerkiksi tukivektorikoneilla erittäin hidasta, ja kaikkiin koulutettuihin koneisiin vai-

kutti ylisovitus-ilmiö. Jos testidatana käytettiin koulutusdatan pätkiä, luokitukset menivät 

oikein erittäin hyvällä prosentilla. Jos testidatana kuitenkin käytettiin tuoreimman vuodon 

tapausta, eivät koneet osanneet tunnistaa sitä laisinkaan. Tässä tapauksessa koulutusdata 

ei siis saanut olla liian pitkä ja yksipuolinen, vaan sen piti sisältää vuotojen lisäksi vain 

rajattu määrä normaalin toiminnan mittadataa. 

 

OL1- ja OL2-laitosyksiköiden datalla koulutettuja koneita ei käytännössä voitu käyttää 

ristiin, koska OL2 syöttövesipumput ovat erimallisia ja niiden akselitiivisteiden vuotoja 

on ollut selvästi vähemmän. Tämän takia OL2-datalla koulutettuja koneita ei vielä päästy 

kokeilemaan tuoreella akselitiivistevuodon tapauksella tämän diplomityön tekemisen ai-

kana. 

 

OL1-laitosyksikön tapauksessa koulutuksen tuloksena saatiin kuitenkin useita koneita, 

jotka kykenivät havaitsemaan akselitiivisteen vuodon raa’asta tuoreesta mittausdatasta 

kohtalaisella tarkkuudella. Laitosyksiköiltä saatavan raakadatan puhdistusta ja normali-

sointia voisi kehittää vielä paljon.  Samoin myös datasta laskettavia piirteitä voisi kehittää 

paremman lopputuloksen saamiseksi. Paras kone pystyi kuitenkin havaitsemaan uusim-

man OL1-laitosyksikön akselitiivisteen vuodon puolitoista päivää aikaisemmin verrat-

tuna ajankohtaan, milloin siitä oli tehty havaintokirjaus TVO:n järjestelmään. 
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7 REAKTORIPAINEASTIAN PINNANMITTAUKSEN 

TARKASTELU 
 

Sekä OL1- että OL2-laitosyksiköllä on reaktoripaineastian hienopinnan mittauksille neljä 

rinnakkaista mitta-anturia. Mitta-antureiden signaalit kulkevat mittatietokoneelle usean 

ikääntyneen suodattimen ja vahvistimen läpi. Komponenttien yksilöllisen ikääntymisen 

takia yhdenkään mittauksen signaaliketju ei ole täysin samanlainen. Yhtenä työn osa-alu-

eena oli selvittää, voidaanko mittasignaaleissa havaita selkeitä eroja. Tavoitteena oli tä-

män jälkeen kouluttaa kone, joka tunnistaisi mittasignaalien erot ja osaisi lajitella ne 

omiksi ryhmikseen. Tulevaisuudessa kone voisi teoriassa osata kertoa, minkä komponen-

tin kohdalla mittasignaaliin ilmestyy häiriötä, ja kuinka jonkun komponentin vaihtaminen 

saattaisi vaikuttaa signaalin laatuun. [1] 

 

7.1 Koulutusdatan käsittely ja normalisointi 
 

Reaktoripaineastian pinnanmittauksen tapauksessa data saatiin KTD-järjestelmästä val-

miina .mat-tiedostona. Datapaketin avaaminen sujui samoilla toimenpiteillä kuin kappa-

leen 6.2 syöttövesipumppujen tapauksessa. Tarkastelun aluksi päätettiin piirtää kuvaajat 

mittauksista. Kuvassa 7.1.1 on piirrettynä 1 tunnin mittainen jakso yhden pinnanmittauk-

sen signaalia 100 Hz-taajuudella. 

 

Kuva 7.1.1. Reaktoripaineastian pinnanmittauksen signaali 1 h ajalta. Datapisteitä on 

yhteensä 360 000 kappaletta. 
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Signaali oli liian tiheä silmämääräiselle tarkastelulle, joten tarkastelun alaista aikajaksoa 

päätettiin lyhentää 25 minuutin mittaiseksi. Mittausdatoille tehtiin myös nopea Fourierin 

muunnos (FFT) niiden amplitudispektrien selvittämiseksi. Tämän jälkeen mittauksissa 

havaittiin selkeitä eroja, jotka näkyvät kuvassa 7.1.2. 

 

 

Kuva 7.1.2. OL1-laitosyksikön kahden erillisen reaktoripaineastian pinnanmittauksen 

mittasignaalit 25 minuutin ajalta ylhäällä, sekä niiden amplitudispektrit alhaalla. Kuvaa-

jista on paljaalla silmällä nähtävissä, että mittaukset eivät ole laadultaan täysin saman-

laisia. Oikeanpuoleisessa mittauksessa on enemmän värähtelyä. 

 

Molempien laitosten tapauksissa kaksi eri mittasignaalia vaikuttivat olevan melko lähellä 

toisiaan, ja toiset kaksi mittasignaalia erottuivat kaikista muista signaaleista jollain ta-

valla. Mittausdata valmisteltiin koneoppimista varten jakamalla se sadan mittapisteen pi-

tuisiksi pätkiksi, joista laskettiin viisi eri tunnuslukua: 
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• Keskiarvo 

• Keskihajonta 

• FFT-analyysin taajuusspektrin amplitudien keskiarvo 

• FFT-analyysin taajuusspektrin suurin amplitudi 

• Absoluuttinen muutosgradientti 

 

Tuloksena saatiin 1 h mittasignaalista yhteensä 18 000 datapistettä kullekin pinnanmit-

taukselle. Datalle muodostettiin myös selitteet, joissa jokaiselle mittaukselle annettiin 

oma luokkansa eli yhteensä neljä selitettä. Datasta tehtiin myös lyhyt versio, jossa data-

pisteitä otettiin vain ensimmäisen 6 minuutin ajalta. 

 

7.2 Koulutusdatan syöttö Classification Learner-työkaluun 
 

Kone koulutettiin kaikilla CL-työkalun koneoppimisalgoritmeilla käyttäen viisinkertaista 

ristivalidointia ylisovituksen välttämiseksi. Tukivektorikoneiden kouluttaminen havait-

tiin selkeästi kaikista hitaimmaksi. Erotteluanalyysien tekeminen ei onnistunut ollenkaan, 

koska CL-työkalu ei halunnut edes yrittää koulutusta kyseisellä datamäärällä. Päätös-

puista, tukivektorikoneista, k-NN- luokittelijasta ja yhdistelmämetodeista valittiin par-

haita tuloksia antaneet koneet. Testidata muodostettiin ottamalla samojen pinnanmittaus-

ten mittasignaalidatat 3 tuntia myöhemmältä ajankohdalta. Koulutuksen onnistumispro-

sentit vaihtelivat välillä 94 – 99.9 %, kaikki tulokset näkyvät taulukossa 7.2.1. Parhaan 

tuloksen antoi sekametsä- luokittelija, jonka testitulokset näkyvät kuvassa 7.2.1. 

 

Taulukko 7.2.1. Eri koneoppimisalgoritmeja käyttäneiden koneiden onnistumisprosen-

tit CL-työkalulla käyttäen pitkää koulutusdataa. 

Koneoppimisalgoritmi Onnistumisprosentti 

Luokituspuu (hienojakoinen) 94.8 % 

SVM (neliöllinen) 94.9 % 

k-NN (hienojakoinen) 94.6 % 

Yhdistelmä (sekametsä) 99.9 % 
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Kuva 7.2.1. Numeerinen sekaannusmatriisi koneoppimisen lopullisista tuloksista pinnan-

mittauksen tapauksessa sekametsäluokittelijalla. Oikeat luokitukset ovat x-akselilla ja ko-

neen arvaamat luokitukset y-akselilla. Kokonaisonnistumisprosentti oli tässä tapauksessa 

99,93 %. 

 

Koulutusta kokeiltiin myös lyhennetyllä 6 min datasignaalilla, jossa datapisteitä jokai-

selle pinnanmittaukselle kertyi yhteensä 1 800 kappaletta. Koulutus oli ymmärrettävästi 

paljon nopeampaa, ja tulokset olivat samansuuntaisia mutta huonompia kuin pidemmän 

koulutusdatan kanssa. Luokittelijoiden onnistumisprosentit liikkuivat välillä 90 – 93.9 %, 

kaikki tulokset näkyvät taulukossa 7.2.2. Koneiden väliset erot kuitenkin muuttuivat, ja 

etenkin päätöspuumetodit suoriutuivat aiempaa huonommin vähäisemmän koulutusdatan 

takia. 
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Taulukko 7.2.2. Eri koneoppimisalgoritmeja käyttäneiden koneiden onnistumisprosen-

tit CL-työkalulla käyttäen lyhyttä koulutusdataa. 

Koneoppimisalgoritmi Onnistumisprosentti 

Luokituspuu (hienojakoinen) 90.5 % 

SVM (neliöllinen) 93.9 % 

k-NN (hienojakoinen) 93.7 % 

Yhdistelmä (sekametsä) 93.3 % 

 

7.3 Koulutusdatan syöttö Neural Network Pattern Recognition-työkaluun 

 

Neural Network Pattern Recognition (NNPR) on yksi MATLAB:in neljästä neuroverk-

kotyökalusta, jonka vastaa idealtaan edellisissä kappaleissa käytettyä CL-työkalua. Ky-

seessä on siis valvottu oppiminen, joka koulutetaan selitteet sisältävällä koulutusdatalla. 

 

Jokainen MATLAB:in koneoppimistyökalu kaupataan erillisenä moduulina, ja niillä kai-

killa on erilaiset käyttöliittymät. Myös vaatimukset työkaluun syötettävän datan ominai-

suuksista vaihtelevat hieman. Esimerkiksi NNPR:n tapauksessa data syötetään taulukon 

sijaan matriisimuodossa, ja seliteluokat lukuarvoina tekstin sijasta. Datan syöttämisen jäl-

keen valitaan, kuinka monta prosenttia koulutusdatasta halutaan käyttää itse koulutuk-

seen, validiointiin ja testaamiseen. Neuroverkko käyttää validointidataa arvioimaan kou-

lutuksen onnistumista sen aikana ja testidataa arvioimaan koneen onnistumisprosenttia 

koulutuksen jälkeen. Datan jaottelun jälkeen valitaan, kuinka monta piilotettua neuro-

nikerrosta neuroverkkoon laitetaan.  

 

Testauksen aikana havaittiin, että 10 neuronikerrosta antaa hyvän tarkkuuden ja on myös 

vielä nopea kouluttaa. Koska neuroverkot vaativat toimiakseen runsaasti koulutusdataa, 

kokeiltiin koulutusta kolmella erilaisella datamäärällä. Tuloksista nähtiin, että neurover-

kon onnistumisprosentti selkeästi kasvaa datan määrän kasvaessa, mutta jo pienellä kou-

lutusdata määrällä neuroverkko pystyi tunnistamaan pinnanmittaussignaalit toisistaan 

varsin hyvällä onnistumisprosentilla. Onnistumisprosentit näkyvät taulukossa 7.3.1 ja se-

kaannusmatriisi neuroverkon onnistumisesta näkyy kuvassa 7.3.1. 
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Kuva 7.3.1. Numeerinen sekaannusmatriisi koneoppimisen lopullisista tuloksista pinnanmittauksen tapauksessa NNPR-työkalun neurover-

kolla. Oikeat luokitukset ovat x-akselilla ja koneen arvaamat luokitukset y-akselilla. Kuvan alaosan sinisellä merkityt prosentit kertovat, 

kuinka suurta osaa mittausdatasta käytettiin koneen kouluttamiseen.
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Taulukko 7.3.1. Koulutuksen onnistumisprosentit NNRP-työkalulla käyttäen eripituisia 

koulutusdatan pätkiä. 

Koulutusdatan määrä Onnistumisprosentti 

1 % 91.1 % 

10 % 93.6 % 

100 % 94.7 % 

 

NNPR-työkalu oli siis kaiken kaikkiaan hyvin pitkälti CL-työkalun koneoppimisalgorit-

meihin nähden samalla viivalla, mutta ei yllä tarkkuudessa parhaiden luokittelijoiden ta-

solle. 

 

7.4 Koulutusdatan syöttö Neural Network Clustering-työkaluun 
 

Neural Network Clustering (NNC) on yksi MATLAB:in neljästä neuroverkkotyökalusta. 

Kyseessä on valvomaton oppiminen klusteroinnilla, jossa tavoitteena on saada jokainen 

datapiste yhdistettyä johonkin neuroverkon neuroneista. Lopputuloksena on useampi ry-

päs lähekkäisiä neuroneita, joihin useampi datapiste on yhdistetty. Jos neuroneista muo-

dostuu selkeitä ryppäitä, jotka sisältävät suurimman osan datapisteistä, on näiden datapis-

teiden väliltä löytynyt selkeitä yhtenäisiä tekijöitä. Jos ryppäitä ei muodostu ja datapisteet 

jakautuvat tasaisesti neuronien välille, ei datapisteiden välisiä yhteisiä tekijöitä ole löyty-

nyt. 

 

Ryhmittelyn tulos riippuu vahvasti käytettyjen neuronien määrästä. Otetaan hypoteetti-

nen esimerkki, jossa koulutusdatassa olisi periaatteessa 10 eri seliteluokkaa. Jos neuro-

verkko rakennetaan vain neljästä neuronista, luokittelee verkko jokaisen datapisteen kuu-

lumaan johonkin näistä neljästä neuronista. Jos taas neuroneita on 50, saattaa jokainen 

neuroni saada ainakin muutaman datapisteen luokittelussa. Valvomatta koulutettua neu-

roverkkoa tulkittaessa täytyy siis olla ammattitaitoa ja kokemusta, jotta tuloksista saisi 

kunnolla selkoa. 

 

Työkalulla kokeiltiin kahta erikokoista neuroverkkoa. Ensimmäisessä tapauksessa käy-

tettiin neljää neuronia, mikä luontaisesti johtaa neljän klusterin muodostumiseen. Tämä 
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vastasi oikeaa tilannetta, jossa yritetään erotella neljä mittasignaalia toisistaan.  Koulu-

tusdata, tai tämän työkalun tapauksessa pikemminkin tutkittava data, syötettiin koneop-

pimismoduuliin. Työkalu suoritti verkon laskennat melko nopeasti, ja tuloksena data ja-

kautui kaikkien neljän klusterin kesken, mutta hieman epätasaisesti. Yhden mittasignaalin 

oikea koko oli 3 600 datapistettä. Koulutuksen tuloksena muodostui kaksi tuota kokoa 

suurempaa neuronia, yksi lähes samankokoinen ja yksi selvästi pienempi. Jonkun mitta-

signaalin osa oli siis luokiteltu kuuluvaksi muiden mittasignaalien joukkoon. Kuva neu-

roverkosta koulutuksen jälkeen näkyy kuvassa 7.4.1.  

 

Mittasignaalit siis erottuivat pääsääntöisesti toisistaan, mutta päällekkäisyyksiä oli paljon 

enemmän kuin valvotun oppimisen tapauksissa. 

 

 

Kuva 7.4.1. NNC-työkalulla tehty neljän neuronin neuroverkko, jossa jokainen mitta-

signaalipiste on yhdistetty yhteen neuroniin muodostaen klusterin. 
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Toisessa tapauksessa käytettiin 64 neuronia, Työkalu suoritti verkon laskennat selkeästi 

hitaammin kuin ensimmäisessä tapauksessa. Klustereita muodostui tulkinnasta riippuen 

kaksi tai kolme. Loput mittasignaalipisteet jakautuivat melko tasaisesti neuronien välille. 

Kuva neuroverkosta koulutuksen jälkeen näkyy kuvassa 7.4.2. 

 

 

Kuva 7.4.2. NNC-työkalulla tehty 64 neuronin neuroverkko, jossa jokainen mittasig-

naalipiste on yhdistetty yhteen neuroniin muodostaen klusterin. 

 

64 neuronin neuroverkossa syntyi, tulkinnasta riippuen, kaksi tai kolme klusteria. Sekä 

vasemmassa että oikeassa laidassa on yhdet klusterit, ja kolmas kyseenalaisempi klusteri 

sijaitsee verkon yläosassa. Jokainen neuroni kuitenkin keräsi useita datapisteitä. Neuro-

verkko ei siis osannut erotella neljää mittasignaalia toisistaan toivotulla tavalla. 
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7.5 Pinnanmittauksen yhteenveto 

 

Valvotun koulutuksen tuloksena saatiin useita koneita, jotka pystyivät erottelemaan eri 

mittasignaalit toisistaan hyvällä tarkkuudella. Pidemmän koulutusdatan suuri määrä hi-

dasti koulutusta, mutta sai aikaan selvästi paremmat tulokset. Koulutusdatan määrällä oli 

myös vaikutusta eri algoritmien sijoittumiseen toisiinsa nähden. Esimerkiksi tukivektori-

koneilla ja k:n lähin naapuri- luokittelijoilla saatiin hyvin samansuuntaisia tuloksia sekä 

lyhyellä että pidemmällä koulutusdatalla, kun taas päätöspuuluokittelijat hyötyivät pi-

demmän koulutusdatan käytöstä hyvin selkeästi. 

 

NNRP-työkalun neuroverkko hyötyi muita algoritmeja enemmän suuremmasta koulutus-

datamäärästä. Tämä oli odotettua, sillä yksi toimivien neuroverkkojen käytön perusedel-

lytyksistä on suuri koulutusdatan määrä. Neuroverkon koulutus ei pidemmällä koulutus-

datalla myöskään kestänyt kovin paljon kauemmin suhteessa muihin oppimisalgoritmei-

hin, ja oli esimerkiksi tukivektorikoneita nopeampaa. 

 

NNC-klusterointityökalun käyttö ei sen sijaan onnistunut. Neljän mittasignaalin erotta-

minen toisistaan periaatteessa onnistui neljän neuronin esimerkkitapauksessa, mutta suu-

remmalla neuronimäärillä dataa ei enää saatu jaettua odotettuihin klustereihin. Työkalun 

onnistunut käyttö vaatisi syvempää asiaan perehtymistä.  
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8 KUNNOSSAPIDON PRIORISOINNIN JÄRKEISTÄMINEN  

 

Olkiluodon ydinvoimalaitosyksiköiden laitteet on niputettu omiksi järjestelmikseen, 

joille on ajan saatossa kerätty dataa, kuten esimerkiksi vikatilastoja ja määräaikaiskokei-

den tuloksia. Tiedossa on myös esimerkiksi järjestelmien laitteiden fyysinen ikä ja niiden 

ylläpidosta syntyvät kustannukset. Näistä datapisteiden joukoista voi laskea summa- ja 

kertolaskujen avulla tunnuslukuja kuvaamaan järjestelmien tilaa. TVO:n asiantuntijat oli-

vat tehneet oman MATLAB-skriptikokoelman näiden tunnuslukujen laskemiseksi ja vi-

sualisoimiseksi. Diplomityön yhtenä tavoitteena oli selvittää, että voidaanko helposti 

kouluttaa kone, joka osaa luokitella järjestelmät oikein raa’asta lähtödatasta ilman käsin 

laskettuja tunnuslukuja. [1] 

 

TVO:n skriptikokoelmalla saadaan laskettua seuraavat kolme tunnuslukua: 

 

• Turvallisuuskerroin 

o kertoo, kuinka suuri merkitys järjestelmällä on laitoksen turvallisuudelle 

 

• Ikääntymiskerroin 

o kertoo, kuinka pitkällä järjestelmän ikääntyminen on 

 

• Taloudellinen kerroin 

o kertoo, kuinka suuri vaikutus järjestelmällä on laitoksen yleiselle talou-

delle 

 

Jokainen tunnusluku jaettiin kahteen tasoon; hyväksyttävä ja huomiota kaipaava. Jaottelu 

tehtiin sen perusteella, oliko kerroin yli vai alle keskiverron. Tällä tavoin arvioitaville 

järjestelmille saatiin yhteensä kahdeksan järjestelmän tilanteesta kertovaa selitettä: 

 

1. Huomiota kaipaava turvallisuuskerroin 

2. Huomiota kaipaava ikääntymiskerroin 

3. Huomiota kaipaava taloudellinen kerroin 

4. Huomiota kaipaavat turvallisuus- ja ikääntymiskerroin 
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5. Huomiota kaipaavat turvallisuus- ja taloudellinen kerroin 

6. Huomiota kaipaavat ikääntymis- ja taloudellinen kerroin 

7. Kaikki kertoimet kaipaavat huomiota 

8. Kaikki kertoimet hyväksyttäviä 

 

Koulutusdatana käytettiin niitä datapisteitä, joista TVO:n skriptikokoelma laskee omat 

tunnuslukunsa. Arvioitavia järjestelmiä oli 276 kappaletta, ja jokaiselle järjestelmälle saa-

tiin 24 tunnuslukua. Datapisteitä tuli yhteensä siis 6 624 kappaletta. Datapisteisiin yhdis-

tettiin niille kuuluvat selitteet ja koko paketti syötettiin CL-työkaluun taulukkomuodossa. 

Jokainen neljästä valitusta koneesta onnistuttiin kouluttamaan tilaan, jossa onnistumis-

prosentit olivat yli 98 %. Tulokset näkyvät taulukossa 8.1. 

 

Taulukko 8.1. Eri koneoppimisalgoritmeja käyttäneiden koneiden onnistumisprosentit 

CL-työkalulla järjestelmien tunnuslukujen koulutuksessa. 

Koneoppimisalgoritmi Onnistumisprosentti 

Luokituspuu (hienojakoinen) 99.5 % 

SVM (neliöllinen) 98.9 % 

k-NN (hienojakoinen) 99.7 % 

Yhdistelmä (sekametsä) 99.3 % 

 

Koneiden koulutus ja niiden käyttäminen testidatan luokitteluun oli datan rajallisen mää-

rän takia hyvin nopeaa. Nopeus ei kuitenkaan ole yhtä hyvä kuin TVO:n tekemällä 

MATLAB:in skriptikokoelmalla.  
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9 TULOKSET 

 

Tässä luvussa analysoidaan työn aikana tehtyjä havaintoja sekä esitellään lopulliset tu-

lokset kaikille kolmelle koneoppimistapaukselle. Luvussa myös pohditaan tulevaisuuden 

kehitystarpeita ja koneoppimisen hyödyntämisestä muodostuvia mahdollisuuksia. 

 

Yksi iso huomio oli se, että koneoppimisen sijaan olisi toisaalta voitu käyttää perinteisiä 

datankäsittelyn metodeja, kuten esimerkiksi riittävä määrä if- ja for-lauseita MATLAB:in 

skripteissä. Tämä huomio piti paikkansa etenkin kunnossapidon priorisoinnin tapauk-

sessa, sekä osittain myös syöttövesipumppujen akselitiivisteiden vuotojen tapauksessa, 

jossa perinteiset metodit olisivat kuitenkin olleet työläitä toteuttaa. Koneoppimisesta oli 

kuitenkin hyötyä reaktoripaineastian pinnan mittasignaalien erottelussa. Vaikka eri mit-

tasignaalit saataisiinkin periaatteessa eroteltua helposti if-lauseiden avulla, olisi niiden 

muodostus ilman koneoppimismoduulien antamaa apua ollut haastavaa ja työlästä. 

 

PDCA-sykliä ajatellen voidaan sanoa, että syklin pyörähdyksen tuloksena tietoisuus ko-

neoppimisen realiteeteista, mahdollisuuksista ja rajoitteista lisääntyi. Koneoppimisen me-

todeja tullaan tulevaisuudessa hyödyntämään Olkiluodon ydinvoimalaitoksella siihen so-

pivissa tapauksissa. 

 

9.1 Tulokset syöttövesipumppujen tapauksessa 

 

Työn tuloksena saatiin koulutettu useita koneita, jotka pystyivät vähintään kohtuullisella 

tarkkuudella havaitsemaan pumppujen akselitiivisteiden vuodot hyvissä ajoin. Taulu-

kossa 9.1.1 nähdään neljän erilaisen koneoppimisalgoritmin suoriutuminen testidatan luo-

kittelusta. Testidatana käytettiin OL1-laitosyksiköltä saatavaa raakaa, etukäteen siistimä-

töntä mittausdataa, jossa oli mukana diplomityötä tehdessä ilmaantunut uusi akselitiivis-

teen vuoto.  
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On kuitenkin tärkeää muistaa, että onnistumisprosentti on täysin riippuvainen erilaisten 

luokitusten lukumääräisestä tasapainosta. Koska lopullisessa testidatassa normaalin käyt-

täytymisen luokituksia oli noin 95 % mittapisteistä, voisi kone saada onnistumisprosen-

tiksi 95 % veikkaamalla kaikki datapisteet suoraan normaaliksi käyttäytymiseksi. 

 

Taulukko 9.1.1. Eri koneoppimisalgoritmeja käyttäneiden koneiden onnistumisprosen-

tit CL-työkalulla. 

Koneoppimisalgoritmi Onnistumisprosentti 

Luokituspuu (hienojakoinen) 98.3 % 

SVM (neliöllinen) 98.1 % 

k-NN (hienojakoinen) 98.6 % 

Yhdistelmä (sekametsä) 98.7 % 

 

Paras luokittelija oli päätöspuiden yhdistelmämetodi eli sekametsä. Se veikkasi suureksi 

vuodoksi luokitellut datapisteet oikein 91 % tarkkuudella ja pieniksi vuodoiksi luokitellut 

datapisteet oikein 61 % tarkkuudella. Koulutusdatan määrän vaihtelu vaikutti tuloksissa 

eniten tukivektorikoneisiin ja vähiten lähin naapuri- luokittelijoihin. Tukivektorikoneet 

olivat myös hitaimpia kouluttaa. 

 

9.2 Tulokset reaktoripaineastian pinnanmittauksen tapauksessa 

 

Kokeilujen aikana saatiin koulutettua useita koneita tunnistamaan eri mittasignaalit toi-

sistaan. Koulutusdatan määrä vaikutti selvästi etenkin neuroverkon koulutuksen tulok-

siin; mitä enemmän koulutusdataa on saatavilla, sen parempi. Suurella koulutusdatan 

määrällä on varjopuolensa. Datan esikäsittely pitkittyy, ja osa koneoppimisalgoritmeista 

muuttuvat nopeasti hyvin työläiksi kouluttaa datamäärän kasvaessa. Varsinkin erotte-

luanalyysien ja tukivektorikoneiden koulutus hidastui huomattavasti suurella koulutusda-

tan määrällä. Koulutuksien tulokset näkyvät taulukossa 9.2.1. Paras luokittelija myös tälle 

datatyypille oli päätöspuiden yhdistelmämetodi eli sekametsä. 
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Taulukko 9.2.1. Eri koneoppimisalgoritmeja käyttäneiden koneiden onnistumisprosen-

tit käyttäen pitkää koulutusdataa. 

Koneoppimisalgoritmi Onnistumisprosentti 

Luokituspuu (hienojakoinen) 94.8 % 

SVM (neliöllinen) 94.9 % 

k-NN (hienojakoinen) 94.6 % 

Yhdistelmä (sekametsä) 99.9 % 

Neuroverkko 94.7 % 

 

Valvomattoman klusteroinnin kokeilu NNC-työkalulla ei ollut kovin onnistunut. Neuro-

verkko jaotteli datan usean neuronin kesken, eikä useampaa kuin neljää neuronia käytet-

täessä saatu selkeää jakoa neljän eri mittasignaalin välille. Lisäksi klusteroinnin tuloksista 

ei saanut ulos tietoa siitä, mikä datapiste yhdistyy mihinkin klusteriin. Kunnollisten tu-

losten saaminen vaatisi lisäaikaa NNC-työkaluun perehtymiseksi. 

 

9.3 Tulokset kunnossapidon priorisoinnin järkeistämisessä 

 

Parhaalla luokittelijalla, joka oli tässä tapauksessa k- lähin naapuri- luokittelija, saavutet-

tiin 99,7 % tarkkuus luokitellessa OL1/OL2-järjestelmien tilaa turvallisuus-, ikääntymis- 

ja taloudellisen prioriteetin näkökulmasta. Kaikki testatut koneet pääsivät yli 98 % tark-

kuuteen.  

 

Koneoppimisen avulla oikean luokituksen muodostaminen on siis mahdollista, mutta 

täysi onnistuminen vaatisi koneiden hienosäätöä. Käytännön tasolla koneoppimisen so-

veltaminen ei tässä tapauksessa ole järkevää, koska luokittelu oli jo tehty MATLAB-

skriptikokoelmalla, joka pystyy käytännössä luokittelemaan järjestelmät silmänräpäyk-

sessä aina oikein. Koneoppiminen muuttuisi relevantiksi datan analysointitavaksi vain, 

jos lähtödatan määrää kasvatettaisiin huomattavasti, jolloin käsin tehtävä työ MATLAB-

skriptikokoelman kanssa tunnuslukujen laskemiseksi muodostuisi liian työlääksi. Tämä 

on sinänsä mahdollista, jos esimerkiksi kaikki määräaikaiskokeiden datat saataisiin yh-

distettyä järjestelmien tilaa kuvaavaan dataan. 
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10 KEHITYSAJATUKSET KONEOPPIMISEN SOVELTAMISESTA 

TULEVAISUUDEN ELINIÄNHALLINNASSA 

 

Tässä luvussa käydään läpi niitä kehitysajatuksia, joita syntyi työn tuloksia tarkastellessa. 

Osa kehitysajatuksista liittyy kolmeen edellisissä luvuissa läpi käytyyn tapaukseen ja osa 

on niihin liittymättömiä uusia ideoita. 

 

10.1 Syöttövesipumppujen tapaus 

 

Syöttövesipumppujen tapauksessa koneita voisi kouluttaa vielä selkeästi paremmiksi, jol-

loin parasta konetta voisi alkaa käyttämään OL1/OL2-laitosyksiköillä syöttövesipump-

pujen akselitiivisteiden vuotojen varhaisessa havaitsemisessa. Datan esikäsittelyä ja nor-

malisointia voisi vielä kehittää paljon. Myös meriveden lämpötila kannattaisi ottaa yh-

deksi lisäpiirteeksi, jolloin talvella tapahtuneet tiivisteiden vikaantumiset erottuisivat pa-

remmin kesänaikaisesta normaalista lämpötilanvaihtelusta. Yksi tulevaisuuden mahdolli-

suus olisi tehdä trendipiirturi, joka antaa hälytyksen havaitessaan nykyisen kehityksen 

kulkevan kohti tiivisteen todennäköistä vikaantumista. Piirturiin voisi esimerkiksi lisätä 

aikaikkunoita, jotka kertovat kuinka lähellä tuleva vikaantuminen suurin piirtein on. Ideaa 

on havainnollistettu kuvassa 10.1.1. 

 

 

Kuva 10.1.1. Havainnollistava kuvaaja mahdollisesta trendejä ennustavasta MATLAB-

funktiosta. Sininen käyrä on syöttövesipumpun mittausdatasta laskettu piirre. Laatikot 

kuvaavat akselitiivisteen vuodon todennäköisyyttä seuraavan kuukauden sisällä; vihreä 

on epätodennäköinen, keltainen on todennäköinen ja punainen on lähes varma. 
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10.2 Reaktoripaineastian pinnanmittauksen tapaus 

 

Pinnamittauksien tapauksessa mittasignaalien analysointia voisi kehittää eteenpäin etsi-

mällä syy-seuraussuhteita mittasignaalien eroihin. Yksi askel olisi tarkastella kaikkien 

mittasignaaliketjussa olevien komponenttien huoltohistoriaa, ja yhdistää ne mittasignaa-

lidataan. 

 

Kun mittasignaaliketjun komponenteissa tapahtuu seuraava huolto tai komponentin vaih-

taminen, mittausdataa voisi vertailla keskenään ennen ja jälkeen tapahtuman. Vertailun 

tuloksena voitaisiin nähdä tapahtuman aiheuttama muutos lopulliseen mittasignaaliin. 

Tällä tiedolla varustettuna voitaisiin tarkastella muita mittasignaaleja ja saada ymmär-

rystä myös niiden komponenttien kunnon tilasta. Onnistuneella signaalien analysoinnilla 

olisi periaatteessa mahdollista ennakoida, missä komponentissa tulee tapahtumaan seu-

raava vikaantuminen. 

 

10.3 Kunnossapidon priorisoinnin järkeistäminen 

 

Kunnossapidon priorisointia voisi kehittää käymällä läpi laitteiden määräaikaiskokeiden 

aikana tehtyjen testausten historiaa. Testausdatan kokonaismäärä on suuri, joten koneop-

pimisen hyödyntäminen saattaisi muuttua relevantiksi verrattuna nyt käytössä olevaan 

MATLAB-skriptikirjastoon nähden. Asiasta voitaisiin esimerkiksi järjestää koe. Ko-

keessa tehtäisiin järjestelmien kunnossapidon priorisointi ensiksi muokkaamalla ja kas-

vattamalla skriptikirjastoa, ja sen jälkeen koneoppimisen avulla. Kokeessa tarkasteltai-

siin, kuinka kauan kummankin lähestymistavan toteuttamisessa menee ja kumman käyt-

täminen luokitteluun veisi lopussa vähemmän laskentatehoa. 

 

10.4 Muut kehitysajatukset 

 

Tulevaisuudessa olisi teoriassa mahdollista kerätä esimerkiksi kaikki laitosyksiköiden 

prosessimittausdatat kasaan ja yhdistää ne kaikkiin laitosyksiköiden tapahtumiin. Tällöin 

saatettaisiin mahdollisesti löytää ennen tuntemattomia syy-seuraussuhteita. Datan kerää-

minen ja yhdisteleminen vaatisi kuitenkin huomattavia resursseja. 
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11 YHTEENVETO 

 

Tämän diplomityön tavoitteena oli tutkia, kuinka koneoppimista voitaisiin hyödyntää Ol-

kiluodon ydinvoimalaitoksen eliniänhallintaprosessissa. Ensimmäisenä askeleena oli tu-

tustua koneoppimisen konseptiin, sen erilaisiin metodeihin ja niihin koneoppimisalgorit-

meihin, jotka sisältyvät MATLAB-ohjelmiston koneoppimismoduuleihin. Tämän jälkeen 

työssä tarkasteltiin kolmea erilaista Olkiluodon OL1/OL2-laitosyksiköiden kunnonval-

vontaan liittyvää tapausta: 

 

1. Syöttövesipumppujen akselitiivisteiden vuotojen havaitseminen 

2. Reaktoripaineastian pinnanmittauksen mittasignaalien analysointi 

3. Ydinvoimalaitosten kunnossapidon priorisoinnin järkeistäminen 

 

Syöttövesipumppujen akselitiivisteiden vuotojen havaitsemisessa käytettiin lähtödatana 

pumppujen toimintaan liittyvää kunnonvalvontamittausdataa 3.5 vuoden ajalta. Dataa kä-

siteltiin ja pureskeltiin ensin MATLAB:in skripteillä, jonka jälkeen sillä koulutettiin 16 

erilaista koneoppimisalgoritmia CL-työkalulla. Paras tulos saatiin päätöspuiden yhdistel-

mämetodilla eli sekametsällä. Akselitiivisteen vuoto pystytään nyt periaatteessa havait-

semaan pari päivää aikaisemmin, kuin mihin on aiemmin käytännössä kyetty. Kone ei 

kuitenkaan kykene havaitsemaan tiivisteiden vuotoja yhtään sen paremmin kuin ihminen, 

joka olisi jatkuvasti vahtimassa prosessia. Potentiaalia kehitykselle on kuitenkin run-

saasti, ja esimerkiksi tulevaisuuden trendejä ennustavan jatkosovelluksen kehittäminen 

käynnistyy työn jälkeen. 

 

Reaktoripaineastian pinnanmittauksen tapauksessa lähtödatana käytettiin 1 h pituista 100 

Hz taajuista mittausdataa. Dataa käsiteltiin ja pureskeltiin ensin MATLAB:in skripteillä, 

jonka jälkeen sillä koulutettiin 16 erilaista koneoppimisalgoritmia CL-työkalulla sekä 

yksi neuroverkko. Paras tulos saatiin päätöspuiden yhdistelmämetodilla eli sekametsällä. 

Lopputuloksena usea kone saatiin koulutettua erottelemaan neljä eri mittasignaalia toisis-

taan hyvällä tarkkuudella. Koulutuksessa käytettiin onnistuneesti sekä CL-työkalun ko-

neoppimisalgoritmeja että NNPR-työkalun neuroverkkoa. Viimeisenä kokeiltiin myös 
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klusterointia NNC-työkalun neuroverkolla, joka ei kuitenkaan onnistunut kovin hyvin ja 

olisi vaatinut lisää perehtymistä työkaluun. 

 

Kunnossapidon priorisoinnissa lähtödatana käytettiin TVO:n kasaamaa datakokoelmaa 

kunnonhallinnan alaisten järjestelmien tunnusluvuista. Selitteet datapisteille saatiin 

TVO:n MATLAB-skriptikokoelmalla lasketuista tuloksista. Kaikilla koneoppimisen eri 

metodeilla päästiin yli 98 % tarkkuuteen, ja paras kone oli k- lähin naapuri- luokittelija 

99,7 % tarkkuudella. 100 % onnistuminen vaatisi koneiden parempaa hienosäätöä. Käy-

tännön tasolla koneoppimisen soveltaminen ei tässä tapauksessa ole järkevää, koska luo-

kittelun pystyy tekemään olemassa olevalla TVO:n MATLAB-skriptikokoelmalla parem-

min. Koneoppiminen saattaisi muuttua relevantiksi datan analysointitavaksi, jos lähtö-

datan määrää kasvatettaisiin huomattavasti. 

 

Työtä tehdessä opittiin, että koulutusselitteiden teolla ja tarkasteltavan datan esikäsitte-

lyllä on huomattava vaikutus valvotun koneoppimisen tuloksiin. Datan esikäsittelyyn ja 

pureskeluun kannattaa käyttää alussa tarpeeksi aikaa. Jos koulutusselitteet eivät ole ns. 

itsestään selviä, vaan käyttäjä joutuu itse keksimään niitä omien oletuksiensa perusteella, 

on samalla tiedostettava koneoppimisen lopullisten tulosten epävarmuus. Eri koneoppi-

misalgoritmien soveltumisesta Olkiluodon ydinvoimalaitoksen erilaisille mittausdatan 

tyypeille saatiin myös konkreettista tietoa. Työssä havaittiin myös, että neuroverkkojen 

käytössä on paljon potentiaalia, ja ne tulevat varmasti tulevaisuudessa yleistymään kone-

oppimisen metodeina. 

 

Kirjallisuustyö koneoppimisen periaatteisiin sekä erilaisiin menetelmiin ja koneoppi-

misalgoritmeihin oli mielenkiintoista. Koneoppimisen potentiaali ja realiteetit tulivat hy-

vin esille, kyseessähän on pitkän aikaa käytössä olleiden menetelmien soveltamista uu-

silla, käyttäjäystävällisemmillä työkaluilla. 
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LIITE 1.  MATLAB skriptit 
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LIITE 1. MATLAB skriptit (jatkoa) 

 

 


