
  

 

 

TUOTANTOTALOUDEN KOULUTUSOHJELMA 

 

 

 

 

 

 

 

 

 

 

Big datan ja analytiikan 

hyödyntäminen terveydenhuollossa 

Utilizing big data and analytics in healthcare 

Kandidaatintyö 

 

 

 

 

 

 

 

 

 

 

 

      

      Ilmari Liehu  



  

 

 

TIIVISTELMÄ 

Tekijä: Ilmari Liehu 

Työn nimi: Big datan ja analytiikan hyödyntäminen terveydenhuollossa 
 

Vuosi: 2021 Paikka: Lappeenranta 

Kandidaatintyö. LUT-yliopisto, Tuotantotalous.  

46 sivua, 10 kuvaa, 2 taulukkoa ja 1 liite 

Tarkastaja(t): Lasse Metso 

Hakusanat: Terveydenhuolto, big data, analytiikka, koneoppiminen  

Keywords: Healthcare, big data, analytics, machine learning 

Datan määrän nopea kasvaminen on kiihdyttänyt uusien analyyttisten 

innovaatioiden kehitystä. Tämän johdosta eri organisaatiot pyrkivät analysoimaan 

massiivista, vaihtelevaa sekä nopeasti kasvavaa big dataa luodakseen enemmän 

arvoa asiakkaille ja tehostaakseen toimintojaan. Terveydenhuolto on yksi monista 

toimialoista, jossa voidaan hyötyä valtavasti big datasta ja analytiikasta. Tämän 

kandidaatintyön tavoitteena on selvittää millä tavoin big dataa ja analytiikkaa on 

mahdollista hyödyntää terveydenhuollossa.  

Tutkimuksen alussa tutkitaan mitä big data ja analytiikka tarkoittaa sekä kuinka ne 

linkittyvät terveydenhuoltoon. Tämän jälkeen työssä perehdytään tarkemmin big 

datan lähteisiin sekä big datan ja analytiikan konkreettisiin 

hyödyntämismahdollisuuksiin terveydenhuollossa. Lopuksi paneudutaan big datan 

tuomiin haasteisiin terveydenhuollossa sekä pohditaan millaisia mahdollisuuksia 

big datalla ja analytiikalla on tulevaisuuden terveydenhuollossa. 

Tutkimuksen tulokset osoittivat vahvasti, että big dataa ja analytiikkaa voidaan 

hyödyntää useilla eri tavoilla terveydenhuollossa. Sähköiset terveystiedot toimivat 

Big data -analytiikan mahdollistajana terveydenhuollossa ja ne saavat datansa 

lähtökohtaisesti biolääketieteellisistä sekä hallinnollisista lähteistä. Tutkimuksessa 

todettiin myös, että tulevaisuudessa pyritään ennakoimaan sairauksia 

tehokkaammin sekä luomaan henkilökohtaisempia hoitoja.  
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1 JOHDANTO 

 

Elämme yhä digitaalisemmassa maailmassa, jossa data on uusi öljy ja analytiikka on prosessi, 

jonka avulla siitä saadaan hyötyä. Vuosi 2020 toi mukanaan uuden aikakauden, tekniikalla ja 

datalla on entistä merkittävämpi rooli jokapäiväisessä elämässämme. Dataa syntyy jatkuvasti 

todella suuria määriä mainosten klikkailusta, reaktioista sosiaalisessa mediassa, 

laboratoriotuloksista, uusista potilastiedoista ja valtavasti muista datan lähteistä. Noin 20 

sekunnissa maailman digitaalinen varasto on kasvanut valtavalla vauhdilla. LinkedInissa on 

haettu yli 23 000 työpaikkaa, WhatsAppissa on lähetetty yli 13 miljoonaa viestiä ja Amazon on 

lähettänyt yli 2 000 pakettia (Liite 1). Koko ajan kasvava datamäärä on keskeinen asia 

nykymaailman liiketoiminnassa ja datan avulla pyritään luomaan lisäarvoa yrityksen 

liiketoiminnalle. (Langkafel 2015, s.12; Domo 2020)  

Kuten öljyä, niin dataa voidaan pitää luonnonvarana ja tyypillistä luonnonvaralle on se, että sitä 

käytetään mahdollisimman tehokkaasti taloudellisen edun saamiseksi. Hung (2016, s.6) kertoi 

kirjassaan, että 63 % yrityksistä, jotka käyttivät big dataa ja analytiikkaa luovat kilpailuetua 

organisaatiolleen. Nykypäivänä big dataa ja analytiikkaa osataan hyödyntää yhä tehokkaammin 

ja tulevaisuutta ajatellen big datalla on valtavasti potentiaalia mullistaa entisestään 

terveydenhuoltoala. Esimerkiksi vuonna 2009 niin kutsuttu Google-flunssa, yksinkertaisesti 

analysoimalla Google-kyselyjä, ennusti flunssatautien määrän yhtä tarkasti kuin valtavan 

monimutkainen ja kallis seurantaverkosto. Tämän takia jotkut analyytikot alkoivat väittämään, 

että kaikki nykyaikaisen terveydenhuollon ongelmat voitaisiin ratkaista big datan avulla. 

(Viceconti et al. 2015, s.1209)  

1.1 Tutkimuksen tavoitteet ja tutkimuskysymykset 

Tämän kandidaatin työn tavoitteena on selvittää, kuinka big dataa ja analytiikkaa voidaan 

hyödyntää terveydenhuollossa. Tarkoituksena on myös selvittää datan avainlähteet 

terveydenhuollossa sekä pohtia minkälaisia mahdollisuuksia big data ja analytiikka voivat 

mahdollistaa tulevaisuudessa terveydenhuollolle. Kandidaatintyön päätutkimuskysymys on: 

Kuinka big dataa ja analytiikkaa voidaan hyödyntää terveydenhuollossa? 
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Kun tavoitteena on saavuttaa ymmärrys siitä, miten terveydenhuollossa voidaan hyödyntää big 

dataa ja mitä hyötyä big datan analysointi tuo jokapäiväiseen päätöksentekoon, on järkevää 

erottaa päätutkimuskysymyksestä kaksi apukysymystä. Näiden avulla saadaan selvitettyä big 

datan avainlähteet ja tulevaisuuden mahdollisuudet omiksi osa-aluikseen: 

Mitkä ovat avainlähteet terveydenhuollon datalle? 

Minkälaisia mahdollisuuksia big data ja analytiikka voivat tuoda tulevaisuudessa 

terveydenhuollolle? 

Vastattaessa näihin tutkimuskysymyksiin saadaan selville, mistä eri lähteistä dataa saadaan 

terveydenhuollossa sekä miten ja millaisten ratkaisujen avulla ihmisen terveyttä voidaan edistää 

nykyään ja tulevaisuudessa. 

1.2 Menetelmät, rajaukset ja rakenne 

Kandidaatintyö toteutetaan kirjallisuuskatsauksena ja lähteinä hyödynnetään aiheeseen 

liittyvää teoriakirjallisuutta ja muuta kirjallisuutta. Tutkimus rajautuu koskemaan vain big datan 

lähteitä ja big datan sekä analytiikan (painottaen koneoppimista) hyötyjä ja haasteita 

terveydenhuollossa. Työ on myös rajattu käsittelemään vain ihmisiin kohdistuvaa 

terveydenhuoltoa ja hoitojen optimointia sekä big datan ja analytiikan tuomia tulevaisuuden 

mahdollisuuksia terveydenhuollossa. Työssä ei puututa big datan keräämiseen ja sen 

hallinnointiin tarkemmin. Lisäksi työssä ei oteta kantaa big datan ja analytiikan tekniseen 

toteutukseen, koska se on hyvin riippuvainen terveydenhuollon organisaatioista.  

Työ koostuu viidestä pääluvusta, joista johdanto on ensimmäinen. Toinen luku käsittelee 

tutkimusta pohjustavaa teoriaosuutta. Luvussa käydään läpi mitä termi big data yleisesti 

tarkoittaa ja mitä se tarkoittaa terveydenhuollossa. Sen lisäksi luvussa käydään läpi mitä 

tarkoittaa analytiikka ja kuinka sitä käytetään big datan analysointiin. Tässä luvussa lukija saa 

käsityksen siitä mitä on big data ja analytiikka, mistä ne muodostuvat ja kuinka niitä voidaan 

käsitellä. Luvussa kolme käsitellään big datan ja analytiikan konkreettista hyödyntämistä 

terveydenhuollossa. Lisäksi tämän luvun jälkeen lukija ymmärtää mistä terveydenhuollon dataa 

saadaan ja minkälaisia haasteita big data tuo terveydenhuoltoon. Neljännessä luvussa 

havainnollistetaan minkälainen voisi olla tulevaisuuden terveydenhuolto ja miten neljäs 

teollinen vallankumous siirtää meidät yhä lähemmäksi terveydenhuollon tasoa 4.0. Viidennessä 
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eli viimeisessä luvussa esitetään työn keskeisimmät johtopäätökset ja yhteenveto, kuinka big 

dataa ja analytiikkaa voidaan hyödyntää terveydenhuollossa sekä muita työssä tehtyjä 

havaintoja. 
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2 BIG DATA JA ANALYTIIKKA 

 

Informaatio on ollut aina avain parempaan organisointiin ja uuden kehittämiseen. Mitä 

enemmän informaatiota meillä on, sitä optimaalisemmin voimme tuottaa parhaan tuloksen. 

Tämän takia datan keruu on tärkeä osa jokaista organisaatiota. Kerättyä dataa voidaan käyttää 

myös tiettyjen trendien ja tulevien tapahtumien ennustamiseen. Olemme yhä tietoisempia tästä 

ja tämän takia olemme alkaneet tuottaa sekä kerätä dataa yhä enemmän keskittämällä 

teknologista kehitystä tähän suuntaan. Nykyään tilanne on se, että me tulvimme valtavassa 

datamäärässä, jota syntyy jokaiselta elämämme osa-alueelta, kuten sosiaalisesta toiminnasta, 

tieteestä, työstä ja terveydestä. Teknologinen kehitys on auttanut meitä tuottamaan yhä 

enemmän tietoa sellaiselle tasolle, jossa siitä on tullut vaikeasti hallittavaa olemassa olevan 

tekniikan avulla. Tämä on johtanut termin ”big data” luomiseen. (Dash et al. 2019, s.1-2)  

2.1 Big datan määritelmä 

Mitä on big data? Terminä ”big data” on tunnettu ympäri maailmaa ja sitä käytetään nykyään 

yleisesti, kun kysymyksessä on suuria datamääriä. Kuitenkaan ei ole yksimielisyyttä, siitä mitä 

se todella terminä tarkoittaa ja historiallisesti termi on melko epämääräinen sekä huonosti 

määritelty. (Buyya et al. 2016, s.28-29) Kacfah Emanin (2015, s.70-81) mukaan big data 

voidaan määritellä tietojoukoiksi, joiden koko ylittää tyypillisen 

tietokantaohjelmistotyökalujen kyvyn tallentaa, hallita ja analysoida. Kuitenkin termin ollessa 

kohtalaisen uusi, sille löytyy useita eri määritelmiä. Pohjimmiltaan big data on valtava määrä 

dataa, jota syntyy monista erilaisista lähteistä. Sitä voidaan analysoida ja visualisoida oikeilla 

työkaluilla sekä käyttää päätöksenteon tukena. (Hung 2016, s.1) Terveydenhuollossa big data 

viittaa sähköisiin terveystietoihin (Electronic Health Records), jotka ovat niin suuret ja 

monimutkaiset, että niitä on lähes mahdotonta hallita perinteisillä ohjelmistoilla, laitteilla tai 

tavallisilla tiedonhallintatyökaluilla ja -menetelmillä. Terveydenhuollossa big data on 

musertavaa määränsä, monimuotoisuuden ja nopeuden vuoksi. (Raghupathi ja Raghupathi 

2014, s.1) Vaikka big datalle on olemassa useita erilaisia määritelmiä, kaikista suosituimman 

ja hyväksytyimmän määritelmän big datalle antoi Douglas Laney. Laney havaitsi vuonna 2001 

ensimmäisenä, että big data kasvoi kolmessa eri ulottuvuudessa: määrä (volume), nopeus 

(velocity) ja vaihtelevuus (variety), jotka tunnetaan nimellä 3V (Kuva 1). Näistä kolmesta V:stä 
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on tullut big datan standardi määritelmä. (Dash et al. 2019, s.2-3; Panesar 2019, s.26) Hung 

(2016, s.2), Gandomi ja Haider (2015, s.138) määrittelevät kolme V:tä seuraavasti: 

• Määrä on ominaisuus, jota käytetään kuvaamaan valtavia tietomääriä, joita big data 

hyödyntää. Tietomäärät vaihtelevat yleensä gigatavuista yottatavuihin. IBM:n tekemä 

kysely viittasi siihen että, hieman yli puolet 1 144 vastaajasta piti yli yhden teratavun 

kokoista datamäärää big datana (Miele ja Shockley 2012). Big datan pitäisi pystyä 

käsittelemään mitä tahansa datamäärää, vaikka niiden odotetaan kasvavan 

eksponentiaalisesti. Big datan määrän määritelmät ovat suhteellisia ja vaihtelevat 

tekijöiden, kuten ajan ja datatyypin mukaan. Se mitä tänään pidetään big datana, ei 

välttämättä ole big dataa enää tulevaisuudessa. 

• Vaihtelevuus viittaa tietojoukkojen rakenteelliseen heterogeenisuuteen. Teknologian 

kehitys antaa yrityksille mahdollisuuden käyttää erityyppisiä strukturoitua, osittain 

strukturoitua ja strukturoimatonta dataa. Strukturoitu data, joka muodostaa vain viisi 

prosenttia kaikista olemasta olevista tiedoista, viittaa taulukkotietoihin, jotka löytyvät 

esimerkiksi relaatiotietokannoista. Teksti, kuvat, video ja ääni ovat esimerkkejä 

strukturoimattomasta datasta, jota koneet tarvitsevat analysointiin. Osittain strukturoitu 

datan muoto ei ole tiukkojen standardien mukainen, kun otetaan huomioon jatkuvuus 

strukturoimattoman ja strukturoidun datan välillä. XML-kuvauskieli (Extensible 

Markup Language) on esimerkki osittain strukturoidusta datasta. 

• Nopeus on ominaisuus, jota käytetään kuvaamaan nopeutta, jolla data syntyy. Sitä 

käytetään kuvaamaan myös nopeutta, jolla luotu data käsitellään. Digitaalisten 

laitteiden, kuten älypuhelimien ja antureiden yleistyminen on johtanut 

ennennäkemättömään datanluonnin nopeuteen ja kasvavaan reaaliaikaisen analyysin 

tarpeeseen. Nopeuden tarkoitus on myös varmistaa, että data on ajantasaista ja päivitetty 

reaaliajassa, jolloin järjestelmä voi toimia parhaalla mahdollisella tavalla. Nopeus on 

välttämätöntä, koska reaaliaikainen tiedon tuottaminen auttaa organisaatioita 

nopeuttamaan toimintaprosesseja, mikä on taloudellisesti positiivinen asia. 
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Kuva 1 Datan kolme V:tä (mukaillen Panesar 2019, s.27) 

2.2 Terveydenhuollon 4 V:tä 

Ihmiset ovat lisänneet jatkuvasti uusia V:n selityksiä big datan määritelmään ja niitä on 

yhteensä jopa 10 (Panesar 2019, s.27). Dash et al. (2019, s.3) mukaan niistä kuitenkin 

hyväksytyin ylimääräinen V on todenmukaisuus (veracity). Terveydenhuollossa neljän V:n 

määritelmä on big datalle hyvä lähtökohta. Ajan myötä terveyteen liittyvää tietoa luodaan ja 

kerätään jatkuvasti, mikä johtaa uskomattomaan datan määrään. Jo musertava määrä olemassa 

olevaa terveydenhuollon dataa sisältää henkilökohtaisia potilastietoja, radiologisia kuvia, 

kliinisten tutkimusten tietoja, ihmisten genetiikkaa ja väestön genomisia sekvenssejä. Uudet big 

datan muodot, kuten 3D-kuvantaminen, genomiikka ja biometristen anturien lukemat ruokkivat 

tätä eksponentiaalista kasvua. (Raghupathi ja Raghupathi 2014, s.3) Onneksi tietohallinnon, 

erityisesti virtualisoinnin ja pilvipalvelujen, kehitys helpottaa alustojen kehittämistä suurten 

datamäärien tehokkaampaan tallentamiseen ja käsittelyyn (Feldman et al. 2012, s.9).  
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Vaikka suurin osa terveydenhuollon datasta on ollut perinteisesti staattista dataa, niin nykyään 

dataa kerätään reaaliajassa enemmän ja valtavalla nopeudella. Säännöllisesti seurattavat 

toiminnot, kuten päivittäiset diabeteksen glukoosimittaukset (tai insuliinipumppujen jatkuva 

säännöstely), verenpainelukemat ja EKG kasvattavat datan nopeutta. Samalla monissa 

lääketieteellisissä tilanteissa jatkuva reaaliaikainen tieto (anestesian leikkaussalimonitorit, 

sängyn vieressä olevat sydänmonitorit) voi tarkoittaa eroa elämän ja kuoleman välillä. 

(Raghupathi ja Raghupathi 2014, s.3) 

Datan valtava vaihtelevuus – strukturoitu, strukturoimaton ja osittain strukturoitu – on 

ulottuvuus, joka tekee terveydenhuollon datasta sekä mielenkiintoista että haastavaa. 

Strukturoitu data on dataa, jota kone voi helposti tallentaa, analysoida ja manipuloida. 

Strukturoimaton data on taas dataa, jota koneen on hankala analysoida ja manipuloida, kuten 

käsin kirjoitetut muistiinpanot tai magneettikuvat. Uusia eri datan lähteitä syntyy koko ajan ja 

jo nyt uudet – strukturoidut ja strukturoimattomat – tietovirrat ovat kasaantumassa 

terveydenhuollon alueelle kuntolaitteista, genetiikasta ja genomiikasta, sosiaalisen median 

tutkimuksesta sekä muista lähteistä. Kuitenkin suhteellisen vähän näistä uusista datanlähteistä 

voidaan käyttää analysointia varten. Terveydenhuollon toiminnot tarvitsevat tehokkaampia 

tapoja yhdistää ja muuntaa datamuotoja. Big datan potentiaali terveydenhuollossa piilee 

perinteisen datan yhdistämisessä uusiin tietomuotoihin sekä yksilöllisesti että väestötasolla. 

(Raghupathi ja Raghupathi 2014, s.3-4) 

Big datan neljäs ominaisuus, todenmukaisuus tarkoittaa, että big data, analytiikka ja tulokset 

ovat virheettömiä sekä uskottavia. Datan laatukysymykset ovat terveydenhuollossa akuutteja 

kahdesta syystä: elämän ja kuoleman päätökset riippuvat tarkkojen tietojen saamisesta, ja 

terveydenhuollon datan, erityisesti strukturoimattoman, laatu on erittäin vaihtelevaa ja liian 

usein virheellistä (huonon käsialan epätarkat tulkinnat resepteissä ovat ehkä pahanmaineisin 

esimerkki). (Raghupathi ja Raghupathi 2014, s.4) 

2.3 Big data -analytiikka 

Big data ilman analysointia on verrattavissa neulan etsimiseen heinäsuovasta (Dash et al. 2019, 

s.1). Kuten Gandomi ja Haider (2015, s.140) mainitsivat artikkelissaan, että big datan 

potentiaalinen arvo vapautuu vain, kun sitä käytetään päätöksenteon edistämisessä. Se vaatii 

asianmukaista hallintaa ja analysointia, jotta siitä voitaisiin saada merkityksellistä informaatiota 
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ja oivalluksia. Jokaiseen big datan käsittelyvaiheeseen liittyy useita haasteita, jotka voidaan 

kiertää käyttämällä huippuluokan tietojenkäsittelyratkaisuja. (Dash et al. 2019, s.1-2) Big datan 

analysointiprosessi, jossa informaatio erotetaan valtavasta datamäärästä, voidaan jakaa viiteen 

eri vaiheeseen (Kuva 2). Nämä viisi vaihetta muodostavat kaksi pääprosessia: datan hallinta ja 

analytiikka. Datan hallintaan kuuluu prosesseja ja tukitekniikoita tietojen hankkimiseen ja 

tallentamiseen sekä niiden viimeistelyyn analyysiä varten. Analytiikka viittaa tekniikoihin, joita 

käytetään analysoimaan ja hankkimaan tietoa big datasta. (Gandomi ja Haider 2015, s.140) 

Tämän työn kannalta merkittävä ulottuvuus on analytiikka, jota työssä tarkkaillaan. 

 
Kuva 2 Prosessit informaation erottamiseksi big datasta (mukaillen Gandomi ja Haider 2015, 

s.141) 

Analytiikka on datan tai tilastojen systemaattista laskennallista analyysiä. Sitä käytetään 

merkityksellisten mallien, viestinnän ja informaatioiden löytämiseen datasta, mitä voidaan 

hyödyntää hyödyllisten johtopäätösten tekemisessä. Big data -analytiikasta puhutaan silloin, 

kun edistyneet analyyttiset tekniikat operoivat big dataa. (Park 2017; AWacademy 2020; 

Russom 2011, s.8) Analytiikalla on kolme erilaista kategoriaa, jotka ovat ennakoiva 

(predictive), kuvaava (descriptive) ja ohjaava (prescriptive). Ennakoivassa analytiikassa 

käytetään tietoja ja matemaattisia tekniikoita selvittääkseen ennakoivia malleja (trendejä ja 

assosiaatioita), jotka edustavat suhteita datan syötetietojen ja lopputuloksen välillä. 

Pohjimmiltaan se vastaa kysymyksiin ”mitä tapahtuu?” tai ”miksi se tapahtuu?” Ennakoivan 

analytiikan mahdollistajia ovat datalouhinta (data mining), tekstin louhinta (text mining) ja 

tilastollisten aikasarjojen ennuste (statistical time series forecasting). Ennakoivan mallinnuksen 

päälopputulos on tarkka ennuste tulevista tapahtumista ja perustelut miksi. (Delen ja Demirkan 

2013, s.361) 
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Kuvaava analytiikka, jota kutsutaan myös liiketoimintaraportoinniksi, käyttää dataa vastamaan 

kysymyksiin ”mitä tapahtui?” tai ”mitä tapahtuu?” Se sisältää yksinkertaisen/säännöllisen 

raportoinnin, ad-hoc/tarpeen vaatiessa raportoinnin sekä dynaamisen/interaktiivisen 

raportoinnin. Kuvaavan analytiikan päälopputulos on liiketoimintamahdollisuuksien ja 

ongelmien tunnistaminen. (Delen ja Demirkan 2013, s.361) 

Ohjaava analytiikka käyttää dataa ja matemaattisia algoritmeja määrittääkseen joukon 

arvokkaita vaihtoehtoisia päätöksiä tai toimintatapoja. Niille annetaan monimutkainen tavoite 

tai vaatimukset ja rajoitteet liiketoiminnan suorituskyvyn parantamiseksi. Nämä algoritmit 

voivat luottaa yksinomaan dataan, asiantuntemukseen tai molempien yhdistelmään. Ohjaavan 

analytiikan mahdollistajat ovat esimerkiksi optimointimallinnus, simulointimallinnus, 

monikriteerinen päätöksentekomallinnus ja asiantuntijajärjestelmät. Ohjaavan analytiikan 

päälopputulos on joko paras toimintatapa tietyssä tilanteessa tai päätöksentekijälle tuotettu 

joukko informaatioita, jotka voivat johtaa parhaisiin toimintatapoihin. (Delen ja Demirkan 

2013, s.361-362) 

Koneoppiminen 

Koneoppiminen (Machine Learning) on yksi analytiikan osa-alue, joka on suunniteltu 

jäljittelemään ihmisen älykkyyttä oppimalla ympäröivästä ympäristöstä. Se luo analyyttisiä 

malleja automaattisesti tilastollisten ja matemaattisten algoritmien avulla. Koneoppimista 

pidetään big data -aikakauden työhevosena. Koneoppimiseen perustuvia tekniikoita on 

sovellettu menestyksekkäästi monilla aloilla, kuten avaruusalusten suunnittelussa, 

rahoituksessa, viihteessä ja terveydenhuollon sekä lääketieteen menetelmissä. (El Naqa ja 

Murphy 2015, s.3; Bell 2020, s.3) 

Koneoppimisalgoritmi on laskennallinen prosessi, joka käyttää syötetietoja halutun tehtävän 

saavuttamiseksi ilman että sitä kirjaimellisesti ohjelmoidaan tietyn lopputuloksen 

tuottamiseksi. Nämä algoritmit muuttuvat tai mukauttavat arkkitehtuuriaan automaattisesti 

toistamisen (ts. kokemuksen) avulla niin, että niistä tulee yhä parempia halutun tehtävän 

saavuttamiseksi. Tätä prosessia kutsutaan koulutukseksi, jossa syötetiedot annettaan yhdessä 

haluttujen tulosten kanssa. Tällöin algoritmi konfiguroi itsensä optimaalisesti siten, että se ei 

vain tuota haluttua tulosta, vaan se voi tuottaa halutun tuloksen uudesta, tuntemattomasta 

datasta. (El Naqa ja Murphy 2015, s.4) 
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Koneoppimisen eri lähestymistavat voidaan jakaa valvottuun, valvomattomaan ja hybridi 

koneoppimiseen ja näitä käytetään laajasti Big datan analysoinnissa (Kuva 3) (Wong 2016, 

s.324). Valvotussa oppimisessa jokainen harjoitusesimerkki syötetiedoista (esim. väri, muoto, 

haju jne.) yhdistetään koneen oppimaan luokitteluun (esim. omena tai appelsiini). Tämän avulla 

oppija voi käsitellä samankaltaisuuksia ja eroja, kun luokiteltavilla on monia muuttuvia 

ominaisuuksia, mutta kuitenkin se on tunnistettavissa perusominaisuuksistaan. (El Naqa ja 

Murphy 2015, s.4; Bell 2020, s.3) 

Toinen koneoppimisen lähestymistapa on valvomaton oppiminen. Esimerkiksi laite, jonka 

tarkoitus on yrittää heittää tikka napakymppiin. Sillä on useita erilaisia vapaita muuttujia 

mekanismissaan, joka ohjaa tikan lentorataa. Sen sijaan, että laitteelle ohjelmoitaisiin lentorata 

suoraan, se harjoittelee heittää tikkaa. Jokaisen harjoituksen jälkeen laite säätää muuttujia siten, 

että tikka osuu koko ajan lähemmäksi napakymppiä. Tätä ei valvota siinä mielessä, koska 

harjoittelu ei yhdistä tiettyjä syötteitä tiettyyn lopputulokseen. Algoritmi löytää oman tiensä 

lopputulokseen annetuista syötetiedoista. (El Naqa ja Murphy 2015, s.4; Bell 2020, s.4) 

Kolmas koneoppimisen lähestymistapa on hybridi menetelmä eli puolivalvottu oppiminen. 

Tässä menetelmässä osa datasta on merkitty ja muut osat ovat ilman tunnisteita. Tällaisessa 

tilanteessa merkittyä osaa voidaan käyttää merkitsemättömän osan oppimisen helpottamiseksi. 

Tällainen skenaario jäljittelee parhaiten sitä tapaa, miten ihmiset kehittävät taitojaan. (El Naqa 

ja Murphy 2015, s.5) 
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Kuva 3 Koneoppimisen metodeja ja esimerkkejä 

Hadoop ja Apache Spark 

Suurten datamäärien lataaminen jopa tehokkaimpien tietokoneiden muistiin ei ole tehokas tapa 

työskennellä big datan kanssa. Siksi paras tapa analysoida monimutkaista big dataa on jakaa ja 

käsitellä sitä rinnakkain useissa solmuissa. Kuitenkin dataa on niin paljon, että sekin vaatii 

tuhansia tietokoneita viimeistelemään prosessi kohtuullisessa ajassa. Tätä varten löytyy kaksi 

avoimen lähdekoodin järjestelmää Hadoop ja Apache Spark, joita käytetään terveydenhuollossa 

big datan analysointiin. (Dash et al. 2019, s.10) 

Hadoop käyttää MapReduce-algoritmia suurten datajoukkojen käsittelyyn ja tuottamiseen. 

Algoritmi käyttää kahta funktiota Map ja Reduce. Map-funktio muuttaa datan avain/arvo 

pareiksi ja Reduce-funktio kutistaa datan pienenpään muotoon. Monet suuret projektit, kuten 

ilmanlaadun ja astman välisen korrelaation määrittäminen sekä muut vastaavat 

terveydenhuollon menetelmät käyttävät Hadoop-järjestelmää. Apache Spark on Hadoopin 

kaltainen avoimen lähdekoodin järjestelmä. Se on yhtenäinen moottori hajautettua 
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datankäsittelyä varten, joka sisältää kirjastoja SQL-kyselyjen (Spark SQL), reaaliaikaisen datan 

(Spark Streaming), koneoppimisen (MLlib) ja kaavioiden käsittelyn (GraphX) tukemiseksi. 

Datasettien ollessa hieman pienempiä, Apache Spark on noin 100 kertaa nopeampi 

analyyseissä, jotka voidaan tehdä suoraan muistista. Toisaalta muistin hinta on kovalevyjä 

paljon korkeampi, jolloin MapReducen odotetaan olevan kustannustehokkaampi suurille 

datajoukoille verrattuna Apache Sparkiin. (Dash et al. 2019, s.10-11) 
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3 BIG DATA, ANALYTIIKKA JA TERVEYDENHUOLTO 

 

Suurin osa terveydenhuoltomenoista syntyy prosentuaalisesti todella pienen potilasmäärän 

kustannuksista. Bates et al. (2014, s.1124) kertovat artikkelissaan, kuinka Yhdysvalloissa vain 

viisi prosenttia potilaista aiheuttaa noin 50 prosenttia kaikista Yhdysvaltojen terveydenhuollon 

menoista. Myös Suomessa on tutkittu, että 10 prosenttia potilaista aiheuttaa noin 80 prosenttia 

kaikista Suomen terveydenhuollon menoista (Apotti 2021). Big datalla ja analytiikalla voidaan 

luoda Euroopassa lähes 150 miljardin lisäarvo terveydenhuollossa. Vastaavasti Yhdysvalloissa 

voitaisiin saavuttaa yli 300 miljardin lisäarvo. (Belle et al. 2015, s.1-2; Kambatla et al. 2014) 

Yhdysvalloissa yksi suurimmista kuluista terveydenhuollossa on potilaiden uudelleenkäynnit, 

joita voitaisiin vähentää jopa 30 prosenttia analytiikan avulla (Bates et al. 2014, s.1124). Data-

analytiikkaa voidaan pitää eräänlaisena lukutaitona, josta tulee yhä arvokkaampaa etenkin 

monimutkaisissa ympäristöissä, kuten terveydenhuollossa. (Andrew 2018, s.24) 

3.1 Terveydenhuollon ratkaisut ennen  

Aikaisemmin yleinen käytäntö potilastietojen tallentamiseksi oli joko käsin kirjoitettuja 

muistiinpanoja tai raportteja. Jopa lääkärintarkastuksen tulokset säilöttiin kansioiden väliin 

hyllylle. Egyptistä peräisin olevat papyrustekstit oletetaan olevan vanhimpia lääkärin tuottamia 

raportteja vuodelta 1600 eaa. (Dash et al. 2019, s.3) Vaikka iso osa tiedoista on tallennettu 

paperiversiona, nykyinen suuntaus on kuitenkin kohti digitalisaatiota (Raghupathi ja 

Raghupathi 2014, s.1). Tietojärjestelmien myötä kaikkien kliinisten kokeiden ja potilastietojen 

tallentamisesta, terveydenhuoltojärjestelmiin digitaalisessa muodossa, on tullut nykyään 

yleinen ja yleisesti käytetty käytäntö. Vuonna 2003 Institute of Medicine loi termin ”sähköiset 

terveystiedot” (Electronic health records) edustamaan rekisteriä, jota ylläpidetään 

terveydenhuollon parantamiseksi. Sähköiset terveystiedot ovat potilaille tarkoitettuja 

digitalisoituja potilastietoja, jotka koskevat tietoja tietyn henkilön menneisyydestä, 

nykyisyydestä tai tulevasta fyysisestä/henkisestä terveydestä tai kunnosta. (Dash et al. 2019, 

s.4)  

Viimeisen vuosikymmenen aikana sähköisiä terveystietoja on otettu laajalti käyttöön 

sairaaloissa ja klinikoilla ympäri maailmaa. Tällaisista datamääristä voidaan hankkia 

merkittävää kliinistä tietoa ja syvempää ymmärrystä potilaiden tautien esiintymisistä. (Chen, 
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H. et al. 2012, s.1171) Esimerkiksi Hanauer et al. (2011, s.83) käytti laajamittaisia sähköisiä 

terveystietoja lääketieteellisissä diagnooseissa ja löysi tapahtumien välisiä suhteita, joita 

hyödynnettiin hahmottamaan paremmin taudin etenemistä. Myös Lin et al. (2011, s.87) 

pystyivät noin 2,1 miljoonan ihmisen terveystietojen perusteella tunnistamaan kliinisesti 

merkityksellisiä suhteita seitsemästä sairaudesta, syövistä kroonisiin ja tartuntatauteihin. Nämä 

ovat olleet merkkejä siitä kuinka sähköisiä terveystietoja analysoimalla ja tutkimalla voidaan 

löytää tärkeitä tekijöiden välisiä suhteita sekä parantamaan terveydenhuollon palveluita.  

Jotta terveydenhuollon tarjoajat voivat tarjota uusia ratkaisuja kansanterveyden parantamiseksi, 

heidän täytyy olla varustettu asianmukaisella infrastruktuurilla systemaattisesti tuottaakseen ja 

analysoidakseen big dataa. Big datan tehokas hallinta, analysointi ja tulkinta voi avata ovia 

uusille mahdollisuuksille modernissa terveydenhuollossa. Vahvalla terveydenhuollon datan 

integroinnilla, modernit terveydenhuollon organisaatiot voivat mullistaa lääketieteelliset hoidot 

ja henkilökohtaisen terveydenhoidon. (Dash et al. 2019, s.1)   

3.2 Mistä massadataa saadaan terveydenhuollossa 

Terveydenhuolto on toimintaympäristöltään tietointensiivinen. Erilaisten palveluiden 

tuottamiseen liittyvää informaatioita kertyy jatkuvasti monista eri lähteistä kuten 

potilastietojärjestelmistä, sensoreista, mittareista terveydenhuollon hallinnollisista 

tietojärjestelmistä, älylaitteista ja tieteellisestä tutkimuksesta (Kuva 4). (Chanchaichujit et al. 

2019, s.26; Kääriä 2018) Tallentuva tieto voi olla muodoltaan strukturoitua tai 

strukturoimatonta esimerkiksi tekstiä, kuvia, sensoridataa, ääntä tai lokitietoja (Rouse ja Serban 

2014, s.183). Big datan kaksi tärkeintä lähdettä terveydenhuollossa on terveystiedot 

(biolääketiede) ja ei-terveystiedot (hallinnollinen). Biolääketieteellinen data sisältää 

omiikkadataryhmän (genomiikka, mikrobiomiikka, proteomiikka ja aineenvaihduntadata) ja 

potilaan tuottaman datan. Tätä dataa saadaan useista eri lähteistä, kuten puettavista laitteista, 

sensoridatasta ja terveysraporteista. Hallinnollinen data sisältää kliinistä dataa, 

vakuutuskorvauksia ja lääkedataa. Ei-terveystietoihin liittyy myös toinen dataryhmä, johon 

kuuluu sosiaalinen media, ulkoiset tietokannat, älylaitteiden ja muiden puettavien laitteiden 

tuottama terveysdata. Tämäntyyppisiä datan lähteitä käytetään, kun halutaan selvittää potilaan 

käyttäytymistä ja elämäntapoja. (Chanchaichujit et al. 2019, s.26) Esimerkiksi Saeb et al. 

(2015) havaitsi, että matkapuhelimesta saatu data korreloi potilaiden masennuksen kanssa. 
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Kuitenkin lähes kaikki eri lähteistä syntynyt data varastoidaan sähköisiin terveystietoihin, josta 

se saadaan big data -analytiikan käyttöön. 

Vaikka data-analytiikkaa integroidaan yhä enemmän erilaisiin terveydenhuollon 

tietojärjestelmiin, terveydenhuollon palveluketjun eri vaiheista kerätään (ja tullaan aina 

keräämään) paljon dataa, jota ei voida sisällyttää keskitetysti ylläpidettäviin tietovarastoihin. 

Lisäksi data-analyysi voi olla vain yhtä hyvä kuin data mistä sen on peräisin. (Andrew 2018 s. 

20) Kuten kuvassa 4 nähdään, niin datan kerääminen ja sen laatu toimii analyysien perustana.   

 

Kuva 4 Data-analyysin vaiheet (mukaillen Dash et al. 2019) 

3.3 Big data ja analytiikka terveydenhuollon tueksi 

Päätöksenteon tukena 

Big data ja analytiikka on saanut oman lokeronsa jo maailmalla. Koneoppimista käytetään 

esimerkiksi Brasiliassa tuottamaan tietoa terveydenhuollon työntekijöille. Brasilialaisessa 

terveydenhuollossa on käytössä menetelmä, jota käytetään eri hoitojen ja palvelujen 

päätöksenteon tukena. Tässä menetelmässä he ovat luoneet jokaiselle potilaalle valvontatason 

(Surveillance level), joka määrittää tarvittavan hoitomenettelyn ja palvelun. Se luodaan 

potilaiden riskitekijöiden, sairaus- ja kehityshistorian sekä terveydentilassa tapahtuneiden 

muutosten pohjalta. Jokaisella uudella potilaskäynnillä valvontataso kuitenkin määritettiin 
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uudelleen. Tämä vaati terveydenhuollon työntekijöiltä todella paljon manuaalista työtä. Tähän 

kehitettiin kuitenkin ratkaisu Vila Lobaton lääketieteellisessä keskuksessa. Tutkijat toteuttivat 

automaattisen valvontatason perustuen koneoppimiseen. (Pollettini et al. 2012, s.3862) 

Koneoppimisen hyödyntämä data saatiin sähköisestä potilastietojärjestelmästä. Järjestelmässä 

oli dataa potilaille tehdyistä tarkastuksista ja toimenpiteistä sekä heidän henkilökohtaiset 

tietonsa ja paljon muuta hoidon kannalta oleellista dataa. Google Maps -palvelua hyväksi 

käyttäen ratkaisun tarjoamassa visualisoinnissa mahdollistettiin kohdentamaan kartalle tietyt 

seurantatason omaavat potilaat. Tällainen mahdollistaa esimerkiksi tunnistamaan epidemioiden 

puhkeamista ja seurata niiden etenemistä. (Pollettini et al. 2012, s.3863) Kuvassa 5 nähdään 

esimerkki, kuinka Google Maps -palvelua voidaan hyödyntää valvontatason seurannassa. 

 

Kuva 5 Fiktiivinen karttakuva georeferensoidun potilaan valvontatasosta  (Pollettini et al. 2012, 

s.3865) 
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Andrew (2018, s.22) kertoo artikkelissaan CDS-järjestelmistä (Clinical Decision Support), joita 

terveydenhuollon ammattilaiset käyttävät päätöksenteon tukena. CDS-järjestelmät hyödyntävät 

big data -analytiikkaa luodakseen tukea eri päätöksenteon tilanteisiin ja sitä voidaan soveltaa 

eri terveydenhuollon vaiheissa. Yksinkertaisuudessaan terveydenhuollon ammattilaisille 

päätöksenteon tukea voidaan tarjota interaktiivisilla lomakkeilla. Lomakkeissa tietyt kentät on 

täytetty sähköisistä terveystiedoista saatujen tietojen perusteella tai täytettävät tiedot voidaan 

rajata tiettyyn alueeseen tai arvoihin. Toisessa ääripäässä ovat huippuluokan sovellukset, jotka 

tuottavat big data -analyysin ja koneoppimisalgoritmien avulla ilmoituksia ja varoituksia 

tehohoidossa. Yleisimmin CDS-järjestelmät viittaavat ohjelmistoihin, jotka on suunniteltu 

auttamaan lääkäreitä siinä vaiheessa, kun he tekevät hoitopäätöksiä. Näitä ohjelmistoja 

kutsutaan usein Computer-based provider Order Entry (CPOE) -ohjelmistoiksi. Taulukosta 1 

voidaan nähdä erilaisia ominaisuuksia mihin CPOE-ohjelmisto kykenee. 

Taulukko 1 CPOE-järjestelmän ominaisuuksia  (Andrew 2018, s.22-23) 

 

Johnstonin et al. (2003, s.6-7) mukaan on arvioitu, että Yhdysvalloissa CPOE:n käyttö 

avohoidossa voisi välttää yli kaksi miljoonaa lääkkeistä aiheutunutta haittavaikutusta ja 190 

000 sairaalahoitoa. Nämä säästäisivät vuosittain noin 44 miljardia dollaria. CDS-järjestelmien 
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avulla pystytään siis estämään sairastuvuutta ja vähentämään kustannuksia (Moja et al. 2014, 

s.12). Näiden mahdollistaminen vaatii kuitenkin CDS-järjestelmien sovittamista hyvin 

käyttäjien työnkulkuun. Lisäksi niiden tulisi tarjota reaaliaikaista tukea päätöksenteossa sekä 

niiden ei pidä välittää epäolennaista tietoa eikä pakottaa käyttäjää lopettamaan toimintaansa 

(Bates et al. 2003, s.523). 

Eräässä testiprojektissa testattiin Duodecimin luomaa CPOE-ohjelmistoa seulomaan potilaita, 

jotka saapuvat ensimmäiselle tapaamiselleen sydänpoliklinikalle. Tavoitteena oli testata, miten 

CPOE-ohjelmisto auttaisi tekemään kattavan potilasanalyysin sekä nopeuttamaan ja 

parantamaan tapaamisia. Projektissa käytettiin 38 potilaan (N = 38) sähköisiä terveystietoja. 

CPOE-ohjelmisto kokeilu tuotti useita hyötyjä. Päätöksentekojärjestelmä paransi huomattavasti 

nykyisten potilastietojen käyttöä. Sen lisäksi järjestelmä nopeutti tarvittavien tutkimusten, 

hoitomenettelyjen ja lääkkeiden suunnittelua antamalla relevantteja ilmoituksia ja varoituksia 

(kuten lääkkeiden yhteisvaikutuksesta, seurantatutkimuksista ja testeistä) sekä arvioimalla 

erilaisia riskejä vertailemalla väestöpohjaista dataa. Järjestelmä tuki myös erityyppisten 

lähetteiden ja lääketieteellisten lausuntojen laatimista potilaalle tai muille hoitoketjun 

osapuolille. (Andrew 2018, s.30-32) 

Henkilökohtaisen terveydenhuollon parantaminen 

Terveydenhuolto on siirtymässä tautikeskeisestä mallista yhä enemmän kohti potilaskeskeistä 

mallia tai henkilökohtaista lääketiedettä. Tämä on tärkeää, sillä noin 10 % sairauksien riskeistä 

perustuu genetiikkaan, ja jokaisella ihmisellä on oma ainutlaatuinen versio ihmisen genomista  

(Panesar 2019, s.264). Tautikeskeisessä mallissa lääkäreiden päätöksenteko keskittyy kliiniseen 

asiantuntemukseen sekä lääketieteellisistä testeistä saatuihin tietoihin. Potilaskeskeisessä 

mallissa potilaat osallistuvat aktiivisesti omaan hoitoonsa ja saavat yksilöllisiin tarpeisiin ja 

mieltymyksiin keskittyviä palveluita, joita neuvoo ja valvoo terveydenhuollon tarjoajat. 

Samalla kun potilaskeskeistä hoitomallia korostetaan terveydenhuollossa, sairauksien ehkäisyn 

ja hallinnan näkökulmasta terveydenhuollon yksilöllistäminen kasvaa. (Chawla ja Davis 2013, 

s.661) 

Potilaskeskeisessä lähestymistavassa sairauksien hallinta räätälöidään potilaalle. Potilaan 

terveyttä hallitaan yksilötasolla mahdollisimman optimaalisen terveydentilan saavuttamiseksi. 

Esimerkiksi geneettiset vaihtelumme määräävät miten kehomme reagoi tiettyyn lääkkeeseen, 
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joten yksi lääke ei välttämättä sovi kaikille. Kaksi ihmistä, jotka ottavat saman annoksen samaa 

lääkettä, saattavat reagoida eri tavalla. Potilaskeskeisessä mallissa jokaiselle voidaan valita 

oikea yhdistelmä lääkkeitä ja niiden annokset. (Panesar 2019, s.265) 

Chawla ja Davis (2013, s.662) kertovat artikkelissaan CARE-järjestelmästä (Collaborative 

Assessment and Recommendation Engine), joka on kehitetty potilaskeskeisen mallin tueksi 

tuottamaan yksilöityjä sairauksien riskiarvioita. CARE-järjestelmä tuotti ennusteita 

todennäköisemmistä sairauksista vertailemalla keskenään samankaltaisten potilaiden 

terveystietoja. Kuva 6 havainnollistaa CARE-järjestelmän teoreettista alustaa. Kyseisten 

ennusteiden avulla pystytään suunnittelemaan paremmin hoitostrategioita, ylläpitämään 

terveyttä ja ennaltaehkäisemään sairauksia kehittämällä potilaan sekä terveydenhuollon 

ammattilaisen välistä kommunikaatiota. (Chawla ja Davis 2013, s.662) 

 

Kuva 6 CARE-järjestelmän prosessi (mukaillen Chawla ja Davis 2013, s.662) 
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CARE-järjestelmä sisälsi 13 miljoonan potilaan tiedot ja heidän 32 miljoonaa potilaskäyntiä 

neljän vuoden ajalta. Järjestelmä loi potilaista joukkoja, joilla oli jokin yhteinen perussairaus. 

Tämän jälkeen joukot suodatettiin ja järjestelmä loi arvioita potilaille sairauksista, joita heille 

voisi todennäköisesti kehittyä. Järjestelmä pystyi ennakoimaan noin 51 % tulevista sairauksista, 

mikä on todella hyvä tulos ottaen huomioon suppea datan määrä. Tulos olisi voinut olla 

merkittävästi parempi, jos järjestelmä olisi päässyt käsiksi suurempaan määrään dataa. 

Esimerkiksi potilaiden sukututkimuksiin, geneettiseen dataan, laboratoriotuloksiin ja enemmän 

oireisiin liittyvään dataan. (Chawla ja Davis 2013, s.663-664)  

Terveydenhuollon kuvantamisen tukena 

Lääketieteellinen kuvantaminen on terveydenhuollon alue, jossa analytiikalla on useita erilaisia 

mahdollisuuksia. Lääketieteellinen kuvantaminen tarjoaa tärkeää tietoa anatomiasta ja elinten 

toiminnasta sairauksien havaitsemisen lisäksi. Lisäksi sitä käytetään esimerkiksi elinten 

rajaamiseen, kasvainten tunnistamiseen, selkärangan epämuodostumadiagnoosiin tai valtimon 

ahtauman havaitsemiseen. Näissä eri sovellusalueissa käytetään kuvankäsittelytekniikoita, 

kuten parannusta ja segmentointia koneoppimisen lisäksi. (Belle et al. 2015, s.3; Subagja 2019, 

s.721-722) 

Lääketieteellinen kuvantaminen kattaa laajan kirjon erilaisia kuvanhankintamenetelmiä, jotka 

ovat tärkeässä roolissa potilaiden hoitojen suunnittelussa ja diagnoosien teossa. Esimerkiksi 

verisuonten rakenteen visualisointi voidaan suorittaa magneettikuvauksella (MRI), 

tietokonetomografialla (CT), ultraääni ja fotoakustisella kuvantamisella. (Belle et al. 2015, s.3) 

Näiden lisäksi on useita erilaisia kuvantamistapoja kuten röntgen, molekyylikuvaus, 

toiminnallinen MRI (fMRI), positroniemissiotomografia (PET), elektroenkefalografia (EEG) 

ja mammografia (Dash et al. 2019, s.12). Kuvassa 7 nähdään eri kuvantamismenetelmien 

tuottamia lääketieteellisiä kuvia ja niiden ulottuvuuksia. 
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Kuva 7 (a) Röntgenkuva olkapäästä. (b) CT-kuva keuhkoista. (c) MRI-kuva rinnasta. (d) fMRI-

kuva aivoista. (e) Ydinlääketieteen kuva ihmiskehosta. (f) Ultraääni sikiöstä  (Tahmassebi et al. 

2019) 

Datan ulottuvuuden näkökulmasta lääketieteellisillä kuvilla voi olla 2, 3 ja 4 ulottuvuutta. 

Esimerkiksi PET-kuvaus, CT-kuvaus, 3D-ultraääni ja fMRI-kuvaus katsotaan moniulotteiseksi 

lääketieteelliseksi dataksi. Näiden kuvien korkeampi resoluutio ja ulottuvuudet tuottavat 

valtavia määriä dataa, jolloin voidaan hyödyntää lääketieteelliseen kuvantamiseen tarkoitettuja 

analyyttisiä järjestelmiä. Esimerkiksi korkean resoluution aivojen mikroskooppiset 

skannaukset voivat vaatia jopa 66 teratavua tallennustilaa. Tällaiset datamäärät vaativat 

analyyttisen järjestelmän, joka pystyy tarkkaan ja nopeaan analysointiin. (Belle et al. 2015, s.3) 

Luontaisesti kuvantamisen analytiikkaa kannattaa lähestyä big data -analytiikan näkökulmasta, 
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koska se sisältää kolme olennaista big datan ominaisuutta: määrä, nopeus ja vaihtelevuus. 

Vaikka lääketieteellisen datan määrä ja vaihtelevuus tekevät analyysistä haastavan, 

lääketieteellisen kuvantamisen edistys voi tehdä yksilöllisestä hoidosta käytännöllisempää ja 

antaa kvantitatiivista tietoa erilaisissa sovelluksissa. Esimerkiksi taudin stratifikaatiossa, 

ennakoivassa mallinnuksessa ja päätöksenteossa. (Belle et al. 2015, s.3; Tahmassebi et al. 2019; 

Dash et al. 2019, s.12) 

Belle et al. (2015, s.4) puhuvat artikkelissaan tutkimuksesta, jossa hyödynnettiin Hadoopin 

MapReduce -algoritmia, joka on luotu prosessoimaan ja luomaan big data -joukkoja 

algoritmien avulla. Algoritmia hyödynnettiin lääketieteellisten kuvien analysoinnissa ja 

analysointiin käytettävän ajan minimoimisesta. Tekstissä mainitaan Mapreducen käytöstä 

kolme erilaista esimerkkiä: optimaalisten parametrien löytäminen käyttämällä koneoppimista, 

sisältöpohjaisen lääketieteellisen kuvan indeksointi ja aallokeanalyysissä. Belle et al. (2015, 

s.4)  ja Markonis et al. (2012, s.1) kertovat MapReducen tuomista suorituskykyratkaisuista 

seuraavasti. Optimaalisten parametrien löytämisen kokonaisaika lyheni 1000 tunnista noin 10 

tuntiin, mikä on todella merkittävä muutos. Sisältöpohjaisen lääketieteellisen kuvan 

indeksoinnissa MapReduce pystyi käsittelemään 100 000 kuvaa tunnissa. He myös raportoivat 

kuinka aallokeanalyysiin tarvittava aika lyheni 130 tunnista 6 tuntiin. Nopeiden menetelmien 

suunnittelu on ratkaisevan tärkeää joissakin tilanteissa. Esimerkiksi traumojen arvioinnissa 

tehohoidossa, jossa lopullisena tavoitteena on hyödyntää kuvantamistekniikoita ja niiden 

analysointia niin kutsutun hoidon kultaisen tunnin sisällä. (Shackelford 2014, s.3)  

Toisessa tutkimuksessa selvitettiin tarkkuuden huomioon ottamista analyysimenetelmien 

suunnittelussa. Erilaisten riippuvuuksien löytäminen eri datatyyppien joukosta voisi parantaa 

hoitojen tarkkuutta. Esimerkiksi on kehitetty hybridi koneoppimismenetelmä, joka luokittelee 

skitsofreniapotilaat ja terveyskontrollit käyttämällä fMRI-kuvia sekä SNP:stä (Single 

nucleotide polymorphism) syntynyttä dataa. Tutkimuksen tekijät ilmoittivat noin 87 %:n 

tarkkuuden, joka ei olisi ollut läheskään yhtä korkea, jos he olisivat käyttäneet pelkästään fMRI-

kuvia tai SNP:n dataa yksinään. (Yang et al. 2010) 

Genomiikassa syöpätutkimuksen tukena 

Suuritehoisten sekvensointimenetelmien tulo on antanut tutkijoille mahdollisuuden tutkia 

geneettisiä ominaisuuksia, parantaa tehokkuutta sekä löytää korrelaatioita geenien ja tautien 



26 

 

   

 

väliltä. Genomianalyysi, jossa käytetään mikrosäteitä, on onnistunut analysoimaan piirteitä 

väestössä ja vaikuttanut menestyksekkäästi monimutkaisten sairauksien, kuten Crohnin taudin 

ja ikään liittyvän rappeutumisen hoitoon. (Koboldt et al. 2013, s.32; Treangen ja Salzberg 2012) 

Sekvenssitekniikoiden analysointi genomiikassa liittyy luonnollisesti big dataan, koska ihmisen 

genomi koostuu 30 000–40 000 geenistä (Zody et al. 2001, s.860). Kliinisen datan 

integroiminen genomitasolta ihmisen fysiologiselle tasolle voisi parantaa potilaille tehtyjen 

yksilöllisten hoitojen laatua. Laadun parantamiseksi kliinisessä ympäristössä edellyttää big 

datan nopeaa ja luotettavaa analysointia. Aihe on kuitenkin vasta alkutekijöissä ja sitä käytetään 

vasta tietyillä alueilla, kuten syövän tutkimuksessa. Tämä johtuu big datan aiheuttamista, 

kustannus, aika ja työllisyys tekijöistä. (Wizemann ja Nass 2012; Chen, R. et al. 2012) 

Genomitutkimuksen big datan ja analytiikan mahdollisuudet kattavat monenlaisia alueita. 

Tässä työssä keskitymme kuitenkin big datan ja analytiikan tuomiin mahdollisuuksiin syövän 

genomiikassa.  

Big data on asettanut polkunsa useille genomiikan alueille, mukaan lukien onkologia. 

Tutkimusten kannalta big data -infrastruktuurin kehittämisellä on valtavasti potentiaalia, koska 

se mahdollistaa tutkimuksen potilailla, jotka eivät ole kliinisissä tutkimuksissa. Tämä yleensä 

tarkoittaa 97 prosenttia syöpäpotilaista. Big datan avulla tutkijat voivat tarkastella suuria, 

retrospektiivisiä ja heterogeenisiä syöpäpotilaiden kohortteja heidän elämänsä loppuun saakka.  

(Berman 2013) Big data -infrastruktuuri, jossa data on potilaista ja hoidoista, tuo vastauksia 

kysymyksiin, jotka koskevat hoitojen tehokkuutta sekä pitkäaikaisia tuloksia syövän hoidossa 

(Wong 2016, s.319-320). 

Syöpätutkimuksissa on yksi todella merkittävä alue, jossa koneoppimisen avulla on saatu 

erinomaisia tuloksia. Koneoppimiseen perustuva syövän ennuste mahdollistaa syöpäpotilaiden 

tarkemman diagnosoinnin ja sitä voidaan siten käyttää erilaisten syöpien arviointiin. (Wong 

2016, s.320) Ayer et al. (2010) tekemässä tutkimuksessa selvisi, että rintasyövän riskiä 

pystyttiin ennustamaan keinotekoisten hermoverkkojen (Artificial Neural Networks) avulla 

huomattavasti paremmin kuin pelkkien radiologien ennustuksella. Ahmad et al. (2013, s.1-3) 

loivat ennusteen rintasyövän uusiutumiselle koneoppimismenetelmää (Support Vector 

Mahcine Learning) käyttäen ja saavutti sillä ennusteelle 95 %:n tarkkuuden. Rintasyövän 

eloonjäämisennusteesta kirjoittanut Delen et al. (2005, s.121) kertoivat saavuttaneen 93 %:n 
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tarkkuuden päätöksentekopuun koneoppimismenetelmällä (Decision Tree Machine Learning). 

Useita eri piirteitä, kuten ikä diagnoosin aikana, kasvaimen koko, solmujen määrä, histologia 

ja mammografiatuloksia käytettiin hyväksi luokittelussa, jolloin saavutettiin tarkempia 

ennusteita. Kehittyneiden koneoppimismenetelmien ja big datan avulla mahdollistettiin 

nopeampi ennustaminen syöpänäytteistä. Syöpätutkimuksissa käytetty Spark-järjestelmä 

sisältää yhden luotettavimmista kehittyneistä analyysityökaluista nimeltään MLlib (Machine 

Learning library), joka mahdollistaa uuden tavan mallintaa big dataa. (Wong 2016, s.329) 

Kuvassa 8 nähdään syövän ennustamisen työnkulku koneoppimisen avulla. 

 

Kuva 8 Koneoppimisen lähestymistavat syöpäluokittelussa (mukaillen Wong 2016, s.330) 

Reaaliaikainen analytiikka 

Terveydenhuollossa tiedon oikeellisuus korostuu todella paljon, mutta siitä tiedosta ei ole 

mitään hyötyä, jos sitä ei saada käyttöön oikeaan aikaan. Ihmisen terveys ja joskus hengissä 
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selviäminen voi olla kiinni tunneista tai jopa muutamista minuuteista. Reaaliaikainen big data 

-analytiikka on keskeinen vaatimus terveydenhuollossa ja datan keräämisen sekä analysoinnin 

väliset viiveet on poistettava (Raghupathi ja Raghupathi 2014, s.9). Raghupathi ja Raghupathi 

(2014, s.8) kertovat artikkelissaan IBM:n (2013, s.4) raportista, jossa on esitelty käytössä olevia 

reaaliaikaisen analytiikan ratkaisuja ja niiden hyötyjä. Ensimmäinen esimerkki sijoittuu North 

York General Hospitaliin, jossa reaaliaikaisen analytiikan avulla parannettiin hoitojen 

vaikuttavuutta potilaisiin ja samalla saatiin parempi ymmärrys sairaalan toiminnasta 

kokonaisuutena. Sairaala toteutti tämän kehittämällä skaalautuvan reaaliaikaisen analyyttisen 

järjestelmän, joka tarjosi sairaalan henkilökunnalle useita uusia näkökulmia kliinisistä, 

taloudellisista ja hallinnollisista toimenpiteistä.  

Toinen IBM:n (2013, s.5) esimerkki sijoittuu Columbia University Medical Centeriin ja 

sairaalan analyyttiseen järjestelmään. Järjestelmä mahdollisti potilaiden elintoimintojen 

tietovirrasta saatujen monimutkaisten korrelaatioiden analysoinnin tietyntyyppisestä 

aivovauriosta kärsivillä potilailla. Lisäksi se tuotti lääketieteen ammattilaisille kriittistä tietoa 

komplikaatioiden ennaltaehkäisevästä hoidosta. Reaaliaikainen analytiikka auttoi 

havaitsemaan vakavia komplikaatiota aivojen verenvuotohäiriöstä kärsineillä potilailla jopa 48 

tuntia aikaisemmin kuin perinteisillä menetelmillä. Nämä potilaat kokevat vakavia 

komplikaatioita toipumisen aikana, kuten viivästynyt iskemia, joka on kohtalokas 20 prosentilla 

potilaista. 

Viimeinen IBM:n (2013, s.5) esimerkki sijoittuu Toronton The Hospital for Sick Children, joka 

on Kanadan suurin lasten terveyden edistämiseen keskittynyt sairaala. Sairaala hyödyntää 

reaaliaikaista analytiikkaa tunnistamaan mahdollisia sairaalainfektioiden puhkeamista 

sylilapsilla. Sairaalan analyyttinen järjestelmä hyödyntää analyyseissä dataa, jota syntyy 

sängyn vieressä olevista kliinistä valvontalaitteista jopa 1000 kertaa sekunnissa, havaitsemaan 

elintoiminnoissa merkkejä mahdollisista infektio-oireista. Järjestelmän ansiosta mahdolliset 

infektio-oireet pystyttiin havaitsemaan jopa 24 tuntia aikaisemmin kuin aikaisemmilla 

menetelmillä.  

3.4 Big datan ongelmat ja haasteet terveydenhuollossa 

Big data on luonut suuria mahdollisuuksia terveydenhuollon alalla ja sillä on valtavasti 

potentiaalia mullistaa terveydenhuolto. Niin kuin Dash et al. (2019, s.18) puhuvat 
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artikkelissaan, kuinka koko ajan kehitetään uusia eri tapoja ja menetelmiä erityisesti 

reaaliaikaisen datan suoratoisto-, tallennus-, yhdistämis-, analytiikka- ja visualisointiratkaisuja. 

Nämä ratkaisut voivat auttaa hyödyntämään sähköisiä terveystietoja paremmin ja 

tehokkaammin terveydenhuollossa. Kuitenkin, jotta big dataa voidaan kehittää ja saada sen 

koko potentiaali käyttöön, on tutkittava sen aiheuttamia haasteita ja ongelmia 

terveydenhuollossa. Merkittävimpiä haasteita ovat big datan varastointi, tarkkuus ja laatu sekä 

turvallisuus. (Panesar 2019, s.62-66; Dash et al. 2019, s.18-19) 

Kuten kuvassa 9 nähdään, koko maailman datamäärän odotetaan kaksinkertaistuvat 149 

zettatavuun (1 zettatavu on 1012 gigatavua) vuoteen 2024 mennessä. Tästä voidaan olettaa, että 

terveydenhuollon datamäärä tulee myös kasvamaan valtavasti, mikä entisestään hankaloittaa 

big datan varastointia. Monet terveydenhuollon organisaatiot varastoivat dataa omissa tiloissa, 

mikä isossa mittakaavassa on kallista ja vaikeasti ylläpidettävää. (Dash et al. 2019, s.18-19) Big 

data on lisäksi yleensä strukturoimatonta, mikä tarkoittaa, että sitä ei voida varastoida 

perinteiseen tietokantaan. Tämä taas hankaloittaa datan tallentamista, analysointia ja yleistä 

käsittelyä. (Panesar 2019, s.62) Näiden asioiden takia yhä useammat terveydenhuollon 

organisaatiot valitsevat pilvipohjaisen ratkaisun big datan varastointia varten. Pilvipohjainen 

ratkaisu laskee kustannuksia, helpottaa laajentumista ja parantaa katastrofeista palautumista. 

(Dash et al. 2019, s.18-19) 

 

Kuva 9 Datan määrä vuodesta 2010–2024 (mukaillen Statista 2021) 
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Dash et al. (2019, s.19) kertovat kuinka eräät tutkimukset ovat havainneet, että potilastietojen 

lisääminen sähköisiin terveystietoihin ei ole täysin tarkkaa ja laadukasta. Tämä johtuu huonojen 

apuohjelmien, monimutkaisen työnkulun sekä rikkoutuneen käsityksen takia siitä, miksi on 

tärkeää tallentaa big dataa huolella. Kuten Panaser (2019, s.63) mainitsee kirjassaan, datan laatu 

ei ole uusi huolenaihe ja sitä ongelmaa lisää kyky tallentaa laadukasta dataa reaaliajassa. Kaikki 

nämä tekijät voivat vaikuttaa big datan laatukysymyksiin koko sen elinkaaren ajan. 

Loppupeleissä sähköisten terveystietojen tarkoitus on parantaa tietojen laatua ja viestintää 

kliinisessä työnkulussa, vaikka tutkimukset osoittavat ristiriitaisuuksia näissä tilanteissa. (Dash 

et al. 2019, s.19) 

Potilastietojen turvallisuuteen ja yksityisyyteen liittyy lukuisia ja merkittäviä riskejä, minkä 

takia tämä on yksi tärkeimmistä haasteista, mitä pitää ottaa huomioon terveydenhuollon alalla. 

Kuten Langkafel (2015, s.49) osoittaa kirjassaan, että big datasta tulee vaarallista, jos sitä ei 

käsitellä mahdollisimman vastuullisesti. Arkaluonteisten terveystietojen myötä herkkyys 

turvallisuuteen ja yksityisyydelle on perustellusti lisääntynyt. Datan analysointiin, hallintaan, 

tallentamiseen ja hyödyntämiseen käytetyt työkalut ovat peräisin useista erilaisista lähteistä, 

mikä altistaa terveystiedot riskille. (Panesar 2019, s.63; Andreu-Perez et al. 2015, s.2757) 

Maailmalla on ollut monia tietoturvaloukkauksia, hakkerointeja ja tietojenkalasteluyrityksiä, 

jotka lisäävät tietoturvan tärkeyttä terveydenhuollon organisaatioille (Dash et al. 2019, s.20). 

Esimerkiksi Panesar (2019, s.63-64) kertoo kuinka Isossa Britanniassa tiedotuskomissaari 

sakotti Brightonin ja Sussexin yliopistollisten sairaaloiden julkista 

terveydenhuoltojärjestelmää, kun havaittiin, että useiden tuhansien potilaiden arkaluontoiset 

tiedot olivat tallennettuna kovalevyille, jotka myytiin eBayssa. Suomessa vastaavanlainen 

tilanne tapahtui viime vuosien aikana, kun psykoterapiakeskus Vastaamossa tapahtui 

tietomurto. Hakkeri onnistui läpäisemään Vastaamon tietoturvan ja lataamaan tuhansien 

suomalaisten arkaluontoisia potilastietoja. Hän käytti potilastietoja Vastaamon kiristyksessä ja 

sen epäonnistuessa hakkeri vuosi potilastietoja julkisuuteen. Tämä tapaus on luokiteltu todella 

törkeäksi potilastietojen hyväksikäytöksi. (Ralston 2020; Valtanen ja Harjumaa 2020) 

Lääkinnällisten laitteiden turvallisuus on ainutlaatuinen uhka niiden teknisen 

monimuotoisuuden vuoksi. Lääkinnälliset laitteet älypuhelimien terveyssovelluksista 

insuliinipumppuihin verkostoituvat yhä enemmän, jolloin hakkereille jää enemmän aukkoja 

murtautua sisään. Vastaavien laitteiden haavoittuvuudet hyödynnettynä voivat johtaa paitsi 
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tietorikkomuksiin myös kuolemaan. (Panesar 2019, s.64) Tällaisia tilanteita varten on kehitetty 

luettelo tietoturvasäännöistä, joita kutsutaan HIPAA-tietoturvasäännöiksi. Nämä säännöt 

auttavat organisaatioita ohjaamaan tallennus-, siirto- ja todennusprotokollia sekä hallinnoimaan 

pääsyjä, eheyksiä ja tarkastuksia. Lisäksi yleiset turvatoimet, kuten ajan tasalla olevien 

virustorjuntaohjelmien, palomuurien, arkaluontoisten tietojen salaaminen ja monivaiheinen 

todennus, voivat säästää monilta ongelmilta. (Dash et al. 2019, s.20; Langkafel 2015, s.125)  
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4 TULEVAISUUDEN TERVEYDENHUOLTO 

 

Tulevaisuuden terveydenhuollosta kukaan ei voi sanoa tarkasti mitä siellä on, mutta kuten Dash 

et al. (2019, s.23) sanovat artikkelissaan, big datan suurin etu piilee sen rajattomissa 

mahdollisuuksissa. Tämä kertoo siitä, että tutkijat voivat löytää tulevaisuudessa big datasta ja 

sen analysoinnista valtavasti uusia oivalluksia ja mahdollisuuksia parantaakseen 

terveydenhuoltoa entisestään. Voidaan kuitenkin sanoa, että big data ja analytiikka etenee 

valtavasti kohti yhä ennakoivampaa järjestelmää, mikä tarkoittaisi futurististen tulosten 

ennustamista yksilöiden terveydentilassa olemassa olevien tietojen perusteella (Dash et al. 

2019, s.24). Tulevaisuus asettaa myös paineita terveydenhuollolle, sillä ihmiset vaativat 

enemmän kuin koskaan ennen ja tulevat tulevaisuudessa vaatimaan vielä enemmän. 

Terveydenhuollon odotetaan pysyvän innovaatioiden kultaisen aikakauden mukana samalla 

kun paradigma muuttuu määrästä arvoon – potilaiden lukumäärästä potilaiden tuloksiin. Kun 

ihmisten tietoisuus big datasta, koneoppimisesta ja tekoälystä terveydenhuollossa kasvaa, 

samalla kasvaa yleinen odotus, että niitä käytetään päivittäisten kokemusten parantamiseen. 

(Panesar 2019, s.255)  

Big datan analysointi perustuu vahvasti tulevan ennakoimiseen ja datan avulla koitetaan 

mallintamaan mahdollisimman tarkasti tulevaisuuden tapahtumia. Tämä herättää valtavasti 

kysymyksiä siitä, että mitä kaikkea tulevaisuudessa voidaan ennakoida ja kuinka tarkasti. 

Kuolemaa? Syövän riskiä? Tauteja? Panesar (2019, s.244) kertoo kirjassaan esimerkin, kuinka 

Adelaiden yliopiston insinöörit kehittivät tekoälyn, joka pystyy ennustamaan potilaan 

kuoleman. Tekoäly analysoi 16 000 kuvaa löytääkseen sairaiden elinten merkkejä. Tämä 

neuroverkkopohjainen tekoälymalli pystyi ennustamaan kuolleisuuden viiden vuoden kuluessa 

69 prosentin tarkkuudella. Kuoleman ennustamista pidetään nykypäivänä lähes mahdottomana, 

mutta tämä tutkimus vahvistaa sen, että tulevaisuudessa teknologioiden kehittyessä kuolema 

voidaan kenties ennustaa hyvinkin tarkasti.  

4.1 Terveydenhuollon tulevaisuuden visio 

Seuraavan vuosikymmenen aikana henkilökohtainen terveydenhuolto alkaa jo kohdusta alkion 

DNA-profiloinnista. DNA-profilointi luo profiilin alkion terveydentilasta ja sairausriskeistä 

sekä mahdollistaa terveys- ja elämäntapojen hoitosuunnitelman kehittämisen elämän alusta 
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alkaen. Geneettinen profilointi helpottaa myös mahdollisten huolenaiheiden havaitsemista ja 

esimerkiksi mahdollisten geenivirheiden tai ominaisuuksien muuttamista/poistamista. 

Taudeille alttius arvioidaan ja potilaille kehitetään terveellisen elämän hoitosuunnitelmia, joita 

noudatetaan päivittäisenä rutiinina. Potilaita seurataan ja heidän tietojansa päivitetään 

sähköisissä terveystiedoissa jatkuvasti. Tietojen seuranta ja ennakoiva analyysi luovat 

ilmoituksia välittömästi terveydenhuollon ammattilaisille ja potilaille, jos normista poiketaan – 

varoitetaan käyttäjiä huonosta terveydestä, mahdollisista sairauksista tai toruu käyttäjää 

epäterveellisestä elämäntavasta. (Panesar 2019, s.266) 

Tulevaisuuden lääkärinkäynnit tulevat olemaan hyvin erilaisia. Digitaalinen henkilökohtainen 

avustaja, kuten Applen Siri tai Amazonin Alexa, voi ehdottaa, että otat yhteyttä lääkäriin äänesi 

perusteella. Sosiaalisen median alustat, terveysyhteisöt ja puhelimet ilmoittavat 

mielenterveysongelmista kirjoittamasi tekstin perusteella. Yhdistämällä potilaan 

jokapäiväisestä elämästä, puhelimesta, puettavista esineistä, terveysantureista saatu data ja 

kliiniset testit sekä tarkastukset – mahdollistetaan parempia analyysejä sekä keskittymisen 

terveyden optimointiin. Tulevaisuudessa tämä on erityisen tehokas ei-tarttuvia, kroonisia 

sairauksia, kuten tyypin 2 diabetesta tai dementiaa vastaan. (Panesar 2019, s.266-267)  

Puettavat ja yhdistetyt laitteet kuten älykellot tai älysormukset ovat avain asemassa 

tulvaisuuden yhdistetyssä lääketieteessä (Connected Medicine). Näiden laitteiden sensoreiden 

keräämällä datalla on yhä suurempi rooli terveydenhuollossa, mikä helpottaa potilaskeskeisten 

terveydenhuoltojärjestelmien kehittämistä. Puettavien ja muiden yhdistettyjen laitteiden avulla 

voidaan ennakoida terveysongelmia ennen kuin niistä tulee vakavampia, jolloin ihmisten 

vierailut sairaalassa vähenee. (Panesar 2019, s.269-277) Ne parantavat myös reaaliaikaista 

hoitoa. Esimerkiksi potilas, jolla on eteisvärinän oireita, voi tallentaa sykkeensä tabletille ja 

ladata sen järjestelmään, joka voi vahvistaa oireen. Jos sykkeessä havaitaan poikkeuksia, 

järjestelmä välittää tiedoston suoraan kardiologille, joka voi aloittaa potilaan hoidon. (Panesar 

2019, s.268; Andreu-Perez et al. 2015, s.2758) 

4.2 Terveydenhuolto 4.0 

Teollinen vallankumous toi ihmisille uutta taloutta ja uusia epidemioita, jotka muodostivat 

terveydenhuollon 1.0, joka keskittyi kansanterveysratkaisuihin. Suurten tuotantokonseptien ja 

teknologian ilmaantuminen nosti terveydenhuollon tasolle 2.0. Perustettiin isompia sairaaloita 
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ja parannettiin lääketieteellistä koulutusta ja lääkäreitä koulutettiin erikoisaloille parantamaan 

yksittäisten hoitojen laatua. Tietokoneen koko kutistui ja mahdollisti tietokonepohjaisten 

laitteiden ja tietotekniikan nopean kehityksen ja johti terveydenhuollon tasolle 3.0. (Chen et al. 

2019, s.1) Tällä hetkellä olemme voimakkaasti siirtymässä neljännen teollisen 

vallankumouksen alkuun. Kuten Chen C. et al. (2019, s.2) ja Chanchaichujit et al. (2019, s.9) 

kertovat, että tämä on digitaalisen alustan vallankumous, jossa älylääketiede ja teollisuus 4.0:n 

pääperiaatteet siirtävät meidät terveydenhuollon tasolle 4.0. Terveydenhuolto 4.0 on uusi termi, 

joka on johdettu teollisuus 4.0:sta. Sitä käytetään yhteisenä terminä tietopohjaiselle 

digitaalisille terveysteknologioille, kuten älykäs terveys, mobiili terveys, langaton terveys, 

online terveys ja lääketieteellinen IT. (Jayaraman et al. 2020) 

Terveydenhuolto 4.0 tuo mukanaan uudet aivot ja uudet kädet (Kuva 10) terveydenhuoltoon. 

Tämä viittaa siirtymistä perinteisestä sairaalakeskeisestä hoidosta virtuaalisempaan, 

hajautettuun hoitoon, joka hyödyntää voimakkaasti uusinta tekniikkaa. Esimerkiksi tekoälyä, 

data-analytiikkaa, genomiikkaa, kotipohjaista terveydenhuoltoa, robotiikkaa ja kudosten sekä 

implanttien 3D-tulostamista. (Wehde 2019, s.24)  

 

Kuva 10 Terveydenhuolto 4.0 uudet aivot ja uudet kädet (mukaillen Chen et al. 2019, s.3) 
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Tarkkuuslääketiede ohjaa hoitoja käyttämällä kattavampia molekyylidiagnooseja, esimerkiksi 

genotyyppiä, proteiini ja RNA:n ilmentymiä. Tekoäly ja big data tarkentavat diagnooseja (esim. 

ehdottavat diagnooseja) ja hoitomenetelmiä; potilaat tekevät yhteistyötä lääkäreiden kanssa 

jaetulla päätöksenteolla. (Chen et al. 2019, s.2) Dinesen et al. (2016) kertovat artikkelissaan, 

kuinka etälääketiede helpottaa lääkäreiden ja potilaiden välistä näkemistä sekä 

kommunikaatioita. Tämä taas helpottaa hoidon saatavuutta. Uusiin käsiin puolestaan kuuluu 

robotit, minilaboratoriot, puettavat laitteet, kustomoidut materiaalit ja 3D-tulostus. Lisäksi 

jokainen laite toimii yhä nopeammin ja pienenee; sairaudet voidaan diagnosoida veripisarasta 

muutamassa minuutissa; levyt, ruuvit ja nivelimplantit luu- ja nivelleikkauksia varten voidaan 

räätälöidä yksilöllisesti sekä erilaisia rakenteita voidaan valmistaa 3D-tulostamisella. (Vogel 

2017) Vaikka suurin osa näistä käsitteistä ja tekniikoista ovat kypsiä, Chen C. et al. (2019, s.2) 

mainitsevat artikkelissaan, että ne tarvitsevat vielä aikaa, että niistä tulee käytännöllisesti 

hyödyllisiä. Terveydenhuolto 4.0 onnistumiseksi on tarjottava monialainen ympäristö, joka 

yhdistää kehityksen eri aloilla, mukaan lukien tietojenkäsittelytieteet, tekniikka, taloustiede, 

yhteiskuntatieteet, kansanterveys, epidemiologia ja muut. Tämä antaa terveydenhuolto 4.0:n 

digitaaliselle pohjalle mahdollisuuden mennä tekniikan ohi sosiaalisen ja inhimillisen 

näkökulman huomioon ottamiseksi laadukkaan hoidon tarjoamisessa. (Jayaraman et al. 2020) 
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5 JOHTOPÄÄTÖKSET JA YHTEENVETO 

 

Tämän kandidaatintyön tarkoituksena oli perehtyä big datan ja analytiikan teknologioihin. 

Työssä selvitettiin kuinka terveydenhuollon organisaatiot voivat hyödyntää kyseisiä 

teknologioita ja saada niiden avulla tukea hoitojen edistämiseen sekä optimointiin. Tämän 

lisäksi työssä haettiin vastauksia kysymyksiin, mitkä ovat terveydenhuollon organisaation 

avainlähteet datalle ja millainen voisi olla tulevaisuuden terveydenhuolto. Tutkimusta lähdettiin 

rakentamaan koostamalla tarpeellista teoriaa työn alkuun teoriakirjallisuuden kautta. Teorian 

tarkoituksena on saattaa lukija käsiteltävän aiheen pariin. Lukija saa alussa käsityksen 

käytetyistä käsitteistä ja ymmärryksen, miten ne voidaan linkittää terveydenhuoltoon. Teoria 

varmistaa myös sen, että tutkimuksella on hyvä tieteellinen perusta. Työn taustalla kulkenut 

päätutkimuskysymys on: 

 

Kuinka big dataa ja analytiikkaa voidaan hyödyntää terveydenhuollossa? 

Lisäksi johdannossa erotettiin päätutkimuskysymyksestä kaksi apukysymystä: 

Mitkä ovat avainlähteet terveydenhuollon datalle? 

Minkälaisia mahdollisuuksia big data ja analytiikka voivat tuoda tulevaisuudessa 

terveydenhuollolle? 

Viimeisen kymmenen vuoden aikana datan määrä on kasvanut valtavaa vauhtia ja jatkaa kasvua 

vuosi vuodelta. Datamäärän kasvua on seurannut kehitys erilaisten työkalujen optimoinnissa, 

ja samalla tuonut analytiikan osaksi monia organisaatioita, kuten terveydenhuoltoa. Big datan 

ja analytiikan käyttö on lisääntynyt lähes yhtä radikaalia vauhtia kuin datan määrä, minkä takia 

niitä pidetään kriittisinä kilpailutekijöinä nykypäivänä. Tämän seurauksena ymmärrys big 

datasta ja analytiikasta on kasvanut ja se asettaa paineita terveydenhuollon organisaatioille 

pysyä innovaatioiden kultaisen aikakauden mukana. 

Työssä havaittiin, että yksi tärkeimmistä big datan ja analytiikan ajureista terveydenhuollossa 

toimii kustannussäästöt. Big datan ja analytiikan avulla voidaan luoda satojen miljardien 

kustannussäästöjä Euroopassa sekä Yhdysvalloissa. Analytiikan avulla pystyttäisiin 

vähentämään potilaiden uudelleenkäyntejä, jotka ovat yksi merkittävimmistä kuluista 

Yhdysvalloissa. Lisäksi vain pieni prosenttiosuus potilaista aiheuttaa suurimman osan 
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terveydenhuollon menoista. Ennakoivan ja henkilökohtaisen terveydenhuollon ansioista näitä 

potilaita pystytään seuraamaan ja tutkimaan yhä kustannustehokkaammin. Kuten työssä 

todettiin, potilas voi ladata epämääräisen sykkeensä järjestelmään, joka välittään sen suoraan 

kardiologille. Big dataa hyödyntävät analyyttiset järjestelmät sekä poistavat turhia kustannuksia 

aiheuttavat välikädet että mahdollistavat potilaille nopeammat ja tehokkaammat hoidot.   

Työssä todettiin, että big datan ja analytiikan avulla pystytään kehittämään ja parantamaan 

terveydenhuollon toimintaa monilla eri tavoilla. Koneoppimista hyödyntävät järjestelmät 

pystyvät tuottamaan terveydenhuollon ammattilaisille tietoa ja tukea päätöksentekoon sekä 

niiden avulla voidaan luoda avohoidossa miljardien säästöjä. Tutkimuksessa huomattiin myös, 

että koneoppivat järjestelmät pystyvät luomaan ennusteita, joita voidaan käyttää parempien 

hoitostrategioiden luomiseksi, henkilökohtaisen terveydenhuollon parantamiseksi ja 

ennaltaehkäisevän terveydenhuollon edistämiseksi.  

Big datalla ja analytiikalla odotetaan olevan lääketieteellisessä kuvantamisessa ja genomiikassa 

loistavia mahdollisuuksia. Lääketieteelliset kuvat ovat moniulotteista dataa, joka sisältää big 

datalle tuttuja ominaispiirteitä. Tutkimuksessa todettiin, että tätä dataa voidaan analysoida 

käyttäen MapReduce -algoritmia. Algoritmin tuottama hyöty keskittyy tällä hetkellä datan 

analysointinopeuden parantamiseen ja sitä kautta nopeampien hoitojen suunnitteluun. 

Genomiikassa ja etenkin syöpätutkimuksessa koneoppiminen on keskeinen asia ja sen avulla 

on luotu useita eri syövän ennusteita. Työssä havaittiin, että koneoppimiseen perustuvien 

menetelmien avulla pystyttiin luomaan tarkkoja ennusteita syöpää sairastavien eloonjäämiselle, 

syövän riskille sekä uusiutumiselle. Nämä menetelmät mahdollistavat yhä parempia ja 

yksilöllisempiä hoitoja syöpää sairastaville ihmisille sekä syövän riskin tehokkaamman 

ennaltaehkäisemisen.   

Lääketieteelliset monitorit ja sensorit tuottavat dataa entistä tehokkaammin. Mitä nopeammin 

data saadaan analysoitua, sitä nopeammin analyysiä päästään hyödyntämään potilaiden 

hoidoissa, joissa ripeä reagointi on kriittisessä asemassa. Tutkimuksessa todettiin, että 

reaaliaikainen big data -analytiikka on keskeinen vaatimus terveydenhuollossa, sillä joskus 

ihmisen terveys ja hengissä pysyminen voi olla kiinni minuuteista.  Työssä käytiin läpi kolme 

esimerkkiä, joissa reaaliaikaisen big data -analytiikan avulla pystyttiin havaitsemaan vakavia 

komplikaatioita ja infektio-oireita ennen kuin niistä tuli hengenvaarallisia. Näiden lisäksi 
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reaaliaikaisella big data-analytiikalla mahdollistettiin yleisesti parempia hoitoja ja samalla 

terveydenhuollon ammattilaisille parempi ymmärrys sairaaloiden toiminnasta. 

Työssä saatiin selville, että terveydenhuollon big data ja sen hyödyntäminen perustuu vahvasti 

kahteen tärkeimpään datan lähteeseen: biolääketieteelliseen ja hallinnolliseen dataan. 

Molemmat lähteet tuottavat valtavia määriä dataa esimerkiksi sensoreilla, mittareilla, 

puettavilla laitteilla ja tutkimuksilla. Lähes kaikki potilaihin liittyvä data kuitenkin varastoidaan 

sähköisiin terveystietoihin, jotka toimivat big data -analytiikan mahdollistajana 

terveydenhuollossa. Näiden lisäksi tutkimuksessa huomattiin, että ihmiset tuottavat paljon 

dataa käyttäessään sosiaalista mediaa sekä erilaisia älylaitteita. Tätä dataa pystytään 

hyödyntämään, kun luodaan yhä ennakoivampaa ja potilaskeskeisempää terveydenhuoltoa.  

Koska terveydenhuollossa kerätty data syntyy monista eri lähteistä ja sitä on useassa eri 

muodossa, niistä syntynyttä big dataa on osattava käsitellä oikealla tavalla maksimaalisen 

hyödyn saamiseksi. Tutkimuksessa havaittiin, että big datan analysointi on haastavampaa kuin 

tavallisen datan. Tämä tarkoittaa, että big data -analytiikan mahdollistamiseksi vaaditaan paljon 

suurempaa kapasiteettia sekä kehittyneenpää data-analytiikkaa. Näiden asioiden takia big data 

-analytiikka toimii pullonkaulana ennakoivamman terveydenhuollon kehityksessä. Työssä 

havaittiinkin big datalle ominaisia haasteita, jotka vaikeuttavat sen käyttöä terveydenhuollossa. 

Huomattiin, että terveydenhuollon organisaatioissa big data aiheuttaa paljon ongelmia datan 

varastoinnissa sen määrän, laadun ja vaihtelevuuden takia, mikä taas johtaa sen hintavuuteen. 

Lisäksi valtava datamäärä tuo haasteita sen turvallisuuteen ja ihmisten yksityisyyteen liittyen. 

Hakkeroinnit ja tietoturvamurrot ovat lisääntyneet huimasti datamäärän kasvaessa, mikä 

aiheuttaa haasteita terveydenhuollon organisaatioille pitää potilaiden arkaluontoiset 

potilastiedot turvallisesti varastoituna. 

Tulevaisuutta ei voida ennustaa täydellisesti ja terveydenhuolto ei poikkea tästä mitenkään. 

Kuitenkin, niin kuin tutkimuksessa todettiin, big datan etu piilee sen rajattomissa 

mahdollisuuksissa ja niiden löytäminen on vain ajan kysymys. Terveydenhuollossa pyritään 

päästä yhä lähemmäksi ennakoivampaa ja yksilöllisempää terveydenhuollon mallia, sillä big 

datan analysointi perustuu vahvasti tulevien tapahtumien mallintamiseen. Työssä pohdittiin, 

että tulevaisuudessa ihmisten henkilökohtainen terveydenhuolto alkaisi jo kohdusta ja erilaiset 
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hoitosuunnitelmat jatkuisi läpi elämän. Näin jokaiselle ihmisille mahdollistetaan optimaalisin 

terveys. 

Työssä havaittiin myös, että digitaalisten avustajien, älylaitteiden ja sosiaalisen median dataa 

voidaan hyödyntää tulevaisuudessa ennaltaehkäisemään sairauksia sekä antamaan 

päätöksenteon tukea käyttäjille ja terveydenhuollon ammattilaisille. Tätä muutosta tukee neljäs 

teollinen vallankumous, joka on siirtämässä meidät yhä enemmän terveydenhuollon tasolle 4.0. 

Siinä uudet kädet ja aivot ovat luomassa parempaa tulevaisuutta. Nykyisten tutkimusten ja 

ennustemallien pohjalta voidaan todeta, että yksilöllinen ja ennakoiva terveydenhuolto voi olla 

lähempänä kuin uskomme. Työn tärkeimmät havainnot ja löydökset on tiivistetty alla olevaan 

yhteenvetotaulukkoon (Taulukko 2). 
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Taulukko 2 Yhteenveto työn tärkeimmistä löydöksistä 
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