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Taman kandidaatintutkielman tavoitteena on muodostaa koneoppimiseen perustuva kon-
kurssinennustamismalli. Tutkimus kasittelee konkurssiyrityksen tunnistamista maksuhairioris-
kilta suojautumisen tyokaluna. Aihetta tutkitaan kayttamalla tutkimuskohteena pienia suoma-
laisia palvelualan yrityksia. Tutkimuksessa kasitelldaan mallin muodostamisprosessia seka mal-

lin 1ahtoaineiston kokoamista.

Tutkimuksessa luodaan kohdeyrityksia konkurssi- ja ei-konkurssiyrityksiin luokitteleva kone-
oppimismalli. Luokittelun tarkoituksena on halyttda mahdollisesta konkurssista. Malli luokit-

telee yritykset niiden tilikausien 2016-2018 tilinpaatostiedoista kerdtyn datan perusteella.

Tutkimustuloksena syntyi koneoppimismalli, joka kykeni halyttamaan yrityksen konkurssista
tyydyttavalla tarkkuudella tutkimusaineiston laatuun suhteutettuna. Tutkimuksessa havaittiin
yrityksen taloustilanteesta kolmen vuoden ajalta kertovien tunnuslukujen olevan kayttokel-
poisia muuttujia koneoppimismallin luokittelulle, toisin kuin yrityksen ikdan ja liiketoiminnan

kokoon liittyvat tiedot, joita ei pystytty hyodyntamaan mallissa.
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The aim of this bachelor’s thesis is to form a bankruptcy prediction model based on machine
learning. This research deals with the recognition of bankrupt companies as a means of de-
fending against the risk of default. The topic is examined by using small Finnish service sector
companies as research subjects. The research includes the formation process of the model

and the gathering of the research material.

A classification model is formed for discriminating the research companies into bankrupt and
non-bankrupt companies. The purpose of the classification is to warn of possible bankruptcy.
The model performs the classification of the companies using their financial statement data

from years 2016-2018.

The research resulted in a machine learning model, that could warn of the company’s bank-
ruptcy with decent level of accuracy. It was observed that the companies financial statement
data from the three-year period performed acceptably in the classification model, where as
the company age in months, operating revenue, total assets, and the number of employees

did not.
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1. Johdanto

Tama tutkimus kasittelee konkurssiyrityksen tunnistamista koneoppimismallilla tapahtuvan
ennustamisen avulla. Tutkimuksen tavoitteena on toimia esitydona koneoppimiseen perustu-
vaa konkurssinennustamismallia luovalle taholle. Konkurssi on yksi pahimpia asioita, joihin
elinkeinoelamassa voi tormata ja siksi sen ennustaminen seka konkurssin oireiden tunnista-
minen on tarkea tutkimuskohde (Lehtonen, Laitinen & Immonen 1991, 13). Konkurssin ennus-
taminen on lisdksi ajankohtainen tutkimuskohde juuri nyt, silld koronapandemian aikana mo-
net yritykset tulevat olemaan maksukyvyttomyysriskin alaisina (Valtioneuvosto 2020). Kon-
kurssin ennustamista koneoppimisen avulla on kasitelty jo aiemmissa tutkimuksissa, joissa ko-
neoppimismallia on esimerkiksi vertailtu jonkinlaiseen tilastolliseen malliin (Aziz & Dar 2006;
Kasgari, Salehnezhad & Fatemeh 2013). Toisissa tutkimuksissa esitellyt mallit on todettu te-
hokkaiksi verrattuna tilastollisiin malleihin, mutta tutkimuksissa ei ole kasitelty milla perustein
mallit on muodostettu ja miten ne toimivat (Pompe & Bilderbeek 2005). Tassa tutkimuksessa
kasitelldaan nimenomaan koneoppimista luomalla kolme siihen perustuvaa mallia ja tutkimalla
niistd, mitka tiedot toimivat parhaiten mallin selittdavind muuttujina ja pureudutaan samalla

yleisesti koneoppimismallin muodostamiseen.

Suomi on pienten yritysten maa. Mikroyritykset ovat pienia yrityksia, joissa on alle kymmenen
tyontekijaa. Mikroyritysten osuus Suomen kaikista yrityksista on vuonna 2018 ollut 93 pro-
senttia. Alle 50, mutta yli kymmenen henkilon yrityksia on ollut 5,8 prosenttia kaikista yrityk-
sista vuonna 2018. Yhteensa alle 50 henkilon ja alle 10 henkilon yrityksid on ollut 282 392.
(Tilastokeskus 2018) Yksityisten palvelualan yritysten merkitys Suomen kansantaloudelle on
hyvin suuri ja samanlainen trendi on havaittavissa kaikissa kehittyneissa maissa. Yksityiset pal-
velut ilman kaupanalaa tuottivat 43 prosenttia Suomen bruttokansantuotteesta vuonna 2020.
Palvelualoilla (pois lukien kaupanala) tydskenteli noin 800 000 henkil6d vuonna 2019. (Palve-
lualojen tyonantajat ry 2020) Huhti-toukokuussa 2020 liikevaihdon muutoksen mediaani pal-
velualoilla oli 20 prosenttia. Palvelualojen tyonantajat ry:n 24.4.2020 julkaistussa PALTA:n ja-
senkyselyyn perustuvassa tiedotteessa koronakriisin vaikutuksista kdy ilmi, ettd 78 prosenttia

yrityksistd arvioi lilkevaihdon laskevan huhti-toukokuussa 2020 keskimaarin 30 prosenttia, yh-



teensa 64 prosenttia vastaajista on lomauttanut tai tulee lomauttamaan henkilost6a (lomau-
tukset koskevat keskimaarin noin puolta henkilostosta), kuusi prosenttia yrityksista on irtisa-
nonut henkildstda ja 11 prosenttia sanoo tulevansa irtisanomaan seuraavan kahden kuukau-
den kuluttua. Yrityksista kahdeksan prosenttia arvioi olevansa konkurssiriskissa kolmen kuu-
kauden kuluttua kyselyn julkaisusta ja yksi prosentti kertoo lopettavansa toiminnan. (Palvelu-

alojen tyonantajat ry 2020)

Naista syista johtuen nama yritykset ovat ajankohtainen tutkimusaineisto tehokkaalle kon-
kurssinennustamismallille. Tutkimuksessa selvitetdaan, saadaanko naista yrityksista keratysta
aineistosta koostettua toimiva ennustusmalli ja mitka ovat oleellisimpia aineistoon kerattavia
muuttujia konkurssinennustamisen kannalta. Vaikka vain pieni osa kohdeyrityksista on kohon-
neen maksukyvyttomyysriskin alaisina, koskettaa aihe lahes kaikkia yrityksid, silla konkurssin
ennustaminen on tehokas keino suojautua myos tarkeiden yritysasiakkaiden ja toimittajien

konkursseilta, jotka voivat johtaa esimerkiksi luottotappioihin tai toimituskatkoksiin.

1.1 Tutkimuksen tavoitteet ja tutkimuskysymykset

Konkurssi on yksi talouselaman vakavimpia ilmidita ja sen aiheuttamat vahingot kaikille yrityk-
sen sidosryhmille ovat usein sita suuremmat, mita myohdisemmassa vaiheessa yritys ajautuu
konkurssiin. (Laitinen & Laitinen 2004, 19) Yrityksen ajautuminen kriisiin ja viime kddessa kon-
kurssiin taas johtuu usein siita, ettei silla tai sen sidosryhmilla ole kaytettavissaan tehokasta
halytysjarjestelmaa varoittamaan kriisista (Niskanen & Niskanen 2004, 19). Siksi konkurssiyri-
tyksen tunnistamisen tulisi olla mahdollista luotettavasti ja varhaisessa vaiheessa. Taman tut-
kimuksen tavoitteena on tutkia empiirisesti, miten yrityksen oman tai liikekumppanin lahes-
tyvan konkurssin voi tunnistaa kadyttden ennustamismenetelmana koneoppimismallia. Jotta

tdhan tavoitteeseen paastdan, tassa tutkimuksessa selvitetdan:

Kuinka tehokkaasti koneoppimismalli ennustaa konkurssin kolmen tilikauden kannattavuu-

den, vakavaraisuuden ja maksukyvyn tunnuslukujen perusteella?

Lisaksi tyossa vastataan kahteen alatutkimuskysymykseen samasta aiheesta, eli koneoppimis-

mallin luokittelusta:



Miten yrityksen liikevaihto ja taseen loppusumma eri tilikausilta vaikuttavat koneoppimismal-

lin tehokkuuteen konkurssinennustamisessa?

Miten yrityksen henkiléstémddrd ja yrityksen ikd kuukausissa vaikuttavat koneoppimismallin

tehokkuuteen konkurssinennustamisessa?

Tutkimuksen empiriaosassa luodaan kolme koneoppimismallia. Tutkimusongelmien vastauk-
set johdetaan kaytanndssa siita mitka selittdvat muuttujat yhdessa tuottavat parhaan mallin

ja mitka tekijat ovat oleellisimpia mallien tehokkaan toiminnan kannalta.

1.2 Tutkimuksen rajaukset

Tutkimuksessa keskitytddan koneoppimismallin kdyttoon konkurssin ennustamisessa. Muita
konkurssinennustamismenetelmia sivutaan vain johdantona koneoppimismallin hyédyntami-
seen, eivatka ne ole keskeisena osana tutkimuksessa. Tutkimuksessa on myos keskitytty ku-
vaamaan konkurssiyrityksen tunnistamista vain konkurssinennustamisen avulla ja muita ta-
poja tunnistaa konkurssiyritys sivutaan vain tarvittaessa. Tutkimus ei esimerkiksi kasittele laa-
dullisia keinoja tunnistaa mahdollinen konkurssiyritys, vaikka tatakin aihetta sivutaan lyhyesti.
Tallaisia laadullisia keinoja ovat esimerkiksi tarkkailla pimittaako yritys tilinpaatostietojaan,
koska talla toiminnalla on usein syy maksuhairiotilanteessa (Laakso et al. 2010, 71). Tutkimuk-
sessa on rajattu teorian ja tulosten kasittely pitkalti siten, ettd ne olisivat tutkittavien eli suo-
malaisten yritysten nakokulmasta oleellista. Tutkimus ei esimerkiksi kasittele minkalainen on
eurooppalainen peruskonkurssi. Taman tutkimuksen koneoppimismallin luomisen lahdeai-
neistoksi on valittu alle 50 henkilon yrityksia palvelualoilta, koska ne ovat kiinnostava tutki-
muskohde kansantaloudellisen merkityksensa vuoksi ja alojen tyonantajajarjesto olettaa kon-
kurssiriskin olevan mahdollisesti kasvussa kohdeaineistossa (Palvelualojen tyonantajat ry
2020). Siksi yhtena ndakokulmana tutkimukseen on my®6s yritysjohdon tai luotonantajan tarve

ja resurssit suojautua oman yrityksen tai liikekumppanin maksuhairioriskilta.



1.3 Teoreettinen viitekehys

Taman tyon teoreettinen viitekehys ja keskeiset teemat muodostuvat siitd, miten konkurssi-
riski ennustetaan, mitka tekijat ennustamiseen vaikuttavat ja mitka ovat aihealueen keskeiset
kasitteet. Teoreettinen viitekehys ja keskeiset teemat on havainnollistettu kuvassa 1. Kon-
kurssi eli tuomioistuinmenettely, jossa yrityksen liiketoiminta ajetaan alas ja varat jaetaan vel-
kojien kesken, on aihealueen keskeisin kasite. Uudemmassa suomalaisessa konkurssinennus-
tamista kasittelevassa kirjallisuudessa puhutaan usein maksukyvyttomyydesta tai rahoituskrii-
sistd, koska maksukyvyttomyysprosessiin on tullut myéhemmin osaksi myds yrityssaneeraus
(Laitinen & Laitinen 2004, 19). Konkurssiin johtavat syyt tarkoittavat yrityksen toiminnan sisai-
sia, kuten liiketoimintaan ja hallintoon liittyvid ongelmia, jotka aiheuttavat konkurssin oireet,
eli yrityksen tilinpaatostietoihin heijastuvat muutokset. Juuri konkurssin oireet ja niiden tul-

kinta on keskeistad konkurssin ennustamisessa. (Lehtonen et al. 1991, 15-16)

Kuva 1 Teoreettinen viitekehys ja keskeiset teemat

Konkurssi sekd konkurssin oireet, syyt ja riskitekijat
Kirjallisuus Ennustusmenetelmat, tilastollinen ennustaminen ja tekoaly Ennustus-
ja tutkimus malli

Tilinpaatasaineisto ja tilinpdatéksen tulkinta

Koneoppiminen

Ennustamisessa eraita oleellisimpia kadsitteita ovat muuttuja, malli seka menetelma. Muuttuja
viittaa ennustamisessa kaytettyyn aineistosta johdettuun mittariin, esimerkiksi tilinpaatoksen
tunnuslukuun. Malli viittaa muuttujien muodostamaan kokonaisuuteen. Menetelma viittaa
sithen millaisia malliin kdytetyt muuttujat ja aineisto ovat luonteeltaan, esimerkiksi laadullisia
tai maarallisid. Yleisesti mallit perustuvat tilinpaatoksen tunnuslukujen tulkintaan. (Aziz & Dar
2006) Tunnuslukuina kdytetdan pdaasiassa erilaisia taseesta ja tuloslaskelmasta johdettuja yri-
tyksen kannattavuuden, maksukykyisyyden ja vakavaraisuuden tasoa mittaavia suhdelukuja.
Lyhyesti, kannattavuus kuvaa yrityksen kykya tuottaa voittoa, vakavaraisuus kuvaa yrityksen
velkaantuneisuutta ja maksukykyisyys yrityksen kykya selviytya lyhyen aikavélin velvoitteis-

taan. (Laakso et al. 2010, 19; Laitinen 1990, 171)



Koneoppiminen on erds konkurssinennustamismenetelmad. Koneoppimisen menetelmassa
opetetaan eldimen aivojen oppimista jaljittelevda matemaattinen neuroverkko luokittelemaan
yrityksia konkurssi ja ei-konkurssiyrityksiin, eli toimimaan konkurssinennustamismallina. Ta-
han opetettuun malliin syotetaan muuttujina tilinpaatostietoja, kuten tilastollisissa ennustus-
menetelmissa. (Aziz & Dar 2006; lturriagan & Sanz 2015; Pompe & Bilderbeek 2005; Kasgari
et al. 2013) Koneoppimismallin suorittamaa luokittelua mitataan erilaisin mittarien, joita ovat
muun muassa ennustustarkkuus, herkkyys ja AUC (area under curve). N&illa mittareilla pyri-

taan arvioimaan mallin luotettavuutta ja kayttokelpoisuutta. (Powers 2008)

Konkurssin ennustamisen kentdllda on my6ds muita teoreettisia ja empiirisia tutkimuksia, jotka
kasittelevat juuri konkurssinennustamista koneoppimismallin avulla. Vaikka aihetta on kasi-
telty jo laajasti Suomessa ja kansainvalisesti, ei tdman tutkimuksen tutkimuskysymysta, tutki-
musaineistoa ja empiirista menetelmaa vastaavaa tyota ole tehty. Kaikki laadukas ja huolelli-
sesti tuotettu tieto voi olla arvokasta menetelmien kehittamisen kannalta, joten tutkimus on

silta osin perusteltu.

1.4 Tutkimusmenetelmd ja -aineisto

Tutkimus on toteutettu maarallisena eli kvantitatiivisena tutkimuksena. Konkurssin ennusta-
minen yritysten tilinpdatostietojen perusteella on hyvin yleinen tutkimuskohde. Tassa tydssa
kdytetdaan koneoppimiseen perustuvaa mallia konkurssiyritysten tunnistamiseen. Analytiik-
kaymparistd RapidMiner muodostaa tutkimusaineistosta ohjatun oppimisen (supervised lear-
ning) periaatteella toimivan koneoppimismallin, joka luokittelee yritykset konkurssiyrityksiin
ja ei-konkurssiyrityksiin. Mallin luokittelun tehokkuutta tulkitaan virhematriisin ja siita muo-
dostettujen suorituskyvyn mittareiden, kuten ennustustarkkuuden avulla. Lisdksi tulkitaan
mallin eri syottotiedoille antamia painoarvoja ja mitka tiedot vaikuttavat merkittavimmin mal-

lin antamiin tuloksiin.

Tutkimusaineisto on keratty Amadeus-tietokannasta saatavilla olevista yritysten tilinpaatos-
tiedoista vuosilta 2016—2018. Tutkimusaineisto on valikoitu rajaamalla hakutulokset tiettyihin

palvelualan yrityksiin toimialaluokituksien avulla ja rajaamalla yritysten koko pieniin yrityksiin.



Yrityksista kerataan kannattavuutta, omavaraisuutta ja maksuvalmiutta kuvaavia tunnuslu-
kuja eri vuosilta, yrityksen liikevaihto, taseen loppusumma seka yrityksen tyontekijoiden
maara eri vuosilta ja yrityksen ika kuukausissa eli toimintakuukaudet. Otosjoukon koko on yh-
teensa 110 yritysta sadan yrityksen ollessa minimimaara koneoppimismallin opettamiselle ja
testaamiselle tyohon valitussa analytiikkaymparistossa. Tutkimuksessa kokeillaan samalla siis

rajoja siita, kuinka pienella aineistolla toimivan koneoppimismallin voi muodostaa.

1.5 Tutkimuksen rakenne

Tutkimuksen johdannossa kasitelldan tutkimusongelma, teoreettinen viitekehys, tutkimuksen
rajaukset seka tutkimusmenetelma- ja aineisto lyhyesti. Taman jalkeen tutkimuksen teoria-
osuudessa esitellaan tutkimuksen aiheen kannalta olennaiset asiat, eli konkurssi, konkurssin
syyt ja oireet seka konkurssin ennustaminen. Seuraavaksi esitellddan tyon kvantitatiivinen tut-
kimusmenetelma seka koneoppimismallin luomisen, kayttamisen ja ymmartamisen kannalta

olennaisia asioita. Teoriaosassa esitelladn myos tutkimusaineisto ja sen kerdaaminen.

Empiriaosiossa selitetddan mallin luomisen prosessia ja tarkastellaan prosessissa syntyneita
malleja seka perusteellaan tehtyja valintoja. Johtopaatdksissa analysoidaan lopulta syntynytta
mallia ja pohditaan kriittisesti mitka valinnat ovat tai eivat ole onnistuneita seka mita valintoja
mallin ja tutkimusaineiston muodostamisessa olisi tutkimuksen perusteella syyta ottaa huo-
mioon. Johtopaatoksissa myos tiivistetdan ja sovitetaan empiriaosassa syntyneet tutkimustu-
lokset vastaamaan tutkimusongelmissa esitettyihin kysymyksiin. Tutkimuksen lopussa tarkas-

tellaan kiinnostavia jatkotutkimuksen ja tarkastelun aiheita.



2. Konkurssiin ajautuminen ja konkurssin syyt

Konkurssi on menettely, jossa velkojat jakavat velallisen varallisuuden yhdelld kertaa saata-
viensa suuruuden suhteessa tuomioistuimen paatoksen nojalla. Konkurssia hakee useimmiten
velkoja, mutta myos itse velallinen voi hakea yrityksen konkurssiin. Velkojan hakiessa yritysta
konkurssiin saatavan on oltava selva, riidaton ja maksettavaksi eraantynyt, ja tuomioistuimen
on tutkittava konkurssiin asettamisen edellytykset ennen kuin se vahvistaa konkurssin alka-
neeksi. Tuomioistuin maaraa velkojien ehdotuksesta pesdanhoitajan, joka ottaa selvittddkseen
ja lopettaakseen velallisen liiketoiminnan ja jakaa kertyneet varat velkojille. (Laitinen & Laiti-

nen 2004, 19)

Huonosti kannattavan liiketoiminnan jatkaminen ja konkurssin pitkittaminen yleensa vain li-
saa tappiota. Jos yrityksella ei ole realistisia toimintaedellytyksia, kannattaa sen toiminta lo-
pettaa, kun selkea halytys konkurssista saadaan. Jos yrityksellda on mahdollisuus uudistaa toi-
mintaansa kannattavaksi, on muutoksia syyta tehda nopeasti. (Laitinen & Laitinen 2004, 19)
Konkurssi on yksi pahimpia asioita, joihin elinkeinoeldamassa voi tormata ja siksi on tarkeaa
oppia tunnistamaan konkurssioireita ja arvioida miten todennakéisesti ja miten nopeasti oi-
reet voivat johtaa konkurssiin. Konkurssi on kohtalokas sen kohteeksi joutuneelle velalliselle.
Konkurssi merkitsee tappiota luotonantajille, ja tietda menetyksia yrityksen kaikille sidosryh-

mille ja yhteiskunnallekin. (Lehtonen et al. 1991, 13).

2.1 Konkurssin varhaiset varoittajat ja riskitekijét

Konkurssin ennustamisessa on tarkeda ymmartaa yrityksen konkurssikehitysta ja sen etene-
mistd. Konkurssikehitykseen johtavia syita kutsutaan varhaisiksi varoittajiksi. Konkurssilla on
usein seka yrityksen sisdisia etta ulkoisia syita. Suurin osa konkursseista johtuu yrityksen oman
toiminnan seurauksista, ja niiden havaitseminen vaatii yrityksen rakenteen ja toiminnan tun-
temusta. Siksi varhaisia varoittajia on vaikea havaita ulkoapain ja usein hankala mitata numee-
risesti. Seuraavana konkurssikehityksessa syiden jalkeen tulevat oireet, joilla tarkoitetaan kon-
kurssiin johtavien syiden heijastumista yrityksen tilinpaatostietoihin. Oireita kutsutaan myos

my0ohaisiksi varoittajiksi. (Lehtonen et al. 1991, 15-16)



Maksukyvyttémyys yleisesti jaetaan usein vaiheisiin, joista ensimmainen on maksukyvytto-
myysprosessin kaynnistyminen. Tassa vaiheessa huonoa kehitysta on usein vaikea enda py-
sayttda ja yritys on siirtynyt oireilevaan vaiheeseen. (Laakso et al. 2010, 55) Jos yrityksen kon-
kurssin haluaisi havaita mahdollisimman varhaisessa vaiheessa, olisi ennustusmalli rakennet-
tava siten, etta se keskittyisi konkurssin syihin. Tallainen malli on kuitenkin erittdin vaikea ke-
hittaa, koska syyt ovat hankalasti tunnistettavissa ja mitattavissa. Tasta syysta useimmat kon-
kurssista varoittavat halytysjarjestelmat ja ennustusmallit perustuvat oireiden eli tilinpaatos-

tietojen tulkintaan. (Laitinen & Laitinen 2004, 20)

Yritysjohdon on syyta oppia tunnistamaan konkurssin varhaisia varoittajia, jotta niihin voidaan
reagoida ajoissa. Jos yrityksen johto pystyy havaitsemaan uhkaavan kriisin jo ennen varsinais-
ten oireiden nakymistd, voi yritys selvita tilanteesta pelkalld toiminnan oikaisemisella. (Laiti-
nen & Laitinen 2004, 20) Tata maksukyvyttémyyden toista vaihetta kuvaa yleensa tulorahoi-
tuksen heikkeneminen, joka kaynnistda yrityksen velkaantumisen. Toiminnan oikaiseminen
tarkoittaa silloin yrityksen kannattavuuden parantamista, jotta prosessi pysahtyisi. (Laakso et
al. 2010, 53) Tama voi olla kuitenkin vaikeaa silla juuri johdon kyvykkyys tai sen puute on yksi

tarkeimmista konkurssiin johtavista syista (Lehtonen et al. 1991, 16).

Yrityksen johdon tai yrittdjaomistajan kyvyt, tiedot, taidot sekd motivaatio ovat tarkeita kai-
kenkokaisille yrityksille, mutta erityisen kohtalokasta huono johtaminen on pienille yrityksille.
Huonoa johtamista on usein vaikea parantaa. Huolimaton tai heikosti hoidettu laskentatoimi,
yritysrahoitus tai budjetointi vievat yrityksen nopeasti talousvaikeuksiin. Levaperaisesti hoi-
dettu taloushallinto on my0s usein varoitusmerkki tilanteesta, jossa yrityksen toimintaan saat-
taa liittya taloudellista eparehellisyytta ja epamaaraisyytta. Toimiala on toinen helposti tun-
nistettava riskitekija. Vaikealla toimialalla aloittavan tai toimivan yrityksen ammattitaidon, lii-
keidean seka rahoitusaseman on syyta olla kunnossa. (Lehtonen et al. 1991, 16—17) Suomalai-
sessa peruskonkurssissa verottaja tai pankkivelkoja hakee pienen tai keskisuuren rakennus-,
kuljetus-, tai informaatioalan yrityksen konkurssiin. Nama ovatkin esimerkkeja erittdin haas-

tavista toimialoista. (Koulu, Lindfors & Niemi 2019)

Yrityksen nopea kasvu myynti- ja tuotantokapasiteetin nostamisen ja investointien myo6ta seka

suuret yritystd laajentavat projektit voivat ajaa yrityksen kriisiin. Hallitsematon kasvu varoittaa



lahestyvasta konkurssista usein jo varhaisessa vaiheessa, mutta merkit voi olla vaikea tunnis-
taa. Tilitoimistoilla, tilintarkastustoimistoilla ja laki- ja asianajotoimistoilla on yleisesti hyvin
kattava asiantuntemus liiketoiminnasta oman alansa nakokulmasta. Siksi yritys tai yrittdja,
joka toimii taysin ilman asiantuntijoiden ndkemysta, on aina suuremmassa riskissa ajautua ta-
loudellisiin vaikeuksiin, ellei johdon tai yrittdjan tietotaito ole riittavan hyva. (Lehtonen et al.

1991, 17)

Riittdmaton alkupddoma seka voimakas velkaantuminen rahoituslaitoksille ja toimittajille ovat
aina riskitekijoita, samoin vanhentunut tai laaduton tuotevalikoima ja yleinen kysynnan puute,
joihin tuotantovaikeudet, teknisen tason puute, sekd myyntivaikeudet johtavat. Kannattama-
ton yritys voi toimia vain niin kauan, kun yrityksellda on pddomaa tai luottoa. (Laakso et al.
2010, 72) Suomalaisessa peruskonkurssissa yritys on usein jo hyvin velkaantunut ja varat on
jo lahes kokonaan havinneet. Tavallisten velkojien saama jako-osuus on usein alle kymmenen

prosenttia. (Koulu et al. 2019)

Kilpailutilanne on normaalisti suurimpia ulkopuolisia riskitekijoita yritykselle. Uuden kilpailijan
tai kansainvalisen kilpailijan markkinoille tulo tai esimerkiksi kilpailijoiden fuusio ovat yrityk-
selle epdedullisia muutoksia. Suuren asiakkaan aiheuttama luottotappio tai menettaminen on
my0s ulkoinen konkurssitekija, mutta myos niihin tilanteisiin pitdisi yrityksen varautua sisai-
sesti. (Lehtonen et al. 1991, 20-21) Toinen yleinen riskitekija on suhdannemuutokset, jotka
kuitenkin vaikuttavat eri toimialoilla eri tavoin. Pateva johto osaa kuitenkin varautua talouden
normaaleihin suhdannevaihteluihin. Vuonna 2019 alkanut koronaviruskriisi on osoittanut ta-
louselamadan vaikuttavien odottamattomien poliittisten ja yhteiskunnallisten riskien merkityk-
sen. Naiden kriisien ennakoiminen on vaikeaa ja niihin voi olla hankala varautua, mutta ne
yritykset, jotka ovat varautuneet paremmin esimerkiksi tavalliseen suhdannevaihteluun to-
denndkoisesti parjaavat paremmin myos suuremmassa kriisissa (Fahlenbrach, Rageth & Stulz

2020).

Yritysten idlla on myos todettu olevan yhteys konkurssiriskiin, vanhemmilla yrityksilla on ylei-
sesti pienempi riski ajautua konkurssiin (Altman 1993). Konkurssi on merkittava riski juuri toi-
mintansa aloittaneilla ja alle viisi vuotta toiminnassa olleilla yrityksilla, ja nadihin yrityksiin on

syyta kiinnittda erityistd huomiota maksukyvyttomyyttd ennustaessa (Laitinen & Laitinen
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2004, 39-41). Pompe ja Bilderbeek totesivat tutkimuksessaan myds yrityksen nuoren ian vai-
keuttavan konkurssin ennustamista. Nuorilla yrityksilla konkurssit nayttivat olevan yllattavam-
pia eivatka oireet usein olleet selkeasti nakyneet yritysten tilinpdaatostiedoissa ennen konkurs-

sia. (Pompe & Bilderbeek 2005; Laakso et al. 2010, 75)

Konkurssiin on yleensa aina useampia syitd, ja usein ne ovat yrityksen sisadisia. Suurin syy kon-
kursseihin on heikko tai passiivinen yritysjohto, joka ei reagoi muutoksiin tarpeeksi ajoissa.
Huono johtaminen heijastuu aina muihin yrityksen osa-alueisiin, kuten myyntiin, tuotantoon,
hallintoon ja rahoitukseen. Pienyritykset ovat erilaisessa asemassa kuin suuret siind mielessa,
ettei niilld yleensa ole kdytossdan laajaa eri talouden alojen ammattilaisista koostuvaa henki-
|6stdpohjaa, joiden asiantuntemus voisi suojata yrityksen toimintaa konkurssilta. Pienilla yri-
tyksilla ei kuitenkaan yleensa ole samanlaista asiantuntemuksen tarvetta, joka suuremmalle
organisaatiolle olisi valttamatonta menestyksen kannalta. Johdon vahva perusosaaminen,
motivaatio seka asiantuntijoiden kaytto tarvittaessa yleensa riittavat pienille yrityksille. (Leh-

tonen et al. 1991, 20)
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3. Konkurssin ennustaminen

Karkeasti jaoteltuna konkurssin ennustaminen jakautuu kahteen koulukuntaan, rakenteelli-
seen ja empiiriseen. Rakenteellisissa menetelmissa yritysten liiketaloudellisia ominaisuuksia
mallinnetaan ja analysoidaan konkurssin todennadkdisyyden arvioimiseksi, esimerkiksi jos yri-
tyksen tuotannontekijoiden arvo putoaa alle ennalta maaratyn rajan (Fabozzi, Chen, Hu & Pan
2010). Empiirisissd menetelmissa konkurssia ennustetaan kayttamalla yrityksestad saatua da-
taa, esimerkiksi yrityksen tilinpdatostietoja (lturriaga & Sanz, 2015). Konkurssin ennustami-
seen kdytetyt empiiriset menetelmat perustuvat oireiden, eli yrityksen tilinpaatostiedoissa na-
kyvien muutoksien tulkintaan. Ennustusmallien luominen perustuu olettamaan siita, etta Ia-
hestyvan konkurssin uhatessa yritysta sen tilinpaatostiedot poikkeavat toimintaansa jatkavan
yrityksen tiedoista systemaattisella tavalla muutamia vuosia ennen konkurssia. Tama koskee
seka tilastollisia- ettd koneoppimismalleja. Menetelmat keskittyvat siis nimenomaan konkurs-
sin oireiden selvittdmiseen ja aineistona niissa kaytetaan yleensa saman verran konkurssi ja

ei-konkurssiyrityksia. (Laitinen & Laitinen 2004, 19-21; Laakso et al. 2010, 67)

Konkurssin ennustamisen empiiriset menetelmat voidaan jakaa kolmeen ryhmaan: tilastolliset
menetelmat, keinodlyyn perustuvat tietokoneavusteiset menetelmat ja teoreettiset menetel-
mat. Klassiset tilastolliset menetelmat pitavat sisallaan yksittaisiin tunnuslukuihin seka ylei-
semmat useiden tunnuslukujen informaatiota yhdisteleviin yhdistelmalukuihin (kutsutaan
usein z-luvuiksi) perustuvat menetelmat. (Aziz & Dar 2006) Beaverin (1966) yksimuuttujamalli
keskittyi selittdmaan miten tietyt tunnusluvut ja kertoimet kuten velkavipu, sijoitetun paa-
oman tuottoprosentti ja maksuvalmius huononivat yritysten kulkiessa kohti konkurssia. Alt-
man (1968) ja Ohlson (1980) kayttivat lineaarisia malleja, jotka luokittelivat yrityksia kayttaen
tilinpdatostietoja mallien selittavind muuttujina. Nadiden tutkijoiden mallit havaitsivat muun
muassa milld tunnusluvuilla on tilastollisesti merkitseva yhteys konkurssiin. Tilastolliseen yh-

teyteen liittyy olennaisesti korrelaatiokerroin ja selitysaste.

Korrelaatiokertoimella tutkitaan muuttujien valisia riippuvuuksia. Kahden muuttujan valiselle
riippuvuudelle muodostetaan kaava, jolla tutkitaan niiden saamia arvoja pareittain. Yleinen
kaytetty kaava on Pearsonin korrelaatiokerroin, eli tulomomenttikerroin. Korrelaatiokerroin

vaihtelee valilld -1 ja 1, positiivinen luku kuvaa muuttujien positiivista yhteyttd, toinen kasvaa
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toisen kasvaessa. Negatiivinen luku taas kuvaa negatiivista yhteyttd, toinen kasvaa toisen va-
hetessa. Kertoimen arvo 0 kertoo ettei riippuvuutta kdytdanndssa ole lainkaan. Selitysaste taas
saadaan korottamalla korrelaatiokertoimen arvo toiseen potenssiin ja se ilmoitetaan usein
prosenttina. Selitysaste ilmoittaa kaytannodssa kuinka suuren osan selittdva muuttuja voi selit-
taa selitettavan muuttujan muutoksesta. Esimerkiksi jos selittdvan muuttujan X korrelaatio-
kerroin selitettavalle muuttujalle Y on 0,4 eli 40 %, tama tarkoittaa, etta 40 % Y:n vaihtelusta

voidaan selittdad muuttujalla X. (Heikkild 2014, 91-92)

Teoreettiset konkurssinennustamismenetelmat tahtadvat muista menetelmista poiketen kon-
kurssin syiden selvittdmiseen oireiden tunnistamisen sijasta. Ne ovat luonteeltaan laadullisia
ja niiden lahtotietoina kdytetaan yrityksesta saatua informaatiota, joka vastaa teoreettista na-
kemysta yrityksen konkurssista, jonka teoria esittdaa. Ne perustuvat yleensa useampaan muut-
tujaan ja saattavat sisaltaa tilastollista tukea teoreettiselle nakemykselleen. (Aziz & Dar 2006)
Teoreettisen menetelman yhdistaminen myds koneoppimismallilla tapahtuvaan ennustami-
seen on mahdollista ja mallin ennustustarkkuus voisi mahdollisesti olla hyva, mutta laadullisen
tiedon kerdaaminen yrityksista voi olla hyvin kallis ja aikaa vieva prosessi, joten tassa tutkimuk-

sessa niin ei tehda.

Koneoppimismalleihin voidaan siis syottdaa myos yrityksen taustatietoja, kuten esimerkiksi yri-
tyksen ikd, toimiala, koko ja sijainti (Niskanen & Niskanen 2004, 31). Ika voidaan ilmoittaa kuu-
kausissa tai vuosissa, toimiala esimerkiksi toimialatunnuksena, koko taas voidaan ilmoittaa
esimerkiksi luokkana tai tyontekijoiden maarana, mutta se sisaltyy osin myds tilinpaatéstun-
nuslukuihin kuten liikevaihtoon ja taseen loppusummaan. Paras tulos voidaan saavuttaa, kun
naitd yhdistetddan samaan malliin taloudellisten toimintaedellytysten kanssa (Laakso et al.
2010, 68). Malliin olisi myds mahdollista syottaa yrityksen tilinpdatostietoja vastaavan ajan
makrotaloudellisia lukuja. Konkurssiriskiin yleisesti vaikuttavia makrotaloudellisia tekijoita
ovat suhdanne, jota mitataan usein bruttokansantuotteen kasvunopeudella, inflaatio, joka voi
sekd hyodyttda etta haitata yritysta ja rahoitusmarkkinoiden kireys, jota voidaan mitata esi-

merkiksi valtion obligaatioiden korolla (Niskanen & Niskanen 2004, 45-46).

Tyypillisen konkurssiyrityksen tilinpaatostietojen oletetaan olevan tunnistettavissa ei-kon-

kurssiyrityksesta siten, ettd koneoppimismalli voi oppia yleistamaan yrityksen tehokkaasti
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konkurssiyritykseksi opetukseen kdytetyn aineiston perusteella, yhta tehokkaasti kuin tilastol-
linenkin malli (Kasgari et al. 2013). Koneoppimismalli ei kuitenkaan muodosta ennustetta sa-
malla tavoin kuin tilastollinen malli, joissa selittavien muuttujien, tdssa tapauksessa tunnuslu-
kujen selitysaste on aina lineaarinen. Koneoppimismalli voi tehda myos epalineaarisia yleis-
tyksid tunnusluvuista. (lturriaga & Sanz 2015) Tilastollisiin menetelmiin peilaten keinodlyme-
netelmat ovat usein monimuuttujallisia luonteeltaan. Monelta osin nama menetelmat ovat
luonnollisia tietotekniikkaa soveltavia jatkumoita tilastollisille ennustusmenetelmille ja ne
kayttavat hyvin samanlaisia matemaattisia sovellutuksia, joskin usein hienostuneempia. (Aziz

& Dar 2006)
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4. Tutkimusmenetelma ja tutkimusaineisto

Tutkimuksen empiriaosio on toteutettu maarallisen eli kvantitatiivisen tutkimuksen keinoin.
Kvantitatiivinen menetelma on luonnollinen valinta, silla tutkimuskysymyksiin vastaamiseen
kaytettava tieto on lahes taysin maarallista tilastotietoa. Tama johtuu siita, ettd konkurssin
oireet nakyvat yrityksen taloustiedoissa, eli maarallisessa tiedossa, kun taas konkurssin syyt
ovat laadullista tietoa, mutta niihin on hyvin vaikea paasta kasiksi yrityksen ulkopuolelta (Leh-
tonen et al. 1991, 15-16). Sama lainalaisuus patee myds tahan tutkimukseen. Maarallisena

aineistona tutkimuksessa kaytetdaan Amadeus-tietokannasta kerattya tilastollista dataa.

Useita muuttujia sisaltavien konkurssinennustamismallien tehokkuutta heikentaa se, etta
mallissa olevien muuttujien tilastollinen merkitsevyys vaihtelee maksukyvyttomyysprosessin
aikana, eli konkurssin lahestyessa (Zavgren & Friedman 1988; Balcaen & Ooghe 2006) Kon-
kurssin lahestyessa kannattavuuden merkitys heikkenee, samalla kun vakavaraisuuden merki-
tys kasvaa. Maksukykyisyyden merkitys kasvaa kaikista eniten lahestyttdessa konkurssia.
(Laakso et al. 2010, 68) Tasta johtuen malliin sy6tetdan eri vuosien tunnusluvut eri muuttujina.
Koska tama tehostaa tunnuslukujen merkitsevyyttd, voidaan nain pitaa eri tunnuslukujen
maara pienempand, kunhan tunnusluvut ovat saatavilla useammalta vuodelta. Tassa tutki-
muksessa ne on keratty kolmelta vuodelta. Talla pyritdan siihen, ettd mallin tarvitsema ai-

neisto olisi mahdollisimman helposti saatavilla.

4.1 Selittdvdt muuttujat eli tunnusluvut ja taustatiedot

Suurin osa konkurssinennustamismalleista pohjautuu empiirisin perustein valittuihin muuttu-
jiin. Ensin suoritetaan esivalinta, joka perustuu esimerkiksi tunnuslukujen aikaisempaan te-
hokkuuteen selittavind muuttujina, yleiseen kdyttoon tai saatavuuteen. Mukaan voidaan ot-
taa myos muuttujia, joita halutaan erikseen testata. Lopullisessa valinnassa muuttujista ote-
taan huomioon, miten niiden tilastolliset ominaisuudet vastaavat kaytettdvien menetelmien
ominaisuuksia, millainen on muuttujien yhteinen ennustamiskyky ja millainen on niiden en-
nustamiskyvyn aikajanne. (Niskanen & Niskanen 2004, 169-170; Laitinen 1990, 118—119) Kon-

kurssinennustusmallille annettavat tilinpaatéksen tunnusluvut valitaan malliin siten, etta nii-
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den selittdmisvoima konkurssinennustamisessa on mahdollisimman suuri, mutta ne eivat si-
salla merkittavasti paallekkaista informaatiota. (Laakso et al. 2010, 71) Tunnuslukujen valin-
nassa suurimpana rajoituksena tassa tutkimuksessa on datan saatavuus. Valitun tunnusluku-
joukon on oltava sellainen, etta tiedot on mahdollista |0ytaa kaikista mallin kouluttamiseen
kaytetyista yrityksista seka sellaiset, etta ne ovat helposti saatavilla mallilla mahdollisesti tes-

tattavista yrityksista.

Yrityksen toiminnan jatkumisen kannalta merkitsevimmat tekijat ovat sen taloudelliset toi-
mintaedellytykset: kannattavuus, vakavaraisuus ja maksukykyisyys (Makinen 2002, 23; Laakso
et al. 2010, 19; Laitinen 1990, 171). Tassa tutkimuksessa muodostettujen mallien selittavina
muuttujina toimivat tilinpaatoksen tunnusluvuista vuosien 2016, 2017 ja 2018 sijoitetun paa-
oman tuottoprosentti, liilketulosprosentti, omavaraisuusaste ja current ratio. Sijoitetun paa-
oman tuottoprosentti seka liiketulosprosentti kuvaavat yrityksen suhteellista ja absoluuttista
kannattavuutta, lilkevaihto ja taseen loppusumma liiketoiminnan laajuutta, omavaraisuusaste
vakavaraisuutta ja current ratio maksuvalmiutta. Malliin sy6tetaan myds yrityksen liikevaihto
ja taseen loppusumma tarkastelujakson eri tilikausilta, joiden tarkoitus on antaa mallille tietoa
yrityksen koosta ja toiminnan laajuudesta ja ndiden muutoksesta tilikausien valilla. Toisin kuin
talouden toimintaedellytyksia kuvaavat luvut, joiden ennustustehon oletetaan aiemman tie-
don pohjalta olevan hyva tai riittava, valitaan liikevaihto ja taseen loppusumma, koska niiden

tehoa halutaan erikseen testata.

Lisaksi yritysten voidaan katsoa jakaantuvan erilaisiin riskiluokkiin toimialan, henkiléstén maa-
ran, ian ja sijainnin perusteella. Ndiden on todettu antavan karkean yleiskuvan yrityksen kon-
kurssiriskista, mutta ne eivat ota huomioon yrityksen yksil6llista talousprosessia, joka todelli-
suudessa johtaa konkurssiin. (Niskanen & Niskanen, 2004, 31). Tutkimuksessa selvitetdan, voi-
daanko kahdella naista tekijoista parantaa koneoppimismallin ennustustarkkuutta. Selittavina
muuttujina kaytettiin yrityksen taustatiedoista yritysten ikda kuukausina seka tyontekijoiden
maaraa tilikauden aikana, jotka kuvaavat osaltaan yrityksen kokoa ja kasvua. Toimialaa tai si-
jaintia ei valittu, silla ne on syotettava malliin hyvin tarkasti (Niskanen & Niskanen 2004, 32).
Taman tutkimuksen otoskoolla yhdelta toimialalta tai yhdeltd paikkakunnalta on hyvin toden-

nakaoisesti vain yksi tai kaksi yli sadasta yrityksestd, joten lahes jokainen yksittdinen otos olisi
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uniikki ndiden muuttujien osalta. Toimiala ja sijainti voisivat toimia muuttujina, jos eri paikka-
kunnille ja toimialoille olisi jo etukateen laskettu kayttokelpoiset suhteelliset konkurssiriskit,

joita mallissa voitaisiin kdyttaa tai jos tutkimuksen otoskoko olisi huomattavasti suurempi.

Sijoitetun padoman tuottoprosentti (Leppiniemi & Leppiniemi 2000, 190)

100 x (Voitto + Rahoituskulut) / Sijoitettu padoma

Sijoitetun padoman tuottoprosentti on kannattavuuden tunnusluku, joka kertoo yritykseen
sijoitetun padoman kayton tehokkuudesta (Yritystutkimus Ry 2011, 64). Sijoitetun pddoman
tuottoprosentti on laskettu Amadeus-jarjestelmassa kaavalla liikevoitto jaettuna sijoitetulla
padomalla, eika liikevoittoa ei ole korjattu maksetuilla veroilla. Tahan tapaan se on myds esi-
tetty Jarmo ja Raili Leppiniemen teoksessa Tilinpaatdksen tulkinta (2000). Sijoitetun padoman
kasvuprosentti on loistava valinta, koska se on Idhes aina saatavilla yrityksista, se ottaa huo-
mioon tuottojen aikaansaamiseksi tarvittavat resurssit ja on ndin yhteydessa myds yrityksen

terveen kasvun vauhdin mittaamiseen (Salmi 2006, 162—-163, 219)

Liiketulosprosentti (Yritystutkimus Ry 2011, 75)

100 x (Liiketulos / Liiketoiminnan tuotot yhteens3)

Liiketulosprosentti on absoluuttisen kannattavuuden mittari. Sen on valittu muun muassa
yleispatevyytensa vuoksi. Se sopii hyvin jopa toimialojen valiseen vertailuun. Hyvan liiketulos-
prosentin ohjearvo on yli kymmenen prosenttia ja huonon alle viisi prosenttia. (Yritystutkimus
Ry 2011, 75) Tunnusluvun muutokset kertovat yrityksen kannattavuuden tai toimintatapojen
muutoksesta. (Leppiniemi & Leppiniemi 2000) Koska aineisto on kolmelta vuodelta voi malli

mahdollisesti havaita tunnusluvun muutoksen tarkastelujakson aikana.

Omavaraisuusaste (Salmi 2006, 228)

100 x (oma pddoma / (taseen loppusumma — saadut ennakkomaksut))

Yrityksen rahoitusasemaa analysoidaan tavallisesti padomarakenteen eli yrityksen vakavarai-

suuden kautta. (Salmi 2006, 228) Omavaraisuusaste mittaa yrityksen vakavaraisuutta, joka
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tarkoittaa yrityksen tappionsietokykya ja sitda onko yrityksen mahdollista selviytya velvoitteis-
taan pitkalla aikavalilla (Yritystutkimus Ry 2011, 66). Keskeista vakavaraisuudessa ja omava-
raisuusasteessa on yrityksen mahdollisuus saada uutta velkaa rahoitustilanteen niin vaatiessa
ja tdaman mahdollistama toiminnan joustavuus ja pelivara (Leppiniemi & Leppiniemi 2000,

212)

Current ratio (Salmi 2006, 228)

(Rahoitusomaisuus + vaihto-omaisuus) / lyhytaikainen vieras padgoma

Maksuvalmiuden tunnusluvut kuten current ratio liittyvat rahoituksen riittavyyteen. (Salmi
2006, 228) Maksuvalmius liittyy yrityksen kykyyn hoitaa maksunsa ajallaan. Current ratio tun-
nuslukua tulkittaessa otetaan hieman pidemman aikavalin perspektiivi ja ajatellaan, etta yri-
tyksen vaihto-omaisuus voitaisiin myyda lyhytaikaisista velvoitteista selviamiseksi. (Yritystut-
kimus Ry 2011, 66) Tassa tutkimuksessa on valittu current ratio, koska se on helposti saatavilla.
Tarkasteltavat yritykset ovat lisaksi erilaisilta toimialoilta ja vaihto-omaisuuden mukaan laske-
minen voi mahdollisesti hieman parantaa lukujen vertailtavuutta. Current ration kaytto voi
tosin laittaa ne yritykset, joilla vaihto-omaisuutta ei ole hieman huonompaan valoon, mikali

yrityksen rahoitusomaisuus ei yksissaan riitd nostamaan tunnuslukua hyvalle tasolle.

Liikevaihto on yrityksen toiminnan laajuuden ja yrityskoon mittari (Leppiniemi & Leppiniemi
2000, 167). Liikevaihdosta usein johdettavia tunnuslukuja ovat liikevaihdon muutosprosentti,
seka liikevaihto/henkil6. Muutosprosentilla mitataan useimmiten toiminnan supistumista tai
kasvamista eli yrityksen kasvua. Liikevaihto/henkil6sté tunnusluvulla voidaan taas arvioida
henkilostdon tehokkuutta. Liikevaihto saattaa siis tuottaa henkildstén maaran kanssa lisdinfor-
maatiota mallille. (Yritystutkimus Ry 2011, 75). Tassa tutkimuksessa malliin syotetaan liike-
vaihto kuitenkin sellaisenaan, koska tunnusluvut syotetdaan malliin kolmelta vuodelta ja malliin
syotetdaan myos henkildiden maara eri tilikausina. Siten mallilla on ndiden kahden ensin mai-

nitun tunnusluvun ldhdeinformaatio kdytossaan.

Yrityksen taseen loppusumma kertoo yritykseen sitoutuneen pddoman maarasta ja toimii yri-
tyksen koon mittarina. Sita kdytetdaan usein liikevaihdon rinnalla ja se on huomattavasti va-

kaampi yrityskoon mittari. Siihen vaikuttaa yrityksen aikaisempi toiminta ja muu historia. Se
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kuvaa myos yrityksen kaytdssa olevia resursseja. (Leppiniemi & Leppiniemi 2000, 175) Muu-
tokset taseen loppusummassa voivat kertoa yrityksen toiminnan supistamisesta tai laajenta-
misesta. Terveen kasvun tunnus pidemmallad aikavalilla on, ettd taseen kasvuprosentti olisi
pienempi tai yhta suuri kuin sijoitetun padaoman tuottoprosentti. (Salmi 2006, 219). Taseen

loppusumma voisi teoriassa toimia synergiassa sijoitetun padoman tuottoprosentin kanssa.

Vaikka tilinpaatostiedoista ennustettaessa olisi hyva muistaa, etta eri toimialoilla tunnusluvut
esiintyvat tyypillisesti erisuuruisina, voi taho, joka haluaa luokitella tutkittavia yrityksia olla
tekemisissda monien eri toimialojen yritysten kanssa. Esimerkkina vaikka luotonantajana toi-
miva pankki. Ennustusmallien luomisessa kaytettava data ei ole helposti saatavilla, eika sita
ole olemassa yltakylldisesti, joten ei ole valttamatta mahdollista luoda mallia jokaiselle toimi-
alalle erikseen, siten ettd toimialojen poikkeavat tunnuslukujen tasot voitaisiin ottaa huomi-
oon. On mielenkiintoista, kuinka suuri ennustustarkkuus mallille saadaan, kun se opetetaan ja
testataan toimialaltaan eridvissa yrityksissa. Kuten jo aiemmin mainittiin, osaa koneoppimis-
malli tehda epalineaarisia yleistyksia selittdvan ja selitettdvan muuttujan valilta (lturriaga &

Sanz, 2015). Tasta voi mahdollisesti olla hyotya kaytettdessa lukuja eri toimialoilta.

4.2 Tutkimusaineisto

Tutkimusaineiston data on pyritty poimimaan mahdollisimman laajasti ja monipuolisesti tut-
kimuksen kohteena olleiden yritysten kirjosta. Data on keratty yksinkertaisella satunnaisotan-
nalla. Otoksessa on kuitenkin pyritty valttamaan sellaisia yrityksia, joista olisi voinut muodos-
tua outlier-havaintoja, eli sellaisia yksittaisia havaintoja, joilla on hyvin suuri vaikutus mallin
opetuksessa tai testauksessa. Esimerkiksi jos on huomattu, etta yrityksen konkurssi on tapah-
tunut vasta yli kaksi vuotta tarkastelujakson jalkeen, se on satunnaisotantaa tehdessa saatettu
hylata. Koska aineisto on melko suppea, on mahdollista, etta kaikki toimialat eivat ole kunnolla
edustettuina datassa, tai etta jokin toimiala on hyvin vahvasti edustettuna datassa. Lisaksi voi

olla, ettad jotkin tietyt toimialat, joiden tunnusluvut ovat hyvin samanlaiset, ovat yliedustettuja.

Datassa voi olla myo6s suuri edustus sellaisista yrityksistd, joiden tunnusluvut ovat huonoja,

mutta jotka eivat ole menneet konkurssiin. Toimialaluokitukset, joita haussa on kaytetty, ovat
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kuljetus ja varastointi (43—49), majoitus- ja ravitsemistoiminta (55-56), informaatio- ja vies-
tinta (58-63), kiinteistoalan toiminta (68), hallinto- ja tukipalvelutoiminta (77—-82), taiteet,
viihde ja virkistys (90—93) sekd muu palvelutoiminta (95-96, pois lukien jarjestotoiminta, ku-
ten poliittiset jarjestot, seurakunnat, ammattiyhdistykset ja tydnantajajarjestot luokituksella

94). Aineistoon on valittu saman verran seka terveita etta konkurssiyrityksia.

Tutkimusaineistoon otettu informaatio koostuu mallissa kaytettavista tilinpdaatésmuuttujista
seka yrityksen tiedoista keratyista taustamuuttujista. Koska data on keratty vuosilta 2016,
2017, 2018, mutta moni yritys on mennyt konkurssiin vasta vuonna 2020, ei kaikkien yritysten
tunnusluvuissa mydskaan nay vield konkurssiin johtanut kehitys tarkasteluajanjaksolla. Tata ei
ole voitu ottaa tdysin huomioon siita syystd, etta tietokannoissa ei ole vuosilta 2019 ja 2020
vield tarpeeksi dataa yrityksista, jotta nuo vuodet olisi voitu valita tarkasteluajanjaksoksi,
koska silloin ei olisi 16ytynyt riittavaa maaraa yrityksia, joista olisi saanut kaikki tarvittavat tie-
dot. Jos tarkasteluajankohta olisi otettu kauempaa menneisyydestd, olisi tietoa voinut |0ytya
lahempaa yritysten keskimaaraista konkurssiajankohtaa. Konkurssin lahenemisen on aiem-
massakin tutkimuksessa kuitenkin havaittu vaikuttavan siten, etta yritysten taloustiedot eivat
enda paadykaan tietokantoihin, silld monen yrityksen vuodet nadyttavat tyhjaa ennen konkurs-

sia tai datan laatu on merkittavasti heikentynyt.

Tietokannasta poimittu data on koottu Excel-taulukkoon, jossa jokaisella rivilla on yhden yri-
tyksen tiedot. Vuosittaiset tunnusluvut, tyontekijoiden maara seka ikd kuukausissa ovat kukin
omilla sarakkeillaan, samoin paatdsarvo eli onko yritys konkurssissa vai ei. Malli kayttaa hie-
man yli puolet naista yrityksistda opetusdatana, jonka jalkeen se luokittelee loppujen yritysten
statuksen oppimansa mukaan tosiin (konkurssissa) ja epatosiin (ei konkurssissa). Taulukossa 1

on havainnollistettu keskiarvot kaikista aineiston muuttujista.
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Taulukko 1 Keskiarvot eri vuosien muuttujista seka yritysten toimintakuukausista.
Muuttuja Keskiarvot: = Kaikki Konkurssissa  Ei-konkurssissa
Current ratio 2016 1.858 2.093 1.663
Current ratio 2017 1.687 1.677 1.805
Current ratio 2018 1.661 1.447 1.944
SIPO-% 2016 11.142 % 4.833 % 12.584 %
SIPO-% 2017 10.626 % 11.741 % 10.778 %
SIPO-% 2018 -7.734 % -32.049 % 9.546 %
Liikevoittoprosentti 2016 3.417 % -0.077 % 6.306 %
Liikevoittoprosentti 2017 2.364 % -0.768 % 6.103 %
Liikevoittoprosentti 2018 -1.118 % -7.480 % 4.932 %
Omavaraisuusaste 2016 20.694 % 8.369 % 29.084 %
Omavaraisuusaste 2017 23.006 % 10.722 % 31.073 %
Omavaraisuusaste 2018 21.939 % 3.474 % 33.627 %
Liikevaihto 2016 539499 € 467 195 € 641018 €
Liikevaihto 2017 544 461 € 487 276 € 630921 €
Liikevaihto 2018 497 629 € 415 874 € 586 617 €
Taseen loppusumma 2016 402977 € 338261 € 465 127 €
Taseen loppusumma 2017 407 558 € 348 004 € 458 441 €
Taseen loppusumma 2018 399 160 € 322686 € 448 996 €
Tyontekijat 2016 3.8 hlo 4.1 hlo 4.4 hlo
Tyontekijat 2017 3.8 hlo 4.3 hlo 4.5 hlo
Tyontekijat 2018 3.5hl6 4.0 hlo 4.3 hlo
Toimintakuukaudet 196 kk 170 kk 211 kk

4.3 Neuroverkko

Syvaoppiminen (deep learning) on tekodlyn oppimismenetelmd, jossa hyédynnetddn usean
kerroksen neuroverkkoja. Neuroverkot suorittavat luokittelutehtavia tavalla, jonka tarkoitus
on mukailla ihmisaivojen tiedonvalitysprosessia. Neuroverkko koostuu joukosta neuroneja,
jotka ovat toisistaan riippumattomia laskennallisia elementtejd, jotka voidaan opettaa lineaa-
riseen luokitukseen. Keinotekoinen laskennallinen neuroni koostuu summaajasta, aktivaa-
tiofunktiosta ja painokertoimista, jotka vastaavat biologisen neuronin soluydinta, aktiopoten-

tiaalia ja synapseja. Neuroverkon perusrakenne muodostuu kolmesta kerroksesta neuroneja.
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Tallainen verkko on havainnollistettu kuvassa 2. Ensimmainen kerros on syottdtietokerros (in-
put layer), keskimmainen on piilotettu kerros (hidden layer) ja kolmas on tulostietokerros
(output layer). Piilotettuja kerroksia voi olla myds useampia. Neuroverkon neuronien viliset
yhteydet ja riippuvuudet on keskenaan painotettuja. Tallaista neuroverkkoa kutsutaan moni-
kerros-perseptroniksi (multilayer perceptron). Se on maksuhairioita ja konkursseja ennustet-
taessa hyvin yleisesti kdaytetty neuroverkkomalli. (Aziz & Dar 2006; Laitinen & Laitinen 2004,
151; Haykin 2009, 10-13)

Kuva 2 Kolmikerroksinen neuroverkko (mukaeltu Haykin 2009, 124)

Piilotettu kerros

Sydttétietokerros

Tulostietokerros

Muuttuja 1

Konkurssi

Muuttuja 2

Ei-konkurssi

Muuttuja 3

Neuroverkon avulla voidaan esittdaa hyvin yleisia riippuvuuksia syottotietojen ja tulostietojen
valilla. Neuroverkkomallinnuksessa ei siis tarvitse tehda rajoittavia olettamuksia riippuvuuk-
sien lineaarisuudesta. Mallinnuksessa kaytetdan kuitenkin usein hyvaksi lineaarista painotta-
mista. Jokainen neuroni syottokerroksessa on prosessoiva elementti, joka vastaanottaa syot-
tosignaaleita lahdeinformaatiosta, eli yrityksen tiedoista ja tilinpaatosinformaatiosta konkurs-
sin ennustamisen tapauksessa. Mallinnus etenee siten, ettd ensin jokainen syottotieto lahete-
taan painotettuna jokaiselle piilokerroksen neutronille, jonka jalkeen jokainen piiloneutroni
summaa kaiken syottdéinformaation, muodostaa siitd painotetun lineaarisen yhdistelman ja
lopulta epdlineaarisen muunnoksen kautta muuntaa tasta oman tuloksensa. Seuraavaksi pii-
loneutronit ldhettavat oman tuloksensa painotettuna tulostietokerrokseen. Tuloskerroksen
neuronit toimivat samoin kuin piilokerroksen, muodostaen kukin saamastaan informaatiosta
lineaarisesti painotetun summan, muodostaa siita epalineaarisen muunnoksen ja muodostaa

sitten lopullisen tuloksen. (Aziz & Dar 2006; Laitinen & Laitinen 2004, 152)
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4.4 Neuroverkon opettaminen

Kun tieto kulkee neuroverkkoa pitkin vain eteenpain, kuten esimerkissa ylla, on kyse eteen-
pain suuntautuneesta (feedforward) neuroverkosta. Neuroverkkoa taytyy opettaa (train). Esi-
merkiksi vastavirtaopetussaannossa (backpropagation algorithm) verkkoa opetetaan karke-
asta verkosta etsimalla sellaiset verkolle syotettavat funktion tiedot, eli parametrit, etta ver-
kon antaman tuloksen neliéllinen virhesumma minimoituu. Neuroverkon opettaminen voi olla
joko ohjattua (supervised learning) tai ei-ohjattua (unsupervised learning). (Laitinen & Laitinen

2004, 153)

Ohjatussa opettamisessa jokaisen havainnon tulostieto (konkurssin ennustamisen sovellutuk-
sessa konkurssi / ei-konkurssi) on tunnettu ja verkkoa opetetaan, kunnes verkko yhdistda syot-
totiedot tulostietoon halutulla tarkkuudella. Verkkoa ei saa kuitenkaan opettaa liikaa tassa
vaiheessa tai seuraa ylioppimiseksi (overfitting) kutsuttu ilmio, jossa neuroverkko menettaa
kykynsa yleistaa, joka johtuu siitd, ettd neuroverkko alkaa vertaamaan havaintoja liian tarkasti
opetusaineiston havaintoihin. Taman estamiseksi kaytetdaan opetuksen aikaista lopetusta
(early-stopping) heti kun hyvaksyttava luokittelutarkkuus saavutetaan. Ei-ohjatussa opetuk-
sessa neuroverkko opetetaan ilman verkon kdytossa olevia tulostietoja havainnoista. Ei-ohja-
tussa opetuksessa neuroverkko organisoi itse (self-organize) syottotiedot ja kategorisoi niiden
perusominaisuudet. Testiaineisto tarkoittaa opetuksen ulkopuolella pidettya aineistoa, jonka
avulla voidaan nopeasti havaita opettamisen vaikutukset verkon suorituskykyyn. Sen jalkeen,
kun neuroverkko on opetettu, se tallennetaan ja sita voidaan kayttaa ennustamiseen. Paras
tapa arvioida verkon toimintakyky on testata sitd opettamisesta erillisessa aineistossa. (Laiti-

nen & Laitinen 2004, 153; Haykin 2009, 164)

4.5 Luokitteluvirhe

Ennustusmallin paatoksenteossa on mahdollista tapahtua kahdenlaisia virheita: joko hylataan
oikea nollahypoteesi, eli tapahtuu hylkddamisvirhe tai vaihtoehtoisesti hyvaksytdan vaara nol-
lahypoteesi, eli tapahtuu hyvaksymisvirhe. Konkurssin ennustamisen tapauksessa hylkdaamis-
virhe tarkoittaa tilannetta, jossa ennustusmalli luokittelee konkurssiyrityksen toimintaansa
jatkavaksi yritykseksi. Hylkdamisvirhetta kutsutaan myos tyypin | virheeksi. Hyvaksymisvir-

heen tapauksessa malli vastavuoroisesti luokittelee yrityksen konkurssiyritykseksi, kun se on
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oikeasti toimintaansa jatkava yritys. Hyvaksymisvirhetta kutsutaan myoés tyypin Il virheeksi.
Yleisesti tarve vahentaa tyypin | luokitteluvirhetta on suurempi, koska jos mallia kaytettaisiin
luotonannossa, annettaisiin luottoa konkurssiyritykselle tai jos mallia kdytettaisiin yrityksen
johdon toimesta ei konkurssin lahestymiseen reagoitaisi tarpeeksi ajoissa. Tuloksissa on ta-
voitteena saavuttaa toimiva tasapaino tyypin | ja tyypin Il virheen valilla ennustusmallin opet-
tamisen ja parametrien oikean valinnan kautta. (Laakso et al. 2010; Kasgari et al. 2013; Heik-

kila 2014, 34-36, 184)

4.6 Virhematriisi ja kustannusmatriisi

Virhematriisi (confusion matrix) kertoo mallin ennustustarkkuudesta ja mallin suorittamasta
luokittelusta. Virhematriisi on havainnollistettu kuvassa 4. Virhematriisin otsikkorivilta ilme-
nee datapisteen todellinen arvo eli todellisuudessa epatosi (true false) tai todellisuudessa tosi
(true true). Matriisin otsikkosarakkeesta ilmenee mallin suorittama luokittelu eli ennustettu
epatosi (predicted false) tai ennustettu tosi (predicted true). (Powers 2008) Esimerkiksi mat-
riisin ensimmaisen rivin ensimmaisesta solusta voi lukea kuinka monta kertaa malli on luoki-
tellut epatoden tilanteen oikein. Virhematriisista voidaan siis lukea, montako luokittelua malli

on tehnyt oikein ja montako I- ja ll-tyypin luokitteluvirhetta se on samalla tehnyt.

Kustannusmatriisi (cost matrix) kertoo mallille asetetusta painoarvosta, joka seuraa oikeaa
luokittelua tai tiettya virhetyyppia (Powers 2008). Kustannusmatriisin jarjestys on sama kuin
virhematriisissa. Kustannusmatriisin arvoja voi saataa ennen mallin luomista. Koska I-tyypin
virhe on vakavampi kuin II-tyypin virhe, voidaan sen kustannus asettaa suuremmaksi (Laakso
et al. 2010, 67). Toisen virhetyypin kustannusta ei kuitenkaan voida asettaa liian suureksi,
koska silloin malli paatyy luokittelemaan kaikki pisteet automaattisesti siten, ettei I-tyypin vir-

hetta voi tapahtua.

4.7 Suorituskyvyn mittarit ja tulosten tulkinta

Mallin suorituskyvyn ja tulosten tulkintaan liittyvat maareet ja kaavat johdetaan AUC-prosent-
tia (area under ROC-curve) lukuun ottamatta suoraan mallin virhematriisissa esiintyvista

muuttujista. Virhematriisi on havainnollistettu taulukossa 2, jossa on esitetty my6s muuttujat,
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joista taulukossa 3 esitetyt suorituskykymittarit on johdettu. TP ja EP, eli tosi positiivinen ja
epatosi positiivinen viittaavat ennustettuihin tosiarvoihin, jotka olivat oikein/vaarin, ja samoin
myo6s EN ja TN viittaavat ennustettuihin epatosiarvoihin. Seuraavaksi maariteltyjen muuttu-
jien kaavat on esitelty kuvassa 5. EH ja TH kertovat luokan herkkyydesta, eli siita kuinka her-
kasti malli luokittelee epdtoden tai toden arvon oikein. ET ja TT taas kertovat luokan tarkkuu-
desta, eli siita kuinka monta kertaa malli luokittelee yrityksen oikein, kun se valitsee arvoksi
epatosi tai tosi. Vaarien positiivisten osuus kuvaa suoraviivaisesti niiden luokittelujen osuu-

den, joissa epatosi on virheellisesti luokiteltu arvolla tosi. (Powers 2008)

Taulukko 2 Virhematriisi
Epatosi Tosi Luokan tarkkuus
Ennustettu epatosi TP EP ET
Ennustettu tosi EN TN TT
Luokan herkkyys EH TH

Taulukko 3 Virhematriisin arvojen seka suorituskyvyn mittareiden kaavat (mukaillen kaa-

voja artikkelissa Powers 2008)

Muuttuja Kaava

EH =TP /(TP + EN) * 100

TH =TN/ (TN + EP) * 100

ET =TP /(TP + EP) * 100

T =TN /(TN + EN) * 100

Véaarien positiivisten osuus =EP/EH

Mallin herkkyys =TP/EH * 100

Spesifisyys, eli kadnteinen herkkyys =TN/TH * 100

Mallin tarkkuus =TP/ET * 100

Ennustustarkkuus =1-(EN+EP)/(EN+EP+TPTN)* 100

Tadssad on hyva kohta huomauttaa erosta mallin tarkkuuden ja mallin ennustustarkkuuden va-
lilld, koska nama kaksi maaretta voi helposti sekoittaa toisiinsa. Mallin tarkkuus ilmoittaa pro-
senteissa sen osuuden, kuinka useasti ennustettu tosi on mennyt oikein. Mallin tarkein suori-

tuskyvyn mittari taas on ennustustarkkuus, joka yksinkertaisesti ilmoittaa prosenteissa kuinka
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suuren osuuden havaintojoukon yrityksista malli luokittelee oikein konkurssi tai ei-konkurs-

siyritykseksi. Ennustamistarkkuuden kaanteisluku on luokitteluvirhe. (Powers 2008)

Mallin herkkyys ilmoittaa prosenteissa sen osuuden, kuinka moni todellisuudessa tosi tapaus
on luokiteltu oikein. Tama on ennustustarkkuuden ohella mahdollisesti mallin tarkein suori-
tuskyvyn mittari konkurssinennustamisessa, koska se kertoo, kuinka suuren prosentin kon-
kursseista malli pystyy havaitsemaan. Jos malli luokittelee kaikki yritykset konkurssiyrityksiksi,
on sen herkkyys siis sata prosenttia. Siksi ennustustarkkuuden on oltava mahdollisimman
hyva, ettd mallista olisi mitaan ajallista ja taloudellista hy6tya konkurssinennustamisessa. Mal-
lin spesifisyys ilmoittaa prosenteissa sen osuuden, kuinka usein malli luokittelee terveet yri-
tykset oikein ei-konkurssiyrityksiksi. Jos herkkyys on hyvalla tasolla, on ennustustarkkuuden
toinen komponentti siis spesifisyys, joka kertoo kdytannossa sen, kuinka harvoin tai useasti

malli antaa vaaran halytyksen konkurssista. (Powers 2008)

Viimeinen suorituskyvyn mittari AUC (area under ROC-curve) sen sijaan liittyy ROC-kayraan
(operating characteristic curve), joka kuvaa luokittelumallin tehokkuutta graafisesti. ROC-
kdyra on havainnollistettu kuvassa 3. ROC-kdyra piirretdaan oikeiden positiivisten osuuden eli
mallin herkkyyden ja mallin vaarien positiivisten osuuden funktiona nollan ja yhden valilla.
AUC on siis ROC-kdyran maarallinen integraali nollan ja yhden vaililla. AUC katsotaan olevan
sitd parempi mita suurempi kyseinen pinta-ala on. Poikkiviiva kuvaa satunnaista mahdolli-
suutta luokitella yritys oikein aineistolla, jossa on yhtd monta konkurssi ja ei-konkurssita-
pausta. Tama kuvastaa esimerkiksi edelld mainittua tilannetta, jossa mallin herkkyys asetetaan
100 prosenttiin ja kaikki yritykset luokitellaan konkurssiyrityksiksi. Vaarien ja oikeiden positii-
visten osuus on silloin yhta suuri, eikda mallilla ole oikeastaan mitaan arvoa konkurssinennus-
tamisessa. Mallin hyvyytta voidaan tarkastella siis tasta lahtopisteesta. Mita lahempana ROC-
kayra kulkee kuvion vasenta ylakulmaa, sitd suurempi sen ennustusarvo on. AUC ovat hyva
suorituskyvyn mittari esimerkiksi kahden vaihtoehtoisen, yhta herkan mallin vertailemiseen.

(Powers 2008)
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Kuva 3 ROC-kdyra
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Suorituskyvyn mittareiden jalkeen viimeinen tulosten tulkintaan liittyva asia on mallin selitta-
vien muuttujien saamat painot neuroverkon sisalla. Paino on neuroverkon oppima parametri.
Neuroverkko asettaa painoille satunnaisen arvon ennen kuin mallin opettaminen alkaa. Ope-
tuksen aikana neuroverkko sdataa naita parametreja siten, ettd sen luokittelu siirtyisi kohti
silta haluttua lopputulosta. Painotuksia voidaan tulkita neuroverkon havaitsemana selittavan
ja selitettdvan muuttujan valisen yhteyden vahvuutena. Selittdvan muuttujan saama paino
vaikuttaa siihen, miten sen muutos vaikuttaa lopputulokseen. Muuttuja, jolla on pieni paino
vaikuttaa hyvin vahan mallin suorittamaan luokitteluun ja vastavuoroisesti muuttuja, jonka

paino on suuri vaikuttaa merkittavasti mallin luokitteluun. (Haykin 2009, 3, 10; Alammar 2018)
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5. Mallien muodostaminen ja tulokset

Tutkimuksessa muodostettiin kolme mallia. Kaikissa malleissa kaytettiin eri joukkoa selittavia
muuttujia. Toistettavuuteen liittyvia tietoja varten tutkimuksen mallit on muodostettu kayt-
tden analytiikkaymparistona RapidMiner Studio 9.6 versiota ja Auto Model -toimintoa. Jokai-
nen malli muodostettiin kdyttaen samoja asetuksia. Auto Model -asetuksista valittiin mallin
tehtavaksi luokittelu ja menetelmaksi Deep Learning. RapidMinerin Deep Learning malli pe-
rustuu monikerroksiseen eteenpdin suuntautuneeseen keinotekoiseen neuroverkkoon, joka
koulutetaan stokastisella kaltevuuslaskulla kdayttdaen vastavirta-algoritmia. Jokaisen mallin luo-
kiteltavaksi muuttujaksi syotettiin yrityksen konkurssi, joka sai arvon true tai false. Analytiik-
kaymparisto jakaa mallin automaattisesti opetus ja testausaineistoon. Aineistosta tehtiin en-
nen tutkimusta ensin alustavia malleja, joita ei esitelld tassa osiossa. Ndiden perusteella kui-
tenkin saadettiin mallien kustannusmatriisia. Muuttamalla I-tyypin virheen kustannuksen it-
seisarvoksi liilan suuren luvun, alkaa malli luokittelemaan yrityksia liian helposti konkurssiyri-
tyksiksi ja mallin informaatioarvo laskee merkittavasti. Testaamisen jalkeen mallien I-tyypin
virheen kustannuksen itseisarvoksi valittiin 1.1. Malleissa on nelja kerrosta neuroneita. Ensim-
maisessa kerroksessa on yhta monta neuronia kuin mallissa on selittavia muuttujia, piilote-
tuissa toisessa ja kolmannessa kerroksessa on molemmissa 50 neuronia ja neljannessa ulko-
kerroksessa on kaksi neuronia molempia luokitteluvaihtoehtoja varten. Kaikkien kolmen mal-

lin suorituskyvyn mittarit on esitetty taulukossa 4.

Taulukko 4 Mallien suorituskyvyn yhteenveto
Suorituskykymittari Mallil Keskihajonta Malli?2 Malli 3
Ennustustarkkuus 719% +6.8% 405% +71% 624% +87%
Luokitteluvirhe 281% +6.8% 595% +7.1% 376% +87%
AUC 66.1% +6.9% 267% +6.1% 67.2% 13.4%
Tarkkuus (precision) 72.0% +159% 427% +72% 587% +84%
Herkkyys (recall) 80.0% +183% 56.7% +149% 80.0% +183%

Spesifisyys 61.7% +28.6% 250% +14.4% 433% +149%
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Mallissa 1 selittdvinda muuttujina kdytetdan vain talouden kolmea toimintaedellytysta kuvaa-
via tunnuslukuja. Mallin 1 ennustustarkkuus on 71.9 prosenttia, eli paras kaikista kolmesta.
Mallin 1 herkkyys on 80 prosenttia. Mallissa 2 on lisatty liikevaihto ja taseen loppusumma se-
littaviin muuttujiin. Lisatyt muuttujat eivat selvasti sovellu mallin selittaviksi muuttujiksi, koska
mallin ennustustarkkuus menee alle viiteenkymmeneen prosenttiin, eli malli ennustaa keski-
maadrin huonommin kuin kolikon heittdaminen tassa aineistossa. Mallissa 3 on taloudellisia toi-
mintaedellytyksida kuvaavien tunnuslukujen lisaksi selittavind muuttujina tyontekijoiden
maara eri tilikausina seka yrityksen ikd kuukausina, eli toimintakuukaudet. Tamankin mallin
ennustamistarkkuus heikkenee ensimmaisesta mallista 62.4 prosenttiin, mutta mallin herk-
kyys ei heikkene. Malleihin 2 ja 3 lisatyt muuttujat, eli liikevaihto ja taseen loppusumma seka
yrityksen ika ja tyontekijoiden maara eivat tehosta mallien luokittelua vaan monimutkaistavat

ja haittaavat sita.

5.1 Parhaan suorituskyvyn mallin analysointi

Malli 1, jossa muuttujina kaytettiin vain sijoitetun padaoman tuottoprosenttia, liikevoittopro-
senttia, omavaraisuusastetta ja current ratiota oli suorituskyvyltdaan paras tutkimuksessa luo-
duista malleista. Mallin 1 virhematriisi on esitetty taulukossa 5. Sen ennustustarkkuus oli 71.9
prosenttia 6.8 prosentin keskihajonnalla. Mallin ennustamistarkkuutta rajoittaa ainakin tutki-
musaineistona kdytetyn datan laatu. Tahan kannattaa yleisesti kiinnittad huomiota aineistoa
keratessa ja mallia testatessa. Mallin toiseksi tarkein suorituskyvyn mittari eli herkkyys oli 80
prosenttia, eli melko hyvalla tasolla. Malli epdonnistui yhteensa kolmen konkurssin havaitse-
misessa, eli se on tehnyt kolme hylkdaamisvirhetta. On tarkeaa, ettd malli tekee mahdollisim-
man vahan hylkaamisvirheita. Kaikkia hylkaamisvirheita ei kuitenkaan todennakoisesti voitaisi
poistaa juuri mitenkaan tasta kyseisesta mallista, koska tutkittavien yritysten konkurssi on ta-
pahtunut keskimaarin vasta yli 16 kuukautta tarkastelujakson jalkeen, joten joillain yrityksilla

konkurssin oireet eivat valttamatta vield nay tilitiedoissa lainkaan.
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Taulukko 5 Mallin 1 virhematriisi
Epatosi Tosi Luokan tarkkuus
Ennustettu epatosi 10 3 76.92%
Ennustettu tosi 6 13 68.42%
Luokan herkkyys 62.5% 81.25%

Mallin 1 suorituskyvyn mittarit on esitetty uudelleen yksinaan taulukossa 6. Mallin tarkkuus
on 72 prosenttia, eli kdytdnnossa jos malli halyttda konkurssista se on 72 prosentissa tapauk-
sista oikeassa. Mallin spesifisyys oli 61.7 prosenttia, eli malli luokittelee 61.7 prosenttia ter-
veista yrityksista oikein ei-konkurssiyrityksiksi. Mallin AUC arvo oli 66.1 prosenttia, joka lienee
suhteellisesti mallin huonoin tulos eri mittareilla mitattuna. Hosmer ja Lemeshow ovat teok-
sessaan esittdaneet tilastollisille luokittelumalleille ohjearvoksi, ettd vasta yli 70 prosentin luo-
kittelukyky vastaisi hyvaksyttavaa tasoa, eli tdaman mukaan malli olisi huono luokittelija
(Hosmer & Lemeshow 2000, 160). Malli kykenee kuitenkin suurimmassa osassa tapauksista
halyttamaan konkurssista. Toisaalta hyvaksymisvirheiden liiallinen maara kuitenkin heikentaa
konkurssinennustamismallin kaytén tehokkuutta. Aivan kaikkia hyvaksymisvirheita ei kuiten-
kaan kannata yrittda poistaa mistaan konkurssinennustamismallista. Mallin perimmadinen tar-
koitushan on toimia riittavan aikaisena varoitusjarjestelmana mallilla tutkittavan yrityksen ta-
louden tilasta. Jos oikein toimiva malli halyttaa konkurssista (tai sen riskista riippuen miten
mallia tulkitaan), se tarkoittaa, etta yrityksen talous on heikossa tilanteessa, ja malli toimii joka
tapauksessa aivan oikein. Kaikki heikossa taloudellisessa tilanteessa olevat yrityksethan eivat

mene konkurssiin.

Taulukko 6 Mallin 1 suorituskykymittarit
Suorituskykymittari Arvo Keskihajonta
Ennustustarkkuus 71.9% +6.8%
Luokitteluvirhe 28.1% +6.8%

AUC 66.1 % +6.9%
Tarkkuus (precision) 72.0% +15.9%
Herkkyys (Recall) 80.0 % +183%

Spesifisyys 61.7 % +28.6%
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Mallin selittdvien muuttujien painoista nahdaan, miten muuttujien merkitsevyys vaihtuu Ia-
hestyttdaessa konkurssia. Painot on esitetty taulukossa 7. Malli ei ole painottanut tunnuslukuja
tdysin kuten teoriassa on esitetty, jolloin kannattavuuden merkityksen pitdisi heiketa ja vaka-
varaisuuden seka maksuvalmiuden merkityksen kasvaa konkurssin lahestyessa (Laakso et al.
2010, 68). Esimerkiksi current ratio 2016 ja liikevoittoprosentti 2018 ovat asettuneet hyvin
korkeaan painoon. Tunnuslukujen painotukset yhteensa kaikilta vuosilta olivat seuraavat: cur-
rent ratio 0.46, liikevoittoprosentti 0.314, sijoitetun pddoman tuottoprosentti 0.256 ja oma-
varaisuusaste 0.239. Huomautuksena, ettd ndma eivat ole yhden osamaaria vaan kertoimia.
Laskemalla eri vuosia kuvaavat muuttujat yhteen ovat kaikki tunnusluvut ovat saaneet kuta-
kuinkin samanlaisessa mittakaavassa olevat painot. Yhteensa kaikista suurimman painon mal-
lissa saa kannattavuus, jota mittaavat seka sijoitetun padgoman tuottoprosentti etta liikevoit-
toprosentti. Seuraavaksi suurimman painon saa maksukykyisyytta kuvaava current ratio ja pie-
nimman painon vakavaraisuuden tunnusluku omavaraisuusaste. Painojen suhteellinen jakau-
tuminen ei ole mitenkaan yllattavaa, mutta on kiinnostavaa, joskin mahdotonta sanoa, miksi

esimerkiksi tarkastelujakson alun maksukykyisyys on saanut niin suuren painoarvon mallissa.

Taulukko 7 Muuttujien kokonaispainot mallissa 1

Muuttuja Paino
Current ratio 2016 0.257
Omavaraisuusaste 2018 0.175
Liikevoittoprosentti 2018 0.164
Current ratio 2017 0.160
Sijoitetun padaoman tuottoprosentti 2017 0.110
Sijoitetun padaoman tuottoprosentti 2016 0.093
Liikevoittoprosentti 2016 0.083
Liikevoittoprosentti 2017 0.067
Sijoitetun padaoman tuottoprosentti 2018 0.053
Current ratio 2018 0.048
Omavaraisuusaste 2016 0.037

Omavaraisuusaste 2017 0.027



31
6. Johtopaatokset

Taman tutkimuksen tavoitteena oli tutkia empiirisesti, miten tehokkaasti koneoppimismalli
luokittelee pienia suomalaisia palvelualan yrityksia konkurssi- ja ei-konkurssiyrityksiin helposti
saatavilla olevan tilinpaatdsaineiston avulla. Lisdksi selvitettiin, voidaanko yrityksen kokoon,
ikdaan ja henkilostomaaraan liittyvia tietoja lisata malliin ennustustarkkuuden parantamiseksi.
Tutkimusaineistona kdytettiin Amadeus-tietokannasta kerattyja kohdeyritysten tilinpaatos- ja
taustietoja. Mallit luotiin hyvin pienella aineistolla, ja ndin saatiin kokeiltua rajoja siita, kuinka

paljon aineistoa oikeastaan tarvitaan tehokkaan ennustusmallin luomiseen.

Tutkimuksen paatutkimuskysymykseen “ Kuinka tehokkaasti koneoppimismalli ennustaa kon-
kurssin kolmen tilikauden kannattavuuden, vakavaraisuuden ja maksukyvyn tunnuslukujen pe-
rusteella?” voidaan tutkimuksen tulosten perusteella vastata, ettd kolmen vuoden tarkastelu-
jakson ajalta syotettyjen sijoitetun padoman tuottoprosentin, likkevoittoprosentin, omavarai-
suusasteen ja current ration pohjalta koneoppimismalli pystyy valttavasti luokittelemaan yri-
tyksia konkurssi ja ei-konkurssiyrityksiin, mutta tyydyttavalla tasolla halyttamaan konkurssista
tai sen riskistd. Koneoppimismallin ennustustarkkuus saatiin 71.9 prosenttiin mallin herkkyy-
den ollessa 80 prosenttia, vaikka tutkimuksen 110 yrityksen tutkimusaineisto on hyvin suppea.
Mallin AUC on kuitenkin vain 66.1 prosenttia ja mallin spesifisyys vain 61.7 prosenttia, eli malli
tekee monia vaaria halytyksia. Mallia voisi selvasti parantaa ja yrittda tavoitella yli 70 prosen-
tin AUC arvoa, joka on tilastotieteen kirjallisuudessa pidetty tyydyttdvan mallin rajana
(Hosmer & Lemeshow 2000, 160). Vertailukohdaksi voidaan ottaa Laakson, Laitisen ja Vennon
kirjassaan Uhkaava maksukyvyttémyys ja onnistunut yrityssaneeraus (2010) muodostama ti-
lastollinen kolmimuuttujamalli. Heidan mallinsa AUC oli 78.84 prosenttia, jota tutkijat kuvaili-
vat kohtuullisen tarkkana. Heidan mallinsa herkkyys oli 72.64 prosenttia, hieman mallia 1 hei-
kompi. (Laakso et al. 2010) Suurempi maara yrityksia mallin kouluttamista varten hyvin mah-
dollisesti parantaisi mallin spesifisyytta ja ennustustarkkuutta. My6s tietojen syéttaminen pi-
demmalta tarkastelujaksolta voisi mahdollisesti parantaa mallin tehokkuutta. Malli olisi myds
hyva opettaa ja testata tuoreemmilla tiedoilla kuin tutkimuksessa oli saatavilla, mika hyvin
mahdollisesti parantaisi mallin suorituskykya kokonaisvaltaisesti, mutta etenkin mallin herk-

kyytta.
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Tutkimuksen ensimmadiseen alatutkimuskysymykseen “Miten yrityksen liikevaihto ja taseen
loppusumma eri tilikausilta vaikuttavat koneoppimismallin tehokkuuteen konkurssinennusta-
misessa? ” voidaan todeta tutkimuksen tulosten perusteella, ettd muuttujat monimutkaista-
vat mallia ja haittaavat sen luokittelua (Laakso et al. 2010, 69). Tulokset olivat niin huonoja
lilkevaihdolla ja taseen loppusummalla sisaltavalla mallilla, ettd voidaan ainakin taman tutki-
muksen tulosten perusteella suositella, ettd naita tietoja ei otettaisi konkurssinennustusmallin
aineistoksi. Yrityksen koolla on aiemman tutkimuksen perusteella ollut yhteys kohonneeseen
konkurssiriskiin (Laitinen & Laitinen 2004, 31). Tuloksista voidaan kuitenkin todeta, etta nailla
tiedoilla mitattu yrityksen koko ei tuo mallille selitysvoimaista informaatiota. On kiinnostava
kysymys, olisiko yrityksen kasvun mittareilla, kuten liikevaihdon muutosprosentilla suotuinen

vaikutus mallin ennustustarkkuudelle.

Tutkimuksen toiseen alatutkimuskysymykseen “Miten yrityksen henkiléstémdiéird ja yrityksen
iké kuukausissa vaikuttavat koneoppimismallin tehokkuuteen konkurssinennustamisessa?”
voidaan todeta, etta myodskaan nama tiedot eivat tassa tutkimuksessa parantaneet mallin en-
nustustarkkuutta selittavind muuttujina vaan monimutkaistavat mallia ja haittaavat sen luo-
kittelua (Laakso et al. 2010, 69). Tilikausittainen henkiléstomaara on myds usein huonosti saa-
tavilla oleva tieto varsinkin pienista yrityksista, joten voidaan tutkimuksen aineiston kokoami-
seen kaytetyn tyon ja tutkimuksen tulosten perusteella suositella, ettd henkilostomaaraa ei
otettaisi konkurssinennustusmallin aineistoksi. Vaikka yrityksen ialld ja henkil6ékunnan maa-
ralld onkin todettu yhteys konkurssiriskiin aiemmassa tutkimuksessa, eivat ne tulosten perus-

teella ole tarpeeksi merkitsevia muuttujia tallaiseen luokittelumalliin.

Aiemmasta tutkimuksesta kuitenkin tiedetdan, ettd konkurssi on merkittava riski alle viisi
vuotta toiminnassa olleilla yrityksilla, ja ettd nuoren yrityksen kohdalla on syytd noudattaa
erityista tarkkuutta maksukykya arvioidessa (Laitinen & Laitinen 2004, 39-41). Yrityksen ika
on siis muuttuja, joka pitdisi ottaa aina huomioon mallia tulkittaessa, vaikka se ei sisaltyisikdan
itse malliin. Esimerkiksi tutkimuksen mallin 1 tuloksiakin pitéisi juuri tulkita yrityksen ian seka
muiden yrityksesta tiedettavien laadullisten ominaisuuksien valossa. Kun malli halyttdaa nuo-
ren yrityksen kohdalla pitdisi ymmartaa olevan normaalia, ettd nuorella yritykselld rahoitus-
asema ja kannattavuus voivat olla heikkoja, koska toiminta ei ole valttamatta vield kunnolla

edes alkanut. Tdma ei tosin tietenkdan poista konkurssiriskiad. Toisaalta myos silloin kun malli
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ei halyta nuoren yrityksen kohdalla olisi hyva muistaa, etta negatiiviset muutokset nuorten
yritysten taloudellisessa tilanteessa ovat usein nopeita ja suuria, jolloin mahdollinen konkurs-

siriski on valitettavasti piilossa (Laakso et al. 2010, 75).

Tutkimuksen tuloksia voisi hyodyntaa esimerkiksi luotonantaja, joka tavoittelee konkurssinen-
nustusmallista etua asiakkaidensa maksukykyisyysriskin arvioinnissa. Tutkimuksen tulokset
antavat selkeita viitteita siitd minkalainen on toimivan mallin rakenne, ja mitka ovat keratta-
van ja kdytettdvan aineiston vahimmaisvaatimukset. Tuloksia voisi lisdksi hyddyntaa mika ta-
hansa yritys, joka tavoittelee konkurssinennustamismallista etua yrityksen oman, liikekump-

panin, asiakkaan tai alihankkijan maksukykyisyysriskin kartoittamiseen.

Lisaksi tutkimuksen tulosten perusteella olisi kiinnostavaa tarkastella miten koneoppimismal-
lin koulutusta varten saataisiin kdayttoon helpommin suurempi joukko yrityksia. Esimerkiksi
tassa tutkimuksessa mallin opetusdata ja testattava data kasittelevat tilikausia samoilta vuo-
silta, eli niin ajankohtaisilta tilikausilta kuin mahdollista, mutta jos tdman tutkimuksen mallia
kaytettaisiin kdytannossa yrityksen konkurssiriskin tarkistamiseen, syotettaisiin siihen tietysti
mahdollisimman tuoreet tiedot testattavasta yrityksesta. Silloin testattavan yrityksen tilitie-
toja tulkittaisiin kuitenkin mallin opetusdatan tilitietojen aikaisen makrotaloudellisen tilan-
teen valossa. Juuri nyt makrotaloudellinen tilanne on todenndkdisesti erilainen kuin vuosina
2016-2018. Olisi siis kiinnostavaa tutkia perusteellisesti luokitteleeko koneoppimismalli yri-
tyksia tehokkaasti, vaikka malliin syotettavien ja opetusaineistossa kaytettdvien yritysten tili-
tiedot ovat erilaisilta ajanjaksoilta. Jos nain olisi, mallien opettamiseen olisi heti saatavilla use-
ampien yritysten informaatio, koska opetuksessa voitaisiin kdyttda yritystietoja esimerkiksi
kymmenen vuoden takaa. Samoin voitaisiin ehka olettaa, etta tietylla aineistolla opetettu luo-

kittelumalli olisi pidempaéan relevantti.
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