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Nykypéaivan kovasti kilpailulla ohjelmistokehityksen markkinoilla asiakkaat vaativat yrityksilta
entistda enemman personointia, katevyytta ja hyvid kokemuksia. Naihin vaatimuksiin
ohjelmistoja tarjoavan yrityksen on helpompi vastata kumppanuuksien avulla. ISV-
kumppanien avulla ohjelmistoekosysteemi voi kehittdd kattavammin ekosysteemin
ominaisuuksia ja palveluita. ISV-kumppanit, eli Independent Software Vendor-kumppanit,
ovat kolmannen osapuolen ohjelmistokehittdjid, jotka hyoddyntévat rajapintoja uusien
ominaisuuksien ja palveluiden kehittdmisessd. Kumppanien avulla ekosysteemin
ohjelmistoyritys voi paremmin keskittyd heiddan vydinliiketoimintaansa ja saada tukea
asiakkaiden toiveiden vastaamiseen kumppaneilta.

Taman diplomitydon tarkoituksen on ollut luoda menetelmd, jonka avulla
ohjelmistoekosysteemin 1SV-kumppaneita voidaan priorisoida ja klusteroida helpommin
hallinnoitaviin joukkoihin. Tyon tarkoituksena on tehostaa ohjelmistoekosysteemin ISV-
kumppanien hallintaa ja selvittdd, miten I1SV-kumppaneita voidaan verrata toisiinsa ja
madritelld millainen on hyva ISV-kumppani. Ty6té varten on tehty kattava kirjallisuuskatsaus,
jossa perehdytadn ohjelmistoekosysteemeihin ja 1SV-kumppanien valintakriteereihin.
Kirjallisuuskatsauksessa syvennytédan myas erilaisiin koneoppimisen menetelmiin ja erityisesti
Klusterointiin ja data-analyysin prosessiin DIKW-pyramidin avulla.

Taman tyon lopussa esitelladn data-analyysin prosessi, jossa ISV-kumppaneista keratystéa
datasta luodaan usean kriteerin paatosanalyysilla parhaimmuusjarjestys, jota voidaan kéyttaa
priorisoinnin tyokaluna ja tyon lopussa esitellddn menetelmd, jossa hyodynnetédéan
koneoppimista ISV-kumppanien klusteroinnissa. Tdmén tyon menetelmien kehittdmisessa
hyddynnettiin Python-ohjelmointikielta ja sen useita Kirjastoja, joiden avulla dataa ISV-
kumppaneista yhdistettiin ja esikasiteltiin. Python-ohjelmointikielen avulla suoritettiin myds
ISV-kumppaneiden klusteroiminen K-means algoritmin avulla, sekd usean Kriteerin
paatdsanalyysin SAW-menetelma ohjelmoitiin ja toteutettiin Python-ohjelmointikielen avulla.
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In today’s highly competitive software development market, customers are demanding more
personalization, convenience, and good experiences from companies. These requirements are
easier for a software company to meet through partnerships. With the help of ISV partners, the
software ecosystem can more comprehensively develop ecosystem features and services. ISV
Partners, or Independent Software Vendor Partners, are third-party software developers who
take advantage of interfaces to develop new features and services. With the help of partners, an
ecosystem software company can better focus on their core business.

The purpose of this thesis has been to create a method by which ISV partners in a software
ecosystem can be prioritized and clustered into more manageable sets of ISV partners. The
purpose of this thesis is to improve the management of ISV partners in the software ecosystem
and to find out how ISV partners can be compared with each other and to determine what makes
agood ISV partner. A comprehensive literature review has been conducted for the thesis, which
examines software ecosystems and selection criteria for ISV partners. The literature review also
delves into various machine learning methods and in particular the process of clustering and
data analysis using the DIKW pyramid.

At the end of this work, a process of data analysis is presented, in which data collected from
ISV partners is used to create a ranking order by multi-criteria decision analysis that can be
used as a prioritization tool, and at the end, a method is utilized to utilize machine learning in
ISV partner clustering. The methods of this work were developed using the Python
programming language and its several libraries to combine and pre-process data about ISV-
partners. The Python programming language was also used to cluster ISV partners using the K-
means algorithm, and the SAW method for multi-criteria decision analysis was programmed
and implemented using the Python programming language.
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1 JOHDANTO

Saatavilla olevan datan maara kasvaa eksponentiaalista vauhtia ja globaalisti kaytetyn
datamé&aran odotetaan kasvavan lahes 300 % vuodesta 2020 vuoteen 2025 mennessé, eiké kasvu
nayta hidastuvan (Holst, 2021). Kasvavan datan maarén ansiosta dataohjautuva paatoksenteko
on tullut suositummaksi, ja sen tarkoituksena on hyddyntdda saatavilla olevaa dataa
paatoksenteon tukena. Dataohjautuvan péaatoksenteon avulla voidaan tehdd luottavampia
paatoksia nopeammin tehostaen perinteisid péatoksenteon prosesseja. Taman tyon
tarkoituksena on hyddyntaé saatavilla olevaa dataa ohjelmistoekosysteemin ISV-kumppaneista
ja koneoppimisen avulla luoda Klustereita naistd ISV-kumppaneista ja selvittdd ISV-
kumppanien parhaimmuusjérjestys, jonka avulla niit4 voidaan priorisoida. ISV lyhenne tulee
sanoista Independent Software Vendor ja tarkoittaa itsendistd ohjelmisto toimittajaa.
(Stobierski, 2021)

EY:n 2020 tekeman tutkimuksen mukaan yli kaksi kolmasosaa tutkimukseen osallistuneista
yrityksista sanovat, ettd ekosysteemit ja kumppanuudet ovat ainut mahdollinen tapa menestya
nykypdivand. Asiakkaat vaativat entistdi enemman personointia, katevyyttd ja hyvia
kokemuksia. Yrityksilla on haasteena vastata kaikkiin asiakkaiden tarpeisiin, mutta

kumppanuuksien avulla ndihin tarpeisiin voidaan vastata. (Higgins, 2020)

1.1 Tyon tausta

Tyo on tehty yhteistydssd Visma Solutions Oy:n kanssa (myohemmin Case-yritys). ISV-
kumppaneilla case-yrityksen tapauksessa viitataan yhteistyokumppaneihin, jotka kehittavat
omia ohjelmistoja ja ne liitetddn case-yrityksen tuotteisiin rajapintojen avulla. ISV-
kumppaneita voi olla myos sellaiset yhteistydkumppanit, jotka kehittdvat uutta liiketoimintaa
case-yrityksen rajapintojen avulla. PAM:ien, eli Partner account managerien ty6tehtdavana on
hallinnoida suhteita kumppaneiden kanssa. Kumppanien maardn kasvaessa ja heidéan
tukitarpeiden liséantyesséd olisi tarked pystyd maarittaméaan tarkeimmét kumppanit.
Tehostamalla tarkeimpien kumppanien mééarittdmista, voitaisiin paremmin arvioida nykyisten
ja tulevien kumppanien arvoa, seka pystyttdisiin madritella kumppanit, joiden kanssa

yhteistydsta olisi mahdollista saada eniten lisdarvoa, esimerkiksi uusien asiakkaiden muodossa.



Tehokkaamman kumppanien arvon maérityksen avulla pystyttaisiin myo6s kohdentamaan
tarkeimmille kumppaneille enemman resursseja ja tdman avulla varmistamaan heidén

tyytyvéisyytensa ja parantamaan heidan sitoutumistansa.

1.2 Tavoitteet ja rajaus

Tyon tavoitteena on suunnitella menetelmé, jonka avulla voidaan automaattisesti méaaritella
tarkeimmat I1SV-kumppanit. Tavoitteena on my0ds haastaa nyKyistd case-yrityksen
kumppanitasoajattelua etsimalla vaihtoehtoisia tapoja ryhmitelld nykyisia ISV-kumppaneita
esimerkiksi koneoppimisen avulla. Tyon tuloksien avulla pystytddn arvioimaan nykyisten
kumppanien arvoa ja vertailemaan nykyisid kumppaneita keskenaan. Tutkimuksen tuloksien
perusteella voitaisiin myos arvioida uusien kumppanien arvoa jo hakuprosessin aikana. Ty6
rajataan kasittelem&an vain yhta case-yrityksen tuotteen, Netvisorin ISV-kumppaneita, koska
saatavilla olevassa datassa on merkittavia eroja eri tuotteiden vélilla ja tdman tyon puitteissa ei
ole mahdollista ottaa késittelyyn kaikkien tuotteiden ISV-kumppaneita. Tyossé hyddynnetaan
case-yrityksen eli Visma Solutions Oy:n dataa, mahdollisista yrityssalaisuuksista johtuen tyon

lopputulokset ovat anonymisoidut. Ta&mén tyon tutkimuskysymykset ovat seuraavat:

1. Millainen on hyvéa ISV-kumppanit?
2. Miten nykyiset ISV-kumppanitasot voidaan jakaa uudelleen koneoppimisen avulla?

3. Miten madritelld ISV-kumppaneille tarkeysjarjestys?

Ensimmainen tutkimuskysymys luo perustaa tdman tyon toiselle ja kolmannelle
tutkimuskysymyksille.  Ensimmadisessa  tutkimuskysymyksessa  selvitetddn,  miten
kirjallisuudessa méaritelladn hyva ISV-kumppani ja mité asioita liittyy hyvéan ISV-kumppanin
valintaan. Tarkoituksena on erityisesti 10ytad Kriteereitd, joiden avulla voidaan maéaritell,
kuinka hyva tietty ISV-kumppani on. Toisessa tutkimuskysymyksessa perehdytdan case-
yrityksen nyKkyisiin ISV-kumppanitasoihin ja klusteroidaan koneoppimista hyodyntamaélla
nykyiset 1ISV-kumppanit heisté saatavilla olevan datan avulla ja selvitetdan, olisiko nykyisia
ISV-kumppanitasoja mahdollista jakaa useampiin tasoihin. Hypoteesina on, ettd ISV-
kumppanien jakaminen useampaan partneritasoon voisi helpottaa tarkeysjarjestyksen luomista

ja helpottaa partnerien hallinnoimista. Kolmannessa tutkimuskysymyksessa luodaan ISV-



kumppaneista ensimmaisen tutkimuskysymyksen tuloksien pohjalta 1SV-kumppanien
tarkeysjarjestys. Hypoteesina on, ettd ISV-kumppanit voidaan laittaa térkeysjarjestykseen
heisté saatavilla olevan datan avulla ja sité tietoa voidaan hyddyntad, kun priorisoidaan ISV-

kumppaneita.

1.3 Tybn menetelmat

TyoOssa kaytetyt tutkimusmenetelmat ovat Kirjallisuuskatsaus ja kvantitatiivinen, eli
madrallinen  tutkimus, jota hyddynnettiin  l&hestymistapana  tutkimuskysymyksien
ratkaisemiseen. Kirjallisuuskatsauksessa hyodynnetddn mahdollisimman paljon akateemisia
ldhteita eri tietokannoista. Tietoldhde hakuihin hyddynnetddn LUT-tiedekirjaston
tietokantahakua ja Google Scholarin hakutoimintoa. Kirjallisuuskatsauksessa hyddynnetééan
myo6s avoimia WWW-l&hteitd. Kirjallisuuskatsauksen tavoitteena on saada mahdollisimman
laaja kuva ja ymmarrys tyon aihealueesta empiriaosuuden tueksi. Tyossa hyodynnetddn myos
laskennallisia ja tilastollisia menetelmid lopputuloksien saavuttamiseksi. Laskennalliset ja
tilastolliset menetelmét toteutetaan Python-ohjelmointikielen avulla. Laskennallisia ja
tilastollisia menetelmid varten hyddynnettiin case-yritykseltd saatua ja kerattyd dataa I1SV-
kumppaneista.

1.4  Tyobn rakenne

Ty0 on jaettu kahteen isompaan osakokonaisuuteen, teorialukuihin ja soveltaviin lukuihin.
Teorialuvuissa kuvataan tyon aihepiiriin liittyvaa teoriaa tyon soveltavan osuuden tueksi.
Teorialuvut on jaettua teorioiden aihealueittain omiksi luvuikseen. Luvut 2-6 ovat tyon
teorialukuja. Luvussa 6 on Kkésitelty tarkemmin case- yrityksen, eli case-yrityksen
nykytilannetta tyon aihealueen suhteen. Soveltavassa luvussa 7 esitetédan, kuinka tyon ongelmat
saadaan ratkaistuiksi. Luvussa 7 yhdistetddn Kkirjallisuuskatsauksen l0ydoksia kéytantoon
hyddyntamalla case-yritykselté saatavissa olevaan dataan ISV-kumppaneista. Luvun 7 jalkeen
esitetddn tyon tulokset ja niiden arviointi. Tyon tuloksien jalkeen esitetddn mahdolliset
jatkotoimenpiteet ja kehitysehdotukset. Tyon luvussa 8 kdydaan lapi tyon tulokset ja niiden

arviointi ja tyon viimeisessa luvussa 9 on tyon yhteenveto.



2 OHJELMISTOLIIKETOIMINTA JA -EKOSYSTEEMI

Tassa luvussa kasitelladn lyhyesti ohjelmistoliiketoimintaa ja sen toiminta periaatteita
erityisesti  Software as a Service liiketoiminnassa. Taméan jalkeen syvennytdén
ohjelmistoekosysteemiin ja sen tuomiin etuihin. Taman luvun alaluvuissa perehdytaan

ohjelmistoekosysteemeihin liittyviin ISV-kumppaneihin, jotka ovat tarked osa téta tyota.

Ohjelmistoliiketoiminnalla  tarkoitetaan liiketoimintaa, joka keskittyy ohjelmistojen
kehittdmiseen ja niiden myyntiin lisenssilla tai palveluna (Nousiainen, 2018 s. 11). Hoch et. al.
(1999 s.27) mukaan ohjelmistotuotteet voidaan jakaa kuluttajille ja yrityksille suunnattuihin
ohjelmistoihin. Kuluttajille suunnatut ohjelmistot ovat esimerkiksi kayttojarjestelmét ja
videopelit ja yrityksille suunnatut ohjelmistot ovat esimerkiksi toiminnanohjaus ja
varastonhallinta ohjelmistot. (Hoch et. al. 1999 s.32-34)

Software as a Service (SaaS), eli ohjelmisto palveluna. SaaS on ohjelmiston jakelumalli, jossa
sovellusta hallinnoi sen palveluntarjoaja. Palveluntarjoaja on vastuussa muun muassa
sovelluksen infrastruktuurista, toiminallisuudesta ja sen yllapidosta. Télla tavoin asiakkaan eli
tarvitse itse asentaa sovellusta erikseen tai yllapitaa sovellusta erilliselld palvelimella, koska
sovelluksen palveluntarjoaja hoitaa sovelluksen tarjoamisen pilvipalvelimien avulla. Yleisesti
asiakas maksaa SaaS palvelusta kiintedd kuukausihintaa tai ké&yttajakohtaisen hinnan
perusteella, SaaS palveluissa ei yleensa mydskaan ole kiinteitd aloituskustannuksia. SaaS -
mallista hyotyvat merkittavasti palveluntarjoaja ja asiakas. Asiakkaalla on aina kaytdssaan
tuotteen uusin version, joka samalla helpottaa palveluntarjoajan yllapitoa. Pilvipalvelut ovat
myo6s helposti skaalattavissa isommille asiakasmaérille, joka helpottaa palveluntarjoajan
lilketoiminnan kehittymistd. Asiakkaat voivat kayttdd SaaS ohjelmistoa helposti
verkkoselaimen vélityksella ja kdytettavissa missé tahansa. (Weiping, 2009 s. 110; Ma, 2007;
Yiu, 2020)

Popp ja Meyer madrittelevat ohjelmistoekosysteemin olevan ekonominen ekosysteemi, joka
keskittyy yhden ohjelmistotuottajan ympadrille ja heiddan mukaansa aiemmat tutkimukset ovat
tuoneet ilmi sen, ettd nopeasti kehittyvé ohjelmistoala on vienyt Kilpailun siihen, ettd menestys

madrittyy koko ekosysteemin menestyksen perusteella, eik& pelk&n ohjelmistoyrityksen



menestyksen perusteella (Popp & Meyer, 2010, s. 131). Jansen ja Cusumano madrittelevat
ohjelmistoekosysteemin olevan joukko toimijoita, jotka toimivat yhdessé ja ndita toimijoita
yhdistdd teknologinen alusta tai markkina ja ndma toimijat tydskentelevédt jakamalla

informaatiota, resursseja ja heidan tuloksiansa. (Jansen & Cusumano, 2013)

Ohjelmistoekosysteemit kehittyvét ajan myota yhden ison ohjelmistotuottajan ymparille, joka
kehittdd omaa ohjelmistoalustaa. Ohjelmistoekosysteemissé kaikki osapuolet hyotyvét, koska
se mahdollistaa myds pienempien toimijoiden paasyn isoille markkinoille. Isoimman hyddyn
ohjelmistoekosysteemistd kerdd ekosysteemid hallinnoiva taho, joka yleensd on
ohjelmistoyritys, jonka ympdrille ekosysteemi on rakentunut. (Kaistinen, 2017 s. 27-28; Jansen
& Cusumano, 2013)

Ohjelmisto-

ekosysteemi

Asiakkaat

Kumppani
ekosysteemi

Ohjelmistoyritys

Kuva 1. Ohjelmistoekosysteemi

Kuvassa 1 on havainnollistettu ohjelmistoekosysteemin rakennetta. Kuten aiemmin mainittu,
ohjelmistosekosysteemin ytimessd on itse ohjelmistoyritys, jonka ohjelmistoalusta on
ohjelmistoekosysteemin kaytossa. Ohjelmistoyrityksen ymparilld on kumppaniekosysteemi,

joka pitaa sisallaan lisdarvoa tarjoavat jalleenmyyjat, lisdarvoa tarjoavat jakelijat ja jarjestelméa



integraattorit. Kumppaniekosysteemin rooli on toimia esimerkiksi jalleenmyyjind, solmia
yhteisia markkinointikampanjoita ohjelmistoyrityksen kanssa, taydentaa
ohjelmistoekosysteemin tarjontaa omilla ohjelmistoratkaisuilla tai rakentaa integraatioita
toisiin ohjelmistoihin, joita asiakkaat kayttavat. (Bech, 2015 s.129-133; Popp & Meyer, 2010,
s. 153; Kaistinen, 2017 s. 27, 33-35)

Ohjelmistoekosysteemi tuo mukanaan useita hyotyjd, jotka ndkyvat kaikille ekosysteemin
toimijoille. Loppukéayttdjat esimerkiksi hyotyvat paremmasta tarjoamasta ydintuotteen
ymparilla, he pystyvat esimerkiksi tehostamaan omia prosessejaan ohjelmistoekosysteemin
tuomien integraatioiden avulla. Ohjelmistoekosysteemi houkuttelee myds samalla uusia
asiakkaita ja parantaa asiakkaiden sitoutuneisuutta, koska laajalti yrityksessa kayttoon otetusta
ohjelmistosta siirtyminen toiseen, esimerkiksi kilpailijan ohjelmistoon on erittain tyolasta.
Ohjelmistoyritys pystyy paremmin keskittymaan ydintuotteen kehittdmiseen, silla vélin kun
kumppaniekosysteemi tarjoaa loppukayttdjille ekosysteemin ydintuottetta tukevia toimintoja.
Talla tavoin pystytadn tehokkaasti jakamaan tuotekehityksen kustannuksia ekosysteemin
sisalld. Toimivan ohjelmistoekosysteemin avulla koko ekosysteemin pystyy skaalautumaan
tehokkaammin, koska ekosysteemin toimijat tdydentdvét toistensa osaamista ja sen avulla
pystytddn tavoittamaan isompi joukko potentiaalisia asiakkaita ja saamaan syvempaa
ymmarrysta eri toimialoihin. (Bosch, 2009; Kim, 2019)

Taman tyon tarkastelukohteena on erityisesti kumppanit, jotka tekevét integraatioita omiin
ohjelmistoihinsa, eli integraatiokumppanit. Integraatiokumppaneita ovat myds kumppanit,
jotka tekevat integraatioita kolmannen osapuolen ohjelmistoihin. Integraatiokumppaneita
varten ohjelmistoyrityksen taytyy luoda ja avata ohjelmistoon rajapinnat heitd varten. Nama
rajapinnat antavat kumppaneille pé&asyn ohjelmiston keskeisiin prosesseihin ja tiedon
kerd&dmiseen ja siirtdmiseen ohjelmistojen vélilla. Integraatiokumppanit ovat myos merkittavia
osallisia ohjelmistoekosysteemissd, koska he ovat l&htokohtaisesti hyvin sitoutuneita
ekosysteemin menestykseen ja kehitykseen, koska integraatioiden kdyttdonotto ja heiddn oman
ohjelmistonsa kehittdminen on vaatinut resursseja, ennen kuin on paasty osaksi ekosysteemié.
(Moilanen et al.2019 s.83-85; Popp, 2010, s. 185)



Integraatiokumppanit hyddyntavat ohjelmistoyrityksen kehittdmén ohjelmiston rajapintoja
integraatioiden rakentamiseen. Néité rajapintoja voidaan kutsua termilla API, eli Application
programming interface, suomennettuna ohjelmointirajapinta.  Yksinkertaisimmillaan
ohjelmointirajapinnan avulla useat eri sovellukset voivat kommunikoida kesken&én. Sen avulla
voidaan siirtéa tietoa helposti ja automaattisesti ohjelmien valilla. Esimerkkind ohjelmistot

voivat automaattisesti siirtdd palkanlaskennan ohjelmistosta tiedot kirjanpitojarjestelmaan.

Ohjelmointirajapinnat ~ voidaan  luokitella  neljadn  eri  kategoriaan.  Avoimet
ohjelmointirajapinnat on tarkoitettu julkiseen kayttoon, ja niissé ei ole ollenkaan tai hyvin
vahan rajoituksia, ketkd niitad paasee kayttdmaan. Tama mahdollistaa ulkopuolisille tahoille
hyvinkin nopean péédsyn dataan ja nopeuttaa kehitysvaihetta. Avointen rajapintojen avulla
ulkopuoliset kehittdjat voivat rakentaa omia ohjelmistojaan alkuperaisen ohjelmiston rinnalle
ja tall& tavoin luoda asiakkaille lisdarvoa. Avoimet rajapinnat lisdévét tietoturva uhkia, koska
kaikilla on silloin vapaa p&asy ohjelmiston taustajarjestelmiin (De, 2017, s.7).

Toisena kategoriana on sisdiset ohjelmointirajapinnat ja ne on tarkoitettu vain yrityksen
siséiseen kayttoon siirtdmaén dataa vain siséisten ohjelmistojen vélilla. Sisdisiin rajapintoihin
ei anneta paasya kolmansille osapuolille ja niiden tietoturvatoimet ovat hyvin tiukat. (Moilanen
et al., 2019 s.54; Henderson, 2020; De, 2017 5.6-8)

Kolmantena on kumppani ohjelmointirajapinta ja se on tarkoitettu erityisesti
ohjelmistoekosysteemin partnereille. Kumppani ohjelmointirajapinnoilla on kattavampi paasy
prosesseihin ja dataan, mutta myds tietoturva vaatimukset ovat kattavammat verrattuna
avoimeen ohjelmointirajapintaan. Kumppani ohjelmointirajapintaan padasy on myaos rajattu vain
valituille kumppaneille. (Moilanen et al., 2019 s.54; Henderson, 2020; De, 2017 s.6-8)

Neljantend on yhdistelmdohjelmointirajapinta, jonka tarkoituksena on mahdollistaa useiden
rajapintakutsujen tekeminen yhdelld kutsulla. Tdman ohjelmointirajapinnan avulla kehitt&ja
pystyy lahettdmdan ja hakemaan tietoja useista rajapinnoista yhdelld kutsulla, joka
yksinkertaistaa tiedonsiirtoa ja lisda ohjelmointirajapinnan kayttotarkoituksia. (Moilanen et al.,
2019 s.54; Henderson, 2020; De, 2017 s.6-8)
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Taulukko 1. Yleisimpia ohjelmistoprotokollia (Riley, 2019; AltexSoft, 2020)

Nimi Julkaistu Formaatti Vahvuudet

SOAP 1999 XML Laajasti kéytetty ja kdytetdan erityisesti

tietoturvaa vaativissa ratkaisuissa.

REST 2000 JSON, XML, | Tiedonsiirto formaattien joustavuus ja
HTML jateksti | helppokayttoisyys

JSON-RPC 2005 JSON Yksinkertaisuus
GraphQL 2015 JSON Joustava datan kysely ja kevyt ratkaisu

Ylla olevassa taulukossa 1. on listattu nelja ohjelmointirajapinta protokollaa.
Ohjelmointirajapinnat noudattavat tiettyja protokollia, joista tunnetuimpia ovat SOAP (Simple
Object Access Protocol) ja REST (Representational State Transfer). SOAP-protokollan avulla
ohjelmistot voivat lahettdd toisilleen sovitun standardin mukaisia XML-formaatissa olevia
tiedostoja, jotka siséltavat haluttua tietoa. XML formaatti on XML-kielen mukaisesti esitetty
rakenteellista tekstidataa. REST on SOAP-protokollaan verrattuna kevyempi vaihtoehto ja se
sallii tiedon ldhettdmisen useammassa eri tiedosto formaatissa esimerkiksi JSON-formaatissa.
JSON-formaatti on XML kaltainen tekstidataa siséltdvé formaatti, mutta se on huomattavasti
yksinkertaisempi  ja sisaltdd objekteja, jotka sisdltdvat avain-arvo-pareja. REST
ohjelmointirajapinnat on kasvattanut suosiota merkittavasti sen helppokéyttdisyyden ansiosta.
(Kankamge 2012, s. 11)

JSON-RPC on hyvin samankaltainen REST:in kanssa, koska molemmat hyddyntévat tiedon
siirtdamiseen JSON-formaattia, mutta JSON-RPC on yksinkertaisempi ja ei tarjoa samanlaista
joustavuutta REST:iin verrattuna (Riley, 2019). GraphQL:n avulla ohjelmointirajapintaan
voidaan tehdd pyyntdjd, joiden avulla saadaan haettua vain tarvittava tieto, jonka avulla
tietomallin hallinta on helpompaa (Altexsoft, 2020).
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2.1 ISV-Kumppaniohjelma ja sen hyodyt

Tassa kappaleessa kasitellaan, sitd mita ISV-kumppani ohjelma tarkoittaa ja mita hyoétyja ISV-
kumppaniohjelma tuo sité tarjoavalle ohjelmistolle ja sen alkuperéiselle kehittajalle ja myos
mita etuja 1SV-kumppani ohjelmasta on sen partnereille. 1SV-kumppaniohjelma on
ohjelmistoyrityksen strateginen péatos laajentaa omaa palvelua ja toimintaa luomalla liséarvoa
ohjelmistoekosysteemin  loppukayttéjille.  ISV-kumppani tuo ekosysteemiin  oman
ohjelmistotuotteensa, joka liitetddn integraatioiden avulla ohjelmistoekosysteemin
alkuperdiseen tuotteeseen. Tdman integraation avulla saadaan tuotettua loppuasiakkaalle
lisdarvoa. (Kumpon, 2004) (Ramirez, 2020)

Yhtena merkittavana etuna 1SV-kumppaniohjelmasta on sen tuottama liikevaihto molemmille
osapuolille. ISV-kumppanit saavat tuloa siité, ettd he voivat laskuttaa loppuasiakasta heidan
tuotteensa ja rajapinnan kayttamisestd. Erilaisia laskutusperiaatteita on useita ja ne ovat useasti
tuotekohtaisia. Ohjelmistoekosysteemin alkuperdinen omistaja ja kehittdja hyotyy tasta siten,
ettd he voivat esimerkiksi laskuttaa osuuden loppuasiakkaan ja kumppanin vélisesta
lilkevaihdosta. Edelld mainitulla tavalla on toiminut esimerkiksi ohjelmistojatti Salesforce.
Salesforce tarjoaa internetissé heiddn kauppapaikallaan useita ISV-kumppanien tuottamia
lisdosia heidan ohjelmistoonsa. Kauppapaikalta loppuasiakkaat voivat ostaa itselleen kayttoon
ohjelmistoon ISV-kumppanien tuottamia lisiominaisuuksia. Salesforce ottaa itselleen tietyn
prosentin 1SV-kumppanin tuottamasta liikevaihdosta. Salesforce auttaa ISV-kumppaneita
saamaan enemman myyntid generoimalla myyntivihjeitd, markkinoimaan ja auttaa viemaan
loppuun 1SV-kumppanin myyntid. Alla olevassa kuvassa 2 on havainnollistettu, kuinka I1SV-
kumppaniohjelman rahavirrat syntyvat. Asiakkaat maksavat ohjelmistoyritykselle
ohjelmistoekosysteemin ohjelmiston kaytostad ja asiakkaat maksavat ISV-kumppanille heidén
ohjelmistonsa kaytosta. Ohjelmistoyrityksen ja ISV-kumppanin valilla on tulonjakoa. ISV-
kumppani saattaa joutua maksamaan ohjelmistoyritykselle vield lisdksi kumppaniohjelmaan

mukaan paasemisesta lisamaksuja. (Ricadela, 2006, Popp & Meyer, 2010, s. 137)
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Ohjelmistoyritys

& \ 2

Asiakkaat B ISV-kumppani

Kuva 2. Rahavirrat ISV-kumppaniohjelmassa (Popp & Meyer, 2010 s. 137)

ISV-kumppaniohjelma on tarke& myads siitd syyst, ettd ohjelmistoyrityksen on vaikea saavuttaa
kaikkia heidan potentiaalisia asiakkaitaan ilman ohjelmistoekosysteemin 1SV-kumppanien
tuomaa apua ja lisdarvoa. Ohjelmistoyrityksen ei ole valttaméttd kannattavaa itse luoda omaan
ohjelmistoonsa kaikkia niche-ominaisuuksia, jos niita varten 16ytyy 1SV-kumppani, joka voi
tuottaa kyseiset ominaisuudet (Kumpon, 2004 s.52). Ohjelmistoyrityksen on nykypéivéana
erittdin vaikea olettaa, ettd pystyisi vastaamaan kaikkiin heidan asiakkaidensa tarpeisiin yksin,
ja téssé tilanteessa on hyva hyddyntéé esimerkiksi ISV-kumppaneita. 1SV-kumppanien avulla
ohjelmistoekosysteemiin voidaan lisata asiakkaille tarkeita palveluita ja ominaisuuksia, joiden
johdosta ekosysteemiin syntyy tahmeutta ja lisdarvoa loppuasiakkaille. Tahmeudella viitataan
siihen, ettd loppuasiakkaan on vaikeampi siirtya kayttaméaan kilpailijan tuotetta, koska heilld on
niin monta palvelua jo yhdesté paikasta saatavilla. Ramirez (2020) antaa tasta hyvén esimerkin,
jossa viittaa Amazon Alexan ja Spotifyn yhteisty6hon, loppukéyttdja voi hyodyntdd Amazon
Alexa:a ohjaamaan hdnen musiikkiaan Spotifyn kautta. Td&ma johtaa siihen, ettd kayttajat
epatodennakdisemmin lopettavat Spotify tilauksensa, koska voivat kayttdd samaa palvelua
my6s Amazon Alexan avulla. Blanda (2019) korostaa erityisesti sitd, ettd kun asiakkaan
toimintamallit on upotettu syvélle ohjelmistoekosysteemiin se lisdd merkittavasti sen kdyttod ja

vahentdd samalla asiakaspoistumaa. (Ramirez, 2020; Blanda, 2019)
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Markkinointi on yksi ISV-kumppaniohjelman eduista, joista hyotyy molemmat osapuolet.
Ohjelmistoyritys voi tarjota ISV-kumppaneille mahdollisuutta mainostaa heidan tuotteitaan
ohjelmistoyrityksen kanavien kautta isommalle asiakasmaarélle, samalla ohjelmistoyritys voi
markkinoida ISV-kumppanin asiakkaille omaa tuotettansa. Molemmat osapuolet pystyvat talla
tavoin kasvattamaan omaa bréndi ndkyvyytta ja tehostaa markkinointia (Rickmann, 2014 s.8).
Markkinoinnin avulla molemmat osapuolet voivat kasvattaa omaa asiakaskuntaa ja laajentua
uusille markkinoille. Ohjelmiston myynti tehostuu 1SV-kumppanin avulla erityisesti
ohjelmistoekosysteemin kasvaessa, kun uusia ISV-kumppaneita haluaa orgaanisesti tulla osaksi
ekosysteemia ja samalla tuoden heidan loppuasiakkaansa ekosysteemiin (Kumpon, 2004 s. 57).
(Blanda, 2019; Ricadela, 2016 s. 51; Moilanen et al. 2018 s. 86)

ISV-kumppanien avulla ohjelmistokehitysta voi tehostaa myds siten, ettda 1SV-kumppani on
voinut ratkaista jo esimerkiksi ohjelmiston vaatimuksiin liittyvié haasteita. Moilanen et al. tuo
Kirjassaan esimerkin esille, jossa ISV-kumppanin avulla pystyttiin ohjelmistoon lisdédmaan
ominaisuus, jonka avulla pystyttiin vastaamaan regulaation tuomiin vaatimuksiin esimerkiksi

rahaliikenteen hallitsemisessa. (Moilanen et al. 2018 s. 87)

ISV-kumppaniohjelmassa on omat haasteensa ja riskinsé kaikille osapuolille ja riskit tarke&
pystyd huomioimaan ja minimoimaan. Haasteena voi olla esimerkiksi, ettd I1SV-kumppanit
Kilpailevat keskendan liian aggressiivisesti ja Kieltdytyvét tekeméan yhteistyota. Haasteena ja
riskind voi myo6s olla se, kuinka ISV-kumppani hoitaa asiakastyytyvaisyyttd. Jos ISV-
kumppanin asiakkaan ovat tyytymattomid heiddn saamaan palveluun, se voi heijastua
tyytyméttdmyytend myds ohjelmistoekosysteemin ohjelmistoyritykseen. ISV-kumppani
saattaa my0s toimia vastoin ohjeita ja saantdja ja ndin aiheuttaa haittaa koko
ohjelmistoekosysteemille. Yksikin huono partneri voi aiheuttaa merkittavad imago haittaa koko
ohjelmistoekosysteemille. ISV-kumppaniohjelma tuo ekosysteemiin lisdd kompleksisuutta,
joka hankaloittaa ekosysteemin hallinnointia ja vaatii ohjelmistoyritykselta resursseja. ISV-
kumppaniohjelman riskej& ja haasteita voidaan minimoida onnistuneella 1SV-kumppanin

valinta prosessilla. (Kaistinen, 2017 s. 62-64)
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2.2 ISV-kumppanien valintakriteerit

Tassa luvussa kasitelldédn 1SV-kumppaniohjelmaan liittyvien ISV-kumppanien valintaan
liittyvia kriteereitd ja valintaprosessia. Tarkoituksena on tuoda esille kirjallisuudesta, mita
kriteereja kaytetaan, kun ollaan valitsemassa uutta ISV-kumppania ohjelmistoekosysteemiin.
Taman tyon keskiossa on case-yrityksen Netvisor ohjelmistoekosysteemi, joka hyotyy
verkostoefektistd. Verkostoefektilld tarkoitetaan sitd, ettd ohjelmistoekosysteemin arvo ja
houkuttelevuus uusille partnereille ja asiakkaille kasvaa samalla, kun uusia partnereita ja
asiakkaita liittyy osaksi ekosysteemid. Ohjelmistoekosysteemin ja kumppanien ma&rén
kasvaessa on tdrked pystyd hallinnoimaan ja valitsemaan parhaimmat kumppanit osaksi
ekosysteemid. Kuten edeltavéssa kappaleessa mainittiin, ettd 1SV-kumppaniohjelman riskien
hallitsemista ja vélttdmista varten partnerien valintaprosessi on erityisen tarked. (Rickman,
2014 5.3)

ISV-Kumppanin valintaan voi olla useita eri syitd ja Chen et. al. (2008, s.20) tuovat
tutkimuspaperissa esille nelja yleista syyta valita ISV-kumppani. Ensimmaisena on strategiset
syyt. Strategisilla syilla viitataan siihen, ettd ISV-kumppanin avulla yritetd&n kasvattaa tuottoja
tai parantaa markkina-asemaa. Toisena syynd on kustannuslahtdinen. Kustannuslahtoisilla
syilla  viitataan  siihen, ettd ISV-kumppanin avulla  pyritddn  véhentamaan
ohjelmistoekosysteemistd aiheutuvia kuluja, esimerkiksi tehostamalla tuotekehitysta ja taten
vahentamalla  tuotekehityksen  kuluja. Kolmantena syynd on  resurssildhtdinen.
Resurssilahtoisilla syill4d viitataan siihen, ettd ISV-kumppanilla on jotain resursseja tai
osaamista, jotka ovat hyvin arvokkaita ohjelmistoekosysteemille. Tallaisia resursseja voi
esimerkiksi olla patentit tai markkinointikanavat. Neljantenda syynd on oppimislahtdinen.
Oppimislahtoisilla ~ syilla  viitataan  siihen, ettd ISV-kumppani voi  hyddyttaa
ohjelmistoekosysteemié tuomalla mukaan uusia teknologioita ja tuoda sitd osaamista koko
ekosysteemiin. Partanen ja Moller jakavat ISV-kumppanit kahteen kategoriaan; strategisiin ja
ei-strategisiin kumppanit, strategisetkumppanit ovat kumppanit, jotka tuovat ekosysteemiin
hyvin tarkeitd ja korvaamattomia tuotteitta tai palveluita ja ei-strategiset kumppanit tuovat
ekosysteemiin korvattavia ja ei niin tdrkeité tuotteita tai palveluita (Partnen & Mdller, 2012).
(Chen et. al. 2008, s.20)
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Kirjallisuudessa on lukuisia tapoja madrittad kriteereitd 1SV-kumppaneille, koska kriteerit on
yleensa linjattu ohjelmistoekosysteemin ohjelmistoyrityksen strategian mukaisesti ja Kriteerit
on yrityskohtaisesti suunniteltu siten, etta niiden avulla voidaan varmistaa, onko potentiaalisen
ISV-kumppanin ja heidan strategiansa linjassa ohjelmistoekosysteemin ohjelmistoyrityksen
strategian kanssa. Beeleen (2019, s. 19-24) on tehnyt erittdin kattavaa tutkimusta partnerin
valintaprosessista ja erityisesti kumppanin valintakriteereistd. 1SV-kumppanien valintaa
voidaan osaltaan rinnastaa myds muihin konteksteihin, joissa valitaan kumppani valittujen
kriteerien pohjalta. Esimerkiksi Vankatesh, et. al (2019) hyodyntdd usean Kkriteerin
paatdsanalyysin menetelmid toimitusketju kumppanin valinnassa, jossa valintakriteerien avulla

pyritaan valitsemaan parhaimmat kumppanit.

Beelen (2019, s. 19-24) ei ota tutkimuksessa kantaa yrityksien strategioihin, vaan on keréannyt
useista eri tutkimuksista partnerin valinta kriteereitd, joiden avulla ohjelmistoekosysteemin
hallinnoiva taho voi valita parhaimmat partnerit. Beelen (2019, s. 19-24) oli kirjallisuudesta
loytanyt 57 eri kriteerié partnerin valintaprosessia varten. Liitteessd 1 on listattu kaikki Beelen
(2019, s. 19-24) loytamaét kriteerit. Kaikki kriteerit on jaettu kuuteen kategoriaan. Ensimmaéinen
kategoria on partnerin piirteet, eli niiden avulla voidaan kuvailla ja testata potentiaalisen ISV-
kumppanin luonnetta ja potentiaalia. Toinen kategoria on partnerin kyvykkyydet, eli niiden
avulla maaritelladn mitd ohjelmistoyritys on hakemassa potentiaaliselta ISV-kumppanin
organisaatiolta ja tyontekijoiltd. Kolmas kategoria on partnerin tuote, eli millaisia
erityispiirteitd potentiaalisen 1SV-kumppanin tuotteella on ja mitd hyoOtyjad niistd olisi
ohjelmistoekosysteemille. Neljas kategoria on partnerin omistukset, eli omistaako
potentiaalinen ISV-kumppani esimerkiksi jotain immateriaalioikeuksia, joista olisi hyotya
ohjelmistoekosysteemille. Viides kategoria on partnerin myyntikyvyt, eli millaiset on
potentiaalisen ISV-kumppanin myyntikanavat ja markkinaosuus. Kuudes ja viimeinen
kategoria Kkasittdd kriteerejd, jotka ovat ohjelmistoyrityksen nakokulmasta, eli millainen
potentiaali ISV-kumppanilla on. (Beelen, 2019, s5.19-24; Wann, et. al. 2009))

Beelen (2019, s. 19-24) haastatteli tutkimuksessaan kuutta eri isoa ohjelmistoekosysteemia
hallinnoivaa ohjelmistoyritysté ja kysyi heidan mielipidettdnsa tarkeimmista kriteereista. Alle

olevassa taulukossa 2. on esitetty jokaisen kategorian kolme térkeinté partnerin valintakriteeri.
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Taulukko 2. Yhteenveto suosituimmista kriteereista. (Beelen, 2019 s. 35)

Kategoria 1. Suosituin 2. Suosituin 3. Suosituin
Partnerin piirteet Sitoutuneisuus Asiakastyytyvaisyys | Luotettavuus
yhteistydhon
Partnerin Innovointikyvyt Ainutlaatuinen Innovaatio
kyvykkyydet 0saaminen keskeisyys
Partnerin tuote Luotettavuus Laatu Integraation
tehokkuus
Partnerin Partneriyrityksen Tekninen osaaminen | Tuotekehityksen
omistukset 0saaminen investoinnit
Partnerin Asiakaskunta Markkinaosuus Markkinakattavuus
myyntikyvyt
Ohjelmistoyrityksen | Portfoliota Y hteistyOn tuotto Suositukset
nakokulma taydentava

Ramirez on Beelen (2019, s. 19-24) tavoin jakanut partnerin valinta Kkriteerit kategorioihin.
Ramirez (2021) on jakanut kriteerit neljddn omaan kategoriaan; asemointi, sitoutuneisuus,
vakaus ja myyntikyvykkyys. Potentiaalisia partnereita arvioitaessa ohjelmistoyritys tarkastelee,
kuinka potentiaalinen partneri on asemoitunut ohjelmistoekosysteemin ohjelmistoyritykseen
verrattuna. Tahan liittyy selvitystyotd, jonka tarkoituksena on saada selville, sopiiko
potentiaalisen partnerin bréndi ohjelmistoyrityksen bréndiin, onko molemmilla tahoilla
samanlaiset pitkan aikavélin suunnitelmat. Tassa vaiheessa ohjelmistoyritys myo6s selvittaa
miten hyvin potentiaalisen partnerin tuote tukisi ohjelmistoekosysteemia ja onko se kyseinen

partneri jo jonkun toisen ohjelmistoyrityksen partnerina. (Wann, et. al. 2009)

Toinen kategorioista on sitoutuneisuus. Téhé&n kategoriaan kuuluu ohjelmistoyrityksen rooli
selvittdd, kuinka motivoitunut potentiaalinen partneri on yhteistydhon. Osa selvitystyotd on
kdydd keskusteluja potentiaalisen partnerin kanssa ja tutustua heidan tuotteeseensa ja
kehitystiimiin. Samalla ohjelmistoyritys voi tiedustella asioita, joita potentiaalinen partneri
voisi parantaa. Potentiaalisen partnerin motivaation perusteella ohjelmistoyritys voi hyvin jo
paatelld, onko mahdollista rakentaa yhteisid suunnitelmia esimerkiksi markkinointiin ja
tuotekehitykseen. (Wann, et. al. 2009)
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Kolmas kategoria on vakaus, jolla viitataan siihen millainen vaikutus potentiaalisella
partnerilla, on ohjelmistoekosysteemiin. Jos potentiaalisen partnerin bréndi tai partneri on
hyvin uusi tekij& markkinoilla, voi silla olla negatiivinen vaikutus koko ekosysteemiin. Jos
potentiaalisella partnerilla on pitk&aikaisia asiakassuhteita ja vaikutusta hdnen markkinallansa,
on silla positiivinen vaikutus ekosysteemiin. Ohjelmistoyrityksen on myds hyvéa ottaa
huomioon, mitd vaikutusta potentiaalisen partnerin brandilld on parhaassa ja huonoimmassa
skenaariossa. Potentiaalisen asiakkaan asiakassuhteista on myds hyvé tarkastella, mik& on

asiakkaiden tyytyvaisyys tuotteeseen ja asiakaspalveluun. (Wann, et. al. 2009)

Neljantena kategoriana on myyntikyvykkyys. Myyntikyvykkyyteen liittyy kaikki kolme
aiemmin mainittua kategoriaa ja talla kategorialla on ohjelmistoyritykselle isoin vaikutus.
Tarkasteltavia asioita t4ssd kategoriassa on muun muassa se, ettd onko potentiaalinen partneri
luotettava konsultti loppuasiakkaille, ottaako partneri koko ohjelmistoekosysteemin osaksi
omaa myyntiprosessia, tuleeko partneri saastamaan myyntiin  kuluvia resursseja
ohjelmistoyritykseltd, tekeekd partneri myyntié tehokkaasti ja pystyyko potentiaalinen partneri
auttamaan ohjelmistoekosysteemin nykyisié asiakkaita. Ramirezin (2021) listaamat kategoriat
ja kriteerit siséltavat paljon yhtaldisyyksia Beelen (2019, s. 19-24) tutkimuksen kanssa.
(Ramirez, 2021; Wann, et. al. 2009)

2.3 ISV-kumppanien priorisointi

Tassa luvussa kasitelladn, miten Kirjallisuudessa kasitelladn ISV-kumppanien vélista
priorisointia. ISV-kumppanien priorisointi on tarkedd, koska varsinkin isommissa ohjelmisto
ekosysteemeissé voi helposti tulla tilanteita, joissa kaksi kumppania tarjoaa hyvin samanlaista
palvelua tai ovat muuten hyvin samanlaisessa asemassa. Téllaisessa tilanteessa
ohjelmistoekosysteemid hallinnoivan  ohjelmistoyrityksen tulisi pystyd p&a&ttamadn

priorisoitavien kumppanien vélilta.

Beelen (2019 s.45-46) tekemé&n tutkimuksen haastatteluissa selvisi useampi peruste sille,
kuinka kumppaneita voidaan priorisoida. Ensimmainen haastateltava yritys on ottanut hyvin

asiakasléhtoisen tavan priorisoida asiakkaita. Heidan priorisointinsa perustuu asiakastarpeeseen
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ja he eivat rajoita kumppanien péasya heidan ohjelmistoekosysteemiinsd, vaan asiakkaat saavat
paattdd mita ominaisuuksia ja palveluita he haluaisivat mukaan. Kyseisen yrityksen myynti ja
markkinointi tiimilld on my6s vaikutusta kumppanien priorisointiin. Myynniltd ja
markkinoinnilta voi tulla tietoa loppuasiakkaan tarpeesta, jonka avulla voidaan kasvattaa
myyntid ja, jos joku kumppani pystyy vastaamaan tdhéan tarpeeseen, saavat he heti korkeamman
prioriteetin. Toinen Beelen (2019 s.45-46) haastattelema yritys ensisijaisesti priorisoi
kumppaneita sen perusteella, onko heidén palvelunsa tai tuote parempi, kuin muut télla hetkella
saatavilla olevat ja onko jollain kumppanilla enemman kysyntdd markkinalla, kuin toisella.
Samainen yritys priorisoi myos sen perusteella, kuinka innokas kumppani on toimimaan
yhteistydssa ohjelmistoekosysteemissd. Kolmas Beelen (2019 s.45-46) haastattelema yritys on
samalla kannalla kuin ensimmaéinen ja heidén priorisointinsa perustuu asiakaslahtdiseen
kysyntaan. Beelen (2019 s.45-46) haastatteli useita yrityksia tutkimuksessaan ja priorisointi
perusteet ohjelmistoyrityksilld painottuivat loppuasiakkaiden tarpeisiin, myynnin ja
markkinoinnin tarpeisiin, kumppanin tekniseen osaamiseen, kumppanin motivaatioon,
markkinoiden kysyntdan ja viimeisimpana kumppanin arvioituun liikevaihdon kehitykseen ja

kumppanin saavutuksiin. (Beelen, 2019 s.45-46)

Weinbaum tuo artikkelissaan esille menetelmén, jossa kumppanien priorisointi perustuu siihen,
ettd kumppanit pisteytetadn tiettyjen Kkriteerien perusteella. Weinbaumin priorisointi
menetelmassa jokaisesta Kriteeristd annetaan pisteitd kouluarvosanojen tyylisella asteikolla ja
kumppanit priorisoidaan parhaimman keskiarvon perusteella. Weinbaumin kdyttamat kriteerit
ovat hyvin samanlaiset, kuin Beelen (2019 s.45-46) tutkimuksessa 10ytdmaét yleisesti kaytetyt
kumppanin valinta kriteerit. (Weinbaum, 2017)
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3 DATAN JALOSTAMINEN

Tassa luvussa késitelladn data-analytiikalle merkittavat vaiheet, eli mitd data on ja missé
muodossa se yleensa on, ja kuinka datasta saadaan jalostettua tietoa. Tdman tyon keskidssé on
se, kuinka saatavilla olevasta datasta saadaan luotua informaatiota paatéksenteon tueksi. Tama
kappale on jaettu kolmeen pienempéa osa-alueeseen; data-analytiikkaan, jossa kasitelldan data-
analytiikkaa ja analytiikan prosesseja pintapuolisesti. Toisena osa-alueena on datan maarittely,
jossa syvennytddn mitd data on ja mitd haasteita sen kanssa saattaa ilmetd. Kolmantena osa-
alueena on DIKW-hierarkia, jota kéytetddn apuna datan jalostamisprosessin

havainnollistamiseen.

3.1 Data-analytiikka

Data-analytiikka on hyvin laaja késite, joka pitaa siséllaan erilaisia data kasittelyn menetelmié,
kuten tilastotieteitd, koneoppimista, kuvion tunnistusta ja tekodlyd. Data-analytiikan avulla
pyritddn 16ytdmaan datan siséltdmad informaatiota ja sen avulla voidaan mahdollisesti I0ytaa
informaatiota, joka normaalissa tilanteessa jaisi huomaamatta. Data-analytiikan avulla voidaan
esimerkiksi yritykset voivat loytdd tuotannon pullonkauloja, tehostaa markkinointia tai

reagoimaan markkinoiden tapahtumiin nopeammin. (Frankenfield, 2020)

Data-analytiikkaan prosessi voidaan jakaa neljaan data-analyysin vaiheeseen. Data-analyysin
vaiheet on esitetty alla olevassa Kuvassa 3. Ensimmaéisena vaiheena on valmistelu. Valmistelu
vaihe pitad sisalldan suunnitteluvaiheen, datan kerddmisen, datan ominaisuuksien generoimisen
jadatan valinnan. Valmisteluvaihe nimen mukaisesti vain valmistelee dataa seuraavaa vaihetta,
eli esikésittelya varten. Esikasittelyssa data siivotaan ja sieltd korjataan tai poistetaan
virheellisida arvoja. Kayttotarkoituksesta riippuen dataa voidaan tdssd vaiheessa myds
standardisoida ja muuttaa tarvittavaan muotoon analyysia varten. Kolmantena vaiheena on
analyysi, jossa késitelty data voidaan visualisoida ja sen pohjalta voidaan luoda esimerkiksi
ennusteita tai hyddyntaa klusteroinnissa tai regressio analyyseissa. Viimeisimpana vaiheena on
jalkikasittely, jossa dokumentoidaan ja arvioidaan lopputulosten luotettavuus. (Runkler, 2020
5.2-3)
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Valmistelu Esikasittely Jalkikasittely

Kuva 3. Data-analytiikka prosessin vaiheet. (Runkler, 2020)

Data-analytiikan ké&yttokohteita voidaan ymmartad helpommin jakamalla se neljadn alla

listattuun data-analyysiin kategoriaan:

e Kuvaileva analytiikka
e Diagnosoiva analytiikka
e Ennustava analytiikka

e Ohjaileva

Kuvailevan analytiikan avulla voidaan vastata kysymykseen, mité tapahtui?”. Kuvailevan
analytiikan avulla tutkia historiadataa ja kuvailla tarkemmin mitd tapahtui. Kuvailevan
analytiikan tarkeimpéna tehtdvana on muokata raaka data sellaiseen muotoon, etta se voidaan
visualisoida ja siitd voidaan ymmartd4d mitd tapahtui. Kuvaileva analytiikan avulla voidaan
huomata, jos joku asian on véarin mutta sen avulla ei pystytd vastaamaan, ettd miksi niin
tapahtui. (Bekker, 2017; Mehta, 2017; Stevens, 2021)

Diagnosoivan analytiikan avulla voidaan vastata kysymykseen, “miksi jotain tapahtui?”
Diagnosoiva analytiikan avulla pystytddn loytamé&éan datasta poikkeamia ja korrelaatioita,
joiden avulla pystytdan selvittdméan, miksi jotain tapahtui. Diagnosoivaan analytiikkaan
tekniikoihin kuuluu esimerkiksi regressioanalyysi, klassifiointi ja herkkyysanalyysit. (Bekker,
2017; Mehta, 2017; Stevens, 2021)
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Kolmantena on ennustava analytiikka ja se vastaa kysymykseen, mitd tulee todennékoisesti
tapahtumaan. Ennustavassa analytiikassa hyddynnetéén kuvailevan ja diagnosoivan analytiikan
I0yddksia ja luo niiden pohjalta ennustettavia trendejd. Ennustavaa analytiikkaa voidaan kdyttaa
esimerkiksi ravintolan asiakasmadrien ennustamiseen tai sosiaalisen median kayttajien
reaktiota johonkin asiaan. Ennustava analytiikka ei ole taysin tarkkaa ja ennustuksen tarkkuus
riippuu pitkalti saatavilla olevan datan laadusta, ja siitd kuinka satunnaista ennustettava asia on.
(Bekker, 2017; Mehta, 2017; Stevens, 2021)

Neljantena on ohjaileva, ja sen tarkoituksen on kertoa mihin toimiin kannattaa ryhtya, jotta
voidaan vélttaa tulevaisuuden ongelmat, tai hyotya eniten trendeistd. Ohjaileva analytiikka on
erittdin monimutkaista, koska siiné on otettava huomioon kaikkia mahdolliset lopputulokset ja
niiden vaikutukset ja pystya valitsemaan niistd paras. Téhan tehtdvaan hyodynnetdéan
algoritmeja, koneoppimista, tilastollisia menetelmid ja mallinnusta. Hyva esimerkki
ohjailevasta analytiikasta on hakukoneet, ne pyrkivét ennustamaan mika hakutulos olisi hakijan
kannalta kaikista parhain ja tarjoaa sitd ensimmaisend. Toisena esimerkkind on esimerkiksi
parhaimman kuljetusreitin valinta, jossa on otettava huomioon eri kuljetustavat, reitit, tietyot ja
ruuhka. (Bekker, 2017; Mehta, 2017; Stevens, 2021)

3.2 Datasta viisautta

Ahonen et. al (2017, s. 19) madritteleen datan olevan “Tarkasteltavasta kohteesta kerdttyd ja
tallennettua numeriista ja ei-numeerista aineistoa”, Ahonen et. al. viittaa tilla raakadataa, joka
sellaisenaan ei ole kayttokelpoista paatoksenteon tukena (Ahonen et al. 2017 s. 19). Ackoff
(1999) taas madrittelee datan olevan symboleita, jotka maarittelevat objekteja ja tapahtumia
(Ackoff, 1999). Ahsan ja Shah (2019) méérittelevé datan artikkelissaan olevan mitattua tai
tilastollista tietoa, joka sisaltdd merkityksellista ja merkityksetontd informaatiota ja se taytyy

prosessoida, ennen kuin siitd on hyotya (Ahsan & Shah 2019).

Jotta datasta voidaan jalostaa kayttokelpoista informaatiota, tdytyy ensin ymmartdd missa
muodossa se on. Isossa kuvassa kaikki data voidaan jakaa strukturoituun ja
strukturoimattomaan dataan. Taylor kuvailee artikkelissa, ettd strukturoitu data on sellaista

dataa, josta voidaan hakea tietoa (Taylor, 2018). Pickel (2018) viittaa artikkelissaan
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strukturoidun datan olevan dataa, joka sopii relaatiotietokantojen ja laskentataulukoiden
Kiinteisiin kenttiin ja sarakkeisiin (Pickel 2018). Strukturoitu data sisaltaa siis organisoitua ja
helposti ymmarrettavéa dataa, jota on helppo késitelld. Strukturoimaton data on Balduccin ja
Marinovan (2018) mielestd yleisesti ymmarretty olevan tietoa, jolla ei ole ennalta maarattya
tietomallia tai tietoa, jota ei ole jarjestelty ennalta madréatylla tavalla (Balducci & Marinova,
2018). Strukturoimaton data voi olla esimerkiksi tekstitiedostoja, aanitiedostoja, valokuvia,
videoita. Strukturoimaton data voi olla ihmisen tai tietokoneen generoimaa dataa. Isoimmat erot
strukturoidun ja strukturoimattoman datan vélill4 on sen analysoinnissa. Strukturoimattoman
datan analysoiminen on merkittavésti haastavampaa. Strukturoidun datan analysointiin 16ytyy
paljon hyvia tyokaluja ja menetelmi&, mutta strukturoimattoman datan analysointiin tarkoitetut
tyokalut ja menetelmat kehittyvat jatkuvasti. Strukturoidun datan analysoimiseen voidaan

kayttaad esimerkiksi koneoppimiseen perustuvia menetelmia. (Taylor, 2018; Pickell 2018)

Viittaus siihen, onko data strukturoitua vai strukturoimatonta viittaa sithen, missd muodossa se
on saatavilla. Datan ominaisuudet voidaan jakaa neljaan asteikkoon. Devi ja Murty kirjassa
esittavat nelja eri data asteikkoa; nominaali, ordinaali, intervalli ja suhdelukuun (Devi &Murty
2015 s. 41). Gupta kay kirjassaan lapi datan asteikot vastaavasti Devin ja Murtyn (2015 s. 41)
kanssa, mutta on jakanut jakanut asteikot eri tavalla alla olevan kuvan 4. kaltaisesti. Gupta on
jakanut nominaalisen ja ordinaalisen asteikon kategoristen asteikkojen alle ja jakanut intervallin
ja suhdeluvun numeeristen asteikkojen alle. Djangone tekee artikkelissaan samanlaisen
jaottelun asteikoille kuin Gupta, mutta lisad sen, ettd kategorinen data on kvalitatiivista dataa ja
numeerinen data on kvantitatiivista dataa (Djangone, 2021). (Gupta 2016, s. 11)

Nominaali

Kategoriat

Ordinaali
Asteikot
Intervalli
Numeeriset
Suhdeluku

Kuva 4. Data asteikkojen nelj& eri tyyppid. (Gupta 2016, s. 11)
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Nominaalinen data on kategorisoivaa dataa ilman jérjestystd. Nominaaliasteikossa oleva data
voi olla binddristd tai ei-binddristad. Binddrisessd muodossa oleva datalla on vain kaksi
kategoriaa, esimerkiksi ”Tosi” tai “Epétosi”. Ei-bindérisessé datassa on useita eri vaihtoehtoja,
esimerkiksi henkilon puhuma aidinkieli tai henkilon hiustenvari. (Donges 2018; Singh 2020;

Rennemeyer 2019)

Ordinaalinen data on kategorisoivaa dataa, mutta silla on selked jarjestys. Ordinaalisella
asteikolla mitataan ei-numeerisia tietoja, kuten asiakastyytyvaisyyttd. Ordinaalinen asteikko ei
ota kantaa siihen, kuinka iso eri vaihtoehtojen vélilla on. Asiakastyytyvéisyyttd mitattaessa
voitaisiin kdyttdd ordinaalista asteikkoa hyviksi kysymaélld, “Kuinka todenndkdisesti
suosittelisit tdtd palvelua tuttavallesi”, ja vastausvaihtoehtoina olisi “Todenndkdisesti”,
”Mahdollisesti”, “Ehka” ja “Epétodennékdisesti”. (Donges 2018; Singh 2020; Rennemeyer
2019)

Numeerinen data voidaan ajatella myds diskreettina ja jatkuvana datana. Diskreetti data on
kokonaislukuna, eika sitd voida jakaa. Esimerkki diskreetistd datasta on henkildiden maara
perheessd, tai opiskelijoiden méaaré luokassa, koska luokassa ei pysty olemaan esimerkiksi 4.5
opiskelijaa, vaan maaran taytyy olla kokonaisluku. Jatkuva data on diskreetin datan vastakohta
ja se voidaan jakaa ja esittdd desimaalilukuna, esimerkiksi pituus tai paino. (Donges 2018;
Singh 2020; Rennemeyer 2019)

Intervalliasteikko ja suhdelukuasteikko kuuluu numeerisiin asteikkoihin. Intervalliasteikon
avulla voidaan kuvata datan jarjestysta ja eroja arvojen valilla. Intervalliasteikon avulla voidaan
tarkastella esimerkiksi lukujen keskijakaumia. Intervalliasteikolla voidaan kuvata esimerkiksi
lampdatiloja, koska voidaan todeta, ettd 10 °C on suurempi kuin 0 °C. Intervalliasteikossa ei
kuitenkaan ole mahdollista soveltaa jako- tai kertolaskuja, vaan siitd voidaan laskea pelkastaan

eroja ja yhteen- ja védhennyslaskujen avulla. (Donges 2018; Singh 2020; Rennemeyer 2019)

Suhdelukuasteikolla voidaan esitté datan jarjestysta ja niiden vélista eroa. Suhdelukuasteikolla
on “absoluuttinen nolla”, jolla viitataan siihen, ettd esimerkiksi esineen korkeus ei voi olla 0

cm, koska silloin sit4 ei olisi. Suhdelukuasteikolla mik&an luku ei voi olla negatiivinen ja sen
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arvon ollessa 0, sitd kuvastavaa asiaa ei ole olemassa. (Donges 2018; Singh 2020; Rennemeyer
2019)

Edelld on kuvattu sitd, millaista data on ja missd muodossa se ilmenee. Data on térkein
elementti, kun siitd ldhdetdan jalostamaan viisautta. Alla oleva kuva 5. esittdd DIKW-
hierarkiaa. DIKW-hierarkia tulee sanoista data-informaatio-tieto-viisaus-hierarkia, ja silla

esitetadn tiedon jalostusastetta (Kortelainen et. al 2017, s. 20).

Informaatio

Data

Kuva 5. DIKW-hierarkia. (Rowley, 2007)

Ackoff (1999) tuo esille sen, ettd informaatio palasta varten tarvitaan paljon dataa ja yhta lailla
tiedon palasta varten tarvitaan paljon informaatiota ja viisauden palasta varten tarvitaan paljon
tietoa (Ackoff, 1999). Kuvassa 5. esitetty DIKW-hierarkia noudattaa pyramidin muotoa, juuri
edelld mainitusta syystd. Jokaista jalostustasoa varten tarvitaan aina enemman resursseja
aikaisemmalta tasolta. Tassa kappaleessa syvennyttiin alussa hyvin paljon dataan ja mité se on,
koska se on DIKW-hierarkian perusta. Informaatio on DIKW-hierarkian toinen aste ja
informaatiolla kuvataan dataa, joka on prosessoitu ihmiselle helposti ymmaérrettdvaan muotoon.
Informaation avulla voidaan vastata kysymyksiin, kuka, mité, missa tai milloin? Informaatioksi
voidaan my0s kutsua dataa, jolle on annettu tarkoitus ja se on apuna tietyn aihealueen
ymmartdmisessa. Informaatiojérjestelmat tuottavat, keradvat, tallentavat ja prosessoivat dataa
yksinkertaisella tasolla. Esimerkki informaatiosta, on kun halutaan tietda tietyn kuukauden

keskilampotila, silloin on saatavilla datana kuukauden eri paivien lampdtiloja, mutta dataksi ei
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ole vélttamatta tallennettu suoraan keskilampotilaa, vaan se voidaan laskea datan pohjalta ja
tulkita informaationa. (Rowley, 2007; Frické, 2009; Ackoff, 1999)

Tietamys on DIKW-hierarkian kolmas aste ja silla viitataan tietotaitoon ja osaamiseen, kuten
siihen, ettd henkild muistaa tai tietdd ulkomuistista jonkin asian. Tietdmyksell& voidaan vastata
kysymykseen, miten? Tietdmys rakentuu informaation péélle, joka on luotu datan pohjalta.
Tietdmyksen saavuttamiseksi informaatioon on lisatty tietotaitoa ja kontekstuaalista
ymmarrystd ja se vaatii kykya tulkita informaatiota ja sen pohjalta tunnistaa tarvittavia
toimenpiteitd. Tietdimyksend voidaan myos pitédéd kykya tunnistaa datasta toistuvia tapahtumia
ja se on perustana ennustavien mallien luomiselle. (Rowley, 2007; Frické, 2009; Ackoff, 1999;
Figueroa 2019)

DIKW:-hierarkian neljas ja viimeinen aste on viisaus. Viisaudella viitataan siihen, ett4 sen
avulla voidaan vastata kysymykseen, miksi jotain tapahtui? Viisaus perustuu kykyyn hyddyntaa
edelld mainittujen tasojen tietoja tulevaisuuden ennustamiseen. Figueroa esittaé artikkelissaan
kaytannon esimerkin DIKW-hierarkiasta. Datan avulla voidaan tietdd, ettd ulkona sataa.
Informaation avulla voidaan tiet&, ettd ulkona lampdtila on pudonnut viisi astetta ja kosteus on
noussut viisi prosenttia ja tdman jalkeen ulkona alkoi satamaan. Tietdmyksen avulla voidaan
sanoa, ettd todennakoisesti ulkona alkaa satamaan, jos lampdtilaa laskee &killisesti ja kosteus
nousee. Viisauden avulla voidaan todeta, ettd aiemman tietdmyksen avulla voidaan ennakoita
tehokkaasti, milloin ulkona alkaa satamaan. (Rowley, 2007; Frické, 2009; Ackoff, 1999;
Figueroa 2019)
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4 KONEOPPIMINEN

Koneoppimiseen liittyvid algoritmeja on ollut k&ytossa jo 1970-luvulta I&htien. Koneoppiminen
on Kkasvattanut suosiotaan 2000-luvulla, koska koneoppimisalgoritmit vaativat paljon
laskentatehoa ja tietokoneiden laskentatehon kasvaessa koneoppiminen on kasvattanut
suosiota. Laskentatehon kasvaessa pystytaan ratkaisemaan entistd vaikeampia ongelmia. Datan
maarén kasvaessa pystytaan entistd paremmin hyddyntdméan koneoppimista ja saamaan siitd
entistd enemmaén hyotyjé irti. Koneoppimisessa tietokone oppii algoritmien avulla tekemaan
paatoksia tai tehtavid, kun sille on annettu tarpeeksi dataa ja esimerkkejé oikeista paatoksista ja
tehtavistd. Koneoppimis algoritmeja ja kdyttotarkoituksia on monenlaisia, mutta koneoppimista
voidaan kayttdd esimerkiksi kasvojen tai esineiden tunnistamiseen kuvista tai videosta tai

ennusteiden mallintamiseen. (Louridas & Ebert 2016, s. 110)

Koneoppiminen voidaan jakaa neljaan eri kategoriaan, ohjattuun oppimiseen, ohjaamattomaan
oppimiseen, vahvistettuun oppimiseen ja osittain ohjattuun oppimiseen. Téassd kappaleessa
keskitytadan tarkemmin ohjattuun- ja ohjaamattomaan oppimiseen, koska ne ovat yleisimmat ja

helppo kéyttdisimmat koneoppimisen menetelmét. (Wakefield 2021; Li 2020)

4.1 Ohjattu oppiminen

Ohjattu oppinen on koneoppimisen menetelmd, jossa koneoppimisalgoritmia opetetaan
esimerkkien avulla.  Ohjatun  oppimisen  tarkeimpana tekijand on se, ettd
koneoppimisalgoritmille syotettdvassd datassa on oltava mukana oikeat vastaukset.
Esimerkiksi, jos halutaan koneoppimisalgoritmin ennustavan asuntojen hintoja, silloin
algoritmille syotettdvassa datassa on hintaan vaikuttavia parametreja ja myos toteutuneita
asuntojen myyntihintoja. Ohjatussa oppimisessa koneoppimisalgoritmille syotetddn tarpeeksi
dataa, jonka jalkeen sen avulla voidaan ennustaa edeltdvan esimerkin perusteella asunnon
myyntihintoja pelkast&én saatavilla olevien hintaan vaikuttavien parametrien perusteella, kuten
pinta-ala, sijainti ja kunto. (Edwards, 2018; Vaseekaran, 2018; Joshi 2020, s. 10; Bonaccorso
2018, s. 13-14)
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Ohjatun oppimisen yleisimmaét kéayttokohteet ovat klassifiointi ja regressio. Klassifioinnissa
koneoppimisalgoritmin tarkoituksena on etsid datasta sdént6ja, joiden avulla voidaan erottaa
datapisteet toisistaan. Klassifioinnin avulla data voidaan jakaa erilaisiin kategorioihin. Jos
vaihtoehtoina on vain kaksi kategoriaa, silloin kyseessd on bin&&rinen klassifiointi ja jos
vaihtoehtoja on useampi kuin kaksi, silloin on kyseessd moniluokkainen klassifiointi. Joshi
(2020) tuo Kkirjassaan esille useita esimerkkeja klassifioinnista. Klassifiointia voidaan
hyodyntaéd esimerkiksi siihen, ettd madritetddn, onko saatu sédhkodposti roskapostia vai ei.
Roskapostiviestit voidaan klassifioinnin avulla myo6s jaotella omiin kategorioihinsa.
Klassifiointia voidaan hyddyntédd myos esimerkiksi kuvien tunnistamiseen, jossa esimerkiksi
tunnistetaan kuvasta eldimia ja jaetaan eri eldimet omiin kategorioihin. (Wakefield 2021; Li
2020; Edwards, 2018; Joshi 2020, s. 179-180)

Ohjatun oppimisen regressio algoritmeja hyddynnetddn ennustamiseen. Regressio
koneoppimisalgoritmin on ymmarrettava datan siséltdmié suhteita ja korrelaatioita ja hyodyntaa
niitd ennustamisessa. Regressiota hyddynnetadn numeerisissa ongelmissa, eli esimerkiksi saan
tai osakekurssin ennustamisessa. Jo aiemmin mainittu asunnon hinnan ennustaminen tapahtuu
regressiota hyddyntdmallad. Asunnon hinnan méérittdminen sopii tdydellisesti regressioon,
koska kyseessé on numeerinen lopputulos, mutta tarkedd on myos ottaa huomioon mitké asiat
vaikuttavat lopputulokseen. (Wakefield 2021; Edwards, 2018; Joshi 2020, s. 188-190)

4.2 Ohjaamaton oppiminen

Ohjaamaton oppiminen on koneoppimisen menetelmé, jossa koneoppimisalgoritmia opetetaan
pelkéstaan lahdetietojen perusteella. Ohjaamattomassa oppimisessa koneoppimisalgoritmille ei
anneta oikeita vastauksia. llman oikeita vastauksia koneoppimisalgoritmien avulla pystytaan
silti 16ytdma&n mielenkiintoisia ja monimutkaisia kuvioita ja asioita pelkastdén lahtodatan
avulla. Klassinen esimerkki ohjaamattomasta oppimisesta on klusterointi. Klusteroinnissa
koneoppimisalgoritmi oppii pelkdn lahtodatan pohjalta lajittelemaan datan joukkoihin.
Koneoppimisalgoritmi voisi esimerkiksi oppia lajittelemaan kolikoita koon ja varin perusteella
siten, ettd samat kolikot ovat omassa joukossaan. (Edwards, 2018; Vaseekaran, 2018; Joshi
2020, s. 11; Bonaccorso 2018, s. 17)
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Ohjaamaton oppiminen voidaan jakaa klusterointiin ja datan ulottuvuuksien véhentamiseen.
Kuten aiemmin mainittiin klusteroinnissa datapisteet jaotellaan ennalta maarattyjen kriteerien
pohjalta joukkoihin, eli klustereihin. Kriteerien avulla voidaan erottaa Klusterit toisistaan ja
kriteerien avulla pystytaan maarittamaan mihin klusteriin tietty datapiste kuuluu. (Wakefield
2021; Edwards, 2018; Joshi 2020, s. 134; Bonaccorso 2018, s. 182)

Datan ulottuvuuksien, eli attribuuttien véhentdmisessa on kyse siitd, etta voi olla tilanne, jossa
datassa on erittdin paljon attribuutteja ja ei ole laskennallisesti tehokasta kayttda kaikkia
attribuutteja mukana koneoppimisessa. Datan ulottuvuuksia véhentamalld voidaan sailyttaa
suurin osa datan sisaltdmasta varianssista samalla, kun vdhennetddn datan maardd. Datan
varianssin sailymiselld viitataan siihen, ettd mahdollisimman véhéan informaatiota haviaa, kun
raakadatasta poistetaan muuttujia, jotka ovat analysoinnin kannalta tarpeettomia. Datan
ulottuvuuksia vahentamélla voidaan myds helpommin I0yt4& datasta oikeita korrelaatioita ja
sen kasittely yksinkertaistuu. (Wakefield 2021; Edwards, 2018; Bonaccorso 2018, s. 474-475)

Ohjaamattoman oppimisen Klusterointialgoritmeista tunnetuimpia ovat K-means ja K-modes
algoritmit. K-means ja K-modes algoritmien periaate on hyvin samanlainen, ne pyrkivét
jakamaan datasetissé olevat datapisteet klustereihin. Klusterien maaréa esittada kirjain K. K-
means ja K-modes algoritmit etsivét datasta samanlaisuuksia ja korrelaatioita ja yhdistaa ne
niiden pohjalta Kklustereihin. Molemmat algoritmit perustuvat samoihin valivaiheisiin.
(Ahdmed, 2020; Maklin, 2018; Yildirim, 2020)

Ensimmaisessd vaiheessa algoritmille annetaan klusterien méarda K. Toisessa vaiheessa
algoritmi maarittelee satunnaisesti K-maaran klustereita ja niiden keskipisteitd. Kolmannessa
vaiheessa algoritmi laskee datapisteiden etdisyyden Klustereiden keskiosaan. K-means
algoritmissa nimenmukaisesti lasketaan etdisyyksien keskiarvoa ja K-modes algoritmissa
lasketaan etdisyyksien moodi keskipisteestd. Algoritmi minimoi iteroimalla kaikkien
datapisteiden etdisyydet suhteessa klustereiden keskipisteisiin. Algoritmin laskenta on valmis,
kun etaisyyden keskiarvo tai moodi, ei endd muutu seuraavalla iteraatiolla. (Ahdmed, 2020;
Maklin, 2018; Yildirim, 2020)
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Klusterien mééaran voi selvittdd kyynarpaa menetelmén avulla. Kyynéarpaa menetelman avulla
kuvataan klusterien maaran suhdetta véaristymaan eli Klusterin siséltdvien datapisteiden
etaisyyksien nelion summaan. Mitd enemmaén Klustereita on, silloin Klusterien sisdiset
etdisyydet pienenevat, mutta on tarkedé I0ytaa se kohta, jossa klusterien kasvavalla maaralla on
kaikista pienin vaikutus. Alla olevassa kuvaajassa 6. on havainnollistettu kyynérpéaa
menetelman avulla luotua kuvaajaa. Kuvaajasta voidaan nahda, etta vaaristyman maéara laskee
nopeasti kuudenteen Klusteriin asti ja hidastuu merkittavéasti sen jalkeen. Tasté voidaan todeta,

ettd kyseiselle datalle K:n arvo tulisi olla kuusi. (Ahdmed, 2020; Maklin, 2018; Yildirim, 2020)

Distortion Score Elbow for KMeans Clustering
160 X

[
: —== glbowat k=6, score=88.083

140

distortion score

100

T D —————————

Kuva 6. PyCaret kirjastolla luotu kuvaaja K-means algoritmin kyynarpaakuvaajasta.

4.3 Osittain ohjattu oppiminen ja vahvistettu oppiminen

Osittain ohjattu oppiminen on hyvin samanlaista, kuin ohjattu oppiminen. Ainut ero osittain
ohjatun ja ohjatun oppimisen Vvélilla on se, ettd koneoppimisalgoritmille annetussa
oppimisdatassa on saatavilla vain osa oikeista vastauksista. Koneoppimisalgoritmi yritt44 oppia
osittain puutteellisen datan avulla ja oppimisen lopputuloksena koneoppimisalgoritmi pystyy

jatkossa tdydentdamaan opetusdataan oikeat vastaukset. Osittain ohjatun oppimisen haasteena
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on kuitenkin se, ettd puutteellinen data voi aiheuttaa vaarié lopputuloksia (Singh et. al. 2008).
Vahvistetussa oppimisessa (eng. Reinforcement learning) koneoppimis algoritmille annetaan
tietyt parametrin ja tehtévat ja algoritmille annetaan palautetta sen suoriutumisen perusteella.
Epéonnistuneesta suorituksesta algoritmille annetaan huonoa palautetta ja onnistumisesta
hyvad palautetta. Vahvistettua oppimista voidaan hyodyntdd esimerkiksi videopeleissa,
algoritmin epédonnistuessa se hdviaa pelin ja onnistuessaan voittaa. (Wakefield 2021; Kahler
2021)
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5 USEAN KRITEERIN PAATOSANALYYSI JA SEN MENETELMAT

Tassa luvussa kasitelld&n usean kriteerin paatdsanalyysia ja sen eri menetelmid. Tarkoituksena
on my0s syventyd eri menetelmiin ja niiden eroihin ja k&yttotarkoituksiin. Usean kriteerin
paatdsanalyysi on yksi péaatoksenteko prosessin tekniikoista. Yrityksien johtajat joutuvat
sédannollisesti tekemadn rationaalisia péatoksida ja ratkaisemaan paatoksentekoon liittyvia
ongelmia. Rationaalisen paatoksenteon tueksi paattajat tarvitsevat ammattilaisen nédkemysta
aihealueesta, tilastollista tietoa ja dataa aiheeseen liittyen ja paattdjan oma mielipide asiaan.
Paatoksenteko prosessi voidaan yksinkertaistaa kolmeen vaiheeseen; informaation etsimiseen,
vaihtoehtojen ja kriteerien maarittdmiseen ja viimeisena parhaimman vaihtoehdon valinta. Tata
paatoksentekoa voidaan helpottaa tydkalujen, ohjelmistojen tai algoritmien avulla ja monen
kriteerin paatdsanalyysi kuuluu ndihin algoritmeihin. Usean kriteerin pa&tosanalyysié kdytetaan
tilanteissa, joissa paatoksentekoon vaikuttavia Kriteereitd on useita ja vaihtoehtoja on useita.
(Hudson, 2015 s. 2,4; Thakkar, 2021 s. 1-3)

Usean kriteerin péatdsanalyysi tunnetaan myods termilla monen kriteerin paatdksenteko.
Molemmilla termeilld viitataan samanlaiseen paatdoksenteon menetelmaan, jossa paras
vaihtoehto valitaan arvioimalla vaihtoehtoja keskenaan useiden kriteerien pohjalta. Tyypillinen
Usean kriteerin paatosanalyysi alkaa kriteerien ja vaihtoehtojen méérittely saatavilla olevan
tiedon pohjalta. Toisena vaiheena on asettaa numeeriset arvot kriteereille, joiden avulla voidaan
maaritelld mika kriteeri on tarkeampi kuin toinen ja kolmantena vaiheena on matemaattisten
menetelmien hyddyntaminen vaihtojen tarkeysjarjestykseen laittamisessa. (Thakkar, 2021 s. 2—
4

Usean kriteerin paatdsanalyysia voidaan helposti hy6dyntdd monessa eri kdyttotarkoituksessa,
ja kayttotarkoituksesta riippuen téytyy vain valita sithen sopivin monen Kkriteerin
paatosanalyysin menetelma. Usean kriteerin paatésanalyysia voidaan hyodyntéé esimerkiksi
tuotetoimittajan valinnassa, jossa kriteereind voisi olla toimitusaika, toimitushistoria, laatu ja
muut tekijat. Usean kriteerin paatosanalyysia voidaan hyédyntdd myos yhté lailla esimerkiksi
oikean tuotantolaitteiston hankinnassa, jossa Kkriteereind voi toimia hinta, toimivuus,
turvallisuus ja tuotto. Yht& lailla usean kriteerin paatdsanalyysia terveellisen ruokavalion

valintaan, jossa vaihtoehtoina on tietyt ruoka-aineet ja kriteereind on ruuan siséltdmat



32

ravintoarvot. Widianta et al. hyodyntad artikkelissaan usean kriteerin péatdsanalyysia
henkilostohallinnon tehostamisessa ja erityisesti uusien tyontekijéiden valitsemisprosessia
tehostamalla, jossa péatdsanalyysin Kkriteereind toimii tydnhakuun liittyvat tyontekijén
osaaminen ja tietdmys. Huang et al. hyddyntad artikkelissaan usean kriteerin paatdsanalyysié
ekosysteemin partnerien valintaprosessissa. (Thakkar, J. J. 2021, s.9-10; Adriyendi, S. 2015;
Widianta et al., 2018; Huang et al., 208)

5.1 Painotettu summa -malli

Triantaphyllou et al. (1998), Afshari et al. (2010) ja Thakkar (2021) tuovat esille yksinkertaisen
ja yhden eniten kaytetyistd menetelmistd, eli painotettu summa -malli, joka on englanniksi
weighted sum model. Weighted sum model (WSM) tunnetaan myds nimella Simple Additive
Weighting (SAW), eli yksinkertainen additiviinen painotus. SAW-menetelman tarkoituksena
on antaa jokaiselle kriteerille painoarvo, ja ndiden painoarvojen avulla jokaiselle paatoksen
vaihtoehdolle lasketaan painotettu summa. SAW-menetelmédn laskeminen on helpompi

havainnollistaa alla olevien kaavojen 1-5 avulla;

A= {A;li=123,., n} (1)

c={¢|i=123,.., n} )

W = {w;, wy,ws,, ..., Wy} 3)
X110 Xin

X=1: . : (4)
Xm1 " Xmn

Ai=Ywjx x;i=1.,nj=1.,n (5)

Kaavassa 1. on havainnollistettu joukko A, joka kuvaa usean kriteerin paatosanalyysin kaikkia
eri vaihtoehtoja Aq,A,,...,A,, kaavassa 2. on havainnollistettu joukko C, joka kuvaa
vaihtoehtojen joukkoon A kohdistuvia kriteereitd. Kaavassa 3. on havainnollistettu kriteerien
joukkoon C kohdistuvia painokertoimia. Neljdnnessd kaavassa on paatésmatriisi, jonka arvot
Xmn Kuvaavat vaihtoehdon A; suhdetta kriteerin C;. Kaavassa 5. on havainnollistettu painotetun
summan laskeminen kertomalla jokainen paatoksen vaihtoehdon Kkriteeri sitd koskevalla
painoarvolla ja ndméa tulokset lasketaan yhteen. Yhteenlaskettu summa on yksittdisen

vaihtoehdon kokonaispisteet ja se vaihtoehto, mik& saa eniten pisteitd on talla menetelméll&
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kaikista merkittavin. Painotettua summaa laskiessa on kuitenkin tdrked huomata, etta
paatdésmatriisin arvot on normalisoitava, ennen Kkriteerien painotuksien laskemista.

Paatosmatriisin arvot saadaan normalisoitua kahdella tavalla, jos tietty kriteeri halutaan

maksimoida, silloin sen normalisointi lasketaan kaavalla: n;; = —.— , jossa arvo r;; jaetaan

..max !
Cl]

kriteerisarakkeesta 16ytyvalla maksimiarvolla. Jos tietty kriteeri halutaan minimoida, silloin sen

max

normalisointi lasketaan kaavalla: n;; = ”C , jJossa kriteerisarakkeen maksimiarvo jaetaan
ij

arvolla c;;. Kriteerien maksimoinnilla ja minimoinnilla viitataan siihen, tilanteeseen jos

halutaan, etta tietyn kriteerin arvo on mahdollisimman suuri, silloin arvot maksimoidaan ja jos
halutaan, ettd tietyn kriteerin arvo on mahdollisimman pieni, silloin sen kriteerit arvot
minimoidaan. SAW-menetelman etuina on sen yksinkertaisuus ja se sailyttdd raakadatassa
olevat suuruuserot ja ottaa ne laskennassa huomioon. Rajoituksena SAW-menetelmassa on se,
ettd se vaatii kaikkien Kriteeriarvojen olevan positiivisia ja painoarvojen méaarityksessa voi
syntya harha-arvioita. (Afshari et al., 2010; Triantaphyllou et al., 1998; Thakkar, 2021, S.27;
Adriyendi, S. 2015; Widianta et al., 2018)

5.2  Analyyttinen hierarkiaprosessi

Kirjallisuudessa paljon kaytetty usean kriteerin padatosmenetelma on AHP, eli analyyttinen
hierarkiaprosessi tai englanniksi Analytic Hierarchy Process. AHP on hyvin samanlainen
aiemmin mainittuun SAW-mallin kanssa. Isoin ero SAW-malliin on se, ettd AHP:ssa otetaan
huomioon kaikki paatdksentekoon vaikuttavat kriteerit ja naiden kriteerien vélille maaritellaan
keskindiset painoarvot. AHP-mallia hyddynnetddn useasti tilanteissa, joissa paatoksentekoon
vaikuttavia Kkriteereitd on useita, AHP-malli perustuu siihen, ettd paatoksenteon kriteereitd
verrataan keskenadén ja kriteeri pareille annetaan luku véliltd 1-9 sen mukaan, kuinka paljon
merkittavdmpi toinen kriteeri on toiseen verrattuna. Luku 1 viittaa siihen, ett& kriteerit ovat yhta
tarkeitd ja luku 9 viittaa siihen, etté toinen kriteeri on merkittavasti tarkedmpi. Td&mé parittainen
vertailu tehd&én kaikille kriteereille. Kaavassa 6. on havainnollistettu Kriteereistd tehtya
matriisia, jossa on kriteerien valiset suhdeluvut. Kaavan 6 matriisi muodostaa suhdematriisin.
wi/wy wi/wy e wy/wy

A= | WeWa o WalWn ©)

Wn/Wl Wn/WZ Wn/Wn
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Kaavassa 5 esitetystd suhdematriisista saadaan johdettua ominaisvektori. Suhdematriisin
pohjalta johdettu ominaisvektori siséltdéd AHP-menetelmén painoarvot. Painoarvojen
johtamisen jalkeen AHP-menetelma seuraa SAW-menetelmaé samalla tavalla ja vaihtoehtoille
lasketaan pisteet kertomalla normalisoidut kriteerien arvot niiden painoarvoilla. AHP-
menetelman etuna on se, ettd sen rakenne on yksinkertainen mutta samalla sen avulla voidaan
huomioida kompleksisia oikean eldamén ongelmia. AHP-menetelman etuina on myos se, etté se
voidaan helposti integroida muihin kvantitatiivisiin tai kvalitatiivisiin lahestymistapoihin, eli
esimerkiksi peliteorian tai SWOT analyysin yhteyteen. AHP-menetelmén avulla paattajat
voivat hyddyntdd omaa osaamista ja intuitiota paremmin, kun painoarvoissa on kyse kriteerien
valisistd suhteellisista tarkeyksistd. AHP-menetelman haasteena kuitenkin on kriteeriparien
valille muodostettavien suhteellisten tarkeyksien rakentaminen, erityisesti tilanteessa, jossa
kriteereitd on paljon. AHP-menetelman parittainen Kriteerien arvioiminen vaatii osaamista ja
tietdmystd sovellettavasta kontekstista. AHP-menetelmad vie merkittdvasti enemman aikaa
verrattuna yksinkertaisempaan SAW-menetelmaan. AHP-menetelmad on hyddynnetty muun
muassa toimitusketjun partnerinvalinnassa. (Klutho, S. 2013, s. 8-11; Thakkar J. J., 2021, 5.33—
36, s. 60-61; Widianta et al., 2018; Triantaphyllou et al., 1998; Velasquez, M & Hester, P,
2013; Macharis et al., 2004; Venkatesh et al., 2019)

5.3 TOPSIS

TOPSIS, eli tekniikka priorisointijarjestykselle samankaltaisesti, kuin ihanteellinen ratkaisu on
AHP- ja SAW-menetelmien rinnalla yleinen usean kriteerin paatoksenteon menetelmista, mutta
ei kuitenkaan niin yleinen. TOPSIS-menetelma perustuu siihen, ettd kaikkia paatéksenteon
vaihtoehtoja verrataan parhaimpaan mahdolliseen ratkaisuun ja jokaiselle vaihtoehdolle
lasketaan etdisyys t&std parhaimmasta mahdollisesta ratkaisusta ja lasketaan -etéisyys
huonoimmasta vaihtoehdosta. Paras vaihtoehto on se, jonka pituus on l&himpénd parasta
tilannetta ja kauimpana huonoimmasta tilanteesta. Etéisyyksien laskennassa hyddynnetdan
euklidisen etéisyyden laskemista ja sen tulosta. Ideaali tilanne muodostetaan sen perusteella,
ettd jokaisesta Kriteeristd otetaan paras ja huonoin arvo ja néitd arvoja verrataan muihin
kriteereihin. Tassi vaiheessa on térked olla mé&ériteltynd, onko kriteeri hyodyllinen vai

haitallinen. Hyddylliset kriteerit ovat sellaisia kriteereitd, jossa halutaan maksimoida kyseisen
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kriteerin luku ja haitallisissa kriteereissa halutaan minimoida kyseisen kriteerin luku. Etuina
TOPSIS-menetelmassé on, ettd se laskenta ja priorisointi on yksinkertaista ja paattaja pystyy
itse sen hyvin ymmartaméan. TOPSIS-menetelmdan avulla pystytddn saamaan myos nopeasti
tuloksia, joiden avulla voidaan huomata nopeasti paras vaihtoehto. Haasteena TOPSIS-
menetelmassa on se, ettd se ei ota kantaa kriteerien vélisiin suhteisiin tai korrelaatioihin ja
olettaa kriteerien laskevan tai kasvavan monotonisesti, eli arvot vain kasvavat tai vahenevét.
Haasteena on myds painoarvojen méaarittdminen. Thakkar J. J., 2021, s.90-92; Triantaphyllou
etal., 1998; Velasquez, M & Hester, P, 2013; Widianta et al., 2018; Uppal S., 2020)

5.4 Promethee

Promethee (Preference Ranking Organization Method for Enrichment Evaluations) on
kirjallisuudessa useasti kaytetty usean Kriteerin paatoksenteon menetelmd. Promethee on
aiemmin esiteltyihin menetelmiin verrattuna uusin. Promethee menetelmalla vaihtoehdot
laitetaan parhaimmuus jarjestykseen preferenssifunktioiden avulla. Promethee-menetelma
kayttdd aiempien menetelmien tavoin normalisoitua paatdsmatriisia ja promethee-menetelma
vaatii jokaiselle kriteerille painoarvot. Promethee-menetelmd ei ota kantaa siihen, miten
painoarvot méaéritetddn, vaan se on paatoksentekijé vastuulla. Paatoksentekijan pitdd myos
paattad Kkriteereille sopivat preferenssifunktiot. Preferenssifunktioita on kuusi erilaista
funktioita ja niiden avulla méaritetdén, miten preferenssi tiettyyn kriteeriin muuttuu. Preferenssi
voi muuttua esimerkiksi lineaarisesti, porrasmaisesti, eksponentiaalisesti tai gaussilaisesti.
Kriteerit ja niihin yhdistetyt preferenssifunktiot aggregoidaan summafunktion avulla.
Summafunktion avulla voidaan laskea jokaiselle vaihtoehdolle. Pisteytyksen avulla voidaan
suoraan verrata vaihtoehtoja keskendan ja se vaihtoehto, joka saa enemmaén pisteita kuin toinen
on tassd tapauksessa parempi vaihtoehto. Promethee menetelm&d voidaan hyodyntaa
paatoksenteossa, joka sisaltad kvalitatiivista ja kvantitatiivista dataa ja promethee menetelman
avulla voidaan helpommin verrata vaihtoehtoja keskenadén, joita olisi muilla menetelmilla
vaikeampi verrata. Haasteine promethee menetelméssa on painoarvojen madrittdminen, koska
sille ei ole varsinaista ohjeistusta ja promethee menetelmén luomaan vaihtoehtojen
paremmuusjarjestykseen ei pysty lisata uusia vaihtoehtoja, ilman ettd koko prosessi suoritetaan
uudestaan. (Thakkar J. J., 2021, s.120-124; Papathanasiou J. & Ploskas N., 2018; Macharis et
al., 2004; Velasquez, M & Hester, P, 2013; Widianta et al., 2018)
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6 VISMA SOLUTIONS OY

Case-yrityksys, eli Visma Solutions Oy on yksi Visma konsernin tytaryhtidista. Case-yritys
perustettiin vuonna 1996 ja sen paakonttori sijaitsee Norjassa, Oslossa. Visma-konsernissa on
yli 11 000 tyontekijéa ja vuoden 2019 liikevaihto oli 1526 miljoonaa euroa. Visma-konserniin
kuuluu yli 200 yritysta 20 eri maasta. Visma toimii kaikissa Pohjoismaissa, Benelux-maissa
seka Keski- ja Ita-Euroopassa. Vismalla on myos laaja jalleenmyyjien ja kumppanien verkosto
ja maarajojen yli toimiva tuotekehitysorganisaatio. Visma tarjoaa liiketoiminalle kriittisia

jarjestelmia ja palveluita, jotka tukevat yrityksia ja julkishallinnon organisaatioita. (Visma a)

Suomessa Visma on ollut vuodesta 2001 ldhtien ja suomessa Visma konserniin kuuluu
kymmenen tytaryhtiotd, jotka tyollistavat noin 1500 tyontekijad ja palvelevat yli 100 00
asiakasta. Visman tytéryhtiditd suomessa ovat Visma Ai Works, Visma Consulting, Visma
Enterprise, Visma Financial Solutions, Visma Megaflex, Visma Passeli, Visma Public, Visma
Software, Visma Solutions ja Visma Tampuuri. Suomessa Visma tarjoaa ohjelmistoratkaisuja
muun muassa toiminnanohjaukseen, taloushallintoon, sahkoiseen allekirjoitukseen,

ajanvarauksiin, hankintaan, henkilostohallintaan ja tyémaiden hallintaan. (Visma b)

Case-yritys on yksi Suomen johtavista SaaS-ohjelmistojen, eli Software as a Service toimittaja.
Case-yritykselld on talla hetkell& viisi eri SaaS-palvelua. Tamé palvelut ovat Visma Netvisor,
Visma Severa, Maventa, Visma Sign ja ValueFrame. Visma Netvisor on tarkoitettu
taloushallinnon tyokaluksi. Sen avulla voidaan hallita yrityksen myynnit, ostot, henkil6sto,
palkanlaskenta ja kirjanpito. Visma Severa on projektinhallintaohjelma, jonka avulla voidaan
yhdistaé projektit, tyGtunnit ja laskutuksen. Maventa on ohjelma verkkolaskutukseen ja
automaattiseen maksuvalvontaan. Visma Sign on tyokalu sahkdiseen allekirjoittamiseen, joka
hyddyntdd vahvaa tunnistautumista. Visma Signin allekirjoituksia kéytetddn esimerkiksi
sopimuksien ja dokumenttien allekirjoittamiseen. ValueFrame on asiantuntijayrityksille

suunnattu toiminnanohjausjarjestelma. (Visma Solutions)
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6.1 ISV-kumppaniohjelma case-yrityksessa

Tassa luvussa késitelldén sitd, kuinka ISV-kumppaniohjelma toimii case-yrityksessa ja mitd se
tarkoittaa  partnereille.  ISV-kumppaniohjelma on ohjelmistokehittdjille  suunnattu
yhteistyomalli, jonka tavoitteena on luoda elinvoimainen ja kasvava liiketoimintaekosysteemi,
joka tuo lisdarvoa loppuasiakkaille ja mahdollisuuden kannattavaan liiketoimintaan kolmansille

osapuolille.

Kumppaniohjelman tarkoituksena on kehittaméan kolmansien osapuolien avulla palveluita,
jotka eivat ole case-yrityksen ydinliiketoimintaa. Kumppaniohjelmaan suositaan erityisesti
kumppaneita, jotka kehittdvat mobiili- seka pilvipohjaisia ratkaisuja. Kumppaniohjelman
kumppaneille tarjotaan kaytt6on ohjelmointirajapinnat ja kattavat lisimateriaalit. Case-yritys
auttaa kumppaneita ratkaisujen kaupallistamisessa ja tarjoaa apua ohjelmistorajapintojen

kaytossa.

Kumppaniohjelmaan hakevilta ohjelmistokehittajilta vaaditaan selkedd
liiketoimintasuunnitelmaa markkinointikanavien ja myyntikanavien kaytostd. Kumppani on
my06s vastuussa kehittdman palvelunsa jakelusta, yllépidosta ja asiakaspalvelusta. Kaikkia
kumppaneita ei automaattisesti hyvéaksytd kumppaniohjelmaan, vaan kumppanin taytyy myos
tayttad case-yrityksen asettamia laadullisia ja kaupallisia vaatimuksia. Kumppaniohjelmasta ei
aiheudu liittymiskuluja, vaan asiakkailta, jotka kéyttavat kumppanin hyédyntdamia palveluita
veloitetaan rajapintojen kaytosta APIl-maksu ja siihen liittyvat transaktiokulut. Case-yritys
tarjoaa kumppanien kehittdmille palveluille nékyvyyttd case-yrityksen markkinapaikoilla,
yhteisOissd ja verkkosivuilla ja ratkaisu esitelladdn myds myyjille. Myyjat voivat

mahdollisuuksien mukaan tarjota kumppanin kehittdméa ratkaisua lisané suoraan asiakkaalle.

Kumppaniohjelman kumppanit voidaan padsaantoisesti jakaa kahteen kategoriaan; partnereihin
ja Premium kumppaneihin. Premium kumppaniksi ohjelmistokehittdja voi paastd, kun se on
merkittdvd osa case-yrityksen ohjelmistoekosysteemid. Premium kumppaneille tarjotaan
korotettua nakyvyyttd, yhteisen liiketoiminnan suunnittelua case-yrityksen kanssa,

myyntivinkkejd sekd aktiivista asiakaskartoitusta, kehitysympadristéjen laajennettu
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kayttooikeus. Laajennettu kdyttboikeus avaa kehitysymparistdihin enemméan ominaisuuksia.
Case-yritys tekee tiiviimpaa yhteistyota Premium kumppanien kanssa ja fokuksena on kehittéa
molempien osapuolien liiketoimintaa Premium ja Partner tason kumppanien lisdksi case-
yrityksessa on myo6s kaytosséa Single ja Software Partner tasot. Single Partnerit ovat
kumppaneita, jotka ovat luoneet integraation yhden asiakkaan tarpeen tdyttamiseksi, eli
esimerkiksi integroineet asiakkaan sisdisid jarjestelmid case-yrityksen tuotteisiin. Software
Partner on kumppani, joka on sertifioitu kehittdjd tai ohjelmistotalo, jota voidaan suositella
loppuasiakkaille tuottamaan yksittéisia integraatioita heidan omiin sisdisiin jarjestelmiinsa.
ISV-kumppaniohjelmassa on myds mukana AO-partnereita, AO on lyhenne sanoista
Accounting Office, eli tilitoimisto. AO-partnerit, ovat case-yrityksen tilitoimistokumppaneita,
mutta ovat myds ISV-kumppaneita. AO-partnereilla on omaa kehitystoimintaa ja ISV-
kumppaniohjelman integraatiot liittyvat kyseisten tilitoimistojen omaan ohjelmiston

kehitystoimintaan.

6.2 Netvisor ja integraatio rajapinnat

Tama tyon on rajattu koskemaan vain pelkéstaén case-yrityksen Netvisor palvelua, joka on yksi
case-yrityksen SaaS-palveluista. Netvisor on yrityksen taloushallinnon ja liiketoimintaprosessit
yhdistavd pilvipalvelu. Netvisorin avulla yritys voi hallita sen myynnit, ostot,
henkildstonhallinnon, palkanlaskennan ja kirjanpidon. Tall& hetkelld Netvisoria kayttad noin
20 000 yritysta monilta eri toimialoilta ja yli 500 tilitoimistoa Suomessa. Netvisorin avulla
yritys pystyy esimerkiksi automatisoimaan sen laskutusta ja kirjanpitoa. Netvisor tarjoaa
yrityksille my6s mahdollisuuden seurata tarkasti reaaliajassa omaa kassavirtaa ja
maksuvalmiutta. Yrityksille on saatavilla Netvisorista nelj4 eri hinnoittelumallia. Netvisorin
hinnoittelumallit on suunnattu eri kokoisten organisaatioiden tarpeiseen ja hinnat vaihtelevat

15 euron ja 90 euron kuukausimaksun valilla.

Netvisori on valmiiksi integroitu 1SV-kumppanien ansiosta jo yli 200 ohjelmistoon ja
toimialaratkaisuun. Netvisorin kaytt&ja pystyy helposti ottamaan kdyttd6n valmiit integraatiot
Netvisorin tarjoamasta Netvisor Storesta. Netvisorin valmiiden integraatioiden avulla yritys
pystyy esimerkiksi yhdistamé&éan heidan verkkokauppansa suoraan Netvisoriin, tai yhdistaa

laskutuksen suoraan erilliseen perintépalveluun, tai siirtd4 tietoja suoraan erilliseen raportointia
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ja seurantaa tarjoavaan ohjelmistoon. Integraatiot ovat yleensa erikseen hinnoiteltu ja ne eivét
suoraan sisélly Netvisorin kuukausimaksuun. Integraatioiden hinnat ovat integraatio kohtaisia

ja niiden laskutus vaihtelee palvelusta riippuen. (Netvisor, 2020)

Netvisor Marketplace tarjoaa paikan asiakkaille tutkia ja perehtya tarkemmin saatavilla oleviin
Netvisorin integraatioihin. Marketplacelle integraatiot on jaettu kahteen paédkategoriaa: Store-
kumppaneihin ja tuotteistettuihin integraatioihin. Jos integraatiotuote siséltdd Store-merkinnét
Marketplacella, silloin sen voi kayttdjé ottaa sen omatoimisesti kayttddn suoraan Netvisorissa
muutamassa minuutissa. Tuotteistetut integraatiot vaativat yhteydenottopyyntdd ohjelmiston
toimittajaan ja he hoitavat asiakkaan integraation loppuun.

Marketplacelta 16ytyvat integraatiotuotteet voidaan jakaa myds tuotekategorioihin. Naita
tuotekategorioita ovat digitaalinen tehokkuus, henkil6std, integraatioalustat ja -palvelut,
lilketoiminta, myynti, osto, rahoitus, raportointi ja BI, talous, toiminnanohjaus ja
verkkokauppa. Yksittdinen integraatiotuote voi kuulua useampaan tuotekategoriaan.
Tuotekategorioiden avulla asiakas voi etsia esimerkiksi henkil6stéhallintoon sopivia
integraatioita tai verkkokauppa integraatiolla yhdistdd oman yrityksensd verkkokaupan
integraatioilla Netvisoriin. (Netvisor b, 2021)

Alla olevassa kuvaajassa 7. on havainnollistettu Netvisorin kaksisuuntaista rajapintapalvelua.
Kaksisuuntaisen rajapintapalvelun avulla voidaan yhdist&é asiakkaan jarjestelma Netvisoriin.
Kaksisuuntainen rajapintapalvelu sopii pienten sek& isompien jarjestelmien liittdmiseksi
Netvisoriin. (Netvisor b, 2021)
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Kuva 7. Netvisorin kaksisuuntainen rajapintapalvelu (Netvisor b, 2021)

Integroitavaan jarjestelméstd voidaan hakea Netvisorista myyntilaskuja, ostolaskuja,
ostotilauksia,  tuotteita, asiakkaita, Kirjanpidon tositteita, = maksutoimeksiantoja,
palkanlaskennan palkkaperusteita ja resurssienhallinnan tyfaikakirjaustietoja. Integroitavasta
jarjestelmasta voidaan hakea Netvisoriin suorituksia, pankkitapahtumia, asiakkaita,
ostotilauksia, tuotteita, laskuja ja laskun saldoja ja kirjanpidon tietoja. Ohjelmistorajapinnan
avulla voidaan Netvisoriin yhdistaa esimerkiksi verkkokauppoja, toiminnanohjausjarjestelmia,
tydajanseurantajarjestelmid, laskutusjérjestelmié ja projektinhallinnan jarjestelmia. (Netvisor b,
2021)

Netvisorin integraatiorajapinta toimii REST-mallin mukaisesti. Kommunikoitu integroidun
jarjestelman ja Netvisorin Vvélilld tapahtuu http-pyynnéilla. Tietoa tuotaessa Netvisoriin,
ldhettdva taho muodostaa aineistoa kuvaavan XML-muotoisen sanoman ja lahett&da sen http-
pyynnon valityksell& Netvisoriin. Netvisorista tietoa poispain vietdessa pyynnon ei tarvitse olla
XML-muotoinen sanoma, Vvaan pyyntd osoitetaan haluttuun resurssiin tarvittavilla
parametreilla ja Netvisor palauttaa vastauksen XML-muodossa. (Netvisor b,2021)
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7 DATA-ANALYYSIN PROSESSI

Tassa luvussa kasitelladn tdman diplomityon data-analyysiin liittyva prosessi. Tassa
kappaleessa nojataan laajalti teoriassa esille tuotuun DIKW-pyramidiin. Ensimmaisessa
alakappaleessa késitellddn, miten data on keratty ja miten sitd on esikasitelty. Ensimmainen
alaluku viittaa DIKW-pyramidin ensimmadiseen tasoon, eli dataan. Toisessa alaluvussa
kasitellaan, millaista dataa jai jaljelle esikésittelyn jalkeen. Toisen alaluvun tarkoituksena on
havainnollistaa DIKW-pyramidin toista tasoa, eli informaatiota. T&ssé vaiheessa data on keratty
ja jalostettu helpommin ymmarrettdvaan ja kaytettdvaan muotoon. DIKW-pyramidin kolmas
taso eli tietdmys saavutetaan, kun informaatiota jalostetaan. Informaatiota jalostetaan

tietdmykseksi ty0on seuraavassa vaiheessa.

Alla olevassa kuvaajassa 8. on havainnollistettu tdman tydn data-analyysin prosessi. Prosessi
on jaettu kolmeen eri osakokonaisuuteen, data, informaatio ja tietdmys. Osakokonaisuudet
viittaavat suoraan aiemmin mainittuihin DIKW-pyramidin tasoihin. Prosessin ensimmaéisessa
vaiheessa keratdan ja yhdistetadn dataléhteitd. Prosessin ensimmainen vaihe késitelldin luvussa
7.1. Prosessin toinen vaihe, eli informaatio pitda sisdlladn datan esikasittelyn ja datan
suodattamisen. Tdssd vaiheessa prosessin ensimmaisestd vaiheesta eli datasta jalostetaan
informaatiota. Datan esikasittelyn ja suodattamisen avulla data saadaan sellaiseen, muotoon etta
sitd voidaan analysoida, mitata tai visualisoida. Prosessin toinen vaihe kasitelladn kappaleessa
7.1 ja 7.2. Prosessin kolmas ja viimeinen vaihe, eli tietdimys saavutetaan jalostamalla
informaatiota. Tassa prosessin vaiheessa esikésiteltyyn dataan suoritetaan laskennallisia ja
tilastollisia menetelmid, eli klusterointia ja usean kriteerin péaatdsanalyysi. Prosessin kolmas

vaihe kasitellaan kappaleissa 7.3 ja 7.4.

Datan Datan Datan ISV-Partnerien ISV-Partnerien

kerdaaminen esikasittely suodattaminen klusterointi priorisointi

Data Informaatio Tietamys

Kuva 8. Data-analyysin prosessi havainnollistettuna
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7.1 Datan keraaminen ja esikasittely

Tassa luvussa késitellddn, kuinka tatd tyota varten keréttiin tarvittava data ja kuinka se
esikasiteltiin jatkoprosessointia varten. Ty6 rajattiin koskemaan vain ainoastaan case-yrityksen
Netvisor tuotteen ISV-kumppaneita, joten datan kerda@minen alkoi selvittamalld, mita tietoa
partnereista on saatavilla. Case-yritys kéyttdd Tableau ohjelmistoa datan jatkojalostamiseen ja

visualisointiin.

Tableau on 2003 perustettu SaaS-ohjelmisto, jonka avulla sen kéyttajat voivat jalostaa dataa
sellaiseen muotoon, ettd sitd voidaan kdyttdd apuna luomaan organisaatiosta enemmén data
ohjautuneempi. Tableau on business intelligence ohjelmisto, kuten esimerkiksi Microsoftin
PowerBI tai Qlik Solutionin Qlik ohjelmisto. (Tableau, 2019)

Data haettiin suoraan Tableausta, koska sinne data oli aggregoitu useista eri tietolahteista jo
valmiiksi. Tamé& saasti merkittdvan maéran tyotd, koska muuten olisi taytynyt jokaisesta
tietolahteesta erikseen kdyda keradméssa tarvittava data partnereista, mutta nyt kaikki data oli
saatavilla yhdesta lahteestd. Tableau on jatkokehityksen kannalta myds hyva alusta, koska se

tarjoaa mahdollisuuksia jatkojalostaa dataa esimerkiksi omien Python-skriptien avulla.

Data oli Tableausta haettava silti useasta eri taulusta, mutta datan pystyi lataamaan CSV-
tiedostoina kasittelyd varten. Kaikki datan esikésittelyyn ja tutkimiseen liittyvd prosessointi
hoitui Python ohjelmointikielen Pandas ohjelmointikirjastolla. Python on erittéin yleinen ja se
soveltuu moniin eri kéyttotarkoituksiin ja erityisesti laajalti kdytetty data-analytiikassa (Python,
2021).

Pandas ohjelmointikirjasto on nopea, tehokas ja monipuolinen tyokalu datan késittelyyn ja
analysointiin ja se on rakennettu Python ohjelmointi kielen paélle. Pandas tukee erinomaisesti
useita eri tietoformaatteja ja hyddyntéé erityisesti nopeaa ja tehokasta DataFrame objekteja,
jotka auttavat datan manipuloinnissa ja indeksoinnissa. DataFramien avulla pystytdaan

kayttdmaan ja muokkaamaan hyvin nopeasti isojakin datamassoja. (Pydata, 2015)
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Netvisorin ISV-kumppaneista oli keratty dataa vuodesta 2017 alkaen, mutta datan seasta
huomattiin jatkuvuus ongelmia ja osa tiedoista saattoi olla vaérin. Tassé tydssa kasitelty data
on pelkastadan vuodelta 2020, koska vuoden 2020 alusta keratty data oli kaikista kattavinta ja
parhaiten saatavilla. Vuoden 2020 datasta oli myos saatavilla enemman tietoja partnereista,
kuin esimerkiksi vuodelta 2017. Jos olisi voitu varmistaa datan oikeellisuus ja eheys vuodesta
2017 lahtien nykyhetkeen, olisi datan pohjalta voinut saada paremman kuvan mihin suuntaan
partnerin ISV-toiminta on kehittynyt. Muutamasta data attribuutista saatiin luotettavasti
kerédttya edeltavéan, eli vuoden 2019 data, jotta voitiin laskea vuotuinen muutos. Datan

attribuutteihin palataan my6hemmin téssa kappaleessa.

ISV-kumppaneista saatu data oli hyvin hajanaista, joten CSV tiedostojen kerdédmisen jalkeen
ne ladattiin yksikerrallaan omiin Pandasin tarjoamiin DataFrame objekteihin késittelya varten.
Datasetistd etsittiin puuttuvia arvoja ja ne taytettiin NaN-arvoilla, eli mééarittelemattomilla
numeroarvoilla. Jos kyseessé oli tekstia sisdltava sarake, silloin puuttuvat ja vialliset tietueet
taytettiin *Not Found’-tekstilla. Tall4 tavoin datasta 10ytyneet puutteet saatiin yhtendistettya,
jotta datan eheytté olisi helpompi seurata. Samassa yhteydessd datasarakkeiden arvot kaytiin
lapi ja varmistettiin, ettd kaikissa sarakkeissa oli vain sille tarkoitettua dataa, esimerkiksi
varmistettiin, ettd numeerisia arvoja siséltava sarake sisdltdd pelkastddn numeroita. Taman
jalkeen datan tietueet aggregoitiin Partnerin nimen perusteella. Aiemmin datan joukossa saattoi
olla samalla partnerilla useita eri tietueita, mutta jatkokasittelyn kannalta jokaisella Partnerilla
oli tarkeda olla vain yksi tietue. Datan aggregoinnin jélkeen kaikki CSV-tiedostoista keratyt
DataFrame objektit pystyttiin yhdistamaan yhdeksi DataFrame objektisi Partnerin nimen

perusteella.

ISV-kumppanien nimet oli kirjattu hieman eri muodoissa eri tietol&hteissa, joten partnerien
nimi parametri piti yhtendistaa eri tietol&hteiden valilla. Partnerin nimen sisaltdva parametri
sisalsi alun perin partneri yrityksen nimen ja heidan tuotteen nimen samassa parametrissa. Tasta
piti parsia erilleen yrityksen ja tuotteen nimi. Parsimisen jalkeen piti yhtenaistaa tietolahteisiin
partnerin nimi, jota kaytettiin tietolahteiden yhdistamiseen. Yhtd tietolahdettd kéytettiin
l&htdtietotauluja ja muiden tietoldhteiden partnerin nimid verrattiin tdhan tauluun.

Vertailussa kaytettiin Python ohjelmointikielen FuzzyWuzzy-kirjastoa, jonka avulla voidaan

suorittaa sumeaa tekstin yhdistamistd. FuzzyWuzzy-kirjasto hyddyntdd sumeaa logiikkaa
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sithen, kun se etsii tekstistd yhtalaisyyksid. Yhtaldisyyksien etsimiseen kyseinen Kirjasto
hyodyntdd Levensteinin etdisyyden laskemista. Levensteinin etdisyydelld voidaan kertoa
kuinka samanlaisia kaksi eri tekstida ovat ja Levensteinin etdisyydelld voidaan myds kertoa,
kuinka monta operaatiota tekstiin taytyy tehd4, jotta molemmat tekstit olisivat samanlaisia.
Operaatioita ovat merkkien lisddminen, poistaminen ja korvaaminen toisilla merkeilla.
Kyseisen kirjaston avulla pystyi yhdistamaén kaikkien tietolédhteiden partneri nimet toisiinsa
todennakdisyyksien perusteella. Yhdistdmisen jélkeen tulokset kéytiin manuaalisesti viela l1api

tarkkuuden varmistamiseksi. (Cohen, 2011)

DataFrame-objektien yhdistdmisen jalkeen ylimaardiset parametrit poistettiin, koska niita
kaytettiin pelkastadn apuna datan yhdistamiseen. Datasettien yhdistdmisen jélkeen kaksi
kategorista-muuttujaa muokattiin numeeriseksi muuttujaksi. Tama tapahtui One-Hot encoding-
menetelmad hyddyntéen, jossa kategorisista muuttujista tehdd&n numeerisia muuttamalla ne
riveista sarakkeiksi. One-Hot encoding menetelma& hyddynnettiin sen takia, koska sen avulla
pystyttiin paremmin hyodyntdmaén tilastollisia menetelmié korrelaatioiden tarkasteluun. Tietyt
menetelmat eivét pysty kasittelemaan parametreja, jotka ovat kategorisessa muodossa, vaan se
taytyy muokata numeeriseen muotoon. Alla olevassa taulukoissa 3. ja 4. on esimerkki, kuinka

one-hot encoding -menetelma toimii.

Taulukko 3. Esimerkki datasta ilman one-hot-encodausta.

Indeksi | Ammatti

0 Siivooja

1 Kokki

2 Kirjanpitaja
3 Kokki

Taulukko 4. Esimerkki datasta, joka on one-hot-encodattua.

Indeksi Ammatti_siivooja Ammatti_kirjanpitaja | Ammatti_kokKi
0 1 0 0
1 0 0 1
2 0 1 0
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Kéytdnnossd One-Hot encoding -menetelmélld muutetaan kategoriset arvot binéarisiksi
sarakkeiksi. Tamén avulla saadaan séastettyd kategoristen parametrien luonnollinen suhde
toisiinsa. One-Hot encoding -menetelmé&é tulee erityisesti kayttaa silloin, kun kategorisilla
parametreilla ei ole suuruusjarjestysta. Jos kategorisilla arvoilla olisi suuruusjarjestys,
esimerkiksi S, M, L ja XL, silloin One-Hot encoding menetelma menettaisi parametrin sisaisen
suuruusjarjestyksen. (Bownlee, 2017) One-Hot encoding -menetelm&d hyddynnettiin
muuntamaan kolme kategoria muotoista parametria. Tdman toimenpiteen haittapuolena on se,
ettd datan parametrien méaara kasvoi merkittdvasti. Datasettien yhdistdmisen jalkeen
kaytettavissa oli 15 parametrida, mutta One-hot encoding -menetelmén jalkeen parametrejé oli
171. Eniten uusia parametreja One-hot encoding -menetelmdn johdosta tuotti partnerin
kayttamien API-rajapintojen listaus. Tama listaus tuotti uusia parametreja 146 kappaletta.

Tietojen esikésittelyn ja yhdistdmisen jalkeen datasta suodatettiin pois epéaktiiviset partnerit.
Epdaktiiviseksi partneriksi madriteltiin sellainen, jolla on alle viisi asiakasta, ja ei ole tehnyt
yhtadn rajapintakyselyéd vuoden 2020 aikana, tai partnerin tuottaman kuukausituotto on alle 500
euroa. Partnereista suodatettiin myos Single-tason partnerit, tdhan paadyttiin sen takia, koska
case-yrityksen 1SV-kumppani strategiaan ei kuulu Single-tason partnerien tarkka seuraaminen,
koska niill& on suhteessa hyvin pieni vaikutus isossa kuvassa. Suodattamisen jalkeen jaljelle jai
177 partneria.

ISV-kumppanien suodattamisen jalkeen tarkastelin datasetin parametrien valista korrelaatiota,
jotta voisi paatelld onko kaikki saatavilla olevat parametrit tarpeellisia. Erityisesti mielenkiintoa
heré&tti, onko API-rajapintojen listaukset merkittavid parametreja, ja onko niilla korrelaatiota
muiden parametrien kanssa.Pythonin Pingouin-kirjaston avulla suoritettiin korrelaatio laskenta,
joka laski korrelaation jokaisen parametrin vélille hyddyntden Spearmanin korrelaatiota.
Paadyin kayttdmaan Spearmanin korrelaatiota, koska kéytettdvissd oleva data ei sopinut
perinteiseen Pearsonin korrelaatioon. Pearsonin korrelaatiota varten datan olisi oltava intervalli
tai suhdeluku muodossa. Kuten aiemmin mainittu, datan seassa on useampi kategorinen
parametri, joten Pearsonin korrelaatio ei sopinut tahén tarkoitukseen. Korrelaatiokertoimen

avulla pystyy selvittdamdédn kahden muuttujan valistd riippuvuutta.  Spearmanin
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korrelaatiokerroin on tilastollinen menetelmé& maarittaméan kahden parametrin vélisen
monotonisen suhteen vahvuutta. Monotoninen suhde on sellainen, jossa molemmat parametrit
muuttuvat toisen muuttuessa. Epdmonotoninen suhde on sellainen, jossa parametrien arvot
vélilla nousevat ja vélilla laskevat toistensa mukaan, toisin kuin monotonisessa suhteessa
parametrien arvot aina pelkastadn nousevat tai laskevat. Spearmanin korrelaatio kerroin asettuu
-1 ja +1 vélille. Mit& lahempéané korrelaatio kerroin on 1, sitd positiivisesti vahvempi suhde
kahden parametrin vélill4 on ja taas mita lahempané korrelaatio kerroin on -1, sitd negatiivisesti
vahvempi suhde on ndilla parametreilld. Parametrien vélistd korrelaatiota voidaan mydos

havainnollistaa verbaalisesti, jos korrelaatio kerroin on valilla:

e 0.00-0.19, suhde on erittéin heikko
e 0.20-0.39, suhde on heikko

e 0.40-0.59, suhde on keskinkertainen
e 0.60-0,79, suhde on vahva

e 0.80-1.0, suhde on erittain vahva.

Sama verbaalinen asteikko toimii myds negatiivisille korrelaatio kertoimille, mutta silloin

muutoksen suhde on negatiivinen. (Laerd.com, 2018, Laerd.com, 2012)

ISV-kumppanien kayttamat API-rajapintojen parametrit oli jaettu kahteen luokkaan. Jokaista
rajapintaa kohden oli kaksi parametria, kuinka monta loppuasiakasta sitd kéayttad ja kuinka
monta rajapintakutsua kyseiseen rajapintaan asiakas on tehnyt. Kaikille parametreille laskettiin
Spearmanin Kkorrelaatiokertoimet ja vertasin, korreloiko ne esimerkiksi partnerin
kuukausittaisen liikevaihdon kanssa. Suurimmat korrelaatiokertoimet kuukausilaskutuksen
kanssa olivat vain 0.33 ja 0.35 valilla, joten korrelaation suhde oli heikko. T&sté syysta poistin
datasta yksittéisia API-rajapintoja kuvaavat parametrit, mutta jatin dataan edelleen parametrit,
jotka kuvaavat kuinka monta loppuasiakasta kayttd4 partnerin rajapintoja yhteensa ja kuinka
monta rajapinta kutsua niihin tehd@an yhteensa. Tdman muutoksen ansiosta parametrien méara
vdheni 171 parametrista 31 parametriin. Jatkokasittelyn kannalta palautin partnerin
partneritasoa ja tuotekategoriaa kuvaavat parametrit normaaliin kategoriseen muotoon, joka

vahensi parametrien maaréan 20 parametriin.
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Jéljelle jaaneille 20 parametrille tein vield tarkistavana toimenpiteend Phik korrelaatio
laskennan avulla. Phik korrelaation laskenta perustuu aiemmin mainitun Pearsonin korrelaation
mukaan, mutta sitd on kehitetty enemman. Phik eroaa Pearsonin korrelaatiosta siten, etta se
pystyy kasittelemaan kategorisia, ordinaalisia ja intervalli muotoisia parametreja. Pearson
korrelaatiosta poiketen Phik korrelaatio pystyy myds selvittdmaan ei-lineaarisia korrelaatioita.
Phik korrelaatio eroaa myds aiemmin mainituista Pearsonin ja Spearmanin korrelaatioista siten,
ettd sen antamat korrelaatio kertoimet ovat nollan ja ykkosen valilla, tarkoittaen sitg, ettd Phik
korrelaatio ei ota kantaa siihen, onko korrelaatio positiivinen vai negatiivinen. Phik korrelaation
haittana on sen vaatima laskentateho, eik& se tasta syysta toimi datasettien kanssa, joissa on
paljon attribuutteja. Python-ohjelmointikielelle tarkoitetun Phik-kirjaston avulla loin
korrelaatiomatriisin ja koeffisienttimatrsiin, joka kuvastaa korrelaatioiden tilastollista
merkitsevyyttd. (Baak et al., 2019; Lewinson,2021)

7.2 Datan esittely

Tassa luvussa kdydaan tarkemmin l&pi téssa tydssa kasiteltdvdn datan parametrit ja missa
muodossa data on. Parametrien esittelyn jalkeen perehdytddn aiemmin laskettuihin
korrelaatioihin ja niiden merkitykseen tyon jatkon kannalta. Alla olevan taulukon 5.
ensimmaisessa sarakkeessa on listattu parametrin nimi, toisessa sarakkeessa on listattu missa
muodossa data on ja kolmannessa sarakkeessa on tarkempi kuvaus mitd kyseinen tietue

tarkoittaa.

Taulukko 5. Partneridatan listaus

Nimi Formaatti Kuvaus
1. PartnerName Teksti Partnerin nimi
2. Portfolio Teksti Tuoteportfolio, johon
kategoria partnerin tuote kuuluu
3. Partnership Teksti Kyseisen  partnerin  ISV-
kategoria kumppaniohjelman taso
4. Product_name Teksti Integraatio tuotteen nimi
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5. Company_name Teksti Partneri yrityksen virallinen
nimi

6. Customers count Kokonaisluku | Loppuasiakkaiden maara

7. Customer_share % Desimaaliluku | Ekosysteemin markkinaosuus
loppuasiakkaista

8. Querycount Kokonaisluku | API-rajapintoihin  tehtyjen
kutsujen maara

9. Queries_per_customer Kokonaisluku | APIl-rajapintoihin  tehtyjen
kutsujen maara suhteessa
loppuasiakkaiden maaréan

10. MRR + TREV Kokonaisluku | Kuukausittainen liikevaihto ja
transaktiomaksut

11. Percent_of customers_in_segment | Desimaaliluku | Ekosysteemin markkinaosuus
tietyssé asiakassegmentissa

12. ARPC Kokonaisluku | Keskimé&é&rdinen liikevaihto
per loppuasiakas

13. Revenue Kokonaisluku | Partneriyrityksen liikevaihto

14. EBIT % Desimaaliluku | Partneriyrityksen liiketulos-%

15. Revenue_change % Desimaaliluku | Partneriyrityksen
liikevaihdon kasvu

16. Staff_count Kokonaisluku | Partneriyrityksen
henkilokunnan maara

17. EBITDA % Desimaaliluku | Partneriyrityksen kayttokate-
%

18. Profit Kokonaisluku | Partneriyrityksen tuotto

19. Revenue_per_staff Desimaaliluku | Partneriyrityksen liikevaihto
per tyontekija

20. MRR_per_query Desimaaliluku | Kuukausittainen liikevaihto ja

transaktiomaksut per API-

rajapintaan tehty kutsu.
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Datassa on kaksi parametria, jotka ovat tekstimuotoisia kategorioita eli Portfolio ja Partnership.
Portfolio-parametri siséltdé tiedon, mihin tuoteportfolioon kyseinen integraatiotuote kuuluu.
Portfolio kategoriaan kuuluu ERP, BI, HRM, POS, Al, FINTECH, SCM, CRM, Verkkokauppa
jaBlZ kategoriat. Yleisimmat kategoriat olivat ERP 21 %, Bl 13 % ja HRM 10 %. Koko datasta
portfolio tieto puuttui 35 % tuotteilta. Partnership-parametri on toinen tekstimuotoinen
parametri, joka siséltdd tiedon, mille partneritasolle kyseisen tuotteen partneri kuuluu.
Aiemmassa kappaleessa 7.1. on esitelty tarkemmin case-yrityksen ISV-kumppaniohjelman
partneritasot. 68 % tuotteiden partnereista kuului normaalille partner-tasolle, 11 % kuului AO-
partneri tasolle, 4 % kuului Software Partneri-tasolle ja 2.8 % kuului Premium partneritasolle.
Partnership tieto puuttui kuitenkin 14 % tuotteista.

Partneriyrityksien taloustiedoissa on puutteita, mutta tarkoista puutteista ei ole tietoa, koska
tietojen puuttumista ei ole erikseen ilmoitettu, vaan luvut on merkattu nollaksi. Esimerkiksi
partneriyrityksen liikevaihto tieto on 4 % tapauksista nolla, mutta ei voida olla varmoja onko
kaikilla liikevaihto oikeasti 0 euroa, vai onko tieto vain puutteellista. Nolla-arvoja I6ytyy, myds
“EBIT _%”, “Revenue_change %”,  “Staff count”, “EBITDA %”, “Profit” ja
“Revenue_per_staff” parametreista. Nolla-arvojen mééra on kuitenkin yleisesti ottaen 5-10 %

valilla ja osassa parametreista nolla-arvot voivat todennékdisesti kuvata oikeitakin arvoja.

Alla olevassa kuvaajassa 9. on havainnollistettu parametrien valisia korrelaatioita. Korrelaatiot
on laskettu Spearmanin korrelaation perusteella. Kuvassa 9. tekstimuotoiset kategoriset
parametrit on muokattu One-hot encoding menetelmalla. Kuvaaja on matriisimuotoinen, jossa
X- ja Y-akseleilla on listattu kaikki datan siséltamét parametrit. Parametrien vélille on laskettu
Spearmanin korrelaatio ja korrelaatiokerrointa visualisoidaan varin perusteella. Variskaala on -
1 ja 1 valilla. Korrelaatiokertoimen ollessa lahell& -1, silloin parametriparia kuvastava nelié on
sinisempi ja korrelaatiokertoimen ollessa l&helld 1, silloin parametriparia kuvastava nelid on
punaisempi. Neutraalina, eli nolla-arvona on valkoinen vari. Kuvaajasta voidaan nahda
nopeasti, ettd kategorisilla arvoilla ei ole merkittdvid korrelaatioita, joten on selkedmpi

tarkastella suoraan korrelaatioita, joista on poistettu kategoriset parametrit.
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Kuva 9. Spearmanin korrelaatiomatrisi kategorisilla parametreilla

Alla olevassa kuvaajasta 10. on poistettu kategoriset parametrit. Korrelaatiomatriisiin on myds
lisatty korrelaatiokertoimet, jotta korrelaatioiden havainnoiminen on selkedmpéa.
Parametriparien korrelaatiokertoimia kuvastaa myos véri, samalla tavalla kuin aiemmassa
kuvaajassa 9. Korrelaatiomatriisista voidaan ndhda, ettd korrelaatiot ovat ryhmittytyneet.
Ryhmittaytyminen johtuu siitd, ettd alaosan “Revenue — Revenue per staff’, parametrit
kuvaavat partneriyrityksen taloustietoja ja yldosa ”Customers count — ARPC” kuvaa partnerin

integraation tuottoa ja rajapinnan kayttoa.
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Kuva 10. Spearmanin korrelaatiomatriisi ilman kategorisia parametreja.

Ohjelmistoekosysteemin kannalta tdrkeimpid parametreja ovat ”Customers count”, "MRR +
TREV”, ”ARPC” ja partneriyrityksen kasvuluvut. ”Customers count” on tirked parametri sen
takia, koska mitd enemman loppuasiakkaita on kéyttdmassé integraatioita, sitd enemman se luo
ohjelmistoekosysteemiin tahmeutta. "MRR + TREV” ja ”ARPC” ovat tarkeitd parametreja sen
takia, koska niiden avulla voidaan seurata integraatioiden tuottamia rahavirtoja. "ARPC”
parametrista voidaan n&hda se, ettd se korreloi negatiivisesti -0.59 parametrin ”Customers
count” kanssa. Tdmé on hyvd havainto siind mielessd, ettd yleisesti integraatiot, jotka ovat
laajamittaisessa kéytossd useilla loppuasiakkailla on yksinkertaisempia integraatioita, joiden
laskutus on samalla alhaisempi ja toisin pdin, monimutkaiset ja isot integraatiot ovat
harvinaisempia, mutta niiden laskutus per asiakas on silloin taas merkittavasti isompi. "MRR +

TREV” parametrilla on vahva positiivinen korrelaatio +0.77 parametrin ’Customers count”
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kanssa. Vahva positiivinen korrelaatio selittyy silld, kun loppuasiakkaiden mé&aré integraatiota
kohden kasvaa, silloin my6s kasvaa kuukausittainen liikevaihto ja transaktioiden maara
samassa suhteessa. Vahvoja korrelaatioita 10ytyy myos integraatio partnereiden taloudellisten

parametrien valilta.

Mielenkiintoista olisi ollut, jos korrelaatioita olisi l6ytynyt taloudellisten tietojen ja
rajanpintojen kayttoon liittyvien parametrien valiltd. Alla olevassa kuvassa 11. on aiemmin
esitellyn  Phik  Kkorrelaatiomenetelmédn avulla laskettu  korrelaatiomatriisi.  Phik
korrelaatiomatriisissa on nyt myds mukana tekstikategoriset parametrit “Portfolio” ja
”Partnership” ilman One-hot encoding menetelmé&a. Phik korrelaatiomatriisista voidaan tehda
samoja johtopaatoksid, kuin Spearmanin Kkorrelaatiomatriisista. Phik korrelaatiomatriisista
voidaan kuitenkin tarkastella helpommin partnerien portfolioon ja partneritasoon liittyvia
korrelaatioita. Phik korrelaatiomatriisista voidaan huomata, etté portfolio, johon partnerin tuote
kuuluu, korreloi vahvasti (0.65) parametrin "MRR per query” kanssa, joka oli integraation

liikevaihto suhteessa rajapintaan tehtyihin kutsuihin.
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Kuva 11. Phik korrelaatiomatriisi
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Korrelaation tilastollinen merkittavyys voidaan tarkastaa kuvaajasta 12. Tilastollinen
merkittdvyys portfolion ja "MRR per query” parametrilla on matala, koska sen arvo on vain
1.71. Parametrit ovat tilastollisesti merkittavéasti toisiinsa korreloivia, jos niiden tilastollinen
merkittavyys on yli 2.5. Tilastollisen merkittdvyyden perusteella voidaan todeta, ettd 1SV-
kumppanin portfolio korreloi asiakasmaaran, liikevaihdon ja markkinaosuuden kanssa. ISV-
kumppanin partneritasolla on hyvin samanlaiset korrelaatiot, kuin portfolio kategorialla, mutta
ne ovat tilastollisesti merkittdvdmpid. Tama eroavaisuus voi selittya sill&, ettd partneritasoja on
vahemman, kuin portfolioita. Mielenkiintoinen 16ydds Phik korrelaatiosta on se, ettd ISV-
kumppanin liikevoitto-% ja kayttokate-% korreloi rajapinnan kéyttéon liittyvien parametrien
kanssa, kuten asiakasmé&éra, rajapintakutsujen maard, markkinaosuus ja rajapinnan tuottaman
liikevaihdon kanssa. Kyseiset korrelaatiot ovat tilastollisesti merkittavia. Phik korrelaatio ei

kuitenkaan ota kantaa, mihin suuntaan parametrit korreloivat.
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Kuva 12. Phik korrelaatiomatriisin tilastollinen merkittavyys matriisi.
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7.3 I1SV-kumppanien klusterointi

Tassa kappaleessa kasitellddn partnerien klusteroimista ja perehdytadn siihen, kuinka
ailemmassa kappaleessa esiteltyd dataa voidaan hyddyntdd Kklusteroimisessa ja kéydadn
tarkemmin  18pi  klusteroimisen  lopputuloksia ja lopputuloksien  hyodyllisyytta.
Tutkimuskysymyksen 2. hypoteesina oli pyrkid selvittdméaan, pystyisiké klusteroinnilla
jakamaan isompia partneritasoja pienempiin joukkoihin. Crispim ja Sousa (2009) hy6édynsivét
Klusterointia heidén artikkelissansa, jossa klusteroitiin yrityksid aiemmin méaaréattyjen kriteerien
pohjalta.

Datan kaésittelyn ja tutkimisen jalkeen lahdin testaamaan erilaisia Klusterointialgoritmeja ja
niiden tehokkuutta ja toimivuutta. Datan klusterointi toteutettiin Python-ohjelmointikielella.
Klusterointia varten hyddynsin Pythonin PyCaret kirjastoa, joka mahdollistaa helposti ja
useiden eri koneoppimisalgoritmien testaamisen ja tulosten tarkastelun. PyCaret on avoimen
ldhdekoodin Kirjasto, jonka tarkoituksena on véhentda tarvittavaa koodin maérad, kun

hyodynnetdadn koneoppimista. (PyCaret, 2021)

Ennen ISV-kumppanien datan klusteroimista datasta poistettiin muutamia attribuutteja.
Poistettavia attribuutteja olivat “PartnerName”, “Product name” ja “Company name”.
Kyseiset attribuutit ovat jokaiselle tietueelle uniikkeja ja tarkoitettu vain identifioimaan muita
attribuutteja. Tamén jalkeen datajoukko normalisoitiin hyddyntdmalld minmax-algoritmia.
Datan normalisointi suoritettiin siitd, syysta ettd voidaan varmistua siitd, ettd data on standardi
muodossa. Mohamadin ja Usmanin (2013) tekeméassa tutkimuksessa todettiin, ettd datan
standardisointi ennen klusterointia johtaa tarkempiin lopputuloksiin, tehostaa kasittelyd ja
Klusterointi saa tarkemmat tulokset. Min-Max normalisointi on prosessi, jossa kaikki attribuutit
skaalataan nollan ja ykkdsen valille. Attribuutin pienin arvo (min) saa luvukseen 0.0 ja suurin
(max) 1.0 ja loput arvot lasketaan kaavan 6. avulla. Normalisointi helpottaa attribuuttien
vertailua keskenéén, jos niiden alkuperéiset skaalat ovat merkittavésti erilaiset.

Xij=Xmin

MM(X;;) = (6)

Xmax— Xmin
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Datan normalisoinnin jalkeen Klusterointia varten taytyi méaéarittdd optimaalinen klusterien
maard. Optimaalisen klusterien madran pystyy selvittaméan kyynarpad kuvaajan avulla.
Kyyndrpddkuvaajan avulla voidaan katsoa optimaalisin Klusterien maard siitd kohtaa
kuvaajasta, jossa kayrén lasku taittuu tasaisemmaksi. Graafisesti tarkasteltuna kyynérpaa
menetelman kuvaajan luoma kayra néayttdd kyynérpéan muotoiselta. Alla olevassa kuvaajassa
13. on havainnollistettu Python-ohjelmointikielen PyCaret kirjastolla luotua kuvaajaa K-Means
Klusterointialgoritmin kyynarpaan kuvaajalle. Kuvaajasta voidaan néhdd, ettd optimaalisin
Klusterien maard on kuusi. Kyynarpad kuvaaja on Klusterointialgoritmikohtainen ja

optimaalinen klusterien mééara voi vaihdella algoritmista riippuen. (Mohamad & Usman, 2013)

Distortion Score Elbow for KMeans Clustering
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Kuva 13. PyCaret kirjastolla luotu kuvaaja K-means algoritmin kyynérpaakuvaajasta.

Optimaalisen klusterimédéran selvittdmisen jalkeen suoritettiin datan klusterointi PyCaret
kirjaston avulla. Optimaalisen klusterimaarén valinta voidaan tarkastaa siluetti kuvaajan avulla.
Siluettikuvaajan avulla voidaan tarkastella datapisteiden keskimaaréista etdisyytta viereisten
klusterien datapisteisiin. Siluettikoeffisientti on -1 ja 1 valilla, sen ollessa 1 kyseinen datapiste
on erittdin kaukana viereisesta klusterista. Siluettikoeffisientin O arvo tarkoittaa, etta datapiste

on hyvin l&helld viereista klusteria ja negatiiviset arvot tarkoittavat, ettd kyseinen datapiste



56

saattaa olla véarassa Klusterissa. Siluettikuvaajassa tarkastellaan datapisteiden keskiarvoa, ja
mitd suurempi siluettikoeffisienttien keskiarvo on, sen parempi, koska silloin klusterit ovat
mahdollisimman erill&4&n toisistaan. Alla olevassa kuvaajassa 14. on K-Means algoritmilla
tuotettu siluettikuvaaja. Kuvaajasta voidaan nahdé, etta siluettikoeffisientin keskiarvo on noin
0.5, eli kohtalaisen hyva. Merkittdvan huomiona on se, ettd mukana ei ole lahes yht&éan
negatiivista arvoa. Kolmannessa, eli violetissa Klusterissa on nahtévilla, yksi datapiste, joka

sijoittuu siluettikoeffisientti asteikolla alle nollan. (Scikit-learn, 2020)

Silhouette Plot of KMeans Clustering for 177 Samples in 6 Centers
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Kuva 14. Siluettikuvaaja K-Means klusterointialgoritmille.

Klusterointia testattiin myds K-Modes menetelmédn avulla. K-Modes menetelméssa
optimaalinen klusterien méaéra oli viisi Klusteria. Klusterien optimaalisen madaran jalkeen
ajettiin koneoppimismallin opetus ja tarkasteltiin siluettikuvaajan tuloksia. Alla olevasta
kuvaajasta 15. voidaan heti ndhdd, ettd klusterit siséltavéat negatiivisia siluettikoeffisientin
arvoja, eli datapisteet kuuluvat mahdollisesti véaariin  Kklustereihin.  Negatiiviset
siluettikoeffisientin arvot vaikuttavat myos klusterien siluettikoeffisienttien keskiarvoihin ja se
on K-modes algoritmin kohdalla vain noin 0.2, eli aika huono. Tdmén pohjalta voidaan todeta,

ettd kyseisen datan klusteroinnissa K-means algoritmi toimii merkittavésti paremmin.
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Silhouette Plot of KModes Clustering for 177 Samples in 5 Centers
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Kuva 15. Siluettikuvaaja K-Modes Kklusterointialgoritmille.

Alla olevassa etéisyys kuvaajassa 16. on havainnollistettu klusterit kaksiulotteisessa tasossa,
jossa on sdilytetty klusterien keskipisteiden valiset etdisyydet toisiinsa. Kuvaajan 15. Y-akseli
havainnollistaa ensimmdistd paakomponenttia ja X-akseli havainnollistaa toista
padkomponenttia. Paakomponentit on luotu PyCaret Kkirjaston avulla hyddyntden
paakomponenttianalyysia. Padkomponenttianalyysi on menetelmd, jossa vahennetdan datan
parametrien maaraa tiivistamalla niita erilaisten menetelmien avulla (Joliffe & Cadima, 2016).
Padkomponenttien avulla pystytddn helpommin visualisoimaan klusterien sijaintia suhteessa

toisiin klustereihin.
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Kuva 16. K-Means Klusterien etdisyyskuvaaja.

Kuvaajassa olevat ympyrét havainnollistavat klustereita ja ympyrdiden koot maaraytyvat sen

mukaan, kuinka monta datapistetté klusteriin kuuluu. Vaikka klusterit olisivat kaksiulotteisessa
tasossa padllekkdin, se ei tarkoita, ettd klusterit olisivat paallekkdin normaalitilanteessa.
Etéisyyskuvaajan avulla voidaan huomata, ettd Klusterit ovat suhteessa toisiinsa lahes samaa
kokoluokkaa ja selkeasti erillddn toisistaan, kuten voitiin ndhdd jo aiemmin K-Means
siluettikuvaajan perusteella. Poikkeuksena t&hén on viides klusteri, joka on muita klustereita
pienempi. (Yellowbrick, 2021)

Siluettikuvaajan ja etdisyyskuvaajan perusteella voidaan péaatelld, ettd Klusterointi on
onnistunut hyvin K-Means algoritmin avulla. Seuraavaksi tarkastellaan kuvaajien avulla, miten
ISV-kumppanit ovat klusteroitu. Klusteroinnissa kdytettiin aiemmin luvussa 7.2. esiteltyd dataa
ja kaikkia sen attribuutteja, pois lukien 1ISV-kumppanien nimet. Alla olevan kuvaajan 17. avulla

voidaan tarkastella, miten eri ISV-kumppanien partneritasot ovat jakautuneet eri klustereihin.
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Kuva 17. Partneritasojen jakautuminen Klustereihin

Kuvaajasta voidaan nihda, ettd isoin partneritaso, eli ”Partner” on jakautunut neljdén erilliseen
klusteriin. ”Premium” partneritason [ISV-kumppanit ovat jakautuneet kolmeen erilliseen
klusteriin. ”AQ” partneritason ISV-kumppanit ovat jakautuneet kokonaan omaksi

klusterikseen, samalla tavalla kuin ’Software Partner” tason ISV-kumppanit.

Alla olevassa kuvaajassa 18. on havainnollistettu, minka eri portfolion ISV-kumppaneita
Klusterit sisaltavat. Kuvaajasta voidaan heti havaita, ettd Klusteri 0 siséltda pelkastdan ERP-
portfolion ISV-kumppaneita. Samalla tavalla Klusteri 5 siséltdd vain HRM-portfolion ISV-
kumppaneita, Klusteri 2 sisaltad Bl- ja Al-portfolion kumppaneita. Klusteri 1 sisaltda useita eri
portfolioita, mutta se johtuu selkeisti siitd, koska se sisélsi pelkéstdiin AQO”-tason ISV-
kumppaneita, joita 10ytyy useasta eri portfoliosta. Klusteri 4 pitad sisalldédn kaytannossa, kaikki
muut pienemmat portfoliot, joissa on lukumaarallisesti huomattavasti vahemman ISV-
kumppaneita, kuin muissa portfolioissa. Klusterointi on siis jakanut omiksi klustereiksiin
muutamat kumppanitasot, yhdistanyt useampia pienempia portfolioita yhdeksi joukoksi ja
jakanut isommat portfoliot omiksi klustereiksi.
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Kuva 18. Portfolioiden jakautuminen Klustereihin.

Alla olevassa kuvaajassa 19. on havainnollistettu portfolioihin kuuluvien ISV-kumppanien
loppuasiakkaiden maarad laatikkokuvaajien avulla. Y-akselilla on kuvattu kaikki portfoliot ja
X-akselilla on tietojen anonymisoinnin vuoksi ndytetty vain normalisoitu luku
loppuasiakkaiden maarastd. Kuvaajasta voidaan heti nahda, ettd loppuasiakkaiden maarét eivat
ole tasaisesti jakautuneet eri portfolioiden valilla, vaan niiss& on merkittdvia eroja.
Mielenkiintoisena huomiona aiempaan on se, ettd Klusteri 4 sisélsi 1SV-kumppani maaralta
pienempia portfolioita, mutta loppuasiakkaiden suhteen Klusteri 4 on hyvin onnistunut

kerddmadan pienet portfoliot ja pienet loppuasiakasmaarat yhteen joukkoon.
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Kuva 19. Laatikkokuvaaja portfolioiden loppuasiakkaiden maaréan jakautumisesta.

Alla olevassa kuvaajassa 20. on kuvattu laatikkokuvaajien avulla Klusteri-tasolla
loppuasiakkaiden mééarad. Y-akselilla on loppuasiakkaiden maara normalisoidussa muodossa
ja X-akselilla on jokainen Klusteroinnilla luotu klusteri. Klusterien loppuasiakasmaarat ovat

selkeésti jakautuneet kahteen osaan. Klusterissa 0, 3 ja 4 on huomattavasti vdhemman
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loppuasiakkaita, kuin Klustereissa 1,2 ja 5. Selkedsti datajoukossa on 1ISV-kumppaneita, joiden
loppuasiakasméardt ovat muuhun joukkoon suhteutettuna merkittvasti suurempia, joten
laatikkokuvaajia tarkastellessa voidaan nahda, ettd klusterit siséltavéat selkedsti joukosta
poikkeavia lukuja. Naita poikkeavia lukuja ei tdssa tapauksessa voida poistaa, koska ne ovat
oikeita partnereita ja oikeita lukuja, mutta heidan loppuasiakas méérat ovat vain merkittavasti
suurempia. Jokaisen Klusterin kohdalla on myds kirjattu 1SV-kumppanien lukumééra
kyseisessé Klusterissa. Klusterissa 0 on eniten ISV-partenereita, eli 84 kappaletta. Klusterissa 1
on 33 ISV-kumppania, Klusterissa 2 on 20, klusterissa 3 on 12, klusterissa 4 on 14 ja klusterissa
5 on vahiten, eli 7 ISV-kumppania. Klusteri 0 siséltda sen takia merkkittdvasti enemman ISV-
partenereita, kuin muut Klusterit koska se on keskittynyt vain ERP-portfolion ISV-

kumppaneihin ja se on portfolioista kaikista suurin.
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Kuva 20. Loppuasiakkaiden maarat klustereissa.

Alla olevassa kuvaajassa 21. on laatikkokuvaajan avulla havainnollistettu 1SV-kumppanien
tuottamaa liikevaihtoa jokaisessa klusterissa. Y-akselilla on ”"MRR + TREV”-parametri, joka
kuvaistaa kuukausittaista liikevaihtoa ja transaktiomaksuja. Y-akseli on normalisoitu
anonymisoinnin takia. X-akselilla on kaikki Kklusteroinnin luomat klusterit. Eniten tuottavat
partnerit kuukausitasolla 16ytyy Klustereista 2,5 ja 1. Kuten aiemmasta kuvaajasta nahtiin,
kyseiset Klusterit siséaltdvat myds loppuasiakasmééarallisesti isoimmat 1SV-kumppanit.
Loppuasiakkaiden méédrd huomattiin aiemmin korreloivan vahvasti parametrin "MRR +

TREV” kanssa. Klusterit 4, 3 ja O tuottavat kuukausittain suhteessa véhemman per ISV-
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kumppani, mutta se johtuu selke&sti loppuasiakkaiden maarasta per ISV-kumppani.
Lukumaaréllisesti naissé Klustereissa on merkittavasti suurin osa ISV-kumppaneista. Klusterien
avulla voidaan huomata, ettéd suurin osa 1SV-kumppanien tuotoista tulee tietyista pienemmista

klustereista.
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Kuva 21. Klusterien MRR + TREV

7.4 ISV-kumppanien priorisointi

Tassa luvussa perehdytdédn siihen, kuinka maaritelld case-yrityksen tapauksessa tarkeimmat
ISV-kumppanit ja kuinka Kirjallisuudesta olevan tiedon avulla pystyttaisiin luomaan ISV-
kumppaneista oma ranking, jota voidaan kayttaa tydkaluna ISV-kumppanien priorisoinnissa.
ISV-kumppanien parhaimmuusjarjestysté varten on kéytdssé aiemmissa kappaleissa esitelty
data, joka sisaltaa késiteltya dataa kaikista case-yrityksen Netvisor tuotteen ISV-kumppaneista

ja heidan tuotteistansa.

Kirjallisuudesta 10ytyi paljon materiaalia ohjelmistoekosysteemeihin ja tarkemmin vield
kumppaniekosysteemin roolista koko ohjelmistoekosysteemiin. Kirjallisuudesta 16ytyi hyvin
informaatiota siitd, mitkd ovat kumppaniekosysteemin hyodyt kaikille osapuolille. Témén
jalkeen l1ahdin syventymaan I1SV-kumppaneihin ja siihen liittyvaéan kirjallisuuteen erityisesti

ISV-kumppanien valintaprosessiin ja priorisointiin liittyen.

Haastavaksi tekijaksi ilmeni, se ettd Kkirjallisuutta 1SV-kumppanien priorisointiin

valintaprosessin jalkeen oli erittdin vaikea I0ytaa, ja sitd oli vain hyvin rajallisesti saatavilla.
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ISV-kumppanien valinta kriteereistd on kasattu luvussa 2.2. taulukko 2., jossa on tuotu esille
kategorioittain erilaisia kriteereitd, joiden avulla partnereita pystyisi priorisoimaan ja
hyodyntdmaén valintaprosessissa. ISV-kumppanien priorisointia kirjallisuudessa tuotiin esille
menetelmd, jossa ISV-kumppaneita pisteytettiin heidan suoriutumisensa perusteella valittujen
kriteerien  pohjalta ja ISV-kumppanit laitettiin ~ saatujen  pisteiden  perusteella
parhaimmuusjarjestykseen. Kirjallisuuden pohjalta oli tarkoitus etsid menetelmd, jonka avulla
voidaan hyddyntaa case-yrityksen ISV-kumppaneista saatavilla olevaa dataa, ja verrata ISV-
kumppaneita keskendan ja luoda pisteytys datan pohjalta ja pisteytyksen avulla laittaa 1SV-

kumppanit parhaimmuus jarjestykseen.

Tyon teoriaosuudessa kasiteltiin usean kriteerin péatdsanalyysia ja sen menetelmid. Usean
kriteerin paatdsanalyysin avulla voidaan edesauttaa paatoksentekoa pisteyttamalla paatoksen
eri vaihtoehtoja ennalta maéarattyjen kriteerien pohjalta. Usean kriteerin padtdsanalyysia
voidaan hyodyntdd monessa eri kéyttotarkoituksessa ja tyon teoriaosuudessa esiteltiin erilaisia
kayttokohteita. 1ISV-kumppanien priorisoinnissa yhdistyy useat eri paatdkseen vaikuttavat
kriteerit ja ISV-kumppaneista saatavilla oleva data sopii usean kriteerin paatésanalyysia varten.
Usean kriteerin paattsanalyysissd on useita erilaisia menetelmid, joiden avulla voidaan
maarittdd vaihtoehtojen joukosta paras vaihtoehto. Usean kriteerin padtdsanalyysi jaetaan
kolmeen vaiheeseen. Ensimmaisena on datan ja informaation kerddminen, toinen vaihe on

vaihtoehtojen ja kriteerien maarittdminen. Kolmas vaihe on parhaimman vaihtoehdon valinta.

Ensimmainen vaihe on tyon aiemmassa vaiheessa tehty, jossa data keréttiin ja kasiteltiin 1SV-
kumppanien klusterointia varten. ISV-kumppaneista saatavilla oleva data on nahtavilla luvun
7.2. taulukossa 5. saatavilla oleva data on hyvin rajallista ja usean kriteerin paatdsanalyysin
toisessa vaiheessa on tarkoitus méaérittad vaihtoehdot ja kriteerit. Paatoksenteon vaihtoehdot
ovat jo ISV-kumppaneista saatavilla olevassa datassa mukana, koska vaihtoehtoina ovat kaikKki
ISV-kumppanit. Kriteerien madrittdmista rajoitti merkittdvasti saatavilla oleva data.
Kirjallisuudessa oli paljon erilaisia kriteereitd, joita pystyy hyodyntdamééan ISV-kumppanin
kyvykkyyksien ja potentiaalien arvioinnissa, mutta tassa tapauksessa rajoittavana tekijana oli
saatavilla oleva data.
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Kirjallisuudessa keskityttiin hyvin paljon vertailemaan ISV-kumppaneita valintaprosessin
aikana, jolloin on helppo selvittdd ja kysya potentiaaliselta ISV-kumppanilta vastaukset
haluttuihin valinta kriteereihin. Téassa tapauksessa ei ole mahdollista selvittda puuttuvia tietoja,
koska tarkoituksena on verrata nykyisia ISV-kumppaneita tdméanhetkisen tiedon perusteella ja
lopputuloksen on tarkoitus olla sellainen, jota voidaan péivittdd automaattisesti, ilman etté se

vaatii manuaalista tyota.

Ensin kriteerien selvittdminen aloitettiin siitd, miten téll& hetkell& case-yrityksessa hoidetaan
ISV-kumppanien valintaprosessia. Valintaprosessissa hyoddynnetddn hyvin samanlaisia
kriteereitd, kuin kirjallisuudessa mutta iso osa kriteereisté vaatii ammattilaisen arvioimista, eika
niihin ole suoria vastauksia saatavilla, esimerkiksi on hyvin vaikea arvioida ilman
substanssiosaamista, kuinka hyvin tietty 1SV-kumppani sopisi tiettyyn portfolioon, tai on
erittdin vaikea arvioida ilman ammattilaisen arviointikykya, kuinka sitoutunut potentiaalinen

ISV-kumppani olisi.

Tasta johtuen, Kriteerit maariteltiin tdysin sen datan pohjalta, jota oli saatavilla. Saatavilla oleva
data kéytiin case-yrityksen Netvisorin PAM:ien (eng. Partner Account Manager) kanssa lapi ja
he pistivat datan pohjalta luodut kriteerit tarkeysjarjestykseen. Tamén tarkeysjarjestyksen
avulla pystytadn maéarittamaan tarvittavat tiedot usean kriteerin paatdsanalyysin kolmatta
vaihetta varten. Viideksi tarkeimmaksi parametriksi valittiin loppuasiakkaiden maara,
integraation liikevaihto, keskimé&aréinen liikevaihto per loppuasiakas, 1SV-kumppanin osuus
asiakassegmentistd ja 1SV-kumppanin yrityksen liikevaihdon kasvu edeltdvastd vuodesta.
Kaikki edelld mainitut parametrit valittiin tarkeimmiksi Kkriteereiksi ja tavoitteena on niiden

maksimointi.

Usean kriteerin péaatosanalyysin kolmannessa vaiheessa suoritetaan vaihtoehtojen vertailu
kesken&an aiemmin valittujen kriteerien ja vaihtoehtojen pohjalta. Kirjallisuudessa on esitetty
useita erilaisia menetelmid vaihtoehtojen vertailua varten ja niitd on esitelty tdmén tyon luvussa
5. case-yrityksen ISV-kumppanien vertailua varten parhaimmaksi menetelmaksi valikoitui
SAW-menetelma, koska se on yksinkertainen toteuttaa, kaytettavissa oleva data sopii kyseiseen
menetelm&én, ottaa huomioon datassa olevat suuruuserot. Isoimpana tekijand on SAW-

menetelmén yksinkertaisuus, koska se mahdollistaa jatkossa helpon jatkokehityksen, koska
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kriteerien painokertoimien muuttaminen ja tuloksien iteroiminen on nopeaa ja helppoa. Kaikilla
menetelmilla oli omat hyvéat- ja huonot puolensa, mutta muut menetelmét olivat, joko
laskentatehollisesti merkittavasti vaativampia isompien datamassojen kanssa, tai menetelmét

olivat monimutkaisempia, jolloin niiden jatkokehitys ja iteroiminen on hitaampaa.

SAW-menetelman valinnan jalkeen seuraavaksi piti luoda menetelmd, jonka avulla se voidaan
hyodyntédd valmiiksi kasiteltyyn dataan ISV-kumppaneista. Yksinkertaiseksi vaihtoehdoksi
valikoitui Python-ohjelmointikielelld implementoitu ratkaisu, jossa hyddynnetddn SAW-
menetelmén laskentalogiikkaa ja aiemmin esiteltyja kaavoja 1-6. Ennen SAW-menetelmén
suorittamista, tdytyi maarittad sopivat painokertoimet valituille kriteereille. Painoarvot valittiin
yhdessd Netvisori:n PAM:ien kanssa siten, ettd jokainen sai madritella itse sopivat
painokertoimet ja annetuista painokertoimista laskettiin keskiarvo. Painokertoimet olivat
desimaalilukuja nollan ja ykkdsen vélilta siten, ettd niiden yhteenlaskettu summa olisi tasan
yksi. Tarkkoja painokertoimia ei voida tyon anonymiteetin takia esittaa.

SAW-menetelman toteutus alkaisi normalisoimalla data, mutta se oli tehty ty6n aikaisemmassa
vaiheessa. Tarkoituksena oli laskea nelja eri parhaimmuusjarjestystd, joten datasta tehtiin nelja
kopiota. Data kopioitiin klusterien, portfolion, partneritason perusteella ja neljas data sisalsi
kaikki 1SV-kumppanit. Taman jalkeen jokainen datan tietue iteroitiin 1api. Jokainen tietueen
parametri kerrottiin sille tarkoitetulla painokertoimella. Tassa analyysissd priorisoitiin vain
viittd parametria, joten muut parametrit saivat painoarvoksi nollan, jolloin ndiden parametrien
lopulliseksi arvoksi tuli myds nolla. Viimeiseksi laskettiin yhteispisteet laskemalla yhteen

kaikkien parametrien saamat arvot.

SAW-menetelman toteutusta on havainnollistettu liitteissé 2. ja 3. ne sisaltavat tulostaulukon,
joka on jaettu kahteen osaan. Tulostaulukko pitaa sisalladn normalisoidut parametrien arvot,
jotka kerrottiin niille annetuilla painokertoimilla. Kertolaskujen summaamisen jalkeen saatiin
neljd eri pistesummakategoriaa, partneri-, portfolio, klusteri ja pistekategoria. ISV-
kumppaneista  laskettiin  nelja eri  pistesummaa, joista saadaan muodostettua

parhaimmuusjérjestys.
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Ensimmaisend ISV-kumppanit laitettiin parhaimmuusjérjestykseen portfolio ja partneritasolla,
josta saatiin partnerikategorian pisteytys ja portfoliokategorian pisteytys. Seuraavaksi ISV-
kumppanit laitettiin parhaimmuusjarjestykseen aiemmin luotujen klusterien pohjalta, jonka
tuloksena saatiin klusterikategorian pisteytys. Viimeisena laskettiin kaikille ISV-kumppaneille
yhteinen parhaimmuusjérjestys, tdma vaihe jatettiin viimeiseksi sen takia, ettd tamé
mahdollistaa tarvittaessa aiemmin laskettujen parhaimmuusjarjestyksen ottamisen mukaan
kriteereiksi, kun lasketaan lopullista parhaimmuusjarjestystd, jonka tuloksena saatiin
pistekategoria, eli kokonaispisteet. Viimeisend kaikki ISV-kumppanit lajiteltiin suurimmasta
pienimpdan heidédn kokonaispisteiden perusteella. Mitd isompi kokonaispistema&ra sitd
tarkedmpi kyseinen ISV-kumppani on.

Liitteissd 2. ja 3. on havainnollistettu kolmen tarkeimmén ISV-kumppanin data. Liitteista on
kuitenkin anonymisoitu tiedot, joiden avulla kyseiset ISV-kumppanit voitaisiin mahdollisesti
tunnistaa.  Liitteiden tulostaulukoissa “Partner rank”-sarake viittaa ISV-kumppanin
partnerikategoriassa saatuihin pisteisiin, “Portfolio_rank”-sarake viittaa portfoliokategoriassa
saatuihin pisteisiin, ”Cluster_rank”-sarake viittaa klusterikategoriassa saatuihin pisteisiin ja

”Score_rank” siséltad kokonaispisteet.

Tama lopputulos antoi jokaiselle partnerille nelja eri sijalukua, joita voidaan hyoddyntaa
partnerin prioriteetin arvioinnissa. Useat sijaluvut mahdollistavat esimerkiksi sen, ettd voidaan
etsid parhaimmat partnerit tietysta portfoliosta tai partneritasosta, tai verrata miten tietyn
partneritason ISV-kumppanien sijaluvut suhteutuvat muihin 1SV-kumppaneihin Klusterien
sijaluvut antavat myds mahdollisuuden tutkia, miten klusteroinnin avulla jaetut ISV-kumppanit
sijoittuvat eri sijalukujen perusteilla. Laskenta toteutettiin tdysin Python-ohjelmointikielen
avulla ja se mahdollistaa ketterdn painoarvojen muokkaamisen ja uusien sijalukujen

laskemisen.
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8 TULOKSET JA NIIDEN ARVIOINTI

Tassa kappaleessa tarkastellaan tdman diplomitydn tuloksia ja perehdytdén tarkemmin
lopputulosten arviointiin ja erityisesti tyon haasteisiin, jatkotoimenpiteisiin ja suosituksiin.

Seuraavassa alakappaleessa esitetdén vastaukset tdman tyon tutkimuskysymyksiin.

8.1 Tyobn keskeiset tulokset

Tyon aikana kohdattiin merkittdva méaaré haasteita kappaleen 8 alussa esitellyn data-analyysin
prosessin alkuvaiheissa, erityisesti siind vaiheessa, kun dataa kerattiin ja esikésiteltiin.
Datalahteitd oli useita ja dataldhteiden yhdistaminen toisiinsa ei ollut yksinkertaista. Data-
analyysin prosessi eteni onnistuneesti ja lopputulokset nayttavét lupaavilta ottaen huomioon
datan saatavuuden ja laadun. Tyon jatkotoimenpiteet ja suositukset keskittyvét siihen, miten
nyt kehitettyd data-analyysi prosessia pystyisi parantamaan ja tehostamaan ja myds siihen,
kuinka sitd voisi jatkokehittdd. Data-analyysi prosessissa paastiin kappaleessa 4.2. esitetyn
DIKW-pyramidin kolmannelle tasolle eli tietdimyksen tasolle, mutta potentiaalia olisi péaasta

viimeiselle viisauden tasolle.

Tyon ensimmdinen tutkimuskysymys oli ”Millainen on hyvd ISV-kumppani?”.
Tutkimuskysymykseen etsittiin vastausta Kirjallisuuskatsauksen avulla. Hyvan ISV-kumppanin
madrittdminen implisiittisesti on hyvin vaikeaa ja siihen I0ytyi kirjallisuudesta useita eri
nakokulmia. Kaikista eniten kirjallisuudessa oli esilla ISV-kumppanin valintaprosessi, jossa
hyva ISV-kumppani mééritell&dn, ennen kuin se on osana ohjelmistoekosysteemia. I1SV-
kumppanin valintaprosessista 16ytyi hyvin Kirjallisuutta ja yhteenveto suosituimmista ISV-
kumppanin valintakriteereistd esitettiin luvussa 2.2. taulukossa 2. viisi eri ISV-kumppanin
valintakriteerien kategoriaa, ja niistd kolme suosituinta kriteerid. Valintakriteerien kategoriat
ovat partnerin piirteet, partnerin kyvykkyydet, partnerin omistukset, partnerin myyntikyvyt ja
ohjelmistoyrityksen ndkodkulma. Tyon luvussa 2.3. Kkasiteltiin, kuinka kirjallisuudessa
ké&sitelladn 1SV-kumppanien priorisointia. Kirjallisuuden pohjalta 16ytyi hyvin vaihtelevia
tapoja priorisoida partnereita, mutta aihealueet, joita ISV-kumppaneissa verrattiin priorisointia
varten, olivat hyvin samanlaisia, kuin kappaleessa 2.2. taulukossa 2. esitetyt valinta Kkriteerit.
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Né&iden havaintojen pohjalta voitiin paatelld, ettd ISV-kumppanien valintakriteereja voi
hyodyntdd myods nykyisten  ISV-kumppanien priorisoinnissa ja  ISV-kumppanien
valintakriteerien avulla voidaan maaritella hyva 1SV-kumppani. Kirjallisuudesta 16ydettyja

valintakriteerejd hyodynnetadn laajemmin kolmannen tutkimuskysymyksen tuloksissa.

Tyon toinen tutkimuskysymys oli ”Miten nykyiset ISV-kumppanitasot voidaan jakaa uudelleen
koneoppimisen avulla?” case-yrityksen Netvisor tuotteen ISV-kumppanit ovat télla hetkelld
jaettu kahteen péékategoriaan, partnereihin ja premium partnereihin. Naiden liséksi on
kategoriat ”AQO” ja ”Software Partner”. ”AO”-partnerit siséltavat vain tilitoimisto kumppaneita,
ketkd ovat samalla I1SV-kumppaneita ja Software Partner”-partnerit siséltdvat vain
ohjelmistoyrityksid, jotka tekevat yksittéisia integraatioita muille case-yrityksen asiakkaille.
Lahtotasona kaikille ISV-kumppaneille on ”partner” partneritaso ja jos heistd tulee merkittiva
osa case-yrityksen ohjelmistoekosysteemid muun muassa liikevaihdon ja loppuasiakkaiden

maaran mukaan, heista voi tulla premium partnereita.

Toista tutkimuskysymystd varten téytyi ensin selvittdd mitd dataa 1SV-kumppaneista on
saatavilla, seuraavaksi keratty data piti kasitell& ja siivota jalostamista varten. Seuraavaksi oli
selvitettdva kirjallisuudesta, miten koneoppimista pystyisi hyddyntdmaan saatavilla olevaan
dataan. Koneoppiminen voidaan jakaa ohjaamattomaan ja ohjattuun oppimiseen. Tassé
tutkimuskysymyksen ongelman asettelussa ainut vaihtoehto oli hyddyntdd ohjaamatonta
oppimista ja siihen kuuluvaa klusterointia. Klusterointialgoritmien avulla voidaan opettaa
koneoppimismalli  lajittelemaan saatavilla oleva data joukkoihin  datapisteiden
samankaltaisuuden perusteella. Tutkimuskysymyksessa oli kyse jakaa ISV-kumppanien data
joukkoihin, tai toisin sanoen kategorioihin, jotka olisivat verrattavissa nykyisiin ISV-
kumppanitasoihin. Kirjallisuuskatsauksen jalkeen klusterointialgoritmiksi valikoitui K-Means-
algoritmi, jota kaytettiin datan klusteroinnissa. Klusteroinnilla saatiin kattavia ja hyvin
eriteltyja partnerijoukkoja. Klusteroinnin tuottamat joukot olivat tarpeeksi erilld&n toisistaan,
eika niissé ollut paallekkaisyyksia. Joukot olivat jarkevan kokoisia ja klusterointi oli onnistunut

huomioimaan myds ISV-kumppanien portfoliot ja niiden vaikutus oli selkeésti huomattavissa.

Tyon kolmas tutkimuskysymys oli ”Miten maédritelld ISV-kumppaneille tirkeysjarjestys”.

Tama tutkimuskysymys linkittyy suoraan ensimmaiseen tutkimuskysymykseen, jossa haettiin
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maadritelmaa hyvélle ISV-kumppanille. Tamén tutkimuskysymyksen ratkaisussa hyddynnettiin
Kirjallisuudesta 16ydettyja priorisoinnin kriteereja ja menetelmid. Kirjallisuudessa oli
hyodynnetty  ISV-kumppanien priorisoinnissa  kriteerien  pisteytystd, joten tdman

tutkimuskysymyksen ratkaisuun paasemiseen sovellettiin usean kriteerin paatosanalyysié.

Usean kriteerin paatdsanalyysi on péaatoksenteon tyodkalu, jossa hyddynnetdan erilaisia
menetelmid, joita hyédyntamalla voidaan valita paras vaihtoehto ennalta annettujen kriteerien
pohjalta. Kirjallisuuskatsauksen pohjalta tata tyotd varten usean Kriteerin padtdsanalyysin
menetelmaksi valikoitui SAW-menetelmd, jossa jokaiselle kriteerille annetaan painoarvo.
Painoarvojen avulla voidaan jokaiselle paatoksenteon vaihtoehdolle laskea painotettu summa.
SAW-menetelmaén paadyttiin sen yleisen suosion ja yksinkertaisuuden takia. Usean kriteerin
paatdsanalyysia varten on tarkedda madritella kriteerit ja niiden painokertoimet, joiden avulla

ISV-kumppanit pystytédén pisteyttdmaan.

Kriteerien méérittelyn rajoittavana tekijana oli saatavilla oleva data, joka on esitelty tarkemmin
luvun 7.2. taulukossa 5. Saatavilla olevaa dataa verrattiin Kirjallisuudessa yleisesti kaytettyihin
kriteereihin ja datasta valittiin viisi parametria usean kriteerin péaatdsanalyysin kriteereiksi.
Taman jalkeen kriteereille madriteltiin painoarvot ja itse SAW-menetelma toteutettiin Python-
ohjelmointikielen avulla. Tuloksia voi tarkastella liitteista 2. ja 3. tulokset on jaettu kahteen
taulukkoon, jossa on listattu kolmen tarkeimman 1SV-kumppanin data normalisoituna ja SAW-
menetelman lopputulokset. Usean Kkriteerin pé&tdsanalyysissd laskettiin jokaiselle 1SV-
kumppanille SAW-menetelman avulla pisteytykset neljéssa eri kategoriassa ja pisteytykset
muutettiin sijaluvuiksi suurimmasta pisteméaarasta pienimpaan. Sijalukujen nelja kategoriaa
olivat partneri-, portfolio, klusteri ja kokonaissijaluku. Jos halutaan tarkastella parhaimpia ISV-
kumppaneita tietyll& partneritasolla, voidaan tarkastella partnerikategorian sijalukuja, tai jos
halutaan tarkastella tietyn portfolion parhaimpia ISV-kumppaneita, voidaan tarkastella
portfoliokategorian sijalukuja. Kokonaissijaluku sisaltdd kaikki 1SV-kumppanit yhdessa

paikassa.

Usean kriteerin paatosanalyysilla saatiin hyvid tuloksia, ja oli erityisen mielenkiintoista
hyddyntaa tyon aiemmassa vaiheessa tehtyja klustereita yhtena sijalukujen kategoriana. Python

ohjelmointikielelld tehty toteutus usean kriteerin péatosanalyysista SAW-menetelmallé
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mahdollistaa helpon jatkokehityksen ja tuloksien iteroimisen jatkossa. Painoarvoja on helppo
tarvittaessa muuttaa, ja mikali uutta dataa tulee saataville, se on myds helppo lisdta nykyiseen
toteutukseen. Nykyisellddn toteutuksesta kayttdja saa itselleen CSV-formaatissa olevan

tiedoston, jossa kaikki ISV-kumppanit on listattu liitteen 2. ja 3. tapaan.

8.2 Tulosten arviointi

Tassa kappaleessa kdydaan l&pi tulosten arviointia, tyon haasteita ja onnistumisia. Tyon
ongelmatilanne onnistuttiin maéarittelemaan hyvin jo tyon alkuvaiheessa, joka mahdollisti tyon
jouhevan etenemisen. Tyon lopputuloksiin paastiin ja tutkimuskysymyksiin saatiin kattavat
vastaukset. Tyon aikana vastaan tuli huomattava maéra haasteita, mutta ne onnistuttiin aina
ratkaisemaan. Haasteiden pohjalta pystyi rakentamaan hyva késityksen ideoista jatkokehitysta
varten. Isoimmat haasteet liittyivat dataan. Dataa ISV-kumppaneista oli hyvin rajallisesti
saatavilla, eika sita keratty kovin kattavasti. Datan rajallisuus rajoitti merkittavasti mahdollisia
priorisoitavia asioita ISV-kumppaneista. Datassa oli paljon puutteita, kuten esitelty luvussa 8.2.
Data sisélsi myos kirjoitusvirheité ja oli paikoittain vaikea selvittad, oliko data puutteellista vai
paikkansa pitdvéa. Datasta 10ytyy nolla-arvoja, joista ei pysty tulkitsemaan onko oikeasti
kyseisen parametrin arvo nolla, vai puuttuuko kyseinen parametri kokonaan. Datan tarkastelu
ja yhdistaminen oli erittdin haasteellista, koska kaikissa datalahteet, jotka liittyivat ISV-
kumppaneihin eivat siséltaneet parametria, jonka avulla datal&hteet voitaisiin yhdistéé toisiinsa.
Tyoté varten piti kehitelld menetelmd, jossa datasta parsitaan 1SV-kumppanin nimi ja yrityksen

nimi ja tata tietoa kaytettiin yhdistamaan eri tietolahteita.

Kaikkiin tyon tutkimuskysymyksiin saatiin tyydyttdvat vastaukset, mutta parannettavaa jai
jokaisella rintamalla. Kirjallisuutta tdman tyon aiheesta oli hyvin rajallisesti saatavilla, joten
kirjallisuutta piti yrittdd soveltaa timan tyon kontekstiin. ISV-kumppanien klusterointi onnistui
hyvin, vaikka saatavilla data oli rajattua ja sen laatu oli vaihtelevaa. Klusterointi olisi voinut
olla vielé tarkempaa siind mielessa, etta klusterit voisi olla vield selkedmmin toisistaan erill&an.
Optimaalisessa tilanteessa klusterit olisivat myds enemman samankokoisia toistensa kanssa.
ISV-kumppanien priorisoinnin toteutus onnistui hyvin ja valittu usean kriteerin paatdsanalyysin

SAW-menetelmd sopi erinomaisesti tyon kontekstiin ja tyota varten kehitetyn Python-koodin
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avulla ISV-kumppanien priorisointi on helppo ottaa vakituisesti kdyttoon osaksi case-yrityksen

PAM:ien paivittéista tyota. Tyon tulokset olivat rajoitteista huolimatta hyvié ja merkittavia.

8.3 Jatkotoimenpiteet ja suositukset

Tassa kappaleessa kaydaan lapi tyon kannalta oleellisimmat jatkotoimenpiteet ja suositukset
niihin liittyen. Edellisessa luvussa kaytiin 1api tyon tuloksia ja syvennyttiin erityisesti tyon
aikana ilmenneisiin haasteisiin erityisesti datan suhteen. Tyon tuloksien ja havaintojen pohjalta
suosittelisin case-yrityksen kehittdmé&an omaa datakulttuuria erityisesti I1SV-kumppanien
suhteen. Datakulttuurin rakennuspilarina voisi toimia tietoallas tai tietovarasto. Tietoallas ja
tietovarasto ovat arkkitehtuurisia ratkaisuja, joihin voidaan tallentaa isoja datamassoja
strukturoitua tai strukturoimatonta dataa. Dataa tietoaltaisiin ja varastoihin voidaan keraté dataa
useasta eri lahteestd ja yhdistaa niité tietoaltaan tai varaston avulla. Tamé mahdollistaisi ISV-
kumppanidatan helpomman kéyton ja jatkokehityksen jatkossa. (AWS, 2021)

Tarkeédna datakulttuurissa on nostaa datan tarkeys korkealla prioriteetille. Hyvana lahtokohtana
on keskittya datan laadun valvontaan ja nykyisen datan eheyden varmistamiseen ja virheiden
korjaamiseen. Hyvéna jatkotoimenpiteend olisi tutkia, voisiko ISV-kumppaneista olla lisad
arvokasta dataa saatavilla. Dataa voisi ehdottomasti kerata lisda ja ehdotuksena olisi pyrkia
kerddmaan ISV-kumppanien loppuasiakkailta dataa asiakastyytyvéisyydesta.
Loppuasiakkaiden tyytyvaisyydelld voitaisiin arvioida paremmin ISV-kumppaneilta monesta
eri ndkokulmasta, esimerkiksi tuotteen ja asiakaspalvelun laatua. Datan madran kasvaessa
nykyiseen toteutukseen on mahdollista lisata erilaisia kasvulukuja ISV-kumppaneista ja sen
avulla voitaisiin mahdollisesti ennustaa ISV-kumppanin kasvua. Kasvuluvut ja niiden pohjalta
luodut ennusteet voisivat olla hyva lisé nykyiseen ratkaisuun. Haasteena ja kehityskohteena on
myo6s se, ettd kaikki tieto Netvisorin ISV-kumppaneista on saatavilla vain tuotetasolla.
Tarkoittaen sitd, ettd kaikki attribuutit viittaavat tietyn partnerin tiettyyn tuotteeseen, eli siind
tilanteessa, kun partnerilla on useampi tuote tarjolla, se on listauksessa mukana jokaisen
tuotteensa kanssa. Tamé luo sellaisen haasteen, ettd ISV-kumppanin tuottoja ei voi suoraan

aggregoida jokaisen tuotteen pohjalta.
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Jatkotoimenpiteend voisi olla nykyisen ratkaisun soveltaminen myds ISV-kumppanien
valintaprosessiin. ISV-kumppaniksi hakevilta yrityksilta voitaisiin pyytéda valmiiksi tiettyja
tietoja ja koneoppimista hyddyntamalla voitaisiin pyrkid ennustamaan potentiaalisen I1SV-

kumppanin menestysta 1SV-kumppaniohjelmassa.
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9 YHTEENVETO

Taman tyon tarkoituksena oli tutkia ohjelmistoekosysteemin ISV-kumppaneiden klusterointia
ja priorisointia. Tyo tehtiin yhteisty0ssé case-yrityksen, Visma Solutions Oy:n kanssa. ISV-
kumppanit ovat case-yrityksessa merkittdvassa roolissa osana heidén
ohjelmistoekosysteemiansd. 1SV-kumppanien hallintaa tehostamalla pystytddn paremmin
hallinnoimaan kasvavaa ohjelmistoekosysteemid. ISV-kumppaneilla on merkittavé rooli osana
ohjelmistoekosysteemid, koska he ovat osana luomassa lisdarvoa koko ekosysteemille
kehittamalla lisapalveluita loppuasiakkaille. 1SV-kumppaneita priorisoimalla voitaisiin
paremmin tehostaa yhteisty6td tarkeimpien ISV-kumppanien kanssa esimerkiksi

markkinoinnin tai yhteisen tuotekehityksen muodossa.

Tyon ensimmaisen tutkimuskysymyksen tavoitteena oli Kirjallisuuskatsauksen avulla
maadritelld millainen olisi hyva ISV-kumppani. Kirjallisuuskatsauksen suorittaminen oli
haastavaa, koska lahteita oli saatavilla rajallisesti. Hyvan 1SV-kumppanin méaérittely keskittyi
kirjallisuudessa  ISV-kumppanin valintaprosessiin  ja  valintakriteereihin.  Ratkaisuna
tutkimuskysymykseen on mééritell& hyva ISV-kumppani valintakriteerien avulla.

Toisen tutkimuskysymyksen tavoitteena oli hyddyntdd koneoppimista 1SV-kumppanien
jakamisessa joukkoihin. Talla hetkella kaikki 1SV-kumppanit kuuluvat tietylle partneritasolle.
Tutkimuskysymysta l&hdettiin ratkaisemaan Kirjallisuuskatsauksen avulla. Kirjallisuudessa
perehdyttiin erilaisiin koneoppimisen menetelmiin ja algoritmeihin. Menetelmaksi valikoitui
Klusterointi ja tarkemmin K-means klusterointialgoritmi, jonka avulla ISV-kumppanit saadaan
Klusteroitua joukkoihin. Klusterointi osoittautui tehokkaaksi tavaksi jakaa ISV-kumppaneita

uusiin ryhmiin ja klusteroinnin tulokset nayttivét lupaavilta.

Tyon kolmannen tutkimuskysymyksen tavoitteena oli mééritelld 1SV-kumppaneille
tarkeysjarjestys priorisointia varten. Tarkeysjarjestyksen rakentamisen ongelmaan I6ytyi apuja
aiemmin suoritetun kirjallisuuskatsauksen avulla. Kirjallisuuskatsauksen avulla ISV-
kumppaneita oli verrattu keskenddn ennalta valittujen kriteerien pohjalta. Usean kriteerin
paatosanalyysida ja ISV-kumppaneista saatavilla olevaa dataa pystyttiin luomaan ISV-

kumppaneille tarkeysjarjestys, jota voidaan hyddyntéé ISV-kumppaneita priorisoitaessa.
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Liite 1. Katsaus partnerin valintakriteereisté. (Beelen, 2019, s.19-24)

Kriteeri

Kuvaus

Lahde

Partnerin piirteet

1 Luotettavuus

Ohjelmistoyritys etsii
luotettavaa partneria.
Luotettavuus on elintarkea
piirre ohjelmistoekosysteemille

(Robson, 2002),

(Duysters,
Kok,&Vaandrager,1999),

(Shah &Swaminathan,2008),
(Das
&He,2006),(Keung&Griffiths,20
08),

(Chen
etal.,2008),(Angeles&Nath,2000
),

(Solesvik
&Westhead,2010),(Franco,2010)

(Bierly 111&Gallagher,2007),

(Kraus,
Meier,Niemand,&etal.,2018)
2 Maine ja Maine ja uskottavuus (Mat,
uskottavuus partnerissa vaikuttaa siihen, Cheung,&Scheepers,2009),
kuinka ohjelmistoekosysteemin | (Das
loppuasiakkaat ottavat uuden &He,2006),(Wu,Shih,&Chan,20
partnerin vastaan. 09),
(Solesvik

&Westhead,2010),(Dickson,196
6),
(Franco,2010),(Bierlyll1&Gallag
her,2007)

(Schreiecketal.,2016)

3 Yhteistyohistoria

Ohjelmistoyrityksen on hyva
tietdd, onko partnerilla
kokemusta yhteistyon
tekemisesté

(Mat etal.,2009),(Wuetal.,2009),
(Solesvik &Westhead,2010),
(Das
&He,2006),(Chenetal.,2008),
(Jarimo,
Salkari,&Bollhalter,2006)

yrityskulttuuri linjassa
ohjelmistoyrityksen kanssa.

5 Yhteisty6 tavoitteet | Onko partnerilla samat (Angeles &Nath,2000)
tavoitteet yhteistyon suhteen,
kuin ohjelmistoyrityksella

6 Kulttuuri Onko partnerin kulttuuri ja (Geringer,

1988),(Chenetal.,2008),
(Bierly 111&Gallagher,2007),
(Cartwright&Cooper,1993),
(Robson,
2002),(Zutshi&Tan,2009),




(Wuetal.,2009),

(Franco,2010)
7 Tavoitteet Onko partnerin tavoitteet (Partanen&Modller,2012),(Wueta
linjassa ohjelmistoyrityksen 1.,2009),
kanssa. (Bierly 111&Gallagher,2007)
8 Organisaation Onko partneriyrityksen (Geringer,

struktuuri ja koko

organisaation koko sellainen,
mita ohjelmistoyritys on
etsimassa. Esimerkiksi,
haluaako ohjelmistoyritys
pienid yrityksié partneriksi.

1988),(Das&He,2006),
(Chen et al.,2008)

9 Taloudelliset
mittarit

Ohjelmistoyrityksen on hyvé
tietdd potenttiaalisen
partneriyrityksen taloudellinen
tilanne

(Geringer,
1988),(Dickson,1966),
(Shah &Swaminathan,2008),
(Solesvik &Westhead,2010),
(Das &He,2006)

10 Tuottavuus

Onko partneriyritys tuottava.
Onko partnerilla mahdollista
investoida heidédn tuotteeseen.

(Chen et al.,2008)

11 Kasvupotenttiaali

Millainen on partnerin
kasvupotenttiaali

(Chen et al.,2008)

12 Yritys-suunnitelma | Millainen on partneriyrityksen | (Doherty,2009)
tulevaisuuden suunnitelmat
13 Yhteistydsuhteen Onko partneriyrityksen kanssa | (Doherty,2009)

kemiat

kaydyissa keskusteluissa
yhteiset kemiat

14 Kommunikaation
lapinakyvyys

Onko partneriyrityksen
kommunikaatio lapindkyvaa ja
tehokasta

(Duysters et al.,1999),

(Angeles &Nath,2000),
(Alvesetal.,2017),(Benlianetal.,2
015)

15 Tavoitteiden
lapinakyvyys

Onko partneriyrityksen
tavoitteet lapinékyvia

(Benlian etal.,2015)

16 Tiedon jakamisen
kulttuuri

Onko partneriyritys valmis
jakamaan informaatiota ja
osaamista

(Wuetal.,2009),(Solesvik&West
head,2010)

(Kreiner &Schultz,1993),
(Emden,
Calantone,&Droge,2006),(Baars
&Jansen,2012)

17 Sitoutuneisuus

Onko partneriyritys valmis
sitoutumaan
ohjelmistoyrityksen
sopimuksiin ja sdantoihin

(Benlian etal.,2015)

18 Sitoutuneisuus
yhteisty6hon

Onko partneriyritys sitoutunut
yhteisty6hon

(Partanen&Modller,2012),
(Mat et
al.,2009),(Chenetal.,2008),
(Angeles
&Nath,2000),(Franco,2010)




19 Lojaliteetti

Kuinka lojaali partneriyritys on
ohjelmistoyritysta kohden

(Benlian etal.,2015)

20 Investointi halu

Onko partnerityritys valmis
investoimaan rahaa
yhteisty6hon

(Alves et al.,2017)

21 Omatoimisuus

Onko partneriyritys valmis ja
kyvykas toimimaan
omatoimisesti

(Alves et al.,2017)

22 Joustavuus

Onko partneriyritys valmis
joustamaan yhteisty6té varten

(Wuetal.,2009),(Wu&Barnes,20
12)

23 Yleisten
toimintatapojen
noudattaminen

Noudattaako partneriyritys
yleisia ohjelmistokehityksen
toimintatapoja

(Alves et al.,2017)

24 Kuinka tyytyvaisi (Kannan

Asiakastyytyvaisyys partnerityrityksen asiakkaat &Haq,2007),(Dickson,1966),
ovat heidan tuotteeseensa (Schreieck et al.,2016)

Partnerin

kyvykkyydet

25 Resurssien Onko partnerilla resursseja (Shah &Swaminathan,2008),

kaytettavyys kaytettavissa tuotekehitykseen | (Kraus et

ja kasvuun

al.,2018),(Das&He,2006),
(Meffert &Swaminathan,2017),
(Hitt,
Dacin,Levitas,Arregele,&Borza,
2000),

(Moller &Rajala,2007)

26 Ainutlaatuinen
osaaminen

Erottuuko partneriyritys muista
vastaavista toimijoista omalla
osaamisella

(Hitt et
al.,2000),(Das&He,2006),
(Wuetal.,2009)

27 Kustannusten
vahentaminen

Pystyykd ohjelmistoyritys
laskemaan omia kuluja
partneriyrityksen avulla

(Huang
&Wu,2003),(Wu&Barnes,2012)

28 Innvointi
mahdollisuudet

Onko partnerilla
mahdollisuuksia ja osaamista
innovoida ja kehittadd uusia
ominaisuuksia, joilla erottua
eduksi.

(Alves et al.,2017)

29 Innovaatio
keskeisyys

Onko partneriyritys koko ajan
keskittynyt miettiméan uusia
innovaatioita

(Chen etal.,2008)

30 Hallinnointi kyvyt

Onko partneriyrityksen tapa
hallinnoida omaa yritysta
linjassa ohjelmistoyrityksen
kanssa

(Zhong
&Ren,2015),(Das&He,2006),
(Wuetal.,2009)

Partnerin tuote

31 Laatu

Miten laadukas
partneriyrityksen tuote on

(Wué&Barnes,2011,2012),(Das&
He,2006),




(Solesvik &Westhead,2010)

32 Hinnoittelu

Onko partneriyrityksen
hinnoittelu linjassa
ohjelmistoyrityksen kanssa.

(Wu&Barnes,2011),(Kannan&H
aq,2007),

(Xia &Wu,2007),(Abratt,1986),
(Dickson,1966)

33 Luotettavuus

Kuinka luotettava on
partneriyrityksen tuote

(Xia &Wu,2007),(Abratt,1986)

34 Dokumentaatio

Onko partneriyrityksen
dokumentaatio heidan
tuotteestansa selkeé

(Benlian et al.,2015)

35 Tietoturvallisuus

Onko partneriyrityksen ja
heidén tuotteensa tietoturva
ajan tasalla ja standardien
mukainen

(Schreieck et al.,2016)

36 Integraation
tehokkuus

Kuinka tehokkaasti
partneriyritys pystyy
kayttdmaan
ohjelmistoyrityksen
rajapintoja. Mité
tehokkaampaa rajapinnan
kayttd, sen parempi

(Benlian et al.,2015)

37 Jatkuva kehitys

Panostaako partneriyritys
jatkuvasti heidan tuotteensa
kehittdmiseen

(Chen et al.,2008)

38 Asiakaspalvelu

Onko partnerityrityksen
asiakaspalvelu korkealaatuista

(Benlian et al.,2015)

Partnerin
omistukset
39 In-house Onko partneriyritykselld omaa | (Dekker&VandenAbbeele,2007)
0saaminen osaamista organisaatiossa
40 Tekninen Onko partneriyritykselld omaa | (Wuetal.,2009)
osaaminen teknistd osaamista ja
tuotekehitysta
41 Onko partnerilla taydet (Huang &Wu,2003),

Immateriaalioikeudet | immateriaalioikeudet omaan (Al-Khalifa
tuotteeseen &EggertPeterson,1999)
42 Patentit Onko partneriyrityksella (Huang
patentteja &Wu,2003),(Wuetal.,2009),
(Al-Khalifa
&EggertPeterson,1999)
Partnerin
myyntikyvyt

43 P&ésy markkinoille

Miten laaja paasy
partneriyrityksell& on
markkinoille ja millainen on
markkinan kasvupotenttiaali

(Geringer,
1988),(Doherty,2009),
(Wuetal.,2009)




44 Myyntikanavat

Onko partneriyrityksella
kaytOssé useita myyntikanavia

(Metallo,
Agrifoglio,Schiavone,&Mueller,
2018),

(Das &He,2006),(Wuetal.,2009)

45 Myyntiosaaminen

Kuinka paljon
partneriyrityksella on
kokemusta myynnista

(Metallo
etal.,2018),(Das&He,2006)

46 Asiakaskunta Kuinka iso asiakaskunta (Das &He,2006)
partneriyritykselld on
47 Markkinatietamys | Kuinka hyvin partneriyritys (Mat

tuntee omat markkinansa.
Voiko ohjelmistoyritys hyotya
tasta tiedosta

etal.,2009),(Das&He,2006),
(Franco,2010),(Wuetal.,2009),
(Solesvik &Westhead,2010)

48 Markkinaosuus

Kuinka iso osuus
partneriyritykselld on heidan
markkinastansa

(Wuetal.,2009)

49 Asiakkaiden
diversiteetti

Kuinka laaja-alaisesti
partneriyritys palvelee erilaisia
asiakkaita, vai onko kaikki
asiakkaat samanlaisia

(Wuetal.,2009)

50 Partnerin verkostot

Millaiset verkostot
partneriyritykselld on ja voiko
ohjelmistoyritys hyotya niista

(Giessmann & Stanoevska-
Slabeva,2012),

(Angeles & Nath,2000),
(Bierly 111 & Gallagher,2007)

Ohjelmistoyrityks
en nakékulma

51 Suhde
Kilpailijoihin

Onko partneriyrityksell&
suhdetta ohjelmistoyrityksen
Kilpailijoihin

(Giessmann &Stanoevska-
Slabeva,2012)

52 Monialainen

Onko partneriyrityksen
tuotteen tarkoitus palvella
monialaisesti vai tiettya
kohderyhmé&a

(Schreiecketal.,2016)

53 Avoimuus
kilpailijoiden valiseen
yhteistydhon

Onko partnerityritys valmis
tekemaan yhteisty6ta
potentiaalisen kilpailijan
kanssa yhteistd hyvai varten.

(Schreiecketal.,2016)

54 Avoimuus
yhteiskehitykseen

Onko partneriyritys valmis
yhteiseen tuotekehitykseen
ohjelmistoyrityksen kanssa

(Hitt
etal.,2000),(Moller&Rajala, 2007

)l
(Meffert &Swaminathan,2017)

55 Portfolion
tdydentdminen

Taydentadko partnerin tuote
ohjelmistoyrityksen portfoliota

(Schreiecketal.,2016)

56 Yhteistyon
sijoitetun padoman
tuotta

Kuinka iso on yhteisty6hon
sijoitetun padoman tuotto

(Chen etal.,2008)




57 Suositukset Onko partneriyrityksella (Keung &Griffiths,2008)
suosittelijoita

58 Regulaatioiden Onko partneriyrityksell& (Mat et al.,2009),
tietdmys tietdmysté paikallisesta (Das&He,2006)
regulaatiosta




Liite 2. Tulostaulukko osa 1.

Custom | Customer | Quer | Queries_p MRR Percent_of custo | A Rev | EBI | Revenue_ | Staff | EBIT | Pr
erscoun | _share_ ycou | er_custom | +TRE | mers_in_segmen | RP | enu | T_ change_ _cou | DA_ ofi
t % nt er V t C e % % nt % t
1,0 1,
1,00 1,00 1,00 1,00 1,00 1,00 0 0,00 | 0,00 | 1,00 0,00 0,00 00
0,0 1,
1,00 0,99 1,00 1,00 1,00 0,28 8 0,96 | 0,10 | 0,09 0,95 0,42 00
0,0 1,
1,00 0,98 1,00 1,00 1,00 0,14 0 0,96 | 0,17 | 0,00 0,97 0,24 00




Liite 3. Tulostaulukko osa 2.

Revenue_p | MRR_per | Partner | Portfolio | Cluster | Score_ | Partner | Product_ | Company | Portf | Partne | Clust
er_staff query rank rank rank rank Name name name olio rship er

- - - - - Clust
1,000 0,464 0,216 0,580 0,233 1,000 er2

- - - - - Clust
0,844 0,006 0,233 0,591 0,244 0,963 er2

- - - - - Clust
0,289 0,004 0,239 0,568 0,222 0,955 er5




