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Viimeisen vuosikymmenen aikana data-analytiikan hyddyntdminen jalkapallossa on
kasvanut rajahdysmaisesti. Tamé johtuu suurimmaksi osin jalkapallo datan saatavuuden ja
luotettavuuden kehittymisestd. Taman kandidaatin tyon tarkoituksena on selvittdd millaista
dataa jalkapallo-ottelusta on saatavilla sekd myds miten sitd voidaan keratd ja analysoida.
Lisé&ksi tydssa pyrittiin tunnistamaan erilaisia teknologioita ja tyokaluja datan kerdykseen ja
analysointiin. Ty® on toteutettu Kirjallisuuskatsauksena, jonka aineistona on kaytetty
aiheeseen liittyvaa teoriakirjallisuutta sekd muuta kirjallisuutta.

Aluksi tydssa tulkitaan data-analytiikkaa ja sen soveltamista urheilussa. Taman jalkeen
tydssa perehdytddn dataan ja datan kerdykseen sekd analysointiin jalkapallossa. Liséksi
tyossa késitelladn myos data-analytiikan hyddyntdmisen historiaa jalkapallossa. Tydssa
selvidé datan oikeaoppisen kerd&dmisen ja analysoinnin olevan kilpailuedun luoja. Lopuksi
tydssa esitellddn tulevaisuuden mahdollisuuksia jalkapallo datan kerdys- ja
analysointiprosesseihin.

Ty0ssé havaittiin, ettd jalkapallo-ottelusta voidaan kerétd dataa useasta eri ldhteesta ja sité
voidaan lajitella eri tavoin. Liséksi tydssé havaittiin erilaisia tykaluja ja menetelmid datan
kerdykseen sek& analysointiin. Lopuksi tydssa todettiin koneoppimisen olevan yksi
tulevaisuuden apuvalineista jalkapallodatan kerdyksessa ja analysoinnissa.
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1 Johdanto

1.1 Tyon tausta

Data-analytiikan hyodyntdminen jalkapallossa on kerannyt valtavasti suosiota ja
kiinnostusta viimeisen vuosikymmenen aikana. Datan avulla saavutettu menestyminen
muissa urheilulajeissa on ajanut jalkapalloseurat pohtimaan, miten hekin voisivat soveltaa
jalkapallo-otteluista saatua dataa menestyksen saavuttamiseksi. Useat maailman
huippuseurat tiedostavat datan merkityksen, mutta eivat ole vield onnistuneet hyodyntdmaén
sité tdydellisesti. (Andersson & Sally, 2013, s. 12) Liséksi voidaan todeta, ettd jalkapallosta
kerdtddn enemmaén dataa kuin koskaan aikaisemmin. Jotta jalkapalloseurojen data-
analyytikot voivat hyddynt&a analyysejaan, on heidan ensin ymmaéarrettavd mita kentalla
tapahtuu. Tama vaatii ymmarrystd mista eri lahteista saadaan jalkapallo-otteluiden dataa

sekd miten taté jalkapallodataa keratdéan ja valmistellaan analyyseja varten. (Miller, 2016)

Vaikka monet jalkapalloseurat tiedostavatkin datan térkeyden, on sen hyddyntdminen
kaytdnnossa osoittautunut haasteelliseksi. Jalkapallo pelind on kompleksi kokonaisuus, joka
sisaltad useiden eri pelaajien vuorovaikutuksia toistensa kanssa. Jalkapallo-ottelut ovat myds
usein vahamaalisia, jolloin on vaikea erottaa sattuman ja taidon merkitysta ottelun
lopputulokseen. (Decroos, 2020) Liséksi datan kerdys jalkapallo-otteluista tehddéan vielakin
usein manuaalisesti, mik& vaatii paljon aikaa ja tyovoimaa. T&ma on motivoinut
jalkapalloseuroja ja eri yrityksia hyddyntaméédn erilaisia ratkaisuja, kuten tekoalyd,

automatisoimaan naita tyolaitd manuaalisia prosesseja. (Rein & Memmert, 2016)

1.2 Tyon tavoite ja tutkimuskysymykset

Kandidaatintyoni tutkimuskysymyksina toimivat seuraavat kysymykset:

"Millaista dataa jalkapallo-ottelusta voidaan kerdtd eri lihteiden avulla?”



”Kuinka erilaisia tyokaluja voidaan hyodyntaa jalkapallodatan kerayksessa ja

analysoinnissa?”’

Tutkimuskysymyksiin vastattua saadaan selked kuva kuinka data-analytiikkaa voidaan
hyodyntaa jalkapallossa seka erityisesti kuinka dataa kerdtéén ja analysoidaan ja mité
erilaisia teknologioita ja tyokaluja ndissé prosesseissa voidaan hyddyntad. Tama
kandidaatinty® on hyodyksi henkil6lle, joka tydskentelee data-analytiikan ja/tai jalkapallon
parissa. Liséksi tyd voi olla myds hyddyksi henkildlle joka haluaa oppia liséa data-
analytiikan hyddyntamismahdollisuuksista ja kuinka sit4 voidaan erityisesti hyddyntaa

ammattijalkapallossa.

1.3 Tutkimuksen menetelmat ja rajaukset

Kandidaatin ty¢ toteutetaan Kirjallisuuskatsauksena ja lahteiné ké&ytetdan aiheeseen liittyvaa
teoriakirjallisuutta sekd& lisdksi my6s muuta Kirjallisuutta. Kirjallisuuskatsauksessa
hyodynnetdén tiettyja keréattyja lahteitd ja yhdistetddn niiden nakemyksid. Ty rajataan
keskittymaén datan kerd&@misen ja analysoinnin tekniseen toteutukseen. Liséksi, ty6 rajataan
kasittelemaan jalkapallo-otteluiden Kilpailullista dataan eli muun muassa syéttojen,
taklausten ja laukaisujen madréan, joukkueiden pelisysteemiin ja spatiotemporaaliseen
paikkatietoon. Tyossé ei siis késitelld jalkapallo-otteluista saatavaa muuta dataa kuten
yleisomaaria tai taloudellisia lukuja. Liséksi tuomaria avustavat teknologiset ratkaisut kuten
videotuomari (Video Assistant Referee, VAR) rajataan myos tyon ulkopuolelle. Tyo rajataan
my0Os kasittelemaan vain suurimpia ammattijalkapallojoukkueita, silla heiltd 16ytyy
tarvittavat resurssit data-analytiikan hyddyntamiseen. Kandidaatintyon lahteiden etsimisessa
kiytettiin hakusanoja “Data analytics”, ”Football analytics”, ”Sports analytics”, ”Sports
science”, ”Big Data”, “Football” ja “Machine Learning” seké ndiden termien eri yhdistelmia.
Suurin osa lahteistd on etsitty englanniksi kirjoitetusta tieteellisesta kirjallisuudesta, johtuen
kyseisen aiheen rajoitetusta tiedon saatavuudesta. Téhan on kdytetty muun muassa Google
Scholar ja Scopus tietokantoja. Tassé tydssa on kuitenkin kaytetty myos tietokantana LUT
Primo tietokantaa. Tdman lisaksi tydssa on hyddynnetty muuta Kirjallisuutta ajankohtaisten
tietojen ja ilmididen hahmottamiseksi. Kandidaatintydsséd kéytettyja hakusanoja ja

tietokantoja on esitetty kuvassa 1.
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Tirkeimmiit hakusanat: Téarkeimmiit tietokannat:
“Football analytics™ S
“Sports analytics CcOpus
’Sports science”

“B]..g Data” Google Scholar
“Football” .. _
“Machine Learning” ACM Digital Library

ProQuest

- AN /

Kuva 1. Kandidaatintydssa kaytetyt oleellisimmat hakusanat ja tietokannat

1.4  Tyon rakenne

Tamé ty0 koostuu viidestd pédaluvusta. Ensimmadinen paaluku on johdanto. Toisessa
paaluvussa tarkastellaan data-analytiikkaa jalkapallossa ja kuinka sitd voidaan hyddyntaa
kilpailuedun saavuttamiseksi. Tyodssé ei ole erillista p&&lukua data-analytiikalle, joten
kyseisessé luvussa késitelladn data-analytiikkaa yleisella tasolla. Tdman tarkoituksena on
auttaa lukijaa ymmartdmaan data-analytiikan perusteita ja johdattaa tulevia paélukuja varten.
Luku kolme kasittelee tarkemmin jalkapallolle ominaisen datan kerddmisté ja mallintamista.
Luvussa keskitytddn padsaantoisesti datan kerddmisen, luokittelun ja jalostamisen tekniseen
toteutukseen. Tamén luvun tarkoituksena on avata lukijalle tarkemmin, kuinka dataa
keratddn ja mallinnetaan erilaisin tytkalujen ja menetelmien avulla. Data-analytiikan
hyddyntdmisen mahdollisuuksia tulevaisuudessa kasitelldan luvussa neljé. Luvussa kdydaan

lapi myods koneopin ja tekodlyn mahdollisuuksia ja rajoituksia jalkapalloanalytiikan



maailmassa. Lopuksi viidennessd eli viimeisessd luvussa viisi késitelladn tyon

johtopééatokset ja esitelldadn yhteenveto koko kandidaatintydsta.

2 Data-analytiikka ja jalkapallo

2.1 Big Data ja data-analytiikka ké&sitteina

Data-analytiikka

Aikaisemmasta tutkimuskirjallisuudesta huomataan, ettd ké&sitteet data-analytiikka ja data-
analyysi ovat vahvasti yhteydessd toisiinsa. Data-analyysilla tarkoitetaan erilaisten
matemaattisten ja tilastollisten mallien hyddyntdmistd olennaisen tiedon tunnistamiseksi.
Data-analyysissa dataa rajataan, siistitaan, visualisoidaan seka analysoidaan ennen tulosten
arviointia (Runkler, 2016). Data-analytiikka sen sijaan sisaltda juuri mainitun data-analyysin
lisaksi erilaisia tietoteknisid sovellutuksia kuten muun muassa koneoppimisen (Machine

learning) ja tiedon louhinnan (Data mining) (Cao, 2018).

Yksi data-analytiikan lukuisista hyddyntdmiskohteista on ammattiurheilu, joka on
kasvattanut viime vuosikymmenien aikana suosiotaan data-analytiikan parissa. (Miller,
2016) Urheiluanalytiikalle on useita erilaisia madritelmia. Davenport (2014) maarittelee
urheiluanalytiikan data-analytiikan tdsmalliseksi hyddyntdmiseksi ammattiurheilun alalla.
Urheiluanalytiikka voidaan maaritella myds urheilusuorituksiin liittyvéksi prosessiksi, johon
kuuluvat tiedon etsintd, tulkinta ja kasittely. Prosessissa hyddynnetddn avuksi
tietojarjestelmid ja erilaisia matemaattisia menetelmia (Link, 2018, s. 1-2). Alamar (2013)
kuvaa urheiluanalytiikkaa kolmen teknisen padkomponentin, datan hallinnan, analyyttisten
mallien ja tietojarjestelmien, avulla. Na&ihin komponentteihin yhdistetddn viela
padtoksentekijé ja johtaminen, niin syntyy urheiluanalytiikan viitekehys joka nakyy kuvassa
2. Viitekehyksesta huomataan, ettd ensimmaiseksi datamassat organisoidaan prosessoidaan
ennen kuin datan hallinta elin siirtd4d datan eteenpain analyyttisten menetelmien ja

tietojarjestelmien kaytettavaksi. Analyyttisten mallien tehtdvana on vastata paatoksentekijan



kysymykseen tai kéyttdd data organisaation standardoidun mallin  mukaisesti.
Tietojérjestelmat lopulta esittavat informaation paatoksentekijalle yksinkertaisella ja
tehokkaalla tavalla. Viitekehyksen viimeinen palanen on péaatoksentekija, jonka harteilla

lepaa urheiluanalytiikan potentiaalisten hy6tyjen saavuttaminen.

Johtajuus

Datan hallinta

Tietojarjestelmat Paitoksentekiji

Analyyttiset mallit

Kuva 2. Urheiluanalytiikan viitekehys (Alamar, 2013, s. 21)

Urheiluanalytiikan ja sen tyokalujen tavoitteena on lopulta kilpailuedun saavuttaminen.
Tama mainittu kilpailuetu saavutetaan sadstamalla paatoksentekijan eli valmentajan aikaa ja

tarjoamalla uusia erilaisia ndkemyksia. (Davenport, 2014; Link, 2018; Alamar, 2013)

Big Data

Massadatalle (Big Data) on olemassa tieteellisessa kirjallisuudessa useita erilaisia
maadrityksia. Yksi yleisen tason maaritelmista maarittelee Big datan datamassoiksi, joita ei
kyeté késittelemaan tai prosessoimaan tavallisille tietojenkésittelylaitteistoilla tai -
ohjelmistoilla (Chen et al. 2014). Yht& universaalia maaritelméaa Big datalle ei kuitenkaan
ole vielad méaritelty ja Big dataa tunnistetaankin usein sen luonteenpiirteiden avulla (Noor

et al. 2015). Big datan maarittelyssé ja tunnistamisessa usein kaytetdan kolmen V:n mallia,



jotka ovat volyymi (volume), vauhti (velocity) seka vaihtelevuus (variety) (Salo, 2013).
Tassa kontekstissa volyymilla tarkoitetaan datan kokoa ja laajuutta, vaihtelevuudella
tarkoitetaan datan monimuotoisuutta seké vauhdilla tarkoitetaan datan nopeutta ja

dynaamisuutta (Noor, et al., 2015).

Kolmen V:n malli

Edelld mainittu Big Datan kolmen V:n malli on tieteellisessé kirjallisuudessa yksi
yleisimmistd esitetyistd Big Datan ominaisuuksien malleista. (Gandomi & Haider, 2015).
Salo (2013) kertoo volyymin tarkoittavan massadatan méérén eksponentiaalista kasvua ja
tdstd aiheutuvia hairi6itd. T&man suuruusluokan massadataa ei tavallisilla
tietojenkasittelyohjelmistoilla pystytd kasittelemé&én. Datan vaihtelevuudella tarkoitetaan
massadatan monimuotoisuutta ja moniuloitteisuutta. Vaihtelevuus kuvastaa, kuinka
massadata voi olla tekstin ja numeroiden lisdksi myds esimerkiksi kuvatiedostoja,
aanitiedostoja sekéd videoita. (Salo, 2013). Vaihtelevuudella tarkoitetaan lisaksi datan
jakautumista strukturoituun dataan seka strukturoimattomaan dataan seka myds ndiden

kahden vélimaastoon puolistrukturoituun dataan. (Rein & Memmert, 2016)

Datan vauhdilla taas tarkoitetaan nopeutta, jolla data muodostuu sekd myds nopeutta jolla
data tulisi kasitellda ja analysoida maksimaalisen hyodyn saavuttamiseksi (Gandomi &
Haider, 2015). Salo (2013) mainitsee tasta esimerkkiné digitaalisten innovaatioiden kuten
alypuhelimien ja sosiaalisen median yleistymisen johdosta seuranneen datan suuren

luomisvauhdin. Kolmen V:n mallia esitetddn kuvassa 3.
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Volyymi

(volume)

Teratavut
Transaktiot )
Tiedostot

- //.»"
Big \r‘ Vaihtelevuus
Datan (variety)
Vauhti (velocity) . 3V:ti
' Strukturoitu
Strukturoimaton

Kuva 3. Big Datan 3 V:ta (Mukaillen Russom, 2011)

3V:n malli jalkapallodatassa

Kolmen V:n mallin ominaispiirteitd pystytdan tunnistamaan myds jalkapallon liittyvista
dataseteistd. Rein & Memmert (2016) toteavat kolmen V:n mallin volyymin viittaavaan
jalkapallossa datajoukon suuruuteen. Jalkapallo-otteluista saatava data kerdantyy kauden

aikana ja lopulta tayttdd massadatan ominaisuudet.

Rein & Memmert (2016) tarkoittavat datan vaihtelevuudella jalkapallossa datan monia eri
lahteitd ja formaatteja. Talla viitataan esimerkiksi videodataan, harjoitusdataan, fyysisen

kuormituksen dataan sek& my®os sijaintidataan johon palataan tarkemmin myéhemmin

Nopeudella  taas tarkoitetaan  jalkapallossa eri  dataldhteiden  datan  eri
muodostumisnopeuksia. (Rein & Memmert, 2016). Esimerkiksi jalkapallossa datan nopeus
esiintyy reaaliaikaisissa automaattisen kamerajarjestelmiin ja sensoreihin perustuvien datan

keradmisen menetelmissa.
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Datan luokittelu

Kuten aikaisemmin mainittiin, jakautuu massadata strukturoituun, strukturoimattomaan seka
myds puolistrukturoituun dataan. Strukturoitu data on tarkasti jasenneltya ja se on usein
my®0s tekstimuotoista ja helposti luettavaa. Strukturoidun datan selkedn rakenteen myo6té on
siitd helppo hakea haluttua tietoa. Lisaksi, strukturoidun datan ominaispiirteena on myas se,
ettd se on usein séilotty johonkin tietokantaan. Strukturoimaton data taas painvastoin ei omaa
selkedd rakennetta ja se on ennalta arvaamatonta. Esimerkkeind strukturoimattomasta
datasta ovat video- ja d4nitiedostot. (Baars & Kemper, 2008); (Salo, 2013)

Puolistrukturoitu data sen sijaan sijoittuu strukturoidun datan ja strukturoimattoman datan
valimaastoon. Puolistrukturoidulla datalla ei ole selkedé rakennetta ja kategorioita toisin
kuin strukturoidulla datalla, mutta silla saattaa olla tunnistettavia kaavoja ja malleja. (Sint,

et al., 2009). Tdéma datan luokittelu havainnollistetaan kuvassa 4.

Strukturoimaton data Puolistrukturoitu data Strukturoitu data
Yliopistolla on 5600 oppilasta. <University> Tunniste|Nimi Ikd |Tutkinto
Johnin tunniste on numero 1, <Oppilaan tunniste = 1> 1 John 18|Kanditaatti
hdn on 18 vuotias ja hdnelld on 2 David 31|Tohtori
kandidaatin tutkinto. Davidin <Nimi>John</Nimi> 3 Robert | 51|Tohtori
tunniste on numero 2, hdn on <Ikd>18</lkd> 4 Rick 26|Maisteri
31 vuotias ja hédnell3 on <Tutkinto>kandidaatti</tutkinto> 5 |Michael | 19|Kandidaatti

tohtorintukinto. Robertin
tunniste on numero 3 ja hdnelld
on sama tutkinto kuin

Davidilla.

Kuva 4. Strukturoidun, puolistrukturoidun ja strukturoimattoman datan eroavaisuudet
(Mukaillen Cardoso, 2007)
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2.2 Data-analytiikan hy6dyt ammattijalkapallossa

Jalkapallo

Jalkapallo on pallopeli, jossa kaksi 11 pelaajan joukkuetta pelaavat jalkapallolle
suunnitellulla pelikentalla. Jalkapallossa tavoitteena on voittaa ottelu tekemélla
vastustajajoukkuetta enemmén maaleja. Kumpikin joukkue asettaa kentalle 10
kenttépelaajaa ja maalivahdin. (Sumpter, 2016) Kenttapelaajat kayttavét jalkojaan ja paataan
pallon liikutteluun, mutta maalivahdit saavat koskea palloon myds kasillaan. Maalivahdit
saavat kdyttaa kasiaan vain tietylla kentén alueella, rangaistusalueella, joka nékyy kuvassa
5. Rangaistusalue sijaitsee paatyrajan keskelld olevan maalin edessa. Jalkapallokenttaa on

kuvattu tarkemmin kuvassa 5.

Kuva 5. Jalkapallokentén rajat (Goldblatt & Acton, 2009, s. 40-41)

Viimeisten vuosikymmenten aikana on nahty suuri muutos ammattijalkapallossa, kun
matemaattisen menetelmien hyédyntdminen lajin parissa on lisdantynyt. (Decroos, 2020)
Tama johtuu osittain suuren data maarén helposta saatavuudesta, mikd taas mahdollistaa
jalkapallossa suoritusten analysoinnin, trendien ja mallien tunnistamisten seké jopa tulosten
ennustamisen. (Severini, 2015) Nain ollen data-analytiikka on jalkapallossa kilpailullisen
edun saavuttamisen véline, joka tekee voittamisen ja ndin ollen myds menestymisen

todennakdisemmaksi (Miller, 2016). Tamé& Kkilpailullinen etu muodostuu analyyttisilla
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menetelmilla jalkapallo-ottelusta saatavasta datasta ja siitd tehtdvista erilaisista analyyseista.
Taman tarkoituksena on lopulta ottelun ja kilpailun luonteen ja rakenteen syvempi
ymmarrys, silla data-analytiikka siirtdd paatoksenteon olettamuksesta tietoon pohjautuvaan

paatoksentekoon (Szymanski, 2020).

Data-analytiikan arvo jalkapallossa tulee erityisesti esille ajan sadstamisen ja uniikin
informaation tuottamisen myota (Alamar, 2013). Voidaan myds todeta, ettd viime vuosina
videoanalyysien kayttd on lisdantynyt jalkapallo-otteluiden analysoinnissa (Davenport &
Harris, 2007). Erilaisilla urheiluanalyyttisilla ohjelmilla voidaan koota jalkapallo-otteluiden
lukuisat videotiedostot helposti purettavaan ja suodatettavaan muotoon. N&in prosessi
halutun tiedon ja videon I0ytdmiseksi halutusta jalkapallo-ottelusta muuttuu ketterammaéksi
ja tehokkaammaksi. (Darapaneni, et al., 2022) Naméa tehokkaammat prosessit auttavat
jalkapallojoukkueen valmennusta ja sdastavat aikaa. Lopulta tdmd johtaa Alamarin (2013)
aikaisemmin mainitsemaan Kilpailullisen edun syntyyn, kun valmennukselle séastyy
enemman aikaa muihin oleellisiin asioihin kuten pelin analysointiin tai pelaajien kanssa

keskusteluun.

Monen muun urheilulajin tapaan, myds jalkapallossa sattumalla on merkittava rooli pelin
lopputulokseen. Lisaksi, sattuman ja taidon erottaminen urheilussa, etenkin jalkapallossa, on
haastavaa. N&in ollen erilaisten analyyttisten menetelmien hy6tynd on se, ettd niiden avulla
kyetdan tunnistamaan ja erottamaan olennainen informaatio kaiken satunnaisuuden joukosta
(Severini, 2015). Kuten aikaisemmin my6s mainittiin, ndiden analyyttisten menetelmien
tarkoituksena on lopulta tuottaa lisdarvoa urheilujoukkueelle ja nédin data-analytiikkaa

voidaankin pitaa kilpailuedun lahteend myos jalkapallossa (Miller, 2016).

2.3 Data-analytiikan hyddyntamisen historia jalkapallossa

Data-analytiikan juuret jalkapallossa yltavét aina 1950-luvulle asti, jolloin ensimmaisena
jalkapalloanalyytikkona pidettiin englantilaista Charles Reepid. Reepin kerrotaan kirjaavan
jalkapallo-ottelun tilastoja ylos ruutuvihkoon ensimmadisen kerran vuonna 1950 (Andersson
& Sally, 2013, s. 25). Reep Kkirjasi ylos jalkapallo-otteluissa joukkueiden hydkkayksin
lukumaéaria, jonka seurauksena han laski hyokkéyksien onnistumisprosenttia. (Reep &
Benjamin, 1968)
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Tilastojen hyddyntaminen jalkapallossa alkoi vasta 1990 luvun jélkipuoliskolla. (Kuper &
Szymanski, 2014) Ensimmadiset datan kerd&miseen erikoistuneet yritykset alkoivat
toimittamaan tilastoja Excel-muodossa jalkapallojoukkueille. Yksi ndistd ensimmadisista
yrityksista oli yritys nimeltd&n Opta, nykyisin Stats Perform. Vaikka tilastot olivat tuolloin
vield raakoja ja alkutekijOissadn, kerattiin niitd jalkapallo-otteluiden useista
perussuorituksista. Naihin tilastoihin kerattiin muun muassa pelaajien taklauksien, syo6ttojen,
laukauksien lukumééria sek& myos pelaajien kuljettua matkaa per ottelu (Andersson & Sally,
2013, s. 12).

Viimeisimpana digitalisaatio ja sen mukana syntyneet uudet teknologiset innovaatiot ovat
kiihdyttaneet urheiluanalytiikan menetelmia jalkapalloseuroissa 2000-luvulla. Erilaiset
sensorit ja automaattiset kamerajarjestelmat ovat olleet paatekijoinéd jalkapallo-ottelusta
saatavilla olevan datan suureen maaradn (Link, 2018, s. 3). Tdmd on my0ds avannut
mahdollisuuksia usealle datayhtidlle keratd ja valittad jalkapallodataa niin
jalkapalloseuroille kuin  my6s vedonlyontiyrityksille (Link, 2018, s. 5). Useat
jalkapalloseurat ovat vastustaneet datan hyddyntamista paatdksenteossa, kunnes nyt viime
vuosien aikana on viimeistaan tullut selvaksi, ettd silla pystytdan saavuttamaan kilpailuetua.
(Miller, 2016)

Memmert ja Raabe (2018, s. 6 ) kertovat kirjassaan otteluanalyysin kehittyneen 1950-luvulta

aina 2010-luvulle neljan tason avulla. Ndma nelja tasoa on esitetty kuvassa 6:

1. Otteluanalyysi 1.0: Vuodesta 1950 ldhtien kvantitatiivinen analyysi.
Ottelutapahtumien lukumé&aran yksinkertaista laskemista esimerkiksi kuinka monta

kertaa joukkue taklasi ottelun aikana.

2. Otteluanalyysi 2.0: Vuodesta 1988 lahtien ottelun kvalitatiivinen analysointi

asiantuntijoiden toimesta. Lopputuloksena subjektiivinen otteluanalyysi

3. Otteluanalyysi 3.0: Vuodesta 1996 lahtien otettiin huomioon myds psykologinen ja
tekninen osa-alue otteluanalyysissa. Kvantitatiivinen analyysi kehittyi entisestaan ja
alettiin myods keraaméaan esimerkiksi pelaajien juostuja etaisyyksia otteluista.

Aloitettu hyodyntdmaan videodatan liséksi sijaintidataa.

4. Otteluanalyysi 4.0: Vuodesta 2011 lahtien kéaytetty entistd kehittyneempéa ja
taktisempaa otteluanalyysimenetelméaa. Hyodynnetty erilaisia

suorituskykyindikaattoreita ja alettu tunnistamaan otteluista syys-seuraussuhteita.
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Otteluanalyysi 1.0
(1950 lhtien)

BIEP 03PIA

Otteluanalyysi 2.0
(1988 lahtien)

Kvantitatiivinen
analysointi

Kvalitatiivinen
analysointi

Psykologisten ja

lisdys. Sijaintidatan
kayttéonotto

Taktiset
otteluanalyysit. Syy-
seuraus suhteiden
tunnistaminen

Kuva 6. Otteluanalyysin kehittymisen 4 tasoa (Mukaillen Memmert & Raabe 2018, s. 6)

3 Datan kerddminen ja analysointi

3.1 Jalkapallodata

Matemaattisten menetelmien hyddyntamiseksi jalkapallossa, on tarked muistaa etta lopulta
analysoidaan numeroita eiké tapahtumia (Severini, 2015, s. 45). Ndin ollen on hyddyllista
kayttaa termejé subjekti ja muuttuja datan kuvailemisessa. Severini (2015) myos toteaa, etté
naitd muuttujia voidaan ilmaista ja luokitella eri tavoilla. Seuraavaksi kasitellaan, kuinka

néitd muuttujia voidaan tunnistaa jalkapallo-ottelusta.

Kvantitatiiviset muuttujat jalkapallodatassa — diskreetti ja jatkuva muuttuja

Kvantitatiiviset muuttujat usein luokitellaan joko jatkuviksi tai diskreeteiksi muuttujiksi.
Diskreetit muuttujat ovat muuttujia, jotka saavat vain yksittaisia erillisi& arvoja. Ominaista
diskreetille muuttujalle on, ettd ndma yksittaiset erilliset arvot voidaan luetella listana. (Glen,
2020)
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Kun halutaan tunnistaa diskreetteja muuttujia jalkapallo-ottelusta, voidaan ottaa esimerkiksi
toisen joukkueen puolustaja ja analysoida h&nen suoritusta. T&ssd esimerkissd muuttuja
”sy6ttdjen lukumadrd” saa arvoja 0,1,2, ... ja ndin ollen luokitellaan diskreetiksi muuttujaksi.
(Severini, 2015)

Jatkuvalla muuttujalla taas tarkoitetaan muuttujaa, joka voi saada minka tahansa arvon
sopivalta valilta. Jatkuvan muuttujan arvona voi teoriassa olla mik& tahansa reaaliluku
nollan ja sadan valilla eli mahdollisia arvoja on &érettéman monta (Glen, 2020). Jos
jatketaan puolustajan suorituksen analysoimista tietyssa ottelussa, mutta tassé tapauksessa
valitaan muuttujaksi ”’sy6ttdjen onnistumisprosentti”. Onnistumisprosentti saa arvon valilla

0 ja 100, ja ndin ollen luokitellaan jatkuvaksi muuttujaksi. (Severini, 2015)

Kvalitatiiviset muuttujat jalkapallodatassa — diskreetti muuttuja

Kaikki jalkapallodataan liittyvat muuttujat eivat kuitenkaan ole numeraalisia. Esimerkiksi
jos otetaan tarkasteltavaksi “’subjektiksi” Englannin Valioliigan pelaajat kaudella 2020-
2021 ja muuttujana toimii “’pelaajan jalkaisuus”, ovat mahdolliset arvot oikea (O), vasen
(M) seka molemmat (M). Taman kaltaisia muuttujia kutsutaan kvalitatiivisiksi tai

kategorisiksi muuttujiksi (Severini, 2015).

Vaikka kategoristen muuttujien kaytto voi olla usein hyodyllisté ja havainnollistavaa,
liittyy niihin useita rajoitteita tilastollisten menetelmien hyddyntamisen nakékulmasta
(Severini, 2015). Aikaisemmin mainitun pelaajan jalkaisuus- muuttujan sijaan olisi
havainnollisempaa kuvata oikea jalkaisten pelaajien maaraa esimerkiksi toteamalla oikea
jalkaisten pelaajien osuuden olevan 63% kaikista Valioliigan pelaajista kaudella 2020-
2021. Lopuksi voidaan todeta, etta kaikki kategoriset muuttujat ovat diskreettejd muuttujia
(Severini, 2015; Miller, 2016)

3.2 Datan keraamisen tekninen toteutus

Jalkapallo-ottelusta saatava jalkapallodata on luokiteltavissa kolmeen eri kategoriaan,

ottelupdytakirjan dataan (Match sheet data), tapahtumadataan (Event data) ja
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sijaintidataan (Positional data) (\Van Haaren, et al., 2019). Nama kolme jalkapallodatan
luokkaa ovat ominaisuuksiltaan erilaisia sekd my6s niiden kerd&misen menetelmat

poikkeavat toisistaan kuvan 7 mukaisesti.

Ottelupdytdkirjan data Tapahtumadata Sijaintidata

Kokoonpanot, maalit, Tapahtuman tyyppi,

varoitukset vaihdot... aikaleima, koordinaatit, Kamerajarjestelmat jaljittavat
seka muu oleellinen pelaajien ja pallon sijaintia
informaatio tapahtumista jokaisella ottelun hetkelld

— missd pallo mukana
Brasilia........c.cccooovceerenneee 1
Belgia.......cccvevcevererennnn 2

Miranda, Marcelo,

Fernandinho, Paulinhg,

Coutinho, Willian, Neymar, e deo o
Jesus :| e .{'_:\_\‘, . I:] . ®sl .-
./ w1/ } N e el / {
i i / o hx ‘e =
Belgia: Courtois, Meunier, ozl

Verthongen, Witsel, Fellaini, Takaus = Risto  — Syeto

Chadli, De Bruyne, Hazard, = Pesiiat » o

Kuva 7. Jalkapallo-ottelusta saatavan datan eri luokat (Mukaillen VVan Haaren et. al, 2019)

Kuten kuvasta ndhdéaén, on jalkapallosta saatavat erilaiset datatyypit luonteeltaan erilaisia.
Ottelupdytékirjan data on helpoiten saatavilla julkisesti néista kolmesta, kun taas sijaintidata
on yleensé saatavilla vain yksittdisille joukkueille tai sarjoille. Lisaksi, positiodata on datan
rakeisuudeltaan tarkinta ja hienointa, kun taas ottelupoytakirjan data on lahimpana
jalkapallo-ottelun tiivistelma4. Tapahtumadata sijoittuu molemmilla arviointikriteereilld

naiden kahden valimaastoon. (Van Haaren et. al, 2019)

Sijaintidata — Positional/Tracking data

Yksi jalkapallo-ottelu sisaltdd yli miljoona kappaletta erilaista sijaintidatan tapahtumaa
(Richly, et al., 2016). Jalkapallo-otteluiden sijaintidatalla tarkoitetaan dataa, joka sisaltaa

pelaajien ja pallon koordinaatteja jalkapallokentdn rajojen sisalld. Taménkaltaista ajan
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huomioivaa paikkatietoa kutsutaan spatiotemporaaliseksi paikkatiedoksi (Link, 2018, s. 1).
Sijaintidata siis kertoo koordinaattien avulla pelaajien sijainnin, heidan liikkeidens&
nopeuden sek& myos pallon sijainnin. Sijaintidata sisaltaa siis koordinaatteja ja yleisimpéana
koordinaatistona kaytetd&dn XY-koordinaatistoa (Carling, 2019). 105 metrid pitkén ja 68
metrid leveédn jalkapallokentan XY -koordinaatiston x-koordinaatiston arvot ovat vélilla (-
52.5) — (52.5) ja y-koordinaatiston arvot valilla (-34) — (34) kuvan 8 mukaisesti. Kentén

keskipisteen koordinaatit ovat (0,0).

r 3 |
525|340 52.5/34.0

[ ) (0[0) X ) ]

52.5|-34.0 52.5(|-34.0

P #

Kuva 8. Jalkapallokentédn (105m * 68m) mitat XY -koordinaatistossa (Richly, et al., 2016)

Nykyaén usealla jalkapalloseuralla on asennettuna stadioneilleen optiset kamerajarjestelmat,
joiden avulla seurat keréavét pelaajien ja pallonsijaintidataa jopa 100:n Hertsin (Hz)
taajuudella. (Richly, et al., 2016). N&méa kamerajarjestelmét sisaltavat useita kamera, jotka
ovat sijoitettu eri puolille stadionia. Kaudella 2020 Saksan mestaruussarjan, Bundesliigan,
stadionit olivat katettu 20 kameralla. N&din onnistutaan minimoimaan pimeat kulmat ja
kerddmé&én pelaajien ja pallon kulkemat matkat mahdollisimman tarkasti (Memmert &
Raabe, 2018). Nain laadukasta sijaintidataa jalkapallo-otteluista on saatavilla vain maailman
huippusarjoista ja sitd myyvét vain muutamat toimittajat. Naita toimittajia ovat muun muassa
ChyronHego (2020) ja STATS Perform (2020).
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Tapahtumadata — Event data

Tapahtumadatalla kuvataan kaikki jalkapallo-ottelun tapahtumat, missa pallo on mukana.
Néita tapahtumia ovat esimerkiksi syotot, harhautukset, kuljetukset, riistot, taklaukset ja
laukaukset. Tapahtumadata kerdtd&n manuaalisesti ihmisten toimesta, jotka katsovat
jalkapallo-ottelun ja kirjaavat kaikki edelld mainitut tapahtumat tdhan tarkoitukseen
ominaisella tietokoneohjelmalla. Suurimpia tapahtumadataa keraavia ja valittavia yrityksié
ovat Opta Sports (2022), Wyscout (2022) ja Statsbomb (2022).

Van Haaren (2019) kertoo, ettd tapahtumadata on suosittu datan lahde usean eri syyn takia.
Ensiksi, tapahtumadata on sijaintidataa helpompaa prosessoida ja analysoida. T&ma johtuu
tapahtumadatan pienemmaéstd volyymista ja selkedmmastd rakenteesta. Toiseksi,
tapahtumadatan avulla voidaan analysoida pelaajia kokonaisvaltaisesti. Tama tekee
tapahtumadatasta hyvan dataldhteen pelaajien tarkkailuun ja rekrytointiin. Lisaksi
tapahtumadata on kehittynyt informatiivisemmaksi viime aikoina. Tapahtumadataa keréavat
yritykset ovat myds onnistuneet kirjaamaan oleellisten pelaajien sijainnit jokaiselle

tapahtumalle.

Kuvasta 9 ndhdaan visualisaatio, mika sisaltad 13 tapahtumaa ennen Lionel Messin maalia
Espanjan paasarjan, La Liigan, ottelussa Getafea vastaan. Tama kuvan 9 visualisaatio on

saatu koottua yhteen kerdamaéll& kyseisen ottelun tapahtumadata.
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Kuva 9. Visualisaatio tapahtumista, mitka johtivat Lionel Messin 1-0 maaliin La Liigan
ottelussa Getafe-Barcelona 1.6.2019 (Mukaillen VVan Haaren et al, 2019)

Kuten aikaisemmin mainittiin, kerdtddn tapahtumadata usein manuaalisesti ihmisten
toimesta. Jokaisesta oleellisesta tapahtumasta merkitadn talteen tapahtuman aikaleima,
tapahtuman koordinaatit (esim. x,y), tapahtuman luokka (esim. Syotto, laukaus tai taklaus),
seka ketka pelaajat olivat mukana tapahtumassa. Vaikka tdma kerdysprosessi on virhealtista
ja hidasta, on tapahtuma datan informatiivisuus rikastunut viime vuosien aikana (Liu, et al.,
2013)

Aikaisemmin mainittu Opta Sports kerdd tapahtumadataa “kuka-mitd-missa-milloin”
menetelméalld. Yritys kerdd keskimaarin 2600 tapahtumaa per ottelu ja hyddyntaa
kuvailemisessa attribuutteja (Liu et al, 2013). Kuva 10 néytt4d&, miten tapahtumat esitetdén
XML-tiedostossa. XML (Extensible Markup Language) -tiedostojen hyddyntaméa XML -

muoto tallentaa datan rakenteeseen joka on tietokoneen ja ihmisen luettavissa. (Bray, 2008)
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Kuka? — —
Pelaajan/joukkueen Mitd? Milloin?
tunniste Tapahtuman tyyppi | | Aikaleima

l

<Event id="1022686121" event_id="3"[type_id="1Y[period_id="1" min="0" sec="1"]

| player_id="38530" team_id="359" joutcome= “1m timestamp="2016-07-
10T20:01:10.302" last modified="2016-07-10T20:02:02" Versmn—"1£1681??322185"
<Qid="2111053601" qualifier_id="212" value="20.3" /> -
<Q id="8256883371 qualifier_id="279" value="5" />
<Qid="26452885" hualifier_id="141" value="68.1" /> Missﬁ?

<Qid="2016675613" qualifier id="213" value="2.5" /> Pelaai
<Q id="200923386}" qualifier_id="140" value="34.7" /> oL
<Q id="136779213%" qualifier_id="56" value="Back" /> koordinaatit
</Event> '|‘
Lisatietoja
tapahtumasta

Kuva 10. Esimerkki tapahtumadatan tallentamisesta XML-tiedostoon (Mukaillen
OptaSports, 2022)

Opta Sports hyddyntdad numeroita kuvaamaan mita ottelussa tapahtui ja jokaisella numerolla
on oma tarkoituksensa. (Liu, et al., 2013) Esimerkiksi kuvassa 10 syéttéa kuvataan
numerolla 1 ja tdmé vastaa kysymykseen mitd ottelussa tapahtui. Opta kéyttdd datan
kerd&dmisessé ja lajittelussa noin 67 eri tapahtumaa ja jokaisella tapahtumalla on sille
ominaisia attribuutteja. (Liu, et al., 2013) Esimerkiksi sy6télle ominaisia attribuutteja on
esimerkiksi sen alku- ja loppukoordinaatit. Voidaan siis todeta, ett4 tapahtumadata sisaltaa
yksityiskohtaisen (OptaSports, 2022) informaation mita ottelussa tapahtui, seka liséksi kuka

oli vastuussa. X- ja Y-koordinaateilla kuvataan tapahtumien sijainnit jalkapallokentélla.

Ottelupodytékirjan data

Kolmas Van Haarenin et al. (2019) mainitsemista jalkapallo-ottelun datatyypeista on niin
sanottu ottelupdytéakirjan data. Ottelupdytékirjan data on naistd mainituista datatyypeista
helpoiten saatavilla ja se siséltdd informaatiota joukkueiden kokoonpanoista, maaleista,
pelaajavaihdoista seké varoituksista ja ulosajoista (Decroos, 2020). Decroos (2020) myds

mainitsee, ettd ottelupdytékirjan datan informaatio on rajoitettua, mutta sitd pystytdédn myaos
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hyodyntdméén eri tavoilla kuten esimerkiksi joukkueiden ja pelaajien luokitteluun seka

ottelun lopputuloksen mallinnukseen.

3.3 Datan analysoinnin tekninen toteutus

Voiton todennakdoisyyden mallinnus

Yksi uusista tilastollisista apuvélineistd jalkapallo-otteluiden analysoinnissa on
reaaliaikainen voiton todennakdisyyden mallinnus (Robberechts, et al., 2021). Tama
mallinnus, mik& kertoo voittavan jalkapallojoukkueen todennakdisyyden reaaliaikaisesti
jokaisella pelin  minuutilla, tuli jalkapallomaailmassa julkisuuteen vuoden 2018
maailmanmestaruuskisoissa kun se néhtiin ensimmaisen kerran julkisuudessa (Boice, 2018).
Kyseinen mallinnusmenetelma kayttad hyvakseen Bayes-tilastotiedettd, joka taas perustuu
Bayesin kaavan soveltamiseen. Jalkapallo-ottelun lopputuloksen ennustamisessa on otettava
huomioon lukuisia muuttujia kuten muun muassa joukkueiden voimasuhteet, lisdajan maara,
tasapelin todennédkoisyys seka joukkueiden pelityylit (Robberechts, et al., 2021). Bayesin
teoreeman on todettu olevan soveltuva matemaattinen teoreema , joka pystyy ottamaan
huomioon useat eri muuttujat samanaikaisesti (Rue & Salvesen, 2001). Néin ollen Rue &
Salvesen (2001) toteavat Bayesin kaavan soveltuvan jalkapallo-ottelun lopputuloksen
ennustamiseen. Tata kyseistd mallinnusta voidaan kayttaa tydkaluna analysoimaan pelaajien
suoritusten vaikutusta pelin lopputulokseen sekd my0s visualisoimaan kannattajille pelin
kulkua (Robberechts, et al., 2021). Tama mallinnusmenetelma esitetdén tarkemmin kuvassa
11.
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Kuva 11. Reaaliaikainen voiton todenndkdisyyden mallinnus ottelusta Belgia — Japani

vuoden 2018 miesten maailmanmestaruuskilpailusta (Robberechts, et al., 2021)

Joukkueen syottoverkosto

Toinen analyysitydkalu joukkueen suorituksen analysoimisessa jalkapallo-ottelussa on
joukkueen syottoverkoston luominen. Analysoimalla joukkueen suorittamien sy6ttdjen
maarédd ja sijainteja saadaan aikaan jalkapallo-ottelun kattava syottéverkosto, mika
havainnollistaa joukkueen siséisid vuorovaikutuksia ja joukkueen tilanhallintaa (Rein &
Memmert, 2016). Taméa tydkalu perustuu sosiaalisen verkostoanalyysin periaatteisiin eli
silld kuvataan kokonaisuuksien vélisid suhteita. Kun ymmarretddn yksittdisten osien
vaikutuksia systeemissd, pystytddn paremmin hahmottaan mitkd tekijat edesauttavat
systeemin kollektiivista kdyttaytymistd (Kolaczyk & Csardi, 2014). Téssa syottoverkostossa
pelaajat ajatellaan verkoston solmukohtina, joita yhdistavét pelaajien valiset onnistuneet
syotot. Pelaajien, eli verkoston solmukohtien, véliset janat saavat painokertoimia sy6tt6jen
lukumé&aran mukaan (Passos, et al., 2011) (Duarte, et al., 2012). Eli mitd enemman syo6ttoja
on tapahtunut onnistuneesti kahden pelaajan valilla, sitd suurempi painokerroin on heidan
solmukohtiensa valisella janalla. N&in painokertoimien avulla voidaan tunnistaa joukkueen
avainpelaajat. Wang ym. (2015) analysoivat Espanjan paasarjan, La Liigan, 241 ottelua
vuosilta 2013-2014. He onnistuivat tunnistamaan tehokkaimmat ja voitokkaimmat
taktiikkamallit yhdistdmalld joukkueiden sy6ttoverkostojen analysoinnin ja jo aikaisemmin
mainitun Bayesin teoreeman. Reinin ja Memmertin (2016) mukaan verkostomallien

hyddyntaminen  taktiikkojen  analysoimisessa ~ on  avannut  mahdollisuuksia

3:2

min
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menestyksekkdimmaén taktiikan tunnistamiseen. Kuvassa 12 esitetdan esimerkki joukkueen

syottoverkostosta.

Kuva 12. Joukkueen muodostama syottoverkosto jalkapallo-ottelussa (Mukaillen Knutson
2018)

4  Data-analytiikan mahdollisuudet jalkapallossa

Kuten aikaisemmista luvuista voidaan todeta, on jalkapallodatan kerddmien manuaalisesti
aikaa ja tyovoimaa vievad. Véhentéakseen tata kuormaa ihmisilta, ovat dataa ker&éavét
yritykset kehittdneet uusia menetelmia jalkapallodatan kerédamiseen. Tassa luvussa

kéasitellaan erilaisia haasteita ja mahdollisuuksia jalkapallo-otteluiden datan kerdamiseen
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4.1 Data-analytiikan vaikutukset tulevaisuudessa

Aikaisemmin suurimpana haasteena data-analytiikan hyodyntdmisessé jalkapallon parissa
oli datan saatavuuden puute (Memmert & Raabe, 2018) Liséksi dataan pohjautuvat taktiset
analyysit ovat olleet aikaisemmin harvassa, johtuen datan kehnosta saatavuudesta ja
luotettavuudesta. (Rampini, et al., 2017) Vaikka jalkapallodatan saatavuus ja luotettavuus
ovat aikaisemmin toimineet kompastuskivend, ovat datan kerdysprosessit kehittyneet siiné
maadrin, ettd data on riittdvan laadukasta tdyttdmaén jalkapalloseurojen standardit. Tama
johtuu suurelta osin pelaajien seuranta- ja jaljitysjarjestelmien teknisestda kehityksesta.
(Baca, 2008; Castellano, et al., 2014) Memmert & Raabe (2018) myds toteavat, ettd tdmén
seurauksena on noussut esiin uusi ongelma, joka on pdinvastaisesti datan liiallinen mééara.
Liséksi, usein suurien datasettien valilta puuttuu selva korreloiva yhteys. Yhtend ratkaisuna
naihin tuoreisiin ongelmiin on esitetty erilaisia tekoalyyn (Artificial intelligence, Al)
pohjautuvia tekniikoita. (Decroos, 2020; Memmert & Raabe, 2018; Memmert & Perl, 2009)

4.2  Koneoppiminen ottelutapahtumien tunnistamisessa

Keratessa tapahtumadataa jalkapallo-ottelusta, joudutaan kerddamaan paljon informaatiota
yht& tapahtumaa kohden. Niin kuin aikaisemmin mainittiin, jokainen kerétty tapahtuma
sisaltdd aikaleiman, mukana olleet pelaajat seka pelaajien ja pallon koordinaatit. Tdma
manuaalinen datan kerdysprosessi vie alan ammattilaisiltakin jopa 10 tuntia ottelua kohden.
(Darapaneni, et al., 2022) N&in ollen tdman prosessin automatisointia on yritetty kehittaa
erilaisin teknologisin menetelmin. Yksi uusimmista tyokaluista jalkapallodatan kerayksessa
ja analysoinnissa on ollut koneoppimisen (Machine Learning) hyodyntdminen. (Rein &
Memmert, 2016) Koneoppimisella tarkoitetaan teko-alyn osa-aluetta, joka mahdollistaa
ohjelmistojen tehokkaamman suorituskyvyn. Koneoppimisen algoritmit hyoddyntavat
itsendisesti paatoksenteossaan oppimisdataa halutun lopputuloksen saamiseksi (Jordan &
Mitchell, 2015). Koneoppimisen eri algoritmit mahdollistavat haluttujen mallien ja
yhteyksien tunnistamisen suurista datajoukoista (Haykin, 2009) (Jordan & Mitchell, 2015)
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Rugbyottelun tapahtumien tunnistamiseen ja kerdykseen on ehdotettu menetelmad, joka
yhdistaa sijaintidatan ja pelaajien puettavien sensorien kerddmén datan. (Kautz, et al., 2015)
Keratystd datasta pystytddn tunnistamaan pelaajien kiihdytykset ja kulmanopeudet.
Kuitenkin talla menetelmalld rugbyottelusta kyettiin tunnistamaan vain tapahtuneet
taklaukset. Toisaalta voidaan todeta, ettd datan keradminen videolta eri urheilulajeissa on
viime vuosina kehittynyt ja ollut data-analyytikkojen suosiossa (Honda, et al., 2016).
Tapahtumien tunnistamiseen videodatasta on myds ehdotettu tekodlyyn pohjautuvia
ratkaisuja. Futsalotteluiden videodatasta on yritetty tunnistaa tiettyj& tapahtumia kuten
syottoja, laukauksia ja kuljetuksia hyddyntamélld useita kameroita ja koneoppimista
(Tsunoda, et al., 2017). Tam& menetelm& perustuu konvolutiivisen neuroverkon
(Convolutional neural network, CNN) hyddyntamiseen. Neuroverkko ei kysy ihmiselta
kriteereja, minka avulla se tekee tapahtumien luokittelun. (Albawi & Mohammed, 2017)
Neuroverkko tarvitsee toimiakseen vain riittdvan suuren videodatan, jonka ihminen on jo
luokitellut (Darapaneni, et al., 2022). Darapaneni et al. (2022) myds toteavat, ettd néin
neuroverkko pystyy matkimaan ihmisen luokittelutapaa itsendisesti sekd, ettd CNN on
hyodyllinen valinta, kun tutkittavana datana toimii videopohjainen data. Tsunodo et al.
(2017) kuitenkin toteavat, ettd kyseiselld menetelméall& onnistuttiin tunnistamaan vain 70%

futsalottelussa tapahtuneista tapahtumista.

Imai et al. (2017) ehdottavat menetelméd, joka kykenee tunnistamaan ja kerddméaan
tapahtumia jalkapallo-otteluista jopa 86.7% tarkkuudella. Tdmé& kyseinen menetelméaa
hyodyntéd ottelusta keréttya pelaajien ja pallon sijaintidataa, joka keratddn TRACAB
nimisen kamerajarjestelmén avulla. TRACAB- -jarjestelmé kayttada useita kameroita, jotka
ovat asennettu stadion kattoon. Jarjestelméd kykenee ndin kerd&dmaan sijaintidatan 0.04
hertsin (Hz) taajuudella. TRACAB:n avulla pystyttiin arvioimaan pelaajien ja pallon
liikeratoja kuvan tunnistusta hyddyntamalla. Tamé Imai et al. (2017) ehdottama menetelma
kayttdd koneoppimista hyddykseen luokittelemaan kerétyt tapahtumat jalkapallo-ottelusta.
Liséksi, voidaan todeta, ettd sijaintivirheet sijaintidatassa vaikuttavat suuresti taman
menetelman tunnistamistarkkuuteen. Nain ollen voidaan olettaa, ettd kun sijaintidatan
tarkkuus kehittyy, myos tapahtumien tunnistamis- ja kerdystarkkuus kasvaa. Imai et al.
(2017) mainitsevat myos, ettd sijaintidatan tukemiseksi voidaan kéyttdd myods puettavien
sensoreiden avulla saatua dataa pelaajien kiihdytyksista. Lopuksi, Imai et al (2017) toteavat,
ettd tdma kyseinen menetelmd on lupaava tydkalu véhentdmé@an manuaalista tyota

jalkapallodatan kerddmis- ja tunnistamisprosesseissa.
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5 Yhteenveto ja johtopaatokset

Taman kandidaatin tyon tarkoituksena oli tutkia kuinka data-analytiikkaa voidaan hyddyntaa
ammattijalkapallossa kilpailuedun saavuttamiseksi. Tyo rajattiin keskittymaan erityisesti
jalkapallo-otteluista saatavan jalkapallodatan tekniseen kerdykseen ja analysointiin. Tydssa
perehdyttiin erityisesti millaista dataa jalkapallo-ottelusta on saatavilla ja miten sitd voidaan
luokitella eri tavoin. Tyon tavoitteena oli esitella tyokaluja ja menetelmia datan kerdys- ja
analysointiprosesseissa. Néita edella mainittuja aiheita ldhestyttiin teoriakirjallisuuden sekéa
muun kirjallisuuden avulla. Teoriakirjallisuuden avulla varmistettiin kandidaatinty6lle
vaadittu tieteellinen pohja. Tyon alussa lukija saa ké&sityksen analytiikasta ja datasta, jonka
jalkeen lukijalle selvida kuinka ndma linkittyvat jalkapalloon. Tyon taustalla on kulkenut

tyon alussa esitetyt tutkimuskysymykset, joihin pyrittiin vastaamaan:
"Millaista dataa jalkapallo-ottelusta voidaan kerditd eri ldhteiden avulla?”

Ty0ssé selvisi, ettd jalkapallo-ottelusta on saatavilla runsaasti erilaista dataa. Aikaisemmin
ongelmana oli datan rajattu saatavuus ja luotettavuus, mutta useiden eri innovaatioiden
seurauksena saatavilla oleva datamaara on kasvanut rajahdysmaisesti. N&itd innovaatioita
ovat esimerkiksi erilaiset stadioneihin asetetut kamerajérjestelmat tai erilaiset puettavat
sensorit. Jalkapallo-ottelusta saatavilla oleva data voidaan luokitella kolmeen eri
kategoriaan: ~ tapahtumadataan,  sijaintidataan  sekd  ottelupdytékirjan  dataan.
Ottelupdytékirjan data on ndistd kolmesta yksinkertaisin datan kerdyksen kannalta.
Sijaintidata on pallon ja pelaajien koordinaatteja sisaltdvaa spatiotemporaalista paikkatietoa,
eli se sisdltdd myos jokaiselle tapahtumalle ominaisen aikaleiman. Tatd dataa kerdtdén
erilaisten useita kameroita siséltdvien kamerajérjestelmien avulla sekd myos pelaajien
puettavien sensoreiden avulla. Tapahtumadata sen sijaan kuvaa kaikki jalkapallo-ottelun
tapahtumat joissa pallo on osallisena. Tapahtumadata siséltdd tapahtuman aikaleiman,
tapahtumat koordinaatit, tapahtuman luokan esimerkiksi onko kyseessé syott6 vai taklaus,
seka ketk& pelaajat olivat osallisena tapahtumassa. Kuten huomataan, on tapahtumadata
naista datatyypeista selvasti informatiivisinta. Tyossa myos todettiin, ettd tapahtumadataa
kerdtd&dn vield suurimmaksi osin manuaalisesti ihmisten toimesta, mikd tekee tasta

kerdysprosessista ty0lasta ja aikaa vievaa.
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”Kuinka erilaisia tydkaluja voidaan hyodyntaa jalkapallodatan kerayksessa ja

analysoinnissa?”

Ratkaisuna manuaaliseen datan kerdykseen ovat jalkapalloseurat ja eri yritykset yrittaneet
automatisoida néita prosesseja. Yksi lupaavimmista menetelmisté on ollut koneoppimisen
hyodyntamisen, mik& mahdollistaa haluttujen mallien ja yhteyksien tunnistamisen suurista
datamadristd. Videopohjaisesta datasta on onnistuttu tunnistamaan haluttuja tapahtumia
hyodyntamalld koneoppimista. Tdma menetelmd perustuu koneoppimisen osa-alueeseen
syvdoppimiseen ja tarkemmin todettuna konvolutiivisen neuroverkon hyddyntdmiseen.
N&ma neuroverkot ja niiden kerrokset onnistuvat tunnistamaan itsendisesti haluttuja piirteita
erityisesti videopohjaisesti datasta. Jotta keratty data osoittautuu hyddylliseksi kilpailuedun
saavuttamisen kannalta, on siitd luotava hyodyllisia analyyseja. Jalkapallodatasta saatavasta
datasta on mahdollista luoda useita erilaisia analyyseja, mutta tédssa kandidaatin ty®ssa
esitettiin kaksi esimerkkid. Nama molemmat analyysityokalut, voiton todenné&kdisyyden
mallinnus sekd joukkueen syottoverkosto, hyddyntavat erilaisia teoreemia ja periaatteita.
Esimerkiksi ensiksi mainittu voiton todenndkdisyyden mallinnus perustuu Bayesin
tilastotieteeseen, kun taas joukkueen sydttoverkoston luominen perustuu sosiaalisen
verkostoanalyysin  periaatteisiin. Bayesin teoreema soveltuu jalkapallo-otteluiden
analyysityokalujen kayttoon, silld se huomioi useat eri muuttujat samanaikaisesti. Nain

voidaan todeta usean jalkapallossa hyddynnettéavén tyokalun perustuen Bayesin teoreemaan

Lopuksi ty6ssa myds havaittiin, ettd data-analytiikan hyodyntamiselld jalkapallossa on vielda
paljon potentiaalia ja mahdollisuuksia kehittyd. Jalkapallodatan kerd&@minen on
enimmakseen manuaalista. Lisaksi, suurien dataméérien joukosta on haastavaa ja aikaa
vievaa loytaa haluttua informaatiota ja yhteyksid. Ty6ssa myds todettiin, ettd uudet tekodlyn

osa-alueet kuten koneoppiminen voivat luoda mahdollisuuksia ndiden ongelmien ratkaisuun.
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