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Tämän kandidaatintyön tavoitteena on selvittää, kuinka erilaisia tekoälypohjaisia ratkaisuja 

voidaan hyödyntää vaateteollisuuden digitaalisessa kuluttajamarkkinoinnissa. Tutkielman 

tulosten pohjustamiseksi ja ymmärtämiseksi työ kartoittaa myös tekoälyn, markkinoinnin 

sekä vaateteollisuuden teoreettisia perusteita. Tutkimus toteutettiin kirjallisuuskatsauksena 

perehtymällä tekoälyn ja markkinoinnin teoriakirjallisuuteen sekä vaatealan ajankohtaisiin 

tietoihin. 

 

Työssä havaitaan markkinoinnin alalla vallitseva selkeä asiakaskeskeisyyden trendi, jota 

tutkimalla selviää, kuinka sitä voidaan toteuttaa tekoälyn ja tarkan data-analytiikan avulla. 

Tutkimuksen tuloksena esitellään erilaisia konkreettisia tekoälytyökaluja, jotka jaetaan 

tekoälyn teoreettisten päätavoitteiden mukaisesti asiakkaiden verkkokaupoissa käyttämiin 

avustaviin työkaluihin sekä yritysjohdon päätöksiä tukeviin data-analyysityökaluihin. 

Tärkeimpinä työkaluina voidaan mainita visuaalinen haku, suosittelualgoritmit, tarkkojen 

asiakassegmenttien luominen sekä asiakasvaihtuvuuden ennustaminen. 

 

Tutkimustulokset osoittavat, että vaateteollisuuden digitaalisessa kuluttajamarkkinoinnissa 

on selkeä tarve sekä potentiaali tekoälyn laajamittaiselle hyödyntämiselle, mutta teknologian 

implementointi yrityksiin koetaan haastavaksi. Eniten arvoa tuottava malli alan 

markkinoinnille saataisiin yhdistämällä tekoälyn, markkinointiteorioiden sekä 

asiantuntijalausuntojen parhaat puolet.   
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1  Johdanto 

Kasvukauttaan elävä vaateteollisuus – muiden vähittäismyynnin alojen joukossa – on 

keskellä teknologista murrosta (Giri 2021). Iso ja alati kasvava osa kuluttajien ostoksista ja 

yritysten markkinoinnista tapahtuu digitaalisesti verkossa, ja samaan aikaan alan kuluttajat 

inspiroituvat ostosten tekemiseen useista lähteistä, pääasiassa sosiaalisesta mediasta 

(McKinsey 2022). Yleistyvän digitalisaation ja vaateteollisuuden kasvamisen myötä vanhat 

analytiikkamenetelmät eivät ole enää riittäviä alati kasvavien datamassojen käsittelyyn tai 

asiakkaiden ymmärtämiseen (Miklosik & Evans 2020; Ma & Sun 2020). Samaan aikaan 

pitkälle viety asiakaslähtöisyys ja palvelun personointi ovat nousseet viimeisen 

vuosikymmenen aikana vallitsevaksi trendiksi kuluttajamarkkinoinnissa: asiakas ja tämän 

kokemukset otetaan voimakkaasti huomioon ja osalliseksi yrityksen arvonluontiin, ja 

kuluttajat ovat muiden teknologisesti edistyneiden alojen parissa tottuneet henkilökohtaiseen 

ja tehokkaaseen palveluun sekä syvempään vuorovaikutukseen (Achrol & Kotler 2011; 

Camilleri 2019; Ramya & Kartheeswaran 2020).  

 

Tämä kuluttajamarkkinoilla vallitseva asiakaslähtöinen suuntaus ja sen vaateteollisuudelle 

aiheuttama liiketoiminnallinen ongelma ovat pitkälti ratkaistavissa tekoälyn avulla (Ma & 

Sun 2020; Giri 2021). Asiakasiedon kerääminen, tallentaminen ja hyödyntäminen on 

vaivattomampaa kuin koskaan saatavilla olevan datan, korkean tietojenkäsittelytehon ja 

kehittyneiden algoritmien ansioista (Dhage & Raina 2016; Burrell 2016). Tässä työssä 

selvitetään, kuinka tekoälyä voidaan hyödyntää vaateteollisuuden digitaalisen 

kuluttajamarkkinoinnin kehittämisessä ja asiakaskeskeisyyden parantamisessa, ja miltä alan 

tulevaisuus näyttää tekoälytyökalujen hyödyntämisen puolesta. 

 

 

1.1  Tutkimuskysymykset ja tavoitteet 

 

Tässä kandidaatintyössä perehdytään erilaisiin tekoälyn käyttötarkoituksiin markkinoinnin 

edistämisessä vaateteollisuudessa. Tämän aiheen pohjalta työn päätutkimuskysymys on: 
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Miten tekoälyä voidaan hyödyntää vaateteollisuuden digitaalisessa 

kuluttajamarkkinoinnissa ja sen kehittämisessä? 

 

Työn päätutkimuskysymys jakautuu kolmeen osatutkimuskysymykseen, jotka täydentävät 

ja selkeyttävät tutkimusta ja sen rakennetta. Osatutkimuskysymykset ovat: 

Miten markkinoissa voidaan hyödyntää tekoälyä? 

Millaisia erityispiirteitä vaateteollisuudessa on suhteessa muihin teollisuudenaloihin ja 

niiden kuluttajamarkkinointiin? 

Miten tekoälyä on hyödynnetty aiemmin vaateteollisuudessa ja miten sitä voitaisiin 

tulevaisuudessa hyödyntää? 

 

Tämän kandidaatintyön tarkoituksena on selvittää kattavasti erityyppisien 

tekoälyratkaisujen käyttöä vaateteollisuuden markkinoinnissa, eritellä millaisia 

tekoälytyökaluja alan yritykset hyödyntävät nyt ja tulevaisuudessa, ja miksi niin on 

kannattavaa tehdä. Aihetta käsitellään pääasiassa sekä yritysjohdon että vaateteollisuuden 

asiakkaiden näkökulmasta mahdollisimman laajan kuvan saamiseksi. Työn tavoitteena on 

antaa lukijalle perusteet ja konkreettinen kuva tekoälystä ja markkinoinnista, sekä syventää 

lukijan tietämystä siitä, millaisissa tehtävissä tekoälyä voidaan hyödyntää nimenomaan 

vaateteollisuuden markkinointiprosesseissa. Aihe on ajankohtainen, sillä sekä 

vaateteollisuus että tekoälyavusteinen datan hyödyntäminen elävät omia nousukausiaan, ja 

pinnalla oleva henkilökohtaisen markkinoinnin trendi on pitkälti toteutettavissa 

nimenomaan tekoälyn avulla. 

 

1.2  Tutkimusmenetelmät, rajaukset ja rakenne 

 

Kandidaatintutkielma toteutetaan kirjallisuuskatsauksena, joka pohjautuu alan 

teoriakirjallisuuteen ja tieteellisiin artikkeleihin sekä vaatealan ajankohtaisiin ei-teoreettisiin 

julkaisuihin mahdollisimman relevantin tiedon saamiseksi. Tiedonhakua tehdessä havaittiin 
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tutkimusaukko koskien tämän työn aihetta. Koska työ sisältää kolme suurehkoa 

aihekokonaisuutta – tekoälyn, markkinoinnin ja vaateteollisuuden –, tuli siihen tehdä 

merkittäviä rajauksia, jotta työ pysyy tarpeeksi tiiviinä ja kykenee vastaamaan valittuihin 

tutkimuskysymyksiin johdonmukaisesti ja konkreettisesti. Tämän vuoksi tutkielma 

koskeekin ainoastaan digitaalista kuluttajamarkkinointia nimenomaan vaateteollisuuden 

kontekstissa, eikä markkinoinnin tai tekoälyn teorioihin syvennytä perusteita pidemmälle. 

Työssä tekoälyä käsitellään markkinoinnin työkaluna, eikä yksittäisiä algoritmeja tai muita 

tietoteknisiä seikkoja käsitellä pintapuolista vilkaisua tarkemmin, vaan sen sijaan 

keskitytään työhön valittuihin vaateteollisuuden markkinointia hyödyttäviin sovelluksiin. 

 

Tutkielman rakenne mahdollistaa sen, että kaikki työn aihekokonaisuudet esitellään 

yksitellen, jolloin teoria etenee loogisesti ja johdonmukaisesti, mikä mahdollistaa 

tutkimuksen ja aiheen tarkentumisen työn edetessä. Työ rakentuu kuudesta pääluvusta, joista 

ensimmäinen on johdanto. Toinen luku käsittelee tekoälyn ja sen alaluokkien 

koneoppimisen ja syväoppimisen perusteita sekä datan teoriaperusteita. Kolmannessa 

luvussa perehdytään digitaalisen kuluttajamarkkinoinnin perusteisiin sekä teorian että 

käytännön tasolla, ja siihen liitetään tekoälyn hyödyntämiseen markkinointiprosessissa. 

Neljäs luku avaa vaateteollisuuden erityispiirteitä ja toimintamalleja. Työssä käsitellyt 

asiakokonaisuudet nidotaan yhteen viidennessä luvussa, joka syventyy käytännön 

esimerkkien avulla tekoälyn hyödyntämiseen vaateteollisuuden digitaalisessa 

kuluttajamarkkinoinnissa. Viimeiseksi johtopäätökset-luku vastaa selkeästi työn 

tutkimuskysymyksiin, esittelee työn tärkeimmät havainnot, sekä esittää potentiaalisia aiheita 

mahdolliselle jatkotutkimukselle. 
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2  Data-analytiikka ja tekoäly ongelmanratkaisussa 

Viime vuosien aikana tietojenkäsittelyteknologia on sekä kehittynyt, että yleistynyt etenkin 

liiketoiminnallisissa tehtävissä (Kumar 2017; Raghupathi & Raghupathi 2021). Dataa on 

saatavilla massoittain, ja oikeiden työkalujen ja menetelmien avulla datamassat on 

mahdollista muuntaa käytännön tietoudeksi, jota voidaan käyttää apuna päätöksenteossa ja 

ongelmanratkaisussa (Raghupathi & Raghupathi 2021; Miklosik & Evans 2020). Tässä 

luvussa käsitellään data-analytiikan ja tekoälyn perusteita, mikä luo pohjan työn 

tutkimusongelman ja sen ratkaisun ymmärtämiselle. 

 

2.1  Data-analytiikka 

Data-analytiikalla tarkoitetaan tietokonesysteemeillä toteutettavaa suurien datamäärien 

analysointia päätöksenteon tueksi (Runkler 2020). Data-analytiikka ja sen hyödyntäminen 

voidaan jakaa karkeasti neljään eri tasoon, joihin kuuluvat kuvaileva, diagnostinen, 

ennustava sekä ohjaava analytiikka. Jakoa ja eri tasojen merkityseroja havainnollistaa kuva 

1, joka näyttää sen, kuinka analytiikan tuoma arvo on karkeasti katsoen suoraan 

verrannollinen sen monimutkaisuuteen. Taloudellisesti järkevä analytiikan käyttö pohjautuu 

usein ratkaistavaan liiketoiminnalliseen ongelmaan, kuten paikkansapitävien 

asiakassegmenttien luominen, henkilökohtaisen myyntityön automatisoiminen tai 

liikevoiton nostaminen (Raghupathi & Raghupathi 2021; Runkler 2020). 
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Kuva 1: Data-analytiikan eri tasot 

 

Kuvailevaa analytiikkaa käytetään hyödyksi selvitettäessä ongelman nykytilaa, eli 

käytännössä usein tutustuen saatavilla olevaan dataan etsien siinä piileviä yhteyksiä 

erilaisien yleishyödyllisten kuvaajien avulla. Diagnostinen analytiikka pyrkii löytämään 

juurisyyn kuvatulle nykytilalle etsimällä syy-seuraussuhteita ja muita korrelaatioita datasta. 

Ennustava analytiikka puolestaan pyrkii vetämään johtopäätöksiä tulevista tapahtumista 

perustuen aiempaan dataan tai mahdollisiin muutoksiin siinä, esimerkiksi ennustamaan 

tietyn tuotteen myyntiä tiettynä sesonkina. Ohjaava analytiikka taas erittelee keinoja 

optimaalisen, diagnostiseen ja ennustavaan analytiikkaan pohjautuvan lopputuloksen ja 

ongelman ratkaisun saavuttamiseksi. (Raghupathi & Raghupathi 2021.) 

 

Analytiikkaa voidaan myös hyödyntää monella eri tasolla yhtä aikaa: markkinoinnin 

puolella voidaan esimerkiksi arvioida, mitä toimia kannattaisi suorittaa, jotta tietty asiakas 

tekisi seuraavan ostoksensa, minkä lisäksi voidaan samaan aikaan ennakoida, mitä tuotteita 

jokin asiakassegmentti olisi seuraavaksi halukas ostamaan (Erhard & Bug 2016; Runkler 
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2020). Yksittäinen asiakas voisi esimerkiksi algoritmien mukaan olla seuraavaksi 

potentiaalinen ostamaan hihattoman keltaisen kesämekon, jos saa siihen sopivasti 

kohdennetun alennuksen, kun taas samaan asiakassegmenttiin kuuluvat kuluttajat tahtovat 

todennäköisesti ostaa seuraavaksi mekon.  

 

2.2  Tekoäly 

Tekoälyllä (Artificial Intelligence, AI) tarkoitetaan yleisesti systeemin kykyä tulkita sille 

syötettyä ulkoista dataa oikein, oppia kyseisestä datasta sekä käyttää oppimaansa 

saavuttaakseen joustavasti ja mukautuen tiettyjä tavoitteita ja suorituksia (Kaplan & 

Haenlein 2018). Kärjistäen ilmaistuna tekoälyllä on kaksi tavoitetta ja käyttökohdetta: 

tekniset tuotteet, joita käyttäjät voivat hyödyntää ongelmanratkaisussa (kuten esimerkiksi 

chatbot tai hakukone) sekä tieteellisesti edustuksellinen data, jonka käsittelyn hoitaa 

algoritmi johon käyttäjät eivät puutu, ja josta seuraa esimerkiksi liiketoiminnassa avuksi 

käytettäviä ennustuksia tai diagnooseja (Kumar 2017). Vaikka tekoälyn historia juontaa 

juurensa jo 1940-luvulle, ensimmäisen tietokoneen ja sci-fi-kirjallisuuden ajalle, kului 

yhteensä yli puoli vuosisataa ennen kuin nykyään tunnetun tekoälyn kaltaisia järjestelmiä 

(kuten syväoppimista) alettiin menestyksekkäästi kehittämään (Haenlein & Kaplan 2019). 

Tänä päivänä tekoäly ja sen sovellukset ovat kovassa nosteessa, osa jokapäiväistä 

elämäämme ja kehittyvät jatkuvasti (Kumar 2017; Kaplan & Haenlein 2018). 

 

Siinä missä perinteisellä liiketoimintatietoanalytiikalla (Business Intelligence, BI) voidaan 

ratkaista edellisen sivun kuvan 1 mukaisten alimpien tasojen ongelmia, voidaan tekoälyä ja 

erilaisia koneoppimisen malleja käyttää hyväksi kaikilla edellä mainituilla analytiikan osa-

alueilla. Eniten hyötyjä siitä saadaan kuitenkin ennustavaan ja ohjaavaan analytiikkaan 

kuuluvien monimutkaisempien ongelmien ratkaisemisessa, sekä uusien näkemyksien 

saamisessa. Muita eroavaisuuksia perinteisen analytiikan ja tekoälyanalytiikan välillä ovat 

muun muassa tekoälyn datalähtöisyys perinteisen teorialähtöisyyden sijaan, 

tekoälyalgoritmien dynaamisuus ja nopeus sekä kyky käsitellä suuria datamassoja. (Ma & 

Sun 2020; Raghupathi & Raghupathi 2021.) Tekoäly voidaan jakaa edelleen alaluokkiin, 

joiden rakentumista havainnollistaa kuva 2.  
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Kuva 2: Tekoälyn suhde koneoppimiseen, syväoppimiseen ja neuroverkkoihin (mukaillen 

Brei 2020) 

 

2.3  Koneoppiminen ja neuroverkot 

Koneoppimisella tarkoitetaan systeemejä, jotka oppivat itsenäisesti kokemuksensa ja niille 

syötetyn datan perusteella ilman, että algoritmin rakentamaa mallia manuaalisesti 

ohjelmoidaan ratkaisemaan jokin tietty ongelma (Kumar 2017; 1996; Mitchell 1997; Kaplan 

& Haenlein 2018). Koneoppiminen on yleisimmin käytössä oleva tekoälyn sovellus, ja sen 

sanotaankin olevan tekoälyn uusi suunta edellisellä vuosisadalla vallinneen (ja 

epäonnistuneen), ihmisen päättelykykyä matkivaan jos-niin-lauseihin perustuvan Expert 

System -trendin korvaajana (Kaplan & Haenlein 2018). Selkeyden ja kattavuuden vuoksi 

tässä työssä käytetään yleisesti termiä tekoäly, mutta käytännössä kyse on usein 

nimenomaan koneoppimiseen pohjautuvasta teknologiasta. 

 

Erilaiset koneoppimisen algoritmit toimivat eri tavoin ja sopivat siten eri tarkoituksiin. 

Algoritmeja voidaan jaotella niiden oppimistyylien perusteella karkeasti kolmeen luokkaan:  
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Valvottu oppiminen (Supervised Learning): Valvotussa oppimisessa algoritmille syötetään 

merkittyä dataa, eli dataa, joka sisältää jo valmiiksi myös oikean vastauksen ongelmaan, jota 

se pyrkii ratkaisemaan (Alzubi, Nayyar & Kumar 2018). Täten algoritmi voi verrata oikeita 

vastauksia itse tuottamaansa ulostuloon, ja sen pohjalta sekä oppia että arvioida itseään. 

Algoritmeille annettava data on jaettava harjoitus- (mielellään noin 80 % koko datamäärästä) 

ja testidataan (noin 20 % koko datamäärästä) mallin toiminnan varmistamiseksi (Dhage & 

Raina 2016). Valvottu oppiminen on yleisimmin käytetty koneoppimisen laji (Jordan & 

Mitchell 2015), ja siihen lukeutuu sekä perinteisestä statistiikasta tunnettuja metodeja kuten 

päätöspuu ja lukuisia regressioita, että myös monimutkaisempia algoritmeja kuten erilaisia 

neuroverkkoja (Kaplan & Haenlein 2018).  

 

Valvomaton oppiminen (Unsupervised Learning): Valvomattomassa oppimisessa algoritmin 

saama data on merkitsemätöntä, jolloin mallin on löydettävä lajitteluperusteet ja datan 

piilevä rakenne itse (Alzubi et al. 2018). Koska oikeita vastauksia ei ole varmasti tiedossa, 

vaatii valvomattomien algoritmien käyttö hieman kovempaa ammattitaitoa ja luottoa 

teknologiaan (Kaplan & Haenlein 2018). Metodeja käytetään useimmiten datan 

klusterointiin ja sen ominaisuuksien karsimiseen (Dey 2016), ja yleisesti käytettyjä 

algoritmeja ovat esimerkiksi K-Means Clustering ja pääkomponenttianalyysi (Jordan & 

Mitchell 2015).  

 

Vahvistettu oppiminen (Reinfoced Learning): Vahvistettu oppiminen on pitkälti valvotun ja 

valvomattoman oppimisen välimalli, jossa algoritmi oppii datasta yrityksen ja erehdyksen 

kautta (Dey 2016). Algoritmille annetaan maksimoitava ulostulo sekä sarja päätöksiä, joiden 

avulla ulostuloon voidaan vaikuttaa (Kaplan & Haenlein 2018). Tunnetuimpia vahvistetun 

oppimisen sovelluskohteita ovat erilaiset (video)pelejä, kuten shakkia tai Pac-Mania 

pelaamaan oppivat mallit (Dhage & Raina 2016; Kaplan & Haenlein 2018). 

 

Tämä jako on kuitenkin löyhä, ja joissakin tapauksissa alaluokkia on useampia. Mukaan 

luokitteluun voidaankin lukea myös muun muassa aktiivinen oppiminen (Active Learning), 

puolivalvottu oppiminen (Semi-Supervised Learning), evoluutionaalinen oppiminen 

(Evolutionary Learning) sekä kokonaisuusoppiminen (Ensemble Learning) (Alzubi et al. 
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2018; Jordan & Mitchell 2015). Useat – etenkin uudemmat – metodit sekoittavat eri 

oppimistyylejä, ja eri algoritmien yhdistely mahdollistaakin uusien, entistä tehokkaampien 

ja tarkempien mallien luomisen (Jordan & Mitchell 2015). Rakennetun koneoppimismallin 

potentiaalisia ulostulovaihtoehtoja voivat olla esimerkiksi kyllä/ei, numero, luokka, reitti, 

arvio todennäköisyydestä tai järjestys (Mitchell 1997; Kumar 2017). Koneoppimista voidaan 

siis käyttää monipuolisesti erilaisten ongelmien ratkaisuun.  

 

Kuten kuvasta 2 voidaan nähdä, on syväoppiminen (Deep Learning) yksi koneoppimisen 

sovelluksista (Kumar 2017). Syväoppimisen toteuttamiseen hyödynnetään pääasiassa 

erilaisia neuroverkkoja (Neural Networks), jotka voivat edustaa joko valvottua tai 

valvomatonta oppimista (tai jotakin niiden lukuisista välimalleista), tai yhdistelmää 

useammasta eri oppimistyylistä (Kumar 2017).  

 

Neuroverkkojen rakenne mukailee ihmisaivojen toimintaa, jossa keinotekoiset hermosolut 

rakentavat monikerroksisen verkoston. Verkoston toisen päädyn syöttöyksikkö ottaa vastaan 

tietoa systeemin ulkopuolelta, ja vastakkaisen päädyn ulostuloyksikkö viestii halutussa 

muodossa olevan tulosteen systeemin ulkopuolelle. Itse analyysi ja siitä syntyvä lopputulos 

tapahtuu siis näiden päätyjen välissä sijaitsevissa keskenään kommunikoivissa 

keinotekoisissa hermosoluyksiköissä, joiden välillä analysoitava tieto voi kulkea jopa 

edestakaisin. (Bishop 1994; Kumar 2017.) Neuroverkkoja käytetään käytännön tasolla muun 

muassa kuvien, videoiden ja muun koneille hankalan datan analysoimiseen, ja erilaiset 

neuroverkkoteknologiat yleistyvät hyvää tahtia (Haenlein & Kaplan 2019). 

 

Koneoppimisalgoritmit – neuroverkot mukaan lukien – voivat olla taipuvaisia 

ylisovittamiseen, jolloin luotu malli vastaa liian tarkasti sitä nimenomaista datasettiä, jonka 

pohjalta kyseinen malli on luotu. Tällöin malli toimii huonosti ja epäluotettavasti kun sille 

syötetään lisää dataa tai tarkempia havaintoja. (Mitchell 1997). Lisäksi koneoppimismallien 

tulosten hyödyntäminen voi osoittautua haastavaksi, sillä kaikkien algoritmien ulostulot 

eivät ole erityisen yksinkertaisia ja vaativat tulkitsemista (Mitchell 1997; Kumar 2017). 

Algoritmien luominen ja hallinta vaativat siis perehtymistä ja asiantuntijuutta. Koska 

kyseessä on murroksessa ja jatkuvassa kehityksessä oleva teknologian ala, on relevantin 

tutkimustiedon ja vakiintuneiden käytäntöjen määrä suhteellisen vähäinen etenkin tässä 

työssä käsittelyssä olevan markkinoinnin näkökulmasta (Ma & Sun 2020).  
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2.4  Data ja sen aiheuttamat haasteet 

Maailmassa tuotetaan valtavia määriä dataa – päivittäin noin 2,5 kvintiljoonaa (1 x 10 18) 

tavua –, ja datan tuotannon vauhti kasvaa edelleen (DOMO 2018). Kaupallisessa 

kontekstissa dataa kerääntyy yrityksen sisällä esimerkiksi laskuista, varastoinnista, 

tuotantokoneista, taloushallinnosta, sisäisistä projekteista ja myynneistä (Raghupathi & 

Raghupathi 2021; Cohn 2015; Fan, Han & Liu 2014). Kuluttajadataa saadaan puolestaan 

muun muassa kuluttajien evästeistä, ostos- ja klikkaushistoriasta, mahdollisen jäsenkortin 

tiedoista, sosiaalisen median kanavista, sijaintitiedoista, tuotearvosteluista ja erilaisista 

sensoreista (jotka voivat olla kytkettynä esimerkiksi IoT-laitteisiin, peleihin tai 

satelliitteihin) (Raghupathi & Raghupathi 2021; Giri 2021; Miklosik et al. 2019). Tämä 

kuluttajien jälkeensä jättämä monipuolinen digitaalinen jalanjälki luo lukuisia 

mahdollisuuksia taloudellisen motiivin omaavalle tutkimukselle, ja myös tekoälyn 

hyödyntämiselle (Ma & Sun 2020; Miklosik et al. 2019). 

 

Kasvavan määränsä lisäksi tieto on tällä hetkellä myös enenevissä määrin ei-

järjestelmällisessä (unstructured) muodossa (Cohn 2015; Fan et al. 2014). Data on 

monityyppistä (multityped) (ts. sisältää esimerkiksi teksti-, kuva-, numero- ja audiodataa 

sekaisin) eikä se ole millään tapaa strukturoitua, kuten esimerkiksi perinteiseen Excel-

taulukkoon järjestetyt tiedot ovat, vaan sen sijaan ilmenee muun muassa kuvien, 

videopätkien, sensoritietojen tai satunnaisien dokumenttien muodossa (Fan et al. 2014). 

Ilmiö tunnetaan nimellä Big data, eikä sen varastointiin, käsittelyyn tai hyödyntämiseen 

voida käyttää perinteisen analytiikan tai tietovarastoinnin menetelmiä (Miklosik & Evans 

2020; Fan et al. 2014). Näiden valtavien tietomassojen tehokas ja järkevä käsittely onkin 

suurin haaste tekoälypohjaisen analytiikan hyödyntämisessä markkinoinnissa ja muilla 

liiketoiminnan osa-alueilla; jotta raa’asta datasta saadaan mitään irti, on yrityksen omattava 

siihen vaadittavat resurssit, mukaan lukien datatieteiden, koneoppimisen ja edistyneiden 

datanvarastointityökalujen hallitseminen (Miklosik & Evans 2020; Fan et al. 2014; Burrell 

2016). Big datan prosessoimiseen on luotu tehokkaita algoritmeja, joista iso osa edustaa 

neuroverkkoteknologiaa, ja joilla mahdollistetaan esimerkiksi massadatan siistiminen ja 

oleellisten tietojen poimiminen (Miklosik & Evans 2020). Erilaisista datatyypeistä eniten 
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prosessoidaan tekstiä, kun taas audio- ja videomateriaalia hyödynnetään vähiten niiden 

tietokoneille monimutkaisen rakenteen vuoksi (Giri 2021).  

 

Tämä datan saatavuus, monipuolisuus ja sen huokea varastoitavuus sekä tietojenkäsittelyn 

tehokkuus ovat juurisyitä tekoälyn ja etenkin koneoppimisen meneillään olevaan uuteen 

nousukauteen sekä nykyteknologian kehityssuuntaan (Dhage & Raina 2016). Algoritmien 

tarkkuus ja suorituskyky myös kehittyvät sitä mukaan, kun niille syötetään yhä suurempia 

datamääriä (Burrell 2016). Koneoppimisalgoritmin voidaankin sanoa olevan vain niin hyvä 

kuin sille syötetty data.  

 

Datan kerääminen, varastointi ja valtava määrä ovat myös syy valtaosaan tekoälyyn 

liittyvistä haasteista ja ongelmista. Yleisimmiksi ongelmiksi voidaan lukea muun muassa 

yksityisyydensuojahaasteet ja -rikkomukset, eettiset ongelmat yksityisen tiedon käsittelyssä, 

algoritmien vaikeaselkoisuus sekä cyberhyökkäysten uhka (Burrell 2016; Cohn 2015). 

Datan tehokas hyödyntäminen vaatiikin systemaattisen suunnitelman luomista ja 

noudattamista, jotta datamassoista saadaan hyödyllisessä muodossa olevaa hyödyllistä 

tietoa, ja jotta datan käsittelyyn liittyviä uhkia voidaan torjua (Miklosik & Evans 2020; 

Burrell 2016; Cohn 2015). 
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3  Kuluttajakeskeinen markkinointi digitaalisessa ympäristössä 

Tässä luvussa perehdytään kuluttajiin kohdistuvan markkinoinnin perusteisiin vallitsevan 

digitaalisen liiketoiminnan aikakaudella. Lisäksi syvennytään alalla vallitsevaan 

kuluttajakeskeiseen trendiin, ja selvitetään, kuinka sitä voidaan toteuttaa entistä 

tehokkaammin ja tarkemmin tekoälyä hyödyntäen. 

 

Markkinoinnilla tarkoitetaan tiivistetysti taloudellisesti kannattavaa tarpeiden tyydyttämistä 

(Kotler & Keller 2016). Yhdysvaltojen markkinointiyhdistyksen (American Marketing 

Association) vuoden 2017 laajemman määritelmän mukaan markkinointi on toimintaa, 

instituutioita ja prosesseja, jotka luovat, kommunikoivat, toimittavat ja vaihtavat tarjouksia, 

jotka ovat arvokkaita asiakkaille, kumppaneille ja yhteiskunnalle ylipäätään. Markkinoinnin 

voidaankin katsoa pitävän sisällään päätöksiä koskien sitä, ketä yritys tavoittelee 

asiakkaikseen, mitä heidän tarpeitaan pyritään tyydyttämään, mitä tuotteita ja palveluita 

tarjotaan ja mihin hintaan, kuinka kommunikoida näiden asiakkaiden kanssa, mitä 

jakelukanavia valita sekä millaisia kumppanuuksia solmia. Tämä kaikki vaikuttaa 

luonnollisestikin yrityksen strategiaan, visioon ja missioon. (Kotler & Keller 2016; Grönroos 

1989.) 

 

Kuluttajamarkkinoinnissa tuotteita ja palveluita markkinoidaan nimenomaan 

yksityishenkilöille, jotka toimivat ostamansa tuotteen tai palvelun loppukäyttäjinä. 

Kuluttajamarkkinointi pyrkii tyydyttämään selkeästi tunnistettavissa olevia yksilön tarpeita, 

jolloin markkinointi eroaa melko merkittävästi yritysmarkkinoinnista. Asiakkaat ovat 

kärjistetysti impulsiivisempia, irrationaalisempia ja ei-ammattilaisia, jolloin ostoprosessit 

ovat yksinkertaisempia ja ennen kaikkea nopeita. Myytävä tuote tai palvelu on usein 

suhteellisen yksinkertainen ja hinnaltaan edullinen. (Kotler & Keller 2016.) 

 

Digitaalisella markkinoinnilla tarkoitetaan laajasti kaikkea verkossa tapahtuvaa 

markkinoinnin määritelmään kuuluvaa toimintaa, jossa ratkaiseva merkitys on kuitenkin 

prosesseissa liikkuvalla datalla (Kannan & Li 2017; Durmaz & Efendioglu 2016; Ištvanić et 

al. 2017). Digitaalinen markkinointi on mullistanut etenkin kuluttajamarkkinat 
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mahdollistaen entistä rikkaampia tapoja kommunikaatiota yritysten ja kuluttajien välillä, 

mikä korostuu etenkin sosiaalisessa mediassa (Ištvanić, et al. 2017; Durmaz & Efendioglu 

2016). Markkinoinnin digitalisaation myötä kuluttajat kykenevät myös löytämään tuotteita 

helpommin, vertailemaan tuotteita keskenään sekä keskustelemaan muiden yritysten 

asiakkaiden kanssa (Durmaz & Efendioglu 2016). Asiakkaiden päätöksentekoprosessit ja 

ostoskokemukset ovat siis muuttuneet merkittävästi markkinoinnin mukana aiempaan 

verrattuna.  

 

3.1  Asiakaskeskeisen markkinoinnin trendi 

Kuluttajamarkkinoinnissa vallitsee tällä hetkellä huomattavan asiakaslähtöinen trendi, jota 

kuvaa hyvin Peter Druckerin (1973) lausunto siitä, kuinka ”markkinoinnin tavoitteena tulisi 

olla myyntityön tekeminen tarpeettomaksi; asiakasta tulisi ymmärtää niin hyvin, että tuote 

tai palvelu istuu tälle kuin hansikas ja käytännössä myy itsensä asiakkaalle, joka on jo 

valmiiksi valmis ostamaan”. Tällainen Druckerin mielipiteen kaltainen, erittäin 

asiakaslähtöinen markkinointiajattelu on noussut yhdeksi tärkeimmistä markkinoinnin 

suuntauksista viimeisen vuosikymmenen aikana; asiakas otetaan osalliseksi arvonluontiin, 

kommunikointia sekä verkostoja yrityksen ja kuluttajien välillä vaalitaan sekä kehitetään 

jatkuvasti, ja markkinointi keskittyy vahvasti kuluttajien kokemuksiin (Achrol & Kotler 

2011; Camilleri 2019; Ramya & Kartheeswaran 2020; Preniqi, Sylaj & Krasniqi 2020; Ma 

& Sun 2020; Rust 2020). 

 

Käytännössä keskiössä on siis asiakkaiden analysoiminen sekä kuluttajien päätösprosessien 

ja asiakaspolkujen mallintaminen, jotta yrityksen toiminnasta saadaan asiakaslähtöistä 

(Achrol & Kotler 2011; Kotler & Keller 2016). Asiakkaiden analysoiminen ja 

asiakaskuntaan tutustuminen ovat nykyisin syntyvän datamäärän ansiosta toteutettavissa yhä 

helpommin ja tarkemmin (Camilleri 2019; Ma & Sun 2020). Perinteisen demografisten 

tietojen tarkastelun ja asiakassegmenttien luomisen lisäksi saatavilla on myös 

yksityiskohtaisempaa ja monipuolisempaa tietoa kuluttajista ja heidän toimistaan, jonka 

avulla voidaan paitsi tarkentaa tehtyä segmentointia, myös selvittää asiakkaan suhdetta 

yritykseen ja sen markkinointiin (An et al. 2018; Ma & Sun 2020).  
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Saatavilla olevan valtavan tietomäärän avulla voidaan myös luoda kuvitteellisia, inhimillisiä 

asiakaspersoonia, joiden avulla aukot raa’assa datassa saadaan täytettyä, mahdollistaen 

asiakkaiden ostopäätösprosessien syvällisemmän ymmärtämisen (An et al. 2018). Seuraava 

askel asiakaspersoonista on asiakaspolkujen mallintaminen, jolloin havainnollistetaan, 

millaisia reittejä pitkin eri asiakassegmentit tai -persoonat päätyvät tekemään ostopäätöksiä 

(Ištvanić et al.  2017; Ma & Sun 2020). Asiakkaat pyrkivät prosesseillaan johonkin 

tavoitteeseen – usein tarpeen tyydyttämiseen –, ja yrityksen pyrkimys on avustaa tämän 

tavoitteen saavuttamisessa mahdollisimman hyvin (Grönroos 1989; Drucker 1973). 

Asiakkaan kokema arvo muodostuu tämän arvioimista tuotteen ja palvelun hyödyistä 

suhteessa kustannuksiin, ja arvon sekä asiakaskokemuksen ollessa kohdallaan puhutaan 

asiakastyytyväisyydestä (Kotler & Keller 2016; Grönroos 1989). Vaikka joillekin asiakkaille 

edullinen hinta on ehdoton ratkaiseva tekijä ostopäätöstä tehdessä, voidaan osaa kuluttajista 

houkutella yrityksen pitkäaikaisiksi asiakkaiksi tasokkaan ja henkilökohtaisen palvelun 

avulla (Kotler & Keller 2016; Achrol & Kotler 2011; Drucker 1973; Grönroos 1989). Tämä 

on erityisen tärkeää mutta myös haastavaa digitaalisessa markkinoinnissa ja 

verkkokaupoissa, joissa henkilökohtaista kontaktia ei pystytä juurikaan luomaan.  

 

3.2  Tekoäly markkinoinnin työkaluna 

Tämän hetken teknologia ja sen kehitys tukevat vahvasti tekoälyn käyttöönottoa, sillä tiedon 

kerääminen, tallentaminen ja hyödyntäminen on vaivattomampaa kuin koskaan (Rust 2020; 

Ma & Sun 2020; Kannan & Li 2017). Samoin markkinoinnin alalla vallitsevat trendit 

koskien etenkin palvelun personointia ja asiakkaan osallistamista arvonluontiin ovat pitkälti 

toteutettavissa tekoälyn avulla (Preniqi et al. 2020; Camilleri 2019). 

 

Kuten aiemmin todettiin, asiakaslähtöisyyttä toteutetaan käytännössä asiakkaiden 

analysoimisen sekä kuluttajien päätösprosessien ja asiakaspolkujen mallintamisen kautta, ja 

kaikki nämä toimet vaativat selkeästi toimiakseen ensinnäkin suurta määrää dataa, ja 

toisekseen tehokasta tietojenkäsittelyä (Ištvanić et al. 2017). Tekoälyn avulla voidaankin 

vaikuttaa kaikkiin markkinoinnin osa-alueisiin, mukaan lukien asiakkaiden analysoiminen 

ja asiakassegmenttien luominen, tuotteiden suunnittelu, dynaaminen hinnoittelu, 

asiakkaiden kanssa kommunikointi sekä jakelukanavien ja kumppanuuksien analysointi ja 
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valinta (Ma & Sun 2020; Miklosik & Evans 2020; Camilleri 2019). Lisäksi tekoälyn avulla 

voidaan vauhdittaa tehtävää päätöksentekoa ja tarvittaessa saada uusia näkökulmia 

ratkottaviin ongelmiin (Ma & Sun 2020).  

 

Tekoälyn laajan levinneisyyden ja käyttökohteiden runsauden havainnollistamiseksi 

voidaan esimerkiksi kuvitella seuraavanlainen asiakaspolku: 

Kuluttaja tarvitsee juhlamekon kesän häihin ja muihin menoihin. Hän etsii juhlamekkoja 

hakusanoin Googlesta, ja tutkii muutamaa vaatteiden verkkokauppaa ja näiden arvosteluja. 

Seuraavana päivänä kuluttajalle mainostetaan tarpeet täyttävän oloista mekkoa hänen 

lukiessaan blogia netissä. Kuluttaja vierailee mainostavan vaatekaupan sivuilla, saa 

lisätietoa tuotteen materiaaleista kaupan chatissa ja lukee mekon saamia arvosteluita. 

Muutaman päivän kuluttua hän saa sähköpostiinsa -20 % -alennuskupongin kyseiseen 

mekkoon, ilahtuu tarjouksesta ja päättää ostaa tuotteen. Myöhemmin hän julkaisee 

Instagram-tilillään kuvan itsestään mekossa juhlatilaisuudessa, ja käyttää yhtenä hashtagina 

mekkokaupan nimeä. (Mukaillen Ma & Sun 2020.) 

 

Koko kuvailtu asiakaspolku on täynnä erilaisia automaattisia tekoälyn sovelluksia, joita 

yritys hyödyntää osana markkinointiprosessiaan. Googlen hakutulokset hakusanalle 

”juhlamekko” ovat osittain maksetussa, automaattisesti mukautetussa järjestyksessä, 

näytetyt mainokset pohjautuvat sivuhistoriaan, vaatekauppojen verkkokauppojen ulkoasua 

on muokattu asiakkaan analysoidun profiilin perusteella ja asiakkaan kysymyksiin vastaa 

automatisoitu chatbot. Sähköpostilla saatu tarjous tulee yrityksen dynaamisesta 

hinnoittelukoneesta, ja lopulta myös tapahtuneen oston jälkeistä sosiaalisen median 

julkaisua analysoidaan palautteena. (Mukaillen Ma & Sun 2020.)  

 

Vaikka digitaalinen markkinointi ja kaupankäynti tuovatkin haasteita henkilökohtaisten 

asiakaskontaktien luomiseen, ovat kuluttajat siitä huolimatta viime vuosien aikana tottuneet 

teknologisesti kehittyneiden alojen parissa henkilökohtaiseen palveluun ja halutessaan 

tehokkaaseen ostoskokemukseen, mikä on mahdollistettu pitkälti tekoälyn avulla (Miklosik 

& Evans 2020; Ma & Sun 2020, McKinsey 2019). Personoitu palvelu ja yksilön tarpeiden 
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tyydyttäminen ovat hyvin pitkälti mahdollistettavissa erilaisia koneoppimisen sovelluksia 

hyväksi käyttäen, kuten äskeisessä asiakaspolkuesimerkissä havainnollistettiin. Saatavilla 

olevan asiakasdatan ei-järjestelmällinen muoto ja monityyppisyys (esimerkiksi sosiaalisesta 

mediasta louhittava luonnollinen puhe, tekstinpätkät, kuvat ja videot) kannustavat niin ikään 

vaihtamaan perinteisen liiketoimintatietoanalytiikan tekoälyn käyttöön (Miklosik et al. 

2019).  

 

Myös yksityiskohtainen jaottelutyö ja kuvaileva analytiikka helpottuvat koneoppimisen 

avulla. Kuluttajat ylipäätään ja myös yrityksen tavoittelemat kohderyhmät päätöksineen ovat 

suuri, heterogeeninen joukko, jota on tähän asti perinteisin liiketoimintatietoanalytiikan 

keinoin segmentoitu ja analysoitu hyvinkin karkeasti (Ma & Sun 2020; Rust 2020). Tekoälyn 

avulla voidaan ottaa huomioon yhä useampia segmentointikriteerejä, ja kuluttajia voidaan 

jakaa erilaisiin, useampiin asiakassegmentteihin entistä tarkemmin ja yksityiskohtaisemmin 

nimenomaan valvomatonta oppimista hyväksi käyttäen (Ma & Sun 2020; Miklosik & Evans 

2020).  
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4  Vaateteollisuuden markkinointi 

Vaateteollisuus on yksi maailman suurimpia teollisuudenaloja (Giri et al. 2019d), ja tänäkin 

vuonna vaatteita ja asusteita ostetaan enemmän kuin koskaan aiemmin (McKinsey 2022). 

Vaateteollisuuden nousukauden selittäväksi tekijäksi viimeisen kymmenen vuoden aikana 

voidaan nostaa pikamuoti, joka on mahdollistanut sen, että muoti on äärimmäisen halpaa, 

lyhytikäistä ja saavutettavampaa kuin koskaan (Barnes & Lea‐Greenwood 2010). 

Vaateteollisuuden kahden liiketoimintastrategiaääripään huiput ovat venyneet kauemmas 

toisistaan, sillä myös luksusmuoti on viimeisen muutaman vuoden aikana nostanut sekä 

suosiotaan että hintojaan (McKinsey 2022). Tämä on merkillepantava huomio, sillä 

yrityksen valitsema strategia vaikuttaa luonnollisestikin siihen, millaista analytiikkaa ja 

tekoälyratkaisuja on järkevää käyttää. 

 

Pikamuodilla tarkoitetaan vaateteollisuuden liiketoiminnallista strategiaa, jossa tavoitteena 

on pienentää erilaisten prosessien määrää, kustannuksia ja läpimenoaikoja sekä tuotteen 

osto- että valmistussykleissä, jotta tuote saadaan asiakkaalle mahdollisimman nopeasti ja 

edullisesti (Barnes & Lea‐Greenwood 2010; Bhardwaj & Fairhurst 2010). Äärimmäisen 

tehokkaasti ja edullisesti valmistettujen tuotteiden elinkaari on lyhyt, ja kuluttajat kokevat 

pikamuodin olevan saatavilla vain rajoitetun ajan tiheästi vaihtuvien mallistojen takia, mikä 

voi kannustaa impulsiivisiin ostopäätöksiin (Cook & Yurchisin 2017; McKinsey 2022). 

Siinä missä iso osa luksusmuotibrändeistä julkaisee malliston perinteisesti kahdesti 

vuodessa, tuovat suuret pikamuotibrändit uusia tuotteita kuluttajien saataville vähintään 

kerran viikossa (Barnes & Lea‐Greenwood 2010). 

 

Vaateteollisuus – etenkin pikamuoti – eroaa muista teollisuuden aloista merkittävästi siinä, 

että historiallista myyntidataa ei voida juurikaan hyödyntää trendien ja mallistojen 

vaihdellessa sykleittäin useita kertoja vuodessa. Lisäksi tuotteet voivat poiketa toisistaan 

melko paljon mitä tulee esimerkiksi materiaaleihin ja esteettisiin seikkoihin. Tuotteiden 

elinkaari on nykyään myös lyhyt, mikä korostuu etenkin pikamuodissa. Tämä kaikki 

mahdollistaa osin myös sen, että loppukäyttäjät eivät ole erityisen merkkiuskollisia, vaan 
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hinta ja trendit ratkaisevat ostopäätöksiä tehtäessä, mikä tekee asiakaskunnasta ja kysynnästä 

suhteellisen arvaamatonta ja ailahtelevaista. Vaatealalla on myös paljon toimijoita, ja 

kilpailu yritysten välillä on kovaa. (Beheshti-Kashi et al. 2014; Erhard & Bug 2016; 

Thomassey 2014; Giri 2021.) 

 

Vaateteollisuuden markkinoinnissa vallitsevat pitkälti samat trendit kuin muidenkin alojen 

kuluttajamarkkinoinnissa (Giri 2021). Pääpaino on tällä hetkellä siis vahvasti asiakkaan 

kokemuksissa ja tarpeissa, ja palvelua pyritään kustomoimaan markkinoinnin avulla 

yksilöidyn kokemuksen luomiseksi (Giri, Thomassey & Zeng 2019a, Giri, Thomassey & 

Zeng 2019b). Verkko-ostamisen suosio jatkaa kasvuaan, ja vuonna 2020 liki puolet (46 %) 

Yhdysvaltojen vaatemyynnistä tapahtui verkkokaupoissa (Digital Commerce 360 2021), 

jolloin on kannattavaa, että yritykset panostavat digitaalisiin palveluihin ja markkinointiin 

yhä enenevissä määrin.  

 

Vaateteollisuuden kuluttajat inspiroituvat yhtä aikaa yhä useammista lähteistä, joista 

brändeillä ja vaatekaupoilla henkilökuntineen on jatkuvasti pienenevä osuus; sen sijaan 

vaikutteita saadaan esimerkiksi sosiaalisesta mediasta, digitaalisesta kuulopuheesta (digital 

word of mouth), luksusmuotitalojen mallistoista, historiasta, julkisuuden henkilöiltä ja sekä 

suuremman että pienemmän seuraajakunnan omaavilta vaikuttajilta (McKinsey 2022; 

Mayrhofer et al. 2020; Pantano, Giglio & Dennis 2018; Hartmann et al. 2021; Giri et al. 

2019a). Ostosinspiraation lähteen ollessa näinkin vaikeaselkoinen, on asiakaspolkujen ja -

päätösprosessien alkupäiden mallintaminen hankalin (mutta myös tärkeä) osa 

vaateteollisuuden kuluttajamarkkina-analyysiä (Ma & Sun 2020). 

 

Sosiaalisen median vaikutusvalta ja arvo markkinoinnissa jatkavat selkeästi kasvuaan, 

minkä vuoksi yritysten läsnäolo eri sosiaalisen median alustoilla on ensiarvoisen tärkeää 

(Kumar 2017; Camilleri 2019; Giri et al. 2019a). Sosiaalinen media antaa alustan paitsi 

suoralle kommunikaatiolle yrityksen ja asiakkaan välillä, myös tarjoaa mahdollisuuden 

tutkia kilpailevista yrityksistä kirjoitettavaa digitaalista kuulopuhetta ja muuta dataa (Giri et 

al. 2019a; Mayrhofer et al. 2020). Tämän lisäksi kuluttajiin vaikutetaan sosiaalisessa 

mediassa yhä enemmän (Mayrhofer et al. 2020; Hartmann et al. 2021, Giri et al. 2019a), ja 
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noin puolet videonjakoalusta TikTokin käyttäjistä kertookin ostaneensa jotakin alustalla 

markkinoitua tai suositeltua (McKinsey 2022). 

 

Sosiaalisen median suosion ja sen vaikutusmahdollisuuksien vuoksi mainonta onkin 

siirtynyt osittain maksettuihin yhteistyöpostauksiin erilaisien vaikuttajien ja itse yrityksen 

asiakkaiden kanssa, jolloin kuluttaja tuotteisiin törmää yhä laajemmassa skaalassa ja 

samaistuttavien, luotettavan oloisien ihmisten suosittelemana (Mayrhofer et al. 2020; 

Hartmann et al. 2021). Vielä vaikuttavampi mainosarvo on ei-maksetuilla brändejä 

sisältävillä sosiaalisen median postauksilla – etenkin niin sanotuilla brändiselfieillä –, joita 

julkaistaan yhteensä eri alustoilla päivittäin yli 65 miljoonaa kappaletta (Hartmann et al. 

2021).  

 

Osa vaateteollisuudesta on siirtymässä myös kohti yhä vahvempaa sosiaalisen median 

myyntiä pelkän markkinoinnin lisäksi, jolloin koko ostostapahtuma voidaan suorittaa alusta 

loppuun sosiaalisen median alustalla. Instagram julkaisi pitkälti vaatteisiin ja muihin 

esteettisiin tuotteisiin keskittyvän kauppaominaisuutensa vuonna 2020 (Instagram 2022), ja 

etenkin Kaukoidässä toiminto on ollut suosittu (McKinsey 2022). Eräät sosiaalisen median 

alustat ja brändit testaavat myös live stream -shoppailua nimenomaan Kaukoidän maissa 

(McKinsey 2022). Sosiaalisessa mediassa tapahtuvan ostosten tekemisen odotetaankin 

kasvattavan suosiotaan tulevaisuudessa ympäri maailman (McKinsey 2022; Giri 2021; Giri 

et al. 2019a). 
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5  Tekoälyn hyödyntäminen vaateteollisuuden digitaalisessa 

kuluttajamarkkinoinnissa 

Tässä luvussa syvennytään vaateteollisuuden kuluttajamarkkinoinnin 

asiakaskeskeistämiseen, ja esitellään oleellisimpia vaateteollisuuden digitaalisessa 

kuluttajamarkkinoinnissa käytettyjä tekoälypohjaisia innovaatioita ja työkaluja.  

 

Kuten luvussa 3.1 aiemmin todettiin, on asiakaslähtöinen ja personoitu markkinointi pitkälti 

toteutettavissa tekoälysovellusten avulla, ja sama pätee myös vaateteollisuuden digitaaliseen 

kuluttajamarkkinointiin. Monivaiheisen toimitusketjun ja liiketoiminnallisen luonteensa 

seurauksena vaateteollisuus tuottaa huomattavia määriä dataa halki koko toimitusketjunsa 

(Giri 2021; Pantano et al. 2018), mitä voidaan oikein sovellettuna hyödyntää erilaisien 

tekoälytyökalujen käytössä. On kuitenkin tärkeää ottaa huomioon luvussa 4 mainitut 

vaateteollisuuden erityispiirteet – erityisesti historiallisen myyntidatan käyttökelvottomuus 

ja vaihteleva kysyntä –, jotka luonnollisestikin vaikuttavat siihen, miten ja millaista 

tekoälyteknologiaa on kannattavaa ja mahdollista käyttää. Vaateteollisuuden voidaan sanoa 

olevan keskellä teknologista murrosta, mikä näkyy muun muassa yleistyvänä datan 

hyödyntämisenä, erilaisien tekoälysovellusten lisääntyvänä käyttöönottona sekä analytiikan 

kasvavana määränä läpi koko toimitusketjun (Giri 2021). 

 

Data-analyysissä ja tekoälyn käytössä on otettava huomioon lukuisia eri tekijöitä, ja 

vaikkapa jonkin tuotteen kysynnän ennustamisessa vaikuttavia muuttujia voivat olla 

esimerkiksi vallitseva sesonki, sääolosuhteet, muotivirtaukset muun muassa vaatteiden 

väreissä ja leikkauksissa, julkisuuden henkilöt, hinta, kohderyhmän asiakassegmentti, 

maailman taloustilanne sekä itse ennustettavan tuotteen ominaisuudet (Thomassey 2014; 

Pantano et al. 2018). Kaiken kaikkiaan eniten käytetään hyödyksi luvussa 2 mainittuja 

mahdollisimman helposti analysoitavissa olevaa strukturoitua dataa sekä valvottua 

oppimista (Giri 2021). 
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Viime vuosiin mennessä tekoälyä oli hyödynnetty vaateteollisuudessa niukasti ja pitkälti 

lähinnä tuotannon hallinnan ja siihen liittyvän yritysten välisen kaupankäynnin 

analysoimiseen ja parantamiseen (McKinsey 2019; Giri et al. 2019d). 

Kuluttajamarkkinoinnissa on kuitenkin selkeä tarve ja mahdollisuus tekoälypohjaisille 

ratkaisuille, joiden avulla voidaan mahdollistaa myös vaateteollisuudessa pinnalla olevia 

markkinointitrendejä, kuten joustavaa palvelun personointia ja kuluttajien osallistamista 

arvonluontiin, mikä on johtanut meneillään olevaan tekoälyteknologian murroskauteen 

vaateteollisuuden kuluttajamarkkinoinnissa (Giri 2021; McKinsey 2019).  

 

5.1  Tekoälyn sovelluskohteita vaateteollisuuden kuluttajamarkkinoinnissa 

Tällä hetkellä vaateteollisuuden kuluttajamarkkinoinnissa kovimmassa nousussa olevat 

tekoälyn sovellukset voidaan jakaa karkeasti kahteen luokkaan luvussa 2.2 Kumarin (2017) 

kuvailemien tekoälyn tavoitteiden mukaisesti: työkaluihin, jotka ovat suoraan tekemisissä 

asiakkaiden kanssa ja asiakkaiden nähtävillä, sekä työkaluihin, joita käytetään yrityksen 

sisäiseen analyysi- ja ennustamistyöhön, ja joihin käyttäjä vaikuttaa vain epäsuorasti 

syöttämillään tiedoilla. Voidaan havaita, että asiakkaan kanssa kontaktissa olevat 

koneoppimisen mallit edustavat pitkälti monimutkaisempaa, usein neuroverkkoihin 

pohjautuvaa tekoälyn suuntausta, kun taas yrityksen sisäiset työkalut pyrkivät ratkaisemaan 

yksinkertaisempia ongelmia tehostetusti analytiikan eri tasoilta. 

 

5.1.1  Asiakasrajapinnassa toimivat tekoälytyökalut 

Suosituimmat asiakasrajapinnassa vaikuttavat tekoälysovellukset ovat visuaalinen haku 

verkkokaupasta, chatbotit, muokatun todellisuuden vaatesovittaminen, suosittelualgoritmit 

sekä mainonnan personointi (Erhard & Bug 2016; McKinsey 2019; Giri 2021; Giri et al. 

2019d). Tässä luvussa tutustutaan tarkemmin näihin työkaluihin ja niiden hyödyntämiseen 

vaateteollisuuden markkinoinnissa. 
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Visuaalinen haku: Verkkovaatekaupassa visuaalinen haku tarkoittaa mahdollisuutta etsiä 

kaupan myyntiartikkeleiden joukosta jotakin tiettyä tuotetta – tai sitä vastaavia tuotteita – 

kuvan perusteella hakusanojen sijasta (Brei 2020; Zhang et al. 2018). Kuva voi olla 

esimerkiksi sosiaalisesta mediasta löydetty tai jopa itse otettu (Zhang et al. 2018). 

Visuaalisen hakumahdollisuuden tarve on vaatteiden verkkokaupoissa hyvin perusteltu, sillä 

vaateteollisuus, etenkin pikamuoti trendeineen, on ennen kaikkea visuaalinen, ulkonäköön 

perustuva teollisuudenala, jonka asiakaskunta on vailla ensisijaisesti heidän mielestään 

hyvältä näyttäviä tuotteita. Asiaan perehtymätön kuluttaja ei kuitenkaan välttämättä tiedä, 

millaisin termein kuvailisi esimerkiksi sosiaalisessa mediassa näkemäänsä mekkoa, mutta 

on tottunut moderneissa verkkopalveluissa välittömään tyytyväisyyden tunteeseen, joka on 

sitten kuvapohjaisella haulla toteuttavissa (McKinsey 2019). Tällöin asiakas myös löytää 

tismalleen sellaisen tuotteen, jota on vailla, eikä tyydy välttävään vaihtoehtoon. Tällä 

hetkellä vain kourallinen yrityksiä tarjoaa verkkokaupassaan mahdollisuutta visuaaliseen 

hakuun, mutta palvelulle olisi kysyntää selkeästi enemmänkin (McKinsey 2022). 

Esimerkiksi pikamuotijätti Sheinin valtavasta valikoimasta hakemiseen on luotu 

ulkopuolisia, puhtaasti kuluttajien itse tekemiä hakualgoritmilaajennuksia ainakin Google 

Chrome -selaimelle. Visuaalinen haku on toteutettavissa muun muassa konvoluutiomaisilla 

neuroverkoilla, tekniikalla, jota kutsutaan konenäöksi (Zhang et al. 2018; Giri et al. 2019d). 

 

Chatbotit: Chatbotit ovat virtuaalisia asiakaspalveluassistentteja, jotka voivat auttaa 

vastaamaan asiakkaan kysymyksiin kirjallisen keskusteluyhteyden (chatin) kautta, ja 

avustaa asiakasta esimerkiksi verkkokaupassa navigoimisessa (Vijayaraghavan & Cooper 

2020). Ihmisasiakaspalvelijaan verrattuna chatbot vie luonnollisestikin vähemmän 

resursseja, ja on asiakkaiden saatavilla kellon ympäri (Miklosik et al. 2019). Lisäksi 

algoritmi osaa tallentaa keskustelusta hyödyllistä dataa markkinoinnin kehittämiseksi 

(Miklosik et al. 2019). Käytännön tasolla yksinkertaisimmat chatbotit tunnistavat yksittäisiä 

avainsanoja, ja vastaavat niihin jollakin geneerisellä opetetulla vastauksella, kun taas 

monimutkaisemmat mallit käyttävät toimiakseen useita erilaisia luvussa 2.3 mainitun 

valvotun oppimisen algoritmeja, mukaan lukien esimerkiksi päätöspuu (Decision Tree), 

Support Vector Machine, toistuva neuroverkko (Recurrent Neural Network) sekä 

luonnollisen kielen prosessointi (Vijayaraghavan & Cooper 2020).  
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Muokatun todellisuuden sovittaminen: Muokatun todellisuuden (Augmented Reality, AR) 

sovittamisessa asiakas käyttää (puhelimensa) kameraa peilin tavoin nähdäkseen, miltä jokin 

vaate tai asuste näyttäisi hänen päällään (Kang 2014). Tekniikka saattaa parhaan 

kokemuksen saavuttamiseksi vaatia kuvien tai live-kameran lisäksi joitakin manuaalisesti 

syötettyjä mittoja, jolloin algoritmi osaa suositella asiakkaalle oikean kokoista vaatetta (Lee 

& Xu 2019). Muokatun todellisuuden sovittaminen tarjoaa lukuisia hyötyjä asiakkaille, sillä 

asiakas näkee tuotteen suoraan itsensä päällä mallin sijasta, ja usean tuotteen sovittaminen 

vie vain vähän aikaa, mikä kannustaa eri tyylien kokeilemiseen (Lee & Xu 2019; Kang 

2014). Samoin kuin chatbotit, ovat myös virtuaaliset sovituskopit avoinna kellon ympäri ja 

kykeneviä tuottamaan ja käsittelemään markkinoinnin kannalta hyödyllistä dataa (Lee & Xu 

2019). Käytännössä algoritmi on tyypillisesti yhdistelmä tekoälyä, muokatun todellisuuden 

teknologiaa sekä konenäköä (Kang 2014; Jayamini et al. 2021). 

 

Seuraava kehitysaskel muokatun todellisuuden sovittamiselle on mitä todennäköisimmin 

virtuaalisen skannauksen pohjalta toimivan vaatteiden kustomoimisen integroiminen 

palveluun, jolloin asiakas voi saada suoraan verkkokaupasta mittojensa mukaan räätälöidyn 

asun (Jayamini et al. 2021). Tämä ominaisuus ei todennäköisesti olisi erityisen relevantti 

aiemmin esitellyn pikamuodin kaltaiselle tehotuotantoliiketoimintastrategialle, vaan 

sellaisille vaatteille, joita asiakkaat saattaisivat muutenkin muokkauttaa omiin mittoihinsa.  

 

Suosittelualgoritmit: Erilaiset suosittelualgoritmit ovat todennäköisesti tunnetuin ja 

laajimmalle levinnyt tekoälyn sovellus asiakaspalvelun automaattisessa 

henkilökohtaistamisessa (Da’u & Salimc 2019). Algoritmi suosittelee asiakkaalle 

mahdollisimman osuvia potentiaalisia seuraavia ostoksia, eli kuluttaja yritetään saada 

ostamaan lisää näyttämällä tälle mahdollisimman sopivia tuotteita (Thomassey 2014; Da’u 

& Salimc 2019; Miklosik & Evans 2020). Esimerkiksi asiakkaan ostaessa juhlamekkoa, 

kannattaa tälle suositella juhlavia koruja tai korkokenkiä (eikä esimerkiksi lisää 

juhlamekkoja tai lenkkikenkiä). Käytännössä algoritmi analysoi yksittäisen asiakkaan dataa, 

mukaan lukien esimerkiksi ostoshistoria, katsellut tuotteet, klikkaukset ja evästeet, sekä 

myös muiden samaan asiakassegmenttiin kuuluvien asiakkaiden tietoja, ja esittää sitten 

ulostulona erilaisia tuotesuosituksia tähän dataan sekä asiantuntijoiden tekemiin 
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painotuksiin pohjautuen (Da’u & Salimc 2019; Ma & Sun 2020). Suosittelualgoritmit 

pohjautuvat karkeasti koneen tekemään arvioon ja pisteytykseen siitä, kuinka paljon asiakas 

pitäisi tietystä tuotteesta. Algoritmi siis luo tuotekandidaateista alaryhmiä niiden 

ominaisuuksien pohjalta, pisteyttää kandidaatit ja luo pisteytyksen pohjalta priorisoidut 

tuotesuositukset. (Da’u & Salimc 2019.) Tänä päivänä suosittelualgoritmit ovat usein 

yhdistelmä erilaisia koneoppimisen metodeja, mukaan lukien neuroverkkoja, 

matriisifaktorointia ja eri suodatinsysteemjä (Ma & Sun 2020). 

 

Personoitu mainonta: Tänä päivänä suuri (ja yhä kasvava) osa digitaalisesta mainonnasta on 

personoitua ja toimii katsojasta kerätyn datan perusteella (Ma & Sun 2019; Miklosik & 

Evans 2020). Kuluttajille siis mainostetaan sisältöä, jota heidän arvioidaan klikkaavan tai 

ostavan, perustuen heidän aiempaan käytökseensä verkossa ja etenkin verkkokaupoissa. 

Yleisen bannerimainonnan lisäksi kuluttaja voi vastaanottaa mainoksia sekä 

henkilökohtaisia tarjouksia myös esimerkiksi sähköpostiinsa. Kuluttajat pitävät 

personoidusta mainonnasta suurimmilta osin satunnaisia mainoksia enemmän, mutta on 

arvioitu, että liian pitkälle viety personointi tuntuisi häiritsevältä eikä siten olisi kannattavaa 

(Miklosik et al. 2019; De Keyzer, Dens & De Pelsmacker 2015). Nykyään mainonta on myös 

pitkälti automatisoitua (Miklosik et al. 2019), ja tekoälyalgoritmit vaikuttavat jopa 

mainosten ulkoasuun personoiden ne tietylle katsojalle sopiviksi ja houkutteleviksi (Ma & 

Sun 2020). Tekoälyalgoritmeihin pohjautuva mainonta myös luo ja käsittelee dataa 

mainonnan onnistumisesta esimerkiksi sen perusteella, kuinka usein mitäkin mainosta 

näytetään, ja millaista hiiren liikettä tai klikkauksia sen ympärillä tapahtuu kuluttajan 

toimesta (Miklosik et al. 2019).  

 

5.1.2  Yrityksen sisäiset työkalut 

Asiakkaan ulottumattomissa toimivista malleista suosittuja ovat erilaiset ennustamisen 

työkalut, asiakastietojen analysoiminen ja segmenttien luominen, sekä dynaaminen 

hinnoittelu (Giri et al. 2019d; Ma & Sun 2020; Miklosik & Evans 2020). Tässä luvussa 

syvennytään näiden yrityksen sisäisten tekoälytyökalujen käyttöön ja teoreettiseen taustaan.   
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Markkinointia yksilöidään ja edistetään myös asiakkaan näkymättömissä, ja yrityksen 

tekemä analyysi- ja ennustamistyö on oleellinen osa onnistunutta markkinointia. Kuten 

aiemmin mainittiin, on asiakkaiden tehokas analysoiminen modernein, tekoälypohjaisin 

datan keräys- ja käsittelymenetelmin suosittua personoidun markkinoinnin 

mahdollistamiseksi (Miklosik & Evans 2020), eikä vaateteollisuus ole poikkeus (Giri 2021). 

Merkittäviä kerättäviä tietoja yksittäisestä asiakkaasta ovat demografisten tietojen, 

ostoskorin ja asiakassegmentin lisäksi muun muassa käyttäytyminen verkkokaupassa, 

sosiaalisen median julkaisut, evästeet ja jopa elämäntapa (Dahana, Miwa & Morisada 2019; 

Hartmann et al. 2021; Thomassey 2014). Tällaista ei-järjestelmällistä Big Dataa käsitellään 

pääasiassa erilaisien neuroverkkosovellusten avulla (Fan et al. 2014; Miklosik et al. 2019). 

 

Kerättyjen ja säilöttyjen yksityiskohtaisten asiakastietojen avulla on sitten mahdollista luoda 

yhä tarkempia asiakassegmenttejä ja -profiileja, joiden avulla voidaan yhä edelleen luoda 

havainnollistuksia asiakaspoluista ja -päätösprosesseista (Ma & Sun 2020; An, et al. 2018). 

Koneoppiminen mahdollistaakin myös asiakaspolkujen ja ostopäätösprosessien alkujen ja 

ostosinspiraation lähteen tarkemman tutkimisen (Hartmann et al. 2021; An et al. 2018). Mitä 

tarkempaa ja runsaampaa tietoa asiakkaista ja näiden mieltymyksistä sekä tarpeista saadaan 

kerättyä, sitä laadukkaampaa ja henkilökohtaisempaa palvelua ja tarpeiden tyydyttämistä 

voidaan tarjota. Asiakkaiden tutkimiseen käytettävää kuvailevaa ja diagnostista analytiikkaa 

toteutetaan muun muassa luonnollisen puheen ja muun ei-strukturoidun datan analysoinnin 

mahdollistavilla neuroverkoilla ja esimerkiksi konenäöllä (Miklosik et al. 2019; Zhang et al. 

2018).  

 

Kerättyjen tietojen pohjalta pyritään myös ennakoimaan tapahtuvaa asiakasvaihtuvuutta 

(Customer Churn) niin ikään koneoppimisen avulla. Asiakasvaihtuvuudella tarkoitetaan 

sellaista yksittäisen asiakkaan tyytymättömyyttä yritykseen, joka johtaa siihen, ettei 

kuluttaja jatka yrityksen asiakkaana eikä asiakasuskollisuutta pääse syntymään, ja joka 

johtaa yritykselle menetettyihin potentiaalisiin ansioihin (Giri & Johansson 2021). Tällainen 

ongelmanratkaisu on osa ennustavaa analytiikkaa, ja sitä toteutetaan pääasiassa 

neuroverkkojen sekä tehostetun perinteisen RFM-analyysitaulukon (Recency, Frequency 



 

 28 

and Monetary eli asiakkuuden ajankohta, frekvenssi ja rahamäärä) avulla (Giri & Johansson 

2021). 

 

Asiakkaiden lisäksi ennustavan analytiikan työkaluilla voidaan ennakoida myös erilaisia 

vaatemarkkinoilla ilmeneviä trendejä. Myös tuotteiden myyntiä ja kysyntää pyritään 

ennustamaan jossakin määrin, mutta vaateteollisuuden erityispiirteet, etenkin hyödyllisen 

historiallisen myyntidatan puute, tuotteiden vaihtuvuus ja asiakasuskollisuuden puute luovat 

hankaluuksia kaikenlaisen myyntiä ennustavan analytiikan ja joidenkin valvotun oppimisen 

metodien käyttämiseen. (Beheshti-Kashi et al. 2015; Sun et al. 2008; Giri 2021; Thomassey 

2014; Erhard & Bug 2016.) Tämä saattaa kannustaa osin pikamuotistrategian 

käyttöönottoon, sillä myynnin ennustamiselle ei juurikaan ole tarvetta, jos tuote voidaan 

tuoda markkinoille jopa muutamassa työpäivässä, ja valmistaa tarvittaessa massoittain 

äärimmäisen nopeasti. Usein jonkin tason ennustamiselle on kuitenkin tarvetta, ja 

vaatemarkkinoiden myynnin ennustamisessa parhaiten suoriutuvia algoritmeja ovat erilaisia 

työkaluja sekoittavat extreme-koneoppimista edustavat hybridit sekä neuroverkot (Sun et al. 

2008; Thomassey 2014; Erhard & Bug 2016). 

 

Kuten luvussa 2 todettiin, voidaan ennustavan analytiikan tuottamiin tuloksiin, eli 

esimerkiksi tietyn kuluttajan pitämiseen yrityksen asiakkaana, pyrkiä ohjaavan analytiikan 

avulla. Eräs ohjaavan analytiikan menetelmä asiakkaan pitämiseksi on dynaaminen 

hinnoittelu, mikä tarkoittaa tuotteen hinnan joustavaa ja automatisoitua kuratoimista sen 

mukaan, kuinka kova kysyntä tuotteelle on, ja mitä asiakkaan ennustetaan olevan valmis 

siitä maksamaan (Ma & Sun 2020; Giri, Johansson & Löfström 2019). Dynaamisen 

hinnoittelun on tutkittu johtavan voitokkaampaan liiketoimintaan ja uskollisempaan 

asiakaskuntaan (Brei 2020). 

 

5.2  Tekoälyn tuomat hyödyt ja haasteet 

Markkinoinnin trendien mukaisesti vaateteollisuuden tekoälyavusteisen markkinoinnin 

keskiössä on siis tällä hetkellä asiakaspalvelun kustomoiminen asiakkaiden tarpeet ja halut 
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huomioiden. Tähän mennessä tehdyn tutkimuksen pohjalta voidaan myös huomata, että 

erilaiset käytössä olevat tekoälymetodit tukevat jossakin määrin yritysten pyrkimyksiä olla 

mahdollisimman saavutettavia ja helposti lähestyttäviä: esimerkiksi visuaalinen haku toimii 

pitkälti kaikille kielitaidoista riippumatta, virtuaalinen sovituskoppi voi olla toimiva korvike 

henkilölle, jolle ei ole mahdollista käyttää oikeaa ja chatbotit voivat mahdollisesti madaltaa 

kynnystä keskustella asiakaspalvelijan kanssa (McKinsey 2019).  

 

Kuratoitu markkinointi, spesifien tuotteiden etsiminen ja tarkempi virtuaalinen sovittaminen 

voivat osaltaan myös ehkäistä hutiostoja ja niistä syntyviä palautuksia. Yhdysvalloissa noin 

12,2 % kaikista vaatekauppojen ostoksista palautetaan (National Retail Federation 2022), 

mikä tuottaa ylimääräistä vaivaa ja tappioita asiakkaalle ja yritykselle sekä kuormittaa 

ympäristöä (Giri 2021). Lisäksi alusta alkaen tarkasti laskelmoitu tuote ja 

markkinointiprosessi auttavat yritystä valmistamaan oikean määrän tiettyä tuotetta, jolloin 

ylijäämää ei tarvitse myydä alennettuun hintaan ja siten matalimmin voitoin, tai 

pahimmillaan hävittää (Erhard & Bug 2016). Nämä tekoälyn mahdollistamat parannukset 

asiakaspalvelussa voivat myös lisäitä asiakkaiden uskollisuutta yritykselle (Giri 2021, Kotler 

& Keller 2016). Kaiken kaikkiaan tekoälyn avulla voidaan siis sekä tehostaa aiempia, 

perinteisen statistiikan markkinointianalyysimenetelmiä, että luoda täysin uusia tapoja 

palvella asiakkaita ja käsitellä dataa entistä paremmin. 

 

Luvussa 2.4 käsitellyt datan ja tekoälyn hyödyntämisen haittapuolet koskevat 

luonnollisestikin myös vaateteollisuutta ja sen markkinointia. Algoritmit ovat erehtyväisiä 

ja kykenemättömiä luovuuteen, jolloin ne vaativat ihmisavusteisuutta toimiakseen 

toivotunlaisesti (Miklosik et al. 2019). Lisäksi algoritmit ulostuloineen voivat olla 

monimutkaisia ja vaativat asiantuntevaa tulkitsemista, jotta datan käsittelystä saataisiin 

mitään konkreettista hyötyä (Burrell 2016). Datan – etenkin henkilötietojen – käsittely ja 

varastointi tuovat mukanaan myös uusia haavoittuvuuksia kuten alttiuden hyökkäyksille, 

datavuodoille ja vahingonteolle (McKinsey 2022; Burrell 2016). Kuluttajat ovat myös 

jatkuvasti valveutuneempia tietojensa arvosta ja oikeuksistaan, sekä estävät esimerkiksi 

sijainti- ja evästetietojensa hyödyntämistä sekä haitalliseksi kokemaansa mainontaa 
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(Camilleri 2019). Lisäksi asiakkaat saattavat mieluummin haluta ihmisen kuin koneen 

asiakaspalvelijakseen (Miklosik et al. 2019).  

 

5.3  Tekoälyn implementointi yritykseen 

Kuten työssä on tähän mennessä selvitetty, on vaateteollisuus muiden joukossa tänä päivänä 

pitkälle digitalisoitunut, mikä tarkoittaa, että sekä yrityksen sisältä että kuluttajista saadaan 

irti suuria massoja dataa. Lisäksi investoiminen tekoälyteknologiaan toisi merkittäviä 

parannuksia kriittisen päätöksenteon tehokkuuteen ja paikkansapitävyyteen, ja parantaisi 

siten vaateteollisuuden yritysten kilpailukykyä. Ongelmana onkin tyypillisesti se, ettei 

tietoja hyödynnetä tarpeeksi laajassa skaalassa tai systemaattisesti, mitä tekoälyn tehokas 

käyttö vaatisi. (Giri 2021; McKinsey 2019; Erhard & Bug 2016.) Myös luvuissa 2.4 ja 5.2 

luetellut datan hyödyntämisen haittapuolet kannustavat asiantuntevaan ja järjestelmälliseen 

tekoälyn hyödyntämiseen, jotta yritys voi välttyä suurimmilta uhilta (Burrell 2016). Perehtyä 

tulee paitsi itse teknologiaan, myös sen avulla ratkaistavaan ongelmaan, jotta yritys onnistuu 

valitsemaan oikeat koneoppimismallit ja laajentamaan ja muokkaamaan niitä ongelmaan, 

teoreettiseen viitekehykseen ja kohderyhmäänsä sopiviksi (Ma & Sun 2020). 

 

Markkinoinnin teoreettisesta perusluonteesta ja vaateteollisuuden erityispiirteistä – etenkin 

huonosta ennustettavuudesta – johtuen erilaisien kvalitatiivisien mallien ja analyysien 

käyttäminen tekoälyn ja data-analytiikan tukena voi olla usein kannattavaa (Ma & Sun 

2020). Vaateteollisuus vahvasti estetiikkaan ja muihin subjektiivisiin ominaisuuksiin 

nojaavana alana ei ole luotettavasti pelkästään tehokkaan tietojenkäsittelyvoiman 

analysoitavissa, vaan vaatii tuekseen asiantuntijalausuntoja ja ihmisen puuttumista 

(McKinsey 2019). Parhaiten toimiva ratkaisu olisikin jonkinlainen hybridimalli, joka 

yhdistäisi tekoälyn, markkinoinnin teorioiden sekä asiantuntijalausuntojen parhaat puolet 

(Ma & Sun 2020; Giri 2021). 

 

Tulevaisuudessa tietoja voidaan käsitellä entistä tehokkaammin, hyödyntäen dataa yhä 

useammasta lähteestä yhtä aikaa. Lisäksi ei-strukturoidun ja monityyppisen datan 

analysoiminen tulee helpottumaan erilaisten Big datan käsittelyyn luotujen algoritmien 
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kehittyessä entisestään. Myös muut tekoälyn sovelluskohteet tulevat kehittymään yhä 

tarkemmiksi ja yrityksille hyödyllisemmiksi. Tämän lisäksi datan määrä kasvaa jatkuvasti – 

kuten luvussa 2.4 todettiin –, mikä johtaa entistä tarkempiin algoritmeihin ja analyysityöhön. 

(Bazzaz Abkenar et al. 2020.) Yritysten kannalta tulevaisuudessa tärkeintä olisi kuitenkin 

esiteltyjenkaltaisten teknologioiden käyttöönotto ylipäätään, ja tekoälytyökalujen 

hyödyntämisen vaateteollisuuden markkinoinnin apuna odotetaankin kasvavan lähivuosien 

aikana (Giri 2021; McKinsey 2019).  
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6  Johtopäätökset 

Tässä kandidaatintutkielmassa selvitettiin alan kirjallisuuteen perehtymällä vastausta työn 

päätutkimuskysymykseen: 

Miten tekoälyä voidaan hyödyntää vaateteollisuuden digitaalisessa 

kuluttajamarkkinoinnissa ja sen kehittämisessä? 

Vastauksena päätutkimuskysymykseen työssä eriteltiin nousussa olevia konkreettisia 

tekoälytyökaluja, jotka voitiin jakaa karkeasti kahteen osaan tekoälyn tavoitteiden 

mukaisesti: asiakkaiden verkkokaupoissa käyttämiin avustaviin työkaluihin sekä 

yritysjohdon päätöksiä tukeviin data-analyysityökaluihin. Merkittävää hyötyä tekoäly tuo 

etenkin pinnalla olevaan markkinoinnin asiakaskeskeisyyden toteuttamiseen ja palvelun 

personointiin, sillä saatavilla olevat datamäärät mahdollistavat yhä tarkemman asiakkaiden 

tutkimisen ja siten tarpeiden tyydyttämisen.  

 

Päätutkimuskysymys johdettiin osatutkimuskysymyksiin, joista ensimmäinen oli: 

Miten markkinoissa voidaan hyödyntää tekoälyä? 

Työssä todettiin, että etenkin trendikäs asiakaspalvelun ja markkinoinnin personointi sekä 

asiakaskeskeisyyden parantaminen ovat toteutettavissa tekoälyteknologian avulla. 

Käytännössä tämä mahdollistetaan yksityiskohtaisella kuluttajadatan analysoimisella, yhä 

tarkempien asiakassegmenttien luomisella ja näistä johdettujen yksityiskohtaisten 

asiakaspolkujen ja -päätösprosessien tutkimisella. Koneoppimisalgoritmien kyky käsitellä 

monimutkaisia ja suuria datamassoja, sekä modernien ja kehittyneiden tekoälyn suuntausten 

kuten neuroverkkojen mahdollistamat asiakasrajapinnan ja yrityksen apuvälineet ovat 

avaintekijöitä tämän päivän digitaalisessa, asiakaskeskeisessä markkinoinnissa. Tämä 

paranneltu markkinointi ja sen luoma asiakaskokemus pyrkivät pitämään asiakkaat 

tyytyväisinä ja uskollisina yritykselle. 

 

Toinen osatutkimuskysymys oli: 
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Millaisia erityispiirteitä vaateteollisuudessa on suhteessa muihin teollisuudenaloihin ja 

niiden kuluttajamarkkinointiin? 

Nousukauttaan elävä vaateteollisuus eroaa muista teollisuudenaloista ja niiden 

kuluttajamarkkinoinnista melko merkittävästi. Merkittävimpinä eroina mainittiin trendien ja 

siten kysynnän vaihtelevuus, tästä johtuva historiallisen myyntidatan hyödyttömyys, 

tuotteiden keskinäiset eroavaisuudet ja lyhyt elinkaari sekä asiakaskunnan arvaamattomuus. 

Näiden ominaisuuksien todettiin muuttavan ja osin hankaloittavan tehtävää 

markkinointityötä, ja etenkin kaikenlainen ennustaminen on haastavaa. Lisäksi 

vaateteollisuuden markkinointi- ja jopa myyntityö ovat erityisen vahvasti läsnä eri 

sosiaalisen median alustoilla. 

 

Työn kolmas osatutkimuskysymys oli:  

Miten tekoälyä on hyödynnetty aiemmin vaateteollisuudessa ja miten sitä voitaisiin 

tulevaisuudessa hyödyntää? 

Nousukauden lisäksi vaateteollisuus on keskellä teknologista murrosta, mikä näkyy 

nimenomaan datan hyödyntämisen ja tekoälypohjaisten ratkaisujen implementoinnissa 

vaatealan yrityksiin. Kuten sanottu, työssä tehtiin jakoa asiakasrajapinnassa ja yrityksen 

sisällä toimivien tekoälytyökalujen välille. Suoraan asiakkaiden käyttämistä tekoälyn 

sovelluksista esiteltiin visuaalinen haku verkkokaupasta, chatbotit, muokatun todellisuuden 

sovittaminen, suosittelualgoritmit sekä personoitu mainonta. Yrityksen sisäisistä 

analyysityökaluista nostettiin esille koneoppimispohjaiset modernit tiedonkeruu ja -

analysointimenetelmät, tarkempien asiakassegmenttien luominen, asiakasvaihtuvuuden 

ennakoiminen, kysynnän ja trendien ennustaminen sekä dynaaminen hinnoittelu.  

 

Työssä todettiin, että kaikki nämä työkalut ja tekoälyn sovellukset auttavat rakentamaan yhä 

asiakaskeskeisempää markkinointia ja tehostettua asiakaspalvelua. Tulevaisuudessa 

algoritmit ja tietojenkäsittely tulevat kehittymään vielä nykyistäkin pidemmälle, jolloin 

käytössä olevista työkaluista saadaan entistä enemmän irti. Suurelle osalle vaateteollisuuden 

yrityksistä tärkein tulevaisuuden kehityskohde olisi kuitenkin tekoälyteknologian 

implementoiminen osaksi yrityksen markkinointia ylipäätään, sillä ala on monilta osin 
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jäljessä teknologisessa kehityksessä verrattuna muihin aloihin ja siihen, mikä olisi 

mahdollista.  

 

Tekoälyn hyödyntämistä vaateteollisuudessa ja etenkin sen markkinoinnissa on tutkittu vain 

vähän, ja aihe kaipaakin lisää tutkimusta tulevaisuudessa. Tulevaisuudessa tutkimusta 

voitaisiin tehdä esimerkiksi yritystasolla tekoälytyökalujen käyttöönoton yhteydessä. 

Lisäksi vaikeaksi havaittu ennustustyö ja vaateteollisuuden markkinoinnin kannalta tärkeä 

sosiaalisen median analysointi hyötyisivät varmasti lisätutkimuksesta.  
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