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Jalkapalloa pidetddn maailman suosituimpana urheilulajina fanien, harrastajien sekd ammat-
tilaisten keskuudessa. Suosion my6té jalkapalloa on kehitetty koneoppimisen nikokulmasta
ja tyossd tullaan avaamaan koneoppimisen soveltamista jalkapallo-otteluiden tulosten en-
nustamisessa. Seuratuimmista jalkapallosarjoista ja -turnauksista on saatavilla nykyéén val-
tavia madrid dataa niin pelaajista, tuomareista kuin pallosta, joka on koneoppimisen perusta.
Koneoppimisalgoritmeja varten jalkapallodatasta on 16ydettdvé relevantimmat tekijit sekd
niiden viliset riippuvuudet, joita koneoppimisen algoritmit soveltavat eri tavoin.

Ty0 toteutetaan kirjallisuuskatsauksena, jossa hyodynnetddn padsaéntoisesti artikkelikirjal-
lisuutta ja teoriakirjallisuutta. Tyon tavoitteena on kertoa koneoppimisen mahdollisuuksista
jalkapallo-otteluiden tulosten ennustamisessa seki valita sithen soveltuvin koneoppimisen
padalgoritmi ja sen alamenetelmi, jota avataan teorian lisdksi case-esimerkilld. Tyon ede-
tessd lukijalle avataan koneoppimisen prosessia jalkapallo-otteluiden tulosten ennustami-
sessa sekd siihen liittyvid kasitteita.

Ty6n myo6téd havaitaan koneoppimisen soveltuvan erinomaisesti jalkapallo-otteluiden tulos-
ten ennustamiseen, mutta siind esiintyy myos haasteita ja kehityskohteita. Yhteenvetona voi-
daan todeta koneoppimisen yleisesti pidetyistd algoritmeista ohjatun oppimisen olevan kéy-
tetyin jalkapallo-otteluiden tulosten ennustamisessa. Ohjatulla oppimisella on saavutettu tar-
kimpia tuloksia ennusteissa verrattuna muihin koneoppimisen yleisesti pidettyihin padalgo-
ritmeihin ndhden. Tulevaisuudessa vastausta ty0ssé esitettyihin haasteisiin on pyritty 10yta-
miin syvioppimisen avulla.
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1 Johdanto

1.1 Tyo0n tausta

Jalkapalloa pidetdin maailman suosituimpana urheilulajina fanien, harrastajien sekd ammat-
tilaisten keskuudessa. (Sportytell 2023) Jalkapallosta on tullut monelle maalle osa kansal-
lista identiteettid sekd merkittidva tulolahde. Kulttuurin, talouden ja globaalin suosion myota
jalkapallon kehitykseen on investoitu paljon aikaa ja rahaa. (Anderson et al. 2019). Seura-
tuimmista jalkapallosarjoista ja -turnauksista on saatavilla nykyéan valtavia maarid dataa ja
tatd onkin pyritty hyodyntdmaan kehityksessa. Jalkapallo-otteluista dataa on saatavilla pe-
laajista, tuomareista seké pallosta. Koripallo-otteluista dataa kerdtdin enimmékseen heitto-
jen epdonnistumisista ja onnistumisista, kun taas jalkapallo-otteluista vaaditaan monipuoli-
sempaa datan analysointia. (Delibas et al. 2019). Berrar, Lopes & Dubitzky (2019) kertovat
artikkelissaan, ettd jalkapallo-otteluissa maalien midrda on harvemmassa kuin useimmissa
muissa joukkueurheilulajeissa ja ottelut paattyvétkin yli 85 prosenttisesti tasapeliin tai muu-

taman maalin voittoon.

Digitalisaation my®6té viime vuosina tieteellisten tutkimusten suosio on kasvanut jalkapallo-
otteluista saatavien suurien datojen analysoinnissa muiden alojen tavoin. Valtavien data
maidirien eli Big datan analysoinnissa on pyritty hyodyntdmaan nykypaivéna tekodlyd manu-
aalisen datakerdyksen sijaan (Tyagi 2019). Tekodlyn osa-alueista datan analysoinnissa kes-
keisend teknologiana on koneoppiminen. Koneoppimisen yleisesti pidettyd kolmea péadop-
pimisalgoritmia sovelletaan eri tarkoituksiin. Jalkapallo-otteluiden tulosten ennustamiseen
vaikuttaa monia tekijoitd, joita koneoppimisen algoritmit painottavat eri tavoin ja tuottavat
erilaisia tuloksia. Koneoppiminen on mahdollistanut koko lajin muutoksen. (Barra et al.

2023).

Koneoppimista sovelletaan jalkapallossa monilla eri tavoilla, esimerkiksi seurat ja valmen-
tajat voivat hyodyntia sitd pelaajien suorituskyvyn ja joukkueiden taktiikoiden analysointiin.
Liséksi vedonlyontiyritykset kédyttavit koneoppimista jalkapallo-otteluiden tulosten ennus-
tamiseen ja kertoimien asettamiseen. Analytiikan avulla voidaan ymmaértad paremmin jalka-
pallodataa ja sen kautta saada arvokasta tietoa, joka auttaa tekemddn parempia paitoksia.

Data-analytiikan avulla jalkapallosta saadaan tarkempaa tietoa seuroista, pelaajista ja



faneista. Koneoppimisen soveltaminen jalkapallossa auttaa seuroja, valmentajia ja vedon-
lyontiyrityksid tekeméén parempia paatokisa ja saavuttamaan kilpailuetua ja (Tax & Joustra
2015) Jalkapallon tavoin koneoppimista sovelletaan monissa muissakin eri alojen toimin-
noissa, kuten esimerkiksi ohjausjérjestelmissi, liikketoimintojen johtamisessa ja hallinnassa.

Tulevaisuuden nédkymét koneoppimisen kannalta ovat lupaavia kaikilla aloilla. (Jo 2021)

1.2 Tyon tavoite ja tutkimuskysymykset

Tyon tavoitteena on tutkia koneoppimisen soveltamista jalkapallo-otteluiden tulosten ennus-
tamisessa. TyOssé tullaan vertailemaan eri algoritmien soveltuvuutta jalkapallo-otteluiden
tulosten ennustamisessa sekd esittdd koneoppimisen tulevaisuuden nidkymié jalkapallo-otte-
luiden tulosten ennustamisessa. Tavoitteena on valikoida kolmesta pddalgoritmista alame-
netelmid, jotka soveltuvat parhaiten jalkapallo-otteluiden tulosten ennustamiseen. Tyon péa-

tutkimuskysymys on:

"Kuinka koneoppimista voidaan hyodyntdd jalkapallo-otteluiden tulosten ennustami-

sessa?”

Paatutkimuskysymys voidaan jakaa kahteen osakysymykseen. Osakysymysten tarkoitus on

johdattaa vastaus padtutkimuskysymykseen. Osakysymyksiksi valikoitui:
“Mitkd tekijdt ovat tirkeimpid jalkapallo-otteluiden tulosten ennustamisessa?”

“Mitkd koneoppimisalgoritmit soveltuvat parhaiten jalkapallo-otteluiden tulosten ennusta-

miseen?”

Vastattua tutkimuskysymyksiin lukija tietdd mitd on koneoppiminen, miten padalgoritmit
eroavat toisistaan ja kuinka koneoppimista sovelletaan jalkapallo-otteluiden tulosten ennus-

tamisessa.

1.3 Tyon menetelmit ja rajaukset

Kandidaatinty0 toteutetaan kirjallisuuskatsauksena, jossa hyodynnetdén seké artikkelikirjal-
lisuutta ettd muita relevantteja ldhteitd. Kirjallisuuskatsauksessa tullaan tarkastelemaan ko-

neoppimiseen liittyvid késitteitd ja niiden yhteyttd jalkapallo-otteluiden tulosten



ennustamisessa. Lukija saa kirjallisuuskatsauksesta kokonaiskuvan koneoppimisesta ja sen
soveltamismahdollisuuksista myds muilla aloilla. Tyon rajauksessa on keskitytty koneoppi-
miseen data-analytiikan ndkokulmasta sekd soveltamisalueessa jalkapallo-otteluiden tulos-
ten ennustamiseen. Tydssé tullaan keskittymién esitteleméén jalkapallo-otteluiden tulosten
ennustamiseen soveltuvimman pédalgoritmin alamenetelmii. Soveltamiskohteeksi valikoi-
tui jalkapallo-ottelut oman mielenkiinnon kohteen sekd maailmanlaajuisen suosion takia.
Suosion myotd dataa on saatavilla suuria mairid. Aiheeseen liittyvid suomenkielisid tutki-
muksia aiheesta ei 10ydy kuin muutamia, ja englanniksi 16ytyy 1&hinni empiirisia tutkimuk-
sia eikd kirjallisuuskatsauksia. Jalkapallo-ottelut on rajattu maailman suurimpien sarjojen ja
turnausten suurimpiin seuroihin, silld ndma suorittavat jo datan kerddmisti ja analysointia.
Lihteiden etsinndsséd on kiytetty Google Scholar ja LUT Primo hakukoneita. Taulukossa 1.

esitetddn tyon kannalta tdrkeimmat hakukoneet ja hakusanat sekd hakusanojen yhdistelmat.

Taulukko 1. Tarkeimmét hakukoneet ja hakusanat sekd hakusanojen yhdistelmat.

Tarkeimmit hakukoneet Tiarkeimmit hakusanat ja hakusanojen
yhdistelmiit

e Google Scholar e Machine learning

e LUT Primo e Supervised, unsupervised & reinforce-

ment learning
e Football data
e Football and Machine learning
e Machine learning and football predic-

tion

1.4 Tyon rakenne

Kandidaatti tyon rakenne koostuu viidesti padluvusta, joista ensimméinen on johdanto, joka
johdattelee lukijan aiheeseen tutkimuskysymysten ja tavoitteen avuin. Toisessa luvussa ké-
sitelldin koneoppimista ja sen menetelmid jalkapallo-otteluiden tulosten ennustamisessa.
Avataan koneoppimisen padalgoritmit ja niiden alamenetelmét. Luvussa kasitelladn aikai-
sempia tutkimuksia samasta aihepiiristd. Luvun jdlkeen lukija ymmartdd koneoppimisen

padpiirteet ja miten eri padalgoritmien datan analysointi eroaa toisistaan. Toinen luku



johdattelee kolmanteen lukuun, jossa késitellddn jalkapallo-otteluiden tulosten ennustami-
seen tarvittavia tekijoitd eli dataa, ja miten sitd kerdtddn. Luvussa esitelldén jalkapallo-otte-
luiden tulosten ennustamisen keskeisimmat tekijét ja mahdollisesti karsitaan dataa. Neljan-
nessi luvussa lukija johdatetaan johtopadtoksiin. Kerrotaan, kuinka koneoppiminen soveltuu
jalkapallo-otteluiden tulosten ennustamiseen. Lukijalle jai kuva padalgoritmien soveltuvuu-
desta jalkapallo-otteluiden tulosten ennustamisessa sekd mahdollisesti soveltuvin padalgo-
ritmi ja alamenetelmi. Luvussa esitetdin koneoppimisen haasteet ja ongelmat jalkapallo-
otteluiden tulosten ennustamisessa. Viimeisesséd kappaleessa eli johtopédétoksissé esitellddan
lopputulokset ja yhteenveto tydsti. Luvussa vastataan tutkimuskysymyksiin tiivistetysti ja
lukijalle jai laaja késitys koneoppimisesta sekéd sen soveltuvuudesta jalkapallo-otteluiden

tulosten ennustamisessa.



2 Koneoppiminen

2.1 Koneoppimisen perusteet

Ihminen omaksuu uutta tietoa kokemuksensa kautta, mutta kuinka tietokoneet omaksuvat
uutta tietoa? Tietokoneet oppivat, kun sille syotetdén uutta dataa manuaalisesti, mutta voivat
oppia samalla tavalla kuin ihmiset eli kokemusten kautta. Tietokoneiden pystyessé suoritta-
maan kognitiivisia toimintoja ihmisten tavoin tai jopa paremmin kutsutaan tekoélyksi (Ergen

2019).

Avain tietokoneiden kokemusperdiseen oppimiseen on tekodlyn osa-alue koneoppiminen.
Koneoppiminen on tekniikka, joka perustuu laskennallisiin menetelmiin, jotka oppivat ko-
kemuksistaan ja siten parantavat jarjestelman suorituskykyé. Koneoppiminen kehittda oppi-
misalgoritmeja, jotka oppivat itsendisesti kokemusdatasta laskennallisten menetelmien
avulla ilman jokaisen yksityiskohdan erillistd manuaalista ohjelmointia. Kun algoritmille on
syOtetty riittdvisti dataa ja sitd on koulutettu, algoritmi oppii itsendisesti analysoimaan dataa
sekd ennustamaan tulevaisuutta ja tekemiin péaédtoksid optimaalisen ennusteen saavutta-
miseksi. Kdyton myo6té algoritmi kehittyy ja tarkentuu, mitd enemmain se on kerénnyt dataa

ja kokemusta.

Koneoppimista sovelletaan ennustamisessa, tunnistamisessa ja datanlouhinnassa. (Zhou
2021, 1-20) Datanlouhinnalla tarkoitetaan hyddyllisen seki oleellisen datan kerdamistd suu-
rista data maéristi (Larose, C., & Larose, D 2015). Big data ja koneoppiminen tukevat toi-
siaan koulutusdatan méérddn perustuen. Big datan hyddyntdminen ei ole kuitenkaan aina
soveltuvin algoritmin koulutuksessa. (Heureux & Grolinger et al. 2017). Koneoppiminen
voidaan jaotella kolmeen padalgoritmiin sen mukaan, millaista ongelmaa pyritiédn ratkaista
sekd kuinka algoritmia koulutetaan. Pddalgoritmeina yleisesti pidetdin vahvistusoppimista
sekd ohjattua ja ohjaamatonta oppimista. Padalgoritmeja voidaan soveltaa syvdoppimisessa,

joka on koneoppimisen alalaji. (Bonaccorso 2017, 6-19)

Kuva 1. Auttaa hahmottamaan tekoilyn, kone- ja syvdoppimisen yhteyttd toisiinsa. Yksin-
kertaistuna koneoppiminen on tekodlyn osa-alue ja syvdoppiminen on yksi koneoppimisen
alalajeista. Syvédoppimista ei kategorisoida koneoppimisen pédalgoritmien tavoin, vaan se

kisitetddn laajemmaksi osa-alueeksi.



Koneoppiminen

Syvédoppiminen

Kuva 1. Tekoilyn, kone- ja syvdoppimisen yhteydet toisiinsa. (Glassner 2021, 77-86)

2.2 Koneoppimisen padalgoritmit

Algoritmien kayttd on valttimatonti tietokoneiden avulla ratkaistavien ongelmien selvitta-
miseksi. Algoritmit ovat ohjeita, joille annetaan syote (input engl.) ja saadaan tuloste (output
engl.). Syote kuvaa ratkaistavaa ongelmaa ja tuloste antaa vastauksen ongelmaan. (Laakso-
nen 2022) Koneoppimisessa on kyse oppimisalgoritmeista. Oppimisalgoritmit voidaan ja-
otella eri pddalgoritmeihin ratkaistavan ongelman mukaan. Ei ole olemassa yhté parasta al-
goritmia jokaisen ongelman ratkaisuun. (Mahesh 2018) Kuvassa 2. on havainnollistettu ko-

neoppimisalgoritmien jakautumista.

Kuvasta 2. selvidd aikaisemmin mainittujen kolmen yleisesti pidetyt padalgoritmit vahvis-
tusoppiminen, ohjattu ja ohjaamaton oppiminen. Pddalgoritmit voidaan vield jaotella mene-
telmien luonteen mukaan kategorioittain. Ohjatun oppimisen kategorioita ovat luokittelu ja
regressio. Ohjaamattoman oppimisen kategoria on klusterointi. Vahvistusoppimisen katego-
rioita ovat malliperusteinen ja malliton. Eri kategorialuokille on lisdksi esitetty yleisempid

koneoppimisen menetelmid. Kuvasta 2. huomataan paéllekkdisyyksid joidenkin
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alamenetelmien osalta. Joitakin alamenetelmiid voidaan soveltaa useammissa padalgorit-

meissa, jolloin alamenetelmén kouluttaminen toteutetaan valitun pddalgoritmin pohjalta.

Koneoppiminen

|

Ohjattu oppiminen Ohjaamaton oppiminen Vahvistusoppiminen
Luokittelu Regressio Klusterointi Malliperusteinen Malliton
*  Tukivektorikone * Lineaarinen regressio *  Markovin piilomalli * Dynaaminen * SARSA
+ Bayesin verkostot malli *+ K-Means malli ohjelmointi *  Q-oppiminen
* Naiivi Bayes * Paatospuuoppiminen + Keinotekoiset
* K:nldhimman * Keinotekoiset neuroverkot
naapurin menetelméa neuroverkot *  Hierarkkinen
* K:n lihimman klusterointi
naapurin menetelma

Kuva 2. Yhteenveto koneoppimisen algoritmeista. (Justo-Silva & Ferreira et al. 2021, Plaat

2020, 50-54)
Ohjattu oppiminen

Ohjatussa oppimisessa tietokoneet oppivat esimerkeistd, jotka toimivat algoritmin koulutus-
datana. Koulutusdata (esimerkit) sisdltdd valmiita syote-tulos (algoritmeja) pareja, jotka ovat
luokiteltu. Tietokone oppii toimimaan koulutusdatan tavoin. Ohjatulla oppimisella tavoit-
teena on luoda sdéntd, ohjelma tai menettelytapa, mikéd osaa luokitella uusia esimerkkeja
koulutusdatan pohjalta. Ennen uusien esimerkkien luokittelua algoritmin on opittava koulu-
tusdatan esimerkkien menettelytapa. Mitd useampia esimerkkejé tictokoneelle on syotetty,
sitd tarkempia luokitteluja ja ennusteita tietokone kykenee tekemiin. (Nagar & Verma et al.
2021)

Missi sitten ohjattua oppimista kaytetddn kiytdnnossd? Ohjattua oppimista kadytetddn esi-
merkiksi kasvojen tunnistamisessa ja luonnollisen kielen késittelyssd (Natural Language
Processing engl.). (Jo 2021) Luonnollisen kielen késittely NLP on tekoédlyn osa-alue, jossa
tietokone analysoi ihmisen kirjoittamaa ja puhuttua luonnollista kieltd, kuten suomen kielta.
NLP:td kdytetddan esimerkiksi puheentunnistuksessa, kielen kdannostyokaluissa ja chatbo-
teissa. (Ofer & Brandes et al. 2021) Kuvassa 3. on esitetty esimerkki ohjatun oppimisen

algoritmin toiminnasta.
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Kuvan 3. “Lisétiedot” toimii ohjeena koulutettavalle mallille ja ’Syoétetty data” annetun oh-
jeen luokkana. ”Lisétiedot” ja ’sydtetty data” toimivat tietokoneelle koulutusdatana. Koulu-

tusdatan perusteella tietokone tekee johtopdédtdksen ja osaa tunnistaa luokan omenat.

Sydtetty data

Paitelma

Ne ovat
jalkapalloja

o0 O

Lisétiedot
Malli (tietokone)

Nima ovat T
jalkapalloja P ‘ ?
«_ .

Kuva 3. Esimerkki ohjatusta oppimisesta. (Ma et al. 2018)

Ohjattu oppiminen voidaan jakaa kahteen kategoriaan regressioon ja luokitteluun. Regressi-
ossa tietokone opetetaan koulutusdatan avulla ennustamaan numeerisia arvoja jatkuvasti,
kun luokittelussa tietokone opetetaan koulutusdatan avulla luokittelemaan syote. Ero regres-
sion ja luokittelun vililld on tuloste. Regressio antaa jatkuvia numeerisia arvoja, kuten pal-

kat. Luokittelu antaa diskreetti arvoja, kuten tosi tai epdtosi. (Jo 2021)

Kuvan 4. vasemmalla puolella on esimerkki regressiosta, jossa syotteend on Kuinka monta
maalia syntyy huomisessa jalkapallo-ottelussa?” ja tulosteena numeerinen arvo ”4”. Oike-
alla puolella kuvaa 4. on esimerkki luokittelusta, jossa sydtteend on ”Voittaako joukkue huo-

misen jalkapallo-ottelunsa vai havidako se?” ja tuloste diskreetti arvo eli hdvid tai voitto.
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Regressio Luokittelu
Kuinka monta maalia syntyy Voittaako joukkue huomisen
huomisessa jalkapallo-ottelussa? jalkapallo-ottelunsa vai havidako se?
4 Hiviia Voittaa

1 ) i
——w

Kuva 4. Esimerkki regression ja luokittelun eroavaisuudesta. (Raj 2023)

= 4

Ohjaamaton oppiminen

Ohjaamattomassa oppimisessa tietokoneelle syotetty data ei sisdlld valmiita esimerkkeji tai
haluttua tulostetta, kuten ohjatussa oppimisessa (Azlinah & Yap et al. 2020, 3-4). Ohjaamat-
tomassa oppimisessa tietokone oppii itsendisesti ryhmitteleméén luokittelemattoman datan.
Datassa ei ole valmiiksi mééritelty luokkia, vaan tietokone oppii 16ytiméén datasta saman-
kaltaisuuksia muuttujien vélilla ja ryhmittelee ne samankaltaisuuden perusteella, joka tar-
koittaa klusterointia. Klusterointia hyddynnetddn muun muassa asiakassegmentoinnissa.
Asiakkaat voidaan segmentoida varallisuuden tai ostokdyttdytymisen mukaan. (Celebi &

Aydin 2016, 7-10)

Kuvassa 5. ”Syotetty data” toimii koulutusdatana, joka siséltii eri pallolajien pelivélineita.
Tietokone etsii eri pelivdlineiden vélilld yhtdldisyyksii ja luokittelee ne sen mukaan. Tieto-
kone on klusteroinut pelivélineet jalkapalloon, koripalloon ja amerikkalaiseen jalkapalloon.

Yhtéldisyyksid ovat esimerkiksi muoto ja véri.

Syotetty data
"o Q“
o) @ @ ——

‘ ‘ ‘ ‘) Malli (tietokone)
N\ -/

Kuva 5. Esimerkki ohjaamattomasta oppimisesta. (Ma et al. 2018)
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Vahvistusoppiminen

Ohjaamattoman oppimisen tavoin syotetty data ei sisilld valmiita tulosteita. Vahvistusoppi-
misessa “agentti” eli tietokone oppii kokeilemiensa toimien palautteesta, joita se suorittaa
toimintaymparistossddn. Vahvistusoppimisen yhteydesséd tietokonetta kutsutaan agentiksi
koska se ei vain suorita tiettyjd toimintoja vaan pyrkii aktiivisesti oppimaan ja sopeutumaan
ympdaristoonsad. Toimintaympériston on pystyttdva antamaan palautetta agentin toimien pe-
rusteella. Antama palaute on joko positiivista tai negatiivista riippuen agentin suorittamasta
toiminnasta. Agentti ei tiedd ilman kokeilemiaan toimintojaan, mitd toimintoja sen tulee suo-
rittaa saavuttaakseen haluttu lopputulos. Agentti kehittyy kokeilemalla useampia toimintoja
ja muuttaa toimintastrategiansa optimaalisen tavoitteen saavuttamiseksi. (Schwartz 201, 20-
27) Agentit kdyttaytyvit kuin lapset, koska lapset oppivat pelaamalla ja tutkiskelemalla.
Vahvistusoppimista hyddynnetiénkin reaaliaikaisissa strategia peleissi, kuten shakissa. Pe-
lien lisdksi vahvistusoppimista hyddynnetédén esimerkiksi robotiikassa, kuten itseohjautu-

vissa autoissa. (Plaat 2022, 1-8)

Kuvassa 6. esimerkki vahvistusoppimisen toiminnasta. Agentti suorittaa halutun toiminnon
’tila”, jonka seurauksena saadaan toimintaympdristoltd palaute. Palautteen myd6td agentti

suorittaa toiminnon joko muuttamalla tai sdilyttamalla tilansa.

Ympiiristo

E
I"‘"
E
E
E
E
E
E
|
E
sos
ese

3. Palaute | 1. Tila 2. Toiminto
‘L-..‘b‘
_—
BE
Agentti

Kuva 6. Esimerkki vahvistusoppimisesta. (Javatpoint 2021)
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Vahvistusoppiminen voidaan jakaa kahteen luokkaan sen perusteella, kuinka agentti sovel-
taa ympdaristoddn halutun lopputuloksen saavuttamisessa. Luokat ovat malliperusteinen ja
malliton vahvistusoppiminen. (Plaat 2022, 33-40) Malliperusteinen vahvistusoppiminen
kayttdd matemaattisia malleja, joita kdytetddn ennustamaan, miten ympéristd reagoi erilai-
siin toimenpiteisiin. Malliperusteinen agentti luo strategian saavuttaakseen halutun lopputu-
loksen odotusarvojen pohjalta. Malliton algoritmi oppii ilman mallia kokeilemalla eri toi-
mintoja. Ympdariston antaman palautteen myo6td algoritmi mahdollisesti muuttaa toiminta-
strategiaansa péivittimalld funktioitaan saavuttaakseen haluamansa lopputuloksen. Malli-
tonta vahvistusoppimista hyodynnetdin monimutkaisessa ympéristossd, kuten esimerkiksi

suuressa ja monimutkaisessa bioldédketieteellisessa datassa. (Gao & Sun et al. 2018)

Kuvan 7. Vasemmalla puolella esimerkki malliperusteisesta vahvistusoppimisesta ja oike-
alla puolella mallittomasta vahvistusoppimisesta. Malliperusteinen agentti hyodyntad malli
ympdristOstd saatua tietoa “Tietdmys”, jonka pohjalta suunnittelee ’Suunnittelu” toiminta-
strategian lopputuloksen saavuttamiselle. Malliton agentti kokeilee kuvan 7. tapauksessa eri
arvoja ”Arvot” saavuttaakseen halutun lopputuloksen joko muuttamalla toimintoaan. Kum-
massakin tapauksessa agentti mahdollisesti muuttaa toimintastrategiaansa palautteen ”Toi-

menpide” pohjalta.

[ Kokemus (data) ]

Kouluttaminen Kouluttaminen

Malliperusteinen [ Tietdmys ] [ Arvot ] Malliton

Suunnittelu Toiminnon valinta

[ Toimenpide ]

Kuva 7. Mallittoman ja malliperusteisen vahvistusoppimisen eroavaisuus lopputuloksen

saavuttamisessa. (Kidambi et al. 2020)
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2.3 Jalkapallo-otteluiden ennustamiseen soveltuvin pddalgoritmi

Ohjattu oppiminen soveltuu parhaiten ennustamiseen, koska se kayttda valmiiksi luokiteltua
dataa, jossa ennustettava muuttuja on tunnettu. Ohjatussa oppimisessa algoritmit oppivat en-
nustamaan titd muuttujaa kayttdmalla esimerkiksi luokittelua tai regressiota. (Kanade 2022)
Ohjaamatonta sekd vahvistusoppimista voidaan ohjatun oppimisen tavoin soveltaa ennusta-
misessa. Talloin ongelma tai halutun tiedon 16ytdminen on monimutkaisempi eiké yhté suo-
raviivainen ennustamistapa kuin ohjatussa oppimisessa. Suoraviivaisella ennustamisella tar-
koitetaan, etti muuttuja on suoraan havaittavissa ja sitd kdytetddn suoraan ennustamiseen
ilman tarvetta 10ytad datasta muita rakenteita tai ominaisuuksia ennustamisen tueksi. (Zhou

2021)

Urheilussa ennustamista voidaan pitdd ohjatun oppimisen luokittelu ongelmatyyppini,
koska tulos voidaan luokitella luokkiin voitto tai tappio sekéd joissain tapauksissa luokkaan
tasapeli. Jalkapallo-otteluiden tulosten ennustamisessa kaytetyisti ohjatun oppimisen alame-
netelmistd, kuten Bayesin verkot, keinotekoisista neuroverkot, paatospuuoppiminen ja K:n
lahimmén naapurin menetelmé, Bayesin verkot ovat osoittautuneet tarkimmiksi. (Herbinet
2018). Bayesin verkko osoitti parhaat tulokset jalkapallo-otteluiden tulosten ennustamisessa
Joseph:n, Fenton:n ja Neil:n (2006) tutkimuksessa sekd Razalin, Yatim:n ja Aziz:n (2017)
tutkimuksessa. (Capobianco et al. 2019) Razalin (2017) tutkimuksessa Bayesin verkon en-
nusteen tarkkuus oli noin 90 %, kun Josephin (2006) tutkimuksessa K:n lahimmén naapurin
menetelma ennusti vastaavasti 50,58 % tarkkuudella. Razalin tutkimuksessa Bayesin verkon
tarkkuus ennustamiselle oli 74 %. Sathe:n, Kasat:n ja Satao:n (2017) tutkimuksessa tarkim-
mat tulokset antoivat Naiivi Bayes ja tukivektorimalli 59,9 % tarkkuudella, jota voidaan pi-
tad huonona verrattuna Razalin tutkimuksen tuloksiin. Tutkimusten tulosten vélisié eroja se-
littdd eroavaisuudet kdytetyissd datoissa. Bayes menetelmien lisdksi keinotekoiset neuro-
verkko menetelmét ovat antaneet ennustamiselle tarkkoja arvoja, kuten Bunker:n ja Thab-
tah:n tutkimuksessa saatiin 67,5 % tarkkuus ennustamalla tuloksia keinotekoisen neuroverk-

komallin avulla. (Bunker & Thabtah 2017)
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3 Koneoppimisen prosessi ja soveltaminen jalkapallossa

3.1 Urheiluanalytiikka ja -data

Urheiluanalytiikka seka jalkapallodata ovat suuressa roolissa jalkapallon innovaatiota ja ke-
hitystd. Urheiluanalytiikka hyodyntdé urheilulajeista saatavaa urheiludataa esimerkiksi stra-
tegioiden, pelaajien ja joukkueiden analysointiin. Analysointi auttaa selvittdmain heikkou-
det sekd vahvuudet. Jalkapallossa dataa keritddnkin nykypéivind myds pelattavasta pallosta.
Jalkapallodatan analysointi auttaa urheilijoita, valmentajia ja joukkueita kehittiméén suori-
tuskykyéén. Urheiluanalytiikan avulla joukkueet voivat esimerkiksi optimoida taktiikoitaan
ja vilttyd odottamattomilta tilanteilta. (Mavrogiannis & Maglogiannis 2022) Viime vuosina
urheiluanalytiikan suosio on kasvanut nopeasti eri urheilulajeissa, jonka myota urheiludatan
analysoimisessa on pyritty hyodyntdméén koneoppimista seké datanlouhintaa. (Schumaker

et al. 2010)

Urheiludata sisdltda tietoa, joka on kerétty urheilulajeista. Tietoa on saatavilla otteluista, ur-
heilijoista ja joukkueesta. Tietoa voi olla esimerkiksi jalkapallo-otteluissa maalien mééra ja
pallonhallinta. Urheiludataa hyddynnetdan urheilusuoritusten yksityiskohtaisempaan analy-
sointiin ja ymmartdmiseen. Urheiludatan kerddmisté toteutetaan urheilijoiden paille puetta-
villa laitteilla seké optisella seurannalla, joka tapahtuu useiden kameroiden avuin. (Schuma-
ker et al. 2010) Urheiludata voi sisdltdd joko kvantitatiivisia tai kvalitatiivisia arvoja. Kvan-
titatiivisilla arvoilla tarkoitetaan numeraalisia arvoja, kuten pallonhallinta ilmoitetaan muo-
dossa 65 %”. Kvalitatiiviset arvot voivat olla jalkapallossa esimerkiksi pelaajien pelipaikat.

(Gratton & Jones 2010)

3.2 Koneoppiminen jalkapallo-otteluissa

Viime vuosikymmenen aikana urheiluanalytiikan nopean kehityksen my&ta koneoppimisen
suosio on kasvanut urheiluanalytiikan soveltamisessa. Koneoppimista sovelletaan jo nyky-
pdivand paljon jalkapallossa. Koneoppimista voidaan soveltaa muussakin kuin otteluiden
tulosten ennustamisessa, kuten pelaajien suorituskyvyn analysoinnissa, valmentajien taktis-

ten padtosten tekemisesséd ja pelaajien loukkaantumisten ennustamisessa. Edelld mainitut
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esimerkit ovat kuitenkin yhteydessé jalkapallojoukkueiden suorituskykyyn, joka vaikuttaa
suuresti jalkapallo-otteluiden lopputulokseen. (Brefeld et al. 2020) Jalkapallo-otteluiden tu-
losta voidaan ennustaa laskemalla joukkueiden ELO-lukua, maaliodottamaa, kerrointa tai
ennustamalla lopullista tulosta (Herbinet 2018) ELO-luku perustuu asteikkoon, jossa jouk-
kueet ovat paremmuusjérjestyksessd, ja niiden tasoitusta paivitetdén tietyin ajoin (Hvattuma
& Arntzen 2010). Tulosten ennustamisessa koneoppimisen padalgoritmeista ohjattua oppi-
mista sovelletaan useimmiten. TAma ei kuitenkaan pois sulje ohjaamattoman oppimisen ja

vahvistusoppimisen soveltamista tulosten ennustamisessa. (Brefeld et al. 2020)

Pelaajien suorituskyvyn analysointi auttaa valmentajia tunnistamaan vahvuudet seki heik-
koudet joukkueessa ja kehittiméin strategioita tuleviin otteluihin (Stubinger, Mangold &
Knoll 2019). Valmentajien taktisten paitosten teossa koneoppimisalgoritmit voivat analy-
soida ottelua reaaliajassa, joka auttaa valmentajia reagoimaan nopeasti, kuten tunnistamalla
vastustajan vahvuudet ja heikkoudet (Herold et al. 2019). Pelaajien loukkaantumisten en-
nustamisessa koneoppimisalgoritmit voivat analysoida pelaajien suoritustietoja ja loukkaan-
tumishistoriaa, jolloin valmentaja pystyy tekemdin parempia paitoksid pelaajien levon ja
peliajan suhteen vélttydkseen kokoonpanon kaventumiselta (Rommers et al. 2020). Edella
mainitut sovellusalueet ovat vain muutamia monista tekijoisté, jotka vaikuttavat jalkapallo-
otteluiden lopputulokseen. Optimaalisin algoritmi ennustaa jalkapallo-otteluiden tuloksia
kayttamalla tarkeimpid tekijoitd laskeakseen todennikoisyyksié voitolle, hévidlle ja tasape-

lille. (Brefeld et al. 2020)

Koneoppimista hyodyntavitkin esimerkiksi seurat, valmentajat ja vedonlyontiyritykset. Jal-
kapalloseurat voivat hyddyntdd koneoppimista pelaajien analysoinnissa, taktiikan kehittdmi-
sessd ja pelin suunnittelussa. Koneoppimisalgoritmit voivat auttaa seuroja tekemaian parem-
pia paitoksid pelaajien hankinnassa, harjoittelussa ja peluutuksessa. Valmentajat voivat so-
veltaa koneoppimisalgoritmeja pelaajien analysointiin ja kehittdmiseen, pelin suunnitteluun
sekd vastustajan taktiikan analysointiin. TAmé& auttaa valmentajia tekeméién parempia paa-
toksid joukkueen taktiikoista ja pelaajavalinnoista. (Tax & Joustra 2015) Vedonlyojét ja ve-
donlyontiyritykset voivat soveltaa koneoppimista jalkapallon pelin ennustamisessa ja vedon-
lyonnissd. Koneoppimisalgoritmit voivat auttaa vedonlydjid tekemiin parempia veikkauk-
sia pelin lopputuloksesta ja vedonlyontiyrityksid laskemaan kertoimia otteluille. Jalkapallo-
otteluiden vedonlyonnissé liikkuukin vuosittain 300—450 miljoonaa euroa vuosittain. (Her-

binet 2018)



18

3.3 Koneoppimisen prosessi

Niin koneen kuin ihmisen oppimisprosessi on samanlainen. Koneet ja ihmiset voivat oppia
ja parantaa suorituskykyéan kokemuksen ja harjoituksen kautta. Koneoppimisen prosessi si-
saltdd mallin rakentamisen halutun ongelman ratkaisemiseksi. Kuvassa 8. on esitetty padvai-
heet koneoppimismallin rakentamiselle. Koneoppimisen prosessi voidaan jakaa seitsemién
padvaiheeseen kuvan 8. mukaisesti. Prosessissa edetddn kuvan 8. mukaisessa jarjestyksessa

vasemmalta oikealle.

ja kouluttaminen testaaminen

[ Ongelman kuvaus ] ’ [ Datan kerddminen ] » [ Datan valmistelu ] »

Algoritmin valinta ] ’ [ Algoritmin ]

Kuva 8. Koneoppimisen prosessi vaiheittain ennen kayttoonottoa. (Gupta & Sehgal 2021,

8)
Ongelman kuvaus

Ongelman kuvaaminen on térked osa koneoppimisen prosessia. Algoritmin valinta riippuu
ongelmasta, joka halutaan ratkaista. Erityyppisille ongelmille soveltuu eri algoritmit. Ongel-
man tarkka méadritelma auttaa algoritmin valitsemisessa. Ongelman médritelmén perusteella
voidaan muun muassa kéyttdd joko ohjatun tai ohjaamattoman oppimisen menetelmaa.
(Gupta & Sehgal 2021, 7-8) Esimerkiksi jalkapallo-otteluiden tulosten ennustamiseen sovel-
tuu ohjattu oppiminen. (Horvat et al. 2020)

Datan Kkeridiminen

Ongelman kuvauksen ja menetelmin valinnan jdlkeen siirrytddn tirkeimpéna pidettyyn vai-
heeseen eli datan kerdémiseen, jota pidetddn koneoppimisalgoritmin perustana. Ennen kuin
voidaan edetd koneoppimisprosessissa, on tirkeda 16ytaa tai kerdtd oikea jalkapallodata. Da-
taa on saatavilla useista julkisista ldhteistd, ja oikean datan 16ytdminen riippuu tarvittavasta
datasta (Herbinet 2018). Oikealla ja hyvilld datalla mallia kehitetddn ja koulutetaan parem-
pien lopputulosten saavuttamiseksi. Soveltuvimman menetelmin valinnan lisdksi datan on
oltava hyvin valittu halutun ongelman ratkaisemiseksi. Huono valinta datan suhteen voi an-
taa vadrid ennustuksia, jolloin malli on hyodyton. Data tulee valita hyvin ja sen tulee olla
relevanttia, jotta malli kehittyy ja pystyy antamaan oikeita vastauksia halutun ongelman rat-

kaisemiseksi. Suurempi koulutusdata ei takaa parempaa lopputulosta, vaan voi jopa antaa
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vadristdd lopputulosta. (Gupta & Sehgal 2021, 8) Buursma (2011) toteaakin 20 edellisen
ottelun data olevan relevantein ennustaessa tulevien otteluiden tuloksia. Jalkapallo-ottelui-
den tulosten ennustamisessa data voidaan jakaa kahteen luokkaan ottelukohtaiseen ja ulkoi-
seen dataan. Ottelukohtainen data koostuu muuttujien keskiarvoista, jotka on keritty edelli-
sistd otteluista, kuten laukaukset tai syotot. Ulkoisia ominaisuuksia ovat kokoonpanot tai
viimeaikainen vireys. (Bunker & Thabtah 2017) Ottelukohtaisen ja ulkoisen datan lisdksi
data voidaan jakaa staattiseen sekd dynaamiseen luokkaan, jossa staattisella tarkoitetaan vas-
tustajasta riippumatonta dataa ja dynaamisella data edustaa joukkueiden vélistd korrelaa-

tiota. (Yezus, 2014)
Datan valmistelu

Ongelman kuvauksen ja algoritmin valinnan sekd datan keradmisen jélkeen siirrytdéin datan
valmistelu vaiheeseen. Datan valmistelu vaiheen tavoitteena on varmistaa datan laatu. Da-
tasta puhdistetaan pois tai korjataan virheelliset arvot, jotka ovat epdjohdonmukaisia. Datan
puhdistamisen ja korjaamisen lisdksi dataa voidaan muokata dataa lisdidmalla. Datan arvot
tulee normalisoida, jotta ne ovat keskendin vertailukelpoisia. Normalisointi voidaan toteut-
taa skaalaamalla tai muuntamalla algoritmille sopivaksi. Data on muokattava koneoppimi-
selle soveltuvaan muotoon. Datan valmistelu voidaan jakaa kolmeen osa-alueeseen perus
(basic), poikkeamat (outliers) ja puuttuvat arvot (missing). Perus siséltdd duplikaattien seka
ylimddrdisen aineiston poiston. Poikkeamat ovat muusta datasta merkittédvisti poikkeavaa
tietoa, joka voi antaa siten vadristavid lopputuloksia. Puuttuvat arvot outliersien tavoin véa-
ristivit lopputulosta, kun kiytossa ei ole oleellisimpia tietoja. Datan valmisteluun tulee pa-
nostaa algoritmin toiminnan optimoimiseksi. Algoritmi kayttda valmistelu vaiheen puhdasta

dataa koulutuksessaan. (Brownlee 2020)
Algoritmin valinta ja kouluttaminen

Kun tarvittava data on valmisteltu, on todennikdisesti jo selvilld, mitd datalla halutaan saa-
vuttaa eli mikd ongelma halutaan ratkaista. Eri algoritmeja sovelletaan eri kayttdtarkoituk-
siin, joten soveltuvin algoritmi valitaan datan ja ongelmatyypin mukaan. Kuten aikaisemmin
mainittiin ohjatun oppimisen luokittelu- menetelmien olevan soveltuvin urheilulajien tulos-
ten ennustamiseen. Valittu algoritmi edustaa dataa mallin muodossa. Data jactaan koulutus-
dataan ja testidataan. Algoritmi opetetaan koulutusdatan avulla tunnistamaan kaavoja tai

ominaisuuksia datassa, jotta se voi ennustaa tulevaisuudessa vastaavien datapisteiden arvoja.
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Koulutusdataa sovelletaan mallin kehittdmisessa ja vertailukohteena toimii testidata. (Gupta
& Sehgal 2021, 8) Jalkapallosarjoissa kaudet koostuvat useista kierroksista, jossa yhden
kierroksen aikana pelataan yksi ottelu. Jos oletetaan kauden kestdvén 30 kierrosta, 25 kier-
rosta voidaan soveltaa mallin koulutuksessa ja viimeistd 5 kierrosta mallin testaamisessa.

(Bunker & Thabtah 2017)
Algoritmin testaaminen

Algoritmin koulutuksen jilkeen sen kykyé testataan testidatan avulla ennustamaan uusia da-
tapisteitd, joita se ei ole ndhnyt aiemmin ja verrataan niitd todellisiin vastauksiin. Testaami-
sessa arvioidaan, kuinka hyvin algoritmi on oppinut sekd miten tarkkoja vastauksia se tuot-
taa. Kokonaisuudessaan arvioidaan mallin suorituskykya. Algoritmin suorituskykya on hyva
testata my0s tarkkailemalla sen toimimista datassa, jota ei kédytetty mallin rakentamisessa.
Tédma vaihe saattaa sisdltdd kokonaan erilaisen mallin valinnan tai lisddmaélla muuttujia tark-
kuuden parantamiseksi. Jos testaamisen jdlkeen algoritmi toimii halutusti, voidaan se ottaa

kayttoon. (Gupta & Sehgal 2021, 8-9)
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4 Soveltuvimmat menetelmat ja tulevaisuuden nakymaét

4.1 Soveltuvimmat menetelméat ennustamisessa

Bayesin verkot

Bayes-verkko on Bayesin teoreeman yksi ehdollisen todenndkdisyyden malli. Bayes-verkko
kuvaa tietyn joukon satunnaismuuttujien vilisi riippuvuuksia graafisen verkkotodenna-
koisyysmallin avulla, kuten esimerkiksi lasketaan todennékoisyys P(A|B) jollekin tapahtu-
malle A, kun tiedetddn tapahtuma B. Bayesin verkko- menetelmié on useita, jotka eroavat
toisistaan algoritmi- tyypin, rakenteen tai kiyttotarkoituksen mukaan. (Weber & Simon

2016, 1-14) Yhtélossa (1) on Bayesin verkon perusmairitelmé todennékoisyysjakaumalle:

P(B|A) x P(4) (1)
P(B)

P(A|B) =

Todenndkdisyys tapahtumalle A ilmaistaan yhtélolla P(4), ja todenndkdisyys tapahtumalle
B ilmaistaan yhtlolla P(B). Jos taas halutaan tietdd todennikoisyys tapahtumalle A4 sillé ole-

tuksella, ettd tapahtuma B on jo tapahtunut, kdytetddn merkintdd P(4|B). (Razali 2017)

Kuvassa 9. esimerkki Bayesin verkosta, josta ilmenee muuttujat ja niiden viliset riippuvuu-
det. Muuttujia ovat ”Pallo osuu kéteen”, ”Videotarkistus”, ’Virhe”, ”Ei virhettd”, ”Keltainen
kortti (varoitus)” ja ”Punainen kortti (ulosajo)”. Muuttujien vilisii riippuvuuksia eli solmuja
kuvaavat nuoliviivat. ”Ei virhettd”- tapahtuman todennékodisyyteen vaikuttaa muuttujien
”Pallo osuu kdteen” ja ”Videotarkistus” — tapahtumien todennédkoisyydet. Samalla logiikalla
”Keltainen kortti (varoitus)” ja ”Punainen kortti (ulosajo)”’- tapahtumien todennikoisyyteen

vaikuttaa edellisten tapahtumien todennikdisyydet.
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Videotarkistus Ei virhettd

Pallo osuu Keltainen kortti Punainen Kortti
kiteen (varoitus) (ulosajo)

Kuva 9. Esimerkki Bayesin verkoston muuttujien yhteyksistd seka riippuvuuksista.

Bayes-verkossa verkon solmut kuvaavat diskreetteja tai jatkuvia satunnaismuuttujia ja kaa-
ret niiden viélisid ehdollisia riippuvuuksia. Verkon rakenteesta voidaan havaita solmujen va-
liset riippuvuudet ja kahden solmun vilistd suoraa yhteyttd kutsutaan kausaaliseksi riippu-
vuudeksi eli syy-seuraussuhteeksi. (Razali 2017) Solmut voidaan jakaa kahteen luokkaan,
lapsi solmuihin ja vanhempi solmuihin. Vanhempi solmussa on léhtevia kaaria ja lapsi sol-
mussa on saapuvia kaaria. Jos vanhempi solmulla ei ole saapuvia kaaria, kutsutaan sité juu-
risolmuksi. Lapsi solmua kutsutaan lehtisolmuksi, kun silla ei ole ldhtevié kaaria. (Weber &

Simon 2016, 17-41)

Bayesin verkko voidaan jakaa kahteen osaan, kvalitatiiviseen ja kvantitatiiviseen osaan.
Kvantitatiivinen osa kuvaa verkon parametreji, jotka kertovat todennékoisyysjakauman yh-
den muuttujan ehdolliselle todenndkdisyydelle edeltivin muuttujan ollessa tiedossa. Nama
parametrit voidaan esittdd ehdollisina taulukkoina. Ehdollinen taulukko sisdltdd ehdollisia
todennékoisyyksid diskreetille datalle ja jatkuvan datan tapauksessa tiheysfunktion. Kvali-
tatiivinen osa kuvaa verkon rakennetta, kuten solmujen vilisid yhteyksia ja kaarien suuntia
(Razali 2017). Néitd ominaisuuksia kdytetddn mallintamaan muuttujien vilisid kausaalisia
riippuvuuksia. Verkon rakennetta kutsutaan suunnatuksi syklittoméksi verkoksi DAG, joka

muodostuu joukosta solmuja, jotka edustavat satunnaismuuttujia tietyltd alueelta sekd
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suunnatuista kaarista, jotka yhdistiavét solmuja edustaen ehdollisia riippuvuuksia solmujen
viélilld. DAG:n tirkein ominaisuus on, ettd verkossa ei ole mahdollista kulkea pitkin kaarta

takaisin 14htosolmuun, jonka arvo on jo laskettu. (Jiang et al. 2020)
Keinotekoiset neuroverkot

Keinotekoiset neuroverkot ANN (Artificial Neural Networks engl.) ovat matemaattisia mal-
leja, joissa pyritddn mallintamaan biologisia neuroniverkkoja, ja siten jiljittelemién ihmis-
aivojen toimintaa. Neuroverkot koostuvat useista neuroneista, jotka ovat yhdistetty verkos-
toksi. Jokainen neuroni analysoi syotteen, joka tuottaa arvon seuraavalle neuronille. Kahden
neuronin vélistd yhteyttd kutsutaan synapsiksi, jossa signaali siirtyy toiselle neuronille tie-
tylld voimakkuudella. Neuronien vélisilld yhteyksill4 on paino, joka méadrittad datan kisitte-
lytavan. Jokainen yhteys késittelee dataa eri tavalla sen mukaan, miké sen paino on. Painot
madrdytyvit kdytetyn koulutusdatan perusteella, jonka avulla pyritdén 16ytimééan optimaali-
simmat painot, jotka mahdollistavat parhaimman keinotekoisen neuroverkkomallin suoritus-
kyvyn. (Shanmuganathan & Samarasinghe 2016, 1-15) Paino voi olla positiivinen, negatii-
vinen tai nolla. Positiivinen paino tarkoittaa, ettd kahden neuronin aktivaatiot ovat saman
suuntaisia, eli toisen neuronin aktivaation kasvaessa myds seuraavan neuronin aktivaatio
kasvaa. Negatiivisessa painossa kahden neuronin aktivaatiot ovat vastakkaissuuntaisia, eli
toisen neuronin aktivaation kasvaessa seuraavan neuronin aktivaatio pienenee. Nollapaino
tarkoittaa, ettd yhteys kahden neuronin vélilld on tdysin neutraali, eikd silld ole vaikutusta
aktivaatioiden viliseen vuorovaikutukseen. Tétd painoa kutsutaan synapsiseksi painoksi ja
tamin pohjalta neuroverkko saa kyvyn oppia ja muistaa oppimansa. Neuronien painot ja
yhteydet muuttuvat koulutuksen aikana, kun tietokonejirjestelma oppii havaitsemaan tiet-

tyjd ominaisuuksia datassa. (Yegnanarayana 2005, 15-39)

Keinotekoisten neuroverkkojen perusrakenne koostuu syote-, tulos- ja piilokerroksesta. Jo-
kainen kerros muodostuu useista neuroneista, joilla on omat painot ja aktivaatiot. Jokaisella
kerroksella on oma uniikki miird neuroneja, jotka on valittu sopivaksi kunkin kerroksen
tarkoitukseen. Sydtekerros on neuroverkon ensimmaiinen kerros, joka vastaanottaa syotteen
eli datan, jonka se vélittdd eteenpdin piilokerrokselle. Neuroneiden maird sydtekerroksessa
riippuu syoOtteen ominaisuuksien méérastd. Piilokerros on kerros, joka sijaitsee syote- ja tu-
loskerroksen vilissd. Sen tehtdvdni on késitelld dataa ja pyrkid 10ytdmién siitd piirteité ja
rakenteita. Piilokerroksia voi olla useampia riippuen ratkaistavan ongelman monimutkaisuu-

desta ja jokainen eri piilokerros analysoi dataa eri tavoin. Sydte- ja tuloskerros ovat



24

yhteydessd jokaiseen niiden viélisiin piilokerroksiin. Viimeisend kerroksena toimiva tulos-
kerros, joka tekee neuroverkon viimeiset datan analysoinnit ja vastaa neuroverkon lopulli-
sesta tuloksesta, kuten luokituksesta, ennustuksesta tai toiminnasta. (Shanmuganathan & Sa-

marasinghe 2016, 9-15)

Kuvasta 10. huomataan olevan neljé eri kerrosta syotekerros i, tuloskerros 1 seké piiloker-
rokset j ja k. Jokaisella kerroksella on neuroneja ja kerrosten vélilld neuroneja voi olla eri
mairi. Syotekerroksen neuronit vastaanottavat syotteen, jonka analysoinnin jilkeen valitté-
vt tietyn painoisella signaalilla datan seuraaville neuroneille, jolloin kahden neuronin véa-
lille muodostuu synapsi. Jokaisilla kerrosten vélisilla synapseilla ovat omat painonsa. Ker-
rosten vélisid synapseja on merkattu kuvassa 10. paino ij:114, paino jk:lla ja paino jh:lla. Da-
tan edetessd synapsien avulla syotekerroksesta tuloskerrokseen piilokerrosten kautta tulos-

kerroksen neuronit tuottavat tuloksen.
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Kuva 10. Esimerkki Keinotekoisten neuroverkkojen rakenteesta.
Keinotekoisten neuroverkkojen yhtidlon perusmééritelma on yhtilon (2) mukaisesti:

y = f(wixy + wyx, + wypx, +b) (2)
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Missd y on verkoston 1dhtd (output), x on verkoston sydte (input), w on painovektori
(weights), b on vektori vakioita (biases), ja f on aktivaatiofunktio (activation function). Ak-
tivaatiofunktio maarittdd, miten verkoston summa-arvo lasketaan ja miten se aktivoituu.

(Seth 2021)

4.2 Case: Bayesin verkot

Vaikka tutkimuksissa hyddynnetty data on ollut toisistaan eridvii, useat tutkimukset ovat
osoittaneet Bayesin verkko- menetelmien olevan erittdin tehokkaita ennustusmalleja. Raza-
lin, Mustapha A:n, Mustapha N:n & Clementen (2021) tutkimuksessa jalkapallo-otteluiden
tulosten ennustamisessa sovellettiin kolmea Bayesin verkon eri mallia, jotka olivat Naiivi
Bayes NB (Naive Bayes engl.), Bayesin ehdolliset puut TAN (Tree Augmented Naive Bayes
engl.) ja yleistd Bayesin verkkoa GBN (General Bayesian Network engl.). GBN:n menetel-
mistd kiytettiin kahta eri variaatiota K2-algoritmia Bayesin Dirichlet- pisteytysfunktion
kanssa (GBN-K2) ja Hill Climbing- algoritmia Minimi kuvaus pituus- pisteytysfunktion
kanssa (GBN-HC). Pisteytysfunktioita kiytetdan yleisesti Bayesin verkkojen rakentamisessa
sekd kouluttamisessa. Tutkimuksessa kéytettiin neljad rakenteellisesti eroavaa menetelmai
NB-, TAN-, GBN-K2- ja GBN-HC-algoritmia Euroopan viiden suurimman jalkapalloliigan

otteluiden ennustamiseen (Razali et al. 2021)
Naiivi Bayes (NB)

Naiivi Bayes on yksi Bayesin verkon yleisin todennidkdisyysmalli, jota sovelletaan ongel-
missa, joissa luokitellaan dataa kahteen tai useampaan eri luokkaan. Naiivi Bayesissa algo-
ritmi olettaa muuttujien olevan ehdollisesti riippumattomia ja siten vaikuttavat tulokseen it-
sendisesti, vaikka vélttimattd ndin ei todellisuudessa ole. (Razali et al. 2021) Kuvassa 11.

nuoliviivoilla kuvataan muuttujien x, y1, y2 ja y3 valisié riippuvuuksia.
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Y1 Y2 y3

Kuva 11. Esimerkki Naiivi Bayes:n verkon rakenteesta.
Bayesin ehdolliset puut (TAN)

Bayesin ehdolliset puut (TAN) on Bayesin verkon ehdollinen puumalli, joka on laajennettu
versio Naiivi Bayesista. TAN menetelmaélld on naiivi Bayesin perusrakenne, mutta olettavat
minimaalisen riippuvuuden lapsisolmujen vililld. Pieni muutos solmujen vuorovaikutussuh-
teessa on osoittanut tarkempia tuloksia kuin Naiivi Bayes- menetelméd. TAN menetelméssi
muuttujien oletetaan olevan riippuvaisia sen luokasta seké toisesta muuttujasta seuraavassa
joukossa, jonka takia TAN menetelmien kéyttd on realistisempaa, koska datassa on aina ole-
massa jonkin verran korrelaatiota. (Razali et al. 2021) Kuvassa 12. x, yi-, y2- ja y3- muuttu-
jien vililld on riippuvuuksia, kun edellisessé kuvassa 11. yi-, y2- ja y3- muuttujat olivat vain

riippuvaisia muuttujista x.
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Y1 Y2 Y3

Kuva 12. Esimerkki Bayesin ehdollisen puun verkon rakenteesta.
Yleiset Bayesin verkot (GBN)

Erona Naiivi Bayesiin ja TAN menetelmiin verrattuna GBN menetelmien rakenteen raken-
taminen on monipuolisempaa. GBN menetelmissid jokainen muuttuja voi olla yhteydessa
useampaan muuttujaan ja yhteydet voivat olla joko suoria tai epasuoria. GBN menetelmat
mahdollistavat useiden muuttujien véliset monimutkaiset riippuvuudet ja siten monimutkai-
sen rakenteen. Razalin (2021) tutkimuksessa sovellettiin kahta eri GBN menetelmén algo-
ritmia K2- ja Hill Climbing- algoritmeja. K2- algoritmin kanssa sovellettiin Bayesin Dirich-
let- pisteytyfunktiota, joka mahdollistaa todennikoisyysjakauman valinnan ilman aikaisem-
paa tietoa, tai kun aikaisempi tieto on rajoittunutta. Bayesin Dirichlet- pisteytyfunktiossa
kiytetddn Dirichlet-jakaumaa todennkdisyysjakaumana, joka edustaa asiantuntijoiden yh-
teistd mielipidettd siitd, millaiset todenndkdisyysjakaumat ovat uskottavia. Menetelmén
avulla voidaan tunnistaa todennédkoisyysjakaumat, jotka parhaiten vastaavat kaytettavissa
olevaa dataa. (Ng et al. 2011, 23-29) Hill Climbing- algoritmin kanssa sovellettiin Minimi
kuvaus pituus- pisteytysfunktiota, joka perustuu ajatukseen, ettid paras malli on se, joka tii-
vistdd datan lyhimmaissi koodauksessa, joka kuvaa sekd mallin ettd datan. (Grunwald 2007)
Kuvan 13. Bayesin verkon rakenteen huomataan olevan monimutkaisempi ja sisdltdvin

enemman muuttujia ja niiden vilisii riippuvuuksia kuin edellisten kuvien 11. ja 12.
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Kuva 13. Esimerkki Yleisen Bayesin verkon rakenteesta.

Razalin tutkimuksessa kéytetty data on saatu julkisestd 1dhteestd (Football-data.co.uk 2023).
Euroopan viidestd suurimmasta jalkapalloliigasta Englannin Valioliigasta, Espanjan La
Liga:sta, Saksan Bundesliigasta, Ranskan Ligue 1:sta ja Italian Serie A:sta. Data perustuu 2
064 otteluun kausilta 2014-2015, 2015-2016 ja 2016-2017. Muuttujia datassa on jokaisesta
liigasta 64 paitsi Englannin Valioliigasta 65, jossa mukaan otettiin erotuomari. Datasta kui-
tenkin valikoitiin vain 19 muuttujaa Englannin Valioliigasta ja muista liigoista 18. Algorit-
meihin valitut numeeriset muuttujat datasta olivat edelld mainittujen kausien koti- ja vieras-
joukkueen lopulliset maaliméérét, toisen puoliajan laukaukset, laukaukset kohti maalia, rik-
keet, kulmapotkut, annetut keltaiset sekd punaiset varoituskortit. Kaytettyjd sanallisia
diskreetti muuttujia olivat "A” (Away) tai "H” (Home) eli ”A” merkinti tarkoitti vierasjouk-
kueen voittoa ja vastaavasti "H” kotijoukkueen voittoa. Lisdksi Englannin Valioliiga otte-
luiden tulosten ennustamisessa huomioitiin edellisten otteluiden erotuomarit. Datan louhin-
taan kaytettiin Waikato Environment for Knowledge Analysis:std (WEKA), joka on Java
ohjelmointikielipohjainen. WEKA:lla toteutettiin datan analysointia, kuten esikésittely,

luokittelua, regressiota, klusterointia ja visualisointia. (Razali et al. 2021)
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Razalin (2021) tutkimuksen taulukossa 3. sarakkeet edustavat ennustettua luokkaa ja rivit
todellista luokkaa."YES":114 tarkoitetaan voittoa, kun taas "NO":1la hidviotd. Taulukon mat-

riisin tarkkuus laskettiin yhtalolla:

TP +TN 3)
FP +TP +TN +FN

Tarkkuus =

Yhtilossa (3) tarkkoja ennustuksia edusti TN sekéd TP ja virheellisid ennustuksia FN ja FP.
Oikein ennustettua voitto merkitdédn TP:114 ja oikein ennustettua haviotda TN:114, kun taas

védrin ennustettua voitto FP:114 ja véérin ennustettua haviotd FN:114. (Razali et al. 2021)
Tulokset

Lopullinen Euroopan viiden suurimman jalkapalloliigan kolmen kauden ennusteiden tark-
kuudet olivat noin 92 % paitsi NB:n kohdalla noin 70 %. NB antoi heikoimmat ennusteet ja
huonoin ennuste oli Ranskan Ligue 1 2014-2015 kaudella 69,21%, kun parhaimman ennus-
teen GBN-HC tarkkuus oli 97,37% Espanjan La Liga:ssa kaudella 2015-2015. Tutkimuksen
perusteella NB:n voidaan todeta olevan tehottomin ennustamiseen. NB on epdakéytinndllisin
esittdmédn kausaalisia yhteyksid, koska NB ei huomioi solmujen vélisid yhteyksid, jolloin
verkoston rakenne puutteellinen. Toisin kuin NB, GBN:ssd on hyvé rakenne datan esittdmi-
seen eikd se rajoita muuttujien ja luokien vélisid yhteyksid seka silld on potentiaalia kehittyd
vieldkin paremmaksi. GBN:n rakennetta voidaan muokata sditdmalld niiden vanhempien
solmujen madrda sekd satunnaista jirjestysti. Esimerkiksi tietyn solmun vanhempien maara

voidaan kasvattaa tai vihentii tarpeen mukaan. (Razali et al. 2021)

4.3  Tulevaisuuden ndkymait ennustamisessa

Tulevaisuuden ndkymit koneoppimisen soveltamisesta jalkapallo-otteluiden tulosten ennus-
tamisessa ovat lupaavat. Koneoppimisalgoritmeilla on jo osoitettu olevan kykya ennustaa
otteluiden tuloksia tarkasti, ja jatkossa nditd menetelmii voidaan kehittda entistd monipuoli-
semmiksi ja tehokkaammiksi. Razalin (2021) ja (2017) tutkimuksissa jalkapallo-otteluiden
tulosten ennustamiseen sovellettiin kummassakin samoja Bayes verkkojen menetelmié seka

muuttujia, mutta tuoreemmassa tutkimuksessa ennusteiden tarkkuus oli 90 % luokkaa, kun
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taas vanhemman tutkimuksen tarkkuus oli noin 75 %. Voidaan todeta koneoppimisen kehi-

tyksen olevan todella nopeaa jalkapallo-otteluiden tulosten ennustamisessa.

Tulevaisuudessa koneoppimisen soveltaminen jalkapallo-otteluiden tulosten ennustamisessa
voi avata uusia mahdollisuuksia joukkueiden ja valmentajien paitoksenteossa. Tarkempi ja
monipuolisempi data pelaajien ja joukkueiden suorituskyvystd auttaa tunnistamaan vah-
vuuksia ja heikkouksia sekd parantamaan harjoittelua ja taktiikkaa. Koneoppimisen avulla
voidaan mahdollisesti tulevaisuudessa analysoida jalkapallo-otteluiden tuloksiin vaikuttavia
tekijoitd, kuten pelaajien fyysistd suorituskykyd, taktisia valintoja ja joukkueen pelistrate-

giaa.

Haasteina jalkapallo-otteluiden tulosten ennustamisessa koneoppimisen avulla ei ole kone-
oppimisalgoritmin rakentaminen vaan datan puutteellisuus ja rajallisuus. Esimerkiksi jouk-
kueen putoaminen tai nouseminen uuteen sarjaan, jolloin saatavilla ei ole valttiméttd dataa
uusista joukkueista. Toisena esimerkkind Herold:n (2019) tutkimuksessa mainitsema syot-
tojen analysoinnin haaste, jossa on vaikea arvioida sy6ton laatua. Syoton nopeudesta, suun-
nasta, kovuudesta ja pituudesta voidaan keriti dataa seurantadatan avulla, mutta se ei kerro
oliko paras ratkaisu syottdd pitkd ja kova syotto ylospéin vai olisiko parempi vaihtoehto ollut
lyhyt ja hitaampi syottd alaspdin (Herold et al. 2019). Toinen haaste on relevantin datan
tehokas siséllyttiminen mallin kehittdmisprosessiin seki aina datan késittelystad ja integroin-
nista mallin kehittimiseen, soveltamiseen, tarkistamiseen ja ylldpitoon. Onko esimerkiksi
vuoden 1980 FC Barcelonan joukkueen data relevanttia nykypéivin FC Barcelonan ottelui-
den ennustamisessa? (Constantinou 2018), (Berrar et al. 2018) Kolmantena haasteena voi-
daan pitdi erotuomareita, jotka ovat herattdneet paljon mielipiteita eri otteluissa. Erotuomarit
voivat olla joidenkin joukkueiden osalta suosiollisia, vaikka nykypéivan suurimmissa jalka-

pallosarjoissa kéytetddnkin videotuomaria. (Yezus, 2014)

Koneoppimisalgoritmit ovat osoittaneet lupaavia tuloksia, mutta on huomioitava, ettd ne
saattavat tuottaa myos virheitd. Jalkapallo-otteluiden ennustaminen on monimutkainen
haaste, joka vaatii useiden tekijoiden, kuten joukkueiden ja pelaajien ominaisuuksien, tak-
titkoiden, sddolosuhteiden ja pelipaikan huomioimista. Néiden tekijoiden lisdksi on paljon
muitakin tekijoitd, jotka vaikuttavat jalkapallo-otteluiden tulokseen. Jalkapallo-otteluiden
dynaamisuuden ja arvaamattomuuden takia ennustaminen on edelleen haastavaa ja vaatii
jatkuvaa kehittdmistd ja parantamista. (Berrar et al. 2018) Yksi menetelmi ennalta-arvaa-

mattomien liikkeiden analysointiin on syvdoppiminen, jota onkin jo sovellettu jalkapallo-
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otteluiden tulosten ennustamisessa. Syvdoppimisen menetelmit kykenevit ottamaan huomi-
oon otteluun vaikuttavia tekijoitd enemman, ja siten kisittelemddn monimutkaisempia ja

suurempia datamairid. (Herold et al. 2019)
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5 Synteesi ja johtopaitokset

Synteesi

Kandidaatin ty6 késittelee koneoppimista ja sen soveltamista jalkapallossa, erityisesti jalka-
pallo-otteluiden tulosten ennustamisessa. Tyon alussa lukija johdatellaan koneoppimiseen
esittelemilld sen perusteita, kuten pidalgoritmeja ja valitaan soveltuvin padalgoritmi jalka-
pallo-otteluiden tulosten ennustamiseen. Kaikkia pddalgoritmeja voidaan soveltaa jalka-
pallo-otteluiden tulosten ennustamisessa, mutta soveltuvimmaksi padalgoritmiksi valikoitui
ohjattu oppiminen, koska jalkapallo-otteluiden tulosten ennustamista voidaan pitdd ohjatun
oppimisen luokittelu- ongelmatyyppind. Ohjatun oppimisen alamenetelmisti Bayesin
verkko- menetelmit osoittautuivat antamaan tarkimpia tuloksia ennustuksissa ja nditd me-
netelmid on sovellettu useimmissa tutkimuksissa. Bayesin verkko- menetelmid sovelletta-
essa jalkapallo-otteluiden tulosten ennustamisessa on saavutettu noin 90 % tarkkuuksia.
Bayesin verkko- menetelmien lisdksi ohjatun oppimisen alamenetelmistid keinotekoisilla
neuroverkoilla, paatospuuoppimisella ja K:n 1dhimméan naapurin menetelmalld on saavutettu

tarkkoja tuloksia.

Koneoppimisen soveltaminen jalkapallossa edellyttdd urheiludatan ja -analytiikan kayttoa.
Ty0ssé késitellddn erilaisia tapoja kerdta ja kéyttad jalkapallodataa koneoppimisessa. Tamén
jélkeen tarkastellaan koneoppimisen prosessia jalkapallo-otteluissa, ja miten se auttaa en-
nustamaan tulevia tuloksia. Tydssd koneoppimisen soveltamista jalkapallo-otteluiden tulos-
ten ennustamisessa havainnollistetaan case-tutkimuksella: Bayesin verkot. Ndiden avulla
voidaan tarkastella, miten nimé menetelméit soveltuvat jalkapallo-otteluiden tulosten ennus-

tamiseen sekd millaisia tuloksia niilld saadaan.

Lopuksi tehddin katsaus koneoppimisen soveltamisesta jalkapallo-otteluiden tulosten en-
nustamisessa tulevaisuuden nakymisté, ja sen mahdollisista haasteista. Koneoppimisen so-
veltaminen jalkapallo-otteluiden tulosten ennustamisessa niyttdéd lupaavalta, ja menetelmia
voidaan kehittdd entistd monipuolisemmiksi ja tehokkaammiksi. Tarkempi ja monipuoli-
sempi data pelaajien ja joukkueiden suorituskyvysti voi auttaa tunnistamaan vahvuuksia ja
heikkouksia sekd parantamaan harjoittelua ja taktikointia. Koneoppimisen avulla voidaan

myo0s analysoida jalkapallo-otteluiden tuloksiin vaikuttavia tekijoitd, kuten pelaajien
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fyysisté suorituskykyé, taktisia valintoja ja joukkueen pelistrategiaa. Haasteena on kuitenkin
datan puutteellisuus ja rajallisuus, silld tietoa ei ole valttdmatta uusista joukkueista, ja joita-
kin tekijoitd on vaikea arvioida, kuten esimerkiksi syottojen laatua. On huomioitava, ettd
koneoppimisalgoritmit voivat tuottaa virheité eivétka ole taydellisii, silld jalkapallo-ottelui-

den ennustaminen on monimutkainen haaste, joka vaatii useiden tekijéiden huomioimista.

Data-analytiikka on nopeasti kehittyva ala, jonka myo6td data-analytiikan eri menetelmat tu-
levat olemaan keskeisessd roolissa eri urheilulajeissa. Koneoppimisen avulla jalkapallo-ot-
teluiden tulosta voidaan ennustaa laskemalla joukkueiden ELO-lukua, maaliodottamaa, ker-
rointa tai ennustamalla lopullista tulosta. Jalkapallo-otteluiden tulosten ennustamisesta hyo-
tyvit seurat, vedonlydjat, vedonlyontiyritykset ja fanit, jotka hyodyntivéat ennustusta eri tar-
koituksiin. Ty0 tarjoaa hyodyllista tietoa niille, jotka ovat kiinnostuneita koneoppimisesta ja

sen soveltamisesta jalkapallossa sekd muissa urheilulajeissa.
Johtopaatokset

Kandidaatin tyon aiheena oli tutkia koneoppimisen soveltamista jalkapallo-otteluiden tulos-
ten ennustamisessa. Tyon tavoite oli kertoa lukijalle koneoppimisesta ja sen kolmesta ylei-
sesti pidetystd paddalgoritmista sekd ndiden soveltuvimmista alamenetelmisté jalkapallo-ot-
teluiden ennustamisessa. Tydssé syvennyttiin koneoppimisalgoritmeihin ja -prosessiin jal-
kapallo-otteluiden tulosten ennustamisessa. Ty0ssd tehdddn katsaus my6s koneoppimisen
soveltamisen tulevaisuuden ndkymistd seké haasteista jalkapallo-otteluiden tulosten ennus-
tamisessa. TyOn aihetta tutkitaan teoriakirjallisuuden ja muiden relevanttien tietolédhteiden
pohjalta. Tdmaén lisdksi koneoppimisen soveltamista jalkapallo-otteluiden tulosten ennusta-
misessa havainnollistettiin case-esimerkein. Teorian osuuden tarkoituksena on avata kone-
oppimista ja sen soveltamista jalkapallo-otteluiden tulosten ennustamisessa loogisessa jér-
jestyksessd. Tyon edetessé esitetddn koneoppimisen prosessia jalkapallo-otteluiden tulosten
ennustamisessa ja siithen liittyvid késitteitd. Lopussa perehdytdén teoria osuudella valitun
padalgoritmin muutamiin alamenetelmiin, joita on kaytetty jalkapallo-otteluiden tulosten en-
nustamisessa. Teoria osuuden liséksi alamenetelmid avataan lukijalle kdytdnnon esimerk-
kien avulla. Teoria osuuden edetessé lukija saa vastauksen johdannossa esitettyihin tutki-

muskysymyksiin.

“Mitkii tekijit ovat tirkeimpidi jalkapallo-otteluiden tulosten ennustamisessa?”
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Jalkapallo-otteluista on saatavilla suurta midrad dataa, mutta data on rajallista seké datasta
on 16ydettiva relevantit tekijit, jotka vaikuttavat jalkapallo-otteluiden tulosten ennustami-
seen, kuten sddolosuhteiden huomioiminen ennustuksessa. Kéytettdvin datan perusteella on
valittava jalkapallo-otteluiden tulosten ennustamiseen soveltuva algoritmi. Vaikka jalkapal-
lodataa on saatavilla runsaasti, data on rajallista. Jalkapallojoukkueiden noustessa tai tippu-
essa sarjasta uusista vastustajien joukkueista ei ole valttdmaétta dataa saatavilla. Suuren jal-
kapallodatan liséksi jalkapallosta on vield tulevaisuudessa mahdollista saada lisdé dataa, ku-
ten pelattavan pallon liikeradoista. Jalkapallo-otteluiden tulosten ennustamiseen vaikuttavia
tekijoitd koneoppimisen algoritmit painottavat eri tavoin ja tuottavat erilaisia tuloksia. Jal-
kapallo-otteluiden tulosten ennustamisen kannalta tirkeimmat tekijét riippuvat ennustusme-
netelmistd ja malleista. TyOsséd kdytettyjen tutkimusten pohjalta joukkueen viimeaikainen
vire ja otteluhistoria nousivat kuitenkin kdytetyimmiksi, jolla my0s saavutettiin erittdin tark-
koja tuloksia ennustamiselle. Jatkotutkimuksen kohteena ovatkin pelien reaaliaikaisiin ta-
pahtumiin reagoiminen koneoppimisen avulla, kuten esimerkiksi reagoiminen vastustaja

joukkueen strategian muutokseen.

”Mitkii koneoppimisalgoritmit soveltuvat parhaiten jalkapallo-otteluiden tulosten ennus-

tamiseen?”

Useiden tutkimusten mukaan koneoppimisen kolmesta yleisesti pidetystd padalgoritmista
ohjattu oppiminen soveltuu parhaiten jalkapallo-otteluiden tulosten ennustamiseen. Ohjaa-
maton oppiminen sekd vahvistusoppiminen soveltuvat myos jalkapallo-otteluiden tulosten
ennustamiseen, mutta ohjatun oppimisen alamenetelmilld on saavutettu tarkimpia ennus-
teita. Erityisesti ohjatun oppimisen Bayesin verkko- menetelmid on suosittu jalkapallo-otte-
luiden tulosten ennustamisessa, jolla on saavutettu erittdin tarkkoja ennusteita. Ty0ssa esite-
tyssd Bayesin verkko- casessa ennusteiden tarkkuuden olivat 90 % luokkaa. Bayesin verkko-
menetelmien liséksi jalkapallo-otteluiden tulosten ennustamistutkimuksissa keinotekoisten
neuroverkkojen suosio on kasvanut. Keinotekoisten verkkojen menetelmié on sovellettu oh-
jatun ja ohjaamattoman oppimisen nékokulmista jalkapallo-otteluiden tulosten ennustami-

S€ssa.

”Kuinka koneoppimista voidaan hyédyntid jalkapallo-otteluiden tulosten ennustami-

sessa?”



35

Koneoppimista on hyodynnetty jalkapallossa ja sen on todettu soveltuvan jalkapallo-ottelui-
den tulosten ennustamiseen. Jalkapallo-otteluiden tulosten ennustamiseen sopii moni kone-
oppimisen algoritmi. Koneoppimisen eri algoritmit analysoivat jalkapallo-otteluiden tulok-
seen vaikuttavia tekijoitd eri menetelmin. Suurien datojen muun muassa jalkapallodatan ana-
lysointiin koneoppimisalgoritmit soveltuvat erinomaisesti. Koneoppimisalgoritmeihin syo-
tetddn eri otteluiden dataa ja muita relevantteja tekijoité, jonka jilkeen koneoppimisalgorit-
mit pyrkivit 10ytdméin yhteyksid ndiden tekijoiden valilld. Lopputuloksena saadaan ennus-
kiytettyjen tutkimusten pohjalta koneoppiminen soveltuu erinomaisesti jalkapallo-ottelui-
den tulosten ennustamiseen. Koneoppimisen hyodyntdmisti esitetddn ty0ssd case-esimer-
kein seki esitetddn koneoppimisen soveltamisen prosessia jalkapallo-otteluiden tulosten en-

nustamisessa teorian avuin.

Ohjattu oppiminen soveltuu parhaiten jalkapallo-otteluiden tulosten ennustamiseen, koska
se mahdollistaa tarkan ennustamisen suuresta maarésté erilaisia tekijoitd ja antaa mahdolli-
suuden tunnistaa seké korjata ennustusmalleissa olevia virheitd. Ohjatussa oppimisessa ko-
neoppimisalgoritmit opetetaan tunnistamaan jalkapallo-otteluiden tilastoista tiettyja kuvioita
jatekijoitd, jotka vaikuttavat ottelun lopputulokseen. Tdmain jilkeen ennustusalgoritmia voi-
daan kiyttdd ennustamaan tulevan ottelun lopputulosta kiyttden hyviksi opetusdatassa ha-
vaittuja yhteyksid ja kaavoja. Jalkapallo-otteluiden tulosten ennustamisessa on kuitenkin

haasteita, mutta tulevaisuuden ndkymét ovat lupaavat.

Yhi useammat jalkapalloseurat, vedonlyontiyritykset ja muut alan toimijat ovat kiinnostu-
neita soveltamaan koneoppimista ennustamisen ja analysoinnin tyokaluna. Tulevaisuudessa
koneoppiminen voi mahdollistaa vield tarkemman ennustamisen jalkapallo-otteluiden tulok-
sista. Koneoppimisen avulla voidaan esimerkiksi analysoida entistd tarkemmin pelaajien
suoritusta ja joukkueiden strategioita, jolloin ennustukset perustuvat entistd monipuolisem-
paan ja tarkempaan tietoon. Liséksi teknologian kehittyessi entistd nopeammaksi ja tehok-
kaammaksi, ennustusten tekeminen voi olla mahdollista reaaliajassa jopa pelin aikana. Tél-
16in pelin tilanteet ja muut tekijat voidaan huomioida ennustuksissa heti niiden tapahtuessa,
miké voi tehdd ennustuksista vield tarkempia ja luotettavampia. Syvdoppiminen on vihem-
min tutkittu, mutta jo sovellettu menetelma jalkapallo-otteluiden tulosten ennustamisessa,
ja sen tulevaisuuden nikymét ovat lupaavat. Syvdoppimisen avulla voidaan analysoida en-

tistd monimutkaisempia ja laajempia datamassoja, jolloin ennustuksista voi tulla entistd
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tarkempia ja luotettavampia. Tdmin vuoksi syvdoppimisen uskotaan olevan yksi tirkeim-

mistd menetelmisti jalkapallo-otteluiden tulosten ennustamisen tulevaisuudessa.
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