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Téssd kandidaatinty0ssi pyrittiin toteuttamaan puhujantunnistava konvoluutioneuroverk-
ko ohjelmoitavalla porttipiirillda (FPGA). Ty0ssd kiytettiin Mozilla Common Voice -pro-
jektin suomenkielistd puheaineistoa. Aineisto muunnettiin konvoluutioneuroverkolle so-
pivaksi mel-taajuuskerroin-spektrogrammiksi. Neuroverkko pyrittiin muuntamaan Pyng-
Z2 -kehitysalustalle ajettavaan muotoon kéyttden hls4ml-kirjastoa mutta alustan resurssit
eivit riittdneet tdhin. Sen sijaan tutkittiin erikokoisten neuroverkkojen resurssivaatimuk-
sia FPGA-toteutuksena ja verrattiin teoreettisia luokittelutarkkuuksia hls4ml:n simuloin-

tia hyodyntéden.

Ty0ssd luodut neuroverkot olivat luokittelutarkkuuden perusteelala varteenotettavia kiy-
tannon sovelluksiin. Konvoluutioneuroverkot yleisesti vaativat paljon laskentaresursse-
ja ja FPGA-alustoilla nami resurssit ovat rajalliset. Tistd syystd toteutetut neuroverkot
pyrittiin pitimédin mahdollisimman pienind kuitenkin tavoitellen jirkevid luokittelutark-
kuuksia. Mikéén toteutetuista malleista ei vastannut Pyng-Z2:n resursseja synteesiraport-
tien pohjalta. Tyon mallien resurssivaatimusarviot vastaavat ennestédin tuotettuja tuloksia

vaikka estimaatit eivit ole suoraan vertailukelpoisia jo olemassa olevien tulosten kanssa.
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1 JOHDANTO

1.1 Tausta

Puheentunnistus on nykypdivini pitkille tutkittu ja ajankohtainen aihe. Suurten yritys-
ten, kuten Googlen ja Microsoftin kehittdmét kielentulkintamallit ovat osa jokapdiviisti
elamiddmme, silld kyseiset mallit 10ytyvit jo ldhes jokaisesta mobiililaitteesta. Alunpe-
rin kun kyseistd alaa lahdettiin kehittimain, tavoitteena oli saada koneet tuottamaan 14-
hes luonnollista kieltd. Tidnd pdivdnid sovellukset mahdollistavat ihmispuheen imitoinnin
ja muuntamisen [1] ldhes reaaliaikaisesti jopa niin tarkasti, ettd kuulijan on vaikea hah-
mottaa onko puhuja kone vai ihminen. Sovellukset kuten Voice.Ai [2] ovat saavuttaneet

suuren suosion tdmin pdivin sosiaalisessa mediassa.

Puhetta tunnistavilla sekd puhuvilla laitteilla on suuri hyoty laédketieteellisessi tarkoituk-
sessa. Mykdit, sokeat ja kuurot kuuluvat niiden ihmisten joukkoon, jotka hyotyvit laitteis-
ta ja sovelluksista joissa hyodynnetddn puheentunnistusta. Kuurot voivat kdyttdd kom-
munikoinnin apuna puheesta-tekstiksi -sovelluksia [1], jotka 10ytyvét tdnd pédivind ldhes
jokaisesta mobiililaitteesta jossain muodossa. Sokeat henkil6t pystyvit hyddyntdméédn
samankaltaisia sovelluksia esimerkiksi lomakkeiden tdyttimiseen netissd tai tekstisti-
puheeksi -sovellusten [1] avulla heille voidaan lukea tekstii erilaisilta péétteiltd. Samoin

mykaét voivat kommunikoida verbaalisesti puhetta tuottavien sovellusten [1] avulla.

Puheentunnistus-malleja voidaan hyddyntdd myos turvallisuusratkaisuina. Ihmisen dénta
voidaan kiyttdd biometrisend tunnisteena [3] esimerkiksi kaksivaiheisessa tunnistautu-
misessa erindisiin sovelluksiin. Tamin lisdksi ihmisen ddnestd voidaan tunnistaa myos
erilaisia tunteita, kuten vihaa tai iloa, joiden avulla voidaan automaattisesti analysoida
thmisten kdytostd [4]. Tamai usein yhdistetidin kuvamateriaaliin, kuten videokuvaan, jotta

voidaan tunnistaa esimerkiksi julkisilla paikoilla uhkaavia kdytosmalleja.

Puheentunnistus vaatii tdnd pdivdnd tehokasta laitteistoa toimiakseen luotettavasti. Monet
nykyaikaisista puheentunnistavista malleista hyodyntédvit pilvipalveluita, mikid helpottaa
niiden kéyttod paikassa kuin paikassa, kunhan toimiva internetyhteys on saatavilla. Kai-
kissa sovelluksissa tdmi ei valttimattd kuitenkaan ole haluttu ratkaisu jos tiedonkisittely
halutaan toteuttaa lokaalisti ja itsendisesti, ilman kolmannen osapuolen apua. Tissi astu-
vat esiin korttitietokoneet ja sulautetut jirjestelmat, kuten tyossd kdytetty TUL Pyng-Z2
(kuva 1) [5]. Niiden kompakti koko ja integroituvuus muun laitteiston kanssa mahdollis-

tavat erindkoisten koneoppivien mallien sulauttamisen jo olemassa oleviin laitteistoihin.



Edelld mainittu videokuvamateriaalin tulkinta mahdollisesti puheentunnistusta hyodyn-
tden [6] voidaan toteuttaa sulauttamalla jo olemassa olevaan valvontajdrjestelméin pu-

heentunnistava moduuli, joka tulkitsee valvontajdrjestelmin tallentamaa dénidataa.

Kuva 1. Tyon pddkohdealusta XUP Pynq-Z2 ohjelmoitava porttipiiri. [5]

1.2 Tutkimusongelma, tavoitteet ja rajaus

Téami tyo keskittyy puhujantunnistuksessa kiytettdvin keinotekoisen neuroverkon suori-
tuskyvyn mittaamiseen ja vertailuun seké perinteisend suoritintoteutuksena ettd ohjelmoi-
tavaan porttipiiriin (engl. Field-Programmable Gate Array, FPGA) pohjautuvana kiihdy-
tettyni toteutuksena. TyOsséd puhujantunnistus toteutetaan luomalla keinotekoinen neuro-
verkko kiyttien Googlen Tensorflow Python -kirjastoa. Kyseinen neuroverkko opetetaan
ja testataan kdyttaen Mozilla Common Voice -projektin kerddméa aineistoa. Neuroverkko
kddnnetddn opetuksen jidlkeen Pynq Z2 -korttitietokoneen ja sen FPGA-kiihdytinmoduu-
lin ajettavaan muotoon kéyttden hls4ml-kirjastoa ja sen hyodyntimédd Vivado-nimistd
laiteohjelmointisovellusta. Mallin suorituskykyi verrataan perinteisen poytitietokoneen
keskusprosessoritoteutuksen ja Pyng-Z2:1la ajetun toteutuksen vélilld. Lisdksi pohditaan

mahdollisia ongelmia ja haittapuolia sekd etuja mité eri toteutukset tuovat mukanaan.

Ty6 on rajattu kiytettdvin aineiston, ohjelmistojen seki laitteiston mukaan sopivaksi.
Ty06ssi ei keskitytd puheentunnistavan mallin kehitykseen tai optimointiin, vaan pyritddn
soveltamaan jo olemassa olevia toteutuksia tydssd kiytettidvin aineiston ja laitteiston mu-

kaisiksi. Kéytettdvi aineisto késitellddn mallille sopivaan muotoon.



1.3 Tyon rakenne

Téssi raportissa tutustutaan aluksi yleisesti puheen- ja puhujantunnistukseen kirjallisuus-
katsauksen muodossa osiossa 2. Lisidksi samassa osiossa esitellddn kuinka koneoppivia
malleja voidaan tidnd pdivini toteuttaa kevyilld korttitietokoneilla ja erityisesti FPGA-
alustoilla, kuten tyossd kiytetylld Pyng-Z2:1la. Osiossa 3 esitelldédn kdytetyt menetelmét
sekd ohjelmistot pureutumatta niiden yksityiskohtiin. Osio 4 kisittelee lyhyesti tydssd
toteutetut kokeet sekd kdytetyn aineiston. Tulokset ja niiden analysointi esitetddn rapor-
tin osiossa 5. Tyon viimeinen kappale 6 tiivistdd tydssd toteutetut asiat sekd kokoaa tyon

tulokset ja pohtii mahdollisia jatkotutkimusmahdollisuuksia.



2 OPPIVA PUHEENTUNNISTUS JA OHJELMOITA-
VAT PORTTIPIIRIT

2.1 Puheentunnistus

Puheen- ja puhujantunnistus eldd tind pédividnid kulta-aikaansa. Suuret yritykset, kuten
Google ja Microsoft ovat investoineet viime vuosien aikana puheentunnistus-sovelluksien
kehitykseen, joka on edistdnyt alan kehittymistd suuresti. Puheentunnistus-sovelluksien
kiayttotarkoitukset vaihtelevat laajasti terveydenhuollosta tietoturvallisuuteen. Biometri-
send tunnisteena puheentunnistus houkuttaa hyodyntdjidan sen halpuudella, helppoudella
ja tehokkuudellaan [7].

Puheentunnistuksessa yleisimmin kiytetyt menetelmit jakautuvat perinteisiin menetel-
miin ja koneoppimismenetelmiin. Perinteiset menetelmit pitivét sisidllddn templaatti-
malleja seki tilastollisia malleja, kuten Markovin mallit (engl. Hidden Markov Model,
HMM) [8] ja gaussiset sekoitemallit (engl. Gaussian Mixture Model, GMM) [9]. Téna
piivdni kuitenkin koneoppivat mallit, kuten keinotekoiset neuroverkot voittavat perintei-
set mallit suorituskyvyllddn [10]. Tarkemmin ottaen nykypdivin tehokkaimmat puheen-
ja puhujantunnistus mallit ovat konvoluutioneuroverkkoja (engl. Convolutional Neural
Networks, CNNs) [11].

Koneoppivien mallien luomisessa merkittavimmaét vaikuttavat tekijét ovat piirteiden erot-
taminen aineistosta seki itse hahmontunnistavan mallin kehitys. Esimerkkejd moderneis-
sa malleissa useimmin kiytetyisti piirteistd ovat lineaarisen ennustuksen kepstrikertoimet
(engl. Linear Predictive Cepstral Coefficients, LPCC), mel-kepstrikertoimet (engl. Mel-
Frequency Cepstral Coefficcients, MFCC) [12] seki jatkuva lineaarinen ennustus (engl.
Perpetual Linear Prediction, PLP) [13]. LPCC ja MFCC ovat tiedetysti tehokkaita mene-
telmid puhujantunnistuksessa piirteiden erottamiseksi, joista jilkimméainen (MFCC) [14]

on tdni pdivind hyvin yleisessi kdytossid sen suorituskyvyn ansiosta [11].
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2.2 Koneoppiminen ohjelmoitavilla porttipiireilli

Laitteiden internet (engl. Internet of Things, IoT) on nykypéivind yksi keskustelluim-
mista teknologian aiheista. Datavirtojen kasvaessa yhd suuremmiksi, tarvitaan laitteisto-
ja jotka pysyvit suurien datamassojen késittelyssd mukana. Perinteisten systeemipiiriin
(engl. System-on-a-Chip, SoC) pohjautuvien toteutusten kdyttokelpoisuus sulautetuissa
jarjestelmissd suurien datamassojen késittelyssd on laskenut vuosien varrella niiden te-
hovaatimusten kasvaessa epakdytinnollisiksi [15]. SoC:1l4 tarkoitetaan tdssd sulautettuja
mikrokontrollereita ja mikroprosessoreita. FPGA-moduulit ovat yleensé jonkin perintei-
sen prosessorin sekd FPGA-kiihdyttimen siséltdvid SoC:jd. Esimerkiksi tydssi kdytetty
Pyng-Z2 sisiltaa XC7Z020-1CLG400C SoC:n jossa on FPGA-kiihdytinmoduulin lisdk-
si Dual ARM® Cortex™-A9 MPCore™ -moniydin suoritin. Lihivuosina on alettu tut-
kimaan FPGA-alustojen kiyttokelpoisuutta IoT-toteutuksissa, varsinkin koneoppimisen

puolella niiden laskentatehokkuuden ja uudelleenohjelmoitavuuden johdosta.

FPGA-reunalaskentaa hyodyntédvit alustat sopivat teoriassa hyvin koneoppimiseen niiden
hyodyntdmin rinnakkaislaskennan nopeuden ansiosta [16]. Lisidksi FPGA-moduulit ovat
energiatehokkaampia sekd monesti halvempia kuin niiden perinteiset SoC-vastineet. Suu-
ret prosessoriyhtiot, kuten AMD (Xilinx) ja Intel ovat tdnd pdivind merkittdvasti mukana
FPGA-moduulien tuotannossa, joka on kiihdyttinyt kyseisen teknologian kehitystd viime

vuosina.

Koneoppimisen toteuttaminen FPGA-alustoilla toimii uudelleenohjelmoitavien ydinten
(engl. Intellectual Property -cores, IPs) avulla, jotka ovat uudelleenkdytettivid logiik-
kayksikoitd. IP:t voidaan ohjelmoida ja tarpeen mukaan uudelleenohjelmoida kdytto-
tarkoitukseensa sopivaksi kdyttden matalan tason laitteistokielid, kuten Verilogia. Jot-
kin IP:t pystytddn ohjelmoimaan jopa kiyttien C-ohjelmointikielti sen matalan tason
systeemiohjelmointimahdollisuuksien ansiosta. Koneoppivan neuroverkkomallin toteu-

tus FPGA-alustalla seuraa jotakuinkin kuvassa 2 esitettyéd kaaviota.
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Sensori, mikki, kamera jne.

Data

Datan kasittely Uuden datan kasittely

Ja tunnistus

HLS4ML (Vivado)
Scip:
Hit-logy, PYNQ-Z2

PC FPGA-alusta

Kuva 2. Koneoppivan mallin toteutus FPGA-alustoilla. Aineiston kisittely ja mallin kehitys
esimerkiksi Tensorflow/Keras tai PyTorch-ohjelmakirjastoilla toteutetaan emotietokoneella (PC),
muunnos FPGA-alustaa varten toteutetaan emotietokoneella hls4ml-kirjastoa hyddyntéden, uuden
aineiston tunnistus koulutetulla mallilla toteutetaan FPGA-alustalla.
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3 PUHUJANTUNNISTUS OHJELMOITAVALLE PORT-
TIPIIRILLE SUUNNITELLULLA KONVOLUUTIO-
NEUROVERKOLLA

3.1 Spektrogrammi ja mel-taajuuskertoimet

Adnidatan analysointi ja sen ominaisuuksien talteenotto suoraan sen signaalimuodosta on
hankalaa tai ldhes mahdotonta. Tidstéd syystd signaali usein muunnetaan spektrogrammik-
si. Spektrogrammi on yleensd kaksiulotteinen kuva, joka kuvaa ddnindytteen eri taajuuk-
sia ajan suhteen. Spektrogrammissa yksittidisen kuvapisteen viri kertoo kyseisen taajuu-
den voimakkuuden desibeleissi tai desibeleisséd suhteessa korkeimpaan havaittuun déni-

paineeseen (kuva 3).

10

0

-10

-20

-30

—40
0 5000

10000 15000 20000 25000 30000

Kuva 3. Esimerkki ddnisignaalista sitd vastaavasta MFCC-spektrogrammista.

Spektrogrammeja kiytetdin puheentunnistuksessa kuvankaltaisena syotteend yleensd kon-
voluutioneuroverkoille, joiden avulla tyypillisesti opitaan relevantteja piirteitd kuvadatas-
ta. Spektrogrammeja voidaan luoda monella eri menetelmilld, kuten suodattimien avulla
sekd kdyttamailld Fourier- tai aallokemuunnosta. Néistd yleisin kdytetty menetelmi on ly-
hyen aikavilin Fourier-muunnos (engl. Short-time Fourier Transform, STFT). STFT on
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madritelmian mukaan
N-1
- kn
STFT,(h, k) = X(h,k) = apepwae 7N, (1)
n=0

jossa x, ., on ddnindytteestd ndytteistetty lyhyt ajanjakso (pituudeltaan h), joka on ik-
kunoitu ikkunafunktiolla w,. Téastd ikkunoidusta nédytteestd otetaan diskreetti Fourier-
muunnos e~ 2*'¥ missi k on Fourier-sarjan indeksi. Sama toteutetaan kaikille néytteis-
tetyille ikkunoille, jotka summataan yhteen spektriksi. Kosinisumma-ikkunointifunktiot

ovat muotoa:

w, = Z(—l)kak cos | —

k=0

K
(Wm), 0<n<N. )

STFT:ssd kiytetddn usein Hann- tai Hamming-ikkunointia aikaikkunoiden luomiseksi al-
kuperiisestd signaalista. Kummatkin ovat esimerkkejd yhtdlon 2 mukaisista kosinisum-

ma-ikkunointifunktioista, kun £ = 1:

2
wn:ao—(l—a0)~cos(ﬂ), 0<n<N\.
~——

N Sn<
ai

Kun asetetaan ay = 0.5, saadaan Hann-ikkunointifunktio ja vastaavasti jos asetetaan

apg = %, saadaan Hamming-ikkunointifunktio. Kuten kuvasta 4 voidaan huomata, timi

pieni muuttujaero ndissd kahdessa ikkunointifunktiossa vastaa noin 18 desibelin eroa per
oktaavi. Ikkunointifunktion valinta riippuu kéytettdvin aineiston muodosta, esimerkik-
si Hamming-ikkunointia kidytetddn data-analyysissa sen vihiisen spektraalisen vuodon
vuoksi [17].

Kaavasta 1 saadusta spektristd otetaan usein logaritmi, jotta saadaan spektri vastaamaan
desibelien logaritmista skaalaa. Téstéd saatu spektri kuvataan lampokarttana ajan suhteen,

jossa virit kuvaavat desibeli-intensiteettid. Logaritminen spektri saadaan kaavalla

Niitd logaritmisia spektrogrammeja voidaan kdyttdd sellaisenaan jo syoOtteend puheen-
tunnistusmalleille. Tosin tidnd pdivind lihes jokainen puheentunnistusmalli hyddyntada
MFCC-spektrogrammeja syotteendidn [14]. Yleisen kepstri-algoritmin perusaskeleet on

esitetty algoritmissa 1.

MFCC-algoritmi on erds kepstri-algoritmi, jossa alkuperdinen spektri muunnetaan niin

kutsuttuun log-mel-skaalaan ja tdstd log-mel-spektristid otetaan talteen sen madrittivit
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Kuva 4. Hamming-ikkunointifunktion havainnollistus (1.) sekd taajuusvaste (2.). Hann-
ikkunointifunktion havainnollistus (3.) sekd taajuusvaste (4.).

Algoritmi 1 Kepstri-algoritmi

1: funktio KEPSTRIMUUNNOS(S) > Adnisignaali S
2 Ty, = Hamming(S) > Signaalin ikkunointi
3: X, = STFT (z,,) > Lyhyen aikavilin Fourier-muunnos
4: Sp = 201og,o(X,) > Logaritminen spektri
5 K := DFT(Sy) > Toinen aika-taajuus muunnos (Fourier/kosini)
6: palauta K > Kepstri-spektrogrammi
7: lopeta funktio
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kertoimet spektrin amplitudista. MFCC-algoritmi on muunnettu kepstri-algoritmi sen toi-

minta on esitetty algoritmissa 2.

Algoritmi 2 MFCC-algoritmi

1: funktio MFCC(S5) > Signaali S
2: X, = DFT(S,) > DFT ikkunoidusta signaalista
3 Xoner 1= 2595 logy, (1 + %) > Taajuuksien muuntaminen mel-skaalaan
4: Lner :=10g(| Xoner * Frner?) > Logaritmi mel-filtterin F,,,.; taajuualueilta
5: M := DCT (L) > Diskreetti kosinimuunnos log-mel-spektristé
6: MFCC,, = M[A,)] > MFCC-kertoimet amplitudeja saadusta spektristd
7: palauta MFCC > MFCC-kertoimet mel-filtterin mukaisilta taajuusalueilta
8: lopeta funktio

MEFCC on nykypéivini yleisin kidytetty piirremenetelmi puheentunnistuksessa. Jos asias-
ta el mainita artikkelissa tai raportissa, joka késittelee puheen- tai puhujantunnistavia mal-

leja, voi ldhes olettaa ettd MFCC:td on kdytetty késitellyissd malleissa.

3.2 Konvoluutioneurovekko

Keinotekoisilla neuroverkoilla (engl. Artificial Neural Networks, ANNs) tarkoitetaan
graafeja, joiden solmut ovat kytketty kerroksittain toisiinsa (kuva 5). Niitd solmuja kut-
sutaan usein neuroneiksi ja niiden vélisid kytkoksid synapseiksi, silld keinotekoiset neu-
roverkot ovat mallinnettu aivojen rakenteen mukaisiksi. Yksittdinen solmu saa arvonsa
edellisen kerroksen solmujen summasta, joka usein syotetidin aktivointifunktion ldpi. Sol-
muilla on my6s painokertoimet, joiden avulla voidaan painottaa haluttuja solmuja enem-
min kuin toisia. Aktivointifunktiot ovat yksinkertaisimmillaan askelfunktioita, jolloin
kerroksen solmujen summan ylittdesséd askelfunktion kynnysarvon saa kyseinen solmu ar-
von 1 ja muuten arvon 0. Neuroverkon viimeinen kerros toimii useimmiten luokittimena.
Yksinkertaisin luokitin on yksittdinen solmu. Solmun aktivoituessa on sydte arvioitu kuu-
luvan luokkaan 1 ja muuten luokkaan 0. Tilloin neuroni toimii lineaarisen luokittimen
tavoin, jossa hypertaso jakaa parametriulottuvuuden kahtia. Useamman luokan tapauk-
sessa usein kdytetddn aktivointifunktiona logistisia-funktioita (engl. sigmoid-function),
jolloin yksittdiset solmut voivat saada miti tahansa arvoja vililtd [0, 1]. Télloin viimei-
sen kerroksen yksittiisen solmun arvot ovat voidaan tulkita todennikdisyytend, ettd syote

kuuluu kyseisen solmun méiirittelemiin luokkaan [18].
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Kuva 5. Yksinkertainen neljdkerroksinen tdysin kytketty neuroverkko.

Neuroverkon opetus voi tapahtua kolmella eri tavalla. Ohjatussa oppimisessa neurover-
kolle annetaan jo luokiteltuja syotteitd ja ndiden perusteella pyritddn muuttamaan verkon
painokertoimia ja aktivointifunktioiden kynnysarvoja niin, ettd lopullinen ulostulo vastaa
syotteen luokkaa. Ohjaamattomassa oppimisessa neuroverkko saa syotteekseen luokit-
telemattomia syotteitd. Vahvistusoppimisessa neuroverkko oppii ympdristonsid antaman
palautteen mukaan. Eteenpdin kytketyissd neuroverkoissa kaikissa ndissd opetusmenetel-
missi takana on vastavirta-algoritmi (engl. backpropagation), gradienttimenetelméi (engl.
gradient decent) ja hdviofunktio (engl. loss-function). Héviofunktion arvo kertoo neu-
roverkon tuottaman tuloksen numeerisen hyvyyden. Héaviofunktion minimoinnissa hyo-
dynnetdin gradienttimenetelmii. Neuroverkkojen tapauksessa minimointi joudutaan las-
kemaan jokaiselle solmulle, joka on laskennallisesti raskasta solmujen méérin kasvaessa.
Téhin avuksi hyodynnetddn vastavirta-algoritmia, joka nopeuttaa gradienttien laskentaa

aloittamalla laskenta verkon viimeisestd kerroksesta [18].

Konvoluutioneuroverkko on keinotekoinen neuroverkko, joka sisiltdd vihintdin yhden
konvoluutiokerroksen (kuva 6). Konvoluutiokerros pystyy kisittelemddn moniulotteisia

syotteitd, minki takia se on hyvin yleisesti kdytetty esimerkiksi kuvantunnistuksessa, pu-
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heentunnistuksessa ja hahmontunnistuksessa [19]. Yleensd kuitenkin konvoluutioneuro-
verkot siséltidvit useampia konvoluutiokerroksia, joiden vililld on usein yhdistivid ker-
roksia. Yhdistdvien kerrosten tarkoitus on tiivistdd konvoluutiokerroksien tuottama infor-
maatio. Konvoluutiokerroksien yksi ominaispiirteistd on parametrien jakaminen (engl.
Parameter sharing), joka tarkoittaa, ettd jokaisen parametriluokan kiytetyt arvot ovat
samat, toisin kuin tdysin linkitetyssid verkkokerroksessa, jossa jokainen painokerroin ja
kynnysarvo lasketaan erikseen. Toinen konvoluutiokerroksille ominainen piirre on harva
linkitys, eli kerrokset ovat harvemmin linkitetty edellisiin ja seuraaviin kerroksiin neuro-

verkossa. Ndmaé kaksi ominaisuutta tekevit CNN:n kouluttamisesta nopeaa ja tehokasta.

24@48x48
8@128x128 24@16x16  1x256

8@64x64

Kuva 6. Esimerkki LeNet-tyylisen [20] CNN:n arkkitehtuurista, joka siséltd kaksi konvoluutio-
kerrosta, joiden vilissd maksimiyhdiste kerrokset seki kaksi tdysin kytkettya kerrosta.

Konvoluutiokerrosten tehtdvid neuroverkoissa on oppia syotteestd esimerkiksi luokitte-
luongelman ratkaisemisen kannalta hyodyllistd piirreinformaatiota. Kerrokset siséltavit
ennalta médrityn miirin konvoluutiokerneleitd. Yksittdinen konvoluutiokerneli tuottaa
yhden konvoluutiopiirrekartan saamastaan syotteestd. Kaksiuloitteinen konvoluutio on

kahden kaksiulotteisen matriisin vilinen pistetulo ja on méiritelty seuraavasti:

Mg—1 Ng—1

Ci,j) =Y. > A(m,n)-B(i—m,j—n), 3)

m=0 n=0
jossa A on M, x N, matriisi ja B on M, x N, matriisi. Indeksit ¢ ja j ovat madritelty
0<i< M,+M,—1ja0 <37 < N,+ N, —1[21]. Konvoluutio tédssid on pistetulo
konvoluutiokernelin ja syotteen yksittdisen ndytenaapuruston vililld (vrt. kaava 3, kun A
= konvoluutiokerneli ja B = syotteen ndytenaapurusto). Operaatio toteutetaan koko syot-
teen yli kuvapiste kerrallaan ja saatu konvoluutiopiirre on summa pistetulo-operaatioista,

kuten kuva 7 havainnollistaa.

Konvoluutiokerroksen hyperparametrit ovat konvoluutiokernelien koko, kernelien maara,
konvoluution askelpituus sekd syotteen tdydentdminen (engl. Padding). Saatu konvoluu-

tiopiirrekartta syotetddn aktivointifunktion ldpi ennen sy6ttéd verkon seuraavaan kerrok-



18

0[1[1]1]0/0[0
010{1]1]1]0[O 114[3/4[1
0/0]0J1[1/1]0 1/0[1 11214/3]3
0[0]0]111}0]0 * |0/1/0] = [1]2]3]4]|1
0[0]1/1]0/0]0 11041 113[3]1]1
0[1]1]0[0[0]0 313111110
011]0]010]0[0

B A AxB

Kuva 7. 2D-konvoluutio. Matriisi B kuvaa syotettd ja A kuvaa konvoluutiokernelid.

seen, joka on yleensi yhdistekerros (engl. Pooling layer). Yhdistdvien kerrosten yleisim-
pid operaatioita on keskiarvoyhdiste (engl. Average pooling) tai maksimiyhdiste (engl.

Maximum pooling).

3.3 Aineiston esikisittely

Ty0ssi kaytettiin Mozilla Common Voice -kirjaston suomenkielistd avoimen ldhteen da-

niaineistoa. Kyseinen aineisto ja késittelyn vaiheet ovat tarkemmin esitelty osiossa 4.1.

Adinitiedostojen kisittely ja kiiZintiminen on toteutettu piisdintdisesti kiyttien pydub-
nimisti kirjastoa, joka hyodyntdd FFmpeg-dédnitiedostojen kisittelysovellusta [22]. FFm-
peg on avoimen ldhdekoodin projekti, joka sisdltdd laajan kattauksen kirjastoja videon,
ddnen ja muiden multimediatiedostojen kisittelyyn sekd suoratoistoon. Lopullisten da-
nisignaalien kisittely spektrogrammeiksi toteutettiin kdyttien Googlen Tensorflow:n val-

miita signaalinkésittelyfunktioita.

3.4 Puhujantunnistavan mallin kehitys

Puhujantunnistukseen luodut keinotekoiset neuroverkot ovat toteutettu ja opetettu hyo-
dyntden Tensorflow-kirjastoa, joka on avoimen lihdekoodin koneoppimiskirjasto Pytho-
nille. Tensorflow hyédyntidid Keras-nimistd avoimen lihdekoodin kirjastoa koneoppimis-
mallien méadrittelyyn. Tyossd toteutetut mallit hyodyntavit Kerasin laajaa neuroverkko-
moduulia, joka kattaa kaikki nykypdivini laajalti kdytossd olevat neuroverkkokerrokset
konvoluutioista takaisinkytkettyihin verkkoihin. Lisdksi mallien karsimisessa hyodynnet-
tiin Tensorflow:n erillistd mallin optimointikirjastoa. Puhujantunnistavan mallin kehityk-

sen askeleet ovat esitetty kuvassa 8.
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h 4
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Kuva 8. Tyossi toteutetun puhujantunnistavan mallin kehityksen vuokaavio.

3.5 Kiiannos ohjelmoitavaa porttipiirii varten

Moderneilla neuroverkkokirjastoilla luodut neuroverkkomallit voidaan kéddntdd FPGA-
korttitietokoneen ajettavaan muotoon kiyttden esimerkiksi hls4ml-kirjastoa [23]. Hls4ml
on kirjasto, joka luo korkean tason synteesikielen laiteohjelmistototeutuksia avoimen ldh-
teen koneoppimiskirjastojen avulla tuotetuista neuroverkkomalleista. Se hyodyntdd Viva-
do HLS, Intel HLS ja Vitis HLS sovelluksia taustasovelluksinaan FPGA-alustoille toteu-
tusten kehityksessd. Hls4ml tukee Tensorflow:lla [24], Kerasilla [25], PyTorch:1la [26],
ONNX:114 [27] ja QKerasilla [28] luotujen neuroverkko mallien kddntdmistd FPGA-alu-

stoille.

Konvoluutioneuroverkkoa luodessa FPGA-alustoille tiytyy kuitenkin ottaa huomioon lait-
teiston rajoitteet datan syotossa [29]. Tdma tarkoittaa sitéd, ettd konvoluutioneuroverkon
yksittéisten kerrosten parametrien miéra ei saa ylittdd sisdéntuloporttien lukuméarai alus-
talla tai muuten kddnnOsprosessissa toteutusta ei kyetd optimoimaan vasteajan suhteen.
Tami ei toisaalta tarkoita, etteikd olisi mahdollista luoda levedmpéd konvoluutioneuro-
verkkoa kyseiselld alustalla; kddnndsprosessin optimointi perustuu tilldin resurssien, ku-

ten hakutaulujen ja kiikkujen kidyton minimointiin.

Hls4ml luo FPGA-korttitietokoneelle tarvittavat ajuritiedostot neuroverkon laitteistokir-

jastoa varten. Laitteistokirjaston avulla luotua neuroverkkoa voidaan ajaa hyodyntden
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kohdealustan FPGA-moduulia. Pyng-korttitietokoneet ovat konfiguroitu niin, ettd niilla
ajettavia sovelluksia voidaan nopeuttaa kdyttden samalla piirilld olevaa FPGA-moduulia
normaalin suorittimen lisdksi. Neuroverkon laitteistokirjasto ladataan korttitietokoneella
niin kutsuttuna ohjelmointikerroksena (engl. Overlay), jolloin sen médrittelemét prosessit

ajetaan FPGA-kiihdytinmoduulia hyddyntéen.
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4 KOKEET

4.1 Aineisto

Tyossd kidytetddn Mozilla Common Voice -projektin kerddmiid suomenkielistd avointa d4-
niaineistoa. Aineistossa on satunnaisesti luotujen lause- tai sanasyétteiden mukaan va-
paaehtoisten henkildiden lukemia anonyymeja dénindytteitd MP3-muodossa. Suomen-
kielisessd aineistossa on noin 13 tuhatta ddnindytettd, joista noin 7 tuhatta on tarkistet-
tu valideiksi projektissa mukana olevien vapaaehtoisten toimesta. Validit d4nindytteet
muunnettiin alkuperdisesti MP3-muodosta WAV-muotoon ddnen spektritiedon talteenot-

toa varten.

Koska aineisto on tdysin vapaaehtoistoiminnalla luotu, ei ddnindytteiden laadusta ollut ta-
keita. Néytteiden laatu ja pituus ovat hyvin vaihtelevia, miki voisi aiheuttaa epatarkkuutta
niin opetuksessa kuin testauksessa. Epétarkkuutta ja nidytteiden epédtasapainoisuutta pyrit-
tiin minimoimaan siistimélld aineistoa mahdollisimman paljon ja vakioimalla nédytteiden
ominaisuuksia kuten ndytteenottotaajuutta ja niytteen pituutta. Aineiston kisittelyyn kiy-

tetyt ohjelmistot ovat esitelty kappaleessa 3.3.

Aineisto siistittiin poistamalla hiljaiset kohdat néytteistd. Télloin yksittdisen dédntd sisél-
tdvdn ndytteen keskimédrdinen pituus oli alle 3 sekuntia. Koska ddnindytteiden pituudet
olivat edelleen satunnaisia, haluttiin satunnaisuuden aiheuttamat mahdolliset virheelliset
luokittelut minimoida vakioimalla dinindytteiden pituudet kahteen sekuntiin joko katkai-
semalla néytteet kahden sekunnin pituisiksi tai toistamalla néytteitd kunnes ne olivat ha-
lutun pituisia. Tamin lisdksi ndytteiden niytteenottotaajuus vakioitiin 16 kHz:iin, jolloin
yksittdinen ddnindyte sisdltdd 32 tuhatta data-alkiota. Aineisto muunnettiin tdmén jal-
keen ensin signaalimuotoon kdyttden FFmpeg-sovellusta, jotta siitd voitiin ottaa talteen

spektrogrammi-informaatio.

Tamai signaaliaineisto muunnettiin MFCC-algoritmilla (algoritmi 2 sivulla 15) taajuus-
kertoimet siséltidviksi spektrogrammiksi, joita kdytettiin mallissa kuvamaisina syotteind.
Yksittdisen data-alkion késittelyprosessi on esitelty kuvassa 9. Aineisto mallia varten luo-
tiin hyodyntden Tensorflow:n valmiita aineiston luontiin tarkoitettuja funktioita. Aineisto
jaettiin opetus- ja testausosioihin 80/20 (%) suhteella satunnaisesti. Jaossa varmistettiin
kuitenkin, ettd opetusaineisto sisélsi ainakin yhden nédytteen jokaiselta aineiston henki-
161td. Kaésittelyn jdlkeen data-aineisto sisdlsi yhteensd 119 eri henkilon dédnindytteet eli

aineisto sisélsi yhteensd 119 luokkaa. Aineistosta lopulta kéytettiin vain 26 suurinta luok-
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kaa lopullisessa sovelluksessa luokittelutehtdvin pienentdmiseksi laitteiston resurssivaa-
timusten takia.

MP3-&anitiedosto

FFMPEG/PyDub
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Kuva 9. Data-alkion muunnosprosessin virtauskaavio.

4.2 Mallit

Tyossd luotujen konvoluutioneuroverkkojen haluttiin olevan riittdvin pienid, jotta kysei-
set mallit voitaisiin teoriassa implementoida tiysin rinnakkaisesti FPGA-alustalla. Tami
tarkoittaa sitd, ettd yksittiisten kerrosten parametrien méérdn ei haluttu ylittdvdan Viva-
don asettamaa 4096 parametrin rajaa. Suurempien kerrosten toteuttaminen alustalla on

mahdollista. Télloin resurssien uudelleenkdyttokerrointa (engl. Re-use Factor) tdytyisi
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kasvattaa vastaavasti yksittdisille kerroksille manuaalisesti.

Ty0Ossi toteutetut neuroverkot ovat sovellettuja versioita hls4ml:n esimerkin mukaisesta
konvoluutioneuroverkosta. Toteutetut neuroverkot sisdltivit kolme konvoluutiokerrosta,
joiden vilissd on eridnormalisointikerros (engl. Batch Normalization Layer) sekd kak-
siulotteinen maksimiyhdistekerros 2 x 2 yhdistekernelilld. Ensimmaiset kaksi konvoluu-
tiokerrosta siséltidvit mallista riippuen 16, 12 tai 8 kernelid kooltaan 3 x 3 ja viimeinen
konvoluutiokerros siséltdd 24, 16 tai 12 kappaletta 3 x 3 kernelid. Kaikkien kerrosten akti-
vointifunktiona kiytetddn ReLu-funktiota (engl. Rectified linear unit, ReL.u) ja kernelien

regularisoinnissa kiytetdin L1 eli lasso-regressiota 0.0001 kertoimella.

Konvoluutiokerrosten jidlkeen neuroverkon sydte muunnetaan yksiuloitteiseksi eli muo-
toon 1 x (Outy - Outy - Outs), jossa Out,, on edellisen kerroksen ulostulon ulottuvuuden
n koko. Tama syotetddn 30% pudotuskerroksen ldpi (engl. Dropout-layer), joka satunnai-
sesti pudottaa 30% edellisen kerroksen ulostulon arvoista nollaan opetusvaiheessa, miki
vihentdd mallin ylioppimisen mahdollisuutta. Pudotuskerroksen nollastapoikkeavat al-
kiot syotetddn neuroverkon ainoaan varsinaiseen tiysin kytkettyyn kerrokseen, joka sisél-
tdd joko 32, 24 tai 16 solmua. Tdméin ulostulo vield erdnormalisoidaan ennen 26 solmun
tdysin kytkettyd luokittelukerrosta. Tdma kerros kertoo verkon tuottaman luokittelutulok-
sen todennékoisyytend luokkien vélilld. Top-1 ennustettu luokka on viimeisen kerroksen
arvoltaan suurin solmu. Top-K ennustustarkkuutta voidaan my®os tarkastella luokittelun
yhteydessd, jolloin tutkitaan viimeisen kerroksen solmuista, etti onko oikea luokka K:n
suurimman solmun joukossa. Kuvassa 10 on havainnollistettu erds tydssd toteutettu neu-

roverkko.

24@4x4

16@32x32

16@13x13

1x321x26

Kuva 10. Neuroverkon 1 (CNN_1/PCNN_1) havainnollistus. Ensimmaéiset kolme kerrosta kon-
voluutiokerroksia ja viimeiset kaksi tidysin kytkettyja kerroksia.

Neuroverkkojen arkkitehtuurit ovat esitetty tarkemmin vield taulukoissa A1.9, A1.10 ja

Al.11. Jokaisesta erikokoisesta neuroverkosta luotiin karsittu malli (engl. Pruned model)
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kiyttden Tensorflow:n mallin optimointi kirjastoa. Karsinnan ideana on karsia opetus-
vaiheessa pohjamallista sellaiset kertoimet, jotka eivit vaikuta lopulliseen luokittelutu-
lokseen merkittivésti, asettamalla niiden arvot nollaan. T&ll6in kyseisen mallin laskenta
helpottuu ja niin resurssivaatimukset laskevat mallin tarkkuuden sdilyessd. Tassd tavoit-
teelliseksi harvuudeksi karsituille malleille asetettiin 50% eli karsimisen tavoitteena oli
karsia puolet kertoimista nollaan. Karsitut versiot luotiin kdyttden polynomin hajottamis-
ta (engl. Polynomial Decay) karsintanopeutena. Taulukoissa esitellyt arkkitehtuurit ovat

samanlaiset myos karsituilla versioilla.

Tyossd kiytetty karsintaprosessi vastaa hlsdml:n esimerkin mukaista karsintaprosessia
[29]. Karsinta aloitetaan mallin kymmenennelld opetuskierroksella (engl. Epoch). Ku-

vasta 11 huomataan, karsintaprosessin vaikutus mallien painokerrointen jakaumassa.
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5000 bn_2 5000 bn_2
= bn_3 =3 bn_3
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1O :©
o i
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-1.5 -1.0 -0.5 0.0 0.5 1.0 15 -1.5 -1.0 -0.5 0.0 0.5 1.0 15
Painokertoimet Painokertoimet
(a) Pohjamalli (b) Karsittu malli

Kuva 11. Pohjamallin vs. karsitun mallin painokertoimet.

4.3 Parametrit ja suorituskyvyn arviointi

Ty0ssd mitattiin kolmen erikokoisen pohjamallin seki niiden karsittujen mallien luokitte-
lutarkkuutta verrattuna niiden hls4ml-versioihin. Lisdksi tutkittiin hls4ml-kvantisoitujen
mallien estimoituja resurssivaatimuksia hls4ml:n ja Vivadon tuottamien synteesiraporttien
pohjalta. Mitatut laskentaresurssit ovat lohkomuisti (engl. block random access memo-

ry, BRAM), digitaalinen signaaliprosessorit (engl. digital signal processor, DSP), kiikut



25

(engl. flip-flop, FF) sekd hakutaulut (engl. lookup table, LUT).

Kaikkien mallien laskentatarkkuus asetettiin tarkkuuteen "ap_fixed < 16,6 >’ hls4ml:n
avulla. Edeltdvd merkintd kertoo laskentatarkkuuden kiyttidvan 16 bittisid numeroita, jois-
ta 6 on varattu lukujen kokonaisosien (desimaalipilkun vasemmanpuolisien) kisittelyyn ja
loput 10 desimaaliosien kasittelyyn. Lisdksi mallien seki yksittdisten kerrosten resurssien
uudelleenkiyttokerroin vakioitiin 64:44n resurssiestimaattien vertailukelpoisuutta varten.
Valittu uudelleenkéyttokerroin valittiin hls4ml:n Pyng-Z2:lla toteutetun neuroverkkoesi-
merkin implementaation pohjalta, jossa kdytettiin samaa uudelleenkidyttokerrointa tiysin-

kytketyn neuroverkon toteutuksessa.

4.4 Tulokset

Ty06ssi ei onnistuttu toteuttamaan alkuperdisen suunnitelman mukaisesti konvoluutioneu-
roverkkoa Pyng-Z2 alustalle. Toteutetut neuroverkot vaativat FPGA-alustalta enemmin
resursseja kuin Pyng-Z2:n SoC siséltdd. Tyossd kokeiltiin hls4ml:n resurssioptimointia
neuroverkon FPGA-implementaatiossa mutta timi osoittautui epakdytdnnolliseksi, silla
kddnnetyt neuroverkot eivit toimineet FPGA-alustalla odotetusti. Koska kyseisid neu-
roverkkoja ei saatu toimimaan FPGA-alustalla, tdssd raportissa ei ole vertailukelpoisia

tuloksia mallien nopeudesta suoritintoteutuksen ja FPGA-toteutuksen vélilla.

Sen sijaan tyossd verrattiin kuuden erilaisen konvoluutioneuroverkon estimoituja resurssi-
vaatimuksia ja kyseisten neuroverkkojen luokittelutarkkuuksia alkuperdisten mallien seka
niiden kvantisoitujen vastineiden vililld. Tdyden laskentatarkkuuden ja hls4ml kvantisoi-
tujen mallien tarkkuudet ovat esitetty taulukossa 1. Kyseisestéd taulukosta nidhdiin, ettéd
vaikka mallien koko pienenee vasemmalta oikealle, Keras-mallien tarkkuudet pysyvit
kaikki yli 90%. Niin systemaattinen korkea tarkkuuus pienellidkin neuroverkolla kertoo
MFCC-spektrogrammien kuvaavien piirteiden korkeasta suorituskyvysti tdydelld lasken-
tatarkkuudella.

Taulukko 1. Mallien tarkkuuksia ennen hls4ml-kvantisointia seké sen jalkeen. CNN-mallit ovat
pohjamalleja ja PCNN-mallit ovat pohjamalleista karsittuja versioita.

CNN_1 PCNN_1 CNN_2 PCNN_2 CNN_3 PCNN_3

Keras Top-1 [%] 96.5 95.4 95.1 94.3 95.1 92.9
Keras Top-3 [%] 100 98.8 99.5 99.3 99.3 99.3
hls4ml Top-1 [%] 79.1 72.7 64.8 82.5 68.1 68.8
hls4ml Top-3 [%] 90.7 87.0 77.4 91.7 85.5 85.7
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Resurssiestimaatit ovat Vivadon tuottamia synteesi-estimaatteja kyseiselle mallille ja ovat
tiedettdvisti usein liian suuria oikeaan implementaatioon verrattuna. Varsinaista imple-
mentaatiota ei voitu tyossi toteutetuille verkoille luoda liian suurten resurssiestimaattien
takia. Vaikka estimaatit ovat usein yliampuvia, antavat ne kuitenkin suuruusluokan eri
resurssien kdytolle ja tydssd kidytetyn alustan resurssit eivit ole riittdvit jarkevidn imple-
mentaation luomiseen. Kaikkien mallien resurssien kiyttdaste on esitetty prosentteina

suhteessa Pyng-Z2:n resursseihin (taulukko 2).

Taulukko 2. Pyng-Z2:n XC7Z020-1CLG400C-mikropiirin laskentaresurssit. Resurssien lyhen-
teiden merkitys esitetty tekstissi osiossa 4.3.

Resurssi | BRAM | DSP | FF | LUT
Madrd | 280 | 220 | 106.4K | 53.2K

Taulukoissa 3 ja 4 on esitelty tyossi toteutetuista neuroverkoista keskikokoisen mallin re-
surssiestimaatteja. Kuten kyseisistd taulukoista sekd liitteen taulukoista A1.5, A1.6, A1.7
ja A1.8 voidaan huomata, konvoluutioneuroverkot vaativat paljon resursseja FPGA-alus-

talta, varsinkin hakutauluja.

Taulukko 3. 2. pohjamallin resurssiestimaatit

Malli: CNN_2 | BRAM | DSP | FF | LUT
Kiytetty 99 114 | 138.5K | 181.5K
Kiyttdaste [%] | 35 51 [ 130 341

Taulukko 4. 2. karsitun mallin resurssiestimaatit

Malli: PCNN_2 | BRAM | DSP | FF | LUT
Kiytetty 99 101 [ 99.9K | 117.8K
Kayttoaste [%] | 35 45 93 221
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5 POHDINTA

5.1 Tulosten vertailu

Tuloksista voidaan huomata, ettd hls4ml:n kvantisointi verottaa oletetusti kullakin neu-
roverkolla luokittelutarkkuutta. Kuitenkin kunkin kvantisoidun neuroverkon Top-1 tark-
kuus pysyy varteenotettavissa rajoissa kdytdnnonsovellusta varten. Top-3 tarkkuudet on
taulukoitu mukaan havainnollistamaan, ettd kdytannonsovelluksessa voitaisiin halutessa
kiyttdad Top-K tarkkuutta luokittelun hyvédksynnidssda. Karsittu versio CNN_2:sta (tau-
lukossa PCNN_2) erottuu hls4ml-tarkkuuksien suhteen muista malleista, silld kyseinen
verkko ei syystd tai toisesta kdrsi yhtd pahasti mallin kvantisoinnista verrattuna muihin
malleihin. Tédssd huomataan pieni satunnaisuus hls4ml:n kvantisoinnissa siiné suhteessa,
ettei ole tdysin mahdollista ennustaa kvantisoidun mallin suorituskykyé ennen testaamis-
ta. PCNN_2 on téten vastoin odotuksia kaikista malleista stabiilein pienten laskentatark-

kuuden muutosten suhteen.

Yksikédn tyossi toteutetuista neuroverkkomalleista ei sellaisenaan vastannut estimaattien
suhteen resurssivaatimuksiltaan Pynq-Z2:n resursseja. PCNN_2 on malleista sellainen,
joka olisi hieman resurssirikkaammalle FPGA-alustalle kuten PYNQ-ZU:lle jarkeva yrit-
tad implementoida. Kyseinen malli on myds kvantisoituna malleista mielenkiintoisin luo-
kittelutarkkuuden suhteen kuten aiemmin jo aihetta kisiteltiin kappaleessa 4.4. PCNN_3
(taulukko A1.8) alkaa olla toisaalta jo lihelld resurssivaatimuksiltaan mahdollisesti imple-
mentoitavaa mallia. Vaikka tuotetut resurssiarviot sellaisenaan eivit ole suoraan vertai-
lukelpoisia, verrattuna Aarrestad et al. [29] saamiin tuloksiin hls4ml:n resurssien kiy-
tostd samankaltaisilla konvoluutioneuroverkoilla, tissd ty0ssd saadut resurssiestimaatti-
tulokset vahvistavat kyseisen raportin tuloksia. Tuloksista voidaan huomata lineaarisuutta
mallin koon ja resurssien kdyton kuten kiikkujen, hakutaulujen sekd lohkomuistin suh-

teen, kuten Aarrestad et al. raportissaan my0s ovat todenneet.

5.2 Jatkotutkimukset

Tamin raportin tulokset vahvistavat, ettd mallin optimointi karsimalla ennen hls4ml-
mallin luontia on suurin vaikuttava tekijd resurssivaatimusten vahentdmisessid. Tyoka-
lut kuten QKeras ja AutoQKeras ovat tdnd pédividnd tehokkaita ja varteenotettavia apu-
tyokaluja mallien lisdoptimoinnissa, kuten myos Aarrestad et al. raportissaan toteavat.

Neuroverkkojen arkkitehtuuria voisi mahdollisesti muuttaa toisenlaiseksi, joka saattaisi
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vihentdd resurssivaatimuksia. Toisaalta usein helpoin ratkaisu resurssien loppuessa on
vaihtaa suurempaan FPGA-alustaan, kuten Xilinx UltraScale+ -sarjan FPGA-moduulin

sisaltdvaan alustaan.

Kéytiannollisend sovelluksena myos neuroverkko tulisi kouluttaa kiyttotarkoituksen mu-
kaisella aineistolla, miki tarkottaisi, ettd kyseinen aineisto tulisi keréti tai olla jo olemas-
sa, jotta toteutettua sovellusta voitaisiin hyodyntdd. Tyossd kiytetty aineisto oli laadultaan
vaihtelevaa ja hyvin epétasapainoinen luokkien vililld, miké vaikutti tyon tulosten tark-

kuuteen.

FPGA-alustaa hyodyntidvi kidytdnnon kiyttokohde tulisi olla riittdvin staattinen luokitte-
lutehtévi, jottei neuroverkkoa tarvitsisi uudelleenkouluttaa sekd implementoida laitteis-
tolle sopivaan muotoon. Syntetisoinnin ja kdfinndsprosessin raskaus tekee tistd FPGA-
alustaa hyodyntivéstd neuroverkkosovelluksesta epakdytdnnollisen esimerkiksi biometri-
sen tunnistuksen sovelluksena, silld uusien henkiloiden lisdaminen mallin tunnistettavien
joukkoon on hidasta ja tyoldstd. Tdma on yleisestikin automatisoidun puhujantunnistuk-
sen suurin ongelma, silld jokaisen uuden henkilon tiaytyy syottdd mallille ndyte opetusta
varten, ennen kuin mallin on mahdollista kyetid tunnistamaan kyseisen henkilon. Erds
ratkaisu tdhén olisi luoda malli, joka oppii déniaineistosta yleisesti merkitykselliset piir-
teet riittdvan laajasta aineistosta. Tétd mallia voitaisiin hyodyntdd puhujantunnistuksessa
samankaltaisuusmittaan perustuvassa luokittimessa. Kohdesovellusta voitaisiin toisaalta
muuttaa biometrisen varmistuksen mukaiseksi, jolloin tehtdvina olisi selvittdd onko hen-
kil se kuka hin véittidd olevansa. Télloin luokittelu muuttuisi binédériseksi kun selvitetiin

onko henkil6n viite tosi ddnindytteen avulla.
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6 JOHTOPAATOKSET

Tissd tydssd puhujantunnistus pyrittiin toteutettamaan luomalla keinotekoinen konvoluu-
tioneuroverkko kayttien Googlen Tensorflow kirjastoa. Tydssd kaytettiin Mozilla Com-
mon Voice -projektin luomaa suomenkielistd puheaineistoa neuroverkon opetuksessa seka
testaamisessa. Aineisto esikésiteltiin kdyttden pydub-nimisti kirjastoa Python-ohjelmoin-
tikielelld. Esikdsitelty aineisto muunnettiin neuroverkolle sopivaan spektrogrammi-muo-
toon kdyttien MFCC-menetelméi. Neuroverkko pyrittiin muuntamaan Pyng-Z2 SoC:n
ajettavaan muotoon kiyttden hls4ml-kirjastoa mutta tidssd epdonnistuttiin alustan resurssi-
vajeen takia. Sen sijaan tutkittiin erikokoisten neuroverkkojen resurssivaatimuksia FPGA-
toteutuksena ja verrattiin nididen luokittelusuorituskykyé hls4ml:n mallisimulaatiota hyo-

dyntéen.

Tulosten perusteella tydssd luodut neuroverkot ovat tarkkuudeltaan varteenotettavia kiy-
tdnnon sovelluksiin. Tamai tulos kertoo enimmikseen MFCC-piirteiden vahvuudesta pu-
hujantunnistuksessa konvoluutioneuroverkoilla, miki oli suurin syy kyseisen menetelmin
valintaan tyon toteutuksessa. Konvoluutioneuroverkot yleisesti vaativat paljon laskenta-
resursseja ja FPGA-alustoilla nimi resurssit ovat rajalliset. Tastd syystd tyossd toteu-
tetut neuroverkot pyrittiin pitimédin mahdollisimman pienini kuitenkin pyrkien sdilytté-
miédn korkean luokittelutarkkuuden. Toisaalta kyseisten neuroverkkojen toteutus FPGA-
alustoilla ja varsinkaan tyon péadsddntoiselld kohdealustalla Pyng-Z2:1la on hankalaa ky-
seisen alustan resurssien vihyyden takia. Mikién tydssd toteutetuista malleista ei vastan-

nut Pyng-Z2:n resursseja Vivadon synteesiraporttien pohjalta.

Vaikka tyossd toteutetut pohjamallit ovat varsin pienid neuroverkoiksi nykypdivin stan-
dardeilla, mallit kuluttavat resursseja turhan paljon ollakseen varteenotettavia kandidaat-
teja implementoitavaksi FPGA-alustoille. Téstd syystd usein pohjamalleja ei edes yriteté-
kiidn implementoida sellaisenaan vaan mallien esioptimointi yksi tirkeimmistéd vaiheista
neuroverkkojen toteutuksessa FPGA-alustoilla. Tydssé toteutettujen neuroverkkojen re-

surssivaatimusestimaatit vastaavat jo ennestiin tuotettuja tuloksia.

Suurin hyoty FPGA-alustojen kidytostd neuroverkkojen toteutuksessa tulee niiden perin-
teisid suoritintoteutuksia vastaavan laskentatehon kautta kdyttimalld murto-osan suoritin-
ten vaatimasta energiasta puhumattakaan ndytonohjainten vaatimasta sdahkotehosta. Li-
siksi FPGA-alustojen kompakti koko mahdollistaa niiden sulauttamisen jo olemassa ole-

viin jdrjestelmiin kuten teollisuuslaitteisiin.
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LIITE 1.

Taulukko A1.5. 1. pohjamallin resurssiestimaatit

Malli: CNN_1 | BRAM | DSP | FF | LUT

Kiytetty 131 192 | 228.6K | 317.6K
Kiyttoaste [%] | 46 87 214 597

Taulukko A1.6. 1. karsitun mallin resurssiestimaatit

Malli: PCNN_I | BRAM | DSP | FF | LUT

Kaytetty 131 168 | 157.5K | 190.2K
Kiyttoaste [%] | 46 76 | 148 357

Taulukko A1.7. 3. pohjamallin resurssiestimaatit

Malli: CNN_3 | BRAM | DSP | FF | LUT
Kiytetty 67 62 | 82.7K | 104.1K

Kayttoaste [%] | 23 28 77 195

Taulukko A1.8. 3. karsitun mallin resurssiestimaatit

Malli: PCNN_3 | BRAM | DSP | FF | LUT
Kiytetty 67 58 63.4K | 747K
Kéyttoaste [%] | 23 26 59 140




LIITE 1.

Taulukko A1.9. Mallien CNN_1 ja PCNN_1 arkkitehtuuri

Kerros Ulostulon muoto Parametrien médara
Syote (32,32, 1) -
2D-konvoluutio (30, 30, 16) 160
Erianormalisointi (30, 30, 16) 64
Maksimiyhdiste (15,15, 16) -
2D-konvoluutio (13,13, 16) 2 320
Eridnormalisointi (13,13, 16) 64
Maksimiyhdiste (6, 6, 16) -
2D-konvoluutio 4, 4,24 3480
Erdnormalisointi 4,4,24) 96
Maksimiyhdiste (2,2,24) -
Tasaus (96) -
Pudotus (30%) (32) -
Taysin kytketty (32) 3104
Erdnormalisointi (32) 128
Luokittelu (26) 858
Ei-koulutettavien 176
parametrien médra
lfjc}r.a}metnen ) 10 274
madrd yhteensd

Taulukko A1.10. Mallien CNN_2 ja PCNN_2 arkkitehtuuri

Kerros Ulostulon muoto Parametrien médara
Syote (32,32, 1) -
2D-konvoluutio (30, 30, 12) 120
Eridnormalisointi (30, 30, 12) 48
Maksimiyhdiste (15, 15, 12) -
2D-konvoluutio (13,13, 12) 1308
Erdnormalisointi (13,13, 12) 48
Maksimiyhdiste (6,6, 12) -
2D-konvoluutio 4,4,16) 1744
Erianormalisointi 4,4, 16) 64
Maksimiyhdiste (2,2,16) -
Tasaus (64) -
Pudotus (30%) (24) -
Taysin kytketty (24) 1 560
Erdnormalisointi 24) 96
Luokittelu (26) 650
Ei-koulutettavien 198
parametrien médra
Parametrien | g ¢3¢
madrd yhteensd




LIITE 1.

Taulukko A1.11. Mallien CNN_3 ja PCNN_3 arkkitehtuuri

Kerros Ulostulon muoto Parametrien médara
Sydte (32,32, 1) -
2D-konvoluutio (30, 30, 8) 80
Erianormalisointi (30, 30, 8) 32
Maksimiyhdiste (15, 15, 8) -
2D-konvoluutio (13,13, 8) 584
Erdanormalisointi (13,13, 8) 32
Maksimiyhdiste (6,6, 8) -
2D-konvoluutio 4,4,12) 876
Erdnormalisointi 4,4, 12) 48
Maksimiyhdiste 2,2,12) -
Tasaus (48) -
Pudotus (30%) (16) -
Téaysin kytketty (16) 784
Erdnormalisointi (16) 64
Luokittelu (26) 442
Ei-koulutettavien 23
parametrien médra
Parametrien 5942

midrd yhteensd
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