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Eleentunnistus mahdollistaa eleiden hyödyntämisen esimerkiksi luontevampien käyttö-
liittymien toteutuksessa. Koneoppimista hyödyntävät eleentunnistussovellukset, kuten suo-
rituskykyiset koneoppimissovellukset yleisesti, vaativat runsaasti koulutusdataa ja -aikaa.
Tämän työn tavoitteena on koneoppimisen nopeuttaminen hajauttamalla ristiinvalidointi
neljästä korttitietokoneesta koostuvalle klusterille. Klusterilla koulutetaan eleentunnistus-
malli, joka tunnistaa käsin ilmaan piirrettyjä numeroita. Hajautettu koneoppiminen toteu-
tettiin käyttämällä k-kertaista ristiinvalidointia, joka mahdollistaa koulutusprosessin jaon
moneen samaan aikaan suoritettavaan osaan ja koulutettujen mallien tarkkuuden arvioin-
nin.

Kouluttavien suoritinytimien lisäämisen vaikutusta tutkittiin viiden kokeen kautta, joissa
koulutettiin 10-kertaisen ristiinvalidoinnin mukaisesti kymmenen mallia eri määrillä kou-
luttavia tietokoneita ja suoritinytimiä. Eniten kouluttavia ytimiä hyödyntänyt koe saavutti
parhaan kokonaisajan, mutta yksittäinen malli koulutettiin nopeiten kokeessa, jossa käy-
tettiin vähiten ytimiä tietokonetta kohden. Ylioppimista havaittiin neljässä mallissa, jotka
koulutettiin samalla datan osajoukolla. Tulosten perusteella kouluttavien ydinten määrää
lisäämällä voidaan pienentää koulutuksen kokonaisaikaa ja yksittäisen mallin koulutusta
voidaan nopeuttaa vähentämällä tietokoneen kuormitusta.
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1 JOHDANTO

1.1 Tausta

Koneoppiminen (engl. machine learning) on nopeasti kehittyvä ja yleistyvä tietojenkä-
sittelyn ala, joka mahdollistaa teknisen laskennan ja muun teknisen ongelmanratkaisun
tehostamisen hyödyntämällä laskennallisia menetelmiä ja järjestelmän aiemmista koke-
muksista oppimaa tietoa [1]. Määrittelyssä voidaan lisäksi korostaa, että koneoppimisen
kautta muodostuva ratkaisu ei ole erikseen tarkoitusta varten ohjelmoitu, vaan datalähtöi-
sen koulutuksen tulos [2]. Yksinkertaisemmin koneoppimista voidaan kuvailla ihmiselle
ominaisen, aiempiin havaintoihin perustuvan oppimisprosessin soveltamisena tietokonei-
den koulutukseen [2, 3].

Koneoppimisen nopea kehitys tarjoaa mahdollisuuden yhä monimuotoisemmille keinoille
hyödyntää sitä uusissa sovelluksissa [4]. Kasvava kysyntä on avannut ovia myös käyttäjä-
kokemuksen parantamiselle kannustaen älykkäiden käyttöliittymien ja uudenlaisten vuo-
rovaikutuskeinojen kehitystä [4]. Uudenlaisilla käyttöliittymillä voidaan sujuvoittaa ihmi-
sen ja koneen välistä vuorovaikutusta sekä muovata sen keinoja käytettävän sovelluksen
tai laitteen mukaan. Esimerkkinä tästä voidaan pitää älylaitteiden avaamista sormenjäljel-
lä, jonka laite oppii tunnistamaan analysoimalla käyttäjän sormen piirteitä. Tässä työssä
tutkitaan eleentunnistusta koneoppimisen mahdollistamana uudenlaisena käyttöliittymä-
nä.

Koulutuksen tehokkuutta voidaan tarkastella esimerkiksi koulutusajan ja suorituskyvyn
näkökulmasta. Tässä työssä suunnitellaan suorituskykyinen koneoppimismalli ja sen kou-
lutusaikaa pyritään optimoimaan hajautetulla koneoppimisella (engl. distributed machine

learning), joka mahdollistaa koneoppimisprosessin osien samanaikaisen ajon jakamal-
la tehtävät kahdelle tai useammalle tietokoneelle. Hajautettu koneoppiminen edellyttää
koulutusmenetelmän, joka on jaettavissa samanaikaisesti suoritettaviin osiin, sillä oppi-
misprosessin tehtävien rinnakkaistaminen on tärkeää koulutusajan ja hajautetun systee-
min lisäämän hyödyn optimoimiseksi.

1.2 Työn tavoitteet ja rajaus

Työn päätavoitteena on koneoppimisen nopeuttaminen hajautettua koneoppimista hyö-
dyntäen. Koneoppimisprosessi hajautetaan osiin, jotka suoritetaan neljällä rinnakkaisella
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tietokoneella. Työtaakan hajauttaminen tietokoneklusterille ja usealle sen koneiden suo-
ritinytimelle (CPU) mahdollistaa usean oppimisprosessin tehtävän ajon samanaikaisesti
sen sijaan, että kunkin tehtävän alkaminen vaatisi edellisen loppumisen. Näin voidaan
pyrkiä vähentämään koulutuksen vaatimaa aikaa.

Koulutukseen käytetään Raspberry Pi -korttitietokoneita (RasPi), joiden avulla koulute-
taan käsieleitä tunnistava koneoppimismalli ja datan keruuseen käytetään Leap Motion -
eleanturia. Datan avulla malli koulutetaan tunnistamaan ilmaan piirrettyjä numeroita nol-
lasta yhdeksään ja mallista kehitetään käytettävä, numerosyötteitä tunnistava demonstraa-
tiosovellus. Sovelluksen ytimessä on siis kymmenen luokan luokitteluongelma. Demon-
straation toteutuksen haasteena on koneoppimismallin sopeuttaminen tunnistamaan syöt-
teitä eri kirjoitustyyleissä ja sovellusta rajoittaa sen kyky tunnista vain numerosyötteitä.

Tavoitteena on neljän RasPi-korttitietokoneen klusterin suorituskyvyn arviointi annetun
koneoppimistehtävän suorituksessa verrattuna pienemmän klusterin tai yhden tietokoneen
suoriutumiseen samasta tehtävästä. Suorituskyvyn mittareina käytetään koulutuksen vaa-
timaa aikaa sekä koulutettujen mallien luokittelutarkkuutta, eli kykyä luokitella validoin-
tidatasyötteet oikein. Toteutettavaksi koneoppimismallin koulutusmenetelmäksi on valittu
k-kertainen ristiinvalidointi (engl. k-fold cross-validation), jossa koulutetaan k-määrä ko-
neoppimismalleja. Näistä valitaan lopullista demonstraatiota varten paras malli, kuitenkin
välttäen ylioppimista.

1.3 Työn rakenne

Luku 2 käsittelee koneoppimisen keskeisimpiä osa-alueita ja menetelmiä tämän työn kan-
nalta. Hajautetun koneoppimisen hyötyjä ja keinoja käsitellään osiossa 2.1, ristiinvali-
dointimenetelmää esitellään osiossa 2.2 sekä eleentunnistuksen soveltamista ihmisen ja
koulutetun mallin rajapintana tutkitaan osiossa 2.3.

Tämän työn toteutuksen kannalta olennaisimpiin menetelmiin ja niiden sovellukseen ta-
voitteiden saavuttamiseksi tutustaan luvussa 3. Osiossa 3.1 käsitellään neuroverkkoja sekä
esitellään tässä työssä käytetty konvoluutioneuroverkko ja osiossa 3.2 kerrotaan koulutuk-
sen hajautuksen haasteista sekä toteutuksesta.

Luvun 4 osiossa 4.1 selostetaan datan valmistelua kokeita varten, osiossa 4.2 kuvaillaan
kokeiden toteutusta ja osiossa 4.3 esitellään tulokset. Tulosten merkitystä pohditaan lu-
vussa 5 ja johtopäätökset esitetään luvussa 6.
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2 ELEENTUNNISTUS JA KONEOPPIMINEN

Koneoppiminen on laaja käsite, joka yksinkertaisimmillaan kuvaa koneiden itsenäistä
päättelykykyä edistävää tietojenkäsittelyn alaa. Japkowicz ja Shah [3] määrittelevät ko-
neoppimisen tavoitteeksi ihmisille ominaisen, havaintojen yleistämiseen perustuvan op-
pimisprosessin automatisoinnin ja soveltamisen tietokoneiden käyttöön. Dudleyn ja Kris-
tenssonin [2] teknisempi määritelmä korostaa oppineen mallin kykyä suorittaa monimut-
kaisia tehtäviä itsenäisesti, jolloin ratkaisu syntyy datalähtöisen koulutuksen tuloksena
eikä sitä ole erikseen ohjelmoitu tarkoitusta varten. Datalähtöinen koulutus toteutetaan al-
tistamalla koulutettava malli datalle, jota analysoimalla malli oppii itsenäisen ongelman-
ratkaisun [2].

Ytimessään koneoppiminen usein käsittelee luokitteluongelmaa, jolle on ominaista syö-
tenäytteiden jakaminen luokkiin. Luokittelussa koulutetun mallin on osattava erottaa eri
luokkien edustajat toisistaan ja päättää, mihin luokkaan kukin kuuluu. Koulutusdatan si-
sällön perusteella koneoppiminen voi olla ohjattua tai ohjaamatonta. Ohjatussa oppimi-
sessa data sisältää tiedon siitä, mihin luokkaan näyte kuuluu. Ohjatun koneoppimisen
menetelmiä ovat esimerkiksi luokittelu ja regressio. Ohjaamattomassa koneoppimisessa
mallin on itse määriteltävä luokkajako havaintojensa perusteella, eli se ryhmittelee da-
tan. [1]

2.1 Hajautettu koneoppiminen

Koneoppiminen voidaan toteuttaa joko keskitetysti yhdellä tietokoneella tai hajautetusti
useammalla tietokoneella tai solmulla. Hajautettu koneoppiminen mahdollistaa tehtävien
rinnakkaistamisen, eli samanaikaisen suorituksen eri solmuilla, mikä on toteutettavissa
kahdella tavalla. Ensimmäinen tapa on datan jako solmujen välillä niin, että kukin solmu
suorittaa saman algoritmin eri data-aineistolla (engl. data-parallel approach). Toisessa
vaihtoehdossa koulutus jaetaan osiin, jotka suoritetaan samalla, täydellä datasarjalla (engl.
model-parallel approach). [5]

Koneoppimisen hajauttaminen kahdelle tai useammalle solmulle sallii vaadittujen lasken-
tatehtävien suorittamisen samanaikaisesti eri solmuilla, minkä myötä koulutusajan voi-
daan odottaa lyhenevän. Lisäksi hajautettu koneoppiminen mahdollistaa suuremman da-
tamäärän käytön mallin koulutuksessa [5].
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Hajautetun koneoppimisen voidaan ajatella koostuvan datan varastoinnista, solmujen vä-
lisestä kommunikoinnista sekä tehtävän laskennasta [6]. Solmujen välinen kommunikaa-
tio on hajautetun järjestelmän määrittelevä ominaisuus ja on olennaista järjestelmän suju-
van toiminnan kannalta. Solmujen välinen kommunikaatio vaatii aikaa, mikä voi koitua
ongelmaksi, jos kommunikaation aikakustannus kumoaa hajautetun koneoppimisen sääs-
tämän suoritusajan keskitettyyn suoritukseen verrattuna. Huonosti toteutetusta kommuni-
kaatiosta voi myös koitua haittoja koulutettavan mallin yhtenäisyyteen ja koulutusproses-
sin tehokkaaseen resurssienkäyttöön. [5]

Koneoppimisen hajauttamisessa on otettava huomioon tehtävien tasainen jako solmujen
välillä mahdollisimman tehokkaan resurssienkäytön saavuttamiseksi. On harkittava, mit-
kä osatehtävät ovat toisistaan riippumattomia ja voidaan suorittaa samanaikaisesti. Kun
rinnakkaistavat tehtävät on tunnistettu, niiden suoritusjärjestys päätetään niin, että tehtä-
vät ovat jaettavissa mahdollisimman tasaisesti eri solmuille niiden käytettävyyden perus-
teella sen sijaan, että tehtävät määrätään etukäteen kullekin solmulle. Tehtävien tasainen
jako vähentää koulutuksen vaatimaa aikaa minimoimalla aikaa, jona solmu odottaa uuden
tehtävän saamista. [5]

2.2 Ristiinvalidointi

Koneoppimismallin koulutuksessa on tärkeää arvioida koulutetun mallin suorituskykyä
halutun tehtävän ratkaisemisessa. Yleinen keino mallin arviointiin on ristiinvalidointime-
netelmä (engl. cross-validation), jossa osa käytettävissä olevasta datasta varataan vali-
dointidataksi. Koulutusdatalla siis koulutetaan malli luokittelemaan syötteet sen sisältä-
mien luokkatunnusten mukaisesti ja validointidatalla voidaan optimoida mallin paramet-
reja sekä arvioida mallin kykyä luokitella uuttakin dataa oikein, mikä auttaa vertailemaan
mallien suorituskykyä. [7]

Ristiinvalidointi voidaan toteuttaa jakamalla data k:hon osaan, jolloin on kyseessä k-
kertainen ristiinvalidointi (engl. k-fold cross-validation). Menetelmän toteutuksessa datan
osittelun jälkeen sillä opetetaan ja validoidaan k koneoppimismallia, kukin eri yhdistel-
mällä koulutus- ja validointidataa. Kussakin oppimisprosessissa tai iteraatiossa yksi datan
osajoukko varataan validointidataksi ja loput k−1 osaa toimivat koulutusdatana niin, että
kussakin iteraatiossa validointi suoritetaan eri joukolla. Datan jakoa koulutus- ja validoin-
tidataan k-kertaista ristiinvalidointia varten esittää kuva 1, jossa k = 4, eli iteraatioita ja
datajoukkoja on neljä. Mallien koulutuksen onnistumista arvioidaan koettamalla niiden
luokittelutarkuutta validointidatalla. [7, 8]
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Koulutusdata Validointidata

1. Iteraatio x1 x2 x3 x4

2. Iteraatio x1 x2 x4 x3

3. Iteraatio x1 x3 x4 x2

4. Iteraatio x2 x3 x4 x1

Kuva 1. Esimerkki datan jaottelusta 4-kertaista ristiinvalidointia varten, jolloin data jaetaan nel-
jään osaan x1, x2, x3 ja x4. Kussakin iteraatiossa käytetään eri osaa xi validointidatana.

Koulutetun mallin suorituskykyyn voi vaikuttaa k-kertaisen ristiinvalidoinnin toteutuk-
seen valittu k:n arvo. Määrittämällä koulutus- ja validointidatajaon suhteen, k:n arvon va-
linta voi vaikuttaa koulutuksen osuvuuteen ja validointitulosten tarkkuuteen. Yleisimmin
käytetty k:n arvo on 10. [1]

Ristiinvalidoinnin vahvuuksia on datan ylioppimisen tunnistaminen. Mallia pidetään yli-
oppineena, jos se luokittelee koulutusdatan korkealla tarkkuudella, muttei osaa yleistää
oppimaansa uuteen dataan osuvasti. Ylioppimisen välttämisellä voidaan siis varmistaa
koulutetun mallin soveltuvuus uudenkin datan oikeaan luokitteluun. Ylioppinut malli voi-
daan tunnistaa liian korkeasta luokittelutarkkuudesta koulutusdataa käsiteltäessä, mutta
heikosta suorituskyvystä validointi- tai testidataa käytettäessä. Ongelma voidaan välttää
esimerkiksi lopettamalla koulutus, kun validointitarkkuus alkaa vähetä koulutustarkkuu-
den jatkuvasta kasvusta huolimatta. [1]

2.3 Eleentunnistus koneoppimisen sovelluksena

Ihmisten välinen kommunikointi koostuu monesta modaliteetista kuten puheesta, eleis-
tä ja ilmeistä. Näitä ihmiselle luonnollisia kommunikointimuotoja ja eleentunnistuksen
sovelluksia hyödyntäen voidaan luoda yhä luontevampia ja käyttötarpeisiin sopivampia
käyttöliittymiä [4]. Eleentunnistuksen soveltaminen mahdollistaa ihmiselle luontevien
tunteiden ja aikomusten ilmaisutapojen kuten kehonkielen ja ilmeiden hyödyntämisen ih-
misen ja koneen välisessä vuorovaikutuksessa [9].

Eleentunnistus voi olla kosketuksellista tai kosketuksetonta, ja sen ytimessä on ihmisen
viestiminen koneelle, mitä toimintoja tämä haluaa suoritettavan. Kosketuksellinen eleen-
tunnistus vaatii käyttäjän ja eleanturin fyysisen kosketuksen kiinnittämällä liikkeitä tun-
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nistava laite käyttäjän kehoon. Kosketuksettomassa eleentunnistuksessa kone vastaanottaa
toimintakomentoja käyttäjältä pääosin visuaalisen analyysin keinoin. [10]

Visuaalisella analyysillä anturi tunnistaa kohteiden etäisyyksiä ja asentoja visuaalisen
syötteen värien, syvyyden ja muotojen perusteella [11]. Esimerkiksi kuvassa 2 esitetty
Ultraleapin Leap Motion -eleanturi on suunniteltu kosketuksettomaksi ohjaimeksi mo-
nenlaisiin sovelluksiin kuten tietokoneen hiiren vastineeksi, sähköisen infotaulun navi-
gointiin tai virtuaalitodellisuuskokemuksen ohjaimeksi [12]. Leap Motion -anturi pystyy
havaitsemaan käsiä sen havaintoalueella ja erittelemään käsien nivelten sijainnit kuvan 3
mukaisesti käyttämällä visuaalisen analyysin työkaluina infrapuna LED-valoja sekä kahta
infrapunakameraa [13].

Kuva 2. Leap Motion -anturin xyz-koordinaatiston suunta laitteeseen nähden. [14]

Kuva 3. Kuvassa näkyvät palloilla merkittyinä Leap Motion -eleanturin havaitsemat käsivarsien,
ranteiden ja käsien nivelet. Kuvassa vasen käsi (punaisella merkitty) on avattuna ja oikea käsi
(vihreällä merkitty) on nyrkkiasennossa.

Eleentunnistuksen käyttämä visuaallinen data voi olla monipuolista, mutta usein kaksi- tai
kolmiulotteista. Datan ollessa kolmiulotteista sen käsittelyn resurssivaatimuksien helpot-
tamiseksi data voidaan muuntaa kaksiulotteisiksi kuviksi, jolloin on käytettävissä runsaas-
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ti erilaisia malleja teknisen järjestelmän toteuttamiseksi. Tässä menettelyssä suurimpina
ongelmina ovat kuvankäsittelyn aika- ja resurssivaativuus sekä kolmannen ulottuvuuden
poistamisesta mahdollisesti aiheutuva informaatiohäviö. Visuaalisen datan analyysointiin
vaikuttaa myös käyttöympäristö kuten valon määrä ja kohteen tausta, jotka voivat vaikeut-
taa haluttujen kehonosien tunnistamista. [4]

Koneoppimisen sovellukset eleentunnistukseen ovat monimuotoiset ja yleistyvät nopeaa
vauhtia. Esimerkiksi käsieleiden tunnistus on sovellettavissa viittomakielen tunnistukseen
ja virtuaalitodellisuussovellusten ohjaamiseen [15]. Lisäksi käsieleiden tunnistus mah-
dollistaa julkisten asiointinäyttöjen käytön koskematta näyttöä, mikä on erityisesti käsi-
hygienian kannalta hyödyllistä [16]. Koneoppimisen, erityisesti syväoppimisen hyötyjä
eleentunnistuksen sovelluksissa ovat suuren data-aineiston helpompi käsittely [10].
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3 ELEENTUNNISTUSMALLIN HAJAUTETTU KOU-
LUTUS

3.1 Konvoluutioneuroverkko

Neuroverkkoja (engl. artificial neural network) voidaan kuvailla ihmisaivoja mukailevina,
neuroneista koostuvina funktioina, jotka muuntavat syötemuuttujia kokemuksen määrit-
tämien painoarvojen avulla ulostulomuuttujiksi [17]. Neuronikerroksista koostuvan neu-
roverkon datasta oppima tieto säilytetään sen neuronien välisten yhteyksien painoarvoina,
joita optimoidaan mallia kouluttaessa [1]. Neuroverkossa syötekerros vastaanottaa käsi-
teltävän syötedatan ja siirtää syötteen piilokerroksiin, joiden oppima tieto kootaan lopulli-
sen päätelmän tekemiseksi, ja ulostulokerros palauttaa tuloksen [1,17]. Koska piilokerrok-
set vastaavat oppimisesta ja tiedon säilyttämisestä, neuroverkon laajentaminen lisäämällä
kerroksia ja kerroksien sisältämiä neuroneita mahdollistaa monimutkaisempien mallien
toteutuksen [1].

Konvoluutioneuroverkoksi (engl. convolutional neural network) kutsutaan sellaista neu-
roverkkoa, jossa on ainakin yksi konvoluutiokerros. Konvoluutiokerros analysoi saamansa
syötedatan paloittain piirrekartoilla (engl. feature maps), jotka kartoittavat syötteen piir-
teitä konvoluutiosuotimen avulla. Kuva 4 havainnollistaa konvoluutiosuotimen toiminnan.
Kuvassa 2x2-kokoinen konvoluutiosuodin analysoi 4x4-syötematriisin 2x2-kokoisia osia.
Konvoluutiosuodin poimii kustakin tutkittavasta osasta tietyn funktion perusteella paikal-
liset piirteet, jotka kootaan 3x3-ulotteiseen ulostulomatriisiin. [1, 18]

Kuva 4. Konvoluutiokerroksen piirrekartan toimintaperiaate. Kuvassa 4x4-matriisit kuvaavat piir-
rekartan syötettä, jonka piirteitä 2x2-ulotteinen konvoluutiosuodin kartoittaa osa osalta. Tuloksena
muodostuu 3x3-kokoinen tulosmatriisi.
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Konvoluutioneuroverkoissa on usein myös yhdistekerroksia (engl. pooling layer) ja täy-
sin kytkettyjä eli tiheitä kerroksia (engl. fully connected layer). Yhdistekerrosten tehtä-
vänä on pienentää konvoluutiokerroksen ulostulon dimensiota säilyttäen sen sisältämästä
tiedosta olennaisen. Yhdistekerroksen syöte käydään läpi osissa samanlaisella tavalla kuin
konvoluutiokerroksen piirrekartassa. Opitun tiedon kokoaville täysin kytketyille kerrok-
sille on ominaista se, että jokainen sen neuroni on kytketty jokaiseen seuraavan kerroksen
neuroniin. [1, 18]

Tässä työssä koulutetaan konvoluutioneuroverkko käyttäen TensorFlow-kirjastoa ja sen
Keras-ohjelmointirajapintaa. Koulutettava viiden kerroksen neuroverkko koostuu kolmes-
ta konvoluutiokerroksesta ja kahdesta tiheästä kerroksesta. Kutakin konvoluutiokerrosta
seuraa yhdistekerros. Toteutetun konvoluutioneuroverkon rakenne on esitetty kuvassa 5,
jossa näkyvät kunkin konvoluutiokerroksen piirrekarttojen lukumäärä ja kerroksen tuotta-
man ulostulon ulottuvuudet. Malli ottaa syötteekseen 40x40-kokoisen yksikanavaisen ku-
van ja palauttaa todennäköisyydet syötteen kuulumiselle kuhunkin luokkaan, eli ulostulo
koostuu kymmenestä arvosta ja luokkatunnus voidaan valita suurimman arvon perusteel-
la.

Kuva 5. Koulutettavan konvoluutioneuroverkon rakenne. Neuroverkko koostuu kolmesta konvo-
luutiokerroksesta yhdistekerroksineen sekä kahdesta tiheästä kerroksesta, joiden ominaisuudet on
esitetty kunkin kerroksen yläpuolella. Esimerkiksi ensimmäinen konvoluutiokerros tuottaa 16 piir-
rekartasta, joiden dimensio on 38x38 ja ensimmäinen tiheä kerros palauttaa 128 arvoa.

Tarvittavien koulutettavien kerrosten määrää voidaan harkita suoritettavan luokitteluteh-
tävän monimutkaisuuden sekä käytettävissä olevan datan perusteella. Mitä monimutkai-
sempi malli sitä tarkempia luokittelutarkkuuksia se saavuttaa, mutta myös sitä enemmän
dataa sen kouluttaminen vaatii. Tässä työssä käytettävä 1000 näytteen data on melko pie-
ni, joten koulutettavan mallin on oltava suhteellisen yksinkertainen. Numeroa esittävän
kuvan luokittelu on myös suhteellisen yksinkertainen ongelma, joten sille ei kannata luo-
da turhan monimutkaista mallia.
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Lisäksi mallin rakennetta pohtiessa otettiin huomioon esimerkkejä vastaavanlaisista ku-
van luokittelua käsittelevistä sovelluksista, joissa on usein myös käytetty vähintään kol-
men piilokerroksen konvoluutioneuroverkkoa (esimerkiksi [19] ja [20]). Lopullisen mal-
lin valinnan tueksi suoritettiin koekoulutuksia, joista valittu malli suoriutui erittäin hy-
vin osoittaen sopivuutensa tämän työn sovellukseen. Näiden pohdintojen ja kokeilujen
perusteella todettiin kolmen konvoluutiokerroksen rakenteen olevan datasarjan koolle ja
sovellukselle sopivan tarkka malli.

3.2 Ristiinvalidoinnin hajautus

Tässä työssä käytetään neljästä 8 GB:n keskusmuistilla (RAM) varustetusta Raspberry Pi
4 Model B -tietokoneesta koostuvaa klusteria, jossa yksi korttitietokoneista toimii isän-
tänä ja loput kolme laskentasolmuina. Kussakin RasPi-tietokoneen suorittimessa on neljä
suoritinydintä, joten yhteensä käytössä oli 16 ydintä. Isäntä ja laskentasolmut on yhdistet-
ty toisiinsa Ethernet-kaapeleilla kytkimen kautta kuvan 6 esittämällä tavalla. Isäntäsolmu
toimii konfigurointipalvelimena laskentasolmuille ja klusteria käytetään SSH-yhteydellä
USB-Ethernet-liittimen kautta.

Isäntä Solmu 1 Solmu 2 Solmu 3

KytkinUSB-Ethernet
-liitin

Kuva 6. RasPi-korttitietokoneiden kytkentä.

Ristiinvalidoinnin hajautuksessa tavoitteena on luoda kokonaisuus, joka kouluttaa tietyn
määrän malleja mahdollisimman nopeasti. Hajautuksen toteutusta suunnitellessa suurin
haaste oli tiedonsiirto solmujen välillä ja tiedon synkronointi. Ratkaisun tuli taata se, että
kussakin solmussa data jaettaisiin samalla tavalla ja kukin datajoukko toimisi validointi-
datana vain kerran. Synkronoinnin helpottamiseksi yksi käytettävissä olevista suoritinyti-
mistä määrättiin tehtävien jakajaksi kartoittaen myös, millä koulutus- ja validointidatayh-
distelmillä on jo koulutettu malli ja millä ei.
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Jakajaytimelle helpoin tapa jakaa tehtävät eli tieto siitä, mitä datan osajoukkoa koulutta-
jaytimen tulisi käyttää validointiin, on osajoukkojen edeltä määrääminen kullekin solmul-
le. Näin päätetään etukäteen, mitkä solmut kouluttavat milläkin datalla ja kuinka monta
mallia kukin ydin kouluttaa. Tämä ratkaisu voi aiheuttaa tehotonta resurssienkäyttöä, sil-
lä jokin tehtävä saattaa jäädä odottamaan aktiivisen ytimen vapautumista toisen ytimen
ollessa vapaana ottamaan uuden tehtävän vastaan. Näin ollen jakajaytimen on hyvä tie-
tää kouluttajaytimien tilat ja määrätä seuraavan tehtävän vapaalle ytimelle. Tässä työssä
käytetyssä ratkaisussa tehtävien resurssitehokkaan jaon mahdollistaa jatkuva jakajan ja
kouluttajien välinen viestintä edeltä määräämisen sijaan.

Koulutuksen hajautusta suunnitellessa tuli myös ottaa huomioon datan sekoituksen vaiku-
tukset osajoukkojen sisältöön eri kouluttajaytimissä. Kouluttavassa ohjelmassa datajouk-
koa luodessa dataa ei sekoitettu. Oli mahdollista käyttää pseudo-satunnaista sekoitusfunk-
tiota, jolla datajoukon voi sekoittaa satunnaiseen, mutta toistettavaan järjestykseen. Kui-
tenkin koska datan ositteluun käytetty funktio luo osajoukot poimimalla näytteitä joukosta
tasaisin välein, satunnaista sekoitusta ei pidetty välttämättömänä. Ottamalla datanäytteitä
tasaisin välein voitiin taata se, että kukin luokka on samassa määrin edustettuna kussakin
osajoukossa eivätkä kaikki näytteet ole saman piirtäjän käsialaa.

Tässä työssä ristiinvalidoinnin hajautus toteutettiin algoritmin 1 mukaisesti käyttäen MPI4Py-
rajapintaa aktiivisten ydinten väliseen yhteistyöhön. K-kertainen ristiinvalidointi toteutet-
tiin kymmenellä osajoukolla. Kullakin ytimellä on sijaluku (engl. rank), jonka perusteella
roolit jaetaan: sijaluvun 0 ydin toimii jakajana ja loput ytimet kouluttajina. Jakaja pitää
kirjaa koulutukseen käytetyistä osajoukoista listana validointidatana käytettävän osajou-
kon indeksejä ja lähettää kullekin kouluttajalle tehtävän indeksinumerona. Lähetettyään
kaikille kouluttajille tehtävän jakaja odottaa kouluttajilta tuloksia ja vastaanotettuaan tu-
loksen se lähettää uuden tehtävän vapautuneelle kouluttajalle, mikäli tehtäviä on jäljellä.
Vastaanotto- ja lähetysprosessi jatkuu niin kauan, kun tuloksia puuttuu.

Kouluttajaytimessä aluksi datajoukko ladataan haluttuun datatyyppiin, minkä jälkeen kou-
luttaja on valmis vastaanottamaan tehtäviä. Saatuaan indeksin kouluttaja jakaa datan koulutus-
ja validointiosiin, kouluttaa mallin tekemällään jaolla ja lähettää tulokset jakajalle. Kou-
luttaja vastaanottaa jakajalta uuden viestin ja kouluttaa uuden mallin, jos viestin sisältö ei
ole lopetuskäsky.
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Algorithm 1 Hajautetun koulutuksen algoritmi.
my_rank← ytimen numero
k← 10
if jakaja then

aloitusaika← nyt
for kouluttaja do

lähetä kouluttajalle osajoukon indeksi
end for
while puuttuu tuloksia do

vastaanota kouluttajalta tulos
tallenna tulos
if lähettämättömiä osajoukon indeksejä then

lähetä kouluttajalle osajoukon indeksi
else

lähetä kouluttajalle lopetusviesti
end if

end while
kokonaiskesto← nyt− aloitusaika

else
alusta data
osajoukko← jakajan lähettämä indeksi
while osajoukko ̸= lopetusviesti do

jaa data koulutus- ja validointiosiin osajoukon arvon mukaan
aloitusaika← nyt
kouluta malli
koulutusaika← nyt− aloitusaika
lähetä tulokset jakajalle
osajoukko← uusi jakajan lähettämä indeksi

end while
end if
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4 KOKEET

4.1 Data

Mallin koulutukseen ja arviointiin käytettiin koordinaattidatasta muunnettuja kuvia il-
maan piirretyistä numeroista. Alkuperäinen datasarja koostuu tuhannesta näytteestä Leap
Motion -anturilla kerättyä aikasarjadataa. Aikasarjadata kuvaa piirtävän sormen piirtora-
taa kolmiulotteisina koordinaatteina eleanturin havaintoalueella, jossa x-, y- ja z-akselit
on määritelty kuvan 2 esittämällä tavalla (sivulla 10). Numerot nollasta yhdeksään edus-
tavat eri luokkia ja kunkin numeron piirrosta kerättiin sata näytettä.

Koordinaateista koostuva aikasarjadata muunnettiin koulutusta varten numeroita esittä-
viksi kaksiulotteisiksi kuviksi jäljittämällä anturin tallentamat pisteet sopivalle koordinaa-
tistolle. Pohtiessa datan muuntoa kolmiulotteisesta kaksiulotteiseksi sopivimmaksi vaih-
toehdoksi todettiin koordinaattien z-ulottuvuuden eliminointi. Annetulla asetelmalla näy-
tön suuntaista xy-tasoa voidaan pitää luontevimpana piirtotasona, joten z-koordinaatin
poistaminen todettiin vaikuttavan hyvin vähän numeroiden muotoon ja luettavuuteen.
Muunnos toteutettiin piirtämällä kunkin csv-datatiedoston sisältämät x- ja y-koordinaatit
vastaavaan koordinaatistoon Python-ohjelmointikielellä Matplotlib-kirjaston avulla. Näin
muodostettiin 1000 50x50 pikselin kokoista kuvaa mustalla viivalla valkoiselle taustalle
jäljitetyistä numeroista. Kuvassa 7 on esitetty näytteitä kustakin numerosta.

Kuva 7. Näytteitä koulutus- ja validointidataksi laadituista kuvista.

Datan sisältämillä näytteillä on eri piirtäjät ja näytteet oli keruun aikana piirretty vaihte-
levilla käsiliikkeiden nopeuksilla ja erikokoisina. Numeroiden piirtonopeus vaikuttaa aik-
sarjadataan niin, että hitaan piirtämisen tuottama aikasarjadata sisältää enemmän koor-
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dinaatteja ja peräkkäisten pisteiden etäisyys on pienempi kuin nopeissa piirtoliikkeissä.
Näin ollen kuviksi muunnettaessa nopeasti piirretyt numerot saattavat näyttää kulmik-
kaammilta kuin hitaasti piirretyt. Muunnetussa datassa merkittävää eroa ei ole kuitenkaan
silminnähtävissä.

Koon vaihtelu näkyy kunkin aikasarjan sisältämien koordinaattipisteiden arvojen hajon-
nassa. Piirtäessä koordinaatit kuvadataksi koordinaatistot sovitettiin kuvan kokoon, min-
kä ansiosta luodut numerot ovat kuvissa samankokoisia häivyttäen piirtoliikkeen koon
vaikutuksen. Piirtotyylien erikoispiirteiden kumoaminen auttaa luomaan käyttäjäystäväl-
lisemmän demonstraatiosovelluksen koulutetulla mallilla.

4.2 Eleentunnistusmallin koulutus ja suorituskyvyn mittaus

Koulutettavan eleentunnistusmallin suorituskyvyn kannalta on tärkeää se, milloin kou-
lutus lopetetaan. Koulutuksen lopettaminen liian aikaisin estää mallia oppimasta datasta
tarpeeksi, jolloin koulutettu malli jää alioppineeksi. Toisaalta liian pitkittynyt koulutus
aiheuttaa ylioppimisen vaaran, mikä heikentää mallin kykyä yleistää oppimaansa tietoa
uuteen dataan.

Koulutusprosessi koostuu koulutusiteraatioista. Kussakin koulutusiteraatiossa mallia kou-
lutetaan koulutusdatalla ja oppimista arvioidaan validointidatalla. Tässä työssä suorite-
tuissa kokeissa kullekin koulutusprosessille määrättiin tietty määrä koulutusiteraatioita,
joiden jälkeen koulutus oli määrä lopettaa. Ennen varsinaisia kokeita koulutettiin testi-
malli sopivan koulutusiteraatioiden määrän määrittämiseksi. Kuvan 8 oppmiskäyrä esit-
tää testimallin koulutus- ja validointitarkkuuden kehitystä 30 koulutusiteraatiossa. Oppi-
miskäyrän perusteella on todettu 15 olevan sopiva määrä koulutusiteraatioita, sillä siihen
mennessä koulutus- ja validointitarkkuudet ovat riittävän suuret eivätkä muutu merkittä-
västi sen jälkeen.

Eleentunnistusmallin koulutuksen nopeuttamista hajauttamalla tehtävät tutkittiin toteut-
tamalla viisi koetta yhden kerran. Kokeissa käytettiin eri määriä tietokoneita ja niiden
suoritinytimiä taulukon 1 mukaisesti. Kussakin kokeessa yksi käytetyistä ytimistä toimi
tehtävien jakajana ja loput mallien kouluttajina. Koska k-kertaisen ristiinvalidoinnin k:n
arvoksi valittiin 10, kussakin koetapauksessa koulutettiin 10 mallia, eli kokeet tuottivat
yhteensä 50 koulutettua mallia.

Kokeessa 1 malleja koulutettiin yhdellä ytimellä ja seuraavissa kokeissa kouluttavien suo-
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Kuva 8. Koemallin koulutuksen ja validoinnin tarkkuudet eri koulutusiteraatioissa. Pystyakseli
alkaa arvosta 0,2.

Taulukko 1. Koetapaukset. Yksi isännän ytimistä jakaa tehtävät kouluttaville suoritinytimille.

Aktiivisten ydinten määrä Kouluttavat
ytimetKoe Isäntä Solmu 1 Solmu 2 Solmu 3

1 2 0 0 0 1
2 2 1 1 1 4
3 1 2 2 2 6
4 3 2 2 2 8
5 1 4 4 0 8

ritinydinten määrää lisättiin neljään, kuuteen ja kahdeksaan ytimeen. Kokeissa 4 ja 5 mal-
leja koulutettiin samalla määrällä ytimiä, mutta kokeita erottaa käytettyjen tietokoneiden
määrä ja näin myös aktiivisten suoritinydinten määrä tietokonetta kohden. Neljän ensim-
mäisen kokeen tarkoituksena on tutkia ainoastaan ydinten määrän vaikutusta koulutuksen
vaatimaan kokonaisaikaan ja kokeen 5 kautta arvioitiin ydinten jakautumisen vaikutusta
tuloksiin.

Kokeita varten kuvadata kopioitiin kullekin klusterin korttitietokoneelle ja kukin ydin loi
itse datasarjan kuvista ennen koulutuskäskyjen vastaanottamista jakajalta. Kokeen käyt-
tämät ytimet ja niiden jako määritettiin isäntäsolmussa, josta kokeet käynnistettiin. Ja-
kajaytimessä mitattiin kunkin kokeen kokonaiskesto, joka koostuu tehtävien määräämi-
sestä kouluttajaytimille, datan alustuksesta ja jaosta kussakin ytimessä sekä tulosten vi-
sualisoinnista ja mallien koulutuksesta. Kouluttajaytimissä mitattiin kunkin mallin kou-
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lutusaika, eli mallin alustuksen ja koulutuksen kesto. Aika-arvot määritettiin tallentamal-
la aloitus- ja lopetusaika Pythonin time-moduulin time-funktiolla sekä laskemalla niiden
erotus sekunteina.

Kunkin kokeen tuottamat tulokset koostuivat koulutus- ja kokeiden kokonaisaikojen lisäk-
si kymmenestä koulutetusta mallista ja niiden oppimiskäyriä esittävistä kuvista. Koulute-
tun mallin oppimiskäyrän koulutus- ja validointitarkkuuksien arvot piirrettiin koulutuk-
sen aikana tallennetuista koulutusiteraatiokohtaisista tiedoista. Tarkkuudet kuvaavat sitä,
kuinka usein mallin antama luokittelutulos vastaa datanäytteen todellista luokkaa [21].

4.3 Eleentunnistusmallien suorituskyky

Kuva 9 esittää kunkin kokeen vaatimat koulutusajat. Koulutusajalla viitataan siihen, kuin-
ka monta sekuntia kesti alustaa ja kouluttaa yksittäinen eleentunnistusmalli. Kussakin vii-
destä kokeesta koulutettiin 10 mallia, eli yhteensä 50 mallia. Kuvaajassa on ilmeistä, että
koulutus oli nopeinta kokeessa 2, jossa kukin tietokone käytti yhtä ydintä kouluttamiseen.
Kokeessa 5, jossa kouluttavia ytimiä oli yhteensä kahdeksan kahdella eri tietokoneella,
koulutusajat ovat merkittävästi muiden kokeiden koulutusaikoja suuremmat kahta poik-
keavaa havaintoa lukuun ottamatta. Kokeissa 3 ja 4, joissa kukin tietokone käytti kahta
suoritinydintä, koulutusajat ovat hyvin läheiset.

Kokeissa 4 ja 5 koulutusaika pienenee merkittävästi kahden viimeisen mallin koulutuk-
sessa, mutta sama ilmiö ei toistu muilla kokeilla. Kokeissa 2, 3, 4 ja 5 on poikkeavia kou-
lutusaikoja ja erityisesti kokeen 5 koulutusajoissa on suurta vaihtelua. Kokeessa 1 mallien
koulutusajat ovat hyvin tasaiset.

Taulukossa 2 on esitetty kunkin koetapauksen yksittäisten mallien koulutusaikojen kes-
kiarvo ja kokeen kokonaiskesto. Tässä kokeen kokonaiskesto viittaa siihen aikaan, jona
tehtäviä jakava ydin oli aktiivinen (tehtävien määrääminen eri ytimille, datan alustus ja
jako kussakin ytimessä sekä tulosten visualisointi ja mallien koulutus mukaan lukien).
Kuten kuvasta 9 huomattiin, kokeen 2 keskimääräinen koulutusaika on matalin ja kokeen
5 korkein.

Vaikka kokeessa 4 yksittäisen mallin koulutus vaati keskimäärin 25,83 s enemmän aikaa
kuin kokeessa 2, kokeen 4 kokonaiskesto on pienin, koska siinä käytettiin kaksinkertaista
määrää kouluttavia ytimiä. Samoin kokeen 3 kokonaiskesto on 36,54 s suurempi kuin
kokeen 4, vaikka sen keskimääräinen koulutusaika on vain 1,19 s matalampi. Kokeen 1
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Kuva 9. Yksittäisen mallin koulutuksen vaatima aika eri kokeissa. Laatikkopiirroksen laatikko-
jen rajat kuvaavat ala- ja yläkvartiilia, keskimmäinen viiva on mediaani ja viiksien päät kuvaavat
minimi- ja maksimiarvoja lukuun ottamatta poikkeavia havaintoja, jotka on esitetty erillisinä pis-
teinä. Kunkin sarjan keskiarvo on merkitty rastina.

Taulukko 2. Koetapausten koulutusaikojen keskiarvot ja koko ohjelman ajon kokonaiskesto.

Koe Koulutusajan
keskiarvo (s)

Kokeen
kokonaiskesto (s)

1 83.02 870.10
2 40.71 129.42
3 65.35 158.00
4 66.54 121.46
5 121.56 203.38

14,50 min kokonaiskesto on merkittävästi suurempi kuin muiden kokeiden.

Kuvassa 10 on esitetty koulutettujen mallien koulutus- ja validointitarkkuudet kokeittain.
Kaikki koulutustarkkuudet ovat yli 94 % eikä vaihtelu ole suurta. Erityisesti kokeessa
4 koulutustarkkuuden vaihtelu on pientä. Toisaalta validointitarkkuudet ovat hajautuneet
suuremmalle välille. Suurin validointitarkkuus on 100 % ja pienin 83,3 %. Poikkeavia
havaintoja esiintyy vain kokeen 3 validointitarkkuuksissa, mutta muiden kokeen 3 arvojen
hajonta on pienempää kuin muissa kokeissa. Suurin hajonta on kokeessa 1.

Kuvasta 11 näkyy, että kuudennen mallin validointitarkkuus on kussakin kokeessa sel-
keästi matalin. Säännönmukaisuutta on nähtävissä muidenkin osajoukkojen tapauksissa,
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(a) (b)

Kuva 10. Kokeissa koulutettujen mallien mallien (a) koulutus- ja (b) validointitarkkuudet.

mutta erityisesti siinä, että kolmansien mallien validointitarkkuus on kaikissa paitsi toi-
sessa kokeessa korkein. Näissä on käytetty samaa validointidataa ja koulutustarkkuus ei
ole näissä malleissa ylivoimainen, vaikka koulutusdatakin on sama. On myös poikkeavaa,
että kokeen 2 malli 3 saavutti täydellisen validointitarkkuuden. Koulutustarkkuudessa ei
ole samankaltaista säännönmukaisuutta mallien välillä.

Kuva 11. Validointitarkkuus mallin koulutusjärjestyksen mukaan kokeittain.

Koulutus- ja validointitarkkuuksien erotus on suurimmillaan ja ylittää 10 % kuudennen
mallin koulutuksessa kaikissa koetapauksissa. Ainoana poikkeuksena on koe 2, jossa ero
kuudennella mallilla on 7,8 %, eli suhteellisen suuri, vaikkei kaikista sen kokeen malleista
suurin. Kokeiden 1, 3, 4 ja 5 kuudennen mallin koulutus- ja validointitarkkuuksien erot
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ovat 13,5 %, 14,7 %, 10,7 % ja 12,9 %. Loput tarkkuuksien erotukset on esitetty liitteessä
1.

Ylioppimista voidaan tutkia mallien oppimiskäyrien avulla, jotka kuvaavat mallin koulutus-
ja validointitarkkuutta eri koulutusiteraatioissa. Oppimiskäyrässä ylioppiminen ilmenee
validointitarkkuuden laskuna koulutustarkkuuden kasvusta huolimatta, eli yleistyskyvyn
heikkeneminen suorituskyvyn parantuessa koulutusdatalla. Kokeiden 1, 3, 4 ja 5 oppimis-
käyrät on esitetty kuvassa 12. Kokeiden 3 ja 5 kuvaajissa (kuvat 12b ja 12d) validointi-
tarkkuus laskee viimeisten koulutiteraatioiden aikana.

(a) (b)

(c) (d)

Kuva 12. Oppimiskäyrät, joissa siniset käyrät edustavat koulutustarkkuutta ja oranssit validoin-
titarkkuutta asteikolla 0-1. Käyrät edustavat kuudennella osajoukolla koulutettuja malleja, joita
voidaa erityisimmin epäillä ylioppimisesta: (a) Koe 1, (b) Koe 3, (c) Koe 4 ja (d) Koe 5.
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5 POHDINTA

Kaikista malleista pienin koulutustarkkuus on 94,6 % ja pienin validointitarkkuus 83,3 %,
joten mitään mallia ei voida pitää erityisen huonona. Kaikki mallit ovat oppimiskäyrien
mukaan oppineet datan, eli alioppimista ei voida epäillä.

On odotettavaa, että tehtävien suoritukseen vaadittu kokonaisaika pienenee ytimiä lisä-
tessä, sillä ydinten lisääminen mahdollistaa tehtävien samanaikaisen suorituksen. Tämä
toteutuukin kokeissa esimerkiksi siinä, että kokeen 4 kokonaiskesto on pienin. Kuitenkin
kokeiden kokonaiskestot eivät pienene tasaisesti ytimien määrää lisätessä, vaikka koetu-
lokset poikkeavatkin toisistaan, joten on oltava toinenkin koulutusaikaan vaikuttava te-
kijä. Kokeissa, joissa käytettiin vähemmän ytimiä tietokonetta kohden, mallit koulutet-
tiin nopeammin kuin muissa kokeissa, mikä on erityisesti huomattavissa kokeen 2 koulu-
tusaikojen paremmuudessa. Tulosten perusteella voidaan siis päätellä tietokonekohtaisen
ydinmäärän vaikuttavan koulutusnopeuteen. Kattavammilla kokeilla voidaan tutkia, missä
suhteissa tietokoneiden ja ytimien lisääminen vaikuttavat yhteisesti kokonaisaikaan.

Kokeissa 4 ja 5 havaittiin koulutusajan jyrkkä pieneneminen kahden viimeisen mallin
koulutuksessa. Koska molemmissa kokeissa käytettiin kahdeksaa suoritinta, ensipäätel-
mänä pohdittiin viimeisten mallien koulutuksen nopeuden johtuvan siitä, että ytimet ovat
suorittaneet jo vastaavanlaisen tehtävän aiemmin. Kuitenkin sama kaava ei toistu muissa
kokeissa, joten tehtävän uutuutta ei voida pitää koulutusnopeuteen vaikuttavana tekijänä.
Kokeissa 4 ja 5 kahden viimeisen mallin koulutusaika on samaa luokkaa kuin kokeen 2
koulutusajat, vaikka aiempien mallien aikavaativuudet ovat suuremmat. Viimeisiä malleja
kouluttaessa on enintään kaksi aktiivista ydintä tietokonetta kohden, eli saman verran kuin
kokeessa 4. Tämän havainnon ja aiempien pohdintojen perusteella voidaan siis päätellä
kokeiden 4 ja 5 viimeisten mallien jyrkän muutoksen johtuvan pienentyneestä aktiivisten
ydinten määrästä.

Kokeissa käytettiin suhteellisen pientä datajoukkoa, mikä voi aiheuttaa taipumuksen yli-
oppimiselle. Pienen datajoukon takia 10 % eroa koulutus- ja validointitarkkuuden välillä
voidaan pitää sopivana ylioppimisen rajana. Näin ollen koulutus- ja validointitarkkuuk-
sien erotuksen perusteella on aiheellista epäillä kokeiden 1, 3, 4 ja 5 kuudennen mallin
ylioppineen koulutusdatan. Erityisesti kokeiden 3 ja 5 tapauksissa mallien oppimiskäyrät
vahvistavat epäilykset. Ylioppimisen uhkaa pienellä datajoukolla voidaan vähentää luo-
malla uusia näytteitä data-augmentoinnin avulla esimerkiksi kiertämällä syötekuvia tai
muuttamalla niiden muotosuhteita.
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Työssä käytetty data sisältää myös joitakin näytteitä, joita ihminenkin saattaa tunnistaa
hankalasti. Tällaisten epäedustavien näytteiden poistamista pohdittiin ennen kokeiden
suorittamista, mutta ne päätettiin säilyttää, koska numeroiden muotojen epämääräisyy-
det on todennäköisesti aiheuttanut tekninen vika kuten eleanturin viive. Lisäksi se, ettei
piirtäjä näe luomaansa jälkeä, voi vaikuttaa lopputuloksen muotoon. Näitä tapauksia saat-
taa ilmetä myös oikeissa käyttötilanteissa ja on hyvä totuttaa mallit tunnistamaan niitä.
Kuitenkin kuten kuvassa 13 näkyy, jotkut ovat hyvin erilaisia alkuperäiseen numeroon
verrattuna ja ovat saattaneet vaikuttaa liikaakin mallin parametreihin. Esimerkiksi mal-
leissa 6 käytetty koulutusdata sisältää kaikista eniten epäedustavia näytteitä ja mallit suo-
riutuivat muihin malleihin verrattuna huonoiten arvioidessaan esimerkillisen muotoisia
validointinäytteitään.

Kuva 13. Epämuodostuneita datanäytteitä kustakin luokasta.

Säännönmukaisuus mallien suorituskyvyssä eri datajoukoilla voi myös johtua siitä, miten
data jaettiin osajoukkoihin. Kokeissa datajoukkoa ei sekoitettu ennen sen jakoa ja datan
jakava funktio muodostaa osajoukot poimimalla näytteitä tasaisin välein. Näin ollen os-
ajoukkoihin jaossa ei ole satunnaisuutta, minkä seurauksena on mahdollista, että kokeissa
käytettyihin osajoukkoihin on valikoitunut vain tietynlaisia näytteitä. On siis mahdollista,
että eri mallien suorituskykyjen säännöllisyys on vältettävissä sekoittamalla data ennen
osittelua.
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6 JOHTOPÄÄTÖKSET

Tässä työssä koulutettiin 50 konvoluutioneuroverkkoa korttitietokoneista koostuvalla klus-
terilla. Työn päätavoitteena oli koneoppimisen nopeuttaminen hajauttamalla ristiinvali-
dointi. Kokeissa paras koulutuksen kokonaiskesto saavutettiin tilanteessa, jossa käytettiin
eniten ytimiä, joten tavoite saavutettiin. Lisäksi huomattiin, että yksittäisenkin tehtävän,
tässä työssä yksittäisen mallin koulutuksen suoritusaikaa voidaan myös parantaa säätä-
mällä käytettyjen ytimien ja tietokoneiden käyttösuhdetta.

Tämän työn toisena tavoitteena oli käytettävän koneoppimista havainnollistavan demon-
straatiosovelluksen kehittely. Vaikka kokeissa koulutetut mallit tarjoavat lähes 50 demon-
straatiosovelluksen ytimeksi pätevää koulutettua mallia, sovellukselle ei ole luotu käyttö-
liittymää aikarajoitteiden puitteissa. Tämä luo mahdollisuuden työn jatkamiselle suunnit-
telemalla kuvattuun tarkoitukseen sopivimmalle mallille käytettävä käyttöliittymä.

Vaikka demonstraatiosovellus ei toteutunut vielä, sen mahdollisia käyttäjiä huomioitiin
koulutettavaa mallia ja sen syötedataa suunnitellessa. Muun muassa piirtoliikkeiden eri-
laisuuksia kumoava datan esikäsittely parantaa mallia hyödyntävän luokittelusovelluksen
käytettävyyttä ja luokittelutarkkuutta antamalla mallin keskittyä syötteensä olennaisim-
piin piirteisiin. Soveltuvuutta todelliseen käyttötilanteeseen parantaa myös se, ettei datas-
ta poistettu epäedustavia näytteitä.

Yleiskuvana koulutetut mallit suoriutuvat sovelluksessaan hyvin ja saavuttavat tarkkoja
tuloksia muutamaa ylioppinutta tapausta lukuun ottamatta. Kuitenkin ainakin neljä sa-
maa koulutusdataa käyttänyttä mallia ylioppi koulutusdatansa, mikä voidaan tulevissa so-
velluksissa välttää sekoittamalla data ennen sen käyttöä. Lisäksi tässä työssä käytettiin
suhteellisen pientä datajoukkoa, jota voidaan laajentaa datan augmentoinnilla.
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Liite 1. Mittaustulokset ja tarkkuuden ero.

Taulukko A1.1. Kokeissa mitatut koulutusajat, koulutustarkkuudet ja validointitarkkuudet sekä
mittauksista lasketut koulutus- ja validointitarkkuuden erotukset. Kunkin mittaustulossarakkeen
koekohtaiset maksimiarvot on lihavoitu ja minimiarvot on kursivoitu. Viimeisessä sarakkeessa
10 % arvon ylittävät tulokset on korostettu punaisella värillä.

Koe
Mallin
numero

Koulutus-
aika (s)

Koulutus-
tarkkuus

Validointi-
tarkkuus

Tarkkuuden
ero (%)

1 83.10625 0.966743 0.96875 -0.20069
2 82.98712 0.964286 0.9519231 1.236266
3 83.29995 0.986726 0.9895833 -0.28576
4 82.95368 0.977876 0.9375 4.037613

1 5 82.9912 0.957965 0.9166667 4.129791
6 82.93144 0.978982 0.84375 13.52323
7 82.98293 0.982301 0.9479167 3.438419
8 82.93827 0.993363 0.9791667 1.419616
9 83.01129 0.992257 0.9166667 7.558995
10 82.95066 0.969027 0.9583333 1.069325
keskiarvo 83.01528 0.976952 0.9410256 3.592681
varianssi 0.01252 0.000147 0.0017454 17.88133
1 45.16282 0.977064 0.9296875 4.737669
2 38.81113 0.993304 0.9230769 7.022667
3 38.28957 0.983407 1 -1.65929
4 38.98554 0.984513 0.8958333 8.867997

2 5 37.88182 0.987832 0.9583333 2.949852
6 38.59349 0.963496 0.8854167 7.807887
7 38.35746 0.980088 0.9375 4.258847
8 52.9821 0.971239 0.96875 0.248891
9 38.45018 0.960177 0.9375 2.2677
10 39.58896 0.987832 0.96875 1.908183
keskiarvo 40.71031 0.978895 0.9404848 3.84104
varianssi 23.02734 0.000119 0.0012136 11.36335
1 68.95508 0.975917 0.9453125 3.060496
2 71.99901 0.959821 0.9423077 1.751369
3 72.67114 0.97677 0.9791667 -0.23968
4 72.81064 0.970133 0.9166667 5.346608

3 5 68.55807 0.984513 0.9479167 3.65966
6 72.8249 0.980088 0.8333333 14.67552
7 75.33243 0.994469 0.9583333 3.613573
8 40.02592 0.974558 0.96875 0.580752
9 69.70002 0.980088 0.9270833 5.300516
10 40.58208 0.981195 0.9583333 2.286136
keskiarvo 65.34593 0.977755 0.9377204 4.003495
varianssi 178.4403 8.24E-05 0.0016851 17.36431



Liite 1. (continued)

Koe
Mallin
numero

Koulutus-
aika (s)

Koulutus-
tarkkuus

Validointi-
tarkkuus

Tarkkuuden
ero (%)

1 75.00258 0.981651 0.953125 2.852637
2 76.02692 0.988839 0.9326923 5.614698
3 70.77229 0.977876 0.9791667 -0.12906
4 73.66583 0.983407 0.9166667 6.674039

4 5 70.03518 0.983407 0.96875 1.465708
6 75.30065 0.982301 0.875 10.73009
7 72.24388 0.996681 0.9479167 4.876471
8 71.4009 0.985619 0.96875 1.686949
9 40.87047 0.981195 0.9166667 6.452799
10 40.04885 0.983407 0.96875 1.465708
keskiarvo 66.53676 0.984438 0.9427484 4.169004
varianssi 192.9045 2.66E-05 0.00106 10.90129
1 138.9311 0.965596 0.953125 1.247132
2 140.0286 0.96875 0.9519231 1.682693
3 136.7534 0.984513 0.9479167 3.65966
4 139.9772 0.983407 0.9166667 6.674039

5 5 143.087 0.983407 0.9583333 2.507377
6 140.6437 0.983407 0.8541667 12.92404
7 144.1699 0.984513 0.9479167 3.65966
8 138.8866 0.945796 0.8958333 4.996318
9 48.64169 0.964602 0.90625 5.835176
10 44.52986 0.977876 0.9479167 2.995944
keskiarvo 121.5649 0.974187 0.9280048 4.618204
varianssi 1566.958 0.000165 0.0011557 11.52707
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