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The work examines a four degree-of-freedom active magnetic bearing model, which has 
been implemented with Simulink. The model contains four PID-type controllers that control 
the x and y positioning of both rotor ends in pairs. The purpose of the work is to implement 
a feed forward neural network model that can predict the position of the rotor. The work has 
presented the properties and internal structures of a deep neural network. The work presents 
the implementation of a feedforward neural network implemented with the Python Keras 
library. PRBS and Chirp signals of different frequencies are used as excitation signals to 
excite model dynamics. The control signal, current command, speed command and measured 
rotor position information are collected from the model to serve as training material for the 
neural network. To construct the network, the project utilizes a Python application frame-
work model. This model takes the hyperparameters of the feedforward neural network as 
input from a list, and then trains and evaluates the network's performance. The application 
framework can find the best parameters from the given hyperparameters. In the work, exci-
tation signals of different frequencies are generated and with the help of them the network 
is taught and the most suitable excitation signal and hyperparameter set capable of predicting 
the rotor position are searched for. All the tested excitation signals and the models created 
with them were not able to predict well the rotor position in Simulink. The best model was 
obtained with a low Chirp signal containing frequencies of 1–50 Hz. The application frame-
work implemented in the work enables the systematic teaching and testing of the hyper-
parameters of a forward-connected neural network. The application framework body can be 
modified and adapted as a platform to accommodate changes in the simulation model or 
variations in the inputs being examined. 
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1  Johdanto 

Aktiivimagneettilaakerijärjestelmät ovat kehittyneitä menetelmiä roottorijärjestelmien tuke-

miseen, jotka tarjoavat tehokkaan ja tarkan tavan hallita roottorin paikkaa monenlaisissa so-

velluksissa. Näitä järjestelmiä käytetään usein erityisesti tilanteissa, joissa perinteiset laake-

rointiratkaisut eivät täytä asetettuja vaatimuksia. Aktiivimagneettilaakeriteknologia perus-

tuu paikanmittausantureiden hyödyntämiseen ohjausalgoritmien osana, joiden avulla sähkö-

magneettisia voimia roottorin asennon aktiiviseen ohjaamiseen vaaditulla tarkkuudella voi-

daan säätää. Käytännössä säätöratkaisujen suunnittelu vaatii dynaamisen mallin, jota usein 

käyttöönoton yhteydessä päivitetään systeemi-identifiointiin perustuen (Donati et al., 2023). 

Dataan pohjautuvat mallit ovat myös tärkeässä roolissa järjestelmän käytön aikaisessa mo-

nitoroinnissa sekä diagnostiikassa (Xunshi et al., 2021). Tässä työssä keskitytään syväneu-

roverkon ja eteenpäin syöttävä neuroverkon (engl. Feed Forward Neural Network, (FNN)) 

yhdistettyyn toteutukseen aktiivimagneettilaakerijärjestelmässä roottorin paikan määrittämi-

seen. Syväneuroverkon ja FNN-mallin yhdistelmä tarjoaa menetelmän järjestelmän dynaa-

misten vaikutusten ennustamiseen, mikä on esimerkiksi tärkeää paikan säätämisessä aktiivi-

magneettilaakereiden avulla. 

Syväneuroverkot ovat koneoppimisen alalla edistyksellisiä, kykeneviä oppimaan monimut-

kaisia hierarkkisia piirteitä datasta. Niiden kyky mallintaa monimutkaisia yhteyksiä tekee 

niistä varteenotettavia työkaluja aktiivimagneettilaakerijärjestelmän kaltaisen monimuotoi-

sen järjestelmän säätämiseen ja ohjaamiseen. FNN-malli, joka on osa syväoppimista, mah-

dollistaa tiedon käsittelyn yksisuuntaisesti, ilman takaisinkytkentää. Tämä on tärkeää reaa-

liaikaisissa sovelluksissa, kuten aktiivimagneettilaakerijärjestelmissä, joissa nopeat ja tarkat 

päätökset ovat tärkeitä säädön toteutuksessa. Neuroverkkorakenteita on myös aikaisemmin 

sovellettu aktiivimagneettilaakerisovelluksissa, kuten ohjaukseen (Chiang et al., 2012, viko-

jen havaitsemiseen (Donati et al., 2023), suorituskyvyn optimointiin ja järjestelmän toimin-

taan adaptoitumiseen. Käytännössä näissä sovelletut rakenteet ovat yleensä olleet monimut-

kaisia ja vaatineet suurta laskentatehoa. Näissä sovelluksissa neuroverkot pystyvät oppimaan 

järjestelmän dynamiikasta ja tekemään reaaliaikaisia säätöjä parantaakseen suorituskykyä 

erilaisissa ympäristöissä ja kuormitustilanteissa (Chen et al., 2014). Tämä antaa mahdolli-

suuden optimoida laitteen toimintaa ja parantaa sen tehokkuutta eri olosuhteissa. 
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1.1  Tutkimuksen tavoitteet ja rajaukset 

Työn aihe tuli Lappeenrannan-Lahden teknillisen yliopiston sähkötekniikanosastolta. Läh-

tökohtana on aktiivimagneettilaakereilla tuetun roottorijärjestelmän malli säätöratkaisun 

kanssa, joka on tehty Simulink/Matlab- ympäristöön. Annetussa mallissa on säädin raken-

teina PID-tyyppiset säätimet, jotka paikoittavat roottorin leijumaan ilmavälissä. Säätimiä 

mallissa on neljä, kaksi molemmille x- ja y-koordinaateille. Työ rajataan siten, että työssä 

tarkastellaan yhden säädettävän kanavan dynamiikkaa neuroverkon avulla hyödyntämällä 

injektoituja herätesignaaleja.   

Työssä syväneuroverkon toteutus tehdään Python-ohjelmointiympäristöllä ja hyödynnetään 

käytössä olevia Python-kirjastoja kuten Tensorflow ja Keras. Työssä lisätään työn perustana 

olevan säädetyn roottorisysteemin Simulink/Matlab- malliin sopivat lohkot, joilla simuloin-

timallin tuottamia data-arvoja voidaan siirtää mallista Python- ohjelmointiympäristöön. 

Työssä toteutetaan Python- ympäristöllä sovelluskehysrunko FNN:lle, joka muodostaa eri 

neuroverkkoja syötteeksi annetuilla hyperparametreillä ja kykenee vertaamaan opetettujen 

neuroverkkojen opetustuloksia.  Sovelluskehyksen runkoa voidaan muokata eri käyttökoh-

teisiin soveltuvaksi.  Lisäksi työssä generoidaan erityyppiset opetusmateriaalit Chirp- ja 

PRBS- signaaleista, joilla verkkoa opetetaan ja pyritään löytämään hyvät hyperparametrit 

aktiivimagneettilaakerimallin yhden kanavan dynamiikan kuvaamiseksi. Työssä kehitetty 

sovelluskehys on kokonaisuus, joka toimii runkona opetettavan neuroverkon hyperparamet-

rien etsimiselle. Tarkoituksena on, että itse opetusprosessi voidaan osittain automatisoida, 

jolloin verkon muodostus ja tulosten tutkiminen helpottuu.  

Sovelluskehyksen ominaisuudet voidaan listata seuraavaksi: 

 Matlab:n ’mat’-tyyppisten tiedostojen lukeminen ja opetusdatan siirto Python:n 

tietueisiin. 

 Opetusmateriaalin esikäsittelyn eri menetelmillä, kuten liukuvakeskiarvo. 

 Eri neuroverkkojen muodostaminen annetuilla hyperparametreillä. 

 Verkon opetus ja vertaaminen aikaisempiin hyperparametreihin verrattuna. 
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 Opetuksen vertaaminen ennenäkemättömään dataan. 

 Opetetun verkon kyvykkyyttä kuvaavien parametrin laskenta. 

 Mahdollisuus piirtää graafit opetetun verkon syötteille. 

Tätä sovelluskehyksen rakennetta sovelletaan työssä käsiteltävän datan käsittelyyn sekä neu-

roverkkojen opetukseen. 
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2  Magneettilaakerit 

Perinteiset laakerointimenetelmät kuten kuulalaakerointi (engl. ball bearing) ja nestelaake-

rointi (engl. fluid bearing) ovat yleisesti käytettyjä ja edullisia laakerointimenetelmiä erilai-

sissa roottorijärjestelmissä. Kuulalaakereiden käytössä rajoitteena on suuri kitka sekä lyhyt 

käyttöikä erityisesti suurta pyörimisnopeutta vaativissa käytöissä. Nestelaakereiden kitka-

pintojen välissä on ohut neste- tai kaasukerros. Niiden kitka on pienempi kuin mekaanisilla 

laakereilla, ja ne kestävät raskaampia kuormia, eivätkä vaadi usein huoltoa kuin mekaaniset 

laakerit (Jastrzebski, 2007). Vastaavasti magneettilaakerin perustehtävä ja suorituskykyta-

voite on, että magneettilaakerit estävät roottoria koskettamasta fyysisesti laakeripintoja 

(Lantto, 1999). Roottorin leijuttamiseen perustuva laakerointijärjestelmä tarjoaa vaihtoeh-

toisen ratkaisun sovelluksiin, joihin perinteinen kuulalaakerointi tai muut laakerointitavat 

kuten nestelaakerit eivät joko suorituskykynsä tai muiden ominaisuuksiensa perusteella so-

vellu. Magneettiseen leijutukseen perustuva laakerointi on luonnostaan epästabiili, joten sta-

biilin toiminnan takaamiseksi magneettilaakerien sähkömagneettien tuottaman voimansuu-

ruutta on säädettävä aktiivisesti. 

Magneettilaakerointijärjestelmän hyötynä sähkömoottorikäytöissä on se, että roottorin ja 

laakerin välillä ei ole fyysistä yhteyttä. Tämä ominaisuus tuo lisähyötyjä kuten, että aktiivi-

magneettilaakerit eivät tarvitse voitelua ja niiden käyttöikä on mekaanisia laakereita pi-

dempi. Magneettilaakerointi mahdollistaa myös tarkan roottorin paikoituksen ilmavälissä, 

sähkökoneen värähtelyjen aktiivisen vaimennuksen sekä mahdollisuuden monitoroida sekä 

diagnostisoida säädettyä järjestelmää magneettilaakerijärjestelmän anturoinnin avulla (Jastr-

zebski, 2007).  

Magneettilaakerit voidaan jakaa kolmeen pääkategoriaan; I) aktiivisiin, II) passiivisiin ja III) 

hybrideihin magneettilaakereihin. Aktiivimagneettilaakereissa leijutus toteutetaan sähkö-

magneeteilla, joissa sähkömagneeteissa kulkevan virran suuruutta säädetään aktiivisesti te-

hoelektroniikan ja siihen liitetyn aktiivisen säädön perusteella. Vastaavasti passiivisissa 

magneettilaakereissa (engl. passive magnetic bearings (PMB)) leijutus tehdään kestomag-

neeteilla. Hybridimagneettilaakeri on edellisten magneettilaakerien yhdistelmä, jossa käy-

tännössä yhdistyy aktiivisen ja passiivisen magneettilaakerin ominaisuudet. Otetaan seuraa-

vaksi lyhyt kirjallisuuskatsaus eri magneettilaakerityyppeihin ja niiden ominaisuuksiin. 
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2.1  Passiivimagneettilaakerit  

Passiivisista magneettilaakeria on kuvattu jo vuonna 1842 Earnshawn teoreeman kautta, 

mutta ensimmäiset passiiviset magneettilaakerit toteutettiin 1930-luvulla. Kappaletta on 

Ernshawn teoreeman mukaan mahdotonta leijuttaa staattisessa magneettikentässä (Tir, 

2014). Passiivinen magneettilaakeri perustuu kiinteisiin magneettisiin ominaisuuksiin, joita 

ei voida säätää käytön aikana vaan ne on mitoitettava tiettyä käyttötarkoitusta varten. Pas-

siivilaakeri voidaan toteuttaa esimerkiksi kestomagneeteilla. Kaksi tai useampi rengasmaista 

magneettia estää staattorin ja roottorin osumasta toisiinsa magneettisella voimalla ja täten 

mahdollistaa kitkattoman roottorin pyörimisen (Tănase, 2014).  

Passiivisilla magneettilaakereilla on useita etuja perinteisiin mekaanisiin laakereihin verrat-

tuna. Ensinnäkin ne poistavat voitelun tarpeen, mikä vähentää kitkaa ja kulumista. Tämä 

vähentää huoltovaatimuksia ja pidentää käyttöikää. Toiseksi ne voivat toimia korkeissa läm-

pötiloissa tai tyhjiöympäristöissä, joissa perinteiset laakerit pettäisivät. Kolmanneksi ne tar-

joavat suuremman tarkkuuden ja roottorin asennon hallinnan, mikä mahdollistaa tasaisem-

man toiminnan ja paremman suorituskyvyn. Passiivisia magneettilaakereita käytetään tark-

kuutta vaativissa ja tehokkaissa sovelluksissa, kuten moottoreissa, pumpuissa, turbolaitteis-

toissa, generaattoreissa ja vauhtipyörää käyttävissä energianvarastointijärjestelmissä 

(Tănase, 2014).  

Passiivimagneettilaakerien edut ovat kestoikä, kitkattomuus ja korkea hyötysuhde. Lisäksi 

ne soveltuvat hyvin vaikeisiin käyttöolosuhteisiin, kuten todella suuriin pyörimisnopeuksiin, 

alhaiseen lämpötilaan, korkeaan säteilyyn ja tyhjiökäyttöön. Niillä on myös käytössä olema-

ton momenttiresistanssi, joten ne toimivat paremmalla hyötysuhteella kuin mekaaniset laa-

kerit. (Tir, 2014) 

Passiivisen magneettilaakerin heikkouksia ovat niiden aktiivisen säätämisen puuttuminen, 

jolloin värähtelyitä ja muutostilanteita ei voida kompensoida (Chiba et al., 2005). Magneet-

tilaakerointiin muita haittoja on esimerkiksi niiden voima ja jäykkyys, jotka ovat paljon pie-

nemmät kuin mekaanisten laakereiden, ja huonon voima-amplitudin takia passiiviset mag-

neettilaakerit eivät pysty kestämään korkeita kuormia (Tir, 2014). Myöskään ilman Halbach 
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array-tekniikkaa eli kaikkia vapausasteita ei pystytä hallitsemaan, joten joitain vapausasteita 

täytyy tukea mekaanisesti (Bachovchin, 2013). 

 

2.2  Aktiivimagneettilaakerit  

Aktiivimagneettilaakeri (engl. active magnetic bearing (AMB)) on laakerijärjestelmä, jota 

käytetään esimerkiksi pyörivien koneiden, kuten turbiinien, kompressorien ja nopeiden ka-

rojen tuentaan. Toisin kuin perinteiset mekaaniset laakerit, joissa käytetään voiteluaineita tai 

vierintäelementtejä aktiiviset magneettilaakerit perustuvat sähkömagneettisen levitaatiope-

riaatteeseen pyörivän akselin kuten sähkömoottorin roottorin tuentaan. 

Aktiivisen magneettilaakerijärjestelmän peruskomponentteja ovat roottori, staattori sekä oh-

jausjärjestelmä. Roottori on laakerijärjestelmän pyörivä osa ja kiinnittyy koneen akseliin. 

Roottori on tavallisesti toteutettu kestomagneeteilla tai magneettisilla materiaaleilla, jotka 

ovat vuorovaikutuksessa staattorin sähkömagneettisen kentän kanssa.  Staattori on laakeri-

järjestelmän kiinteä osa ja koostuu useista sähkömagneeteista. Sähkömagneetit sijaitsevat 

tasaisesti akselin kehän ympärillä ja muodostavat magneettikenttiä. Ohjausjärjestelmä huo-

lehtii roottorin paikan mittauksesta sekä säätämisestä. Ohjausjärjestelmä muodostuu antu-

reista, jotka mittaavat roottorin paikan sekä muita parametrejä ja säätää staattorin synnyttä-

miä sähkömagneettisia kenttiä ohjauksen toteutuksen mukaisesti. 

Aktiivisten magneettilaakerien keskeiset periaatteet ovat levitaatio (leijutus), roottorin pai-

kan ohjaus sekä häiriöiden hallinta. Levitaatiosta syntyvä voima mahdollistaa roottorin ja 

staattorin fyysisen koskemattomuuden, jolloin roottori voi pyöriä vapaasti ilman kitkan vai-

kutusta. Staattorin synnyttämät sähkömagneettiset kentät ovat vuorovaikutuksessa roottorin 

magneettisten materiaalien kanssa ja tästä vuorovaikutuksesta syntyy voima, joka vastustaa 

roottorin painoa. Ohjausjärjestelmä mittaa aktiivisesti roottorin paikkaa paikka-antureiden 

avulla. Mitatun paikan arvon perusteella ohjaus säätää staattorin sähkömagneettisia kenttiä 

roottorin halutun referenssipaikan ja suunnan ylläpitämiseksi. Säätämällä aktiivisesti rootto-

riin vaikuttavia voimia asentoantureiden mittaustulosten perusteella järjestelmä pystyy tie-

tyissä rajoissa korjaamaan ulkoisia häiriöitä ja ylläpitää aktiivimagneettilaakerin stabiilia 

toimintaa. (Schweitzer, 2009). 
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Aktiiviset magneettilaakerit pystyvät ohjaamaan aktiivisesti roottoriin vaikuttavia voimia. 

Roottorin toimintapaikkaa voidaan ohjata ja värähtelyitä voidaan vaimentaa. Ulkoisia häiri-

öitä voi olla esimerkiksi epätasapaino, mekaaniset resonanssit tai muut ulkoiset häiriö teki-

jät. Ohjaus mahdollistaa edellä mainituista tekijöistä johtuvien tärinöiden ja värähtelyjen 

vaimentamisen. Ohjaus parantaa järjestelmän suorituskykyä ja luotettavuutta. (Tantau, 

2015). (Schweitzer, 2009). 

Aktiiviset magneettilaakerit tarjoavat useita etuja perinteisiin laakereihin verrattuna. Niissä 

puuttuu fyysinen kosketus roottorin ja staattorin välillä, mikä vähentää kitkaa, kulumista ja 

voitelun tarvetta. Tämä minimoi huoltotarvetta ja mahdollistaa käytön suurissa nopeuksissa 

ja korkeissa lämpötiloissa. Aktiivinen ohjausjärjestelmä mahdollistaa tarkan paikoittamisen 

ja ohjauksen, tuoden nopeat vasteajat, paremman tarkkuuden ja kyvyn häiriöiden aktiiviseen 

vaimentamiseen. Lisäksi järjestelmät voivat havaita toimintahäiriöitä ja pyrkiä korjaamaan 

ne, mikä parantaa koneiden tehokkuutta, säästää energiaa, vähentää lämmöntuotantoa ja pi-

dentää käyttöikää. 

Aktiivisten magneettilaakereiden sovelluskohteita on useilla teollisuudenaloilla, kuten säh-

köntuotanto, öljy ja kaasu, ilmailu ja korkean tarkkuuden valmistus, joissa tarkka ohjaus, 

nopea toiminta ja luotettavuus ovat kriittisiä vaatimuksia. Soveltuvilla aloilla, kuten lääke- 

ja elintarviketeollisuudessa, joissa mekaanisten laakereiden mahdolliset voiteluaineiden 

vuodot voivat aiheuttaa haittaa prosessille ja tuote-erille, magneettilaakereita voidaan käyt-

tää vaihtoehtona. Myös erityiset toimintaympäristöt, kuten matalat tai korkeat ympäristön 

lämpötilat, sekä laakereiden käyttö tyhjiössä voivat vahingoittaa mekaanisia laakerointeja. 

Magneettilaakeri soveltuu näihin kohteisiin hyvin toimintaperiaatteensa ja voiteluaineiden 

puutteen takia. (Chiba et al., 2005). 
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2.3  Hybridimagneettilaakerit 

Hybridimagneettilaakerissa käytetään sekä aktiivisia että passiivisia laakereita. Aktiivi-

magneettilaakerit voivat kompensoida passiivistenlaakereiden puutteita. Samalla saadaan 

passiivisten laakereiden etuja systeemiin, kuten niiden toimintavarmuus ja toimiminen ilman 

ulkoista energiaa kestomagneettien takia. (Schweitzer et al., 2009). Hybridimagneettilaakerit 

tarjoavat ratkaisun erilaisiin sovelluksiin, jotka vaativat tarkkaa ohjausta, nopeaa nopeutta ja 

vähäistä kitkaa. Hybridimagneettilaakereilla on eduistaan huolimatta myös rajoituksia. Ne 

vaativat virtalähteen käyttääkseen sähkömagneetteja, ja sähkökatkon sattuessa tarvitaan va-

rajärjestelmä, joka estää akselia koskettamasta kiinteitä osia. Lisäksi hybridimagneettilaake-

rien käyttöönoton alkukustannukset voivat olla korkeammat kuin perinteisissä laakereissa. 
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3  Aktiivimagneettilaakerin fyysiset ominaisuudet 

Magneettikentässä roottorin leijutukseen perustuva laakerointi on luonnostaan epästabiili. 

Hyödyntämällä säätötekniikkaa mahdollistetaan systeemin stabiloiminen sulautetun säätö-

ratkaisun eli algoritmin avulla. Säätötekniikan kannalta tarkasteltuna, laakerintoiminta pe-

rustuu magneettikentästä aiheutuvan voiman aktiiviseen säätöön (Schweitzer et al., 2009). 

Roottorin paikan muutos asetetusta referenssipaikasta mitataan ja säädin säätää sähkömag-

neetin käämissä kulkevaa virtaa tämän mukaan. Kuva 1 esittää periaatteen kappaleen leijut-

tamiseksi magneettikentässä. 

 

Kuva 1: Yhden vapausasteen aktiivisen magneettilaakerin yksinkertaistettu malli. Kuva on 

muokattu lähteen (Schweitzer et al., 2009) perusteella.  

 

Käytännössä magneettilaakerituetussa roottorissa painovoima aiheuttaa voiman, joka vetää 

roottoria alaspäin. Sähkömagneetilla tuotetaan vastakkaissuuntainen voima, joka vetää root-

toria ylöspäin. Kuvassa on esitetty yhden vapausasteen aktiivisen magneettilaakerin peri-

aate. Järjestelmän roottoriin vaikuttaa painovoima Fg, jonka vaikutus pystyään kumoamaan 

magneettisella vetovoimalla Fm. Jos roottorin liike on vain vertikaalinen (pystysuuntainen), 

voidaan oikein säädetyllä magneettisella vetovoimalla pitää roottori halutussa paikassa refe-

renssin mukaisesti. Asetetun referenssipaikan ja mitatun paikan erotuksen avulla 
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takaisinkytkentään perustuva paikkasäädin mahdollistaa järjestelmän stabiloimisen. Teho-

vahvistin muuttaa paikkasäätimeltä tulevan jännitesignaalin käämin magnetointivirraksi, 

joka muodostaa magneettisen vetovoiman roottoriin (Schweitzer et al., 2009). 

Tavallisesti magneettilaakeriteknologiaan perustuvissa sähkökoneissa aktiivimagneettilaa-

kerilla halutaan stabiloida roottori sekä radiaali- ja vertikaalisuunnassa, josta seuraa, että 

säädettäviä vapausasteita on useita. Kuvassa 2 on esitetty viiden vapausasteen (Chiba et al., 

2005) magneettilaakerijärjestelmä. Järjestelmässä on kaksi radiaalisuuntaista laakeria, jotka 

huolehtivat paikoituksen x- ja y-suunnissa ja yksi aksiaalissuuntainen laakeri, joka huolehtii 

roottorin pituussuunnan eli z-akselilla. Eli yhteensä järjestelmässä on viisi akselia, joita oh-

jataan magneettilaakereilla roottorin stabiloimiseksi. 

 

 

Kuva 2: Moottori, jossa kaksi radiaalilaakeria ja yksi aksiaalilaakeri (Chiba et al., 2005). 

 

3.1  Säädön komponentit  

Useimmat aktiivimagneettilaakerointien säätöjärjestelmät muodostuvat kahdesta sisäkkäi-

sestä säätimestä ns. kaskadirakenteesta (Jastrzebski, 2007). Ulommainen säädin eli paikka-

säädin vastaa roottorin paikoituksesta, jossa mitatun paikan ja referenssipaikan erotusta hyö-

dynnetään säätöohjeen muodostamisessa. Ulomman paikkasäätimen ulostulo tuottaa 



20 

sisemmälle säätimelle, eli virta-, voima- tai vuosäätimelle, toteutuksesta riippuen joko virta-

, vuo- tai voimaohjeen. Sisempi säädin muuttaa paikkasäätimen ulostulon sähkömagneettien 

teholähteenä toimivien vahvistimien ohjaussignaaliksi 

 

Kuva 3: Esitetty yksinkertaistettu paikka-virta- ja virta-jännite-säätimiin perustuva yhden 

vapausasteen säätörakenne. (Zingerli & Kolar, 2010, Schweitzer & Maslen, 2009) 

 

Magneettilaakerin käämityksen virtasäätö on tyypillisesti toteutettu yksinkertaisen P-säätä-

jän ja myötä haaran vahvistuksen avulla tai PI-säätimellä (Lantto, 1999). Virtasäätimen teh-

tävänä on huolehtia paikkasäätimeltä saatavan virtaohjeen muuttamisesta vahvistimen te-

hoelektronisia kytkimiä ohjaavan pulssinleveysmodulaattorin jänniteohjeeksi. Kuvan 3 ra-

kenne vastaa kuvan 1 tapausta, jossa roottori on ilmavälissä ja sen ympärillä on sähkömag-

neetit. Tarkoitus on stabiloida roottori ilmavälin keskelle, jolloin roottori ei kosketa sähkö-

magneetteja. Roottorin stabilointi toteutetaan säätämällä sähkömagneettien virtoja. Usein ra-

diaalilaakereissa käytetään kahdeksannapaista staattoria, jolloin radiaalilaakeri koostuu nel-

jästä sähkömagneetista. Kahden magneettiparin avulla roottorin paikkaa voidaan säätää kah-

della akselilla (Schweitzer, 2009). Jokaisessa magneetissa kulkee biasointivirta Ib.  

Vastakkain olevia sähkömagneetteja ohjataan yleensä differentiaalisesti (Schweitzer, 2009). 

Differentiaalisessa voiman muodostaminen vastakkaisilla puolilla oleville magneeteille to-

teutetaan syöttämällä ohjausvirtaa siten sitten, että toinen puoli saa virtaohjeen, joka on bia-

sointivirta summattuna ohjausvirtaan ja vastakkainen puoli biasointivirta vähennettynä-oh-

jausvirralla. Tämän seurauksena molempien akselien magneetit vaikuttavat roottoriin sa-

malla, mutta vastakkaissuuntaisella voimalla, joten sähkömagneettien nettovoima on nolla.  
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Roottorin paikka mitataan molempien akselin suuntien mukaan ja säädin laskee ohjausvirrat. 

Säätimen laskema kontrollivirta lisätään ylemmän magneetin biasointivirtaan ja vastaavasti 

vähennetään alemman magneetin biasointivirrasta. Tämän seurauksena positiivinen ohjaus-

virta lisää ylemmän magneetin vetovoimaa ja vastaavasti vähentää alemman vetovoimaa, 

jolloin kokonaisvoima on ylöspäin (Chiba, 2005). Tällä menetelmällä voima saadaan oh-

jausvirran lineaariseksi funktioksi epälineaarisen magnetointivirran funktion sijasta. Root-

torin akselit on käännetty 45° suhteen, jolloin roottorin paino jakautuu symmetrisesti mo-

lemmille akseleille. 

 

3.2  Aktiivimagneettilaakerimalli 

Käytännössä aktiivimagneettilaakerijärjestelmällä varustettu roottorisysteemi on monen 

muuttujan MIMO-systeemi, jossa on muuttuvia parametrejä ja sisältää epälineaarisuuksia 

sekä mallintamatonta dynamiikkaa. MIMO dynamiikka usein edellyttää paikkasäädöltä mal-

lipohjaista rakennetta. Käytännössä järjestelmä ei kuitenkaan ole niin epälineaarinen kuin 

voisi olettaa, koska biasvirta linearisoi järjestelmää hyvin. (Lantto, 1998). Useimmiten PID-

tyyppisellä säätimellä voidaan hallita järjestelmää edellyttäen, että säätörakenne sisältää suo-

datinrakenteita roottorin muotojen vaimentamiseksi. Sähkömagneettisäädön rakenne on ku-

vattu kuvassa 4. 

 

Kuva 4: Periaatekuva aktiivimagneettilaakeroidun systeemin säädöstä. 



22 

Kuvan 4 paikkasäätimenä Cp(s) voidaan käyttää esimerkiksi PID-säädintä. Paikka-antureilla 

mitataan roottorin paikkaa qmeas ja saatu informaatio viedään roottorin stabiloivalle paik-

kasäätimelle. Paikkasäädin muuttaa käämitykselle menevän ohjausvirran iref suuruutta paik-

katiedon pohjalta. Paikkasäädin antaa virtaohjeen virtasäätimelle, joka taas säätää sähkö-

magneetinkäämin jännitettä ja siten myös virtaa. Käämityksen jännitteen säätö toteutetaan 

tavallisesti pulssinleveysmodulaatiolla (PWM). Modulaattori kytkee käämiin tietyn tasajän-

nitteen positiivisena udc tai negatiivisena −udc. Jännitettä voidaan muuttaa vaihtamalla kyt-

kentä taajuutta, jolloin käämissä vaikuttava jännite voi olla väliltä udc ja −udc. 

Yleinen ohjainrakenne on hajautettu ohjaus, jossa kaikkia roottorin suuntia (x,y,z) ohjataan 

erikseen SISO-tyyppisillä säätimillä. Jäykälle (engl. rigid body) roottorille tämä lähestymis-

tapa toimii usein hyvin. Jos tarkastellaan taipuvaa (engl. flexible body) roottoria PID-säädin 

ei enää riitä ja korkeampaa kertaluokkaa vaativia säätimiä tarvitaan, jotka ovat usein malli-

pohjaisia säätimiä. Useimmissa alikriittisissä moottoreissa voidaan toteuttaa riittävän hyvä 

hajautettu PID-tyyppinen säätörakenne päättelemällä ja hyödyntämällä tietoa prosessista, 

vaimennuksen tuottamiseksi. (Lantto, 1999). 
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4  Syväoppimiseen perustuva neuroverkko 

Syväoppimisen algoritmit tarjoavat keinoja löytää luokittelu-, tunnistus- ja ryhmittelyongel-

miin ratkaisuja autonomisesti. (Goodfellow et al., 2016).  Syväoppiminen, joka on laajennus 

neuroverkkoihin, matkii ihmisen hermoston rakennetta. Tämä mahdollistaa syvän neurover-

kon parametrien opettamisen siten, että verkko oppii tuottamaan haluttua syötevastetta (Le-

Cun et al., 2015). Syväoppimisen algoritmit jäljittelevät ihmiselle luontevaa ja älykästä omi-

naisuutta, kuten esimerkiksi datan ryhmittelyä, luokittelua tai tunnistusta. Nimi syväoppimi-

nen viittaa algoritmin tyypilliseen neuroverkkojen syvään, monikerroksiseen ja hierarkki-

seen rakenteeseen, jossa monimutkaiset toimintamallit ovat määritelty kerroksittain. (Good-

fellow et al., 2016). 

Ihmisen aivot rakentuvat noin 100 miljardista neuronista, jotka luovat synaptisen yhteyden 

toisiin neuroneihin. Hermosolu eli neuroni on hermokudoksen solu, jonka tehtävänä on kä-

sitellä ja välittää tietoa sähköisen hermoimpulssin avulla (aktiopotentiaali). Sooma on her-

mosolun runko-osa, risteymäkohta hermosolun tuojahaarakkeiden eli dendriittien ja aksonin 

eli viejähaarakkeen välillä. Solun tuma sijaitsee soomassa ja siellä tapahtuu suurin osa solun 

toiminnoista. Tuojahaarakkeet ovat haarautuneita, soomasta lähteviä haarakkeita, hermoso-

lulla on yleensä useita tuojahaarakkeita. Viejähaarake on kaapelimainen väylä, jonka pituus 

voi olla jopa kymmentuhatkertainen sooman halkaisijaan nähden. Viejähaarake kuljettaa 

hermosoluun tulleen sähköisen hermoimpulssin eteenpäin synapsin välityksellä joko toiseen 

hermosoluun tai kohde-elimeen. (Nienstedt et al., 2016). Kuvassa 5 on esitetty kohdassa (a) 

neuroni ja sitä vastaava keinotekoinen neuroni (b), joiden yhtäläisyys ilmenee niiden ky-

vyssä vastaanottaa, käsitellä ja välittää tietoa sähköisten signaalien avulla. Kahdesta neuro-

neista ja synapsista muodostuva rakenne (c) ja usean keinotekoisen neuronin (d) väliset yh-

teydet, jotka muodostavat verkon, jotka pystyvät välittämään tietoa eri osien välillä. 
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Kuva 5: Neuronin ja keinotekoisen neuronin osat. (A) Ihmisen neuroni, (B) keinotekoinen 

neuroni, (C) biologinen synapsi ja (D) ANN synapsit (Maltarollo et al., 2013) ja (Nienstedt 

et al., 2016). 

 

Neuronien välisissä yhteyksissä sijaitsevat muokattavat painokertoimet (engl. weights), ja 

jokaisessa neuronissa sijaitsee siihen lisättävä kynnysarvo (engl. bias). Tätä kokonaisuutta 

kutsutaan myös syväksi arkkitehtuuriksi (engl. deep architecture). Kuvassa 6 on havainnol-

listettu keinotekoisen neuronin osat, jotka ovat sisääntulot, painokertoimet, bias, aktivointi-

funktio sekä ulostulo. 

 

Kuva 6: Neuronin epälineaarinen malli (Haykin, 2008). Kuvassa wk1…wkn ovat painokertoi-

met, joiden arvot määräytyvät verkon opetuksen tuloksena. 
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Yksi neuroverkkojen tärkeimmistä ominaisuuksista on sen kyky oppia. Neuroverkko on 

adaptiivinen järjestelmä, eli se voi muuttaa sisäistä rakennetta sen läpi virtaavan tiedon pe-

rusteella (Alturki et al., 2023), (Haykin, 2008). Jokaisella neuroverkon yhteydellä on paino-

arvo, joka on kerroin ja ohjaa signaalia kahden neuronin välillä. Painoarvot ovat reaalilukuja, 

jotka toimivat sisääntulojen kertoimina. Jos verkko tuottaa 'hyvän' tuloksen, painoja ei tar-

vitse muuttaa. Jos verkko kuitenkin tuottaa huonon ulostulon, eli virheen, järjestelmä kyke-

nee oppimaan ja muuttaa painoja parantaakseen myöhempiä tuloksia (Brownlee, 2019). Ku-

van 8 esimerkin mukaisesti painotetut sisäänmenot summataan ja summauksen tulos ohja-

taan aktivoinfunktioon. On olemassa useita erilaisia aktivointifunktioita, ja sopiva aktivoin-

tifunktio valitaan eri verkoissa eri käyttötarkoituksiin ja käyttökohteisiin. Aktivaatiofunktio 

määrittää ulostulon arvon, joka riippuu sisääntulojen ja näiden painojen tulojen summasta. 

(Shiffman, 2012).  

Tässä kappaleessa käydään läpi neuroverkkojen keskeisiä ominaisuuksia sekä niihin liittyviä 

käsitteitä.  

 

4.1  Painokertoimet ja Bias 

Kuten aikaisemmin todettiin, painokertoimet neuroverkossa ovat parametreja, jotka liittyvät 

neuronien välisiin yhteyksiin. Ne määrittävät tietovirran voimakkuuden ja suunnan ver-

kossa, ja niitä säädetään opetuksen aikana, jotta verkko oppii ja yleistyy tiedoista, mikä lo-

pulta mahdollistaa sen, että se pystyy suorittamaan erilaisia tehtäviä, kuten esimerkiksi luo-

kittelu ja regressio. Keinotekoisten neuroverkkojen yhteydessä paino viittaa parametriin, 

joka liittyy verkon kahden neuronin väliseen yhteyteen. Nämä painot ovat hermoverkkojen 

peruskomponentteja ja niillä on ratkaiseva rooli oppimisprosessissa (Haykin, 2008). 

Neuroverkot muodostuvat toisiinsa yhdistetyistä neuroneista, jotka on järjestetty eri kerrok-

siin (engl. layer). Kerroksia on tyypillisesti kolmenlaisia: syöte-, piilotettu- ja lähtökerros. 

Yhden kerroksen neuronit ovat yhteydessä viereisen kerroksen neuroniin. Painoja käytetään 

vaikuttamaan kahden hermosolun välisen yhteyden vahvuutta. Ne määrittävät, kuinka paljon 

yhden neuronin lähdöllä on vaikutusta seuraavan neuronin tuloon. Tiedon virratessa verkon 

läpi, neuronille syötettävien tulojen painotettu summa lasketaan. Laskettu summa lasketaan 
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kertomalla jokainen syötearvo sen vastaavalla painolla ja laskemalla yhteen nämä painotetut 

syötteet. (Patterson J & Gibson A, 2017, s. 54). Matemaattisesti neuronille j kerroksessa L 

painotettu summa vk lasketaan seuraavasti 

𝑣𝑘 = ∑ 𝑤𝑘𝑗
𝑙
𝑗=1 ∙ 𝑥𝑗 + 𝑏𝑘,    (4.1) 

𝑦
𝑘

= 𝜑(𝑣𝑘),     (4.2) 

 

jossa wkj on neuronien välisen yhteyden paino k kerroksessa L−1 ja neuronin j kerroksessa 

L. xj on neuronin lähtö k kerroksessa L – 1, l on neuronin syötteiden lukumäärä ja bk on 

neuroniin j liittyvä bias- termi. (Haykin, 2008). Ulostulo yk on, kun painotettu summa ja 

bias-arvo summa syötetään aktivointifunktiolle φ. 

Neuroverkon opetuksen aikana painojen arvoja muutetaan eli säädetään iteratiivisesti käyt-

tämällä optimointialgoritmeja, kuten gradienttilaskua. Opetuksen tavoitteena on minimoida 

häviö- tai virhefunktio, joka mittaa ennustetun lähdön ja todellisten tavoitearvojen välistä 

eroa. Häviöfunktion gradientit painojen suhteen lasketaan ja painot päivitetään häviötä vä-

hentävään suuntaan. Painot määräävät, kuinka verkko muuttaa syötteitään ja mitä ominai-

suuksia verkko oppii edustamaan. Oikein viritetyt painot ovat kriittisessä asemassa, jotta 

verkko voi suorittaa hyvin sille opetetun tehtävän. Optimointiprosessin tavoitteena on löytää 

optimaalinen painojen joukko, joka minimoi virheen, jolloin verkko voi tehdä luotettavia 

ennusteita tai luokituksia. (Patterson J & Gibson A, 2017,56) 

Painojen lisäksi jokaiseen neuroniin liittyy usein bias-termi. Bias on yksi verkon paramet-

reistä ja mahdollistaa paremman sovituksen monimutkaisiin datamalleihin. Se on tärkeä osa 

neuroverkon oppimiskykyä. Bias-termit sallivat verkon siirtää ja kontrolloida aktivointi-

funktiota, millä vaikutetaan neuronin aktivoitumiseen. Bias-termit opetetaan myös verkon 

opetuksen aikana. (Haykin, 2008). 

 

4.2  Aktivointifunktio 

Aktivointifunktio on keinotekoisten neuroverkkojen, mukaan lukien syväoppimismallien 

tärkeä osa. Se on matemaattinen funktio, joka määrittää neuronin lähdön sen syötteen perus-

teella. Aktivointifunktiot tuottavat verkkoon epälineaarisuuden, jolloin se voi mallintaa 
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monimutkaisia tietosuhteita. Ilman epälineaarisuutta jopa useista kerroksista koostuva syvä 

verkko käyttäytyisi kuin yksikerroksinen lineaarinen malli. Toiseksi aktivointifunktiot aut-

tavat verkkoa oppimaan monimutkaisia ja abstrakteja ominaisuuksia muuttamalla tulojen 

painotetun summan lähtösignaaliksi (Patterson J & Gibson A, 2017,65). Seuraavana on esi-

telty tunnetuimia aktivointifunktioita. Ensimmäisenä näistä esitellään ns. Sigmoid-funktio 

(Logistic), joka voidaan määrittää  

𝜎(𝑥) =
ଵ

ଵା௘షೣ
,     (4.3)

  

jossa e on Eulerin luku ja 𝜎(𝑥) on sigmoid funktion arvo syötteellä x. Aktivointifunktion 

ominaisuudet ovat, että se on käytännössä S-muotoinen käyrä, ja tätä on käytetty aiemmin 

binääriluokitteluongelmiin. Se käytännössä ’puristaa’ syötteen lukualueelle (0, 1), joka voi-

daan tulkita todennäköisyyksiksi. (Goodfellow et al., 2016). Toinen esimerkki aktivointi-

funktiosta on hyperbolinen tangenttifunktio (tanh), joka voidaan esittää muodossa  

𝑡𝑎𝑛ℎ(𝑥) =
௘ೣି௘షೣ

௘ೣା௘షೣ
    (4.4) 

 

Tämän aktivointifunktion ominaisuudet ovat käytännössä samanlaiset kuin sigmoid perus-

teisella, mutta vaihteluvälillä (‒1, 1). Tämä aktivointifunktio tarjoaa vahvempia gradientteja 

kuin sigmoidi, mikä voi auttaa syvempien verkkojen harjoittamisessa. (Brownlee, 2019). 

Seuraava usein käytetty aktivointifunktio on ns. Rectified Linear Unit (ReLU), joka voidaan 

kuvata seuraavasti 

𝑅𝑒𝐿𝑢(𝑥) = max (0, 𝑥).    (4.5) 

 

Tämän aktivointifunktion ominaisuudet ovat laajat. Kyseistä rakennetta käytetään laajasti 

nykyaikaisissa syväoppimisverkostoissa, ja sen vaihteluväli on [0, ∞). ReLu on laskennalli-

sesti tehokas ja auttaa opetuksessa antamalla signaalin kulkea suoraan positiivisten tulojen 

läpi ja asettamalla negatiiviset tulot nollaan. Se voi kuitenkin johtaa kuolleisiin neuroneihin, 

jos sitä ei käytetä huolellisesti. (Brownlee, 2019). ReLu-funktiosta on olemassa variaatioita 

kuten NoiseReLU, LeakyReLU ja ELU (Exponential Linear Unit). (Vasilev et al., 2019, s. 

55). 
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Niin sanottu vuotava versio ReLU-aktivointi funktiosta eli LeakyReLU voidaan kuvata ma-

temaattisesti seuraavalla tavalla 

൜
if x > 0 ∶                                                               𝐿𝑒𝑎𝑘𝑦𝑅𝑒𝐿𝑈(𝑥) = x

𝑒𝑙𝑠𝑒 ∶ 𝐿𝑒𝑎𝑘𝑦𝑅𝑒𝐿𝑈(𝑥) = 𝛼 · 𝑥, (𝛼 𝑜𝑛 𝑝𝑖𝑒𝑛𝑖 𝑝𝑜𝑠𝑖𝑡𝑖𝑖𝑣𝑖𝑛𝑒𝑛 𝑙𝑢𝑘𝑢)
              (4.6) 

 

Tämä aktivointifunktio korjaa ns. kuolleiden neuronien ReLU-ongelman sallimalla pienen 

gradientin negatiivisille tuloille, mikä estää neuroneiden muuttumisen passiivisiksi, vaihte-

luvälin ollessa (-∞, ∞). (Olgac and Karlik, 2011). Kuolleen neuronin ongelma tarkoittaa, että 

funktion tulo on nolla, kun x < 0. (Patterson J & Gibson A, 2017, s. 65). Vastaavasti ELU-

aktivointifunktiolle voidaan kirjoittaa 

൜
if x > 0 ∶                                                                    𝐸𝐿𝑈(𝑥) = x

𝑒𝑙𝑠𝑒 ∶ 𝐸𝐿𝑈(𝑥) = 𝛼 · 𝑒௫ିଵ, (𝛼 𝑜𝑛 𝑝𝑖𝑒𝑛𝑖 𝑝𝑜𝑠𝑖𝑡𝑖𝑖𝑣𝑖𝑛𝑒𝑛 𝑙𝑢𝑘𝑢)
              (4.7) 

 

Tämä aktivointifunktio on toiminnaltaan lähes samanlainen kuin LeakyReLU, mutta siinä 

on tasainen siirtymä negatiivisille tuloille, mikä mahdollisesti vangitsee monimutkaisempia 

kuvioita, vaihteluvälin ollessa (-∞, ∞). 

Aktivointitoiminnon valinta riippuu ratkaistavasta ongelmasta ja usein joudutaan kokeile-

maan ja vertaamaan eri aktivointifunktioita, jotta löydetään ongelmaan parhaiten sopivan 

aktivointifunktio. ReLU:ta ja sen muunnelmia (Leaky ReLU, ELU) käytetään yleisesti 

useimpiin piilokerroksiin syvissä neuroverkoissa niiden tehokkuuden ja laskentatehokkuu-

den vuoksi. Sigmoid()- ja tanh()-aktivointeja käytetään edelleen tietyissä tilanteissa, kuten 

binääristen luokitusmallien tulostekerroksessa tai kun lähdön on oltava tietyllä alueella. (Pat-

terson J & Gibson A, 2017, s. 70). 

4.3  Monikerroksiset neuroverkot 

Neuroverkoissa voi olla rajoittamaton määrä neuroneita, jotka on järjestetty kerroksittain ja 

kerrosten neuronit liittyvät toisiin kerroksiin. Sisääntulokerros (engl. input layer) edustaa 

syötteen tietojoukkoja ja alkuehtoja. Sisääntulokerrosta ei yleensä lasketa kerrokseksi. Yk-

sinkertaisen verkko on yksikerrosverkko, joka sisältää ulostulokerroksen (engl. output layer) 

ja sisääntulokerroksen. Kuvassa 7 on yksikerroksinen eteenpäin syöttävä verkko, jossa on n 
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määrä yn ulostuloneuroneita. Useiden ulostulo neuroneiden avulla voidaan hyödyntää luo-

kitteluissa, kuten yksi ulostuloneuroni edustaa yhtä luokkaa. Esimerkkinä voidaan mainita 

10 ulostuloneuronin kerros, jossa jokainen ulostuloneuroni edustaa lukua 0–9. (Vasilev et 

al., 2019). 

 

 

Kuva 7: Verkossa vasemmalla olevat neuronit edustavat sisääntuloa, jossa on bias b, kes-

kimmäinen sarake edustaa jokaisen yhteyden painotusta ja oikealla puolella olevat neuronit 

edustavat ulostuloa painolla w. Yksikerroksiset neuronit voivat olla yhteydessä muihin neu-

roneihin, mutta eivät saman kerroksen toisiin neuroneihin. Tässä tapauksessa sisääntuloker-

roksen neuronit on yhdistetty ainoastaan ulostulo neuroneihin. (Vasilev et al., 2019) 

 

Yksikerroksiset verkot voivat luokitella vain lineaarisesti erottuvia luokkia. Monikerroksiset 

verkot voidaan muodostaa, kun sisääntulo ja ulostulokerrosten välin lisätään lisää kerroksia. 

Näitä lisäkerroksia kutsutaan piilotetuiksi kerroksiseksi (engl. hidden layer). Kuva 8 esittää 

3-kerroksista täysin yhdistettyä verkkoa, jolla on kaksi piilotettua kerrosta. Sisääntuloker-

roksessa on n neuronia, ensimmäisellä piilokerroksella on j neuronia ja toisella piilotetulla 
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kerroksella on l neuronia. Ulostulokerros muodostuu kahdesta luokasta y1 ja y2. (Vasilev et 

al.,2019). 

 

 

Kuva 8: Neuroverkko, joka sisältää sisääntulokerroksen, kaksi piilokerrosta ja ulostuloker-

roksen. 

 

4.4  Eteenpäin kytketty monikerroksinen perseptroniverkko  

Neuroverkko, johon lisätään vähintään yksi piilotettukerros, saadaan ns. syvä neuroverkko, 

joka toimii neuroverkkoarkkitehtuurien perusrakenteena. Tällaista useampikerroksista ja ta-

saisesti eteenpäin kytkettyä neuroverkkoa kutsutaan monikerrosperseptroniksi MLP (engl. 

multilayer perceptron). (Vasilev et al., 2019). Sisään- ja ulostulokerrosten väliin neuronit on 

järjestetty niin, että liitokset ohjataan aina alemmasta kerroksesta ylempään kerrokseen ja 

saman kerroksen neuronit eivät ole yhteydessä toisiinsa. 

Monikerrosperseptronista verkkorakennetta hyödynnetään esimerkiksi luokittelu- ja tunnis-

tusongelmien ratkaisemisessa ja verkon arkkitehtuurin valinnalla on suuri vaikutus verkko-

jen toimintaan. Arkkitehtuurilla tarkoitetaan piilotettujen kerrosten määrää sekä jokaisessa 

kerroksessa olevien neuroneiden määrää. Arkkitehtuurin valinnalla vaikutetaan verkkoon ja 

yhteyksien elin neuronien puute voi tehdä verkon kykenemättömäksi ratkaista ongelmaa ja 
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ylimäärä neuroneita voi aiheuttaa opetuksessa ylisovittamisen (engl. over-fitting), eritysesti 

jos käytetään suurta määrää kerroksia ja neuroneita. Kerrosten lukumäärä ja kerroksessa ole-

vien neuronien lukumäärää kutsutaan arkkitehtuuriseksi ongelmaksi. (Ramchoun et al., 

2016). 

MLP-verkon oppimismahdollisuudet ovat kuitenkin rajalliset, sillä se käsittelee jokaista syö-

tettä itsenäisenä. Tällöin verkon parametrien opetus perustuu aina kullakin opetusiteraatiolla 

yhteen syötevaste pariin, ja siksi MLP ei osaa muodostaa yhteyksiä eri syötteiden välille. 

Useimmiten monikerrosperseptroniksi verkkojen opetuksessa hyödynnetään niin sanottuja 

vastavirta-algoritmeja eli back-propagation algoritmeja. 

 

4.4.1  Vastavirta-algoritmi 

Vastavirta-algoritmi (engl. back-propagation) algoritmi on iteratiivinen, laskevan gradientin 

oppimisalgoritmi, joka on suunniteltu minimoimaan neliöllinen keskivirhe saadun ulostulon 

ja halutun ulostulon välillä. Käytännössä pyritään löytämään painoarvot, jotka minimoivat 

seuraavan funktion tai ainakin antavat paikallisen minimin. (Mia et al., 2015). Opetusalgo-

ritmi voidaan esittää yksinkertaistetusti seuraavilla vaiheilla (Mia et al., 2015). Seuraavassa 

esitetään MLP-verkon vastavirta-algoritmi. MLP-verkon algoritmi on yksinkertaisempi esit-

tää kuin RNN- tai LSTM-verkojen vastaavat algoritmit.  

 

1. Asetetaan kynnysparametrille ja painoille pienet satunnaislukuarvot. 

2. Annetaan syötteet ja niitä vastaavat halutut vasteet. 

3. Lasketaan todelliset ulostulot. 

4. Korjataan painot. 

5. Palataan kohtaan 2, jos virhe ei ole halutulla tasolla. 

 

Opetuksella saadut virheet voivat helposti ryhtyä kasvamaan verkon testausvaiheessa. Tämä 

johtuu siitä, että monikerros-perseptronilla luokkarajat voivat muodostua hyvin 
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monimutkaisiksi ja sopivat liian hyvin opetusaineistoon, kun taas teoreettisesti optimaalinen 

raja on yksinkertaisempi (Mia et al., 2015). 

 

4.5  Takaisinkytkeytyvä neuroverkko  

Takaisinkytkeytyvä neuroverkko (engl. recurrent neural network (RNN)) on syvän oppimi-

sen menetelmä, joka on suunniteltu käsittelemään ja mallintamaan sekvenssiaineistoa. Ta-

kaisinkytkeytyvällä neuroverkolla on kyky ottaa huomioon aikaisemmat tapahtumat verkos-

tossa, mikä tekee siitä tehokkaan sekvenssianalyysiin ja aikasarjaennusteeseen. Esimerkiksi 

takaisinkytkeytyvillä neuroverkoilla peräkkäisten syötteiden välille voidaan olettaa riippu-

vuutta, kun taas edellä esitettyjen MLP-verkkojen tapauksessa jokaista syötettä käsitellään 

itsenäisenä (Lipton et al., 2015). 

Takaisinkytkeytyvä neuroverkko koostuu toistorakenteesta, jolla on ominaisuus muistaa 

aiemmin tapahtuneita asioita. Perusyksikkö on takaisinkytkeytyvän neuroverkon neuroni, 

joka ottaa syötteen ja tuottaa lähdön sekä säilyttää sisäisen tilan (engl. hidden state). Sisäinen 

tila mahdollistaa tiedon siirtymisen aikaisemmilta ajanhetkiltä seuraaville. Kuvassa 9 on ha-

vainnollistettu takaisinkytkeytyvän neuronin rakenne.  

 

Kuva 9: Takaisinkytkeytyvä neuroverkon arkkitehtuuri. 

 

Tarkasteltaessa kuvan 9 takaisinkytkeytyvää neuroverkkoa, sisääntulo x(t) otetaan verkon 

syötteeksi ajanhetkellä t. Tällöin h(t) edustaa sisäistä tilaa hetkellä t ja toimii verkon 
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muistina. Käytännössä h(t) lasketaan nykyisen tulon ja edellisen aikavaiheen piilotilan pe-

rusteella: h(t) = f(U∙ x(t) + W∙ h(t-1)). Sisäinen tila muistaa aikaisemmat laskelmat ja toimii 

informaation muistipankkina. Funktio f on epälineaarinen aktivointifunktio, kuten tanh() tai 

ReLU. Tässä esimerkkitapauksessa U ja W ovat painokerroinmatriiseja ja käytetty aktivaa-

tiofunktio määrää solun lähdön. (Nabi, 2019). 

Virhe lasketaan vertaamalla solun tuottamaa lähtöä haluttuihin tuloksiin. Virheen gradientti 

lasketaan vastavirta-algoritmin avulla. Kuvan 9 esityksessä O(t) kuvaa verkon lähtöä. Pai-

nojen päivitykseen käytetään gradienttia ja painoja päivitetään virheen pienentämiseksi. 

Tämä tapahtuu käyttäen optimointialgoritmia, kuten stokastista kaltevuuslaskua (engl. 

Stochastic Gradient Descent (SGD)). (Nabi, 2019). 

Takaisinkytkeytyvällä neuroverkolla voi olla haasteita pitkien riippuvuuksien mallintami-

sessa eli tällöin ilmenee ns. katoavan gradientin ongelma (engl. vanishing gradient). Katoa-

van gradientin ongelma on yleinen ongelma syvissä neuroverkoissa, erityisesti kun käyte-

tään perinteisiä oppimisalgoritmeja, kuten vastavirta-algoritmia. Ongelma ilmenee, kun sy-

vän neuroverkon alimmat kerrokset saavat hyvin pienen gradientin algoritmin tuloksena, 

mikä voi johtaa näiden kerrosten painojen päivitysten lähestymiseen nollaa. Tämä puoles-

taan hidastaa tai estää näiden kerrosten oppimisen. Alhaiset gradientit merkitsevät sitä, että 

alimmat kerrokset päivittyvät hitaasti tai eivät lainkaan. Tämä johtaa siihen, että nämä ker-

rokset eivät opi hyviä piirteitä, ja siten verkko ei saavuta toivottuja suorituskykytasoja. (Ben-

gio et al., 1994). Kehittyneemmät variaatiot, kuten LSTM (Long Short-Term Memory) ja 

GRU (Gated Recurrent Units), ovat ratkaisseet tämän ongelman tehokkaasti. (Nabi, 2019). 

 

4.6  LSTM-neuroverkko 

Takaisinkytkeytyvä neuroverkko on rajoittunut muistamaan vain lyhytaikaisia tapahtumia ja 

riippuvuuksia. Tämä johtuu edelle mainitusta katoavan gradientin ongelmasta, joka tulee 

vastaan takaisinkytkeytyvän neuroverkon opetusprosessissa. Katoavan gradientin ongel-

maan on esitetty ratkaisuksi, että ongelma voidaan korjata lisäämällä verkkoon ns. LSTM-

soluja (Hochreiter & Schmidhuber,1997).  
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LSTM-neuroverkoissa käytetään LSTM-soluja, jotka sisältää piilotetun tilan h lisäksi myös 

solutilan s (engl. cell state), tämä mahdollistaa informaation keräämisen pitkällä aikavälillä 

(Aggarwal, 2018). Solutilan ja piilotetun tilan aktivaatiota säädellään kolmen funktion 

avulla, joita kutsutaan syöteportiksi (engl. input gate), unohdusportiksi (engl. forget gate) 

sekä tulosteportiksi (engl. output gate) (Goodfellow et al., 2016). LSTM-solun toimintaa on 

havainnollistettu kuvassa 10. LSTM-solu lisää signaalin kulkuun portteja ja tiloja, jotka päät-

tävät mitä tietoja unohtaa tai muistaa aiemmista soluista. Verkon muistisoluihin on myös 

lisätty takaisinkytkeytyviä syklejä, joilla on painokerroin yksi, jolla varmistetaan, että gra-

dientti pääsee kulkemaan verkon läpi ilman että se katoaa tai räjähtää. (Lipton et al., 2015). 

 

 

Kuva 10: Lohkokaavio LSTM-solun toiminnasta. Sisääntulo lasketaan tavallisella neuronilla 

ja sen arvo voi kasaantua, jos sigmoidinen syöteportti sallii.  Solutilassa on lineaarinen sil-

mukka, jonka painoa ohjaa unohtamisportti. LSTM-solun ulostulo voidaan sulkea tulospor-

tin avulla. Musta neliö osoittaa yhden aikavaiheen viivettä. 

Syöteportin tehtävänä on säädellä LSTM-solun solutilan muistiin lisättävää informaatiota 

syötteestä ja piilotetusta tilasta. Sigmoid-funktion arvojoukosta johtuen syöteportin kom-

ponentit saavat arvoja väliltä (0, 1). Kun syöteportin arvo on lähellä arvoa 1, syötteen ja 

piilotetun tilan informaatio lisätään solutilan muistiin ja kun arvo on lähellä nollaa, infor-

maatio jätetään huomiotta. 
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Unohdusportintehtävänä on säädellä, kuinka pitkään informaatiota säilytetään LSTM-solun 

pitkäkestoisessa muistissa eli unohdusportin avulla verkko voi oppia tyhjentämään sen si-

säisen tilan arvon. Kun unohdusportin arvo on lähellä nollaa, solutilaan kertynyt informaatio 

unohdetaan, jonka jälkeen sinne voidaan kerätä uutta informaatiota.  Tulosteportin (engl. 

output gate) tehtävänä on siis säädellä sitä, kuinka paljon mitäkin solutilan komponentteihin 

säilöttyä informaatiota hyödynnetään piilotetun tilan ja siten tulosteen laskemisessa kussakin 

aikapisteessä. 

4.7  Neuroverkon opetus 

Neuroverkon opetus on keskeinen vaihe syvän oppimisen prosessissa, joka mahdollistaa ver-

kon parametrien oppimisen ja mukauttamisen annetun opetusdatan perusteella. Tämä vaihe 

on kriittinen neuroverkon suorituskyvyn kannalta. Neuroverkon opetuksen tavoitteena on 

optimoida verkossa olevia painoja ja mahdollisia bias-arvoja siten, että verkko pystyy en-

nustamaan tarkasti annetut tulokset uusille syötteille. Kukin kerros verkkoon sisältää useita 

opiskeltavia parametreja, joita päivitetään opetuksen aikana. 

 

4.7.1  Ohjatun opetuksen verkot  

Ohjattu opetus (engl. supervised learning) on oppimismenetelmä syvän oppimisen alueella, 

jossa neuroverkko opetetaan antamalla sille syötteitä ja vastaavat halutut lähtötulokset. Ta-

voitteena on opettaa verkko ennustamaan oikeita vastauksia syötteiden perusteella. Ohja-

tussa opetuksessa kerätään opetusdataa, joka koostuu syötteistä ja niihin liittyvistä oikeista 

vastauksista. Tämä data on keskeinen osa neuroverkon opetusta ja sen laatu ja monipuoli-

suus vaikuttavat suuresti opetustuloksiin. Koulutusdata jaetaan pienempiin eriin (engl. 

batch), joissa parametrit päivitetään. Epoch on ajanjakso, kun koko opetusaineisto käy ker-

taalleen neuroverkon opetusvaiheen läpi. Usein verkon opetus vaatii useita epochia, jotta 

verkko oppii oikeat yhteydet ja parametrit. (Brownlee, 2019). 
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Häviöfunktio (engl. loss function) määrittää eron ennustetun tuloksen ja halutun tuloksen 

välillä. Se on olennainen osa ohjattua opetusta, ja sen valinta riippuu ongelmatyypistä, kuten 

luokittelusta, regressiosta tai muusta. Yleisiä tappiofunktioita ovat neliöllinen keskivirhe 

(engl. Mean Squared Error (MSE)) tai niin sanottu ristientropia (engl. Categorical Cross-

Entropy). Tarkoitus on minimoida tappiofunktion arvo. Tätä varten käytetään optimointial-

goritmeja, kuten gradienttimenetelmässä (engl. Gradient Descent) ja sen muunnelmissa. 

Nämä algoritmit päivittävät verkossa olevia parametreja, kuten painoja, gradienttien perus-

teella, jotta tappiofunktion arvo pienenisi. 

 

4.7.2  Ohjaamattoman opetuksen verkot 

Ohjaamattomassa opetuksessa (engl. unsupervised learning) verkolle ei anneta tavoitear-

voja. Ohjaamaton oppiminen on yksi syvän oppimisen menetelmä, jossa neuroverkkoa ope-

tetaan ilman selkeitä syötteitä-vastaavuutta. Tässä opetusmenetelmässä verkko etsii ominai-

suuksia ja rakenteita datasta itsenäisesti. (Brownlee, 2019). 

Ohjaamaton oppiminen kattaa useita menetelmiä, kuten klusteroinnin ja ominaisuuksien op-

pimisen (engl. feature learning). Klusteroinnissa pyritään jakamaan data luokkiin, kun taas 

ominaisuuksien oppimisessa etsitään tärkeitä piirteitä datasta ilman tietoa syötteen ja lähdön 

välisistä suhteista. 

Toinen ohjaamattoman oppimisen menetelmä on dimensioreduktio (engl. dimensionality re-

duction). Tavoitteena on vähentää datan ulottuvuuksia, säilyttäen samalla mahdollisimman 

paljon alkuperäisen datan vaihtelusta. Tällä pyritään havainnollistamaan ja ymmärtämään 

datan rakennetta. 

 

4.8  Neuroverkon muodostamisen päävaiheet 

Mallin eli neuroverkon muodostuksen pääosa on tutkittavan ongelma ja siihen liittyvän tie-

don ymmärtäminen. Mallin rakentamisen päävaiheet ovat prosessin ymmärtäminen, kerätyn 
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datan ymmärtäminen, datan esikäsittely, mallinnus, evaluointi ja käyttöönotto. Kuvassa 11 

on esitettynä mallinnusprojektin kulku ja sen iteratiivinen luonne. (Bernand et al., 2020). 

 

 

Kuva 11: Mallin rakennuksen vaiheet. Kuva on mukailtu lähteestä (Bernand et al., 2020). 

 

Ensimmäisessä vaiheessa pyritään ymmärtämään tutkittava prosessi, ratkaistava ongelma ja 

odotettavissa olevat hyödyt. Lisäksi pyritään selvittämään mitä tutkittavasta aiheesta tiede-

tään. Datan ymmärtämisvaiheessa pyritään ymmärtämään mitä aiheeseen oleellista dataa on 

saatavilla, onko tietoa saatavissa riittävästi ja onko se ajantasaista ja laadukasta. (Bernand et 

al., 2020).  
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Tiedonkäsittelyvaiheessa eli datan valmistelussa pyritään löytämään tutkittavaan ongelmaan 

liittyen oleellinen tieto ja muokkaamaan se mallinnukseen sopivaksi. Tässä vaiheessa pyri-

tään parantamaan datan laatua suodattamalla virheitä, tai muuten muokkaamalla ja aggre-

goimalla tietoa mallinukseen sopivampaan muotoon. (Bernand et al., 2020). 

Mallinnusvaiheessa pyritään löytämään tutkittavaan ongelmaan parhaiten sopiva mallinnus-

tekniikka ja mallirakenne. Vaiheessa tutkitaan mallin teknistä suorituskykyä, eli mallin ky-

kyä kuvata tutkittavaa ongelmaa. Evaluointivaiheessa tutkitaan miten malli täyttää prosessi 

mallille ennalta asetetut tavoitteet. Käyttöönottovaiheessa usein kysymyksenä on, että miten 

malli saadaan parhaiten käyttöön ja onko malli vielä käyttöönoton aikana ajan tasalla, eli 

toisin sanoen onko mallinnettava prosessi muuttunut mallinnuksen aikana. (Bernand et al., 

2020). 
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5  Sovelluskehys 

Tämän diplomityön tavoitteena on määrittää eteenpäin syöttävä neuroverkko (engl. feed for-

ward neural network, FNN) kuvaamaan magneettilaakereilla tuetun roottorisysteemin dyna-

miikkaa, jonka syötteenä on kolme analogista sisäänmenoa, roottorinpaikka, roottorin no-

peus ja virtaohjearvo. Neuroverkon ulostulona on verkon tuottama roottorin estimoitu 

paikka. Kuvassa 12 esitetään yksinkertaistettu lohkokaaviokuva, joka esittää simulointimal-

lin tärkeimmät toiminnallisuudet ja lisäksi kohdat mallista, josta neuroverkon opetukseen 

käytettävät opetusmateriaalit haetaan. Liitteessä 2 on tarkempi kuva Simulink-mallista. 

 

Kuva 12: Simulink-mallin yksinkertaistettu lohkokaavio. 

 

Työssä Simulink-malli:n avulla generoidaan opetusmateriaalit syöttämällä mallille eri herät-

teitä ja tallentamalla tulokset erillisiin mat-fileihin. Mat- file toimii sovelluskehyksen ope-

tusmateriaalina ja mallin syötteeksi annetut eri herätteet muodostavat joukon opetusmateri-

aalia, joilla verkkoa opetus voidaan toteuttaa.  

Neuroverkon muodostaminen on iteratiivinen prosessi. Tässä työssä muodostettiin Python 

ympäristöön Keras-kirjaston avulla sovelluskehys, jossa FNN-verkon hyperparametreja voi-

daan muokata ja niiden vaikutusta analysoida. Toteutettu sovelluskehys, sisältää toiminnal-

lisuuden, jossa annetaan joukko hyperparametrejä ja Keras-kirjasto määrittelee opetuspro-

sessin jälkeen verkon oppimisen hyvyyttä annetulla syötteillä ja verkon hyperparametreillä. 

Lisäksi opetuksen tulokset tallennetaan ja niistä piirretään kuvaajat. Opetetulle verkolle 
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annetaan syötteeksi materiaalia, jota verkko ei ole aikaisemmin nähnyt ja tulosta pystytään 

vertaamaan, kuinka hyvin opetettu verkko käyttäytyy uuden materiaalin kanssa. 

 

Verkon opetuksen ja määrittelyn osittainen automatisointi mahdollistaa järjestelmällisen 

muutosten tekemisen ja tulosten kirjaamisen. Python toteutuksessa on käytetty seuraavaa 

prosessia verkon hyperparametrien etsimiseen. 

 

1. Opetusmateriaalina käytettävän herätesignaalin lataaminen Matlab/Simulink ’mat’-
filestä. 

2. Herätesignaalin muokkaaminen. 
3. Hyperparametriarvojoukon muodostaminen. 
4. Verkon muodostaminen hyperparametreistä. 
5. Verkon opetus. 
6. Verkon testaaminen ennenäkemättömällä materiaalilla. 
7. Verkon tulosten arviointi. 
8. Seuraavan hyperparametrijoukon valinta. 
9. Paluu kohtaan 4. Käydään kaikki hyperparametrit läpi ja tallennetaan aina paras 

löydetty opetettu verkkorakenne ja hyperparametrit. 

 

5.1  AMB tuetun roottorin paikan dynamiikan mallintaminen dataan perustuen 

Kuvassa 13 on esitetty säätörakenteen ympärille lisätty neuroverkko, jonka saa syötteeksi 

(input) paikkasäädön virtaohjeen ja mitatun virran erotuksen sekä mitatun roottorin paikan. 

Neuroverkon ulostulona (output) on sisäänmeno syötteistä neuroverkon päättelemä (las-

kema) roottorin paikka. 
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Kuva 13: Neuroverkon lisääminen sähkömagneettilohkon säätörakenteeseen. 

 

Neuroverkon ulostulo on neuroverkon päättelemä roottorin paikka annettujen sisäänmenojen 

perusteella. Verkkoa voidaan opettaa kappaleen 4.8 mukaisesti.  Neuroverkon tuottama ulos-

tulo on siis verkon laskema arvio roottorin paikasta annettujen syötteiden perusteella. Ennen 

kuin neuroverkkoa voidaan käyttää, se on opetettava ja tähän tarvitaan opetusdataa. Opetus-

data koostuu mitatuista syötteistä ja vastaavista roottorin paikoista. Neuroverkon opetuspro-

sessi perustuu näiden tietojen vertailuun ja laskennalliseen sovittamiseen. Opetusdataa voi-

daan luoda esimerkiksi käyttämällä erilaisia herätesignaaleja. Näiden signaalien perusteella 

saadut neuroverkon laskemat ulostulot auttavat ymmärtämään järjestelmän dynamiikkaa ja 

parantamaan neuroverkon suorituskykyä. Neuroverkon rakenteella, kuten kerrosten luku-

määrällä ja aktivointifunktioilla, on merkittävä vaikutus sen tuottamaan tulokseen. Neuro-

verkon toteuttaminen on iteratiivinen prosessi, jossa huomioidaan opetusmateriaalin laatu, 

verkon rakenne ja opetusmenetelmät. 

 

5.2  Simulink-malli aktiivimagneettilaakereilla tuetusta roottorijärjestelmästä 

Kuvassa 12 on esitelty pelkistetty kuvaus työssä käytetystä Simulink- mallin rakenteesta 

lohkokaavioilla. Mallin pääosat ovat PID-säätimet, PI-virtasäätö (engl. current control) ja 

LR-käämimalli (engl. coil model), roottorimalli, laakerin virtajäykkyys (engl. current stiff-

ness), turvalaakeri (engl. safety bearing) ja laakerin paikkajäykkyys (engl. position stiffness). 
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Käytettävä malli on neljän vapausasteen malli aktiivimagneettilaakerista, jolla kuvataan ra-

diaalisäätö. Tässä työssä malli sisältää neljä PID-perusteista paikkasäädintä sisääntulossa, 

jotka ovat kahden säätimen osissa pareittain ja ohjaavat roottorin molempien päiden x ja y 

paikoitusta. PID-säätimien ulostulona on virtaohjeet, jotka menevät PI-tyyppiselle virta sää-

timille ja kelamalleille (ns. LR-piirimalleille). Kelamalli kuvaa laakerin toimintaa ja dyna-

miikkaa.  Virranjäykkyys kuvaa, kuinka herkästi laakeri reagoin virran muutokseen ja 

kuinka paljon voima tai liike muuttuu virtamuutoksesta. Virtajäykkyys siis määrittää kuinka 

paljon käämivirrat vaikuttavat laakerin liikkeeseen. Jäykkyys on tärkeä ominaisuus, sillä se 

vaikuttaa laakerin kykyyn vastata ulkoisiin voimiin ja momentteihin säilyttäen samalla root-

torin stabiilin asennon. Vastaavasti magneettilaakerin mallin paikkajäykkyys vaikuttaa laa-

kerin kykyyn ylläpitää haluttua roottorin asentoa ja vastustaa ulkoisia voimia tai momentteja. 

Mitä suurempi paikkajäykkyys on, sitä suurempi voima tarvitaan muuttamaan roottorin ase-

maa, mikä viittaa suurempaan jäykkyyteen. Paikkajäykkyyttä voidaan säätää ja kontrolloida 

virran avulla. Malliin on toteutettu mekaanisen laakerin malli, joka mahdollistaa turvalliseen 

kykyyn kantaa kuormaa tai vastustaa voimia tietyissä toimintaolosuhteissa ilman, että se 

ylittää laakerin sallitut rajat tai aiheuttaa vahinkoa laakerille tai siihen liittyville järjestel-

mille.  

 

5.3  Herätesignaalit 

Herätesignaalit ovat tärkeässä osassa systeemi-identifiointiprosessia, jossa luodaan mate-

maattisia malleja järjestelmän käyttäytymisestä dataan perustuen. Herätesignaali käyttötar-

koitus on käynnistää tai laukaista tapahtumia järjestelmässä. Herätesignaalit ovat syötteitä, 

jotka toimivat järjestelmän sisäänmenoina ja tutkittavan järjestelmän käyttäytymistä eli vas-

teita voidaan mitata annetuilla herätesignaaleilla.   

Tässä työssä käytetään herätesignaaleina Chirp- ja PRBS-signaaleita (Pseudo random Bi-

nary Sequence), joiden taajuuksia vaihdetaan eri opetustuloksen saavuttamiseksi. Chirp- sig-

naalit ovat sinimuotoisia signaaleja, joiden taajuus muuttuu ajan suhteen. Chrip signaalin 

muodostuksessa annetaan alku- ja lopputaajuudet, jolloin muodostettava signaali kattaa ky-

seisen taajuusalueen. Chirp-signaali voi olla lineaarinen tai epälineaarinen riippuen siitä, mi-

ten taajuus muuttuu ajansuhteen. PRBS-signaali on binäärinen signaalisekvenssi, joka 
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muodostetaan pseudosatunnaisen algoritmin avulla. Eli signaali näyttää satunnaiselta, mutta 

se generoidaan algoritmisesti ja toistuu aina tietyn jakson jälkeen. Työssä muodostetut chirp- 

ja PRBS- herätesignaalit syötetään mallille lohkokaavion kuvan 13 sisääntuloksi eli paikka-

ohjeeksi kuvan lohkolle qref.  

 

5.4  Koulutusmateriaalin muodostaminen 

Neuroverkkojen validointidata on osa koneoppimismenetelmien koulutusprosessia. Tavalli-

sesti koulutusprosessiin kuuluu koulutusdata, validointidata ja testidata. Koulutusdatan 

avulla neuroverkon painot päivitetään koulutusdatan perusteella. Koulutusdata on joukko 

dataa, joka sisältää sisääntulosyötteet ja niihin liittyvät oikeat lähtöarvot. Kun verkko on 

koulutettu, sitä testataan validointidatalla. Validointidatasta käytetään arvioimaan neurover-

kon suorituskykyä ja yleistymistä sellaisille datajoukoille, joita se ei ole nähnyt koulutusvai-

heessa. Validointi auttaa estämään liian monimutkaisten mallien sovittamista koulutusda-

taan (engl. overfitting), jossa neuroverkko voi oppia liian tarkasti koulutusdatan yksityiskoh-

dat ja menettää kyvyn yleistyä uusiin, näkemättömiin datoihin.  Lopuksi, kun neuroverkko 

kykenee suoriutumaan validointimateriaalista, voidaan verkkoa testata täysin uudella erilli-

sellä testijoukolla, jota ei ole käytetty koulutuksessa eikä validoinnissa. Tämä mahdollistaa 

objektiivisen arvion opetetun verkon kyvystä.  Tämä koulutusprosessi mahdollistaa, että 

verkko ei opi ulkoa koulutusdataa vaan pystyy reagoimaan uusiin tilanteisiin. 

Tässä diplomityössä testataan opetetun neuroverkon suorituskykyä tekemällä testidata jota 

opetettu neuroverkko ei ole ennen nähnyt. Testidata koostuu joukosta askel funktiota, joilla 

on eri amplitudit. Neuroverkon tulosta verrataan Simulink-mallin laskemaan ulostuloon, 

joka mahdollistaa neuroverkon ominaisuuksien tarkastelun verkon ennenäkemättömään ma-

teriaaliin. 

5.5  Dataset Splitting, materiaalin jakaminen Train/Validation 

Tietojoukon jakaminen (engl. dataset splitting) on menetelmä, jota käytetään neuroverkon 

opetuksessa, kun arvioidaan ja testataan neuroverkon suorituskykyä. Tietojoukon keräämi-

nen on ensimmäinen vaihe ja kerättävän materiaalin täytyy sisältää piirteitä ja ominaisuuksia 
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tutkittavasta kohteesta. Tietojoukon jakamisessa alkuperäinen jaettu materiaali kahteen tai 

useampaan osajoukkoon. Yleisin tapa on jakaa materiaali kahteen osajoukkoon koulutus- ja 

testiosaan suhteessa 80/20. Eli 80 % koulutusmateriaaliin ja 20 % testimateriaaliin ja suhde 

voi olla muutakin riippuen kerätyn materiaalin määrästä. Jos alkuperäinen materiaali jaetaan 

useampiin osajoukkoihin, voidaan suorittaa ristivalidointia eri materiaalien osajoukoilla ja 

tällöin voidaan tutkia mahdollista yliopettamista.  Tämä mahdollistaa mallin suorituskyvyn 

objektiivisen arvioinnin ennen sen käyttöä uusilla, näkemättömillä tiedoilla.  

 

5.6  Python-ympäristö 

Python on ohjelmointikieli, jota voidaan käyttää tieteelliseen laskentaan tehokkaasti ja tästä 

syystä Pythonia hyödynnetään eri tieteenaloilla laajasti. Python on oliopohjainen, alustariip-

pumaton ja tulkattava kieli. Pythonilla on laaja tuki tieteellisille laskentakirjastoille ja laa-

joille yhteisöille, jotka tukevat tieteellistä ohjelmointia. Lisäksi Pythonille on kehitetty run-

saasti kirjastoja, ohjelmistokehyksiä ja rajapintoja, joiden avulla voidaan luoda erilaisia so-

velluksia ja syväoppimiseen on toteutettu paljon kirjastoja ja tässä työssä käytetään Keras-

kirjastoa.  

Diplomityössä käytetään myös joukkoa yleisiä kirjastoja kuten NumPy, SciPy, Matplotlib, 

Pandas, Keras ja Tensorflow. NumPy-kirjasto on keskeinen kirjasto numeeriseen laskentaan 

Pythonissa. Se tarjoaa monia tehokkaita toimintoja moniulotteisten taulukoiden luomiseen, 

manipulointiin ja analysointiin. NumPy mahdollistaa nopean tieteellisen laskennan ja taulu-

koiden käsittelyn. Vastaavasti SciPy on kirjasto, joka rakentuu NumPyn päälle ja tarjoaa 

laajan valikoiman tieteellisiä ja matemaattisia algoritmeja, kuten optimointia, integrointia, 

tilastollista analyysiä ja lineaarista algebraa. Matplotlib-kirjasto, joka mahdollistaa datan vi-

sualisoinnin ja tarjoaa työkaluja kuvaajien luomiseen. Pandas on vastaavasti kirjasto, joka 

tarjoaa tietorakenteita ja toimintoja datan käsittelyyn ja analysointiin. Se mahdollistaa datan 

lataamisen, ryhmittelyn ja muun monimutkaisen datan manipuloinnin. TensorFlow on 

Googlen kehittämä avoimen lähdekoodin koneoppimis- ja syväoppimiskirjasto. TensorFlow 

keskittyy erityisesti neuroverkkoihin ja tarjoaa laajan valikoiman työkaluja niiden kehittä-

miseen, kouluttamiseen ja käyttämiseen. TensorFlow sisältää myös TensorFlow-Keras-raja-

pinnan, joka helpottaa syvien oppimismallien rakentamista ja kouluttamista. 
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TensorFlow 2.x-versioista alkaen Keras on integroitu tiiviisti TensorFlow-ympäristöön. 

TensorFlow-Keras toimii TensorFlow-kirjaston korkean tason rajapintana syvän oppimisen 

ja neuroverkkojen kehittämiseen. Keras on kehitetty syvien neuroverkkojen luominen, kou-

luttaminen ja evaluointiin. Aluksi Keras oli erillinen kirjasto, mutta nyt se on tiiviisti integ-

roitu TensorFlow-ympäristöön, ja toimii TensorFlow-Keras-rajapintana. 

 

5.7  Sovelluskehys neuroveron määrittämiseen 

Työssä testattiin eri neuroverkon rakenteita, eli muokattiin verkon hyperparametrejä, kuten 

veron syvyyttä, käytettyjä aktivaatiofunktioita, neuroneiden määrää ja eri optimointifunkti-

oita. Työn aikana havaittiin, että erityisesti hyperparametreilla on suuri vaikutus verkon suo-

rituskykyyn. Tästä syystä verkon rakenteiden eli hyperparametrien hakuun muodostettiin 

sovelluskehys, joka helpottaa ja systematisoi parametrien etsintää ja tulosten analysointia. 

Tässä diplomityössä esitettävä periaate on, että sovelluskehykselle annetaan opetusmateri-

aali ja verkon parametrit listana. Näiden lähtötietojen avulla sovelluskehys pystyy läpikäy-

mään kaikki hyperparametrit läpi ja vertaamaan niiden opetustulokset. Tämän avulla voi-

daan helposti muuttaa opetusmateriaaleja ja verkon rakennetta, jotta löydetään nopeammin 

parhaiten soveltuvat parametrit. Sovelluskehystä voidaan siten aina muokata ja siihen lisätä 

toiminnallisuuksia. Sovelluskehys toteuttaa seuraavat toiminnallisuudet: 

1. Simulink-opetusmateriaalin tuonti ja muokkaus Python kirjastojen tietorakenteiden 
muotoon. 

2. Opetusdatan muokkaukseen tarvittavat toiminnot (Moving Average-funktio). 
3. Hyperparametrien haku ja parhaan opetustuloksen vertaaminen. 
4. Tulosten tallennus. 
5. Tulosten visuaalinen vertaaminen 
6. Opetetun verkon toiminta ennennäkemättömän materiaalin kanssa. 
7. Parhaan löydetyn verkon tallennus 

 

Sovelluskehyksen tarkoitus on, että Simulink-mallin generoima opetusmateriaali voidaan 

muuntaa Python-ympäristössä käytettävien tietorakenteiden muotoon. Seuraavana sovellus-

kehyksessä voidaan opetusmateriaali käsitellä, esim. detrend()- ja moving average()- 
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funktioilla. FNN- mallin luomiseen on toteutettu oma funktio, jonka syötteenä on verkon 

kerrosten lukumäärä, kerroksen neuroneiden lukumäärä, aktivaatiofunktio, optimointi- funk-

tio, oppimisnopeus ja bias-kertoimien alustusmetodin. 

Sovelluskehyksessä on määritetty jokaiselle edellä mainitulle muuttujalle listatyyppiset 

muuttujat. Ympäristö käy syötteenä saadut parametrit läpi, muodostaa niistä FNN-verkon, 

opettaa verkon ja validoi verkon tulokset. Lisäksi parhaan jokaisen eri verkon kohdalla ver-

rataan uuden verkon tuloksia edelliseen ja paras verkko tallennetaan. Keras- ympäristöstä 

löytyy valmis kirjasto KerasTuner myös tähän käyttöön. Ympäristössä on toteutettu funktiot, 

jotka toteuttavat kuvaajat, joilla eri parametrien vaikutusta voidaan tarkastella. Lisäksi eri 

verkkojen opetusten tulokset tallennetaan tiedostoon. 

 

5.8  FNN verkon toteutus Keras-kirjastolla 

Tässä kappaleessa kuvataan yksinkertaisen FNN verkon toteuttaminen Keras-kirjastolla ja 

esitetään verkon muodostaminen pääkohdat. Yksinkertainen toteutus sisältää verkon muo-

dostamisen ja opettamisen. Tämän rakenteen ympärille muodostetaan työssä käytettävä so-

velluskehys, jonka toteutus esitetään seuraavissa kappaleissa. 

Yksinkertaisen FNN- verkon toteutus on esitetty kuvassa 14, toteutuksessa verkon syötteenä 

on kolme sisäänmenoa ja yksi ulostulo, kuten toteutettavassa sovelluskehyksessä. Esimerk-

kikoodissa syötteet on tuotettu satunnaisgeneraattorilla ja ulostulo on sisäänmenojen summa. 

Satunnaisgeneraattorin muodostama data toimii tässä opetusmateriaalia, joka esittää työssä 

Simulink-mallista saatavaa opetusdataa.  
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Kuva 14. Python/Keras-koodi, joka toteuttaa FNN-veron, joka sisältää kolme sisäänmenoa 
ja yhden ulostulon. 

 

Kuvan 14 koodi muodostuu vaiheista, joiden kautta malli saadaan aikaseksi. Koodin toi-

minta on käyty tarkemmin läpi taulukossa 1 kuvaamalla tarkemmin koodin riveillä olevat 

toiminnallisuudet. 
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Taulukko 1. Yksinkertaisen FNN verkon toteutus sekä toiminnan kuvaus.  

Rivi Selite 
2 Tuodaan NumPy-kirjasto, joka sisältää numeerisen laskennan kannalta keskeisiä 

työkaluja. 
3 Tuodaan Sequential-luokka Keras-kirjastosta. Sequential luokalla voi luoda neu-

roverkon määrittelemällä sille listassa neuroverkon kerrokset, joita halutaan käyt-
tää. Kerassissa kerros tarkoittaa joukkoa neuroneita, joilla kaikilla on sama akti-
vaatiofunktio. 

4  Tuodaan Dense-luokka, joka edustaa täysin liitettyä kerrosta, eli kerros, jossa jo-
kainen syöte on liitetty jokaiseen neuroniin. 

7 Asetetaan satunnaislukugeneraattorin siemen (seed). Tämä takaa, että saadaan sa-
mat satunnaislukuarvot joka suorituskerralla. 

8 Generoidaan satunnainen opetusdata, jossa on 1000 havaintoa ja 3 sisääntuloa. 
9 Luodaan opetusdatan perusteella vastemuuttuja, joka on sisääntulojen summa 
12 Luodaan sekventiaalinen malli, joka mahdollistaa kerrosten peräkkäisen lisäämi-

sen. 
15 Lisätään ensimmäinen kerros malliin. Tämä kerros koostuu 10 neuronista, ja ker-

ros käyttää relu-aktivaatiofunktiota. input_dim=3 määrittää kolme sisääntuloa. 
18 Lisätään toinen kerros, joka tuottaa yhden ulostulon. Aktivaatiofunktiona käyte-

tään lineaarista funktiota. 
21 Määritellään mallin käännös eli optimointi, tappiofunktio ja seurantametriikka. 

Tässä käytetään Adam-optimointi-algoritmia, mean squared error (MSE) -tappio-
funktiota ja mean absolute error (MAE) -metriikkaa. 

24 Tulostetaan mallin yhteenveto, joka sisältää kerrosten rakenteen ja parametrit. 
27 Opetetaan neuroverkkoa opetusdatalla. Epochs määrittää koulutuksen iterointi-

kerrat, batch_size määrittää eräkoon ja validation_split määrittää osan opetusda-
tasta, joka käytetään validointiin. 

 

5.9  FNN- verkon muodostaminen 

Sovelluskehyksen Create_model- funktio luo neuroverkon syötteinään saamien parametrien 

avulla. Parametreinä on verkon kerrokset, yksittäisen kerroksen neuronien lukumäärästä, ak-

tivointifunktiot, optimointifunktiot, oppimisnopeus ja bias- kertoimien alustus metodin. Ku-

vassa 15 on esitetty funktion toteutus ja taulukossa 2 Create_model-funktion tarkempi toi-

minnallisuus. 
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Kuva 15. Create_model- funktion toteutus. 

 

Koodin toiminta on käyty tarkemmin läpi taulukossa 2. 
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Taulukko 2.  Create_model- funktion toiminnan kuvaus. 

Rivi Selite 
4 Syötekerroksen määrittäminen, joka sisältää kolme sisääntuloa. 
9 Ensimmäinen piilotettu kerros luodaan käyttäen Dense-kerrosta, jossa on määri-

telty syötteenä saatu aktivaatiofunktio activation. 
14 Batch Normalization- kerroksen lisääminen. Batch Normalization on tekniikka, 

joka normalisoi kerroksen aktivaatiot jokaisen koulutusminipaketin sisällä. Tämä 
auttaa parantamaan neuroverkon suorituskykyä useilla tavoilla, kuten parantaa 
yleistä suorituskykyä ja koulutuksen nopeutta. 

15 Dropout- kerroksen lisääminen. Dropout on säännöllistämismenetelmä, joka aut-
taa ehkäisemään yliopettamista ja parantaa mallin yleistymistä uuteen dataan. 
Dropout toimii pudottamalla satunnaisesti tietty määrä neuroneja tai yhteyksiä 
koulutuksen aikana. 
 

18 for-silmukka luo parametreissä num_layers määritellyn määrän piilotettuja ker-
roksia samanlaisesti kuin ensimmäinen kerros. 

26 Luodaan tulokerros (outputs), joka koostuu yhdestä neuronista. 
29 Koko malli (model) luodaan antamalla syötekerros ja tulokerros sekä kaikki pii-

lotetut kerrokset. 
32 Valitaan optimointialgoritmi (Adam, SGD tai Adamax) riippuen annetusta para-

metrista. 
42 Määritetään mallin tappiofunktio (mean_squared_error), optimointialgoritmi ja 

mahdolliset metriikat (mean_squared_error ja mean_absolute_error). 
45 Palautetaan lopulta luotu malli. 

 

Koodin toiminnassa on mainittu Batch-normalisointiin perustuvan kerroksen lisääminen 

sekä Dropout-kerroksen lisääminen. Näiden molempien käyttö samassa mallissa voi auttaa 

parantamaan neuroverkon suorituskykyä, yleistymistä ja vähentämään yliopettamista. On 

kuitenkin tärkeää käyttää niitä harkiten ja mukauttaa hyperparametrit oman ongelmasi vaa-

timusten mukaan. 

 

5.10  Hyperparametrien muokkaaminen 

Sovelluskehys sisältää, jokaiselle muokattavalle hyperparmetrille oman listan. Johon halutut 

ominaisuudet määritellään. Eli esimerkiksi käytetyt aktivointifunktiot, optimointifunktiot ja 

kerrosten lukumäärä. Näiden listojen mukaan sovelluskehys käy läpi, jokaisen mahdollisen 

kombinaation ja vertaan samaan opetusmateriaaliin nähden mikä vaihtoehdoista antaa par-

haan tuloksen. Kuvassa 16 on esitetty hyperparametriarvojen määrittelyt, jotka toimivat ver-

kon opetuksen lähtötietona. 
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Kuva 16. Hyperparametrien määrittelyt. 

 

Eri hyperparametrien vertailu toteutetaan joukolla for-silmukoita, jossa käydään läpi jokai-

nen eri hyperparametrilistan alkio erikseen. Silmukoiden muodostama hyperparametri 

joukko on syötteenä create_model- funktiolle, joka muodostaa parametrien perusteella ver-

kon. Muodostetulle verkolle opetetaan opetusmateriaali ja tulokset verrataan. Vertailu toteu-

tetaan tutkimalla opetusmateriaalin loss- arvoa edelliseen opetuksen tulokseen. Lisäksi jo-

kaisen opetuskerroksen oppimistulokset tallennetaan results- listaan. Kun sisäiset silmukan 

on käyty läpi best_model- muuttujassa on parhaan verkon opetustulokset.  Kuvassa 17 on 

esitetty koodi, joka toteuttaa verkon muodostamisen ja vertailun. Tämän jälkeen taulukossa 

3 on käyty tarkemmin läpi koodin toiminta päätoiminnallisuuksiltaan.  
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Kuva 17. Verkon muodostaminen hyperparametrilistan perusteella, verkon opetus ja ver-
tailu. 
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Taulukko 3. Hyperparametrilistan läpikäynnin toteutuksen kuvaus. 

Rivi Selite 
1 Muodostetaan lista, johon eri opetuskierroksen tulokset tallennetaan. 
2 best_loss- muuttuja, johon tallennetaan paras loss-arvo. 
3 best_history- muuttuja, johon tallennetaan paras history-objektin arvo. 
6 Sisäkkäisten for-silmukoiden toteutus, jossa käydään läpi kaikki mahdolliset 

syöte kombinaatiot. 
21 Kutsutaan for-silmukoiden muodostaman hyperparametrilistan avulla create-mo-

del- funktiota, joka muodosta Feed-Forward verkon. 
25 Opetetaan ja arvioidaan verkon tulokset 
29 Tallennetaan verkon arvot ja tulokset results- listaan. 
39 Verrataan verkon tuloksia, edellisen verkon tuloksiin. Jos tulokset ovat paremmat 

kuin edelliset, nykyisen kierroksen tulokset laitetaan parhaina best_loss- ja best-
history muuttujiin. 
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6  Opettaminen ja simulointi 

Muodostetaan seuraavaksi verkon opetuksessa käytettävät signaalit. Opettamisessa edetään 

aikaisemmin esitetyn kuvan 11 vaiheiden mukaisesti.   Työssä neuroverkon opettamiseen 

käytetyt vaiheet voidaan listata seuraavasti: 

 

1. Opetusdatan generointi. Generoidaan eri taajuuksilla Chirp- ja PRBS-herätesignaa-
lit.  

2. Syötetään signaalit Simulink- mallille. Simulink- mallin rakenteesta otetaan opetus 
materiaaliin arvot: referenssipaikka, roottorin pyörimisnopeus, virtaohje ja roottorin 
paikka tiedot. Tulokset tallennetaan taulukkoon, joka toimii Python-sovelluskehyk-
sen opetusdatana. Sovelluskehykseen on toteutettu opetusdatan käsittelyyn tarkoi-
tettuja toimintoja, kuten liukuvan keskiarvon laskenta (moving average). 

3. Ennenäkemättömän ohjausmateriaalin generointi. Ennenäkemätön materiaali luo-
daan samalla tavalla kuin opetusdata, mutta materiaali tuotetaan joukkona eri askel-
vasteita, jotka käytetään tulosten analyysissä. 

4. Verkon opetus. Verkon opetusta varten muodostetaan hyperparametrin arvot, joita 
opetuksessa tullaan vertaamaan. Lisäksi opetusmateriaali jaetaan opetusdataan ja 
validointi dataan suhteessa 80/20.  

5. Simulointi eli opetetulle verkolle annetaan syötteeksi verkon opetuksen validointi-
data. Sovelluskehys, vertaa ja tallentaa opetuksen suoriutumisen. 

6. Muokataan verkon hyperparametrejä sovelluskehyksessä määriteltyjen arvojen pe-
rusteella. Vaihdetaan hyperparametrien arvoja ja tarkastellaan oppimistulosten 
muutoksia, eri opetuskertojen tulokset. Eli toistetaan kohtia 3 ja 4 niin kauan kuin 
sovelluskehyksen parametrejä on jäljellä. 

7. Tulosten analysointi. Simuloidaan tilannetta, kuinka lopullinen neuroverkko suoriu-
tuu ennennäkemättömän ohjausmateriaalin  
 

Tässä kappaleessa käydään läpi simulointiin liittyvät lähtökohdat ja olosuhteet, opetusma-

teriaalin luominen sekä saadut tulokset. 

 

6.1  Opetusmateriaalin luominen 

Verkon opetuksessa käytettävä materiaali muodostettiin Matlab:n Simulink- ympäristössä. 

Muodostetut herätesignaalit ajettiin aktiivimagneettilaakerimallin läpi ja mallin tulokset eli 

vasteet tallennettiin yhdessä syötteiden kanssa. Tämä mahdollistaa opetusmateriaalin 
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muodostamisen Python-sovellukselle. Opetusmateriaaleja muodostetaan eri herätesignaa-

leilla ja eri taajuuksilla. Eri opetusmateriaali vaikuttavat verkon oppimiseen. Kuten aikai-

simmin todettiin, simuloinnissa käytettiin herätesignaaleina Chirp- ja PRBS- signaaleita. 

Kuvassa 18 on esitetty Simulink-malliin lisätyt lohkot, joilla opetusmateriaali saadaan haet-

tua. 

 

Kuva 18. Simulink-malliin lisätyt demux-lohkot, joista opetusmateriaali haetaan. 

 

Simulink-malliin on lisätty demux-lohkot, joilla mallista saadaan kerättyä yhden PID- sääti-

meen vaikuttavat roottorin referenssipaikka, roottorin paikka, PI säätimen ulostulo ja root-

torin nopeus. Simulointimallin ajon tulokset siirretään Simulinkin To File-lohkon avulla 

Matlab:n puolelle. Simulink-mallia kutsutaan Matlab:n skriptistä ja tulokset tallennetaan 

MAT-tiedostoon, joka mahdollistaa, että MAT-tiedosto voidaan lukea Python:n ympäris-

tössä. MAT-tiedosto on taulukkorakenne, jossa yhdellä rivillä on yhdenajanehetken sisään-

meno arvot (moottorin referenssi paikka, PI-säätimen virta ja roottorin nopeus) ja ulostulo-

arvo (roottorin paikka). 

 

6.2  Chirp-signaalien generointi 

Chirp-signaali tunnetaan myös nimellä taajuuspyyhkäisy tai pyyhkäisysignaali, jonka taa-

juutta pyyhkäistään ylös tai alas yhdessä jaksossa. Chirp-signaalit jaetaan tyypillisesti kah-

teen ryhmään: lineaariset, joissa signaalin taajuus vaihtelee lineaarisesti ajan kanssa ja 



56 

eksponentiaalinen/geometrinen, jossa taajuus vaihtelee geometrisen progression mukaan 

(Vuojolainen et al. 2017). Esimerkiksi signaali voi alkaa määritetyltä matalalla taajuudella 

ja kasvaa määritettyyn korkeampaan taajuuteen tietyn ajanjakson aikana. Tässä työssä on 

käytetty lineaarisesti ajan kanssa kasvava Chirp-signaalia. Simulinkin Chirp- signaalilohkon 

määrityksessä on kolme parametriä. Alku- ja lopputaajuus sekä muodostettavan signaalipi-

tuus. Signaalien muodostuksessa on käytetty lineaarista taajuuspyyhkäisyä. Tässä työssä 

muodostetut signaalit ovat esitettynä taulukossa 4. 

 

Taulukko 4: Chirp- signaalien parametrit. 

Signaalin nimi Alkutaajuus (Hz) Lopputaajuus (Hz) Signaalikesto (s) 
Chirp_1_50a 1 50 5 

Chirp_75_150a 75 150 5 
Chirp_100_200a 100 200 5 

 

 

6.3  PRBS-herätesignaalien luominen 

Pseudosatunnainen binäärinen herätesignaali (engl. PRBS) herätesignaali, joka on determi-

nistinen ja jaksollinen ja vaihtelee kahden tason, amplitudin välillä +A ja -A. PRBS on 

helppo luoda, ja se sillä on säädettävä spektrienergia, korkea spektrienergia laajalla kaista-

alueella (Vuojolainen et al. 2017). 

PRBS-sekvenssissä on määritelty sääntö, joka generoi binäärijonon. PRBS koostuu binääri-

koodista, joka näyttää satunnaiselta, mutta se on määritelty tietyn algoritmin avulla. PRBS- 

heräte on binäärinen sekvenssi, jolla on energiaa useilla eri taajuuskomponenteilla. Ideaali-

tapauksessa taajuuskomponenttien energiat ovat yhtä suuret. Työssä PRBS-signaali luodaan 

Simulink- ympäristössä omassa lohkossa. PRBS-signaalin luomiseen voidaan käyttää siirto-

rekisteriä (engl. shift register) ja takaisinkytkentälogiikkaa. Siirtorekisteri on sarja rekiste-

reitä, joissa jokaisessa on yksi bitti. Takaisinkytkentälogiikka määrittää, miten rekisterit kyt-

keytyvät yhteen. Takaisinkytkentä on usein toteutettu XOR-porttien yhdistelmänä. (Advan-

test. 2013). Tässä työssä siirtorekisteri on kahdeksan bittiä ja se on tässä työssä asetettu 

10001101. Määritetty takaisinkytkentälogiikka on kuvassa 19. 
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Kuva 19: PRBS-signaalin muodostus logiikkakomponenteilla. 

 

Tämä prosessi luo sarjan bittijonoja, jotka vaikuttavat satunnaisilta, mutta ne voidaan toistaa, 

kun siirtorekisterin asetettu alustusarvo ja takaisinkytkentälogiikka tiedetään. PRBS-sek-

venssin maksimipituus N voidaan laskea  

𝑁 = 2௠ − 1     (6.1) 

Missä, m on siirtorekisterin bittien lukumäärä.  Generointitaajuus fgen on peräkkäisten 

PRBS:n alkioiden näytteistystaajuus. Generointitaajuus määrittää suurimman taajuuskom-

ponentin, jolla PRBS-signaalilla on energiaa ja joka herätteellä voidaan mitata. (Sihvo et. al, 

2019). Yhdessä 𝑁 ja 𝑓𝑔𝑒𝑛 muodostavat sekvenssin taajuusresoluution kaavalla 

𝑓௥௘௦ =
௙೒೐೙

ே
,                         (6.2) 

joka määrittää pienimmän taajuuden, joka voidaan mitata (Sihvo et. al, 2019). PRBS-signaa-

lien muodostaminen toteutettiin Matlab/Simulink-ympäristössä, jossa on toteutettuna siirto-

rekisteri ja takaisinkytkentälogiikka. Siirtorekisteri on kahdeksan bittiä ja se on tässä työssä 

asetettu arvoon 10001101. Toteutuksessa voi muokata fgen -taajuutta. Työssä muodostetaan 

seuraavat PRBS-signaalit, jotka on esitetty taulukossa 5. 

 

Taulukko 5: PRBS- signaalien parametrit 

Signaalin nimi N (bit) 𝒇𝒓𝒆𝒔 (Hz) 
PRBS_100 8 100 
PRBS_1250 8 1250 
PRBS_2500 8 2500 
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6.4  Opetusdatan generointi 

Matlab/Simulink- malliin lisätään multiplexer eli Mux-lohkot, jolla pystytään keräämään 

opetusmateriaali eri mallin kohdista. Simulink-malliin lisätään myös Chirp-lohko ja PRBS-

lohko herätesignaalien muodostamista varten. Simulink- mallin arvojen tulokset tallenne-

taan To File-lohkon avulla. Lisäksi ennenäkemätön testimateriaali muodostetaan usealla 

Step- lohkoilla, jossa vaihdetaan eri askelien amplitudeja kuvan 20 mukaisesti. 

 

Kuva 20. Testimateriaali, joka toimii ennennäkemättömänä materiaalina. 

 

Matlab/Simulink- mallilla generoidaan opetusmateriaali, muokkaamalla Chirp- ja PRBS- 

lohkojen arvoja taulukoiden 4 ja 5 mukaisesti. Malli ajetaan erikseen jokaiselle eri heräte-

signaalille ja tulokseksi saadaan ’mat’-tiedostot, jotka sisältävät kaikki Simulink-mallista 

opetusmateriaaliin kerättävät sisääntulot ja ulostulo signaalit. Lopputuloksena on kuusi ope-

tusmateriaalia sekä yksi ennennäkemätön materiaali, jota käytetään mallin validointiin. 

 

6.5  Hyperparametrien määritys 

Python sovelluskehysympäristöön muodostettiin seuraavat arvot, joita käytettiin kaikkien 

opetusmateriaalien opetuksessa. Nämä ovat esitetty taulukossa 6. 

 



59 

Taulukko 6. Työssä käytetyt hyperparametrit 

Parametri Arvot 
Kerrosten lukumäärä 4, 6, 8 

Kerroksen neuroneiden lukumäärä 50, 60, 70, 80 
Aktivointifunktio relu, softmax 
Optimointifunktio adam, adamax 
Oppimisnopeus 0.01, 0.02 

Vakiotermin alustusfunktio random_normal, glo-
rot_normal, he_normal 

 

Sovelluskehys suorittaa opetuksen ja validoinnin kaikille eri hyperparametrien kombinaa-

tioille ja vertaa opetustuloksia eri opetuskertojen välillä. Paras opetuksessa löytynyt hyper-

parametri joukko ja malli tallennetaan. Työssä käydään läpi kaikki eri generoidut opetusma-

teriaalit ja niiden tulokset esitetään seuraavaksi.  Opetuksen tulokset ja parhaat hyperpara-

metrit on listattu taulukkoon 7. 

 

Taulukko 7. Sovelluskehyksen määrittämät parhaat hyperparametrit eri opetusmateriaa-
leille. 

Signaalin nimi Painon alus-
tusfunktio 

Kerrosten 
lkm. 

Neuronien 
lkm. kerrok-

sessa 

Aktivointi-
funktio 

Optimointi-
funktio 

Oppi-
misno-
peus 

Häviö 

PRBS1e-2.mat glorot_normal 6 80 relu adam 0,01 1,17e-09 

PRBS4e-4.mat he_normal 6 50 relu adam 0,01 1,70e-09 

PRBS8e-3.mat glorot_normal 4 70 softmax adam 0,01 5,05e-09 

Chirp_1_50a.mat glorot_normal 4 70 relu adam 0,02 4,32e-08 

Chirp_75_150a.mat glorot_normal 4 80 softmax adam 0,01 1,88e-07 

Chirp_100_200a.mat he_normal 6 50 softmax adamax 0,01 2,63e-07 

 

Tappiofunktion määritys Kerasissa liittyy mallin koulutuksen vaiheeseen. Se määrittelee, 

miten malli arvioi virhettä tai tappiota ennustettujen ja todellisten arvojen välillä. Sen tavoit-

teena on minimoida mallin virhe sen oppiessa sopivia painoja. Työssä on käytetty keskine-

liösumma (engl. Mean Squared Error MSE) tyyppistä tappiofunktiota, jota tavallisesti käy-

tetään regressio-ongelmissa, kun pyritään ennustamaan jatkuvia arvoja. Jos tappioarvo on 

pieni, mallin ennustukset ovat lähellä todellisia arvoja ja jos taas tappioarvo on suuri mallin 

ennusteet ovat kaukana todellisista arvoista. Mallin koulutuksessa pyritään minimoimaan 

tappiofunktion arvo. Keskipoikkeama (engl. Mean Absolute Error MAE) ja se kuvaa kuinka 

suuret keskimääräiset absoluuttiset poikkeamat ovat ennustetun ja todellisen arvon välillä.  

Keskimääräinen neliövirhe ja keskipoikkeama ovat virhefunktioita, joita käytetään 
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koneoppimisessa arvioimaan mallin suorituskykyä verrattuna todellisiin funktioihin. Keski-

määräinen neliövirhe lasketaan ennustettujen ja todellisten arvojen neliöiden keskiarvona. 

𝑀𝑆𝐸 =
ଵ

௡
∑ (𝑦௜ − 𝑦ො௜)ଶ௡

௜ୀଵ     (6.3) 

Missä n on havaintojen määrä, 𝑦
𝑖
 on i:nnen havainnon todellinen arvo ja 𝑦ෝ

𝑖
 on i:nnen ha-

vainnon ennustettu arvo. 

 

Keskimääräinen absoluuttivirhe lasketaan ennustettujen ja todellisten arvojen itseisarvojen 

keskiarvona. Tämä antaa yhtä suuren painoarvon kaikille virheille. 

𝑀𝐴𝐸 =
ଵ

௠
∑ |𝑦௜ − 𝑦ො௜|௠

௜ୀଵ ,    (6.4) 

missä m on havaintojen määrä, 𝑦
𝑖
 on i:nnen havainnon todellinen arvo ja 𝑦ෝ

𝑖
 on i:nnen ha-

vainnon ennustettu arvo. 

 

Taulukossa 8 on esitetty opetusmateriaaleina käytetyn opetuksen tulokset ja parhaan löyde-

tyn FNN- verkon hyperparametrit.  Tulokset ilmaisevat opetusvaiheen virheet eri opetussig-

naaleilla. MSE ja MAE arvot antavat käsityksen neuroverkon suorituskyvystä kunkin sig-

naalin ennustamisessa. Pienemmät arvot osoittavat parempaa suorituskykyä. Kun kyseessä 

on suurten virheiden keskeinen merkitys, MAE näyttää olevan käyttökelpoinen mittari.  

 

Taulukko 8: Opetuksen keskivirhe (MSE) ja keskipoikkeama (MAE). 

Signaalin nimi MSE MAE 
Chirp_1_50a.mat 3,775e-10 1,228e-05 
PRBS8e-3.mat 5,847e-10 1,469e-05 
PRBS4e-4.mat 9,209e-10 1,828e-05 
PRBS1e-2.mat 1,413e-09 2,255e-05 
Chirp_100_200a.mat 2,665e-09 4,432e-05 
Chirp_75_150a.mat 2,711e-09 4,462e-05 

 

Kuvassa 21 esitetään eri materiaaleilla opetetut verkot ja huomataan, että opetussignaalit, 

joilla on pienimmät MAE arvot (Chirp_1_50a.mat ja PRBS8e-3.mat) seuraavat ennen en-

nennäkemätöntä testisignaalia parhaiten. Muiden datojen kautta saatujen verkkojen tapauk-

sessa havaitaan, että verkkojen tuottamat estimaatit eivät pysty seuraamaan testidataa yhtä 
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tarkasti. Tästä tuloksesta huomataan, että verkkojen opetusdatalla on merkittävä rooli tulok-

seen.  

 

  
Chirp_1_50a.mat PRBS1e-2.mat 

  

  
Chirp_75_150a.mat PRBS4e-4.mat 

  

  
Chirp_100_200a.mat PRBS8e-3.mat 

Kuva 21: Opetettujen verkkojen vasteet ennen näkemättömään materiaaliin. 
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6.6  Tuloksien analysointi 

Analysoidaan tarkemmin edellisessä kappaleessa saatuja tuloksia. Eri opetusmateriaaleilla 

saadut hyperparametrit on listattu taulukossa 7. Hyperparametreistä voidaan huomata, että 

eteenpäin syöttävän verkon rakenteet ovat samankaltaisia. Verkon kerrosten lukumäärät 

vaihtelevat neljän ja kuuden kerroksen välillä ja kerrosten neuronit vaihtelevat 50–80 neu-

ronin välillä. Aktivointifunktion, optimointifunktion, oppimisnopeuden ja vakiotermin alus-

tusfunktio vaihtelevat ei opetusmateriaalien välillä. 

Kuvan 21 kuvaajista voidaan tarkastella PRBS- ja Chirp-signaalien taajuussisällön vaiku-

tusta oppimistuloksiin. Esimerkiksi PRBS-signaalin taajuuden kasvattaminen näyttää paran-

tavan opetustulosta tiettyyn rajaan asti. Vastaavasti Chrip- signaalilla taajuuden kasvattami-

nen näyttää käyttäytyvän päinvastaisesti eli pienillä taajuuksilla saavutetaan paras oppimis-

tulos. Pääjohtopäätöksenä voidaan todeta, että herätesignaalilla sekä sen muodostamalla 

opetusdatalla on suuri merkitys neuroverkon kykyyn estimoida paikkaa. 

Lisäksi kuvasta 21 havaitaan, että kun opetuksessa Chirp-signaalin taajuutta kasvatetaan, 

opetettu verkko ei pysty seuraamaan ennenäkemätöntä testimateriaalia kunnolla. Parhaat tu-

lokset saavutetaan käyttämällä opetusmateriaalissa pieniä taajuuksia sisältäviä Chirp- sig-

naaleja. Toisaalta PRBS-signaalin taajuuden kasvattaminen opetusmateriaalissa näyttää ka-

ventavan amplitudieroja opetetun verkon reagoidessa ennenäkemättömän materiaalin välillä 

suuremmilla PRBS-signaalin taajuuksilla. 

Käytännössä sopivan verkon löytäminen vaatii merkittävästi iteraatiota ja tässä työssä tar-

kastellun systeemin tapauksessa sopivan opetusdatan löytäminen oli aikaa vievä prosessi. 

Sovelluskehyksen hyödyntäminen nopeuttaa iterointiprosessia huomattavasti. Opetuspro-

sessissa Matlab/Simulink- mallilla voidaan generoida eri opetusmateriaaleja ja sovelluske-

hyksellä pystytään opettamaan ja vertailemaan opetuksen tuloksia.  

Taulukkoon 8 on laskettu MSE ja MAE arvot, joilla voidaan verrata eteenpäin syöttävän 

verkon opetusta ennennäkemättömään materiaaliin. Parhaat tulokset eli pienimät MAE arvot 

löytyvät Chirp_1_50a.mat ja PRBS8e-3.mat signaaleilla. Chirp_1_50a.mat signaalin MAE 

arvo on paras (1,228e-05) ja toiseksi paras opetustulos löytyi PRBS8e-3.mat (1,469e-05). 

Lasketut MAE arvot näyttävät korreloivan hyvin kuvan 17 tuloksiin eli Chirp_1_50a.mat ja 

PRBS8e-3.mat signaalit näyttäisivät pystyvän parhaiten ennustamaan ennenäkemätöntä 
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materiaalia. Paras tulos saatiin Chirp_1_50a.mat ja seuraavilla taulukossa 9 esitetyillä hy-

perparametreillä. 

 

Taulukko 9: Sovelluskehyksen löytämät parhaat hyperparametrit. 

Signaalin nimi Painon alustus-
funktio 

Kerrosten 
lkm. 

 Neuronien lkm. 
kerroksessa 

Aktivointi-
funktio 

 Optimointi-
funktio 

Oppimis-
nopeus 

Chirp_1_50a.mat glorot_normal 4 70 relu adam 0,02 
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7  Johtopäätökset 

Syväoppiminen sisältää työkaluja monien sovellusten ratkaisemiseen uudesta näkökulmasta, 

jonka mahdollistaa itseohjautuva oppimisprosessi. Syväoppiminen kuitenkin vaatii paljon 

suunnittelua ja testausta. Syväoppimisella ei aina pystytä korvaamaan pitkälle implementoi-

tuja ja robusteja menetelmiä, kuten tilanne oli myös tässä työssä. 

Tässä työssä aluksi tarkasteltiin syväoppimisen teoriaa ja neuroverkkojen rakennetta. Tämän 

jälkeen muodostetiin Python/Keras ympäristöön sovelluskehys, jonka avulla voitiin vertailla 

eri FNN- verkkojen rakennetta antamalla sovelluskehykselle tietyt rajat, joita opettamiseen 

käytetään. Sovelluskehyksen avulla voidaan automatisoida verkon opetusta ja opetuskerojen 

tulokset tallennetaan sovelluskehyksen ajon aikana. Seuraavaksi rakennettiin työssä annet-

tuun Simulink/Matlab Chirp- ja PRBS-signaalien generoinnit ja menetelmät, joilla mallin 

yhden PID-säätimen arvot kuten paikka referenssi, virta, pyörimisnopeus ja mitattu paikka 

saatiin ’mat’-tiedostoon, jotka ovat sovelluskehyksen opetusmateriaalit. Opetusdatan gene-

rointia varten valittiin taajuudet ja Matlab/Simulink malli ajettiin jokaiselle opetussignaalille 

ja taajuudelle erikseen. Opetussignaalit syötettiin erikseen sovelluskehykselle ja sovelluske-

hyksen hyperparametrilistat käytiin jokaisen opetussignaalinkohdalla läpi ja sovelluskehys 

valitsi parhaat hyperparametrit jokaiselle opetusmateriaalille. 

Kaikki testatut opetusmateriaalit ja niiden avulla muodostetut mallit eivät pystyneet täysin 

mallintamaan Matlab/Simulink mallia. Paras malli saatiin matalalla 1‒50 Hz sisältävällä 

Chirp-signaalilla. Ja mallin MAE oli (1,228e-05) ja MSE (3,775e-10). Lisäksi opetetusta 

mallista ja ennenäkemättömästä materiaalista piirretyt kuvaajat osoittavat, että askelmuutos-

ten alussa opetettu malli ylireagoi muutokseen eli kuvaajassa näkyy ylitykset muutoksen 

alussa. 

Syväoppimista voisi luonnehtia kehityskelpoiseksi, mutta ei täysin tällaisena tarkasteltuun 

sovellukseen toimivaksi. Tutkimustavoitteeseen ei siis täysin päästy, joten jatkotutkimus on 

aiheellista. Hyperparametrejä voisi vielä lisää varioida ja opetusdata laatua ja määrää muo-

kata. Lisäksi nyt opetussignaalit ajettiin ainoastaan paikkareferenssiin. Voisi olla kokeilemi-

sen arvoista syöttää opetussignaalia myös esimerkiksi pyörimisnopeudelle ja tarkastella sen 
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vaikutusta opetettuun malliin. Lisäksi myös muita neuroverkkoarkkitehtuureja voisi testata 

eli rakentaa sovelluskehykseen funktiot, jotka muodostavat esimerkiksi RNN- tai LSTM-

neuroverkot ja testata vastaavasti näiden arkkitehtuurien tuloksia. 
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Liite 1. Sovelluskehyksen lähdekoodit  

  1. import numpy as np 
  2. import pandas as pd 
  3. from scipy import signal 
  4. import matplotlib.pyplot as plt 
  5. from sklearn.model_selection import train_test_split 
  6. from keras.models import Sequential 
  7. from keras.layers import Dense, BatchNormalization, Dropout 
  8. from keras.optimizers import Adam, SGD, RMSprop, Adamax 
  9. from keras.initializers import RandomNormal, GlorotNormal, HeNormal  # Import weight 
initializers 
 10. import mat73 
 11. import seaborn as sns 
 12. from scipy import signal 
 13. from sklearn.metrics import mean_squared_error, mean_absolute_error 
 14. import tensorflow as tf 
 15. from tensorflow import keras 
 16.   
 17. # Excitation signals 
 18. filename ='PRBS8e-3.mat'  # 1250 Hz 
 19. filename ='PRBS1e-2.mat'  # 100 Hz 
 20. filename ='PRBS4e-4.mat'  # 2500 Hz 
 21.   
 22.   
 23. filename ='Chirp_75_150a.mat' 
 24. filename ='Chirp_100_200a.mat' 
 25. filename ='Chirp_1_50a.mat' 
 26.   
 27.   
 28. # Epoch and batch size 
 29. epochs=4 
 30. batch_size=512 
 31.   
 32. # Import matlab 
 33. load_mat = mat73.loadmat(filename) 
 34. matlab_data = load_mat['simoutToFileVariable'] 
 35.   
 36. # Figure function 
 37. def plot_learning_curve(history): 
 38.     plt.plot(history.history['loss'], label='Training Loss') 
 39.     plt.plot(history.history['val_loss'], label='Validation Loss') 
 40.     plt.xlabel('Epochs') 
 41.     plt.ylabel('Loss') 
 42.     plt.title('Learning Curves') 
 43.     plt.legend() 
 44.     plt.show() 
 45.   
 46. def plot_predictions(y_test, y_pred): 
 47.     # Diagonal line for perfect predictions 
 48.     plt.scatter(y_test, y_test, c='g', alpha=0.1,linewidths=0.5, 
edgecolors='none',label='Actual')  # Green color for the actual vs predicted 
 49.     plt.scatter(y_test, y_pred, c='b', alpha=0.1, linewidths=0.5, edgecolors='none', 
label='Predicted')  # Blue color for predicted 
 50.     plt.xlabel('Actual Output') 
 51.     plt.ylabel('Predicted Output') 
 52.     plt.title('Actual vs Predicted Output') 
 53.     plt.legend() 
 54.     plt.show() 
 55.   
 56. # Moving average 
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 57. def moving_average(data, window_size): 
 58.     window = np.ones(int(window_size))/float(window_size) 
 59.     return np.convolve(data, window,'same') 
 60.   
 61. def loadMatlabfile(file_name,variable_name,nfirstof): 
 62.     load_mat = mat73.loadmat(file_name) 
 63.     matlab_data = load_mat[variable_name] 
 64.   
 65.     # https://stackoverflow.com/questions/33626623/the-most-efficient-way-to-remove-
first-n-elements-in-a-list 
 66.     n = nfirstof 
 67.   
 68.     y = matlab_data[1] 
 69.     y = y[n:] 
 70.     speed_ref = matlab_data[2] 
 71.     speed_ref = speed_ref[n:] 
 72.     current = matlab_data[3] 
 73.     current = current[n:] 
 74.     pos_ref = matlab_data[4] 
 75.     pos_ref = pos_ref[n:] 
 76.     return y,speed_ref,current,pos_ref 
 77.   
 78. # teaching material 
 79. y_ref,speed_ref,current_ref,pos_ref = 
loadMatlabfile(filename,'simoutToFileVariable',46000) 
 80.   
 81. # preprocessing teaching material 
 82. for x in range(2): 
 83.     y_ref = signal.detrend(moving_average(y_ref,500)) 
 84.     current_ref = signal.detrend(moving_average(current_ref,500)) 
 85.     speed_ref = signal.detrend(moving_average(speed_ref,500)) 
 86.     pos_ref = signal.detrend(moving_average(pos_ref,500)) 
 87.   
 88. X = np.array((speed_ref,current_ref,pos_ref)).transpose() 
 89. y = y_ref 
 90.   
 91. # validation material 
 92. y_ref_test,speed_ref_test,current_ref_test,pos_ref_test = 
loadMatlabfile('simoutToFileT3.mat','simoutToFileVariable',46000) 
 93.   
 94. # preprocessing validation material 
 95. for x in range(5): 
 96.     y_ref_test = signal.detrend(moving_average(y_ref_test,500)) 
 97.     current_ref_test = signal.detrend(moving_average(current_ref_test,500)) 
 98.     speed_ref_test = signal.detrend(moving_average(speed_ref_test,500)) 
 99.     pos_ref_test = signal.detrend(moving_average(pos_ref_test,500)) 
100.   
101. X_val = np.array((speed_ref_test,current_ref_test,pos_ref_test)).transpose() 
102. y_val = y_ref_test 
103.   
104. print(y_ref_test) 
105.   
106. # Function to create a Keras model 
107. def create_model(num_layers, num_neurons_values, activation, optimizer, learning_rate, 
weight_initializer): 
108.     # build model 
109.     inputs = keras.Input(shape=3)  # input layer 
110.     # he initialization 
111.     initializer = weight_initializer 
112.     # first hidden layer 
113.     dense = keras.layers.Dense(num_neurons_values, activation='relu', 
kernel_initializer=initializer, bias_initializer=initializer, use_bias=True)(inputs) 
114.     dense = tf.keras.layers.BatchNormalization()(inputs) 
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115.     dense = tf.keras.layers.Dropout(rate=0.10)(inputs) 
116.   
117.     # customized number of layers and neurons per layer 
118.     for i in range(num_layers - 1): 
119.         dense = keras.layers.Dense(num_neurons_values, activation='relu', 
kernel_initializer=initializer, bias_initializer=initializer, use_bias=True)(dense) 
120.         dense = tf.keras.layers.BatchNormalization()(dense) 
121.         dense = tf.keras.layers.Dropout(rate=0.10)(inputs) 
122.     # output layer 
123.     outputs = keras.layers.Dense(1)(dense) 
124.   
125.     model = keras.Model(inputs=inputs, outputs=outputs, name='model') 
126.     # set optimizer and loss 
127.   
128.     if optimizer == 'adam': 
129.         opt = Adam(learning_rate=learning_rate) 
130.     elif optimizer == 'sgd': 
131.         opt = SGD(learning_rate=learning_rate) 
132.     elif optimizer == 'adamax': 
133.         opt = Adamax(learning_rate=learning_rate) 
134.     else: 
135.         raise ValueError("Invalid optimizer choice") 
136.   
137.     model.compile(loss='mean_squared_error', optimizer=opt, 
metrics=['mean_squared_error', 'mean_absolute_error']) 
138.   
139.     return model 
140.   
141.   
142. # Function to train and evaluate the Keras model 
143. def train_and_evaluate_model(model, X_train, y_train, X_test, y_test, epochs, 
batch_size): 
144.     history = model.fit(X_train, y_train, epochs=epochs, batch_size=batch_size, 
validation_data=(X_test, y_test), 
145.                         verbose=1,shuffle=True) 
146.     loss = history.history['loss'][-1] 
147.     return loss,history 
148.   
149.   
150. # Define different configurations 
151. num_layers_values = [4, 6] 
152. num_neurons_values = [50, 60, 70, 80] 
153. activation_values = ['relu', 'softmax'] 
154. optimizer_values = ['adam', 'adamax'] 
155. learning_rate_values = [0.01, 0.02] 
156. # Define different weight initializers 
157. weight_initializers = [ 
158.     'random_normal',  # Random Normal Initialization 
159.     'glorot_normal',  # Glorot Normal Initialization (Xavier) 
160.     'he_normal'  # He Normal Initialization 
161. ] 
162.   
163.   
164. num_layers_values = [6] 
165. num_neurons_values = [50] 
166. activation_values = ['relu','softmax'] 
167. optimizer_values = ['adam','adamax'] 
168. learning_rate_values = [0.01] 
169. # Define different weight initializers 
170. weight_initializers = [ 
171. #    'random_normal',  # Random Normal Initialization 
172.     'glorot_normal',  # Glorot Normal Initialization (Xavier) 
173.     'he_normal'  # He Normal Initialization 
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174. ] 
175.   
176.   
177. # Split the data into training and testing sets 
178. X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.2, random_state=42) 
179.   
180. # Create a list to store results 
181. results = [] 
182. best_loss = float('inf')  # Initialize with a high value 
183. best_history = float('inf')  # Initialize with a high value 
184.   
185. for weight_initializer in weight_initializers: 
186.     for num_layers in num_layers_values: 
187.         for num_neurons in num_neurons_values: 
188.             for activation in activation_values: 
189.                 for optimizer in optimizer_values: 
190.                     for learning_rate in learning_rate_values: 
191.                         if weight_initializer == 'random_normal': 
192.                             weight_initializer_obj = RandomNormal(mean=0.0, stddev=0.05) 
193.                         elif weight_initializer == 'glorot_normal': 
194.                             weight_initializer_obj = GlorotNormal() 
195.                         elif weight_initializer == 'he_normal': 
196.                             weight_initializer_obj = HeNormal() 
197.                         else: 
198.                             raise ValueError("Invalid weight initializer choice") 
199.   
200.                         model = create_model(num_layers, num_neurons, activation, 
optimizer, learning_rate, 
201.                                              weight_initializer_obj) 
202.                         loss, history= train_and_evaluate_model(model, X_train, y_train, 
X_test, y_test, epochs, 
203.                                                         batch_size) 
204.                         results.append({ 
205.                             'Weight Initializer': weight_initializer, 
206.                             'Num Layers': num_layers, 
207.                             'Num Neurons': num_neurons, 
208.                             'Activation': activation, 
209.                             'Optimizer': optimizer, 
210.                             'Learning Rate': learning_rate, 
211.                             'Loss': loss 
212.   
213.                         }) 
214.   
215.                         if loss < best_loss: 
216.                             best_loss = loss 
217.                             best_history = history 
218.                             best_model = model  # Save the best model 
219.   
220. # Create a DataFrame for comparison 
221. df = pd.DataFrame(results) 
222. df.to_excel('raw_data.xls', index=False, engine='openpyxl') 
223.   
224. # Define the plot_comparison function 
225. def plot_comparison(data, parameter_name, parameter_values, xlabel, filename): 
226.     plt.figure(figsize=(12, 6)) 
227.     for parameter_value in parameter_values: 
228.         subset = data[data[parameter_name] == parameter_value] 
229.         plt.plot(subset['Loss'].values, label=f'{parameter_name}={parameter_value}') 
230.   
231.     plt.title('Mean Squared Error Loss') 
232.     plt.xlabel(xlabel) 
233.     plt.ylabel('Loss') 
234.     plt.legend() 
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235.   
236.     plt.savefig(filename)  # Save the figure 
237.   
238.   
239. # Display the comparison table 
240. print(df) 
241.   
242. # Call the plot_comparison function for comparison figures 
243. #plot_comparison(df, 'Weight Initializer', weight_initializers, 'Weight 
Initializer','weight_initializer_comparison.png') 
244. #plot_comparison(df, 'Num Layers', num_layers_values, 'Number of Layers', 
'num_layers_comparison.png') 
245. #plot_comparison(df, 'Num Neurons', num_neurons_values, 'Number of Neurons', 
'num_neurons_comparison.png') 
246. #plot_comparison(df, 'Activation', activation_values, 'Activation Function', 
'activation_comparison.png') 
247. #plot_comparison(df, 'Optimizer', optimizer_values, 
'Optimizer','optimizer_comparison.png') 
248. #plot_comparison(df, 'Learning Rate', learning_rate_values, 'Learning Rate', 
'learning_rate_comparison.png') 
249.   
250. # Show all the figures 
251. plt.show() 
252.   
253. # Predict all 
254.   
255. best_model.summary() 
256. predictions = best_model.predict(X_val) 
257.   
258. # plot validation data and predicted output 
259. x_axis_width = len(y_val) 
260. x_axis = np.linspace(1, x_axis_width, num=x_axis_width) 
261. plt.ion() 
262. plt.plot(x_axis, predictions, '-b', label='test predictions') 
263. plt.plot(x_axis, y_val, '-g', label='real') 
264.   
265. plt.title('Testing results') 
266. plt.legend(loc='upper right') 
267. print("--- Close the drawing window to end the run ---") 
268. plt.draw() 
269. plt.show() 
270. plt.ioff() 
271. plt.show() 
272.   
273. # Create a DataFrame from the results list 
274. df = pd.DataFrame(results) 
275.   
276. # Pivot the DataFrame to create a pivot table with hyperparameters as rows and columns 
277. pivot_table = df.pivot_table(values='Loss', index=['Weight Initializer'], columns=['Num 
Layers', 'Num Neurons']) 
278.   
279. # Create a heatmap 
280. plt.figure(figsize=(12, 8)) 
281. sns.heatmap(pivot_table, annot=True, fmt=".4f", cmap="YlGnBu", cbar_kws={'label': 
'Validation Loss'}) 
282. plt.title('Validation Loss Heatmap') 
283. plt.xlabel('Number of Neurons') 
284. plt.ylabel('Weight Initializer') 
285. plt.savefig('validation_loss_heatmap.png') 
286. plt.show() 
287.   
288. # Plotting the learning curve 
289. plot_learning_curve(best_history) 
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290.   
291.   
292. # Plotting actual vs predicted output 
293. plot_predictions(y_val, predictions) 
294.   
295. # Calculate MSE and MAE 
296. mse = mean_squared_error(y_val, predictions) 
297. mae = mean_absolute_error(y_val, predictions) 
298.   
299. print(f'MSE: {mse}') 
300. print(f'MAE: {mae}'



 

Liite 2. Simulink-malli 

 


