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2022/2023 pudotuspeleihin.

Tutkimuksen tulokset ehdottivat, ettd koneoppimismalleilla voidaan ennustaa NBA-sarjan
pudotuspelijoukkueita. Tulokset osoittivat my0s sen, ettd tehokkaalla korien tekemiselld
sekd joukkueen puolustuksen arvolla on suuri merkitys pudotuspeleihin pddsyn kannalta.
Aikaisemmassa tutkimuksessa on my0s saatu vastaavia tuloksia, kun korin tekemisen tehok-
kuus sekd joukkueen puolustuksen arvo ovat nousseet tirkeiksi ominaisuuksiksi ennusteissa.
Korin estot sekd henkilokohtaiset virheet eivit tuoneet suurta tieteellistd arvoa ennusteelle,
miké oli myos linjassa aikaisempaan tutkimuksen kanssa. Tutkimuksen koneoppimismallit
ennustivat varsin hyvin NBA-kauden 2022/2023 pudotuspelijoukkueita.
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This bachelor’s thesis examined the applicability of machine learning for predicting the Na-
tional Basketball Association playoff teams. The study used match statistics from seasons
2017/2018 to 2022/2023, including both offensive and defensive features. Using machine
learning models, a prediction model was developed for the dataset as well as a team-specific
prediction model for the 2022/2023 season playoffs.

The results of this study proposed that machine learning models can predict NBA playoff
teams. The results also indicated that the scoring efficiency as well as the team's defensive
rating have a significant influence on playoft qualification. Previous studies have also shown
similar findings, where the scoring efficiency as well as team's defensive rating appeared to
be important features in predictions. Blocked shots and personal fouls didn’t have a huge
scientific contribution to the predictions, which was also consistent with previous studies.
The machine learning models in this study predicted relatively well the playoff teams in the
NBA season 2022/2023.
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1 Johdanto

Koripallo on tilastollisesti maailman yksi suosituimmista urheilulajeista (Sportytell 2023).
Katsotuimpana sarjana koripallossa voidaan pitdd National Basketball Associationia (jat-
kossa NBA), joka muodostui yli 70-vuotta sitten, kun Basketball Association of America ja
National Basketball League yhdistyivit (National Basketball Association 2024a). Sarjassa
pelaa yhteensé 30 joukkuetta, joista kaikki muut paitsi Toronton joukkue sijaitsevat Yhdys-
valloissa. Lisdksi sarja on jaettu kahteen yhtd suureen konferenssiin: itdiseen ja ldntiseen.
Molemmista konferensseista 8 parasta joukkuetta jatkaa pudotuspeleihin ja sinne padsemista
pidetidn koko organisaation — sekd kannattajien — kannalta kauden yhtend paitavoitteena
(Chen & Liao 2021). Vuonna 2023 NBA sarjan kokonaistuotto oli 10,58 miljardia yhdys-
valtain dollaria (Statista 2023).

Koska seuran tavoitteena on oletettavasti tuottaa voittoa, on pudotuspeleihin paisy yleisesti
ottaen kannattavaa'. Pitkilld tihtdimelld seurat, jotka kykenevit padisemiin pudotuspeleihin
uudestaan, avaavat itselleen mahdollisuuden tienata enemmain. Kun voittaa enemmén pudo-
tuspelejd sponsorit ja mainostajat ovat kiinnostuneimpia seurasta. Tdmé synnyttdd koko or-
ganisaatiolle motiivin hyddyntdd erilaisia laadullisia sekd numeerisia menetelmid, joiden
avulla voidaan parantaa joukkueen kykya suoriutua runkosarjassa ja edetd pudotuspeleihin.
Erilaiset teknologiat, kuten tekodly sekd koneoppiminen tarjoavat tirkeitd tydkaluja seuran
valmentajille sekd omistajille. Ndiden tyokalujen avulla voidaan kehittdd seuran strategiaa

sekd parantaa suoriutumista. (Thabtah et al. 2019)

Nykyisin koneoppimista esiintyy monissa eri paikoissa, ja se vaikuttaa arkeemme huomat-
tavasti. Koneoppiminen on yksi tekodlyn alahaaroista, ja se yleisesti méiritelldédn koneena,
joka pyrkii matkimaan &lykéstd ithmisen kdyttdytymistd. (Brown 2021) Hyoty koneoppimi-
sesta voidaan todeta tulevan tietokoneen laskentatehosta. Marcondes, Simonis ja Barrera
(2022) osoittivat, ettd tietokoneen korkea laskentateho on erittdin tirkeédd, jotta koneoppi-

mista voidaan kdyttdd ongelmien ratkaisemiseen.

Koneoppimisen ja tekodlyn hyodyntdminen on osoittautunut erittdin oleelliseksi tydkaluksi

monilla eri tavoilla urheiluseurojen ndkokulmasta. Erilaisia koneoppimisen malleja on

! Syitd, miksi joukkue ei tahtoisi pudotuspeleihin kisitellddn myShemmin téssd luvussa.



hyodynnetty muun muassa pelaajien riskien ennustamisessa, mikd auttaa valmentajia péat-
tdmadn, kannattaako tietyn pelaajan pelata seuraavassa ottelussa vai ei (Yuanchen et al.
2022). Zimmerman (2019) huomauttaa, ettd pelaajien lepuuttamisesta on tullut uusi trendi
NBA:ssa, minkd tavoitteena on sdistelld avainpelaajien energiaa pudotuspeleihin. Tdma
trendi on yhdistettivissé siithen, ettd tyokalut pelaajien riskien ennustamiseen ovat kehitty-
neet, mikd on mullistanut seuran péaatoksentekoa seka riskien analysointia. Kyseisesté tren-
distd huolimatta, Belk et al. (2017) havaitsivat, ettd lepuuttaminen runkosarjassa ei muutta-

nut suoriutumista merkittavésti pudotuspeleissa.

Koneoppimista on hyddynnetty myds muilla tavoin urheiluanalytiikassa. Thabtah et al.
(2019) mainitsevat, ettd koneoppimista ja sen avulla ennustamista kdytetddn myds urheilun
vedonlyOnnissd. Paremmat ja todenmukaisemmat ennusteet mahdollistavat vedonlyontitoi-
mistojen asettaa entisti tarkempia kertoimia. Wang ja Fan (2021) ovat ennustanecet NBA
pudotuspeleihin valikoituja joukkueita kausien 2009/2010-2019/2020 perusteella. Samassa
tutkimuksessa on toteutettu ennuste kyseisten kausien A/l Star -pelaajista eli tdhtipelaajista
(Wang & Fan 2021). Nguyen et al. (2022) puolestaan perehtyivit siithen, miten koneoppimi-

sella ja syvdoppimisella voi ennustaa yksittdisten pelaajien suosiota seké suoriutumiskykyé.

Tadmin tutkimuksen tavoitteena on pyrkid ennustamaan NBA-kauden 2022/2023 pudotus-
pelijoukkueita seké tutkia, minkdlainen ennustamistydkalu koneoppiminen on NBA-datassa.
Tutkimuksessa pyritddn valitsemaan aiheeseen soveltuvat koneoppimismallit, jotka ennus-
tavat sekd itdisen ettd ldntisen NBA-konferenssin 8 parasta joukkuetta, jotka valikoituvat
pudotuspeleihin. Tutkimus suoritetaan kvantitatiivisena tutkimuksena hy6dyntdmalla histo-
riallista NBA-dataa vuodesta 2017 vuoteen 2023. Lyhyen aikavilin tutkimusta pudotuspe-
leihin paisysté ei ole tieteellisesti paljoa tutkittu vaan aikaisemmat tutkimukset pudotuspe-

leihin padsystd ovat keskittyneet pidempiin aikasarjoihin.

Tutkimuksen tavoitteena on 16ytdd vastaukset seuraaviin tutkimuskysymyksiin:
1. Minkdlaisia koneoppimismallit ovat ennustamistyokaluna?

2. Miten valitut koneoppimismallit soveltuvat NBA pudotuspelijoukkueiden ennustami-

seen?



Tutkimusaineisto on rajattu vuosille 2017-2023. Aikaisempien vuosien tarkastelu ei oletet-
tavasti toisi lisdhyotya tutkimukselle, koska joukkueiden kokoonpanojen vaihtelu olisi liian
suurta. Kuvasta 1. on huomattavissa, ettd seuroissa tapahtuvien pelaajavaihtojen vaihteluvéli
on 1.8-4.6. Mikili dataa valitaan pidemmaltd historiasta, voi kdyda tilanne, jossa joukku-
eessa on tapahtunut jo yli kymmenen pelaaja vaihdosta. Tama johtaisi siihen, ettd tutkittava
seura vuonna 2012 ja 2023 siséltivit tdysin eri kokoonpanot, jolloin tutkimuksen kohteena
on enemmaén organisaation menestys eikd itse pelaajien ja joukkueen. Todellisuudessa myos
muilla kuin kenttépelaajilla on vaikutusta seuran menestykseen kaudella. Kokenut valmen-
taja tai seuran johtaja voi vaikuttaa suuresti joukkueen menestykseen, mutta kyseisten teki-

joiden huomioon ottaminen on rajattu tutkimuksen ulkopuolelle.

Keskimaaraiset pelaajavaihdot kaudessa
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Kuva 1. NBA seurojen keskimédriiset pelaajavaihdot (Basketball-Reference 2024b)

Téssd tutkielmassa oletetaan, ettd kaikki 30 NBA-joukkuetta tavoittelevat pudotuspelipaik-
koja ja, ettd tdhtdimend on vain seuraavan kauden onnistuminen, vaikkakin todellisuudessa
NBA-joukkueet harjoittavat pidempinédkoisté strategista suunnittelua, kuten normaalit voit-
toa tavoittelevat yritykset. NBA:ssa voi ajoittain havaita ilmion, jossa joukkueet eivit ndyta
runkosarjassa parasta suoriutumiskykyé. Kyseisen ilmion taustalla voi olla tietoisuus tulevan

kauden pelaajavarauksessa saatavilla olevasta nuoresta lahjakkuudesta. Huono menestys



kaudella nostattaa seuran todenndkdisyyttd padsta varaamaan pelaaja ensimmdiisend. Kysei-
nen strategia saattaa heikentid seuran menestysté lyhyelld aikavalilla, mutta lyhyen tappion
avulla pyritddn kasvattamaan seuran menestysta pitkélla aikavililld. (Gong et al. 2022, 547)

Strategiaa voi tavallaan ajatella sijoituksena, jolla hintana on kauden menestys.

Covid-19 aiheuttama pandemia vaikutti vahvasti kausien 2019-2021 pelattuihin peleihin.
Normaalissa NBA kaudessa varsinaisia runkosarja otteluita on 82 per joukkue, mutta 2019—
2021 kausina pelejé pelattiin vain 72—75 pelid per joukkue, riippuen joukkueen omasta ai-
kataulusta. Tutkimusaineistossa tuloksia ei kuitenkaan arvioida absoluuttisina lukuina, vaan
luvut ovat kyseisen kauden keskiarvoja, joten vdhdisemmat peliméérit jatetddn huomioi-

matta.

Vuonna 2022 NBA:n hallintoneuvosto hyviksyi uuden jérjestelyn, jossa molempien konfe-
renssien seitsemédnneksi, kahdeksanneksi, yhdeksédnneksi ja kymmeneksi sijoittunut joukkue
kamppailee keskenddn pudotuspelipaikoista (National Basketball Association 2023). Peleja
el lasketa varsinaiseksi runkosarjaotteluiksi eikd pudotuspeliotteluiksi, joten kyseisten pelien
tarkastelu jdtetddn tdmén tutkimuksen ulkopuolelle. Termind kyseisisté otteluista kadytetddn

Play-in-turnaus (National Basketball Association 2024b).

Tutkimus tulee etenemédin johdannon jélkeen seuraavasti. Tutkimuksen toisessa luvussa tar-
kastellaan koneoppimismalleja sekd NBA:ta. Tutkimuksen kolmannessa kappaleessa kéiy-
dédn lapi empiirisen osion aineisto. Kolmannessa luvussa esitelldédn myds tutkimusmetodo-
logia. Tutkimuksen neljannessd kappaleessa esitelldéin koneoppimismallien tulokset. Tutki-
muksen viidennessd luvussa keskustellaan tutkimuksen tuloksista ja luotettavuudesta. Vii-

meisessd luvussa esitellddn my0s johtopddtokset sekd jatkotutkimusehdotukset.



2 Koneoppiminen urheilutulosten ennustamisessa

Tassd luvussa syvennytddn koneoppimiseen sekéd sen hydodyntdmiseen urheiluanalytiikassa
ja tarkemmin koripallossa. Liséksi kisitellddn aikaisempaa tutkimusta siitd, miten koneop-

pimisella on pyritty ennustamaan NBA-tuloksia.

2.1 Koneoppiminen

Koneoppiminen on noussut tirkedksi tutkimusmenetelméaksi eri tieteenaloilla (Medeiros
2022). Syiti, joita Medeiros (2022) luokittelee ovat muun muassa tekodlyn suosion kasva-
minen sekd Big Data. Dagan ja Wilkins (2023) méérittelevit Big Datan tarkoittavan suuria
tietoaineistoja. Lisdksi he méadrittelevit Big Datan kolme tunnuspiirrettd: tietomééran laa-
juus, késittelyn nopeus seké tiedon monimuotoisuus. Koska tietoa on saatavilla valtavasti,
luotettavien ennustemenetelmien hyddyntdminen on tirkedd (Medeiros 2022). Zhou (2021)
huomauttaa lukijaa myos siitd, ettd koneoppimisen tavoitteena on luoda malleja, jotka ovat

yleistettdvissd mallin ulkopuolella oleviin aineistoihin.

Koneoppimismalleja on olemassa erittdin paljon, ja niitd voidaan luokitella tarkemmin riip-
puen tutkimuksen asettelusta. Ylemmalla tasolla koneoppiminen voidaan jakaa kahteen eri
kategoriaan, ohjattuun ja ohjaamattomaan oppimiseen (Zhou 2021, 4). Zhou (2021, 4) vield
erottelee ohjatusta oppimisesta ryhmét regressiomallit ja luokittelumallit sekd ohjaamatto-
masta oppimisesta klusterointimallit. Tdméan tutkimuksen kannalta oleellisin ryhmé& on oh-
jatun oppimisen luokittelumallit, joten muiden mallien syvempi tarkastelu jétetdin pois. Ko-

neoppimisen luokittelua on havainnollistettu tarkemmin kuvassa 2.



Koneoppiminen

Ohjattu Ohjaamaton
oppiminen oppiminen

Regressio Luokittelu Klusterointi

Numeerinen Kategorinen
tulos tulos

Kuva 2. Koneoppimisen luokittelu. Mukaillen (Giovanni 2023, 3).

Ohjattu oppiminen voidaan maédritelld siten, ettd mallin tulos tai tavoite on tiedossa (Gio-
vanni 2023, 2). Piitavoite ohjatulla oppimisella on ennustaa annetun aineiston pohjalta ta-
voitemuuttujaa mahdollisimman tehokkaasti. Koneoppiminen muodostaa siis algoritmin,
jossa aineiston ennustemuuttujien kautta kartoitetaan tavoitemuuttuja. Luokittelumallissa ta-
voitemuuttuja on kategorinen (Giovanni 2023, 25). Koneoppimisen algoritmien luomista
kutsutaan opettamiseksi ja ennusteen tekemisti kutsutaan testaamiseksi. (Giovanni 2023, 2-
4) Jotta malli olisi mahdollisimman hyvin yleistettdvissd uuteen dataan, tutkimuksessa kéy-

tettdvidn aineiston jako opettamiseen ja testaamiseen suoritetaan usein satunnaisesti

(Raschka & Mirjalili 2019, 13).

2.2 Koneoppimismallin kulkukaavio

Tyypilliseen koneoppimismallin kulkukaavio siséltdd neljd vaihetta: aineiston esikisittelyn,
mallin valitsemisen seké opettamisen, mallin arvioimisen ja ennustamisen (Raschka & Mir-
jalili 2019, 12). Tutkimuksen kannalta on harvinaista, ettd saatavilla oleva aineisto on val-
miiksi muodossa, joka sellaisenaan kelpaa mallille. Wang ja Fan (2021) osoittivat datan esi-

kasittelyn tarkeyden sekd kontekstin huomioimisen datan késittelyssd. Tutkimuksessa he



ennustivat NBA-pudotuspelejd kolmella samalla koneoppimismallilla kdyttden kahta eri
data-aineistoa, joista toinen oli esikésitelty ja edistyneempi ja toinen yksinkertaisempi. Esi-
kasitellyn data-aineiston ennustetarkkuus kaikissa kolmessa koneoppimismallissa oli yksin-
kertaisempaa data-aineistoa huomattavasti suurempi. Kirjallisuudessa puhutaan myos datan
siivoamisesta, johon kuuluu Subasi (2020, 10) mukaan muun muassa puuttuvien arvojen
huomioiminen sekd datan tarvittavat korjaukset. Datan esikésittelyd voidaan pitdd mallin

luotettavuuden sekd mallin yleistettdvyyden kannalta erittdin kriittisend vaiheena (Subasi

2020, 9-11).

Koneoppimismalli tulee my0s valita tutkimusongelmaan soveltuvaksi. Koska on hyvin vai-
kea tietdd, mikd malli tulisi valita useiden vaihtoehtojen joukosta, on usein suotavaa testata
useiden mallien toimivuutta ja valita niiden perusteella paras. (Zhou 2021, 27) Mallin toimi-
vuutta voidaan testata usealla eri tavalla. Yksi tapa testata koneoppimismallin toimivuutta
opettamisvaiheessa on cross-validation eli ristiinvalidointi (Zhou 2021, 29). Ristiinvalidoin-
nilla voidaan testata valitun mallin yleistdmiskyky4, jotta voidaan varmistua siitd, ettd malli
toimii myds uudella datalla. Lisdksi ristiinvalidointi pyrkii tunnistamaan mallin ylisovitta-
misen?, joka on noussut yleiseksi ongelmaksi koneoppimisessa. (Zhou 2021, 29-30) Ristiin-
validointi toimii siten, ettd opettamiseen valittu data-aineisto D jaetaan yleensd 5-10 yhtd
suureen osajoukkoon k. Jokainen ristiinvalidointi kierros toimii siten, ettd yksi osajoukko &
on valittu testidataksi ja lopuilla k-7 osajoukoilla testataan testidataa. Kyseinen prosessi tois-
tetaan k kertaa ja lopuksi tulokset keskiarvoistetaan. Tuloksilla viitataan luokitelluissa mal-
leissa keskiméériiseen luokitteluvirheeseen eli Mean Classification Error (MCE). (Gio-

vanni 2023, 42-45)

Kun testien perustella on valittu toimivin malli, voidaan tehda ennuste ja arvioida tuloksia.
Mallin testaamista varten kdytetddn testidataa, jolla varmistutaan siitd, ettd algoritmi ei ole
ndhnyt dataa aikaisemmin (Raschka & Mirjalili 2019, 14). Mikali tuloksiin ollaan tyytyvi-
sid, voidaan mallin avulla ennustaa nyt entuudestaan mallille tuntematonta dataa. Tuloksia
voidaan arvioida muutamalla eri tavalla kuten tdsmallisyydelld (precision), herkkyydella
(sensitivity) sekd F1-pistemairalla (ks. yhtalo 3 sivulla 17). Médritetddn seuraavaksi sekoi-

tusmatriisi, joiden avulla edelld mainitut muuttujat voidaan laskea:

2 Ylisovittamisella tarkoitetaan tilannetta, jossa malli oppii datan niin tarkasti, etti se sisiltid kaikki satun-
naisvaihtelut ja poikkeukset, eiké téten ole yleistettévissd uuteen dataan (Zhou 2021, 26).



Taulukko 1. Tuloksien arviointia varten luotu sekoitusmatriisi. Mukaillen (Zhou 2021, 34).

Ennuste
Totuus — —
Positiivinen Negatiivinen
Positiivinen TP FN
Negatiivinen FP TN

e TP (True Positive) tarkoittaa, ettd ennuste sekd totuus antavat positiivisen tuloksen

e [P (False Positive) tarkoittaa, ettd totuus antaa negatiivisen tuloksen, mutta ennuste

positiivisen tuloksen

o FN (False Negative) tarkoittaa, ettd totuus antaa positiivisen tuloken, mutta ennuste

negatiivisen tuloksen

o TN (True Negative) tarkoitta, ettd ennuste sekd totuus antavat negatiivisen tuloksen

Tasmallisyys eli precision lasketaan suhdelukuna, jossa todelliseet positiiviset tulokset jae-

taan ennusteen perusteella positiivisen tuloksen saaneiden kesken (Giovanni 2023, 31):

TP

precision = m

(1

Herkkyys eli sensitivity lasketaan myds suhdelukuna, jossa todelliset positiiviset tulokset

jaetaan kaikkien todellisten positiivisten havaintojen kesken (Giovanni 2023, 31):

TP

sensitivity = TP+—F]V

)

F1-pistemddrd puolestaan laskee tdsmaéllisyyden ja herkkyyden harmonisen keskiarvon

(Zhou 2021, 35):

F1 2 X precision X sensitivity

precision + sensitivity

3)
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2.3 Puupohjaiset ensemble -menetelmat

Tassd tutkielmassa tullaan késitteleméén kahta eri koneoppimismallia NBA pudotuspelien
ennustamisessa. Kirjallisuuden perusteella puupohjaisiin ensemble -menetelmiin lukeutuu
muun muassa satunnaismetsa sekd mukautuva tehostus (Giovanni 2023, 221). Seki mukau-
tuva tehostus ettd satunnaismetsd pystyvét tuottamaan korkean ennustetarkkuuden ennus-
teita. Wyner, Olson ja Bleich (2017) ehdottavat, ettd kyseisten algoritmien menestys ei johdu
pelkéstiddn kyvystd sopeututa hyvin erilaisiin tilanteisiin. Mukautuva tehostus sekd satun-
naismetsd kykenevit my0s interpoloimaan ja itsekeskiarvoistamaan havaintoja, joka véhen-

tad ylisovittamista ja parantaa yleistimiskykyéd (Wyner et al. 2017).

Kyseisten menetelmien tavoitteena on luoda ennuste tavoitemuuttujasta oppimalla pienid
sdantdjd dataan perustuen (Sheng & Zhixuan 2023, 34). Zhou (2021, 80) mukaan puupoh-
jaisten menetelmien paitoksenteko muistuttaa ihmisten aivojen kaltaista paatoksentekoa.
Kasitelladn seuraavaksi lyhyt esimerkki puupohjaisten ensemble -menetelmien toiminnasta
(ks. kuva 3.). Menetelmissd jokaisen pddtdssolmun vaihe johtaa joko lehtisolmuun tai uu-
teen paatossolmuun. Lehtisolmulla viitataan tilanteeseen, jossa kyseiselld solmulla ei ole
endd lapsisolmuja. Toisin sanoen kyseessd on puun haaran paitepiste (Subasi 2020, 138—

140).

Voittojen maéréd

kaudella

Voittoja < 50 Voittoja > 50

Puolustuksen
tehokkuus

Padstdd pisteitd < 100 Pidstdd pisteitd > 100

Hyokkayksen
tehokkuus

Tekee pisteitd > 115 Tekee pisteitd < 115

Kuva 3. Yksinkertaistettu esimerkki puupohjaisesta ensemble -menetelméstd. Mukaillen

(Zhou 2021, 80).
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2.3.1 Satunnaismetsa

Satunnaismetsd -menetelmad, joka on kddnnds englannista Random Forest (jatkossa RF) pi-
detddn yhtend suosituimpana koneoppimismenetelminé (Blanquero, Carrizosa, Molero-Rio
& Morales 2021). Kyseesséd on niin kutsuttu Bagging -alrgoritmi, jota Sarkar ja Natarajan
(2019, 135) mukaan kéytetddn niin regressio kuin luokitteluongelmissa. Yleinen idea RF-
menetelmissd on rakentaa useita edelld mainittuja paitospuita ja lopuksi yhdistidd ne yhdeksi
lopputulokseksi. Normaalit pddtdspuut ovat deterministisid, joka tarkoittaa sitd, ettd anta-
malla sama data algoritmille niin sama puu rakentuu joka kerralla. Tdémai johtaa myds usein
ylisovittamisen ongelmaan, eikd malli ole tdlloin kéytossd datan ulkopuolella. RF-menetel-
min hyOty perustuu siis siihen, etti jokainen paitdspuu on satunnainen, jotka muodostetaan
satunnaisista datan osajoukoista. (Sarkar & Natarajan 2019, 135-136) Huonona puolena RF-
malleissa Kyriakides ja Margaritis (2019, 95) mukaan on kuitenkin se, ettd itse malleja on

usein hankala tulkita.

Kuvassa 4. olevan esimerkin mukaisesti koulutusdata jaetaan n osajoukkoon, joista muodos-
tetaan n méard paitospuita. Lisdksi jokaisen padtospuun pddtdéssolmu muuttuja on satunnai-
nen. Lopuksi jokaisen osajoukon muodostava ennuste yhdistetddn yhdeksi tulokseksi, josta
eniten A#nid saanut luokka valitaan lopulliseksi ennusteeksi. Adnilli RF-menetelméssi tar-

koitetaan kunkin osajoukon antamaa ennustetta. (Raschka & Mirjalili 2019, 100)
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Koulutusdata

Osajoukko 1 Osajoukko 2 Osajoukko »

Ennuste 2 Ennuste »

Ennuste 1

Tulos

Kuva 4. RF-menetelmén toiminta n osajoukoissa. Mukaillen (Sarkar & Natarajan 2019,

137).

2.3.2 Mukautuva tehostus

Mukautuva tehostusmenetelma tulee englannin kielesté sanoista adaptive boosting (jatkossa
AdaBoost) ja se on yksi suosituimmista Boosting -luokkaan kuuluvista algoritmeista. Ky-
seessd on iteratiivinen prosessi, joka perustuu tavoitteeseen yhdistdd heikkoja oppijoita ja
muodostaa ndiden avulla vahvempia oppijoita. (Kyriakides & Margaritis 2019, 107) Hei-
koilla oppijoilla tarkoitetaan usein hyvin yksinkertaisia padtdspuita, joissa on vain yksi paa-
tossolmu ja kaksi lehtisolmua (Kyriakides & Margaritis 2019, 107; Zhou 2021, 182). Kuvi-
tellaan AdaBoost prosessissa tilanne, jossa on # iteraatiota. Iteraation n + / tavoitteena on
keskittyd védrin luokiteltuihin ennusteisiin vaiheessa n — 1, joka toteutetaan kasvattamalla
védrin luokiteltujen ennusteiden painokertoimia. (Rafatirad, Homayoun, Chen & Dinakarrao

2022, 135; Subasi 2020, 161)
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AdaBoost-menetelmén toiminta on kuvattu esimerkinomaisesti kuvassa 5. Kyseisessé esi-
merkissd on yhteenséd kolme iteraatio kierrosta. Ensimmaisessé kierroksessa AdaBoost me-
netelma katkoviivan avulla jakaa datan kahteen osaan. Punaiset miinukset merkitseviét, ettd
joukkue ei padse pudotuspeleihin ja vihred plussa merkitsee, ettd joukkue padsee pudotus-
peleihin. Ensimmadisen kierroksen perustella kaksi véérin luokiteltua punaista miinusta on
merkattu neliolld. Toisella kierroksella menetelma pyrkii luokittelemaan kyseiset vadrin luo-
kitellut ennusteet uudestaan, ja samalla se védrin luokittelee kaksi vihredd ennustetta. Lo-

pulta kolmannella kierroksella jokainen ndyte on luokiteltu oikein.

Alkuperiinen data Kierros 1

|
[

Kierros 2 Kierros 3

Kuva 5. AdaBoost -menetelma esimerkki. Mukaillen (Kyriakides & Margaritis 2019, 109—
110).

2.4 Koneoppimisen hyddyntdminen urheilussa

Urheilusta tuotetaan nykyédn valtava maard dataa, mikd osaltaan on lisdnnyt yleison kiin-
nostusta lajeja kohtaan. Koneoppimisalgoritmit pyrkivit - yleison viihdyttdmisen lisdksi -
auttamaan valmentajia seké urheiluseuranjohtajia ennustamaan muun muassa pelien loppu-
tuloksia, menestystd kaudella sekd vammoja. (Horvat & Job 2020) Tyypillistd Horvatin ja
Jobin (2020) sekd Thabtahin ja Bunkerin (2019) mukaan urheiludatasta ennustamisessa on

luokitteluongelmat, ja harvoin ennustetaan esimerkiksi pelin numeerista lopputulosta.
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Richterin et al. (2021) mukaan urheilutieteisséd koneoppimisella on ollut vaikutusta jo mo-
nella eri tavalla sithen, miten tutkimusta tehdididn. Koneoppimisella on ollut vaikutuksia
muun muassa datan prosessoimiseen ja sithen, miten prosessoitua dataa voidaan hyddyntia
ja ymmartdd. Koneoppiminen siis mahdollistaa objektiivisemman péaétoksenteon urheilussa.

(Richter et al. 2021)

Koneoppimismalleja on luotu my6s muissa suosituissa urheilusarjoissa kuin NBA:ssa. Jaa-
kiekossa National Hockey League -sarjan datalla on ennustettu tulevien kausien pelaajien
loukkaantumisia koneoppimismalleilla (Luu et al. 2020). Liséksi Amerikkalaisessa pesépal-
losarjassa Major League Baseballissa pudotuspelipaikkoja on pyritty ennustamaan koneop-
pimisella (Yaseen et al. 2022). Yaseen et al. (2022) hyddynsivéit dataa viimeiseltd 20 vuo-
delta, mutta onnistuivat ennustamaan oikein vain 60 % joukkueista, jotka valikoituivat kau-
den 2019 pudoutspeleihin. Puolestaan Cai et al. (2017) perehtyivit siithen, miten koneoppi-
misella ja syvdoppimisella voidaan tutkia aivotdrdhdyksid amerikkalaisen jalkapallo-sarjan

National Football League -datan avulla.

Kappaleessa esitetyt tutkimukset osoittavat sen, ettd koneoppimisella voidaan tutkia hyvin
erilaisia asioita erilaisista data-aineistoista. Huomioitavan arvoista on kuitenkin ennustami-
sessa se, ettd padtoksentekijit eivit ole kiinnostuneita pelkistd tuloksesta. Lalwani et al.
(2022) toteavat, ettd onnistuneen ennusteen lisdksi on tirkedd tietdd, miksi malli ennustaa

kyseisen lopputuloksen, jotta tulevaisuuteen voidaan vaikuttaa.

2.5 Aikaisempi tutkimus koneoppimisen hyodyntdmisesti NBA-datalla

Tutkimukset koneoppimisesta koripallossa ovat keskittyneet sithen, mitka tekijét ennustavat
parhaiten voittoja seké pelien lopputuloksia (Georgievski & Vrtagic 2021). NBA-datalla on
kuitenkin pyritty ennustamaan myds muita tuloksia. Soliman et al. (2017) tutkivat, voi-
daanko tdhtipelaajia ennustaa koneoppimisella. Kuten koneoppimismalleilla on tavoitteena,
myds he pyrkivét tutkimuksessaan siithen, ettd kouluttamansa malli on hyddynnettivissi laa-
jempiin data-aineistoihin tutkimuksen ulkopuolella. Tutkimuksen tavoitteena oli pyrkié en-
nustamaan kahta eri luokkaa: téhtipelaajat ja ei-téhtipelaajat. Kaytettdvd koneoppimismalli
tutkimuksessa oli RF-menetelmi, mutta tutkimuksessa kaytettéva aineisto oli vuosilta 1937—
2011, joten tutkimus poikkesi laajalti muista aikaisemmista NBA tutkimuksista pitkédlla ai-

kajénteellddn. Tavoitteen saavuttamiseksi tutkimuksessa hyddynnettiin kahta eri
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lahestymistapaa. Tavassa yksi analysoitiin pelaajien suoriutumista koko uran keskiarvon pe-

rusteella ja tavassa kaksi kunkin kauden suoriutumista erikseen. (Soliman et al. 2017)

Soliman et al. (2017) data-aineisto on jaettu 70 % opetusdataan ja 30 % testausdataan. Tut-
kimuksen tuloksia arvioitiin muun muassa ennustamistarkkuudella sekd sekoitusmatriisilla.
Tutkimuksen keskeisimmat tulokset on esitetty taulukossa 3. Tavassa yksi tarkeimmaéksi
ominaisuudeksi, joka ennusti téhtipelaajaa, oli korien tekeminen (Field Goal Made) ja ta-

vassa kaksi puolestaan pelatut minuutit. (Soliman et al. 2017).

Taulukko 2. Mukaillen Soliman et al. (2017) tulokset (ennustetarkkuus).

Tutkimusaineisto / malli RF-menetelmi
Lahestymistapa 1 92,95 %
Liahestymistapa 2 94,89 %

Koneoppiminen on ylittdnyt myos perinteiset pelien ennustamisen rajat urheilussa. Jen et al.
(2022) hyodynsivit neljdd eri koneoppimismallia ennustamaan NBA-pelaajien palkkoja.
Tutkimuksen perusteella he onnistuivat luomaan RF-menetelmén avulla mallin, joka ennusti
pelaajien palkkoja noin 88 % ennustetarkkuudella. Parhaiten palkkaa ennusti niin kutsuttu
Fantasy Points (FP). Kyseisessd menetelmassi, virallisen National Basketball Association
(2017) -sivuston mukaan, lasketaan yhteen pelaajan eri suoritukset kentélld, mitkd on paino-

tettu omilla kertoimillaan.

NBA:sta on tehty tutkimuksia, jotka pyrkivit ennustamaan joukkueen péddsyé pudotuspelei-
hin hyddyntdmaélla usein laajoja aikavileji tutkimuksessa. Pitkén aikavilin valitseminen tut-
kimuksen aineistoksi mahdollistaa trendien analysoimisen. Tdma ei kuitenkaan valttamétta
anna tarkkaa kuvaa yksittédisten joukkueiden suorituskyvysti lyhyelld aikavalilld, koska seu-
ran kokoonpano vaihtelee kausien aikana melko tiheédsti. Wang ja Fan (2021) hyodynsivét
RF-menetelmdd pudotuspelien ennustamisessa kausien 2009-2019 data-aineistojen perus-
teella. Tutkimuksessa kadytettiin kolmea eri koneoppimismenetelmai: padtdspuumallia, RF-
menetelmii sekii Gradientin tehostamista® (eng. Gradient Boosting). Tutkimuksen tavoit-

teena oli osoittaa, ettd edistyneen data-analytiikan kéytté koneoppimismenetelmissd antaa

3 Gradientin tehostaminen lukeutuu AdaBoost:in liséiksi boosting-algoritmeihin (Giovanni 2023, 217).



16

paremman ennustamistarkkuuden. Tuloksissa Wang ja Fan (2021) toteavat, etti edistyneem-
méan metriikan kéytto tuotti jokaisella mallilla paremman ennustamistarkkuuden. (Wang &

Fan 2021)

Kuten Soliman et al (2017) myos Wang ja Fan (2021) jakoivat datan 70/30-jaolla opetus-ja
testausdataan. RF-menetelmédssd optimaaliseksi osajoukkomaédrdksi osoittautui kahdeksan
kappaletta, joka johti 85-prosenttiseen ennustamistarkkuuteen yksinkertaisella data-aineis-
tolla. Edistyneiden metriikoiden data-aineistoissa ennustetarkkuus parani ja saavutti 88 %
ennustetarkkuuden. (Wang & Fan 2021) Mielenkiintoista tutkimuksen tuloksista on huo-
mata, ettd edistyneemmén data-aineiston hyddyntdminen ei vaikuttanut RF-menetelméén
yhtd merkittévisti kuin Gradientin tehostus -menetelméssi. Tutkimuksen keskemisimmét

tulokset on esitetty taulukossa 3.

Wang ja Fan (2021) tutkimuksen perusteella tairkeimmiksi yksittdiseksi ennustajaksi nousi
joukkueen korin tekemisen tehokkuus (Field Goal Percentage), mitd voidaan pitdé oletet-
tuna tuloksena. (Wang & Fan 2021) Geng ja Hu (2020) saivat tutkimuksessaan kuitenkin
hieman eridvid tuloksia verrattuna Wang ja Fan (2021) tutkimukseen. He osoittivat, etti
NBA-mestaruuden voittaminen vaatii joukkueelta hyokkayksen lisdksi my0s erinomaisen

puolustuksen (Defensive Rating).

Taulukko 3. Mukaillen Wang ja Fan (2021) tulokset (ennustetarkkuus).

Tutkimusaineisto / malli ~ Péaatospuu RF-menetelma Gradientin tehostus
Yksinkertainen 75 % 85 % 82 %
Edistynyt 91 % 88 % 92 %

Ma (2021) pyrki my06s ennustamaan NBA-pudotuspeleihin padsyd hyodyntdmaélld useita eri
koneoppimismenetelmid, kuten logistista regressioanalyysid, K-Nearest Neighbour- ja Sup-
port Vector Machine-menetelmid. Kéytettdva aineisto oli kerétty useasta eri léhteestd, jotka
kattoivat datan kausilta 1996-2020. Poikkeuksena Wangin ja Fanin (2021) sekd Soliman et
al. (2017) tutkimuksiin Ma (2021) ei kédyttanyt RF-menetelmaa tutkimuksessa. Téstd huoli-
matta hin onnistui saamaan erittdin hyvid ennustarkkuuksia. Parhaiten pudotuspeleihin paa-

syé ennusti logistinen regressio noin 92 % ennustetarkkuudella.
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3 Aineiston kuvaus seka tutkimusmenetelmat

3.1 Tutkimusaineisto

Kuten monissa aikaisemmissa tutkimuksissa, tutkimusaineisto kerittiin Basketball-Refe-
rence-sivustolta (2024a) (Han, Shi, Hu & Tao 2022; Wang & Fan 2021). Sivusto on avoin
tietokanta siséltden nykyistd sekd historiallista tietoa joukkueiden ja pelaajien suoriutumi-
sista. Tutkimusaineisto kerédttiin viimeisen kuuden NBA-kauden ajalta 2017/2018—
2022/2023. Tutkimusaineisto valittiin ottaen huomioon ajanjakson luontainen jérjestys seka
vertailukelpoisuus ja se koostuu yhteensd 180 havainnosta, koska NBA-kausia on kuusi ja
joukkueita on 30. Tietokannasta jokaisen kauden kohdalla tuotiin omat CSV-tiedostot, jotka
liséttiin omiksi taulukoiksi Excel-ohjelmistoon. Taulukot my6hemmin yhdistettiin, jotta jo-
kainen kausi on yhdelld Excel-taulukolla. Kyseinen menettely helpottaa tutkimusaineiston

kasittelyd koneoppimismallin rakennusvaiheessa (Ma 2021).

3.1.1 Tutkimusaineiston esikésittely

Tutkimusaineisto on harvoin saatavilla muodossa, joka sellaisenaan soveltuu tutkimusme-
netelmien kayttoon. Perustuen Subasi (2020, 9—11) huomautukseen tutkimusaineiston esi-
kasittelyn tiarkeydestd, useita ominaisuuksia pudotettiin valituista ominaisuuksista. Tutki-
kuten joukkueen keski-ikd seki kotiareena ja keskiméddrdiset kannattajien maaré jatettiin tut-
kimusaineiston ulkopuolelle. Lisdksi joukkueiden voitot, hdvidt sekd Pythagoraan voitot ja
Pythagoraan hiviot* jitettiin tutkimuksen ulkopuolelle. Kyseiset muuttujat vaikuttavat erit-
téin positiivisesti joukkueen padsyyn pudotuspeleihin, joka johtaisi sithen, ettd malli e1 hyo-
dynnd muita ominaisuuksia ennustamiseen. Pohjautuen Wang ja Fan (2021) tekemiin ha-
vaintoihin, tutkimusaineistoon siséllytettiin puolustuksen kannalta oleellisia ominaisuuksia.
Myds Migliorati (2020) on todennut, ettd joillain NBA-joukkueilla puolustus on ollut méa-

rittelevd tekijd kauden menestykselle. Vastustajan korintekotehokkuus, pallonmenetys %,

4 Pythagoraan voitot ja hidviét laskevat odotetut voitot ja hiviot tehtyjen ja pédstettyjen korien perusteella.
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puolustuslevypallo % ja vapaaheitto/korintekoyritys -suhdeluku olivat siis myds osa tutki-

musaineistoa.

Osa tutkimusaineiston esikisittelyd oli bindériluokan luominen osaksi aineistoa. Téssa tut-
kimuksessa tavoitemuuttuja oli binddrimuuttuja sen saadessa vain kahta eri arvoa, koska
NBA joukkue joko pddsee pudotuspeleihin tai ei pddse. Jokaisen joukkueen kohdalle oltiin
tavoite sarakkeen kohdalle lisdtty joko arvo ”0”, joka indikoi, ettd joukkue ei edennyt kysei-
selld kaudella pudotuspeleihin. Vastaavasti samalle sarakkeelle oli lisétty arvo 17, mikéli
joukkue eteni pudotuspeleihin kyseiselld kaudella. Basketball-Reference (2024c) on luoki-
tellut myos kaudella 2022/2023 Play-in turnaus-joukkueet pudotuspelijoukkueiksi. Tutki-
musaineistoon oli kuitenkin otettu huomioon varsinaiset pudotuspelijoukkueet, jotka var-
mistettiin virallisilta NBA-sivuilta (National Basketball Association 2024b). Aineiston esi-
kisittely vaiheessa oli myds kunkin joukkueen kohdalle lisdtty perdidn kausi, jotta tulosten
tutkiminen olisi mielekkddmpdd. Tutkimusaineistoon jéi esikisittelyn jdlkeen 27 ominai-

suutta, joiden selitteet on kuvattu taulukossa 4.



19

Taulukko 4. Tutkimusaineiston ominaisuudet seké selitteet
Ominaisuus Selite
Ortg Hyokkéyksen arvo
DRtg Puolustuksen arvo
FG% Sisddnheittoprosentti
FGA Sisdénheitto yritykset
eFG% Tehokas sisddnheittoprosentti
Pace Joukkueen nopeus
DRB Puolustus levypallot
2P% Kahden pisteen sisdénheittoprosentti
TRB Kokonaislevypallot
STL Pallon rydstot
ORB Hyokkéys levypallot
FT Vapaaheitot
3P Kolmen pisteen heitot
FTA Vapaaheitto yritykset
2P Kahden pisteen heitot
AST Koriin johtaneet syotot
3P% Kolmen pisteen sisddnheittoprosentti
FT% Vapaaheitto sisddnheittoprosentti
2PA Kahden pisteen sisddnheitto yritykset
3PA Kolmen pisteen sisdénheitto yritykset
TOV Pallon menetykset
PF Henkilokohtaiset virheet
BLK Korin estot
V_DRB% Puolustus levypallo %
V_eFG% Vastustajan tehokas sisddnheittoprosentti
V_FT/FGA Vastustajan vapaaheitot per vapaaheittoyritykset
V. _TOV% Vastustajan pallonmenetykset

Aikaisempiin tutkimuksien mukaisesti Excel-tiedosto muutettiin CSV-tiedostoksi (Ma

2021). Koneoppimismalli toimii nopeammin, koska CSV-tiedosto mahdollistaa tehokkaam-

man péadsyn tietoihin Excel-tiedoston sijaan.

3.1.2 Tutkimusmenetelmait ja mallien luominen

Tutkimus toteutettiin hyddyntdmélld Visual Studio Code-tekstieditori (jatkossa VSC)

1.87.2. versiota. VSC-tekstieditorissa ohjelmointikieleksi valittiin Python, jota on myos kéy-

tetty aikaisemmissa vastaavissa tutkimuksissa (Ma 2021; Yaseen et al. 2022). Python-
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ohjelmointikieli ei kuitenkaan sisdlld itsessdén kaikkia tarvittavia ominaisuuksia, joita kone-
oppimismallin luomiseen tarvitaan. Yhtend hyotynd Python-ohjelmointikielessd Awan
(2022) mukaan onkin se, ettd sithen on helposti ladattavissa kirjastoja, jotka mahdollistavat

monipuolisemman kéyton.

Kirjastojen lataaminen onnistuu helposti hyodyntamailld VSC-tekstieditori terminaalin pip
install -komentoa (Oswald 2022, 1). Hyodyntden edelld mainittua komentoa seuraavat kir-
jastot ladattiin: Pandas, matplotlib, NumPy, scikit-learn, graphviz, spicy.stats ja IPyt-
hon.display. Pandas, matplotlib ja NumPy ladattiin datan muokkaamista ja kuvantamista
varten. Pandas -kirjasto mahdollistaa muun muassa CSV-tiedostojen lukemisen (Ma 2021).
Scikit-learnia hyddynnettiin puolestaann koneoppimismallien rakentamiseen ja sen avulla
tuotiin  muun muassa toiminnot AdaBoostClassifier sekd RandomForestClassifier.
Graphviz, spicy.stats ja [Python.display -kirjastoja hyodynettiin myds datan késittelyyn seka
kuvantamiseen. Tutkimus sisélsi yhteensa neljd eri koneoppimismallia, joista kaksi toteutet-
tiin hyddyntdmalld RandomForestClassifier -toimintoa ja toiset kaksi hyddyntden Ada-

BoostClassifier -toimintoa.

Tutkimuksen ensimmaiset kaksi koneoppimismallia keskittyivit sithen, kuinka hyvin malli
ennusti koko tutkimusaineiston pudotuspelijoukkueita. Perustuen aikaisempaan tutkimuk-
seen, tutkimusaineisto jaettiin satunnaisesti 70/30-jaolla opetus- seka testausdataan (Soliman
et al. 2017; Wang & Fan 2021). Tutkimusaineiston jaon jédlkeen toteutettiin itse koneoppi-
mismallin luominen. Samassa vaiheessa midritettiin koneoppimismallille tavoitemuuttuja,
joka tdssd tutkimuksessa toimi farget-nimisend sarakkeena tutkimusaineistossa. Kun kone-

oppimismalli oli opetettu, voitiin mallin toimivuutta testata.

Koneoppimismalli luotiin tulostamaan sekoitusmatriisin, tarkkuuden seké jokaisen testatun
havainnon todennékdisyyden, jolla kyseinen joukkue valikoitui pudotuspelijoukkueeksi.
Edelld mainittujen tulosten lisdksi RF-menetelméssd oli mahdollista tulostaa niin kutsuttu
ominaisuuksien tirkeys. Tdméd mahdollistaa syvemmaén analyysin koneoppimismallin en-
nustetuloksista (Giovanni 2023, 225). NBA-seuran kannalta on mielenkiintoista tietda, pi-
detddnko esimerkiksi hyokkéystd vai puolustusta tdrkedmpénd tekijand pudotuspeleihin paa-
syn kannalta. Liséksi ominaisuuksien valitseminen mahdollistaa Wangin ja Fanin (2021) to-
distaman paremman ennustetarkkuuden. Vahemmén tirkeiden ominaisuuksien karsiminen
voi parantaa ennustetarkkuutta mallissa, kun malli voi priorisoida tirkedmpié ominaisuuksia

enemmdn. Ominaisuuksien térkeys on esitetty kuvassa 6. RF-menetelmd luotiin
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jarjestimiin ominausuudet tirkeyden mukaan siten, etti tirkeimméat ominaisuudet olivat

ne, jotka parhaiten kykenivét erottelemaan tavoitemuuttujan luokkia.

Ominaisuuksien tirkeys
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Kuva 6. Ominaisuuksien tirkeys RF-menetelméan perusteella

Kuvasta 6. huomataan, miten ominaisuuksien tirkeydet ovat jakautuneet ennusteessa. Tér-
keimméksi ominaisuudeksi muodostui hydkkadyksen arvo, mutta puolustukseen liittyvit te-
kijat, kuten vastustajan tehokas sisdénheittoprosentti, ovat myds térkedssd roolissa ennus-
teessa. Ei-tdrkeisiin ominaisuuksiin lukeutuu muun muassa syotot sekd kahden ja kolmen
pisteen korintekoyritykset. Oletettavaa onkin, ettd korintekoyritykset eivét korreloi pudotus-

peleihin pdédsyn kanssa kovin positiivisesti.

AdaBoost sekd RF-menetelméssé oli heikkojen oppijoiden médrdksi valittu 50. Tdma tar-
koitti sitd, ettd ensimmadiselld ennustekierroksella molemmat menetelmit tekivit ennusteen
50 heikon oppijan avulla. RF-menetelméé alustettiin myds parametrit random_state seké
max_depth. Parametri random_state varmistaa mallien satunnaisuuden hallinnan, jotta sa-
mat tulokset saadaan eri suorituskerroilla, kunhan arvo pidetdédn muuttumattomana (Rahman

et al. 2023). Parametri max_depth mairittda padtdspuiden maksimisyvyyden, jonka avulla
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pyritddn vélttdmddn mallin ylisovittaminen. Puolestaan AdaBoost-menetelmédn kuuluva
learning rate-parametri alustettiin vélille 0.0—1.0, jonka tehtdvéna oli maarita painokertoi-
mien suuruus heikoille oppijoille. RF-mallissa max_depth-parametri asetettiin tasolle 5 sekd
random_state-parametri tasolle 42 ja AdaBoost-menetelméssé learning rate-parametri ta-
solle 1. Ensimméisen kierroksen ennustetarkkuus RF-menetelmilld oli reilu 79 % ja Ada-

Boost-menetelmalld noin 76 %.

Mallin yleistettdvyyden kannalta oli kuitenkin hankala tietdd, kuinka luotettava tulos on yh-
den ennustekierroksen jalkeen. Lisdksi ei voitu varmaksi todeta, etti asetetut hyperparamet-
rit learning rate ja max_depth seké heikkojen oppijoiden miird ovat asetettu oikein. Jotta
tuloksista voitiin saada mahdollisimman todenmukaiset ja luotettavat, kiytettiin hyperpara-
metrien optimointiin komentoa RandomizedSearchCV. Gharaibeh et al. (2024) mukaan hy-
perparametrien optimointi auttaa valitsemaan sopivia konfiguraatioita, parantamaan mallin
tarkkuutta ja vdhentdmaiin ylisovitusta. Kyselle komennolle sydtettiin tietty hyperparamet-
rien vaihteluvili sekd lukumaard, kuinka monta kertaa malli iteroi ja kokeili valitulla vaih-
teluvililli parametreja. Tdmén jédlkeen optimaaliset hyperparametrit tulostettiin, joiden
avulla voitiin pyrkid parantamaan koneoppimismallia sekd sen ennustetarkkuutta. Paramet-

rien optimoinnin myo6td saadut uudet hyperparametrit on esitetty taulukossa 5.

Taulukko 5. Optimoidut hyperparametrit

Muuttuja / Malli RF-menetelma AdaBoost-menetelma
Heikot oppijat 217 398

Max Depth 14 -

Learning rate - 0.5

Hyperparametrien optimoinnin liséksi on otettava huomioon, miten hyvin malli on yleistet-
tavissd. On mielekédstd mallin toimivuuden kannalta tietdd, oliko kyseessd pelkka tuuri en-
nustettavuuden kannalta, vai onko se helposti toistettavissa. Yleistettdvyys varmistettiin
Zhoun (2021, 29) sekéd Giovannin (2023, 42-45) esille nostaman k-kertaisen ristiinvalidoin-
nin avulla. Téssd tutkimuksessa ristiinvalidointi tapahtui 10-kertaisella ristiinvalidoinnilla,

jonka avulla saatiin kymmenen mallin ennustetarkkuuden keskiarvo seka keskihajonta titen
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antaen todenmukaisemman kuvan ennustetarkkuudesta. Ristiinvalidointi toteutettiin hyper-

parametrien optimoinnin jilkeen.

Edelld mainittujen tekijoiden liséksi mallin ennustetarkkuutta pyrittiin parantamaan karsi-
malla seitsemin heikointa (ks. kuva 2) ominaisuutta mallista. Muutosten jdlkeen molemmat
sekd RF-menetelma ettd AdaBoost koneoppimismallit suoritettiin uudestaan. Tulokset on

taulukoitu taulukkoon 6.

Taulukko 6. Muutosten jilkeiset tulokset

Muuttuja / Malli RF-menetelma AdaBoost-menetelma
Ennustetarkkuuden keskiarvo (%) 83 % 82 %
Ennustetarkkuuden keskihajonta 4.3 %-yks 5.58 %-yks

Taulukosta 6. huomataan, kuinka ennustetarkkuus parantui molemmilla malleilla. Ennuste-
tarkkuuden keskiarvon liséksi taulukkoon listattiin 10-kertaisen ristiinvalidoinnin ennuste-
tarkkuuden keskihajonta, jonka avulla voidaan paitelld, kuinka paljon todennékoisyys vaih-
telee eri kierroksilla. Tulosten luotettavuuden kannalta keskihajonnan tulisi olla mahdolli-

simman lahelld nollaa.

Tutkimuksen seuraavat kaksi koneoppimismallia koskettivat yksittdisen NBA-kauden
2022/2023 pudotuspelijoukkue-ennustetta. Sekd RF-menetelma ettd AdaBoost mallit pyrit-
tiin optimoimaan edellisessé osiossa kuvattujen menetelmien avulla. Poikkeuksena menetel-
miin oli kuitenkin se, etté testidataa ei voitu valita satunnaisesti 70/30-jaolla. VSC-tekstiedi-
torissa manuaalisesti valittiin tutkimusaineiston viimeisimmait 30 havaintoa testidataksi.
Tadmad mahdollisti sen, etti NBA-kaudet 2017/2018-2021/2022 toimivat mallin opettamisda-
tana ja kausi 2022/2023 testidatana. Ensimmadisen kierroksen ennustetarkkuus RF-menetel-
missé oli 70 % ja AdaBoost-menetelméssd 67 %. Todenmukaisempien ennustetarkkuuksien
saamiseksi hyperparametrit optimoitiin, suoritettiin 10-kertainen ristiinvalidointi ja karsittiin

ei-tarkedt-ominaisuudet. Taulukkoon 7. on listattu tulokset.
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Taulukko 7. NBA-kauden 2022/2023 ennustemallin tulokset

Muuttuja / Malli RF-menetelma AdaBoost-menetelma
Ennustetarkkuuden keskiarvo (%) 85 % 83 %
Ennustetarkkuuden keskihajonta 4,34 %-yks 6,78 %-yks

Taulukosta 7. voidaan huomata, etti ennustetarkkuus nousi molemmilla malleilla huomatta-
vasti. Ennustetarkkuuden keskihajonnasta voidaan paitelld, ettd RF-menetelmédn ennuste-
tarkkuus on luotettavampi, koska luvut eivét ole yhti laajasti hajaantuneita kuin AdaBoost-

menetelmassa.



25

4  Tutkimustulokset

Tassd osiossa kisitellddn tarkemmin edellisessd osiossa kuvattujen neljan koneoppimismal-
lin tuloksia. Kédydéén l&pi kahden ensimmadisen mallin sekoitusmatriisi sekd sen avulla las-
kettavat muuttujat. Liséksi kdsitellddn vuoden 2022/2023 NBA-kauden pudotuspelijoukkue-

ennuste ja verrataan sitd toteutuneisiin tuloksiin.

4.1 Ennustemallien sekoitusmatriisit

Kun koneoppimismallit on tehty ja ennusteet suoritettu, voidaan tuloksia arvioida muun mu-
assa sekoitusmatriisien avulla (Chin et al. 2023). Sekoitusmatriisit ovat osa scikit-learn kir-
jastoa ja ne suoritetaan kayttimalld confusion matrix- sekd ConfusionMatrixDisplay-ko-
mentoja. Kuvassa 7. on esitetty mallikohtaiset sekoitusmatriisit. Matriisien vasemmassa yla-
kulmassa on todelliset negatiiviset (7N) ja oikeassa alakulmassa on todelliset positiiviset
(TP). Vasemmasta alakulmasta puolestaan 10ytyy vaarit negatiiviset (FN) ja oikeassa yl4-
kulmassa vadrit positiiviset (FP). Tavoitteena sekoitusmatriiseissa on, ettd vairit positiivi-

set ja vddrit negatiiviset jdisivdt mahdollisimman pieniksi.

RF-malli AdaBoost-malli

True label
True label

Predicted label Predicted label

Kuva 7. Sekoitusmatriisit RF- sekd AdaBoost-malleista
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Kuvasta 7. voidaan huomata, kuinka hyvin mallit onnistuivat ennustamaan satunnaisesti
koko tutkimusainestoa. RF-malli luokitteli vdarin 10-havaintoa, kun taas AdaBoost-malli
luokitteli véaérin 13-havaintoa. Havaintoja testattiin yhteensd 54. RF-malli nadyttaytyy sekoi-
tusmatriisien perusteella kriittisemmaltd koneoppimismenetelméltd kuin AdaBoost, joka
ndyttdd luokittelevan havaintoja 10yhemmin. Tdma nikyi erityisesti siind, miten RF-malli
ennusti vdhemmaén véérin positiivisia luokkia, miké viittaa siihen, ettd se on kriittisempi en-
nustamaan pudotuspelijoukkueita. AdaBoost-malli puolestaan luokitteli luokkia l6yhem-
min, mik4 johti sithen, ettd se kykeni ennustamaan absoluuttisesti enemméan pudotuspeli-
joukkueita. Sekoitusmatriisien perusteella lasketut tuloksien arviointimittarit ovat esitetty

taulukossa 8.

Taulukko 8. Sekoitusmatriisien mittarit

Malli/Muuttuja Tésmallisyys Herkkyys Fl-pisteet
RF-malli 0.93 0.76 0.84
AdaBoost-malli 0.79 0.82 0.81

Kun tarkastellaan mallien saamia tuloksia taulukosta 8. voidaan huomata, miten mallit suo-
riutuivat eri mittareilla. Tdsmallisyyden puolesta RF-malli ylitti selvdsti AdaBoost-mallin.
Tama tarkoittaa sitd, ettd kun malli ennustaa joukkueen pédédsevan pudotuspeleihin on se RF-
mallissa oikeassa 93 % ajasta. Toisaalta AdaBoost-malli oli herkkyyden puolesta parempi
kuin RF-malli. Herkkyydell4 tdssd tutkimuksessa viitataan siihen, ettdi AdaBoost-malli on
parempi tunnistamaan todelliset pudotuspelijoukkueet kuin RF-malli. F1-pisteiden avulla
voidaan tarkastella tdsmaillisyyden ja herkkyyden suhdetta. Vaikka AdaBoost-malli oli en-
nusteissaan herkempi, RF-malli korvasi herkkyyttéd tisméllisyydelld titen saavuttaen parem-

man tasapainon mittareiden valilla.

4.2 NBA-kauden 2022/2023 pudotuspeliennuste

Koulutettujen mallien avulla voidaan tarkastella sekoitusmatriisien sijaan joukkuetasolla,
mitkd joukkueet valikoituvat NBA-kauden 2022/2023 pudotuspeleihin NBA-kausien
2017/2018-2021/2022  perusteella.  Lisdksi voidaan mallin avulla tarkastella
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todennékoisyyttd, jolla kyseinen joukkue tulisi valikoitua pudotuspelijoukkueeksi. RF-me-
netelmén ja AdaBoost-menetelmén ennusteet sekéd toteutuneet pudotuspelijoukkueet on esi-

tetty kuvissa 8. ja 9.

08

5 0s
&
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02

0

NBA kauden 2022/2023 pudotuspeliennuste RF-menetelmi

- - - Pudotuspelisjako
I Todelliset pudotuspelijoukkueet

Kuva 8. RF-menetelmén mukaiset pudotuspeliennusteet
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Kuva 9. AdaBoost-menetelmidn mukaiset pudotuspeliennusteet

Kuvista 8. ja 9. voidaan huomata, kuinka hyvin mallit onnistuivat pudotuspelijoukkueiden
ennustamisessa. RF-menetelméssa todennédkoisyydet jakautuivat laajemmin kuin AdaBoost-
menetelmdssd. Tdmid antaa ymmértdd, ettd AdaBoost-menetelmé koki enemmén haastetta
kategorisoida pudotuspelijoukkueita kuin RF-menetelmi, joka on linjassa kuvan 7. sekoi-
tusmatriisiin analyysin kanssa. Molemmat mallit onnistuivat kuitenkin ennustamaan 12 pu-
dotuspelijoukkuetta oikein. Mielenkiintoista tuloksista on huomata se, ettd molemmat mallit
ennustivat neljd samaa joukkuetta pddsevdn pudotuspeleihin kyseisend vuonna, vaikka to-
dellisuudessa ne eivit paédsseet. Kyseiset joukkueet olivat Chicago Bulls, New Orleans Pel-
icans, Washington Wizards sekd Utah Jazz. Osittain Bullsin ja Pelicansin virheellinen en-
nuste voi johtua siité, ettd kyseiset joukkueet olivat mukana kauden Play-in turnauksessa,
joten suoriutuminen kaudella on ollut kohtalaisen hyvd (National Basketball Association

2024c).

Kuvassa 10. on esitetty ominaisuudet seké niiden tirkeys ennusteelle. Tarkeimmaiksi omi-

naisuudeksi nousi hydkkdyksen arvo, mutta my0s vastustajan joukkueen tehokas
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sisddnheittoprosentti ja puolustuksen arvo olivat tiarkeitd ominaisuuksia ennusteessa. Tulok-
set ovat linjassa aikaisemman tutkimuksen kanssa, jossa puolustuksen arvo sekd hyokkayk-
sen sisdénheittoprosentti olivat tirkeitd ominaisuuksia (Wang & Fan 2021; Geng & Hu
2020). Henkilokohtaisilla virheilld (PF) sekd korinestoilla ei puolestaan ollut kovin suurta
merkitystd joukkueen menestyksen kannalta. Vaikka yksittdiset pelitilanteet, kuten téhtipe-
laajien henkil6kohtaiset virheet tai viimeisten peliminuuttien korinestot voivat vaikuttaa pe-

lin lopputulokseen, kyseiset tapahtumat eivét tuota laajempaa arvoa pudotuspeliennusteelle.

Ominaisuuksien tarkeys NBA-kausi 2022/2023
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Kuva 10. Ominaisuuksien tirkeys NBA-kauden 2022/2023 pudotuspeliennusteessa
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5 Johtopaatokset

Tamain tutkimuksen tavoitteena oli selvittdd, minkélaisia koneoppimismallit ovat ennusta-
mistydkaluna sekéd, miten ne soveltuvat NBA-datan ennustamiseen. Tutkimus toteutettiin
hyoddyntiden Random Forest -sekid AdaBoost -koneoppisimenetelmii, joiden avulla muodos-
tettiin nelja koneoppimismallia, mukaan lukien ennuste NBA-kauden 2022/2023 pudotus-
pelijjoukkueista. Tutkimusaineistona toimi NBA-kaudet 2017/2018-2022/2023, joiden pe-

rusteella koneoppimismallit koulutettiin ja testattiin.
Tutkimuksen tavoitteena oli 10ytdd vastaukset alla oleviin tutkimuskysymyksiin.
1. Minkdlaisia koneoppimismallit ovat ennustamistyékaluna?

2. Miten valitut koneoppimismallit soveltuvat NBA pudotuspelijoukkueiden ennustami-

seen?

Tutkimuksen ensimmadisen tutkimuskysymyksen tavoitteena oli selvittdd minkélaisia kone-
oppimismallit ovat ennustamistydkaluna. Aikaisemman tutkimuksen perusteella voidaan to-
deta, ettd koneoppimismallit tarjoavat laajan valikoiman erilaisia ennustamismalleja, jotka
kykenevit hyvin soveltumaan erilaisiin tilanteisiin sekd tutkimusaineistoihin. RF-menetel-
milld on muodostettu hyvinkin erilaisia ennusteita pudotuspelijoukkueiden liséksi, kuten
pelaajien palkkoja sekd NBA-kauden tdhtipelaajia. (Soliman et al. 2017; Jen et al. 2022)
Koneoppimismallit voidaan jakaa ohjattuun sekd ohjaamattomaan oppimiseen. Ohjatusta
oppimisesta voidaan jakaa erikseen vield regressiomallit sekd luokittelumallit, joihin tdméan
tutkielman ennustemallit kuuluvat. Puupohjaiset ensemble -luokittelumallit, joita tyOssa
kiytettiin, olivat RF-menetelma (Random Forest) sekd AdaBoost-menetelmi. Kyseiset me-
netelmit valittiin aikaisempien tutkimuksien pohjalta sekd menetelmien keskeisten eroavai-

suuksien vuoksi.

Sen minkd koneoppimismallit menettévit algoritmien monimutkaisuudellaan, korvaavat ne
tehokkuudellaan sekd sopeutumiskyvyllddn. Kyriakides ja Margaritis (2019, 95) nostivat
esiin RF-malleissa juuri sen huonon puolen, etté itse mallia on hyvin hankala tulkita, minka
takia sen toimivuuteen tdytyy vain luottaa. Tdmén tutkimuksen perusteella voidaan todeta,
ettd koneoppimismallit vaativat ndkemisen vaivaa itse algoritmien ymmartdmiseen seka luo-

miseen, mutta lopulta kyseessé on hyvin helposti hyodynnettdvissd oleva tutkimusmentelma.
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Kun koneoppimismallien perusidean ymmaértdi, on niitd helppo soveltaa muihin tutkimus-

asetelmiin.

Tutkimuksen toisena tavoitteena oli selvittdd, miten edelld mainitut koneoppimismallit so-
veltuvat NBA-pudotuspelijoukkueiden ennustamiseen. Tutkimuksen tuloksien perusteella
voidaan todeta, ettd valitut mallit toimivat sellaisenaan melko hyvin pudotuspelien ennusta-
miseen. Tutkimusaineiston siivoaminen ja suodattaminen ei niin tarkeistd ominaisuuksista
sekd menetelmien parametrien optimointi mahdollisti kuitenkin ennustetarkkuuden parantu-
misen, joka on toteutunut myos Wangin ja Fanin (2021) suorittamassa pudotuspeliennus-
teessa. Kun ennustettiin satunnaisesti koko tutkimusaineistoa RF-mentelmén avulla saatiin

noin 83 % ennustetarkkuus ja AdaBoost-menetelmélld noin 82 % ennustetarkkuus.

Optimoiduilla koneoppimismalleilla pyrittiin luomaan luotettava ennuste NBA-kauden
2022/2023 pudotuspelijoukkueista. Molemmat menetelmit onnistuivat ennustamaan oikein
12/16 pudotuspelijoukkuetta eli 75 %, ja tulosta voidaan pitéé kohtalaisen hyvéni. Kun vas-
taavilla menetelmilld pyrittiin ennustamaan amerikkalaisen pesédpallosarjan pudotuspeli-
joukkueita, onnistuttiin ennustamaan oikein vain 60 % (Yaseen et al. 2022). Tulokset osoit-
tavat sen, ettd valitut koneoppimismallit kykenivit tunnistamaan kuvioita tutkimusaineis-
tosta, jotka korreloivat merkittdvésti joukkueen menetyksen kanssa pudotuspeleihin piddsyn

kannalta.

Koko organisaation ndkdkulmasta on pudotuspeleihin piésy ensisijaisen tirkedd kauden ta-
voitteiden, joukkueen arvostuksen seki taloudellisen tilanteen vuoksi (Chen & Liao 2021).
Pudotuspeleihin pédsy kasvattaa katsojalukuja, joka puolestaan herittdd sponsorien kiinnos-
tusta seuraa kohtaan. Tutkimuksen merkittivin tieteellinen arvo onkin koneoppimismallien
soveltuvuuden ymmaértdminen urheiludatassa. Hyvét ennustetarkkuudet haastavat perinteis-
ten tilastollisten menetelmien hyddyntdmisen ennustamisessa, tarjoamalle uuden vaihtoeh-
don NBA-analytiikan analysoimiseen. Tutkimuksen tulokset tarjoavat titen arvokkaita tyo-
kaluja, joiden avulla NBA-joukkueet voivat kehittda strategiaansa pidemmélle, mik4 voi aut-

taa heitd ylisuoriutumaan kaudella.

Vaikka tutkimuksen tavoitteena oli tutkia, miten hyvin pudotuspelijoukkueita voidaan en-
nustaa viimeisimpien kausien perusteella, vaikuttaa se tutkimuksen tuloksien luotettavuu-
teen, koska tutkimusaineisto jad hieman pieneksi. Lisdksi tutkimusmenetelmilld on tehty

varsinainen NBA-kauden pudotuspelijoukkue-ennuste vain yhdestd kaudesta. Tulokset
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voitaisiin todeta luotettavimmiksi, mikali vastaavia tuloksia saataisiin muilta NBA-kausilta.
Todettakoon my®ds se, ettd kyseisen tutkielman tulokset ovat vertailukelpoisia vain NBA-

koripallosarjaan koripallosarjojen keskeisten eroavaisuuksien takia.

Jatkotutkimuksena olisi mielekéstd tutkia muun muassa pelikohtaista tilastoa, jonka avulla
voitaisiin madrittdd kullekin joukkueelle ennuste, miten he parjaavat juuri tietyssd pelissa.
Samalla olisi mahdollista nostaa esiin tdrkeimmait ottelut joukkueelle, joihin tulisi kiinnittda
eniten huomiota. Edelld mainitun liséksi tutkimusta voitaisiin laajentaa méérittelemalla
joukkuekohtaisesti tdrkeimméit ominaisuudet, jolla kyseinen joukkue valikoituisi pudotus-

peleihin.
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