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1  Johdanto 

Nykyajan teollisessa toiminnassa kunnossapito on keskeinen osa-alue, joka ylläpitää moni-

mutkaisten järjestelmien tehokkuutta, luotettavuutta ja käytettävyyttä. Kun teollisuus jatkaa 

kehittymistään ja integroi edistyneitä teknologioita, tekoälyn potentiaali kehittää kunnossa-

pitokäytäntöjä käy yhä ilmeisemmäksi. Tekoälyn integrointi voi muuttaa perinteisiä kunnos-

sapitomalleja tarjoamalla ennakoivia näkemyksiä, optimoituja päätöksentekoprosesseja ja 

proaktiivista ongelmanratkaisua. Tämä diplomityö syventyy tekoälyn ja kunnossapitostrate-

gioiden rajapintoihin ja tutkii, miten tekoälypohjaiset lähestymistavat voivat mahdollistaa 

tehokkaampia ja kestävämpiä kunnossapitokäytäntöjä.  

Teknologisten edistysaskelten kiihtyvä tahti on johtanut valtavaan tietomäärään teollisissa 

ympäristöissä. Tämä data tarjoaa suuren potentiaalin malleja, poikkeamia ja trendejä, jotka 

voivat vaikuttaa merkittävästi kunnossapitoprosesseihin. Hyödyntämällä tekoälytekniikoita, 

kuten koneoppimista, syväoppimista ja data-analytiikkaa, organisaatiot voivat saada toimin-

takelpoisia näkemyksiä ja oppia hyödyntämään tätä suuren datamäärän tuomaa mahdolli-

suutta. Se mahdollistaa myös ennusteiden tekemisen laitevioista, ennaltaehkäisevien toimen-

piteiden suorittamisen ja resurssien tehokkaamman allokaation. 

Kuvassa 1 on pyritty yksinkertaistamaan ennakoivan kunnossapidon rikastaminen tekoälyn 

avulla. Kuvassa on esitetty datan kulkua tuotantolinjalta data varastoon ja sitä kuinka data-

varastoa rikastetaan eri tuotannonohjaus- ja seurantajärjestelmien tuottamalla datalla. Mey-

erin tapauksessa tämä on toteutettu niin sanotulla data lake mallilla. Rikastettua dataa ana-

lysoidaan tämän jälkeen tekoälymallin avulla ja sillä pystytään tuottamaan eri seurantamal-

leja sekä tarvittaessa luomaan itseoppivia ja mukautuvia hälytyksiä poikkeavista arvoista.  
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Kuva 1. Ennakoiva kunnossapitomalli rikastettuna tekoälyllä (Aegasislabs, 2024). 

 

Lee, Kao ja Yang (2014, 3–4) käsittelevät Industry 4.0 yhteydessä tapahtuvan tekoälyanaly-

tiikan kehittymistä ja palveluinnovaatioiden laajentumista, joka perustuu big datan ja teko-

älyn hyödyntämiseen. Artikkelin mukaan kasvava teollisuuden digitalisaatio luo yrityksille 

mahdollisuuden uudenlaisen ennakoivaan kunnossapitoon, jossa IoT-sensoreiden avulla ke-

rättävää reaaliaikaista dataa analysoidaan ja rikastetaan tekoälyn avulla. Tämä johtaa paran-

tuneeseen laitteiden käyttöikään, resurssitehokkuuden paranemiseen ja vähentyneisiin sei-

sokkiaikoihin. Tutkijoiden mukaan tekoälyllä analysoitava big data luo yrityksille mahdol-

lisuuden nähdä tuotanto-omaisuuden kokonaiskuva ja optimoida ennakoivalla tavalla tuo-

tantoprosesseja, mikä on merkittävä etu verrattuna perinteiseen reaktiiviseen kunnossapi-

toon.  

Työn alkuosassa luodaan katsaus tekoälyn eri kategorioihin ja käsitellään tekoälyä ja sen 

kehitystä teollisuuden näkökulmasta. Työssä tarkastellaan erityisesti konenäön, koneoppi-

misen ja yleisen tekoälyn hyödyntämistä teollisuusyrityksen kunnossapidon arkipäiväisessä 

käytössä. Työssä tarkastellaan myös vaihtoehtoisia tapoja kuten syväoppimisen, vahvistus-

oppimisen ja kielenkäsittelyn mahdollista hyödyntämistä arkikäytössä, sekä niiden tuomia 

mahdollisuuksia kehittää liiketoimintaa. Työssä tehdään tiivis katsaus suuriin kielimalleihin 

ja K-NN menetelmään. Työssä tarkastellaan lisäksi neuroverkkoja, vahvistusoppimisen ja 

tekoälyn perustoimintaperiaatteita. Samalla tarkastellaan käytettävää dataa ja sen laatua sekä 
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tekoälyn päätöksentekomalleja ja adaptiivisuutta. Lisäksi tutkitaan, mitä mahdollisuuksia te-

koäly voi luoda kunnossapidon automatisoinnille. Työssä tarkastellaan myös ennakoivan 

kunnossapidon kehittämistä esimerkiksi hyödyntäen IoT-antureita. Siinä selvitetään erilaisia 

malleja, joilla huoltoja voidaan optimoida analysoimalla jo olemassa olevaa kunnossapito-

dataa tekoälyn avulla. Koneoppimismallien avulla tutkitaan myös häiriöiden diagnosointia 

ja tekoälyn hyödyntämistä.  

Työn jälkimmäisellä puoliskolla tutkitaan tekoälyn hyödyntämistä teollisuusyrityksen kun-

nossapidossa käytännössä. Yhtenä isosti vaikuttavana tekijänä on olemassa oleva, nykyisin 

kerättävä- ja tarvittava data, datan laatu ja sen määrä. Tarve oli selvittää tarvittavia datamää-

riä ja vertailla niitä yrityksen olemassa olevaan dataan. Tämän pohjalta käsitellään myös 

muutoksia datan keräämiseen tulevaisuutta ajatellen. Lähtöhypoteesina on, että nykyinen 

data yrityksessä on huonoa ja sitä on liian vähän, jotta siltä pohjalta pystyttäisiin luomaan 

tekoälyyn/esineiden internetiin pohjautuvaa luotettavaa päätöksentekoa.  

Tutkimalla todellisia kunnossapitoskenaarioita tämä diplomityö pyrkii löytämään kustan-

nustehokkaita tekoälyratkaisuja teollisuuden kunnossapidon nykyhaasteisiin. Tämän diplo-

mityön tuloksista saatavilla näkemyksillä pyritään löytämään optimaalisin tapa valjastaa te-

koäly tuottamaan lisäarvoa teollisuudelle siirtymällä reaktiivisesta kunnossapitomallista 

proaktiiviseen lähestymistapaan, joka on dataohjattua. Organisaatioiden etsiessä innovatii-

visia ratkaisuja toiminnan tehostamiseksi, tämän diplomityön tulokset pyrkivät tarjoamaan 

kattavan oppaan tekoälyn hyödyntämiseksi kunnossapidon alalla. 

1.1  Työn asetelma, tavoitteet ja menetelmät 

Tässä diplomityössä tutkitaan tekoälyn hyödyntämistä teollisuusyrityksen kunnossapidossa. 

Diplomityön toimeksiantajana toimii Meyer Turku Oy. Työ toteutettiin osana uuden kun-

nossapitostrategian implementointia. Diplomityön päätavoitteena on arvioida tekoälypoh-

jaisten järjestelmien, kuten AWS Monitronin, ATEAn kunnonvalvontajärjestelmän ja doku-

mentinhallinnan apuvälineiden, soveltuvuutta Meyer Turun kunnossapidolle. Tavoitteena on 

löytää järjestelmistä yritykselle sopivin vaihtoehto, joka tukee kunnossapidon tehostamista, 

seisokkien vähentämistä sekä resurssien optimaalista käyttöä ja kustannustehokkuutta. 
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Työssä tutkitaan tekoälyn monipuolisia sovelluksia kunnossapidon eri osa-alueilla. Empiiri-

sen tutkimuksen ja alan parhaiden käytäntöjen pohjalta arvioidaan, miten tekoälypohjainen 

kunnossapito voi vähentää käyttökatkoja ja parantaa järjestelmien kokonaisluotettavuutta. 

Lisäksi työ käsittelee tekoälyn käyttöönottoon liittyviä haasteita, kuten tietojen hankintaa, 

datan laatua ja organisaation valmiutta omaksua uusia teknologioita. Samalla arvioidaan 

kriittisesti tekoälyn käyttöönoton toteutettavuutta ja rajoituksia teollisessa kunnossapitoym-

päristössä. Diplomityön lopullisena päämääränä on antaa Meyer Turulle selkeät suositukset 

tekoälyn käytöstä kunnossapidon kehittämiseksi. Näiden teknologioiden avulla pyritään pa-

rantamaan kunnossapidon ennakoitavuutta ja tehokkuutta. 

Diplomityön toimeksiantajana Meyer Turku on tarjonnut saatavilleni kunnossapitosuunni-

telmat, kaikki toiminnanohjausjärjestelmän sisältämät tiedot sekä tiedot käyttöomaisuudesta 

ja sen hallinnasta. Järjestelmien soveltuvuusvertailu ja pilotti on toteutettu näiden tietojen 

pohjalta. 

Diplomityössäni johtopäätöksiin päädytään kolmea tutkimusmenetelmää hyödyntämällä: 

järjestelmällistä tapaustutkimusta, empiiristä tutkimusta ja alan parhaiden käytäntöjen ana-

lyysiä. Järjestelmällinen tapaustutkimus antaa syvällistä ymmärrystä valitusta kohteesta en-

nalta määritetyn tutkimusrakenteen mukaan, mikä mahdollistaa yksityiskohtaisen tarkaste-

lun ja mallinnuksen. Empiirisellä tutkimuksella kerään konkreettista tietoa suoraan reaali-

maailmasta mittausten ja havaintojen kautta, varmistaen, että johtopäätökset perustuvat ob-

jektiivisiin havaintoihin. Alan parhaiden käytäntöjen analyysin avulla arvioin ja sovellan 

toimialalla hyväksi havaittuja menetelmiä, mikä antaa tukea tutkielman johtopäätöksille ja 

auttaa kehittämään suosituksia käytännön sovelluksiin. Näiden menetelmien yhdistelmä var-

mistaa tulosten kattavuuden ja uskottavuuden. 

1.2  Toimeksiantajan esittely 

Meyer Turku Oy on yksi maailman suurimmista ja moderneimmista telakoista, joka keskit-

tyy maailman uudenaikaisimpien ja ympäristöystävällisimpien risteilyalusten, autolauttojen 

ja erikoisalusten rakentamiseen. Yrityksen osuus maailman risteilyalusrakentamisesta on 

noin 15 %:a ja sen tilauskanta ulottuu vuoteen 2028 saakka. Meyer Turku toimii Turun tela-

kalla, jolla on laivanrakennuksen perinteitä vuodesta 1737. Meyer Turku Oy tytäryhtiöitä 
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ovat hyttitehdas Piikkiö Works Oy, Shipbuilding Completion Oy sekä laivanrakennus- ja 

offshore-suunnitteluyritys ENG’nD Oy. Meyer Turku on osa maailmanlaajuisesti tunnettua 

ja arvostettua Meyerin perheyritystä, joka toimii jo seitsemännessä sukupolvessa. (Meyer 

Turku Oy, 2024.)  
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2  Mitä on tekoäly? 

 Jokainen teollisuudenala tulee kokemaan dramaattisia muutoksia tekoälyn vaikutuksesta 

seuraavan viiden vuoden aikana. Organisaatiot ja toimialat, jotka omaksuvat tämän teknolo-

gisen vallankumouksen varhain, tulevat nauttimaan valtavista eduista, jotka auttavat niitä 

nousemaan kilpailijoidensa edelle, kun taas ne yritykset, jotka eivät tee niin, saattavat me-

nettää kilpailuetunsa. Teknologia kehittyy nyt niin nopeasti, että organisaatiot, jotka eivät 

siirry kohti AI:ta pian, saattavat huomata jäävänsä jälkeen ennen kuin edes tajuavat sen. (El-

Jawhari & Halbe & Whyte, 2020, 7.)  

2.1  AI & IoT työkaluina  

OpenAI:n ChatGPT-tuote on hyvä esimerkki tekoälyn mullistavuudesta ja vahvasta hypestä 

tekoälyn ympärillä. OpenAI on 2015 perustettu Yhdysvaltalainen ohjelmistotalo joka on 

tuonut tekoälypohjaisen chatbot-työkalun kaikkien saataville. Tuote on helppo käyttää, siinä 

on yksinkertainen käyttöliittymä ja se on ilmainen. ChatGPT saavutti sadan miljoonan aktii-

visen käyttäjän rajan tammikuussa 2023. Tämä teki tuotteesta maailman historian nopeim-

min kasvaneen kuluttajasovelluksen. (Reuters, 2023.) 

AI-pohjainen konenäkö on tekoälyn ja konenäön ala, joka pyrkii mahdollistamaan sen, että 

koneet ymmärtäisivät ja pystyisivät toimimaan visuaalisessa ympäristössä. Se sisältää algo-

ritmien ja järjestelmien kehittämistä, jotka mahdollistavat tietokoneiden prosessoida, analy-

soida ja poimia merkityksellistä tietoa kuvista ja videoista, samankaltaisesti kuin ihmisen 

näkö toimii. Perinteiset konenäköjärjestelmät perustuvat pitkälti käsin tehtyihin piirteisiin ja 

sääntöpohjaisiin menetelmiin objektien tai kuvioiden tunnistamiseksi. Kuitenkin tekoälyyn 

perustuvat lähestymistavat, erityisesti syväoppimisen tekniikat, ovat mullistaneet alan mah-

dollistamalla koneiden automaattisen oppimisen ja sopeutumisen suurista tietoaineistoista, 

mikä johtaa merkittäviin parannuksiin tarkkuudessa ja suorituskyvyssä. (Automate, 2024.) 

Kuten Teollisuuden robotiikka kirjassa todetaan (Välimäki & Niemelä, 2024, 41) tekoäly-

pohjaisia konenäkösovelluksia on toistaiseksi erittäin vähän, vaikka ne ovatkin tekoälypoh-

jaisista ratkaisuista potentiaalisimpia. Tekoälyä käytetään konenäkösovellutuksissa pääosin 
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nopeuttamaan opettamisaikaa ja sen avulla pystytään hyödyntämään sovelluksia, joiden 

käyttö ei aiemmin ole ollut mahdollista sääntöpohjaisilla menetelmillä.  

Usein tekoäly, koneoppiminen ja syväoppiminen mielletään yhden termin ”tekoäly” käsit-

teeksi. Syväoppiminen on kuitenkin koneoppimisen alalaji ja koneoppiminen on tekoälyn 

alalaji. Käsitteet on havainnollistettu kuvassa 2.   

 

 

Kuva 2. Tekoäly, koneoppiminen ja syväoppiminen (SCS, 2024). 

 

Tekoälypohjaisia konenäkösovelluksia hyödynnetään useilla eri teollisuuden aloilla kuten, 

valmistavassa teollisuudessa, lääketeollisuudessa, maataloudessa ja autoteollisuudessa. Te-

koälypohjaisen konenäön kyky automatisoida visuaalisen tunnistamisen työtehtäviä helpot-

taa liiketoimintaa parantamaan laadunvarmistamista, turvallisuutta ja tehokkuutta. Teknolo-

gioiden kehittyessä tekoälypohjainen konenäkö tulee olemaan merkittävässä roolissa järjes-

telmien tarkkuuden ja kontekstitietoisuuden parantuessa. (SCS, 2024.) 
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2.2  Syväoppiminen 

Tekoälypohjainen syväoppiminen (Deep learning) on tekoälyn osa-alue, joka keskittyy sy-

vähermoverkkojen käyttämiseen ennusteiden- ja päätösten teossa. Syväoppimismallit ja eri-

tyisesti syvähermoverkot ovat suunniteltu mukailemaan ihmisaivojen monimutkaista toi-

mintaa, mikä mahdollistaa hierarkkisen oppimisen datasta. (LeCun & Bengio & Hinton,  

2015, 6.) 

Syväoppimismalli oppii analysoimaan dataa hermoverkkojen läpi, joissa jokainen kerros kä-

sittelee dataa hieman eri tavalla. Kun data syötetään verkkoon, piilokerrokset alkavat tehdä 

laskelmia, jotka auttavat niitä tunnistamaan kuvioita ja yhteyksiä. Tämän oppimisprosessin 

aikana malli optimoi "painot" ja "bias-arvot" kerrosten välisissä yhteyksissä, jolloin se voi 

tunnistaa entistä monimutkaisempia rakenteita datassa. Prosessissa käytetään yleensä suuria 

määriä dataa ja tehokkaita laskentaresursseja, erityisesti GPU-prosessoreita, jotka ovat opti-

maalisia rinnakkaiselle laskennalle. (LeCun et al. 2015, 3.) 

Syväoppimisessa käytetään syviä, useista kerroksista koostuvia keinotekoisia hermoverk-

koja (artificial neural networks), jotka oppivat mallintamaan monimutkaisia tietorakenteita. 

Eri neuroverkon kerrokset on esitetty kuvassa 3.  

 

 

Kuva 3. Neuroverkkojen toimintaperiaate (IBM, 2024). 
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Tyypillinen syväoppimismalli koostuu useista kerroksista: 

Sisääntulokerros (input layer) – vastaanottaa raakadatan. Piilokerrokset (hidden layers) – 

suorittavat datan käsittelyn ja analyysin; mitä enemmän piilokerroksia, sitä syvempi verkko 

on.  Ulostulokerros (output layer) – antaa mallin tuottaman ennusteen tai tuloksen. Eli käy-

tännössä syväoppivat neuroverkot pystyvät käsittelemään raakaa, epäjärjestyksenmukaista 

ja pirstaloitunutta dataa ja analysoimaan sitä. (IBM, 2024.) 

2.3  Suuret kielimallit - LLM 

Suuret kielimallit ovat yksi tekoälyn muoto, joka hyödyntää syväoppimistekniikoita ja val-

tavan suuria datamääriä tuottaakseen tietoa, luodakseen yhteenvetoja ja esimerkiksi kääntä-

mään kieltä. Suuret kielimallit ovat osa generatiivista tekoälyä (”Generative AI”) ja ne ovat 

erityisesti suunniteltu tuottamaan käyttäjälleen uutta tekstiä. Usein kielimallit ovat juuri 

luonnollisen kielen malleja (NLP – Natural Language Processing), jolloin ne vastaavat käyt-

täjän yksinkertaiseen syötteeseen tuottamalla tekstiä. Tunnetuin esimerkki suuresta kielimal-

lista on OpenAI:n Chat GPT-3 palvelu. Palvelu on esikoulutettu käyttämällä jopa 175 mil-

jardia parametria, mikä tekee siitä myös yhden suurimmista kaupallisista kielimallituotteista. 

(Kerner, 2024.) Kuvassa 4 hahmotetaan käytettyjen esikoulutusparametrien määrää eri 

LLM-mallien välillä. 

 

 

Kuva 4. OpenAI:n GPT-kielimallin kehitys (soveltaen Tolokoncevs, 2023). 
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Ensimmäiset kielimallit juontavat juurensa 1966 luvulle ja MIT yliopistoon, jossa kehitettiin 

ensimmäinen yksinkertainen kielimalli Eliza, jonka yksinkertainen syöte on kuvattuna ku-

vassa 5.  

 

 

Kuva 5. Eliza kielimallin syöte (van Osch, 2022). 

 

Brown & Mann & Ryder & Subbiah (2020, 18) esittelevät GPT-3, yhden tunnetuimmista 

suurista kielimalleista ja osoittavat sen kykenevän suorittamaan few-shot learning -tehtäviä 

hyvin pienillä esimerkkimäärillä. GPT-mallit (Generative pre-trained transformer) ovat mo-

derneja suurten kielimallin tekoälyn muotoja. Suuren esikoulutetun mallin etuja ovat, että se 

pystyy ennakoimaan uutta sisältöä. Esimerkiksi OpenAI:n uusimassa ChatGPT-4 versiossa 

on käytetty biljoonaa parametria kielimallin esikoulutusvaiheessa.   

2.4  Semanttinen segmentointi  

Artikkelissaan Murali (2021) vertaa kuvantunnistuksen, semanttisen segmentoinnin ja in-

stanssisegmentoinnin eroja ja niiden käyttötarkoituksia. Semanttinen segmentointi on ollut 

yksi suurista haasteista läpi konenäön historian. Semanttisella segmentoinnilla tarkoitetaan 

tuntemattoman kuvan jakamista osiin ja sen eri osien ja kohteiden tunnistamista konenäön 
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avulla. Kuvassa 6 on havainnollistettu eri konenäön tasojen eroja. Segmentointi on objektien 

tunnistamisen seuraava taso. Sen sijaan, että objektin ympärille luotaisiin laatikko, jokaisen 

objektin ympärille pyritään luomaan tarkka raja pikselitasolla. Semanttinen segmentointi 

tarkoittaa jokaisen pikselin merkitsemistä kuvassa ja tietämistä, mihin luokkaan se kuuluu. 

Kuvassa jokaiselle objektiluokalle määritetään oma väri. Tämän tyyppistä segmentointia 

käytetään esimerkiksi ajoneuvoteollisuudessa autonomisessa ajamisessa.  

 

 

Kuva 6. Eri konenäkötasoja havainnollistava kuva (Murali, 2021). 

 

Guo & Liu & Georgiou & Lew (2018, 5) tarkastelevat semanttisen segmentoinnin kehitystä 

ja sen toteutusta syväoppimisen avulla. Artikkelissa analysoidaan useita syväoppimismal-

leja, kuten konvoluutioneuroverkkoja ja niiden kykyä parantaa segmentoinnin tarkkuutta ja-

kamalla kuva pikselitasolla erilaisiin luokkiin. Kirjoittajat vertaavat perinteistä kuvantunnis-

tusta ja segmentointia, osoittaen, että semanttinen segmentointi mahdollistaa yksityiskohtai-

semman kuvantulkinnan ja on erityisen hyödyllinen sovelluksissa, joissa tarvitaan tarkkaa 
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kohteiden erottelua, kuten autonomisessa ajamisessa ja lääketieteellisessä kuvantunnistuk-

sessa. 

2.5  Tekoälyn kategoriat: K-NN & neuroverkot 

K-NN eli k-nearest neighbors on koneoppimisen algoritmi, joka voidaan opettaa ns. valvo-

mattomasti. Se on tehokas ja yksinkertainen työkalu esimerkiksi luokittelutehtäviin. K-NN 

on yksinkertainen mutta tehokas koneoppimisen algoritmi, jota käytetään luokittelussa ja 

regressioanalyysissä. Se on erityisesti hyödyllinen silloin, kun halutaan analysoida dataa il-

man monimutkaisten mallien rakentamista, koska K-NN ei vaadi erillistä mallin koulutus-

vaihetta sen perustuessa suoraan dataan. (Sun & Chen, 2021, 11.) 

KNN-menetelmä on valvottu oppimisalgoritmi, jota käytetään muun muassa luokitteluun ja 

regressioon. KNN ennustaa datan perusteella sen oikean luokan laskemalla pisteiden etäi-

syyden testidatan ja harjoitusdatan pisteiden välillä. Tämän jälkeen se valitsee K lähintä pis-

tettä ja määrittää luokan, johon testidata todennäköisimmin kuuluu. Regressiossa K pisteiden 

keskiarvo on tuotettu tulos. Algoritmia voidaan käyttää esimerkiksi kuvantunnistuksessa 

erottelemaan onko kuvassa kissa vai koira. KNN algoritmi vertaa pisteitä sille syötettyyn 

harjoitusdataan ja laskemalla keskiarvoiset etäisyydet pisteistä, se pystyy määrittelemään 

tietyllä todennäköisyydellä, että onko kuvassa kissa vai koira. (Christopher, 2021.) 

IBM (2024) määrittelee neuroverkot ihmisen aivotoimintaa mallintavia keinotekoisia tieto-

konemalleiksi. Neuroverkkojen sisällä olevat neuronit voivat vastaanottaa dataa, suorittaa 

laskuoperaatioita ja syöttää saadun tuloksen eteenpäin.  Neuroverkot pyrkivät mallintamaan 

neurologisia yhteyksiä ja ne ovat erittäin tehokkaita ratkomaan monimutkaisia ongelmia, 

kuten kuvan- ja puheentunnistusta sekä erilaisia ongelmanratkaisutehtäviä. Neuroverkkoja 

kutsutaan myös usein keinotekoisiksi neuroverkoiksi (ANN – Artificial Neural Network) tai 

simuloiduiksi neuroverkoiksi (SNN – Simulated Neural Network). Neuroverkot ovat osa 

koneoppimista ja ne luovat syväoppimisen perustan. Neuroverkot ovat saaneet nimensä ja 

rakenteensa ihmisaivoista, sillä ne matkivat biologisia neuroneja ja niiden välillä toimivaa 

signaalinvälitystä.  

Pouyanfar & Sadiq & Yan & Tian & Tao & Presa & Reyes & Shyu & Chen & Iyengar 

(2018, 4-5) teoksessa kerrotaan, että neuroverkot koostuvat eri kerroksista, jotka sisältävät 
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sisääntulokerroksen, yhden tai useampia piilokerroksia ja ulostulokerroksen. Neuronien vä-

liset yhteydet ovat ns. bias-arvoja, jotka sisältävät erilaisia painoarvoja. Tämän lisäksi eri 

kerrokset sisältävät aktivaatiofunktioita. Yksinkertaisimmillaan neuroniverkko koulutetaan 

syöttämällä sille syöttödata, joka kulkee verkon läpi vasemmalta oikealle. Jokaisen kerrok-

sen kohdalla neuronille lasketaan arvo, joka syötetään neuronin aktivaatiofunktiolle. Tämän 

jälkeen lasketaan ns. virhe, kuinka paljon verkon ulostuloarvo eroaa oikeasta arvosta. Lo-

puksi painoarvot päivitetään siten, että neuroniverkosta saadaan mahdollisimman tarkka ja 

näitä vaiheita toistetaan, kunnes kaikki syöttödata on saatu käytyä läpi useampaan kertaan.  

IBM (2024) korostaa verkkosivullaan, että toimiakseen halutulla tavalla neuroverkot tarvit-

sevat valtavat määrät koulutusdataa. Kun neuroverkkoon on saatu riittävä määrä tarkkaa 

koulutusdataa, joka on hienosäädetty riittävälle tarkkuudelle, niin verkosta saadaan erin-

omainen työkalu esimerkiksi datan luokitteluun, puheen- tai kuvantunnistukseen sekä datan 

läpikäymiseen. Yksi tunnetuimpia esimerkkejä neuroverkkoja hyödyntävästä toiminnosta on 

hakukone Googlen algoritmi. 
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3  Tekoälyn hyödyntäminen kunnossapidossa 

Tekoäly, esineiden internet, big data ja mobiiliteknologia ovat synnyttäneet neljännen teol-

lisen vallankumouksen, jossa keskeistä on älykäs verkottuminen. Tämä kehitys on johtanut 

älykkään valmistuksen aikakauteen, jossa laitteiden ja ihmisten välinen yhteys sekä datan 

analysointi ja ennakointi mahdollistavat tehokkaampia tuotantotapoja ja liiketoimintamal-

leja. Älykäs verkottuminen yhdistää perinteiset teollisuudenalat digitaaliseen infrastruktuu-

riin ja luo uudenlaisia taloudellisia mahdollisuuksia esimerkiksi älykkäiden laitteiden, elin-

kaaren hallinnan ja ennakoivan kunnossapidon myötä. Näin syntyy kokonaisvaltainen muu-

tos tuotannon, palveluiden ja markkinoinnin rakenteissa ja toimintamalleissa. (Liu & Yan & 

Li, 2024, 18.) 

Vaikka älykkään kunnossapidon tutkimus on edistynyt, alalla on yhä ratkaisemattomia on-

gelmia. Teollisuudessa big datalla on keskeinen rooli, mutta tekoälymallien tehokkuus on 

voimakkaasti sidoksissa datan laatuun. Teollisuusympäristöissä korkeat lämpötilat, paine, 

voimakas tärinä sekä useat eri muuttujat voivat vääristää dataa, mikä johtaa virheellisiin ana-

lyysituloksiin ja mahdollisiin vääriin hälytyksiin. Lisäksi teolliset ympäristöt koostuvat 

useista toisiinsa liittyvistä laitekokonaisuuksista ja monimutkaisten yhteyksien tunnistami-

nen eri lähteistä peräisin olevasta tiedosta on haastavaa. Nykyiset kunnossapidon menetel-

mät ovat datavetoisia ja mallien yleistettävyyden ja käytettävyyden suhteen on haasteita, 

sillä niiden soveltaminen eri laitteisiin ja monimutkaisiin teollisuusympäristöihin on vaikeaa 

heikon yleistettävyyden ja tulkittavuuden vuoksi. Lisäksi monimutkaiset mallit vaativat huo-

mattavia laskentaresursseja, mikä tekee reaaliaikaisesta käytöstä haastavaa tietyissä sovel-

luksissa. Näiden ongelmien ratkaiseminen edellyttääkin vielä paljon jatkotutkimusta. (Wen 

& Lei & Chen & Huang, 2024, 67, 262.) 

Tekoälyn käyttö kunnossapidossa mahdollistaa entistä tarkemman ja proaktiivisemman 

huollon, mikä vähentää odottamattomia laitehäiriöitä ja lisää tuotantolinjojen luotettavuutta. 

Kuntoperusteisen kunnossapidon perusta on tekoälyn kyky analysoida valtavia määriä sen-

soridataa ja tunnistaa laitteiden kulumisesta kertovia signaaleja, joita asiantuntijat eivät ky-

kene havaitsemaan. Kuntoperusteisen kunnossapidon mallit, kuten koneoppimisen algorit-
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mit ja syväoppimismallit, voivat oppia aikaisempien vikojen perusteella tunnistamaan riski-

tilanteita ja ilmoittavat kunnossapitotarpeista ajoissa, mikä vähentää seisonta-aikoja ja pa-

rantaa kokonaistuottavuutta. (Ucar & Karakose & Kırımça, 2024, 2–3.) 

Tekoälyn arvon tuottamiseen kunnossapidossa liittyy myös merkittäviä osaamistarpeita. 

Menestyksekäs tekoälyn käyttö vaatii paitsi teknistä osaamista myös kykyä ymmärtää yri-

tyksen liiketoimintaa ja kunnossapitostrategioita ja tarpeita, jotta datan analysoinnista saatu 

tieto voidaan muuttaa konkreettisiksi toimenpiteiksi. Oikean hyödyntämismenetelmän va-

linta riippuu monista tekijöistä, kuten datan määrästä, sen laadusta ja käytettävissä olevista 

resursseista. Keskeisintä on kartoittaa yritykselle sopiva lähestymistapa tekoälyn käyttöön-

ottoon. (Magena, 2024, 7.)  

Data on tekoälyn hyödyntämisessä elintärkeää, mutta sen laatu, hallinta ja tietoturvariskit 

ovat myös suuria haasteita. Esimerkiksi puutteellinen tai epäjohdonmukainen data voi johtaa 

väärinymmärryksiin ja virheellisiin ennusteisiin, mikä taas saattaa luoda turhia kustannuk-

sia.  

Tekoälyn soveltaminen kunnossapidossa avaa mahdollisuuksia kehittää ennakoivampia, te-

hokkaampia ja tuottavampia toimintamalleja. Modernit tekoälyratkaisut voivat analysoida 

valtavia määriä kunnossapitodataa, tunnistaa piileviä vikaantumismalleja ja optimoida huol-

totoimia niin, että järjestelmien luotettavuus ja käyttöaste paranevat. Tämä luku käsittelee 

tekoälyn arvon tuottamista kunnossapidossa, oikean osaamisen ja menetelmien valintaa, siir-

tymistä kuntoperusteiseen kunnossapitoon sekä datan keskeistä roolia tekoälypohjaisissa so-

velluksissa. Lisäksi tarkastellaan tekoälyteknologioiden implementointiin liittyviä riskejä, 

väärinymmärryksiä ja kustannuksia, jotka ovat olennaisia onnistuneen käyttöönoton kan-

nalta. 

3.1  AI arvon tuottajana 

PwC arvioi vuonna 2017 tekemässä tutkimuksessaan, että tekoälyn maailmantalouden tuo-

tanto bruttokansantuotteessa (BKT) mitattuna voi olla jopa 14% korkeampi vuonna 2030 

tekoälyn tuoman kasvun myötä. Talous kasvaisi siis 15,7 biljoonaa dollaria ja nousisi koko-

naisuudessaan 114 biljoonaan.  Kuvassa 7 on arvioitu eri osa-alueiden tuomaa BKT:n kasvua 

ja kasvun nopeutta vuosien 2013 ja 2030 välisellä ajanjaksolla. 
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Pääasiassa taloudellinen hyöty tekoälyn hyödyntämisessä tulee tuottavuuden kasvusta, kun 

yritykset automatisoivat prosessejaan ja tehostavat työntekijöiden tuottavuutta erilaisilla te-

koälyn teknologioilla. Lisäksi kuluttajakysynnän kasvu lisääntyy parantuneen laadun, tehos-

tuneiden prosessien ja parempien palveluiden myötä. (El-Jawhari et al. 2020, 9.) 

  

 

Kuva 7. Tekoälyn luoma kasvu koko maailman bruttokansantuotteeseen (El-Jawhari et al. 

2020, 9). 

 

Siirtyessämme uudelle vuosikymmenelle on selvää, että 2020-luvusta tulee valmistusteolli-

suudelle erittäin mielenkiintoinen ajanjakso, sillä digitaalinen maailma jatkaa muutostaan - 

ja ilman epäilystäkään tekoäly tulee olemaan tämän muutoksen ytimessä. Teknologiat kehit-

tyvät niin nopeasti, että nykyinen IoT (Internet of Things) on saanut uuden haastajan IoE:n 

(Internet of Everything). (Langley 2021, 2.) 

Valmistajille AI tarjoaa mahdollisuuden mullistaa valmistaminen kaikilla arvoketjun ta-

soilla. Yritykset, jotka tulevat hallitsemaan tekoälyn käyttöönoton tulevat olemaan edelläkä-

vijöitä ennakoivassa huollossa, parantuneessa turvallisuustasossa, alhaisemmissa operatiivi-

sissa kustannuksissa ja laadunvalvonnassa. Lisäksi niiden tehokkuus tulee paranemaan ja 

kyky reagoida muutoksiin nopeutumaan. (El-Jawhari et al. 2020, 7.) 

Vuonna 2018 (El-Jawhari et al. 2020, 8) teetti kyselyn, joka kattoi 26 maata. Kyselyssä sel-

vitettiin sitä, kuinka moni yritys hyödyntää tekoälyä prosesseissaan. Tutkimukseen osallis-
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tuneista yrityksistä vain 9 %:a hyödynsi tekoälyä operatiivisessa päätöksenteossa. Tämä joh-

tuu luultavasti siitä, että tekoälyn käyttöönotto mielletään erittäin monimutkaiseksi ja aikaa 

ja resursseja kuluttavaksi.  

Kun puhutaan termistä kestävä tekoäly, tulisi ottaa huomioon tekoälyn koko elinkaaren ai-

heuttama kulutus. Eli käytön lisäksi tulisi huomioida ainakin suunnittelu, koulutus, kehitys, 

validointi, säätäminen ja toteutusvaihe.   

Ensimmäiset huolenaiheet liittyen tekoälyyn, olivat huoli ns. ”superintelligence” mallista ja 

siitä mihin pahaan tekoäly pystyy. Tämän jälkeen pinnalle on noussut huoli ihmisten yksi-

tyisyydestä mm. kamerapohjaisen tunnistuksen myötä, sekä huoli virheellisten tekoälymal-

lien aiheuttamista ongelmista. Nyt pinnalle on noussut uusi huoli tekoälyn kestävyydestä ja 

sen ympäristövaikutuksista. (van Wynsberghe, 2021, 1.) 

Tekoälyä käytetään paljon hyviin käyttötarkoituksiin, mutta tekoälyä hyödynnettäessä on 

hyvä muistaa sen vaikutukset ympäristöön. Strubell & Ganes & McCallum (2019, 1) esittä-

vät tutkimuksessaan, että yhden syväoppimismallin, tarkemmin luonnollisen kieltenkäsitte-

lymallin opettaminen aiheutti n. 300tonnin hiilidioksidipäästöt. Tämä vastaa n. 5:n henkilö-

auton elinkaaripäästöjä.  

Kaikessa nykymaailman tekemisessämme korostuu päästöjen vähentäminen. Koska tekoäly 

ei ole vain valmistus- ja lääkealan teknologiaa, vaan se tulee olemaan läsnä kaikessa arki-

sessa tekemisessämme, on meidän erittäin tärkeää kiinnittää huomiota tekoälysovellusten 

ympäristövaikutuksiin. Tekoälyn povataan olevan jopa yhtä mullistava kuin internet ja äly-

puhelimet. (van Wynsberghe, 2021, 5.) 

3.2   Osaamistarpeiden ja oikean hyödyntämismenetelmän kartoittaminen 

Kuten (El-Jawhari et al. 2020, 24.) artikkelissakin todetaan, niin liiketoiminnan edistämisen 

tulee olla lähtökohta tekoälystrategian luomiselle. ”Think big but start small” (Georg Gabel-

mann, Data Science Manager, IT Innovation at ZF). Tämä tarkoittaa potentiaalisten tekoäly-

käyttötapausten arvioimista eri toiminnoissa ja niiden luokittelemista toiminnoittain, priori-

soimalla projekteja odotettujen liiketoimintatulosten ja toteutuksen vaatimusten mukaan. El-

Artikkeli korostaa myös varhaisten pilottiprojektin tärkeyttä. Omakohtaiset kokemukseni 
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varhaisten pilottiprojektien läpiviemisestä ovat samansuuntaisia. Ne edistävät hyväksyntää 

ja osoittavat tekoälyn arvon sidosryhmille.  

Luotettava ja tarkka data on olennaista tekoälyn tehokkaalle soveltamiselle. Teollisuusyri-

tysten tulisi keskittyä kattavien datanhallintajärjestelmien, kuten datalammikolle, perustami-

seen kerätäkseen ja integroidakseen tietoa eri lähteistä, kuten antureista, tuotannon ohjaus-

järjestelmistä (MES) ja laatutarkastuksista. Oikea datan luetteloiminen ja jäljitettävyys ovat 

tärkeitä, jotta data on helposti saatavilla ja sen laatu voidaan varmistaa. Selkeä kartoitus kes-

keisistä datakohteista ja lähteistä auttaa organisaatioita ymmärtämään dataympäristönsä mo-

nimutkaisuuksia. (Plathottam & Rzonca & Lakhnori & Iloeje, 2022, 13–14.) 

Plathottam et al. (2022) toteavat, että tekoälyn hyötyjen maksimoimiseksi teollisuusyritysten 

tulisi yhdistää, data analytiikka, IoT ja tietoturvallisuus yhdessä prosessiautoomaatioinfra-

struktuurin kanssa. Luomalla monitieteinen tekoälytiimi, johon kuuluu datatieteilijöitä, da-

tainsinöörejä ja ratkaisuarkkitehtejä. Tämän tiimin tulisi tehdä tiivistä yhteistyötä eri toimin-

tojen tiimien kanssa kehittääkseen ja toteuttaakseen tekoälyratkaisuja, jotka on räätälöity 

erityisiin käyttötapauksiin. Keskitetty organisaatiorakenne voi helpottaa tekoälyn kypsyys-

asteen kasvua yrityksessä keskittyen selkeisiin rooleihin ja vastuisiin. Kuvassa 8 on esitetty 

edellytykset onnistuneen tekoälyprojektin läpiviemiselle.  

Tehokas tekoälyn hallinta on välttämätöntä kestävälle toiminnalle. Teollisuusyritysten tulisi 

perustaa prosesseja tekoälyn käyttötapausten hallintaan ja ratkaisujen kehittämiseen, hyö-

dyntäen standardeja ohjaamaan data-analyysia ja tekoälyratkaisujen luomista. Datan omis-

tajuuden, pääsyn ja mallin suorituskyvyn kriteerien määrittäminen on ensiarvoisen tärkeää. 

(Plathottam et al., 2022.) Dataan ja tekoälyyn perustuvan kulttuurin kehittäminen on ratkai-

sevan tärkeää onnistuneelle toteutukselle. Organisaatioiden on kyettävä luottamaan dataan 

ja johtajien on sitouduttava edistämään innovaatioita, rohkaisemaan kokeilevaan lähestymis-

tapaan tekoälyratkaisuille samalla korostaen onnistumisia, jotta tekoälyn hyväksyntä kas-

vaisi koko organisaatiossa.  
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Kuva 8. Onnistuneen tekoälyimplementoinnin kuusi kulmakiveä 

 

Järjestelmällisellä lähestymistavalla näihin alueisiin teollisuusyritykset voivat tehokkaasti 

hyödyntää tekoälyn mahdollisuuksia parantaakseen toimintatehokkuutta, edistääkseen inno-

vaatioita ja tuottaakseen merkittävää liiketoiminnan lisäarvoa. (El-Jawhari et al. 2020, 7.) 

3.3  Kohti kuntoperusteista kunnossapitoa 

Kunnossapidon luonne on muuttumassa aikaperusteisesta kuntoperusteiseen. Nykyiset kuu-

kausittaiset ja vuosittaiset huollot eivät välttämättä lähitulevaisuudessa enää ole tarpeen. Ko-

neiden ja laitteiden suorituskykyä ja kuntoa pystytään paremmin arvioimaan reaaliaikaisilla 

seurantalaitteilla esimerkiksi analysoimalla värinöitä, lämpötiloja, öljyn kuntoa ja useita 

muita muuttujia. Kuvassa 9 on esitetty kunnossapitomallien kehittyminen vuosikymmenten 

aikana, sekä havainnollistettu myös oppimisen merkitystä.  
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Kuva 9. Kunnossapitomallien kehittyminen (Lee & Ni & Singh, 2020, 2). 

 

Reaktiivista kunnossapitoa on suoritettu jo vuosikymmeniä eri teollisuusyrityksissä, joskin 

täysin reaktiiviseen toimintaan perustavaa strategiaa enää harvoin näkee. Kunnossapito on 

kehittymässä kovaa vauhtia kohti ennakoivampaa mallia, koska tuotannon tehokkuuden on 

kasvettava vähentämälle häiriöitä ja odottamattomia vikatilanteita.  

Ennaltaehkäisevä kunnossapito on suunniteltua ja aikataulutettua kunnossapitoa, joka toteu-

tetaan säännöllisin väliajoin laitteiden ja järjestelmien kunnossapidon varmistamiseksi. Ta-

voitteena on estää vikojen syntyminen ja pidentää laitteiden käyttöikää. Tällaisia toimenpi-

teitä ovat esimerkiksi säännölliset tarkastukset, puhdistukset, voitelut ja osien vaihdot. (Lee 

et al., 2020, 2-3.) 

Ennakoiva kunnossapito perustuu tietojen keräämiseen ja analysointiin, jotta voidaan ennus-

taa, milloin laitteissa saattaa esiintyä vikaantumista. Tämä lähestymistapa hyödyntää senso-

reita ja muita datalähteitä, kuten värähtelyanalyyseja tai lämpötilamittauksia, arvioidakseen 

laitteiden tilaa. Ennakoiva kunnossapito mahdollistaa kunnossapitotoimenpiteiden aikatau-

luttamisen ennen kuin vika ilmenee, mikä vähentää seisokkiaikaa ja alentaa kustannuksia. 

Kuvassa 10 on kuvattu tavanomaisen tuotanto-omaisuuden vikaantuminen sen elinkaaren 

aikana. Kuvaa kutsutaan niin sanotuksi kylpyammekäyräksi. Tuotanto-omaisuuden elinkaa-

ren alkuvaiheessa koetaan niin sanottuja lasten tauteja, jotka aiheuttavat vikaantumista. Kun 
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alkuvaiheen ongelmat on saatu selvitettyä, niin tuotanto-omaisuuden käyttö on vakiintunutta 

suurimman osan sen elinkaarta. Elinkaaren loppuvaiheessa vikaantumismäärät alkavat jäl-

leen nousta, kunnes tuotanto-omaisuus modernisoidaan tai poistetaan. 

 

 

Kuva 10. Klassinen ns. kylpyammekäyrä, joka kuvaa laitteen elinkaaren aikana tapahtuvaa 

vikaantumista (Lee & Ng, 2018, 8). 

 

Kunnossapitolajit jaetaan tyypillisesti kahteen eri luokkaa, jotka ovat suunniteltu kunnossa-

pito ja suunnittelematon kunnossapito. Häiriökorjaukset on jaoteltu välittömiin ja siirrettyi-

hin korjauksiin sekä kuntoon perustuviin suunnittelemattomiin korjauksiin. Suunniteltu kun-

nossapito sen sijaan on jaettu ehkäisevään-, parantavaan ja muuhun kunnossapitoon. Näiden 

lisäksi ehkäisevä kunnossapidon luokkia on jaoteltu vielä tarkemmin uusimmassa PSK:n 

standardissa. Tarkempi jaottelu, jossa on otettu huomioon muun muassa ennustava kunnos-

sapito, käyttövarmuuden analytiikka ja turvallisuus on esitetty PSK 6201 (2022, 40) stan-

dardin mukaisessa taulukossa (kuva 11). 
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Kuva 11. Kunnossapitolajit (PSK 6201, 2022, 40). 

 

Preskriptiivinen kunnossapito vie ennakoivan kunnossapidon askeleen pidemmälle, sillä se 

ei pelkästään ennusta vikoja, vaan tarjoaa myös suosituksia ja toimintasuunnitelmia kunnos-

sapidon toteuttamiseksi. Tämä lähestymistapa yhdistää data-analytiikan, koneoppimisen ja 

asiantuntijatiedon, jotta voidaan optimoida kunnossapitotoimenpiteet ja parantaa laitteen toi-

mintaa. Se voi ehdottaa, milloin ja miten kunnossapitotoimenpiteet tulisi toteuttaa ottaen 

huomioon resurssit, kustannukset ja odotettavissa olevat tulokset. (Lee et al., 2020, 3.) 

3.4  Datan merkitys tekoälylle 

(Sinha & Al Huraimel, 2020, 11) toteavat kirjassaan, että tekoälyä hyödynnettäessä on tär-

keää keskittyä laadukkaaseen dataan, datan verifiointiin ja sen jatkuvaan turvalliseen ylläpi-

tämiseen.  

Tietoturva, etiikka ja tietosuoja ovat olleet kuuma puheenaihe jo pidempään. Edellisen kym-

menen vuoden aikana teknologian laaja leviäminen elämämme kaikkiin osa-alueisiin, big 

data, IoT ja nyt AI, ovat saaneet osaltaan enemmän tarkastelua teknologian ammattilaisilta, 

liiketoimintajohtajilta ja päätöksentekijöiltä. (Sinha & Al Huraimel, 2020, 13.) 
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Usein tekoälystä puhuttaessa esille nousee uhkakuvia tietosuojasta ja datan omistajuudesta. 

Sekä raakadata että tekoälyn jalostama tieto ovat molemmat arvokkaita ja niiden omistajuus 

ja lisenssioikeudet saattavat usein olla kiistanalainen kysymys. Tässäkin diplomityössä ha-

vaittiin, että tietoturva muodosti merkittävän haasteen pilottiprojektien läpiviennissä. Teh-

dyn työn perusteella voidaan todeta, että suuri teollisuusyritys tarvitsee strategian tekoälyn 

käytölle. Lisäksi tarvitaan selkeät säännöt ja ohjeistukset eri tekoälysovellusten käyttämi-

selle. Usein on vaarana, että käyttäjän syöttämää dataa käytetään tekoälymallin jatkokehit-

tämiseen, mikä luo merkittävän tietoturvariskin.  

3.4.1  Riskit ja väärinymmärrykset 

Tekoäly on vain niin hyvä, kun sinne syötetty data on. Kun data on huonoa, ovat myös te-

koälyn antavat tulokset huonoja ja harhaanjohtavia, mikäli tekoälyn puutteita ei ymmärretä 

sitä hyödynnettäessä.  

Tekoälyn merkittävänä riskinä voidaan pitää pelkoa siitä, että se tulee syrjäyttämään ihmis-

ten tarpeen erilaisten tehtävien suorittamisessa. Useat yritykset, jotka hyödyntävät tekoälyä, 

luottavat siihen, että se tulee vähentämään ihmisten määrää, joiden kanssa he ovat tekemi-

sissä. Sen myötä, kun kanssakäynti ihmisten kanssa vähenee, myös mahdollisuus talouske-

hitykselle näiden kontaktien katoamisen myötä vähenee. Tätä myötä myös yrityksen ja asi-

akkaan välinen syvä yhteistyö vähenee, jonka myötä asiakkaiden tarpeita ei välttämättä pys-

tytä täyttämään riittävän hyvin. (Nadimpalli, 2017, 3.) 

Nadimpalli (2017, 4) toteaa artikkelissaan, että yhtenä väärinkäsityksenä tekoälyyn liittyen 

on, että tekoäly korvaa ihmisen älykkyyden. Ihmiset luottavat yhä enemmän tekoälyyn ja 

alkavat ajatella, että ihmisen älykkyys ei ole riittävää ja se pitää korvata tekoälyllä, koneilla 

ja tietokoneilla.  

Yhteenvetona voidaan ajatella, että tekoälyllä on omat riskinsä ja hyötynsä. Tekoälyn avulla 

pystytään oikeinkäytettynä tuottamaan merkittävää lisäarvoa. Oikein käytettynä tekoälyä 

pystytään hyödyntämään asiakkaiden sitouttamiseen ja tehokkaiden liiketoimintaratkaisujen 

kehittämiseen. 
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3.4.2  Tekoälyn implementoinnin kustannukset 

Tekoälyn implementoinnin kustannukset muodostuvat monen asian summana implemen-

tointilaajuuden mukaan. Käyttöönottovaiheessa kustannuksia aiheuttavat laitteistohankin-

nat, mikäli palvelimet halutaan yrityksen omaksi pääomaksi. Tämän lisäksi tarvitaan osaa-

vaa henkilöstöä sekä käyttämään, kouluttamaan että kehittämään järjestelmää. Osaava hen-

kilöstö tarvitsee tuekseen laadukasta dataa, jonka hankkiminen voi yrityksestä riippuen olla 

vaikeaa ja kallista. Datan keräämiseksi joudutaan investoimaan erilaisiin työkaluihin ja mah-

dollisiin sovelluksin ja mittalaitteisiin. Dataa pitää usein lisäksi prosessoida ja putsata, jotta 

se on käyttökelpoista. Datan käsittely on usein työlästä ja aikaa vievää. (Akkio, 2023.) 

Akkion (2023) www-sivuilla todetaan myös, että tekoälymallien opettaminen tehdään usein 

hyödyntäen grafiikkaprosessoreita (GPU) ja prosessoreita (CPU). Laitteiden arvokkaan han-

kintahinnan lisäksi, uuden datan generoituessa niitä on pakko päivittää jatkuvasti, joka lisää 

ylläpitokustannuksia entisestään.  
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4  Generatiivisen tekoälyn pilotointi kunnossapidossa 

Generatiivisen tekoälyn pilotointi käynnistyi eri järjestelmien kartoittamisella ja soveltuvuu-

den vertailulla. Tässä luvussa kuvataan ensin vertailtujen järjestelmien toimintaa ja soveltu-

vuutta Meyer Turun kunnossapitoon. Valittua järjestelmää päädyttiin pilotoimaan Proof of 

Concept-vaiheessa. Tässä luvussa kuvataan pilotointivaiheen edistymistä ja esitetään pilotin 

tulokset.  

4.1  Järjestelmien vertailu 

Tässä luvussa vertaillaan kolmen eri järjestelmän soveltuvuutta Meyer Turku Oy:n kunnos-

sapidon liiketoiminnan tukemiseksi. Vertailuun valikoituivat kolme luonteeltaan erilaista 

järjestelmää: Pearl Groupin räätälöimä chatbot-tuote, ATEA:n räätälöimä kunnonvalvonta-

ratkaisu ja AWS:n Monitron-järjestelmä.  

4.1.1  AWS Monitron 

Amazon Monitron on verkkokauppayhtiö Amazonin tytäryhtiön Amazon Web Servicesin 

(AWS) tuottama palvelu, joka tarjoaa käyttäjälle niin kutsun end-to-end (E2E) järjestelmän, 

joka käyttää koneoppimista tunnistaakseen epänormaaleja tiloja teknisissä laitteissa ja mah-

dollistaa näin ennakoivaa huoltoa. Palvelu sisältää sekä laitteiston että sovelluksen, jolla ko-

neiden ja laitteiden epänormaalia käytöstä voidaan havaita. Yksikertaisimmissa toiminta-

malleissa koneeseen kuten esimerkiksi vaihdelaatikkoon asennetaan AWS:n toimittama an-

turi, joka seuraa mm. värähtelyä ja lämpötilaa. Anturi siirtää sen tallentaman datan AWS:n 

pilvipalveluun, jossa tekoälypohjainen järjestelmä ensin seuraa dataa ja havaitsee ns. nor-

maaliolosuhteet. Laitteen normaalitilan määrittämisen jälkeen, palvelu havaitsee epänor-

maalit olosuhteet ja pystyy niiden pohjalta ilmoittamaan käyttäjälle ja tarvittaessa luomaan 

esimerkiksi vikailmoituksen ERP järjestelmään. Antureiden, yhdyskäytävien ja pilvipalve-

lun toiminta on havainnollistettu kuvassa 12. (Amazon Web Services, 2024a.) 
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Kuva 12. AWS Monitron järjestelmä (Amazon Web Services, 2024a). 

 

Monitron-järjestelmä analysoi antureiden tuottamaa dataa käyttämällä ISO 20816 standardin 

viitearvoja värähtelyjen ja lämpötilojen osalta, sekä AWS:n luomia koneoppimisen malleja.  

Monitron järjestelmässä pystytään seuraamaan laitteiden kuntoa värähtely- ja lämpötilamit-

tausten tuottaman datan perusteella. AWS palvelua voidaan käyttää joka mobiililaitteilla tai 

selainpohjaisena palveluna. Kun laitteessa havaitaan epänormaalia värinän tai lämpötilan 

muutosta, lähettää sovellus tiedon käyttäjälle. Ensimmäisen kahden käyttöviikon aikana sen-

sori oppii laitteen ns. normaalin käytöksen. Laitteen värinää verrataan ISO 20816 (mekaani-

sen värinän mittaus) standardiin. Mikäli laitteen ominaisvärinä poikkeaa standardista, niin 

laitteelle asetetaan koneälyn avulla luodut omat värinärajat perustuen laitteen normaalin 

käyttöön, joka on opittu kahden viikon mittausjaksolla. Kuvassa 13 on esimerkinomaisesti 

merkattu sensorien paikat moottori-pumppu kokoonpanoon.  

 

 

Kuva 13. Esimerkki sensoreiden asennuksesta (Amazon Web Services, 2024a). 
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Nykyisellään järjestelmä tukee ISO 20816 mukaisesti neljän eri luokan laitetyyppejä, jonka 

lisäksi on mahdollista käyttää itse räätälöityjä malleja. Kuvassa 14 on esitetty ISO 20816 

mukaiset värähtelyrajat pumpuille, moottoreille ja eri konetyypeille jaoteltuna kW-tehon 

mukaisesti. Standardi ottaa huomioon myös eri värinätasot, jotka on esitetty värikoodauksin.  

 

 

Kuva 14. ISO 20816-1:2016 värinärajat (Invicom, 2024). 

 

Kuvassa 15 on Monitron-järjestelmän päänäkymä ja yhden laitteen värähtely- ja lämpötila-

historiatiedot. Yhteen laitteeseen on myös mahdollista asettaa useampi anturi tarkempaa da-

tan keruuta varten. Sovelluksesta voidaan myös tarkkailla laitteiden historiatietoja.  
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Kuva 15. Esimerkkilayout AWS-palvelusta (Amazon Web Services, 2024a). 

 

Kuvassa 15 on myös nähtävissä koneoppimisen havaitsema poikkeama laitteen kokonais-

värähtelyssä. Poikkeava aika on merkitty punaisella ja lisäksi poikkeavasta värähtelystä on 

kirjautunut hälytys valituille käyttäjille.  

4.1.2  Pearl Group 

Meyer Turku Oy ja Pearl Group tutkivat yhdessä eri tekoälyn hyödyntämismahdollisuuksia 

teollisuusyrityksen kunnossapidon tueksi. Diplomityö tarkoituksena oli löytää edullinen ja 

matalan kynnyksen menetelmä generatiivisen tekoälyn hyödyntämiseen ja pilotoida sitä teh-

dasympäristössä.  
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Diplomityön pääpainona oli etsiä sopivaa ratkaisua kunnossapidon tehostamiseen generatii-

visen tekoälyn avulla. Myös koneoppimisen malleja tutkittiin aluksi, mutta lyhyen selvityk-

sen jälkeen päädyttiin ratkaisuun edetä vain generatiivisia malleja hyödyntäen, johtuen ko-

neoppimismallien kompleksisesta käyttöönotosta ja tietoturvamääräyksistä.  

Arvioimme useita eri datalähteitä, kuten Meyerin toiminnanohjausjärjestelmää (ERP), do-

kumentinhallintajärjestelmää ja käytössä olevien Microsoftin eri tuotteiden portfoliota. 

Tässä kohtaa tutkinnassa oli myös Microsoftin tekoälysovellus Copilot, joka kuitenkin lo-

pulta hylättiin sen hinnan ja haastavan lisenssipolitiikan vuoksi. Todettakoon, että Microsoft 

on sittemmin muuttanut lisenssipolitiikkaansa ja Meyer selvittää parhaillaan työkalun käyt-

töönottomahdollisuuksia.  

Pohdittuamme useita eri vaihtoehtoja päätimme jatkaa työskentelyä eri ”chatbot” versioiden 

tutkimisen ja dokumentinhallinta/rikastamistyökalujen kanssa. Yhtenä vaihtoehtona oli 

luoda toiminnanohjausjärjestelmään avustava chat-työkalu, joka osaisi etsiä dokumentteja, 

työohjeita ja helpottaisi kunnossapidon arkista työskentelyä. Toisena vaihtoehtona oli raken-

taa tekoälypohjainen ennustavan kunnossapidon malli hyödyntämällä ERP-järjestelmän da-

taa ja dokumentinhallintajärjestelmän dataa yhdistämällä niitä Microsoftin Copilotin avulla 

ja rikastamalla näitä tietoja. Esimerkkinä ERP-järjestelmästä voitaisiin hakea laitteen edel-

linen huoltokerta ja sen tapahtumat, dokumentinhallintajärjestelmästä laitteen huolto-ohjeen 

mukainen seuraava huolto ja laitteen huoltohistoriasta tehdyt huollot ja tapahtumat eri huol-

tojen välillä. Yhdistämällä näitä tietoja voitaisiin arvioida tulevia huoltojen tarpeita ja käy-

tettyjen huoltointervallien oikeellisuutta.  

Kuvassa 16 on kuvattu prosessi, jossa eri järjestelmien raakadata siirretään Meyerin ns. data 

lakeen. Kun kaikki raakadata on yhdessä paikassa, voidaan sitä analysoida eri tekoälymal-

lien avulla ja tuottaa tietoa loppukäyttäjille.  
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Kuva 16. Datan käsittelymalli (Pearl Group 2024). 

 

Nämä suunnittelut hankkeet eivät kuitenkaan toteutuneet, sillä ne nojasivat vahvasti Micro-

softin Copilotin käyttöönottoon, joka kuitenkin peruuntui lisenssipolitiikan ja kalliin hin-

tansa takia. Merkittäväksi haasteeksi osoittautui myös yhtiön tekoälyn hallinta ja politiikka 

eri tekoälysovellusten käyttöönotossa. Tekoälyn käyttöönotto asiana on uusi ja sen vuoksi 

yhtiön tulisi laatia strategia tekoälyn hyödyntämiselle, jotta vastaavanlaisilta tilanteilta väl-

tyttäisiin jatkossa.  

4.1.3  Atea 

Atea arvioitiin jo kolmannen kerran maailman vastuullisimmaksi IT-palveluyritykseksi 

(Atea, 2024). Atea tarjosi Meyer Turulle ratkaisua, jossa tuotantolaitteiden kunnonvalvonta 

olisi toteutettu Haltian Thingsee sensoreilla ja Haltian gateway yhdyspisteillä. Thingsee an-

turit mittaavat langattomasti lämpötilaa, magneettikenttiä, orientaatiota, koneen käyttöaikaa 

ja liikkeitä. Hanke on ehdotettu toteutettavaksi kolmessa eri vaiheessa. Vaiheessa yksi luo-

daan pilotointikohteelle vaadittava IT-ympäristö ja aloitetaan datan keräys ja analysointi, 

sekä opetetaan tekoälymallia. Vaiheessa kaksi järjestelmä otettaisiin laajempaan käyttöön. 

Järjestelmä sisältäisi toimivan tekoälymallin vikojen ennenaikaiseen havaitsemiseen. Vai-

heessa kolme järjestelmä integroitaisiin Meyer Turun ERP-järjestelmään. Projektin ensim-

mäisessä vaiheessa Atea ja Meyer yhdessä rakentaisivat Microsoftin Azure ympäristöön ku-

van 17 mukaisen arkkitehtuurin.  
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1. Sensoreiden asennus ja datan kerääminen 

2. Haltian yhdyspisteiden asennus ja datan siirtäminen pilveen 

3. Azuren IoT hubin käyttöönotto 

4. Raakadatan säilöminen niin sanottuun Data lakeen. Bronze layer sisältää validoimatonta raakadataa. 

Silver layer sen sijaan sisältää suodatettua, putsattua ja täydennettyä dataa.  

5. a) Tässä vaiheessa data valmistellaan sellaiseen muotoon, jossa tuotantotiimit pystyvät analysoimaan 

dataa. Data valmistellaan koneoppimista varten.  

b) Tekoälymallin opetusvaihe. Käsitellystä datasta havaitaan poikkeamia ja niiden pohjalta opetetaan 

tekoälymallia.  

6. Datan visualisointi Microsoft PowerBI työkalun avulla.  

Kuva 17. Atean järjestelmäarkkitehtuuri kunnonvalvonnalle (Atea 2024). 

 

Kyseisen järjestelmän etuna on se, että se ei ole sidottu tietyn laitevalmistajan laitteisiin, 

vaan dataa pystytään syöttämään järjestelmään useista eri datalähteistä laitevalmistajasta 

riippumatta. Järjestelmä on siis erittäin monikäyttöinen ja helposti laajennettavissa oleva, 

joka on sen merkittävä vahvuus.  
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4.2  Järjestelmän käyttöönotto pilotoimalla  

Meyer Turun kunnossapito-osastolla järjestetään pilotointijärjestelmä, jossa tullaan testaa-

maan AWS Monitron järjestelmää arvioilta n. 20:llä sensorilla useissa eri tuotantolaitteissa 

lohkotehtaan sisällä.  

Järjestelmän toimintaperiaate on yksinkertainen ja käyttöönotto on suhteellisen vaivatonta, 

eikä se vaadi merkittävää osaamista tai koulutusta Meyerin kunnossapito-osastolle. Kuvassa 

18 on osoitettu Monitronin toimintaperiaate. Värinäanturi kiinnitetään laitteeseen, anturi yh-

distetään yhdyskäytävään, joka siirtää tietoa pilveen. Pilvessä data analysoidaan koneoppi-

mismallin avulla ja visualisoidaan AWS:n sovellukseen.  

 

Kuva 18. AWS Monitron toimintaperiaate (AWS Finland 2024). 

 

Pilotointivaiheessa Meyerin lohkotehtaalle asennetaan kahteenkymmeneenneljään sähkö-

moottoriin ja vaihdelaatikkoon Monitron anturi. Anturit yhdistetään Monitron Gateway yh-

dyskäytävään, josta tieto siirtyy Amazonin pilvipalveluun. Anturit tai yhdyskäytävä itses-

sään eivät analysoi dataa, vaan kaikki analysointi tapahtuu AWS:n pilvipalvelussa.  
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Datan analysointi pohjautuu ISO 20816 standardiin, sekä AWS:n luomiin koneoppimisen 

malleihin. Järjestelmä tallentaa dataa tunnin välein ja mikäli analysoinnissa havaitaan poik-

keamia, niin käyttäjä saa ilmoituksen mobiili/selainsovellukseen. Sensori itsessään sisältää 

lämpötilan mittauksen ja 3-akselisen kiihtyvyysanturin (+-16g). Laitteen taajuusvaste on 

jopa 6kHz ja näytteenottotaajuus 26,7kHz. Järjestelmä on akkutoiminen ja sen odotettu elin-

ikä on n. 5 vuotta. Yhdyskäytävä sen sijaan vaatii verkkovirtaa ja 2,4GHz WiFi-yhteyden.  

(Amazon Web Services, 2024a.) 

AWS Monitronin hinnoittelu on tehty täysin läpinäkyväksi. Järjestelmän ylös ajon pystyy 

tekemään esimerkiksi viiden sensorin aloituspakkauksella. Kuvassa 19 on esimerkkihinnoit-

telu aloittelupakkauksen sisällöstä. Pakkaus sisältää viisi sensoria, yhdyskäytävän ja Mo-

nitron palvelun käytön.  

 

Kuva 19. Hinnoitteluesimerkki 5 sensorin aloituspaketista (Amazon Web Services, 2024a). 

 

Järjestelmän laajentamisen kustannukset on esitetty kuvassa 20: 
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Kuva 20. AWS-Monitron elinkaarikustannusmalli (Amazon Web Services, 2024a). 

 

Tuhannen sensorin kustannus viidelle vuodelle jaettuna on siis 372 000 $. Vuositasolla kus-

tannus on keskimäärin siis 74 400 $.  

Soveltuvuusselvityksen osana Meyer Turku ja AWS järjestivät tehdaskierroksen, jonka yh-

teydessä selvitettiin anturoinnin soveltuvuutta Meyerin tehdasympäristöön. Antureiden ja 



44 
 

yhdyskäytävien määrät ja sijainnit saatiin yhdessä Meyerin ja AWS:n asiantuntijoiden 

kanssa määriteltyä. Kuvassa 21 on esitetty sopiva sijainti anturin asentamiselle.  

 

Kuva 21. AWS Monitron sensorin sijoituksen havainnekuva 

 

Antureiden asennukseen löytyi selkeät ohjeet AWS:n verkkosivuilta ja antureiden asentami-

nen oli todella helppoa.  

4.2.1  AWS Monitron pilotointivaihe 

AWS Monitron pilotti päästiin aloittamaan erittäin nopeasti nopean toimituksen ja yksinker-

taisen käyttöönoton ansiosta. Pilottivaiheessa kolmen eri laitekokonaisuuteen asennettiin yh-

teensä 24 sensoria. Laitteet mittaavat värinää ja lämpötilaa tunnin välein, moottoreista ja 

vaihdelaatikoista.  
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Heti pilotin ensimmäisen viikon jälkeen yhden raepuhalluslaitteen turbiinissa havaittiin 

poikkeavaa värinää ja kohonneita käynnin aikaisia lämpötiloja. ISO 20816 standardin mu-

kaan kyseisen kokoluokan moottorin kokonaisvärähtelyn tulisi pysyä alle 2mm/s. Kyseisen 

laitteen osalta lähes koko käynnin ajalta X-akselin suuntainen värähtely kuitenkin ylittää 

tämän arvon, jolloin järjestelmään kirjautuu varoitus. Kuvassa 22 on visualisoitu ensimmäi-

sen viikon jälkeen saatu data ja havaittu normaalia suurempi värinätaso.  

 

Kuva 22. AWS Monitron järjestelmän etusivunäkymä 

 

Tämän diplomityön puitteissa ei ehditty tarkemmin analysoimaan syntynyttä dataa ja siinä 

esiintyviä mahdollisia poikkeamia. Diplomityö on kuitenkin synnyttänyt projektin, jonka 

yhteydessä kunnonvalvontaa tullaan lisäämään ja datanhallintaa tullaan edistämään.  

4.2.2  Monitron järjestelmän integrointi ERP-järjestelmään 

Soveltuvuusselvityksen jälkeen Meyer Turku suorittaa arvioinnin laitteen jatkokäytöstä. Mi-

käli laitteet on todettu toimiviksi ja liiketoiminnan osalta kannattaviksi, niin projektissa siir-

rytään seuraavaan ns. full scope vaiheeseen. Tässä kohtaa laitteiden toimintaa laajennetaan 

koskemaan isompaa osaa tuotantokoneita ja aloitetaan luomaan integraatiota AWS:n ja asi-

akkaan toiminnanohjausjärjestelmän välille. Havaittuaan poikkeaman tai käyttäjän asetta-

man rajan ylittymisen, laite lähettää ERP-järjestelmälle tiedon. Näiden tietojen pohjalta 

ERP-järjestelmä luo vikailmoituksen (Plant Maintenance Notification). Tietojen pohjalta 

kunnossapito pystyy suorittamaan vian paikannuksen ja tarvittaessa korjaustoimenpiteet. 
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Kuvassa 23 on esitetty AWS:n luoma järjestelmäintegraatio yrityksen ERP-järjestelmään. 

AWS tarjoaa myös kattavan määrän ohjeita eri ERP järjestelmien integrointiin mikä var-

masti madaltaa kynnystä integraation rakentamiseen, sekä madaltaa kustannuksia. 

 

Kuva 23. AWS - SAP integraatio (Amazon Web Services, 2024b). 

 

Yhteenvetona voidaan todeta, että integroimalla kunnonvalvontajärjestelmä yrityksen toi-

minnanohjausjärjestelmään, voidaan saavuttaa entistä sulautetumpi järjestelmäkokonaisuus. 

Järjestelmien integrointi helpottaa myös datan hallintaa ja vähentää kirjauksien ja sitä kautta 

mahdollisten virheiden määrää datassa.  
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5  Johtopäätökset 

Tutkimus vastasi erittäin hyvin sille asetettuihin tavoitteisiin tutkia tekoälyn hyödyntämistä 

teollisuusyrityksen kunnossapidossa. Erityisesti tutkimus onnistui arvioimaan kolmen eri 

järjestelmän (AWS Monitron, ATEAn kunnonvalvontajärjestelmä ja Microsoft Copilot -

tyyppiset avustustyökalut) tehokkuutta ja käytettävyyttä. AWS Monitron osoittautui erittäin 

toimivaksi ja kustannustehokkaaksi ratkaisuksi proof of concept -vaiheessa, mikä täytti tut-

kimuksen odotukset sen potentiaalin arvioinnissa. 

Tutkimuksen kiinnostavin havainto oli AWS Monitronin erinomainen suorituskyky ja kus-

tannustehokkuus, joka ylitti odotukset ja tarjosi merkittäviä parannuksia kunnossapidon en-

nakoitavuuteen ja tehokkuuteen. Lisäksi ATEAn kunnonvalvontajärjestelmä osoitti lupaavia 

tuloksia, mikä laajentaa yrityksen vaihtoehtoja tulevaisuudessa. Microsoft Copilot -tyyppis-

ten avustustyökalujen käyttö dokumentinhallinnassa toi esiin mahdollisuuksia tehostaa tie-

donhallintaa ja nopeuttaa prosesseja, mikä voi merkittävästi parantaa yrityksen operatiivista 

tehokkuutta. 

Saavutetut tulokset korostavat tekoälyn merkittävää potentiaalia teollisuuden kunnossapidon 

tehostamisessa. Tekoälyn avulla voidaan saavuttaa huomattavia kustannussäästöjä, parantaa 

laitteiden käytettävyyttä ja vähentää suunnittelemattomia seisokkeja. Tämä tutkimus vahvis-

taa aiempia löydöksiä tekoälyn hyödyistä teollisuudessa, kuten Forbes (2024), mutta tuo 

esiin uusia näkökulmia ja konkreettisia todisteita erityisesti AWS Monitronin ja Microsoft 

Copilot -tyyppisten työkalujen osalta. 

Teoreettisesti diplomityö osoittaa käytännön hyötyjä tekoälyn soveltamisesta teollisuuden 

kunnossapitoon. Tutkimuksellisesti se tarjoaa todisteita ja käytännön esimerkkejä tekoälyn 

hyödyistä. Käytännöllisesti tutkimus tarjoaa konkreettisia suosituksia ja ratkaisuja teolli-

suusyrityksille, jotka harkitsevat tekoälyn hyödyntämistä kunnossapidossaan. 

Tutkimuksen rajoitteisiin kuuluu se, että pilotointi ja testaukset keskittyivät pääasiassa proof 

of concept -vaiheeseen, eikä pitkäaikaista käyttöä ja sen vaikutuksia arvioitu laajemmin. 

Tutkimus kohdistui vain yhden yrityksen kunnossapitoon, eikä sen tulokset ovat siten vält-

tämättä sovellettavissa suoraan kaikille teollisuuden aloille. Jatkotutkimuksissa Meyerin te-
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lakalla olisi hyödyllistä tutkia tekoälyjärjestelmien pitkäaikaisia vaikutuksia ja niiden integ-

raatiota muihin yrityksen järjestelmiin, kuten ERP-järjestelmään. Lisäksi jatkotutkimuksia 

voisi kohdistaa erityisesti datan laadun hallintaan ja sen vaikutuksiin tekoälyjärjestelmien 

suorituskyvyssä. 

Yhteenvetona voidaan todeta, että tutkimus tarjoaa selkeän suunnan Meyer Turun kunnos-

sapidon kehittämiselle tekoälyn avulla. Se esittää konkreettisia toimenpiteitä ja järjestelmiä, 

jotka voivat merkittävästi parantaa yrityksen operatiivista tehokkuutta ja kilpailukykyä tule-

vaisuudessa.  

Telakan kunnossapitoliiketoiminta kartoittaa tällä hetkellä mahdollisuuksia hyödyntää teko-

älyä eri kunnossapitotoiminnoissa. Tekoälyn hyödyntäminen on vahvasti nouseva trendi, 

mutta sen käyttöönottaminen ja oikeanlainen hyödyntäminen on kaikkea muuta kuin help-

poa. Useat yksiköt hyödyntävät tekoälyä jo mm. OpenAI:n tarjoaman Chat GPT:n muo-

dossa. ChatGPT-palvelu tarjoaa käyttäjälle yksinkertaisen syötteen, johon käyttäjä pystyy 

esittämään kysymyksiä ja pyytämään tekoälyäbottia suorittamaan erilaisia tehtäviä. Käyttö 

on tehty helpoksi ja melko varmasti jokainen tietokonetta käyttävä osaa ChatGPT:n käytön. 

Järjestelmän käyttö sisältää yritykselle kuitenkin merkittäviä riskejä. Onko käytettävä ja 

saatu tieto luotettavaa? Onko palvelun käyttö tietoturvallista? Mihin kaikkeen palvelua voi 

käyttää? Moni ei varmastikaan tule ajatelleeksi näitä kysymyksiä käyttäessään palvelua yk-

sinkertaisen työtehtävien hoitoon. 
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