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Tämän kandidaatintutkielman tarkoituksena on tutkia koronapandemian vaikutusta 

Yhdysvaltain sijoituskäyttäytymiseen. Tutkimus keskittyy erityisesti taloudellisen 

epävarmuuden ja markkinavolatiliteetin vaikutukseen sijoittajien reaktioissa pandemian eri 

vaiheissa. Tutkielman teoriatausta koostuu rahoituksen teorioista ja psykologisista tekijöistä 

yksilöiden keskuudessa.  

Tutkielma on toteutettu kvantitatiivisena tutkimuksena hyödyntäen VAR-analyysiä 

aikasarjadataan. VAR-mallin tukena on käytetty Grangerin kausaalisuustestiä ja 

impulssivastefunktioita. Aineisto on kerätty julkisista talousindikaattoreista, kuten S&P 500-

indeksistä, VIX-indeksistä ja taloudellista epävarmuutta mittaavasta EPU-indeksistä. 

Aineistoa analysoidaan kolmelta eri koronapandemian ajanjaksolta. 

Tulokset osoittavat, että koronapandemian vaikutukset sijoituskäyttäytymiseen ja 

markkinareaktioihin vaihtelivat pandemian eri vaiheissa. Alkuvaiheessa taloudellisen 

epävarmuuden ja markkinavolatiliteetin kasvu johti voimakkaisiin, mutta lyhytaikaisiin 

reaktioihin osakemarkkinoilla, mikä korosti psykologisten tekijöiden vaikutusta sijoittajien 

keskuudessa. Myöhemmissä vaiheissa markkinoiden käyttäytyminen oli tehokkaampaa, 

eikä merkkejä epärationaalisesta käyttäytymisestä havaittu. 
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The purpose of this bachelor's thesis is to investigate the impact of the coronavirus pandemic 

on investment behavior in the United States. The research focuses specifically on the effects 

of economic uncertainty and market volatility on investors' reactions during different phases 

of the pandemic. The theoretical background of the thesis is comprised of financial theories 

and psychological factors among individuals.  

The thesis is conducted as a quantitative study using VAR analysis on time series data. The 

VAR model is supported by Granger causality tests and impulse response functions. The 

data has been collected from public economic indicators, such as the S&P 500 index, VIX 

index, and the Economic Policy Uncertainty (EPU) index. The data is analyzed across three 

distinct phases of the coronavirus pandemic. 

The results indicate that the impacts of the COVID-19 pandemic on investment behavior and 

market reactions varied across different stages of the pandemic. In the initial phase, increases 

in economic uncertainty and market volatility led to strong but short-lived reactions in the 

stock markets, highlighting the influence of psychological factors among investors. In later 

phases, market behavior was more efficient, with no signs of irrational behavior observed. 
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1. Johdanto 

Sijoituskäyttäytyminen on olennainen osa rahoitusmarkkinoita. Sillä on merkittävä vaikutus 

niin yksilöiden sijoituspäätöksiin kuin koko markkinoiden liikkeisiin. 

Sijoituskäyttäytymisestä tekee monimutkaisen kuitenkin se, että siihen vaikuttavat monet eri 

tekijät. Näitä ovat tunnetusti lukuisat psykologiset, sosiaaliset ja taloudelliset tekijät. 

Sijoituskäyttäytymisen taustatekijöiden ymmärtämisellä onkin suuri rooli siinä, että voimme 

varautua kurssiheilahteluihin eri skenaarioissa ja tehdä tietoisempia sekä mahdollisesti 

tehokkaampia sijoituspäätöksiä.  

Akhtar ja Malik (2023) toteavat jokaisen sijoittajan prosessoivan saatavilla olevaa tietoa 

omien taitojensa ja persoonallisuutensa mukaan, mikä kertoo psykologisten tekijöiden 

merkittävyydestä sijoittajien käyttäytymisessä. Faktat ja logiikka eivät aina voita sijoittajien 

tunteita. Yksilöt usein suhtautuvat paremmin muiden ihmisten kokemuksiin, kuin 

tutkimukseen ja taloudellisiin tietoihin. Tutkimalla sijoittajien epärationaalisia 

käyttäytymismalleja, voidaankin mahdollisesti luoda pitkäaikaisia sijoitusstrategioita. 

(Baker, H. K., 2014, 276–280)  

Tässä tutkielmassa keskitytään vuoden 2019 lopulla alkaneeseen koronapandemiaan ja 

siihen, miten se vaikutti sijoituskäyttäytymiseen Yhdysvalloissa. Lähivuosina juuri kyseinen 

pandemia on ollut merkittävin, sillä sen vaikutukset olivat maailmanlaajuiset. Pandemia on 

lisäksi hyvin ajankohtainen. Tämä tekeekin sen vaikutusten syvällisemmästä tutkimisesta 

arvokasta. Aiheen ymmärtämisellä voidaan pystyä ennustamaan paremmin tulevienkin 

kriisien vaikutuksia ja luomaan mahdollisesti tehokkaampia sijoitusstrategioita.  

1.1  Tutkimuksen tausta 

Aihetta on tutkittu koronapandemian aikana kuin myös pandemian jäljiltä. Tieteellisiä 

tutkimuksia pandemian vaikutuksesta osakemarkkinoille ovat tehneet kansainvälisesti muun 

muassa He et al. (2020), Mishra ja Mishra (2020) sekä Uddin et al. (2021).  Ennennäkemätön 

riski, joka saapui pandemian mukana, aiheutti merkittäviä tappioita sijoittajille hyvinkin 

lyhyessä ajassa (Zhang, Hu & Ji, 2020). Lisäksi Zhang et.al. (2020) kertovat 
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rahoitusmarkkinoiden reagoineen nopeasti ennen kuin tarkat globaalit talousvaikutukset 

olivat vielä edes selvillä. Ashraf (2020) puolestaan totesi osakemarkkinoiden reagoivan 

negatiivisesti koronan aiheuttamiin tartuntoihin. Useista muistakin tutkimuksista nousee 

ylös koronan aiheuttamat negatiiviset vaikutukset rahoitusmarkkinoiden toimintaan. Yousfi, 

Ben Zaied, Ben Zheik, Ben Lahoudel ja Bouzgarrou (2021) huomasivat selkeän muutoksen 

Yhdysvalloissa suurimmissa osakeindekseissä sekä valtion velkakirjoissa. Epävarmuus 

lisääntyi koronapandemiaan liittyvien tartuntojen ja kuolemien myötä ensimmäisen ja toisen 

korona-aallon aikana. 

Sosiaalisella medialla ja uutisilla on osaltaan vaikutusta sijoittamiskäyttäytymiseen ja 

omaisuusluokkien liikkeisiin. Internetistä on nykyään saatavilla paljon dataa sijoittajien 

yleisestä mielialasta, ja volatiliteetillä voidaan mitata ”pelkoa” sijoittajien keskuudessa. 

Suuremman volatiliteetin uskotaan siis kertovan korkeammasta epävarmuudesta 

markkinoilla. Useammassa tutkimuksessa käytetäänkin markkinoiden volatiliteetti-indeksiä 

(VIX), kun vertaillaan uutisten vaikutusta volatiliteettiin. Smales (2014) huomasi 

negatiivisten uutisten vaikuttavan volatiliteetti-indeksiin siten, että VIX:n muutos oli 

suurempi näiden aikaan. Ambros, Frenkel, Huynh ja Kilinc (2021) puolestaan totesivat 

koronaan liittyvien uutisten vaikuttavan markkinoiden epävarmuuteen sitä voimistavana, 

mutta osakemarkkinoiden tuottoihin uutisoinnin muutoksilla ei ollut merkittävää vaikutusta. 

Heidän tutkimuksensa oli kuitenkin tehty kahden kuukauden ajalta, joten tarkastelu oli 

hyvinkin lyhyeltä aikaväliltä.  

1.2  Tutkielman tavoitteet ja rajaukset 

Tutkielman tavoitteena on ymmärtää koronapandemian, ja erityisesti siihen liittyvän pelon 

ja epävarmuuden vaikutusta Yhdysvalloissa osakemarkkinoilla. Pandemian vaikutuksia 

tutkitaan taloudellista epävarmuutta kuvaavan uutisindeksin, pelon mittarina tunnetun 

volatiliteetti-indeksin, ja osakeindeksin avulla. Useampia tieteellisiä tutkimuksia on tehty 

liittyen välittömiin reaktioihin sijoittajien keskuudessa, mutta kyseisen pandemian 

loppuvaiheiden vaikutuksista löytyy täydennettävää. Tutkimalla sijoittajien käyttäytymisen 

muutosta ajan myötä koronapandemiassa, voidaan löytää arvokkaita näkökulmia asiaan. 

Tämän tutkielman tavoitteena onkin täydentää olemassa olevaa tutkimusta asiasta ja siten 

luoda tukevampaa ymmärrystä, miten tulevien pandemioiden tai kriisien kanssa voidaan 
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toimia sijoittajien keskuudessa. Tavoitteiden perusteella päätutkimuskysymykseksi 

muodostuikin: 

 

• Miten koronapandemia vaikutti sijoituskäyttäytymiseen ja siihen liittyviin 

markkinoiden reaktioihin pandemian eri vaiheissa? 

 

Alatutkimuskysymyksillä pyrin saamaan vastauksen päätutkimuskysymykseen. 

Alatutkimuskysymyksiksi muodostui: 

 

• Miten taloudellinen epävarmuus ja markkinavolatiliteetti liittyivät 

osakemarkkinoiden muutoksiin pandemian aikana? 

 

• Miten käyttäytymisen heuristiikat ja vinoumat esiintyivät pandemian eri vaiheissa? 

 

Ensimmäisessä alatutkimuskysymyksessä tarkastellaan taloudellisen epävarmuuden ja 

yleistä ”pelkoa” kuvaavan volatiliteetti-indeksin vaikutusta osakemarkkinoiden 

hintavaihteluihin. Toisessa alatutkimuskysymyksessä puolestaan tarkastellaan 

psykologisten tekijöiden vaikutusta sijoituskäyttäytymiseen pandemian eri vaiheissa.  

Tutkielma on rajattu koronapandemian ajalle vuosille 2019–2023. Tutkielman 

maantieteellinen rajaus kohdistuu Yhdysvaltain osakemarkkinoille, sillä ne ovat maailman 

suurimmat ja niistä on laajasti informaatiota saatavilla. Tutkielman aineisto kerätään 

osakeindeksistä (S&P 500), volatiliteetti-indeksistä (VIX) ja Yhdysvaltain talouspoliittista 

epävarmuutta kuvaavasta indeksistä (EPU). Tutkimusmenetelmänä käytetään VAR-

analyysia aikasarjadataan.  
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1.3  Tutkielman rakenne 

Tutkielma alkaa johdannolla, jossa kuvataan aihepiiriä, mainitaan aiheeseen liittyvät 

olennaiset aikaisemmat tutkimukset, sekä kuvataan tutkielman tavoitteet, 

tutkimuskysymykset ja rakenne. Seuraavaksi tutkielmassa keskitytään teoreettiseen 

viitekehykseen, sisältäen aiheeseen liittyvät teoriat ja käsitteet. Viitekehyksessä käsitellään 

tehokkaiden markkinoiden hypoteesia, behavioraalista rahoitusta, sekä käyttäytymisen 

vinoumia ja heuristiikkoja. Teoreettinen viitekehys sisältää myös kirjallisuuskatsauksen 

koronapandemian vaikutuksista Yhdysvaltain osakemarkkinoille. Tämän jälkeen 

pureudutaan empiriaan. Kolmas osuus sisältää tutkielmassa käytetyt tutkimusmenetelmät, 

kerätyn aineiston, sekä aineiston analyysin. Neljännessä osuudessa esitellään saadut 

tutkimustulokset. Viimeinen osuus puolestaan koostuu tutkimustulosten yhteenvedosta ja 

niiden vertailusta aikaisempiin tutkimuksiin, sekä mahdollisten psykologisten tekijöiden 

yhdistelemisestä havaittuihin tuloksiin. Viimeinen osuus sisältää myös tutkimuksen 

luotettavuuden tarkastelun sekä potentiaaliset tulevaisuuden jatkotutkimukset. 

 

 

 

 

 

 

 

 

 



5 

 

2. Teoreettinen viitekehys 

Teoreettisessa viitekehyksessä käsitellään aiheen kannalta keskeisiä teorioita ja käsitteitä. 

Alakappaleissa pureudutaan rahoitusteorioihin, kuten tehokkaiden markkinoiden 

hypoteesiin ja behavioraaliseen rahoitukseen sen haastajana, sekä niiden historiaan. 

Kappaleissa käsitellään myös psykologisia tekijöitä sijoittajien keskuudessa ja miten ne ovat 

ennen näkyneet yksilöiden käyttäytymisessä. Kyseiset teoriat ja käsitteet tarjoavat laajempaa 

ymmärrystä ja erilaisia tärkeitä näkökulmia tutkielman taustalle. Alakappaleet sisältävät 

myös kirjallisuuskatsauksen koronapandemian vaikutuksesta Yhdysvaltain 

osakemarkkinoille.  

2.1 Tehokkaiden markkinoiden hypoteesi 

Yleisesti ottaen ihanteellisilla markkinoilla hinnat ohjaavat resurssien käyttöä tehokkaasti. 

Tämä tarkoittaa sitä, että yritykset voivat suunnitella investointejaan ja tuotantoaan sekä 

sijoittajat valita eri yritysten arvopapereita perustuen oletukseen, jossa näiden arvopaperien 

hinnat heijastavat täysin aina kaikkea saatavilla olevaa tietoa. Markkinoita, joissa hinnat 

jatkuvasti kuvastavat kaikkea saatavilla olevaa tietoa kutsutaan tehokkaiksi markkinoiksi. 

(Fama, 1970) Myöhemmin Fama (1975) määritteli tehokkaiden markkinoiden hypoteesin 

siten, että tehokas markkina käyttää hinnoittelussa oikein kaikkea relevanttia tietoa. Dimson 

ja Mussavian (1998) puolestaan toteavat teorian määrittelevän tehokkaan markkinan 

sellaiseksi, jossa saatavilla olevan tiedon perusteella käytävä kaupankäynti ei mahdollista 

poikkeuksellisia voittoja. He lisäävät, että tämän takia markkinoita voidaan pitää tehokkaina 

vain, jos käytössä on oletettu malli tuotoille.  

Odotetun hyödyn teorian mukaan riskin välttämistä selitetään hyötyfunktiolla, joka on 

konkaavi varallisuuden suhteen. Tämä teoria riskin välttämisestä on psykologisesti 

intuitiivista, sillä ihmiset arvostavat lisävarallisuuden tuomaa hyötyä vähemmän, mitä 

enemmän varallisuutta heillä on. Teoria auttaakin selittämään osan ihmisten 

haluttomuudesta ottaa suuria riskejä. (Rabin, 2000) Odotetun hyödyn teoriassa jokaisen 

mahdollisen lopputuloksen hyöty kerrotaan sen todennäköisyydellä. (Kahneman & Tversky, 

1979)   
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Kahneman ja Tversky (1979) toteavat odotetun hyödyn teorian olevan yleisesti hyväksytty 

normatiivinen malli rationaaliselle valinnalle ja sitä on lisäksi laajalti sovellettu taloudellista 

käyttäytymistä kuvaavana mallina. Tehokkaiden markkinoiden hypoteesi perustuu siis 

tehokkaiden markkinoiden ja rationaalisten sijoittajien malliin, joka rakentui odotetun 

hyödyn teorian varaan. Tämä teoria muodostui laajalti hyväksytyksi ja sitä noudatetaan 

nykypäivänä edelleen varallisuuserien hinnoittelupäätöksissä. (Sharma & Kumar, 2020) 

Tehokkaiden markkinoiden hypoteesi on kuitenkin osakseen saanut kritiikkiä. Shiller (2003) 

kritisoi ja pitää absurdina ajatusta siitä, että kaikki sijoittajat pystyisivät ratkaisemaan 

satunnaisuuteen perustuvia optimointimalleja. Sharma ja Kumar (2020) toteavat, että vaikka 

teoria oli laajalti hyväksytty tutkijoiden keskuudessa, se ei onnistunut selittämään 

odottamattomia ilmiöitä, kuten 1990-luvun lopun internetkuplaa tai vuoden 2008 taantumaa.  

Dias et al. (2020) kokeilivat tehokkaiden markkinoiden hypoteesia Yhdysvaltain, Kiinan ja 

Euroopan pääomamarkkinoille koronapandemian ensimmäisellä periodilla. Tulokset 

osoittivat, että tiettyjen osakeindeksien, kuten Dow Jonesin, SSE-indeksin ja PSI 20-

indeksin, osalta hinnat eivät sisältäneet kaikkea markkinoilla saatavilla olevaa tietoa. 

Tutkimuksia, joissa tehokkaiden markkinoiden hypoteesi on kyseenalaistettu, on tehty myös 

muualla maailmassa (Dsouza & Mallikarjunappa, 2015; Emmanuel Joel et al., 2018). Vaikka 

tehokkaiden markkinoiden hypoteesi tarjoaakin arvokkaan viitekehyksen markkinoiden 

ymmärtämiseen, mainituista tutkimuksista korostuu sen vaihteleva soveltuvuus eri aikoina 

ja eri markkinoilla.  

2.2 Behavioraalinen rahoitus 

Behavioraalinen rahoitus on näkökulma, joka muodostui rahoitusmarkkinoille osittain 

perinteisen näkemyksen kohtaamien ongelmien takia sijoittajien rationaalisuudesta. Tämän 

näkökulman taustalla on ajatus siitä, että joitakin rahoitusilmiöitä voidaan ymmärtää 

paremmin malleilla, joissa kaikki toimijat eivät ole rationaalisia. (Barberis & Thaler, 2002) 

Behavioraalinen rahoitus haastaakin tehokkaiden markkinoiden näkökulman ja auttaa 

ymmärtämään sijoittajien käyttäytymistä. (Kumar & Goyal, 2015) 

Behavioraalinen rahoitus tutkii, miten psykologiset tekijät vaikuttavat ihmisten toimintaan 

ja miten tämä toiminta heijastuu omaisuuserien hintaliikkeisiin (Hon, Moslehpour & Woo, 

2021). Agudelo Aguirre ja Agudelo Aguirre (2024) kuvailevat behavioraalista rahoitusta 
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psykologian ja taloustieteen näkökulmia yhdistävänä. Näiden näkökulmien yhdistämisellä 

pyritään selittämään käytännössä havaittuja vinoumia ja heuristiikkoja päätöksenteossa. He 

korostavat, että behavioraalisen rahoituksen vuosien aikana tapahtuneesta edistymisestä 

huolimatta, tämä rahoituksen ala on edelleen kehitteillä eikä ole vielä vakiintunut täysin. 

2.2.1 Prospektiteoria 

Daniel Kahneman ja Amos Tversky (1979) kehittelivät prospektiteorian, joka on 

vaihtoehtoinen näkemys odotetun hyödyn teorialle yksilön päätöksenteosta 

riskiolosuhteissa. Tutkimuksessaan he kävivät läpi useita empiirisiä tuloksia, jotka 

kyseenalaistivat odotetun hyödyn teorian soveltuvuuden kuvailevana mallina. Ihmiset 

tyypillisesti kokevat tulokset voittoina ja tappioina, eikä niinkään lopullisina varallisuuden 

tai hyvinvoinnin tiloina. Voittoja ja tappioita puolestaan verrataan yleensä johonkin ennalta 

määrättyyn neutraaliin vertailukohtaan kuten nykyiseen varallisuuden tilaan. Tätä kuvataan 

prospektiteoriassa käsitellyllä arvofunktiolla. (Kahneman & Tversky, 1979)  

Arvofunktiossa arvot arvioidaan suhteessa viitepisteeseen, kuten ihmisten nykyiseen 

tilanteeseen. Arvofunktio ei siis mittaa absoluuttista hyötyä tai lopullista varallisuutta, vaan 

se keskittyy nimenomaan muutosten suuruuteen suhteessa viitepisteeseen. Arvofunktio on 

yleensä kupera voittojen osalta ja kovera tappioiden osalta, mikä kertoo siitä, että tappiot 

tuntuvat suhteellisesti suuremmilta kuin vastaavat voitot. Lisäksi arvofunktio on jyrkempi 

tappioiden kohdalla, mikä puolestaan kuvastaa ilmiötä ”tappiokammo”, jossa ihmiset 

kokevat tappiot voittoja voimakkaammin. Funktion S-muotoisuus (kuva 1) selittyykin näillä 

ominaisuuksilla. (Kahneman & Tversky, 1979)  

 



8 

 

 

Kuva 1. Hypoteettinen arvofunktio (Kahneman & Tversky, 1979) 

 

Toinen olennainen osa prospektiteoriaa arvofunktion lisäksi on todennäköisyysasteikon 

epälineaarinen muutos. Tämä muutos ylipainottaa pieniä todennäköisyyksiä ja alipainottaa 

suuria ja kohtalaisia todennäköisyyksiä. (Tversky & Kahneman, 1992) Toisin kuin 

perinteisessä hyötyteoriassa, prospektiteoriassa käytetään päätöspainoja todennäköisyyksien 

objektiivisten suuruuksien sijaan. Tämä tekee arvofunktion johdattamisesta mieltymysten 

perusteella monimutkaisemman verrattuna perinteiseen hyötyteoriaan. Päätöspainojen 

avulla voidaan selittää riskin välttäminen tai riskin hakeminen jopa lineaarisen arvofunktion 

tapauksessa. (Kahneman & Tversky, 1979) Lineaarinen arvofunktio normaalisti viittaisi 

siihen, että päätöksentekijä ei suosi tai vältä riskiä, mutta päätöspainot voivat muuttaa tätä 

käyttäytymistä. Ne voivat siis esimerkiksi aiheuttaa riskin välttämistä, jos päätöksentekijä 

aliarvioi suurten voittojen todennäköisyydet, tai riskin hakemista pienten voittojen 

todennäköisyyden yliarvioinnissa.  

Prospektiteoriassa mainitut päätöspainot liitetään ilmoitettuihin todennäköisyyksiin 

painofunktiolla (π). Painofunktio on kasvava todennäköisyyden p suhteen, joka tarkoittaa 

sitä, että kun todennäköisyys kasvaa, myös siihen liittyvä päätöspaino kasvaa. (Kahneman 

& Tversky, 1979) Kahneman ja Tversky (1992) toteavat painofunktion kaarevuuden (kuva 

2) selittävän suhtautumisen riskialttiisiin näkymiin. He mainitsevat lottoamisen ja 

vakuutuksien suosion selittyvän sillä, että ihmiset taipuvat antamaan tapahtumille 
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korkeamman painoarvon kuin mitä niiden todellinen todennäköisyys edellyttäisi. 

Vastakohtana suuria todennäköisyyksiä alipainotetaan.  

 

 

Kuva 2. Hypoteettinen painofunktio (Kahneman & Tversky, 1979) 

2.3 Käyttäytymisen vinoumat ja heuristiikat 

Kahneman (2003) toteaa taloustieteilijöiden usein kritisoivan psykologista tutkimusta sen 

taipumuksesta luoda erilaisia kognitiivisia vinoumia ja päätöksenteon virheitä sekä sen 

kyvystä luoda vaihtoehtoinen malli rationaalisen toimijan mallille. Hän kuitenkin puolustaa 

psykologian näkökulmia siinä mielessä, että ne tarjoavat arvokasta tietoa ihmisten 

käyttäytymisestä. Psykologisten teorioiden ei ole tarkoitus tarjota yksinkertaista ja 

täsmällistä mallia vaan tarjota integroivia käsitteitä ja keskitason yleistyksiä, jotka auttavat 

erilaisten ilmiöiden selittämisessä moninaisilla alueilla.  

Chaarlas ja Lawrence (2012) kuvailevat heuristiikkoja nyrkkisääntöinä ja menettelytapoina 

informaation käsittelyyn ja päättelyyn. Huolimatta siitä, että ne perustuvat usein kokeiluun 

ja virheisiin ja tekevät kognitiivisesti vaikeista tehtävistä helpompia, ne voivat myös johtaa 

systemaattisiin vinoumiin. Vinoutunut käyttäytyminen puolestaan voi vaikuttaa 

omaisuuserien liikkeisiin ja siten vaikuttaa myös markkinoilla rationaalisempien toimijoiden 
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käyttäytymiseen. Ymmärrys siitä, miten sijoittajien psykologia vaikuttaa sijoituspäätöksiin 

ja niiden seurauksiin, voi auttaa sijoittajia tekemään parempia taloudellisia valintoja. 

2.3.1 Saatavuusheuristiikka 

Ihmiset usein arvioivat tapahtumien todennäköisyyksiä heidän olennaisten muistojensa 

perusteella. Tämä voi johtaa siihen, että tuoreemmat ja merkittävät tapahtumat painavat 

päätöksenteossa enemmän kuin vanhemmat tai vähemmän merkittävät tapahtumat, ja siten 

vääristää arviointia. (Barberis & Thaler, 2002) Hirshleifer (2001) toteaa, että tämä on 

loogista, sillä yleisemmin esiintyvät asiat huomataan useammin, mikä tekee niistä myös 

helpommin muistettavia. Hän myös tuo esille ihmisten kognitiivisten resurssien rajoitteet, 

kuten muistin, huomion ja tiedonkäsittelykyvyn rajallisuuden. Tämä rajoittuneisuus 

puolestaan pakottaa ihmisiä keskittymään vain osaan saatavilla olevasta tiedosta. Lisäksi 

tiedostamattomat yhdistelmät, kuten aiemmat kokemukset, luovat valikoivaa keskittymistä. 

Shafer (1984) tuo esimerkin sosiaalipsykologiassa havaitusta saatavuusheuristiikasta. 

Ihmiset voivat yliarvioida oman panoksensa yhteiseen ponnisteluun, sillä heidän oma 

toimensa ja ponnistelunsa on merkittävin heille itselleen ja siksi helpommin muistettavissa. 

Tämä voikin luoda vääristymiä siinä, miten henkilöt kokevat oman roolinsa ja panoksensa 

ryhmässä. Kudryavtsev (2018) puolestaan tutki saatavuusheuristiikan vaikutusta 

osakemarkkinoille ja totesi sen näkyvän enemmän pienemmän markkina-arvon ja 

suuremman volatiliteetin osakkeissa, sillä ne ovat herkempiä heuristiikasta johtuville 

suurille hinnanmuutoksille. Hän mainitsi sen johtuvan mahdollisesti näiden osakkeiden 

vähäisemmästä tietomäärästä ja korkeammasta riskitasosta.  

2.3.2 Edustavuusheuristiikka 

Ihmiset tyypillisesti käyttävät edustavuusheuristiikkaa tapana arvioida todennäköisyyksiä 

perustuen siihen, kuinka hyvin tapahtuma tai kohde edustaa tiettyä luokkaa tai prosessia. 

Tämä tarkoittaa sitä, että kun tapahtuma A muistuttaa tapahtuma B:tä, arvioidaan 

todennäköisyyden, että tapahtuma A on peräisin tapahtuma B:stä, olevan korkea. (Barberis 

& Thaler, 2002; Tversky & Kahneman, 1974) Edustavuusheuristiikassa siis samankaltaisuus 

tai yhtäläisyys asioiden välillä viittaa siihen, että ne liittyvät toisiinsa. Otetaan esimerkiksi 
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tilanne, jossa tiedämme, että useimmat valkoiset pallot valitaan laatikosta, jossa on 

enimmäkseen valkoisia palloja. Jos näemme uuden valkoisen pallon, saatamme olettaa, että 

sekin on peräisin samasta laatikosta. 

Barberis ja Thaler (2002) toteavat edustavuuden voivan näkyä sijoittajien keskuudessa 

hyvien tulosten muodossa. Useampien periodien hyvät tulokset voivat johtaa siihen, että 

sijoittajat ajattelevat tulosten myös pysyvänkin korkeina. Tversky ja Kahneman (1974) 

tuovat esimerkin tilanteesta, jossa yrityksen tulevaisuuden voittoja ennustetaan perustuen 

yrityksen kuvaukseen. Jos yrityksestä annettu kuvaus on erittäin myönteinen, suuret voitot 

vaikuttavat edustavimmalta. Toisaalta, jos kuvaus on keskinkertainen, myös keskinkertaiset 

voitot näyttävät edustavimmalta. Yrityksen kuvauksen myönteisyysaste vaikuttaa siis siihen, 

kuinka suuria odotetut voitot ovat, riippumatta kuvauksen luotettavuudesta tai arvion 

odotetusta tarkkuudesta.  

2.3.3 Ankkurointi ja säätöharha 

Ihmiset usein muodostavat arvioita aloittamalla alkuarvosta ja säätävät tätä arvoa lopullisen 

tuloksen saamiseksi. Alkuarvo tai lähtökohta voi perustua ongelman muotoiluun tai olla 

osittaisen laskutoimituksen tulos. Ilmiötä, jossa erilaiset lähtökohdat tuottavat erilaisia 

arvioita, jotka ovat vinoutuneita alkuarvojen suuntaan, kutsutaan ankkuroinniksi. (Tversky 

& Kahneman, 1974) Ankkurointi tapahtuu, kun henkilöt pitävät kiinni tietystä tiedosta, ja 

käyttävät tätä ”ankkuria” päätöksensä perustana. Säätöharhaksi puolestaan kutsutaan 

ihmisten taipumusta olla sopeutumatta riittävästi pois ”ankkurista”, vaikka he saisivat uutta 

tietoa jostain asiasta. (Chaarlas & Lawrence, 2012)  

Chaarlas ja Lawrence (2012) mainitsevat, että säätöharhaa käytetään usein hyödyksi 

myyntitilanteessa. Myyjä aloittaa neuvottelun tietoisesti korkealla hinnalla ja laskee hintaa 

tämän jälkeen alemmaksi. Tällä myyjä pyrkii saamaan kuluttajan ankkuroitumaan korkeaan 

hintaan, jotta kun hän myöhemmin tarjoaa alempaa hintaa, kuluttaja kokee saavansa 

paremman kaupan. Birz, Dutta ja Yu (2022) käsittelivät tutkimuksessaan ankkuroinnin 

vaikutusta maatalouden ulkopuolisten työpaikkojen määrän (NFE) ennusteisiin. Heidän 

mukaansa ammattilaiset nojaavat liikaa historiallisiin tietoihin ennusteissaan ja nämä 

vääristyneet odotukset heijastuvat myös osakemarkkinoihin. Osakkeiden hinnat eivät vain 

reagoi itse NFE-yllätyksiin, vaan myös seuraavat vahvasti ankkuroituja ennusteita.  
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2.3.4 Liiallinen itsevarmuus 

Daniel, Hirshleifer ja Subrahmanyam (1998) toteavat yksilöiden yleisesti arvioivan omia 

kykyjään erilaisissa tilanteissa. Tämä liiallisen itsevarmuuden perusta juontaa juurensa 

lukuisista kognitiivisen psykologian kokeista ja kyselyistä. Sijoittajan liiallinen itsevarmuus 

ilmenee hänen kyvyssään kerätä ja hyödyntää tietoa ja tämä voi johtaa ennustevirheiden 

aliarviointiin. Heidän mukaansa liiallinen itsevarmuus näkyy myös yli- ja alireagointina 

osakekurssien hintaliikkeissä. Malmendier ja Tate (2005) puolestaan tutkivat liiallista 

itsevarmuutta toimitusjohtajien ja investointipäätösten välillä. He havaitsivat 

toimitusjohtajien liiallisen itsevarmuuden vaikuttavan investointipäätösten herkkyyteen, 

perustuen yrityksen kassavirran tilanteeseen.  

Grinblatt ja Keloharju (2009) kuvailevat liiallista itsevarmuutta monitulkintaisena. 

Ensimmäinen tulkinta on ylimielisyys, jossa henkilö uskoo olevansa keskimääräistä parempi 

tietyissä asioissa, kuten taitojensa suhteen. Toinen tulkinta on määrittelyn epätarkkuus, jossa 

henkilöllä on liian kapea näkemys hänen ennustustensa tai arvioidensa todennäköisyyksistä. 

Molemmissa tapauksissa liian itsevarma sijoittaja antaa suuremman painoarvon omalle 

osakkeen arvostukselleen ja vähemmän markkinoiden yleiselle arvostukselle. Tämä johtaa 

puolestaan siihen, että liian itsevarma sijoittaja on halukkaampi käymään kauppaa kuin 

vähemmän itsevarma sijoittaja. 

2.4 Tutkimuksia koronapandemian vaikutuksista Yhdysvalloissa 

Vasileiou (2021) tutki Yhdysvaltojen osakemarkkinoiden tehokkuutta koronapandemian 

aikana perustavanlaatuisen taloudellisen analyysimenetelmän, jatkuvan kasvun mallin ja 

Google-pohjaisen indeksin sisältävän käyttäytymismallin avulla. Tutkimus osoitti, että 

pelkästään taloudelliset tekijät eivät riitä äärimmäisissä olosuhteissa selittämään 

markkinoiden reaktioita, vaan käyttäytymistekijät, kuten pelko, saattaa olla parempi 

indikaattori selittämään markkinoiden muutoksia. Tutkimuksen tulokset osoittivatkin pelon 

lisääntymisen selittävän markkinoiden laskun ja sen väheneminen taloudellisen elvytyksen 

myötä selitti nopean kasvukauden. Lyócsa ja Molnár (2020) tutkivat pelon ja epävarmuuden 

yhteyttä osakemarkkinoiden tuottoihin koronapandemian alussa. He käyttivät epälineaarista 

autoregressiomenetelmää, jossa malli otti huomioon koronapandemiaan liittyvät 
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poikkeukselliset Google-haut ja toteutuneen volatiliteetin. Tutkimustulokset osoittivat pelon 

vaikuttavan volatiliteettia laajemmin tuottojen autokorrelaatioon, eli tuottojen kehittymiseen 

ajan myötä.  

Ampofo et al. (2023) tarkastelivat laumakäyttäytymistä Yhdysvaltojen osakemarkkinoilla 

koronapandemian aikana regressioanalyysin ja OLS-menetelmän avulla. He havaitsivat 

laumakäyttäytymistä sijoittajien keskuudessa nousevilla markkinoilla. Myös Yang ja 

Chuang  (2023) havaitsivat laumakäyttäytymistä, mutta he totesivat tämän määrän olevan 

huomattavasti pienempi kuin vuoden 2003 SARS-pandemiassa, vaikka koronapandemia 

aiheutti suurempaa volatiliteettia markkinoilla. Havainnot osoittivatkin, että 

vuosikymmenen aikana sijoittajien käyttäytyminen on muuttunut vähemmän herkäksi 

markkinatilanteiden muutoksille.  

Smales (2021a) arvioi tutkimuksessaan sijoittajien huomion vaikutusta Yhdysvaltojen 

osakemarkkinoiden tuottoihin käyttämällä muun muassa Google-hakujen volyymiä (GSV), 

osakeindeksituottoja ja koronapandemiaan liittyviä uutisia, tartuntoja sekä kuolemia. 

Tulokset osoittivat sijoittajien lisääntyneen huomion, jota mitattiin Google-hakujen avulla, 

vaikuttavan negatiivisesti Yhdysvaltain osaketuottoihin. Lisäksi sijoittajien lisääntynyt 

huomio voi auttaa selittämään tuottojen vaihtelua eri sektoreiden välillä. Myös Wang, Xu ja 

Sharma (2021) käsittelivät sijoittajien huomiota kyseisessä pandemiassa Yhdysvalloissa 

Google-hakujen avulla, mutta tarkastelu tehtiin osakemarkkinoiden volatiliteettiin. 

Sijoittajien huomio jaettiin odotettuun segmenttiin, joka heijasteli pandemian vakavuutta, ja 

odottamattomaan segmenttiin, joka sisälsi sijoittajien epärationaalisen käyttäytymisen 

pandemian aikana. Tutkimus osoitti, että sijoittajien huomion kasvaessa myös 

osakemarkkinoiden volatiliteetti kasvaa.  

Kucher, Kurov ja Wolfe (2023) analysoivat koronapandemiaan liittyviä rokoteuutisia ja 

niiden vaikutuksia rahoitusmarkkinoihin Yhdysvalloissa regressioanalyysin avulla. 

Tutkimuksesta selvisi, että rokoteuutiset vaikuttavat osaketuottoihin muuttamalla odotuksia 

osakekurssien riskipreemiosta ja yritysten kassavirroista. Baek, Mohanty ja Glambosky 

(2020) puolestaan havaitsivat korona-uutisten vaikuttavan taloudellisia indikaattoreita 

enemmän volatiliteetin muutoksiin. Negatiiviset uutiset koronapandemian kuolemista 

vaikuttivat volatiliteettiin kaksinkertaisesti enemmän kuin positiiviset uutiset 

parantumisista. Tutkimuksessaan he käyttivät muun muassa MR-AS-mallia rakenteellisten 

muutosten tarkasteluun volatiliteetissa Yhdysvaltojen osakemarkkinoilla. 
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3. Tutkimusaineisto ja -menetelmät 

Tässä osiossa käydään läpi tutkimuksessa käytetyt aineistot ja tutkimusmenetelmät. 

Tutkimuksen aineisto kerättiin MarketWatch:ista, josta löytyy historiallinen data 

osakemarkkinaindeksistä (S&P 500) ja volatiliteetti-indeksistä (VIX). Talouspoliittista 

epävarmuutta mittaavaa indeksiä (EPU) käytettiin osakemarkkinadatan lisäksi. 

Alakappaleissa kuvaillaan ja perustellaan kokonaisvaltaisesti valittu aineisto ja sen 

analysointi kvantitatiivisten menetelmien avulla.  

3.1 Tutkimuksen aineisto 

Tutkimuksen aineistona käytettiin sekundäärilähteitä useammasta tietolähteestä aikaväliltä 

2019–2023. Aineiston laajuus mahdollisti monipuolisen analyysin ja ymmärryksen 

koronapandemian vaikutuksesta Yhdysvaltain osakemarkkinoille. Koronapandemian 

aikaväli jaettiin merkittävimpiin vaiheisiin perustuen koronatartuntojen kehitykseen, joka 

mahdollisti vertailun sijoittajien käyttäytymisen muutoksesta yli ajan. Osakemarkkinadatana 

käytettiin marketwatch.com -verkkosivulta löytyvää päivittäistä dataa S&P 500-indeksistä 

ja volatiliteetti-indeksistä (VIX). Data koostui kaupankäyntipäivien sulkemishinnoista. 

Yhdysvaltain taloudellista ja poliittista epävarmuutta kuvastava uutispohjainen indeksi 

(EPU) kerättiin policyuncertainty.com -sivustolta. Kyseisen indeksin data on saatavilla 

päivittäisenä ja se sovitettiin vastaamaan kaupankäyntipäiviä. Mainittu aineisto kerättiin 

Exceliin sen muokkaamista varten ja siirrettiin lopulta Stata/SE 18.0-ohjelmistoon analyysiä 

varten. 

Rajaukset kohdistuivat aikaväleille 1.9.2020-1.2.2021, 1.12.2021-1.3.2022 ja 1.4.2022-

31.8.2022. Aikavälit määriteltiin WHO:n Yhdysvaltain koronatartuntagraafin (World Health 

Organization, 2024) perusteella, koska se voi heijastaa pandemian eri vaiheiden 

intensiteettiä. Vaikka koronatartuntoja ei käytetty aineistona, tartuntagraafi toimi 

viitekehyksenä pandemian vaiheiden tunnistamiseen. Ensimmäinen aikaväli kattaa 

pandemian alkuvaiheen jälkeisen syksyn ja talven, jolloin tartuntamäärät nousivat 

huomattavasti Yhdysvalloissa. Joulukuussa alkoi massarokotuskampanja, kun Pfizer-

BioNTechin ja Modernan rokotteet saivat hätäkäyttöluvan. Tämä merkitsi käännekohtaa 
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pandemian torjunnassa, mutta rokotuskattavuuden saavuttaminen vei aikaa ja virus levisi 

edelleen laajasti. Toisen aikavälin aikana Omikron-variantti levisi nopeasti Yhdysvalloissa, 

mikä johti ennennäkemättömän korkeisiin tartuntalukuihin. Tänä aikana jatkettiin 

tehosterokotteiden jakelua ja korostettiin maskien ja sosiaalisen etäisyyden merkitystä. 

Kolmannella ajanjaksolla tartunnat ja sairaalahoidon tarpeet alkoivat vähentyä, mikä johti 

monien rajoitustoimien purkamiseen eri puolilla maata. Uusien tartuntojen lisääntymistä 

kuitenkin havaittiin, mikä johtui osittain Omikronin alavarianttien ilmaantumisesta. Tästä 

huolimatta kuolemantapaukset pysyivät alhaisempina verrattuna pandemian aikaisempiin 

vaiheisiin. (CDC, 2023; Lambrou, Shirk & Steele, 2022)  

3.1.1 Osakemarkkinadata 

S&P 500-indeksiä käytettiin tutkimuksessa, sillä se on laajalti tunnettu yhtenä parhaista 

mittareista arvioitaessa Yhdysvaltain pörssiyhtiöiden suorituskykyä. Indeksi sisältää 500 

Yhdysvaltojen johtavaa yhtiötä ja se kattaa noin 80 % saatavilla olevasta 

markkinapääomasta. Osakkeita indeksi kuitenkin sisältää 503 johtuen siitä, että yritykset 

voivat listata useampia osakesarjoja. (S&P Dow Jones Indices, 2024) Osakkeiden indeksiin 

valintaan kohdistuu useita kriteerejä, kuten yrityksen markkina-arvo, tuloskyky ja 

likviditeetti. Indeksistä myös poistetaan yrityksiä, mikäli nämä eivät täytä vaadittuja 

standardeja. (Siegel & Schwartz, 2006) S&P 500-indeksin suorituskyky antaa viitteitä koko 

talouden tilasta ja se on vuodesta 1957 lähtien tuottanut paremmin kuin monet muut johtavat 

varallisuusluokat kuten velkakirjat. (Mustapa & Ismail, 2019)  

Toinen osakemarkkinaindeksi, jota käytettiin tutkimuksessa, oli tunnettu volatiliteetti-

indeksi VIX. Indeksi tunnetaan myös nimellä ”pelkoindeksi” ja se nimensä mukaisesti 

mittaa odotettua volatiliteettia S&P-500-indeksin optioiden nykyisten hintojen perusteella. 

Se ennustaa odotettua tulevaa volatiliteettia Yhdysvaltain osakemarkkinoilla seuraavan 30 

kalenteripäivän aikana. (Whaley, 2009) VIX ottaa huomioon laajan määrän eri hintaisia 

optioita S&P 500-indeksistä, mikä mahdollistaa tarkan ennusteen markkinoiden tulevasta 

volatiliteetista (Jiang & Tian, 2007). VIX:in muutokset voivat toimia indikaattorina 

osakemarkkinoiden muutoksille, sillä sen nousut ennustavat usein S&P 500-indeksin laskuja 

(Copeland & Copeland, 1999). Lisäksi se reagoi voimakkaammin negatiivisiin 



16 

 

markkinaliikkeisiin kuin positiivisiin, mikä kuvastaa sen roolia sijoittajien pelon mittarina 

(Sarwar, 2012) 

Kuten yllä mainittu, S&P 500 ja VIX tarjoavat laajan kattavuuden ja edustavuuden 

Yhdysvaltain osakemarkkinoista. Kyseiset indeksit sopivat tutkielmaan ominaisuuksiensa 

vuoksi. Molempia indeksejä on myös käytetty akateemisissa tutkimuksissa, mikä lisää 

tutkielman luotettavuutta (Aboura & Wagner, 2016; Chiang, 2012). Kuvio 1 havainnollistaa 

indeksien kehitystä tutkimuksen aikaväliltä. 

 

 

Kuvio 1. S&P 500 ja VIX vuosina 2019–2023 

 

Tutkimuksen tarkasteltavilla periodeilla S&P 500:n indeksipisteluvut vaihtelivat 3236–

4797 pisteen välillä keskiarvon ollessa noin 3990. Pisteluvut lasketaan painotettuna 

keskiarvona indeksin sisältämien yritysten osakekursseista. VIX puolestaan vaihteli 16–41 

pisteluvun välillä keskiarvon ollessa noin 25, ja sen pistelukujen nousu viittaa pelon 

nousuun osakemarkkinoilla ja lasku markkinoiden luottamuksen vahvistumiseen. 
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3.1.2 Uutisiin perustuva EPU-indeksi 

Taloudellista epävarmuutta mittaavaa indeksiä käytettiin osakemarkkinoiden ohella. 

Päivittäinen uutisiin perustuva US EPU-indeksi muodostetaan keräämällä ja analysoimalla 

yhdysvaltalaisia sanomalehtiä, jotka käsittelevät taloudellista epävarmuutta. Sanomalehdet 

kerätään EPU indeksiin NewsBank Access World News -tietokannasta, joka sisältää yli 

1000 Yhdysvaltain sanomalehteä. Käytettyjen artikkelien tulee sisältää termit ’uncertainty’ 

ja/tai ’uncertain’, ’economic’ ja/tai ’economy’ ja lisäksi yksi tai useampi seuraavista 

termeistä: ’congress’, ’legislation’, ’white house’, ’regulation’, ’federal reserve’ ja/tai 

’deficit’. (Economic Policy Uncertainty, 2024) Tutkimuksen tarkasteluperiodeilla indeksiin 

valitut uutismäärät vaihtelivat 48–427 välillä. Uutismäärien nousu viittaa talouspoliittisen 

epävarmuuden nousuun ja lasku epävarmuuden laskuun. 

EPU-indeksi sopii osakemarkkinadatan tueksi, koska se tarjoaa syvällisempää ymmärrystä 

siitä, miten ulkoiset tekijät vaikuttavat markkinoiden muutoksiin. Indeksi tarjoaa 

näkökulman siihen, miten poliittiset ja taloudelliset olosuhteet vaikuttavat sijoittajien 

käyttäytymiseen, ja se mahdollistaa laajemman analyysin pandemian vaikutuksesta 

markkinadynamiikkaan. EPU-indeksin on myös todettu vaikuttavan osakemarkkinoihin 

useammassa tutkimuksessa (Arouri et al., 2016; Liu & Zhang, 2015; Smales, 2021b). 

3.2 Kvantitatiiviset menetelmät 

Tutkimus toteutetaan kvantitatiivisena eli määrällisenä. Kvantitatiivisessa tutkimuksessa 

keskitytään numerotietoihin ja tilastolliseen analyysiin ja se mahdollistaa muun muassa 

erilaisten ilmiöiden vertailun, selittämisen ja ennustamisen. (Williams, Wiggins & Vogt, 

2021, 2-3) Kvantitatiivinen tutkimus soveltuu tutkielman aiheeseen, sillä tarkoituksena on 

selvittää muuttujien välisiä suhteita ja tunnistaa syy-seuraussuhteita yksilöiden 

sijoituskäyttäytymisessä. Lisäksi tutkielma liittyy taloudellisiin muuttujiin, jotka ovat 

luonnostaan numeerisessa muodossa. Kvantitatiiviset menetelmät mahdollistavatkin 

tutkimusaineiston tarkan ja objektiivisen analysoinnin. Menetelmänä tutkimuksessa 

käytetään VAR-analyysiä aikasarjadataan.  
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3.2.1 VAR-malli 

Tässä tutkimuksessa käytetään dynaamista regressiomallia, joka sisältää viivästettyjä 

muuttujia. Aikasarjadataa käsitellessä käytetään merkintää yt-1 kuvaamaan muuttujan y arvoa 

juuri ennen ajankohtaa t. Tämä arvo tunnetaan yt:n ensimmäisenä viiveenä. Jos dataa 

tarkkaillaan kuukausittain, yt-1 neljännellä kuukaudella tarkoittaa arvoa y3, eli muuttujan y 

arvoa kolmannella kuukaudella. (Pickup, 2014) Muuttujan tämänhetkinen arvo riippuu siis 

sen aiemmista arvoista ja/tai muiden muuttujien aiemmista arvoista.  

Christopher Sims (1980) esitti VAR (Vector Autoregression) -mallit vaihtoehtona 

perinteisille yhtälömalleille, joita käytettiin makrotalouden analysoinnissa. VAR-malleissa 

kaikkia muuttujia käsitellään endogeenisina, eli jokaisen muuttujan odotetaan vaikuttavan 

muihin muuttujiin ja olevan samalla niiden vaikutuksen alaisena. VAR on siis 

regressiomalli, jolla mallinnetaan useiden muuttujien välistä dynamiikkaa yhtä aikaa. 

Brooks (2014, 327) esittää yksinkertaistuksen kahden muuttujan y1t ja y2t VAR-mallista, 

jossa kummankin muuttujan tämänhetkinen arvo riippuu molempien muuttujien edellisten 

viiveiden (k) arvojen eri yhdistelmistä ja virhetermeistä:  

 

𝑦1𝑡 = 𝛽10 + 𝛽11𝑦1𝑡−1 + ⋯ + 𝛽1𝑘𝑦1𝑡−𝑘 + 𝛼11𝑦2𝑡−1 + ⋯ + 𝛼1𝑘𝑦2𝑡−𝑘 + 𝑢1𝑡 

𝑦2𝑡 = 𝛽20 + 𝛽21𝑦2𝑡−1 + ⋯ + 𝛽2𝑘𝑦2𝑡−𝑘 + 𝛼21𝑦1𝑡−1 + ⋯ + 𝛼2𝑘𝑦1𝑡−𝑘 + 𝑢2𝑡 

, missä uit on ”valkoista kohinaa”, eli satunnainen häiriö, jonka odotusarvo on 0. Se ei 

myöskään ole autokorreloitunut ja sen varianssi on vakio.  

 

Aikasarjojen stationaarisuus on edellytyksenä VAR-mallin parametrien estimoinnille, joka 

voidaan suorittaa pienimmän neliösumman menetelmällä (OLS). Estimointiin kuuluu myös 

viivemäärän valinta, jonka määrittämisessä voidaan käyttää informaatiokriteerejä, kuten 

Akaiken informaatiokriteerejä (AIC). (Mignon, 2024) Lisäksi VAR-mallin vakaudelle on 

tiettyjä oletuksia. Lütkepohl (2005) osoittaa, että VAR-malli on vakaa, jos sen 

ominaisyhtälön juurten käänteisluvut ovat yksikköympyrän sisällä. Lisäksi mallin 

residuaalien ei tulisi olla autokorreloituneita, niiden hajonnan tulisi olla vakio ja odotusarvon 
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nolla. Näiden tarkasteluun Lütkepohl suosittelee Lagrange-multiplier testiä ja graafisia 

menetelmiä, joita käytetään myös tässä tutkimuksessa.  

3.2.2 Aikasarjojen stationaarisuus 

Aikasarja koostuu datapisteistä, jotka ovat yleensä jaettu yhtä suuriin aikaväleihin 

esimerkiksi päivittäin, viikoittain, kuukausittain tai vuosittain. Sen avulla voidaan löytää 

kuvio tai malli käytettävästä datasta. Aikasarja-analyysit ovat hyödyllisiä, kun halutaan 

tunnistaa toistuvia anomalioita ja trendejä ajan myötä kerätyssä datassa. (Rezaee, Dorestani 

& Aliabadi, 2018) Lisäksi aikasarja-analyysin avulla voidaan tunnistaa tietyn ilmiön 

taustalla vaikuttavat voimat ja ennustaa sen myötä tulevia tapahtumia tai arvoja (Pal & 

Prakash, 2017, 6).  

Aikasarjamuuttuja Yt ei siis ole satunnainen, vaan edustaa yksittäisen tapahtuman havaintoja 

järjestettynä ajan funktiona: 

 

𝑌𝑡 = {𝑦1, 𝑦2, 𝑦3 … , 𝑦𝑇}  

, missä T=ajanhetket. (Pickup, 2014)  

 

Stationaarisuus on keskeinen konsepti aikasarja-analyysissä ja se tarkoittaa, että aikasarjan 

tilastolliset ominaisuudet säilyvät ajan myötä muuttumattomina. Havainnon riippuvuus 

suhteessa menneisiin arvoihin pysyy siis samana ja sarjan keskiarvo ja varianssi ovat 

vakioita. (Palma, 2016) Aikasarjan ollessa epästationaarinen, ennustaminen muuttuu 

haastavammaksi, jolloin aikasarjaa on muokattava stationaariseksi. Aikasarja voidaan saada 

stationaariseksi muun muassa differoimalla se (Brooks, 2014, 360). Tässä tutkimuksessa 

aikasarjan stationaarisuus tarkastetaan modifioidulla Augmented Dickey-Fuller 

yksikköjuuritestillä visualisoinnin jälkeen.  

Modifioitu Augmented Dickey-Fuller (DF-GLS) testi eroaa perinteisestä testistä siten, että 

aikasarja muutetaan GLS (Generalized Least Squares) testin avulla ennen yksikköjuuritestiä. 

Dickey-Fuller t-testi, johon on tehty säätöjä, kuten aikasarjan keskiarvon vähentäminen tai 

trendin poistaminen, ja jossa käytetään datan perusteella valittua viivettä, osoittautuu 
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pienessä aineistossa erityisen tehokkaaksi. Modifioitu yksikköjuuritesti tarjoaakin 

paremman suorituskyvyn aikasarjan komponenttien arviointiin kuin perinteinen testi.  

(Elliott, Rothenberg & Stock, 1996)  

3.2.3 Grangerin kausaalisuustesti ja impulssivastefunktiot 

Grangerin kausaalisuustestillä voidaan tutkia sisältääkö muuttuja hyödyllistä tietoa toisen 

muuttujan ennustamiseen. Analyysin tuloksissa tulee kuitenkin ottaa huomioon se, että se 

kertoo vain muuttujien välisestä ennustettavuudesta, eikä se todista syy-seuraussuhdetta. 

Ideana testissä on, että syy ei voi seurata seurausta. Tämä tarkoittaa sitä, että jos muuttuja x 

vaikuttaa muuttujaan y, muuttuja x voi auttaa ennustamaan muuttujaa y. Testissä on myös 

rajoituksia, koska malli jättää ulkopuoliset tekijät huomioimatta. Jos mallista puuttuu 

esimerkiksi tärkeitä muuttujia, se voi vääristää päätelmää kausaalisuudesta. (Lütkepohl, 

2005) 

Grangerin kausaalisuus ei aina paljasta koko kuvaa muuttujien välisestä suhteesta, joten se 

ei välttämättä riitä ymmärtämään muuttujien dynaamista suhdetta. Usein on kiinnostavaa 

tietää, miten yksi muuttuja reagoi toisen muuttujan äkilliseen muutokseen järjestelmissä, 

joissa on mukana useampia muuttujia. Tähän tarkoitukseen sopivat impulssivastefunktiot 

(IRF), jotka auttavat hahmottamaan muuttujien suhteita syvällisemmin ja realistisemmin. 

(Lütkepohl, 2005) Tässä tutkimuksessa käytetäänkin molempia mainittuja työkaluja VAR-

estimoinnin tukena.  
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4. Tutkimuksen tulokset 

Tässä kappaleessa tarkastellaan aikasarja-analyysin tuloksia kolmelta eri periodilta. 

Ensimmäisenä tutkitaan analyysissä käytettyjen muuttujien kuvioita ja tehdään modifioidut 

Augmented Dickey-Fuller testit ja mahdolliset muuttujamuunnokset stationaarisuuden 

tarkastamiseksi ja saavuttamiseksi. Seuraavaksi estimoidaan VAR-malli stationaarisille 

aikasarjoille. Lopuksi tarkastellaan mallin vakautta ja muuttujien välisiä suhteita Grangerin 

kausaalisuustestillä ja impulssivastefunktioilla.  

4.1 Ensimmäinen periodi 1.9.2020-1.2.2021 

Datan analysointi aloitettiin Augmented Dickey-Fuller yksikköjuuritestillä. Aikasarjojen 

stationaarisuutta tarkasteltiin kuvaajien ja yksikköjuuritestin avulla. Aikasarjat olivat alkuun 

epästationaarisia, mutta differenssimuunnoksen jälkeen stationaarisuus saavutettiin 

jokaiselle aikasarjalle.  Differoinnin tuloksena syntyy uusi aikasarja, jossa jokainen arvo 

edustaa muutosta edellisestä havaintopisteestä. Kuvio 2 havainnollistaa aikasarjojen 

stationaarisuutta. 

 

 

Kuvio 2. Ensimmäisen differenssin aikasarjat 
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Kun aikasarjat oli muutettu stationaariseksi, VAR-malli estimoitiin. Akaiken 

informaatiokriteerillä (AIC) määriteltiin kaksi viivettä optimaaliseksi malliin (taulukko 1). 

Viiveillä tarkoitetaan sitä, että jokaisen muuttujan nykyiset arvot voivat riippua niiden omien 

ja muiden muuttujien aiemmista arvoista. Kahden viiveen tapauksessa siis malliin 

sisällytetään muuttujien arvot yhden ja kahden ajanjakson takaa. Taulukko 1 koostuu 

Lütkepohlin (2005) mukaisista informaatiokriteerien versioista, joissa on poistettu log-

todennäköisyyksien vakio-osa, mikä yksinkertaistaa laskentaa ja esitystä.  

Estimointia tulkitaan tässä tapauksessa siten, että isoilla kirjaimilla on selitettävä muuttuja 

(esim. DSP500 1) ja sen alla pienillä kirjaimilla selittävät muuttujat (esim. dvix 1). L1 ja L2 

ovat muuttujien viiveet. Kokonaisvaikutus (χ2) mittaa muuttujan yhtälön selitysvoimaa. 

Suurempi arvo kertoo paremmasta selitysvoimasta. P-arvoista nähdään, että malli on 

tilastollisesti merkitsevä jokaiselle yhtälölle. Selitysaste (R2) kertoo, kuinka paljon malli 

selittää muuttujan vaihtelusta. EPU:n tapauksessa esimerkiksi malli selittää 23,1 % sen 

vaihtelusta. VAR-estimoinnin tuloksista huomattiin VIX:in (dvix 1) vaikuttavan 10 % 

riskitasolla (p=0.083) kahden päivän viiveellä negatiivisesti (B=-4.280) S&P 500:n 

(DSP500 1) kehitykseen. EPU (depu 1) vaikutti 10 % riskitasolla (p=0.066) kahden päivän 

viiveellä lievästi positiivisesti S&P 500:aan. S&P 500:n toinen viive puolestaan oli 

tilastollisesti merkitsevä 5 % riskitasolla (p=0.0066) ja vaikutti negatiivisesti VIX:in 

kehitykseen. EPU vaikutti olevan vahvasti autoregressiivinen, eli sen aiemmat havainnot 

selittivät suurimman osan nykyisestä arvosta. Muilla muuttujilla ei myöskään vaikuttanut 

olevan merkittävää vaikutusta siihen. Taulukossa 2 on esitetty VAR-estimoinnin 

merkittävimmät tulokset. Liitteessä 1 on esitetty koko estimoinnin tulokset. 
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Taulukko 1. Optimaaliset viiveet 

 

 

Taulukko 2. VAR-malli viivästetyillä muuttujilla 

Vector autoregression           
              
Malli Parametrit R2 χ2 P    
dsp500 1 7 0.152 18.28 0.00560    
dvix 1 7 0.168 20.59 0.00220    
depu 1 7 0.231 30.59 0    
              
  B Keskivirhe z P 95 % luottamusväli 
Selitettävä:  
DSP500 1           
dvix 1             
L2. -4.280 2.468 -1.730 0.0830 -9.117 0.558 
depu 1             
L1. 0.0926 0.0503 1.840 0.0660 -0.00605 0.191 
Selitettävä: 
DVIX 1             
dsp500 1           
L2. -0.0181 0.00653 -2.770 0.00600 -0.0309 -0.00527 
dvix 1             
L1. -0.286 0.112 -2.550 0.0110 -0.505 -0.0661 
Selitettävä:  
DEPU 1           
depu 1             
L1. -0.514 0.0981 -5.240 0 -0.706 -0.321 

 

Lutkepohl's 
lag-

order selection criteria           
                  
Havaintojen 
lkm. = 100         
                  
Viive LL LR df p FPE AIC HQIC SBIC 
                  
0 -1287 3.200e+07 17.23 17.23 17.2289*       
1 -1268 38.20 9 0 2.600e+07 17.03 17.1217* 17.26 
2 -1258 19.13* 9 0.0240 2.6e+07* 17.0155* 17.21 17.48 
3 -1251 14.48 9 0.106 2.700e+07 17.05 17.34 17.75 
4 -1247 7.911 9 0.543 3.000e+07 17.15 17.53 18.09 
* = optimaalinen viive               
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Mallin estimoinnin jälkeen tutkittiin mallin vakautta. Vakauden tarkastelu on tärkeää, sillä 

se varmistaa, että mallin estimointi ja tulokset ovat luotettavia ja tulkittavia. Vakautta 

arvioitiin aluksi tutkimalla ominaisyhtälön juurten käänteislukuja. Kaikki arvot olivat 

yksikköympyrän sisällä (kuvio 3), eli alle 1. Tämä tukee mallin vakautta, sillä se kertoo, että 

mallin vaikutukset tai impulssit vaimenevat ajan myötä ja malli pysyy hallittavana. 

 

 

Kuvio 3. Yksikköympyrä 

 

Tämän jälkeen tutkittiin mallin residuaalien autokorrelaatiota. Residuaalien keskiarvo oli 

lähellä nollaa, mikä on hyvä merkki mallin sopivuudesta ja harhattomuudesta (kuvio 4). 

Tämä tarkoittaa, että malli on oikeanlainen eikä siinä ole merkittäviä vääristymiä. 

 

 

Kuvio 4. Residuaalien autokorrelaatio 



25 

 

Lisäksi tutkimalla residuaalien välillä olevaa viiveistä mahdollisesti johtuvaa 

autokorrelaatiota Lagrange-multiplier testillä, voitiin todeta, että residuaalit eivät ole 

autokorreloituneet (taulukko 3). Nollahypoteesi jää voimaan, koska malliin valitun viiveen 

P-arvo on yli 0.05. Kyseisten testien perusteella voitiin todeta malli vakaaksi.  

 

Taulukko 3. Viiveiden autokorrelaatio 

Lagrange-multiplier test     
        
Viive χ2 P  
1 11.73 0.229  
2 14.17 0.116  
        
H0: ei autokorrelaatiota viivejärjestyksessä 

 

Seuraavaksi tutkittiin muuttujien viiveiden kausaliteettia mallissa Grangerin 

kausaalisuustestillä. Testissä nollahypoteesi siitä, että muuttujilla ei ole kausaalisuhdetta 

toisiinsa, voitiin hylätä osalla muuttujista. Poliittisen epävarmuuden (EPU) viiveet olivat 

tilastollisesti merkitseviä 5 % riskitasolla (p=0.043). Tämä viittaa siihen, että poliittinen 

epävarmuus voi parantaa S&P 500:n kehityksen ennustamista. Myös S&P 500:n viiveet 

olivat tilastollisesti merkitseviä 5 % riskitasolla suhteessa VIX:iin, mikä viittaa siihen, että 

osakemarkkinoiden liikkeet voivat auttaa ennustamaan markkinoiden volatiliteetin 

kehitystä. Poliittiseen epävarmuuteen muuttujien viiveillä ei oletetusti ollut vaikutusta. 

Taulukko 4 esittää Grangerin kausaalisuustestin tulokset. 
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Taulukko 4. Grangerin kausaalisuustesti 

Granger causality Wald tests 
        
Malli  χ2 P 
        
dsp500 1 dvix 1 3.108 0.211 
dsp500 1 depu 1 6.285 0.0430 
dsp500 1 KAIKKI 9.389 0.0520 
        
dvix 1 dsp500 1 8.116 0.0170 
dvix 1 depu 1 2.111 0.348 
dvix 1 KAIKKI 9.714 0.0460 
        
depu 1 dsp500 1 1.192 0.551 
depu 1 dvix 1 0.732 0.693 
depu 1 KAIKKI 1.290 0.863 

 

Tämän jälkeen muodostettiin impulssivastefunktiot (IRF). IRF-graafeista (kuvio 5) voidaan 

päätellä, kuinka voimakas muuttujan shokin, eli äkillisen nousun vaikutus on toiseen 

muuttujaan, ja mihin suuntaan se tapahtuu. Y-akseli kertoo vaikutuksen suuruuden ja 

suunnan, ja X-akseli kuvastaa päiviä. Ensimmäinen impulssivastefunktio kuvasi, miten 

poliittisen epävarmuuden yhden yksikön positiivinen shokki (impulssi) vaikuttaa S&P 

500:aan ajan kuluessa. IRF-graafista voidaan nähdä, että EPU:n impulssi aiheutti noin 

kahden päivän viiveellä negatiivisen vaikutuksen (noin -5 %) osakeindeksiin, mutta vaikutus 

heikkeni nopeasti ja palautui nollaan. Tämä viittaa siihen, että poliittisen epävarmuuden 

vaikutus S&P 500:aan on lyhytaikainen ja markkinat tasapainottuvat nopeasti. Toinen 

impulssivastefunktio kuvasi S&P 500:n vaikutusta VIX:iin ajan kuluessa. Osakeindeksin 

impulssi vaikutti negatiivisesti (noin -1 %) VIX:iin lyhyellä aikavälillä, sillä S&P 500:n 

nousu yleensä vähentää ennustettua volatiliteettia. Kolmannesta impulssivastefunktiosta 

huomattiin VIX:in shokin vaikuttavan negatiivisesti S&P 500:aan viiveellä, mikä on 

odotettua, sillä ”pelon” nousu markkinoilla tyypillisesti laskee osakeindeksin arvoa. 
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Kuvio 5. Impulssivastefunktiot 

4.2 Toinen periodi 1.12.2021-1.3.2022 

Aikasarjojen stationaarisuuden tarkastelu aloitettiin poistamalla trendit differoimalla 

jokainen muuttuja ensimmäiseen differenssiin ja luomalla kuviot. Yksikköjuuritestit 

suoritettiin tämän jälkeen, josta voitiin todeta aikasarjojen olevan stationaarisia. Kuvio 6 

havainnollistaa muuttujien stationaarisuutta.  

 

 

Kuvio 6. Toisen periodin ensimmäisen differenssin aikasarjat 
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Optimaaliset viiveet selvitettiin malliin kokeilemalla eri viivemääriä. Informaatiokriteerien 

suosittelemat viiveet eivät toimineet mallin estimoinnissa tarpeeksi hyvin johtuen 

todennäköisesti havaintojen pienemmästä lukumäärästä. Useamman viiveen sisältäminen 

paransi mallin selitysvoimaa (R2) ja tuotti enemmän tilastollisesti merkitseviä tuloksia 

yksittäisille viiveille, joten viiveiksi malliin valikoitui 5. Mallin yleinen sopivuus (P) ei 

kuitenkaan kaikilla muuttujilla ollut tilastollisesti merkitsevällä tasolla, eli malli ei 

kokonaisuutena selitä muuttujien välisiä suhteita, vaan rajoittuu yksittäisiin suhteisiin. Tämä 

toimii siis rajoituksena ja voi johtua esimerkiksi siitä, että mallista puuttuu tärkeitä 

muuttujia, havaintoja on vähän tai viiveiden määrä on virheellisesti määritelty.  

S&P 500 vaikutti viiden päivän viiveellä lievästi positiivisesti (B=0.587) sen nykyiseen 

kehitykseen 10 % riskitasolla (p=0.580). Myös VIX:in viides viive 10 % riskitasolla 

(p=0.0810) selittää osittain S&P 500:n kehitystä. S&P 500:n viides viive puolestaan vaikutti 

VIX:iin negatiivisesti 5 % riskitasolla (p=0.004), joka on odotettavissa, koska osakekurssien 

nousut yleensä vähentävät markkinoiden volatiliteettia. Myös VIX:in viides viive vaikutti 

negatiivisesti sen nykyiseen arvoon 5 % riskitasolla (p=0.0100). Poliittiseen epävarmuuteen 

VIX:in toinen viive vaikutti 10 % riskitasolla (p=0.059) positiivisesti. EPU osoittaa jälleen 

vahvaa autoregressiivisyyttä, mikä huomattiin ensimmäisellä periodilla. Taulukossa 5 on 

esitetty ainoastaan merkittävimmät tulokset estimoinnin laajuuden takia. Liitteessä 2 on 

esitetty kaikki estimoinnin tulokset.  
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Taulukko 5. Toisen periodin VAR-malli viivästetyillä muuttujilla 

Vector autoregression           

       
Malli Parametrit R2 χ2 P    
dsp500 2 16 0.197 13.74 0.545    
dvix 2 16 0.267 20.39 0.157    
depu 2 16 0.495 54.89 0    

       
  B Keskivirhe z P 95 % luottamusväli 
Selitettävä: 
DSP500 2       

dsp500 2       

L5. 0.587 0.310 1.890 0.0580 -0.0205 1.195 
dvix 2       

L5. 13.84 7.933 1.740 0.0810 -1.709 29.39 
Selitettävä: 
DVIX 2       

dsp500 2       

L5. -0.0301 0.0104 -2.880 0.00400 -0.0505 -0.00959 
dvix 2       

L3. 0.493 0.264 1.860 0.0620 -0.0252 1.011 
L5. -0.685 0.267 -2.570 0.0100 -1.209 -0.162 
Selitettävä: 
DEPU 2       

dvix 2       

L2. 13.52 7.173 1.890 0.0590 -0.537 27.58 
depu 2       

L1. -0.804 0.133 -6.040 0 -1.065 -0.543 
L2. -0.676 0.167 -4.040 0 -1.004 -0.348 
L3. -0.541 0.176 -3.070 0.00200 -0.886 -0.196 
L4. -0.272 0.161 -1.690 0.0900 -0.587 0.0427 

 

Estimoinnin jälkeen tutkittiin mallin vakautta, sopivuutta ja harhattomuutta ominaisyhtälöllä 

ja residuaaleilla. Arvot olivat jälleen yksikköympyrän sisällä (kuvio 7), mikä vahvistaa 

mallin vakautta.  



30 

 

 

Kuvio 7. Toisen periodin yksikköympyrä 

 

Residuaalien tarkastelusta huomattiin samanlaisia tuloksia kuin ensimmäisellä periodilla. 

Kuviosta 8 nähdään, että residuaalien keskiarvo oli lähellä nollaa, mikä merkitsee mallin 

sopivuutta ja harhattomuutta.  

 

 

Kuvio 8. Toisen periodin residuaalien autokorrelaatio 

 

Tämän jälkeen tutkittiin viiveiden autokorrelaatiota Lagrange-multiplier testillä, josta voitiin 

todeta, että residuaalit eivät ole autokorreloituneita ja malli on vakaa (taulukko 6).  
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Taulukko 6. Toisen periodin viiveiden autokorrelaatio 

Lagrange-multiplier test     
        
Viive χ2 P  
1 15.27 0.0837  
2 5.010 0.833  
3 9.206 0.418  
4 20.93 0.0130  
5 10.58 0.306  
        
H0: ei autokorrelaatiota viivejärjestyksessä 

 

Seuraavaksi tutkittiin viiveiden kausaliteettia Grangerin kausaalisuustestin avulla. Testi 

osoitti ainoan 5 % riskitasolla tilastollisesti merkitsevän ennustettavuuden olevan S&P 

500:lla (p=0.017) suhteessa VIX:iin (taulukko 7), joiden suhde huomattiin myös 

ensimmäisen periodin tarkastelussa. 

 

Taulukko 7. Toisen periodin Grangerin kausaalisuustesti 

Granger causality Wald tests 
        
Malli  χ2 Prob>chi2 
        
dsp500 2 dvix 2 5.947 0.311 
dsp500 2 depu 2 2.231 0.816 
dsp500 2 KAIKKI 9.430 0.492 
        
dvix 2 dsp500 2 13.77 0.0170 
dvix 2 depu 2 2.617 0.759 
dvix 2 KAIKKI 15.36 0.120 
        
depu 2 dsp500 2 3.324 0.650 
depu 2 dvix 2 5.170 0.396 
depu 2 KAIKKI 17.17 0.0710 

 

Kausaalisuustestin jälkeen tutkittiin impulssivastefunktiota. EPU:n ja VIX:in VAR-

estimointi ja Grangerin kausaalisuustesti eivät 5 % riskitasolla tukeneet shokkien vaikutusta 

osakeindeksiin, joten niitä ei analysoitu enempää. Kuviosta 9 selvisi shokin S&P 500:ssa 

aiheuttavan välittömän negatiivisen vaikutuksen VIX:iin. VIX laskee heti halussa noin -2 
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yksikköä, mutta palautuu suhteellisen nopeasti nollaan. Tämä osoittaa markkinoiden 

volatiliteetin tasapainottuvan nopeasti, eli reaktio on vain lyhytaikainen.  

 

 

Kuvio 9. Toisen periodin impulssivastefunktio 

4.3 Kolmas periodi 1.4.2022-31.8.2022 

Kolmannen periodin aikasarjojen stationaarisuus selvitettiin kuvioilla ja 

yksikköjuuritesteillä. Aikasarjat olivat jälleen stationaarisia ensimmäisellä differenssillä, 

joten ne voitiin sovittaa seuraavaksi VAR-malliin. Kuvio 10 havainnollistaa aikasarjojen 

ensimmäistä differenssiä.  

 

 

Kuvio 10. Kolmannen periodin ensimmäisen differenssin aikasarjat 
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Viiveiden määrittelyssä kokeiltiin eri viivemääriä kuten toisen periodin tarkastelussa, sillä 

informaatiokriteerien suosittelemat viiveet eivät parantaneet mallin selitysvoimaa (R2). 

Kokeilemalla päädyttiin kuuteen viiveeseen, jolla saatiin aikaan enemmän tilastollisesti 

merkitseviä tuloksia yksittäisille viiveille. Mallin yleinen sopivuus (P) ei kuitenkaan jälleen 

ollut kaikille muuttujille tilastollisesti merkitsevä.  

VAR-estimoinnin tuloksista yksittäisille viiveille huomattiin S&P 500:n kuudennen viiveen 

positiivinen (B=0.384) ja tilastollisesti merkitsevä (p=0.0440) vaikutus sen nykyiseen 

arvoon. Myös VIX:in toinen (p=0.0390) ja kuudes (p=0.0150) viive vaikuttivat positiivisesti 

osakeindeksin kehitykseen, mikä kuvastaa viivästynyttä markkinareaktiota volatiliteetin 

muutoksiin. VIX:iin vaikuttivat viiveellä tilastollisesti merkitsevästi S&P 500:n (p=0.0250) 

ja sen itsensä kuudes viive (p=0.006). Vaikutus molempien viiveestä oli negatiivinen, mikä 

indikoi muuttujan autoregressiivisyydestä ja S&P 500:n suoriutumisesta rauhoittaa 

markkinoiden volatiliteettia. Puolestaan S&P 500:n ja VIX:in viiveiden tilastollisesti 

merkitsevä vaikutus EPU:un oli hieman yllättävä, sillä aiemmilla periodeilla tätä ei havaittu. 

Viiveet vaikuttivat negatiivisesti EPU:n kehitykseen, mikä voi kertoa vahvempien 

markkinoiden rauhoittavan poliittista epävarmuutta. Taulukko 8 esittää VAR-estimoinnin 

tilastollisesti merkitsevät tulokset yksittäisille viiveille. Liitteessä 2 on esitetty estimoinnin 

kaikki tulokset.  

 

 

 

 

 

 

 

 

 

 



34 

 

 

Taulukko 8. Kolmannen periodin VAR-estimointi viivästetyillä muuttujilla 

Vector autoregression           
              
Malli Parametrit R2 χ2 P    
dsp500 3 19 0.162 18.90 0.398    
dvix 3 19 0.212 26.33 0.0924    
depu 3 19 0.558 124.0 0    
              
  B Keskivirhe z P 95 %  luottamusväli 
Selitettävä:  
DSP500 3           
dsp500 3           
L6. 0.384 0.191 2.010 0.0440 0.0103 0.758 
dvix 3             
L2. 13.17 6.390 2.060 0.0390 0.644 25.69 
L6. 14.96 6.132 2.440 0.0150 2.939 26.97 
Selitettävä: 
DVIX 3             
dsp500 3           
L6. -0.0125 0.00558 -2.240 0.0250 -0.0235 -0.00157 
dvix 3             
L6. -0.493 0.179 -2.750 0.00600 -0.844 -0.141 
Selitettävä: 
DEPU 3           
dsp500 3           
L1. -0.247 0.117 -2.120 0.0340 -0.475 -0.0182 
L2. -0.259 0.119 -2.180 0.0290 -0.491 -0.0264 
dvix 3             
L1. -8.675 3.918 -2.210 0.0270 -16.35 -0.996 
L2. -9.050 4.012 -2.260 0.0240 -16.91 -1.186 
depu 3             
L1. -0.851 0.0949 -8.960 0 -1.037 -0.665 
L2. -0.764 0.125 -6.130 0 -1.008 -0.520 
L3. -0.662 0.133 -4.980 0 -0.923 -0.401 
L4. -0.551 0.131 -4.200 0 -0.808 -0.294 

 

Mallin vakautta tutkittiin jälleen ominaisyhtälöllä, residuaaleilla ja viiveiden 

autokorrelaatiolla. Ominaisyhtälön arvot olivat yksikköympyrän sisällä (kuvio 11), mikä oli 

mallin vakauden kannalta tärkeää.  
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Kuvio 11. Kolmannen periodin yksikköympyrä 

 

Residuaalit puolestaan vaihtelivat hyvin lähellä nollaa (kuvio 12), mikä vahvisti mallin 

sopivuutta. 

 

 

Kuvio 12. Kolmannen periodin residuaalien autokorrelaatio 

 

Lagrange-multiplier testissä nollahypoteesi siitä, että viiveet eivät ole autokorreloituneet, jäi 

voimaan (taulukko 9). Testien johdosta malli voitiin jälleen todeta vakaaksi.  
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Taulukko 9. Kolmannen periodin viiveiden autokorrelaatio 

Lagrange-multiplier test     
        
Viive χ2 P  
1 6.865 0.651  
2 13.34 0.148  
3 18.07 0.0344  
4 19.94 0.0183  
5 7.684 0.566  
6 4.880 0.845  
        
H0:  ei autokorrelaatiota viivejärjestyksessä 

 

Malli saatiin todettua vakaaksi, joten seuraavaksi tarkasteltiin muuttujien kausaliteettia. 

Grangerin kausaalisuustestistä huomattiin VIX:in viivästettyjen arvojen auttavan 

ennustamaan S&P 500:n kehitystä tilastollisesti merkitsevästi (p=0.023). Sama tulos 

huomattiin myös toiseen suuntaan, eli S&P 500:n viivästetyt arvot auttavat ennustamaan 

VIX:in muutoksia tilastollisesti merkitsevästi (p=0.033). S&P 500:n viivästetyt arvot 

auttoivat myös ennustamaan EPU:n muutosta tilastollisesti merkitsevästi (p=0.040), mitä ei 

huomattu ensimmäisellä kahdella periodilla. Taulukossa 10 on esitetty testin tulokset.  

 

Taulukko 10. Kolmannen periodin Grangerin kausaalisuustesti 

Granger causality Wald tests 
        
Malli  χ2 Prob>chi2 
        
dsp500 3 dvix 3 14.71 0.0230 
dsp500 3 depu 3 0.739 0.994 
dsp500 3 KAIKKI 15.87 0.197 
        
dvix 3 dsp500 3 13.73 0.0330 
dvix 3 depu 3 1.424 0.964 
dvix 3 KAIKKI 16.66 0.163 
        
depu 3 dsp500 3 13.17 0.0400 
depu 3 dvix 3 10.84 0.0940 
depu 3 KAIKKI 18.03 0.115 
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Seuraavaksi tarkkailtiin kolmannen periodin impulssivastefunktioita, jotka on esitetty 

kuviossa 13. Osakemarkkinoiden nousu vaikutti volatiliteettiin välittömästi ja negatiivisesti 

lyhyellä aikavälillä. Tämä vaikutus on linjassa kahden ensimmäisen periodin tarkastelun 

kanssa. VIX:in positiivisen shokin vaikutus S&P 500:aan vaihteli positiivisen ja negatiivisen 

välillä, mutta tasoittui noin kymmenen päivän kohdalla. Myös S&P 500:n positiivinen 

shokki vaikutti EPU:n liikkeisiin hyvin vaihtelevasti. Tämä oli yllättävää, sillä 

aikaisemmissa periodeissa muiden muuttujien shokeilla ei ollut vaikutusta EPU:n 

kehitykseen. 

 

 

Kuvio 13. Kolmannen periodin impulssivastefunktiot 
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5. Yhteenveto ja johtopäätökset 

Tässä osiossa käsitellään tutkimuksen kolmen periodin keskeisimmät tulokset ja verrataan 

niitä aikaisempiin tutkimuksiin. Lisäksi käyttäytymisen vinoumia ja heuristiikkoja 

sovelletaan saatuihin tuloksiin. Osiossa vastataan myös muodostettuihin 

tutkimuskysymyksiin. Lopuksi tarkastellaan tutkimuksen luotettavuutta ja käsitellään 

mahdollisia jatkotutkimusaiheita.  

5.1 Keskeisimmät tulokset 

Muuttujien dynaamisia suhteita tarkasteltiin koronapandemian eri vaiheissa. Grangerin 

kausaalisuustestillä ja impulssivastefunktioilla täydennettiin VAR-estimoinnin tuloksia. 

Ensimmäisen periodin VAR-analyysin tulokset osoittavat taloudellisen epävarmuuden 

(EPU) ja osakemarkkinoiden ”pelkoa” kuvastavan volatiliteetti-indeksin (VIX) vaikuttavan 

merkittävästi osakeindeksin (S&P 500) liikkeisiin. VAR-estimoinnin perusteella EPU 

vaikutti tilastollisesti merkitsevästi 10 % riskitasolla ja päivän viiveellä S&P 500:n 

kehitykseen. Grangerin kausaalisuustesti vahvisti, että EPU sisältää merkittävää ennustavaa 

informaatiota S&P 500:n kehityksestä, mikä korostaa epävarmuuden merkitystä 

osakemarkkinoiden liikkeissä. IRF-analyysin tulokset osoittivat, että EPU:n shokki aiheutti 

lyhytkestoisen negatiivisen vaikutuksen S&P 500:aan, mikä voi kertoa siitä, että markkinat 

hinnoittelivat taloudellisen epävarmuuden nopeasti. EPU:n nousun negatiivisia vaikutuksia 

osakemarkkinoihin on todettu myös tieteellisissä tutkimuksissa (Baker, S. R., Bloom & 

Davis, 2016; Li et al., 2023). 

Lisäksi ensimmäisen periodin VAR-estimoinnin mukaan S&P 500:n toinen viive verrattuna 

VIX:iin oli tilastollisesti merkitsevä 5 % riskitasolla. Grangerin kausaalisuustesti osoitti 

S&P 500:n sisältävän ennustavaa informaatiota VIX:in kehityksestä, mikä vahvistaa 

osakemarkkinoiden ja volatiliteetin välistä yhteyttä. IRF-analyysissä havaittiin S&P 500:n 

positiivisen nousun vähentävän VIX:in arvoa lyhyellä aikavälillä ja VIX:in impulssin 

vaikuttavan S&P 500:aan negatiivisesti viiveellä. Tulokset ovat linjassa useampien 

tutkimusten kanssa, joissa todetaan indeksien vastakkainen vaikutus (Aboura & Wagner, 

2016; Chiang, 2012; Soydemir, Verma & Wagner, 2017).  
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Toisen periodin tarkastelussa havaintoja oli vähemmän, mikä saattoi vaikuttaa sen tuloksiin. 

Tilastollisesti merkitseviä vaikutuksia oli huomattavasti vähemmän kuin ensimmäisellä 

periodilla. Mallin yleinen sopivuus ei myöskään ollut tilastollisesti merkitsevällä tasolla. 

Sims (1980) ja Enders (2004) kuitenkin toteavat, että VAR-mallin yksittäiset estimoidut 

kertoimet eivät ole täysin luotettavia ohjaamaan analyysiä, eivätkä ne paljasta muuttujien 

välisiä merkittäviä suhteita. Sims (1980) suositteleekin keskittymistä 

impulssivastefunktioihin. 

VAR-estimoinnissa keskeisin 5 % riskitasolla tilastollisesti merkitsevä vaikutus oli S&P 

500:n viidennellä viiveellä VIX:iin. Myös Grangerin kausaalisuustesti osoitti, että S&P 

500:n viiveet sisälsivät tilastollisesti merkitsevää kausaalisuutta suhteessa VIX:iin. 

Impulssivastefunktiosta huomattiin S&P 500:n shokin aiheuttavan välittömän negatiivisen 

vaikutuksen VIX:iin, mutta vaikutus oli lyhytkestoinen. EPU:n ja VIX:in vaikutusta ei tuettu 

tilastollisesti kausaalisuustestissä eikä VAR-estimoinnissa, mikä viittaa siihen, että niillä ei 

ollut toisessa periodissa merkittävää vaikutusta osakeindeksiin. Baber, Shaik ja Gupta 

(2024) tutkivat koronapandemian vaikutusta samalta aikaväliltä Intian talouteen ja totesivat, 

että kyseisen aikavälin vaikutukset eivät olleet yhtä voimakkaita kuin aikaisemmat. Tämä 

voi viitata siihen, että yhteiskunta ja talouden tila olivat sopeutuneet paremmin pandemian 

olosuhteisiin.  

Kolmannen periodin VAR-estimoinnin keskeisimmistä tuloksista huomattiin VIX:in toisen 

ja kuudennen viiveen tilastollisesti merkitsevä vaikutus osakeindeksin kehitykseen. Myös 

S&P 500:n kuudes viive vaikutti tilastollisesti merkitsevästi VIX:iin. Grangerin 

kausaalisuustestissä huomattiin, että molemmat indeksit auttoivat ennustamaan toistensa 

kehitystä tilastollisesti merkitsevästi. Impulssivastefunktioista todettiin S&P 500:n shokin 

vaikuttavan välittömästi ja negatiivisesti VIX:iin lyhyellä aikavälillä, mikä on 

yhdenmukainen havainto aikaisempien periodien kanssa. VIX:in shokki puolestaan aiheutti 

vaihtelevia vaikutuksia S&P 500:n kehitykseen, mutta vaikutukset tasoittuivat noin 

kymmenen päivän kohdalla. Havainnot osoittivat indeksien suhteen olevan edelleen 

keskeinen ja johdonmukainen. 

Lisäksi S&P 500:n tilastollisesti merkitsevä vaikutus EPU:un VAR-estimoinnissa oli 

yllättävä. Myös viivästetyt osakeindeksin arvot kausaalisuustestissä auttoivat ennustamaan 

EPU:n muutoksia tilastollisesti merkitsevästi. IRF-graafista huomattiin shokin 

osakeindeksissä vaikuttavan EPU:n kehitykseen sekä positiivisesti, että negatiivisesti. 
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Tulokset olivat yllättäviä, sillä niitä ei havaittu kahden ensimmäisen periodin tarkastelussa. 

Tämä voi heijastella pandemian loppuvaiheen erityispiirteitä ja viitata osakemarkkinoiden 

vahvan suoriutumisen osaltaan rauhoittavan poliittista epävarmuutta.  

Eri periodien keskeisimmillä tuloksilla saatiin vastaus ensimmäiseen 

alatutkimuskysymykseen: ”Miten taloudellinen epävarmuus ja markkinavolatiliteetti 

vaikuttivat osakemarkkinoiden muutoksiin pandemian aikana?”. Taloudellisen 

epävarmuuden nousu vaikutti negatiivisesti osakemarkkinoiden muutoksiin pandemian 

alkuvaiheessa, mutta sen merkitys väheni myöhemmissä vaiheissa. Myös 

markkinavolatiliteetti vaikutti viiveellä negatiivisesti osakemarkkinoiden muutoksiin 

pandemian alkuvaiheessa, mutta vaikutukset olivat heikompia ja vaihtelevia kahdella 

viimeisellä periodilla. Taloudellinen epävarmuus ja sijoittajien ”pelkoa” kuvastava VIX-

indeksi olivat siis merkittäviä tekijöitä, mutta niiden merkitys ja dynaamiset suhteet 

vaihtelivat pandemian eri vaiheissa. Periodien lyhyet reaktiot ja erityisesti kahden viimeisen 

ajanjakson vakaammat olosuhteet tukevat tehokkaiden markkinoiden hypoteesia.  

Tarkastelun kohteena olivat myös mahdolliset sijoittajien käyttäytymiseen vaikuttavat 

heuristiikat ja vinoumat. Kahnemanin ja Tverskyn (1974) esimerkkejä 

edustavuusheuristiikasta sekä Barberiksen ja Thalerin (2002) esimerkkejä 

saatavuusheuristiikasta sovellettiin sijoituskäyttäytymisen analysointiin. 

Saatavuusheuristiikka voi selittää EPU:n ja VIX:in lyhytaikaiset, mutta voimakkaat 

vaikutukset ensimmäisellä periodilla, koska pandemia oli mediassa jatkuvasti esillä. Tätä 

tukee Sudirmanin, Alifin ja Pratiwin (2023) tutkimus, jossa todettiin saatavuusheuristiikan 

vaikutus koronapandemiassa. Myös edustavuusheuristiikka saattoi korostua ensimmäisellä 

periodilla, koska sijoittajat voivat tulkita EPU:n ja VIX:in kehityksen perusteella, että ne 

”edustavat” laajempaa taloudellista kriisiä. Tämä voi johtaa osakemarkkinoiden laskuihin, 

vaikka todelliset vaikutukset olisivat rajallisia. Bazzana et al. (2023) havaitsivat 

edustavuusheuristiikan vaikutuksen koronapandemiassa, mikä tukee hypoteesia.  

Lisäksi tarkastelussa sovellettiin Chaarlasin ja Lawrencen (2012) kuvailua ankkuroinnista 

sekä Danielin, Hirshleiferin ja Subrahmanyamin (1998) esimerkkejä liiallisesta 

itsevarmuudesta. Analyysin perusteella ei löydetty viitteitä liiallisen itsevarmuuden 

vaikutuksesta tarkastelujaksojen aikana. Tämä voi osittain johtua markkinoiden 

tasapainoisemmasta käyttäytymisestä pandemian loppuvaiheessa, jolloin sijoittajien 

päätöksenteko näyttäisi olleen rationaalisempaa. Liiallisen itsevarmuuden mahdollisuutta ei 
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kuitenkaan voida täysin poissulkea, sillä käytetty aineisto ja tutkimusmenetelmät eivät 

välttämättä sopineet vaikutusten havaitsemiseen. Ensimmäisen periodin aikana VIX:in 

impulssivaste S&P 500:aan osoitti epäsymmetrisiä vaikutuksia, mikä saattaa viitata 

sijoittajien ankkurointiharhaan. Tämä havainto on linjassa Ormosin ja Timotityn (2016) 

tutkimuksen kanssa, jossa ankkurointiharhan havaittiin aiheuttavan epäsymmetrisiä 

markkinareaktioita. Lisäksi Sudirman et al. (2023) huomasivat, että ankkurointiharha 

vaikutti sijoittajien käyttäytymiseen koronapandemiassa, mikä tukee tämän tutkimuksen 

havaintoja. 

Näiden pohjalta voidaan vastata tutkimuksen toiseen alatutkimuskysymykseen: ”Miten 

käyttäytymisen heuristiikat ja vinoumat esiintyivät pandemiassa?”. Saatavuus- ja 

edustavuusheuristiikat vahvistivat mahdollisesti sijoittajien reaktiota alkuvaiheessa, jolloin 

markkinoiden epävarmuus ja volatiliteetti saivat aikaan lyhytkestoisia, mutta voimakkaita 

vaikutuksia. Liiallista itsevarmuutta ei havaittu tutkimuksen aikaväliltä. Ankkurointiharhan 

vaikutukset saattoivat näkyä ensimmäisellä periodilla erityisesti epäsymmetrisinä 

markkinareaktioina. Vaikka periodit siis vaikuttivat tukevan tehokkaiden markkinoiden 

hypoteesia, myös irrationaalista käyttäytymistä oli havaittavissa ensimmäisellä periodilla.  

Alatutkimuskysymyksien avulla voitiin lopulta vastata päätutkimuskysymykseen: ”Miten 

koronapandemia vaikutti sijoituskäyttäytymiseen ja siihen liittyviin markkinoiden 

reaktioihin pandemian eri vaiheissa?”. Koronapandemia vaikutti sijoituskäyttäytymiseen ja 

markkinoiden reaktioihin eri tavoin pandemian eri vaiheissa. Ensimmäisellä periodilla 

taloudellisen epävarmuuden ja volatiliteetin nousut aiheuttivat voimakkaita lyhytkestoisia 

reaktioita osakemarkkinoihin, korostaen mahdollisesti sijoittajien saatavuus- ja 

edustavuusheuristiikkoja sekä ankkurointia. Puolestaan toisella ja kolmannella periodilla 

markkinoiden käyttäytyminen vaikutti olevan tehokkaiden markkinoiden hypoteesin 

mukaista, eikä irrationaalista käyttäytymistä havaittu.  

5.2 Tutkimuksen luotettavuus ja jatkotutkimukset 

Tutkimuksen luotettavuuteen vaikuttavat monet asiat. Tutkimuksessa käytetyt S&P 500, 

VIX ja EPU tarjoavat tärkeitä näkökulmia koronapandemian vaikutuksiin Yhdysvalloissa, 

mutta ne eivät täysin kata pandemian kaikkia ulottuvuuksia. Pandemiaan liittyi myös muita 

tekijöitä kuten elvytystoimet, tukipaketit ja rokotteiden kehitys, joita ei tässä tutkimuksessa 



42 

 

ole huomioitu. Näin ollen tutkimuksen tulokset heijastavat vain tiettyä osaa pandemian 

kokonaisvaikutuksista. Pandemian loppuvaiheissa alkoi myös Ukrainan sota, mikä varmasti 

vaikutti markkinoiden yleiseen epävarmuuteen. Periodien rajauksessa käytettiin 

koronatartuntagraafia, joka voi rajoittaa tutkimuksen yleistettävyyttä. Tartuntagraafi toimi 

ainoastaan viitekehyksenä pandemian intensiteetin arvioimiseen ja se ei huomioi esimerkiksi 

taloudellisten elvytystoimien tai muiden poliittisten päätösten vaikutuksia.  

Tulosten analysoinnissa viiveiden määrän valinta perustui kahdella periodilla kokeiluun, 

mikä paransi mallin selitysvoimaa, mutta voi tuoda mukanaan myös ylisovituksen riskin. 

Lisäksi kahdella viimeisellä periodilla VAR-estimointi tuotti p-arvoja, jotka ylittivät 

kriittiset rajat, mikä voi johtua pienestä havaintomäärästä tai puuttuvista oleellisista 

muuttujista. Tämä viittaa siihen, että kyseiset mallit eivät kokonaisuutena selitä muuttujien 

välisiä suhteita, vaan ainoastaan yksittäisten viiveiden vaikutusta muuttujiin. Mallit olivat 

kuitenkin teknisesti hyvin toteutettuja, perustuen mallin vakauden tarkasteluun. Lisäksi 

Grangerin kausaalisuustestit ja IRF-graafit täydensivät puutteellisia malleja. Todetut 

käyttäytymisen heuristiikat ja vinoumat olivat osittain spekulatiivisia johtuen vähäisestä 

tieteellisestä tutkimuksesta pandemian loppuvaiheista, mikä heikentää luotettavuutta. 

Vaikka spekulatiivisuus toimii rajoitteena, se tuo lisäarvoa tarjoamalla psykologisen 

näkökulman markkinareaktioihin. 

Tutkimuksen rajoitteiden perusteella nousee esiin myös jatkotutkimusmahdollisuuksia, jotka 

voivat täydentää ja laajentaa tämän tutkimuksen tuloksia. Laajemman aineiston ja 

havaintomäärien käyttö voisi tuoda syvällisempää ymmärrystä pandemian 

kokonaisvaikutuksista markkinoihin. Jatkotutkimuksissa voitaisiin myös suorittaa tarkempia 

kokeellisia tai empiirisiä tutkimuksia käyttäytymisen vinoumien ja heuristiikkojen 

vaikutuksista sijoittajien päätöksentekoon pandemian kaltaisissa kriisitilanteissa. Tämä 

tutkimus käsitteli pandemian aikaisia reaktioita, mutta jatkotutkimuksissa voisi olla 

mielenkiintoista keskittyä esimerkiksi pandemian aikana syntyneiden käyttäytymismallien 

pitkäaikaiseen vaikutukseen osakemarkkinoilla. 
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Liitteet 

 

Liite 1. Ensimmäisen periodin VAR-estimoinnin tulokset 

Vector autoregression           
              
Havaintojen 
lkm. = 102     
Log 
todennäköisyys = -1288  AIC = 25.66 
FPE = 2.800e+07   HQIC = 25.88 
Det(Sigma ml) = 1.850e+07   SBIC = 26.20 
              
Malli Parametrit RMSE R2 χ2 P   
dsp500 1 7 36.82 0.152 18.28 0.00560   
dvix 1 7 2.151 0.168 20.59 0.00220   
depu 1 7 71.73 0.231 30.59 0   
              
  B Keskivirhe z P 95 %  luottamusväli 
Selitettävä: 
DSP500 1             
dsp500 1             
L1. -0.0470 0.111 -0.420 0.672 -0.264 0.170 
L2. 0.131 0.112 1.170 0.241 -0.0881 0.350 
dvix 1             
L1. 0.249 1.918 0.130 0.897 -3.510 4.009 
L2. -4.280 2.468 -1.730 0.0830 -9.117 0.558 
depu 1             
L1. 0.0926 0.0503 1.840 0.0660 -0.00605 0.191 
L2. -0.0377 0.0514 -0.730 0.463 -0.138 0.0631 
cons 2.666 3.543 0.750 0.452 -4.279 9.610 
Selitettävä: 
DVIX 1             
dsp500 1             
L1. -0.00719 0.00648 -1.110 0.267 -0.0199 0.00550 
L2. -0.0181 0.00653 -2.770 0.00600 -0.0309 -0.00527 
dvix 1             
L1. -0.286 0.112 -2.550 0.0110 -0.505 -0.0661 
L2. -0.00965 0.144 -0.0700 0.947 -0.292 0.273 
depu 1             
L1. -0.00405 0.00294 -1.380 0.168 -0.00981 0.00171 
L2. -0.00305 0.00300 -1.020 0.310 -0.00894 0.00283 
cons 0.0507 0.207 0.240 0.807 -0.355 0.456 
Selitettävä:             
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DEPU 1 
dsp500 1             
L1. -0.123 0.216 -0.570 0.569 -0.547 0.300 
L2. 0.181 0.218 0.830 0.407 -0.246 0.608 
dvix 1             
L1. -2.183 3.737 -0.580 0.559 -9.507 5.141 
L2. 2.686 4.808 0.560 0.576 -6.737 12.11 
depu 1             
L1. -0.514 0.0981 -5.240 0 -0.706 -0.321 
L2. -0.141 0.100 -1.410 0.158 -0.338 0.0551 
cons -0.987 6.902 -0.140 0.886 -14.51 12.54 

 

Liite 2. Toisen periodin VAR-estimoinnin tulokset 

Vector autoregression           
              
Havaintojen 
lkm. = 56     
Log 
todennäköisyys = -650.7   AIC = 24.95 
FPE = 1.450e+07   HQIC = 25.63 
Det(Sigma ml) = 2.482e+06   SBIC = 26.69 
              
Malli Parametrit RMSE R2 χ2 P   
dsp500 2 16 57.53 0.197 13.74 0.545   
dvix 2 16 1.938 0.267 20.39 0.157   
depu 2 16 52.77 0.495 54.89 0   
              
  B Keskivirhe z P 95 %  luottamusväli 
Selitettävä: 
DSP500 2             
dsp500 2             
L1. 0.140 0.292 0.480 0.632 -0.432 0.712 
L2. -0.217 0.275 -0.790 0.431 -0.756 0.323 
L3. -0.409 0.291 -1.410 0.159 -0.978 0.161 
L4. -0.0736 0.299 -0.250 0.805 -0.659 0.512 
L5. 0.587 0.310 1.890 0.0580 -0.0205 1.195 
dvix 2             
L1. -0.610 8.301 -0.0700 0.941 -16.88 15.66 
L2. -0.776 7.820 -0.100 0.921 -16.10 14.55 
L3. -12.61 7.847 -1.610 0.108 -27.99 2.765 
L4. 3.233 7.876 0.410 0.681 -12.20 18.67 
L5. 13.84 7.933 1.740 0.0810 -1.709 29.39 
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depu 2             
L1. -0.0898 0.145 -0.620 0.536 -0.374 0.195 
L2. -0.0607 0.182 -0.330 0.739 -0.418 0.297 
L3. -0.0746 0.192 -0.390 0.697 -0.451 0.302 
L4. 0.0450 0.175 0.260 0.797 -0.298 0.388 
L5. -0.0870 0.134 -0.650 0.516 -0.350 0.175 
cons -6.585 7.250 -0.910 0.364 -20.79 7.624 
Selitettävä: 
DVIX 2             
dsp500 2             
L1. -0.0135 0.00983 -1.380 0.168 -0.0328 0.00571 
L2. 0.0141 0.00927 1.520 0.129 -0.00410 0.0322 
L3. 0.0140 0.00979 1.430 0.152 -0.00515 0.0332 
L4. -0.0121 0.0101 -1.200 0.229 -0.0318 0.00762 
L5. -0.0301 0.0104 -2.880 0.00400 -0.0505 -0.00959 
dvix 2             
L1. -0.226 0.280 -0.810 0.419 -0.774 0.322 
L2. 0.182 0.263 0.690 0.489 -0.334 0.699 
L3. 0.493 0.264 1.860 0.0620 -0.0252 1.011 
L4. -0.375 0.265 -1.420 0.157 -0.895 0.145 
L5. -0.685 0.267 -2.570 0.0100 -1.209 -0.162 
depu 2             
L1. 0.00162 0.00489 0.330 0.741 -0.00796 0.0112 
L2. -0.000483 0.00615 -0.0800 0.937 -0.0125 0.0116 
L3. -0.00106 0.00646 -0.160 0.869 -0.0137 0.0116 
L4. -0.00387 0.00590 -0.660 0.512 -0.0154 0.00769 
L5. 0.00267 0.00451 0.590 0.554 -0.00617 0.0115 
cons 0.113 0.244 0.460 0.644 -0.366 0.591 
Selitettävä: 
DEPU 2             
dsp500 2             
L1. -0.0612 0.268 -0.230 0.819 -0.586 0.463 
L2. 0.188 0.252 0.750 0.455 -0.306 0.683 
L3. -0.126 0.267 -0.470 0.636 -0.648 0.396 
L4. -0.394 0.274 -1.440 0.151 -0.931 0.143 
L5. -0.262 0.284 -0.920 0.357 -0.820 0.295 
dvix 2             
L1. 5.967 7.614 0.780 0.433 -8.956 20.89 
L2. 13.52 7.173 1.890 0.0590 -0.537 27.58 
L3. -2.837 7.197 -0.390 0.693 -16.94 11.27 
L4. -7.609 7.224 -1.050 0.292 -21.77 6.551 
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L5. -3.275 7.276 -0.450 0.653 -17.54 10.99 
depu 2             
L1. -0.804 0.133 -6.040 0 -1.065 -0.543 
L2. -0.676 0.167 -4.040 0 -1.004 -0.348 
L3. -0.541 0.176 -3.070 0.00200 -0.886 -0.196 
L4. -0.272 0.161 -1.690 0.0900 -0.587 0.0427 
L5. -0.195 0.123 -1.590 0.113 -0.436 0.0460 
cons -1.543 6.650 -0.230 0.817 -14.58 11.49 

 

 

Liite 3. Kolmannen periodin VAR-estimoinnin tulokset 

Vector autoregression           
              
Havaintojen 
lkm. = 98     
Log 
todennäköisyys = -1171   AIC = 25.06 
FPE = 1.560e+07   HQIC = 25.67 
Det(Sigma ml) = 4.810e+06   SBIC = 26.57 
              
Malli Parametrit RMSE R2 χ2 P   
dsp500 3 19 67.14 0.162 18.90 0.398   
dvix 3 19 1.964 0.212 26.33 0.0924   
depu 3 19 42.16 0.558 124.0 0   
              
  B Keskivirhe z P 95 %  luottamusväli 
Selitettävä: 
DSP500 3             
dsp500 3             
L1. 0.0305 0.186 0.160 0.869 -0.334 0.395 
L2. 0.351 0.189 1.860 0.0630 -0.0192 0.721 
L3. -0.128 0.197 -0.650 0.516 -0.513 0.258 
L4. 0.143 0.197 0.730 0.467 -0.242 0.528 
L5. -0.316 0.192 -1.650 0.100 -0.692 0.0605 
L6. 0.384 0.191 2.010 0.0440 0.0103 0.758 
dvix 3             
L1. -0.538 6.239 -0.0900 0.931 -12.77 11.69 
L2. 13.17 6.390 2.060 0.0390 0.644 25.69 
L3. -4.851 6.656 -0.730 0.466 -17.90 8.194 
L4. 4.210 6.475 0.650 0.516 -8.481 16.90 
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L5. -5.146 6.282 -0.820 0.413 -17.46 7.166 
L6. 14.96 6.132 2.440 0.0150 2.939 26.97 
depu 3             
L1. 0.0423 0.151 0.280 0.780 -0.254 0.339 
L2. 0.0975 0.198 0.490 0.623 -0.291 0.486 
L3. 0.159 0.212 0.750 0.454 -0.257 0.574 
L4. 0.0936 0.209 0.450 0.654 -0.316 0.503 
L5. 0.0446 0.193 0.230 0.817 -0.333 0.422 
L6. 0.000463 0.151 0 0.998 -0.295 0.296 
cons -3.401 6.285 -0.540 0.588 -15.72 8.918 
Selitettävä: 
DVIX 3             
dsp500 3             
L1. -0.00306 0.00543 -0.560 0.573 -0.0137 0.00759 
L2. -0.00602 0.00552 -1.090 0.275 -0.0168 0.00480 
L3. 0.00819 0.00575 1.420 0.154 -0.00308 0.0195 
L4. -0.00542 0.00575 -0.940 0.346 -0.0167 0.00585 
L5. 0.00805 0.00562 1.430 0.152 -0.00296 0.0191 
L6. -0.0125 0.00558 -2.240 0.0250 -0.0235 -0.00157 
dvix 3             
L1. -0.159 0.182 -0.870 0.384 -0.517 0.199 
L2. -0.283 0.187 -1.520 0.130 -0.650 0.0830 
L3. 0.174 0.195 0.900 0.370 -0.207 0.556 
L4. -0.156 0.189 -0.820 0.410 -0.527 0.215 
L5. 0.103 0.184 0.560 0.575 -0.257 0.463 
L6. -0.493 0.179 -2.750 0.00600 -0.844 -0.141 
depu 3             
L1. 0.000319 0.00442 0.0700 0.943 -0.00835 0.00898 
L2. -0.00120 0.00580 -0.210 0.837 -0.0126 0.0102 
L3. -0.00158 0.00620 -0.250 0.799 -0.0137 0.0106 
L4. -0.000894 0.00611 -0.150 0.884 -0.0129 0.0111 
L5. 0.00313 0.00563 0.550 0.579 -0.00792 0.0142 
L6. -3.32e-05 0.00441 -0.0100 0.994 -0.00868 0.00861 
cons 0.00314 0.184 0.0200 0.986 -0.357 0.363 
Selitettävä: 
DEPU 3             
dsp500 3             
L1. -0.247 0.117 -2.120 0.0340 -0.475 -0.0182 
L2. -0.259 0.119 -2.180 0.0290 -0.491 -0.0264 
L3. -0.168 0.123 -1.360 0.174 -0.410 0.0739 
L4. 0.0243 0.123 0.200 0.844 -0.218 0.266 
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L5. 0.0239 0.121 0.200 0.843 -0.212 0.260 
L6. 0.173 0.120 1.440 0.149 -0.0621 0.408 
dvix 3             
L1. -8.675 3.918 -2.210 0.0270 -16.35 -0.996 
L2. -9.050 4.012 -2.260 0.0240 -16.91 -1.186 
L3. -6.441 4.179 -1.540 0.123 -14.63 1.751 
L4. -2.155 4.066 -0.530 0.596 -10.12 5.814 
L5. 2.371 3.945 0.600 0.548 -5.360 10.10 
L6. 1.786 3.850 0.460 0.643 -5.760 9.332 
depu 3             
L1. -0.851 0.0949 -8.960 0 -1.037 -0.665 
L2. -0.764 0.125 -6.130 0 -1.008 -0.520 
L3. -0.662 0.133 -4.980 0 -0.923 -0.401 
L4. -0.551 0.131 -4.200 0 -0.808 -0.294 
L5. -0.108 0.121 -0.890 0.371 -0.345 0.129 
L6. -0.0567 0.0947 -0.600 0.549 -0.242 0.129 
cons -4.115 3.947 -1.040 0.297 -11.85 3.620 

 

 


