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The digitalization of the music industry and the growth of streaming services have
multiplied the data volumes processed by collective management organizations (CMO).
Growing data volumes and fragmented data sources pose significant challenges to the
analytics environments of these organizations. The objective of this master's thesis was to
design a modern, cloud-based analytics architecture for a Finnish music CMO. The
background of the study was the implementation of a new operational system in the target
organization, which threatened to divide analytics data into two separate environments and
create a structural silo within the data architecture.

The study was conducted as a qualitative case study combined with a Design Science
Research approach. The theoretical framework was built around cloud computing, modern
data warehousing methods, and the Microsoft Azure cloud ecosystem. Empirical data was
collected by analyzing the organization's current system architecture and interviewing
external data architects to identify industry best practices.

As a result of the study, a unified data lakehouse architecture model was developed, based
on the Azure Databricks service and the Unity Catalog governance layer. In the proposed
solution, data from legacy source systems is extracted using Azure Data Factory into the
new Databricks environment, where it can be seamlessly combined with data generated by
the new operational system through cross-queries. The architecture shifts data modeling
and heavy transformations from the reporting layer to a centralized database level.

The proposed architecture resolves the threat of data siloing and significantly simplifies the
maintainability of the reporting layer. The model, based on serverless SQL computing and
object storage, eliminates the resource constraints of traditional coupled relational
databases, offering dynamic scalability and cost-efficiency. Furthermore, the solution
enables centralized access control and improves system fault tolerance. The logical
functionality and business value of the architectural model were evaluated in an expert
workshop, which also served to identify concrete further development areas for the
technical implementation of the system.
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a. Tyokalun kdyton tarkoitus: Lihteiden hallinta
b. Selvitys tyokalun kdytostd: Tyokalun kanssa etsitty, analysoitu ja luokiteltu
ldhdemateriaaleja kirjoitusprosessia varten
3. Google Gemini
a. Tyokalun kdyton tarkoitus: Kirjoitetun tekstin arviointi ja oikolukeminen
b. Selvitys tyokalun kiytostd: Tyokalun avulla on arvioitu valmiin tekstin
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5. Microsoft Copilot
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6. Microsoft Copilot

a. Tyokalun kdyton tarkoitus: Asiantuntijahaastattelujen tallenteiden litterointi
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b. Selvitys tyokalun kdytostd: Tydkalun avulla tuotettu transkriptiot ja muistiin-

panot asiantuntijahaastattelujen aikana kisitellysté sisdllosté

Vastuu
Kirjoittaja, Werneri Punavaara, ottaa tdyden vastuun tdmén opinndytetyon sisdllostd ja on

tarkistanut ja muokannut mahdollisen tekodlytydkalujen kidyton myd6ta syntyneen sisdllon.
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1  Johdanto

1.1 Tausta

Digitalisaatio on viimeisten vuosikymmenten aikana mullistanut musiikkiteollisuuden an-
saintamallia ja jakelukanavia perusteellisesti. Musiikin kulutus on siirtynyt fyysisistd &énit-
teistd digitaalisessa muodossa suoratoistopalveluihin, kuten Spotify, Apple Music sekd You-
Tube, mikd on muuttanut musiikin kuluttamisen luonteen yksittdisistd ostotapahtumista jat-
kuvaksi palvelunkdyttovirraksi. Téllainen kéyttooikeuteen pohjautuva malli on syrjdyttanyt
perinteisen musiikin omistamisen mallin, ja suoratoistopalvelut ovat nousseet hallitsevaksi

tavaksi kuluttaa musiikkia (Lozic 2019).

Tédmi muutos on asettanut ennenndkeméittdmiéd vaatimuksia musiikin tekijanoikeuksien val-
vonnasta ja korvausten tilityksestd vastaaville Collective Management Organizations
(CMO) -jérjestoille. Koska musiikin digitaalinen jakelu on globaalia, tarve monialueiselle
lisensoinnille ja tehokkaalle oikeuksien hallinnalle on kasvanut merkittivasti, silld teknolo-
ginen kehitys on tehnyt yksittdisille musiikintekijoille mahdottomaksi valvoa oikeuksiaan
itse (Panda, A. & Patel 2012). Tdma korostaa tekijdnoikeusjérjestojen roolia musiikkialalla,
mutta samanaikaisesti pakottaa ne uudistamaan toimintatapojaan vastatakseen digitaalisen

ympériston aiheuttamiin haasteisiin.

Merkittdvin muutos CMO-jérjestdjen ndkokulmasta on késiteltdvin datan mééran rdjéhdys-
méinen kasvu. Kun musiikin kulutus on siirtynyt suoratoistopalveluihin, musiikin kulutuk-
sen raportointi ei perustu endd myytyihin albumeihin vaan yksittdisiin kuuntelukertoi-
hin. Esimerkiksi Iso-Britannian alueella toimivan CMO-jérjeston, PRS for Musicin kisitte-
lemien kiyttotapahtumien miéra kasvoi kahdessa vuodessa 21,5 miljardista 124,6 miljar-
diin, vuosien 2010 ja 2012 vélisend aikana (Towse 2013). Koska yksittdisen suoratoisto-
transaktion rahallinen arvo on hyvin pieni mutta transaktioiden volyymit ovat valtavia, néi-
den kiyttotapahtumien manuaalinen kisittely ei ole endé taloudellisesti kestdvad. Tdmé on

johtanut tilanteeseen, jossa vanhat jirjestelmit ja manuaaliset prosessit muodostuvat
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pullonkaulaksi, ja organisaatioiden on investoitava voimakkaasti IT-infrastruktuuriin ja au-

tomaatioon selviytyékseen suurista datamassoista (Towse 2013).

Muuttuneessa toimintaymparistossd data-arkkitehtuuri ja metadatan hallinta ovat nousseet
litketoiminnan kriittiseksi ytimeksi ja digitaalisessa maailmassa, jossa sisdltod on tarjolla
rajattomasti, arvonluonti siirtyykin itse sisdllosté kohti sen hallintaan ja 16ydettdvyyteen liit-
tyvdd metatietoa (Bourreau et al. 2008). Néin ollen CMO-jirjestdjen ndkdkulmasta tehok-
kaasta datan hallinnasta on tullut edellytys sille, ettd oikeudenhaltijat saavat korvauksensa

oikeudenmukaisesti ja ldpindkyvasti.

1.2 Tyon tavoitteet ja tutkimuskysymykset

Témai diplomityo on tehty toimeksiantona suomalaiselle tekijanoikeusjarjestdlle, joka vastaa
musiikin tekijanoikeuskorvauksien hallinnoinnista Suomessa ja ulkomailla. Tyon taustalla
on toimeksiantajaorganisaation suunnitelma uuden operatiivisen jérjestelmén kdyttoon-
otosta, jonka seurauksena organisaation analytiikkadata varastoituu kahteen erilliseen ym-
paristoon. Ilman yhtendistivad arkkitehtuuriratkaisua timéd muutos johtaa tiedon hajaantu-

miseen, vaikeuttaen merkittdvésti raportoinnin ja analytiikan prosesseja.

Témin diplomityon tarkoituksena on selvittdd ja suunnitella toimeksiantajaorganisaation lii-
ketoimintatarpeisiin soveltuva analytiikka-arkkitehtuuri Microsoft Azure -pilviympéristoon.
Tyon 1dhtokohtana on organisaation tarve uudistaa nykyinen analytiikkaympéristonsa siten,
ettd se kykenee yhdistimédn saumattomasti olemassa olevat tietovarannot ja uuden operatii-

visen jirjestelmin tuottama datan yhtendiseksi kokonaisuudeksi.

Tyon keskeisend tutkimusongelmana on tunnistaa saatavilla olevista pilvipohjaisista mene-
telmistd yhdistelmd, joka palvelee toimeksiantajaorganisaation analytiikkatarpeita parhaiten.
Valinnan haasteellisuutta kasvattavat Azure-ekosysteemin tarjoamien tydkalujen pééllekkai-
syydet sekd tarve estdd tiedon hajaantuminen eri jirjestelmiin, sdilyttden samalla optimaali-
sen tasapainon, kustannustehokkuuden, suorituskyvyn ja kéytettdvyyden vililld. Vertaile-
malla erilaisia tietovarastointimenetelmii ja teknologioita, voidaan tunnistaa ja luoda koko-

naisvaltainen ratkaisuehdotus vastaamaan naihin haasteisiin.
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Tyon pidtavoitteen saavuttamiseksi tutkimusongelma on jaettu seuraaviin tutkimuskysy-
myksiin, jotka muodostavat loogisen polun teoreettisesta tarkastelusta kohti kdytdnnon rat-

kaisuehdotusta:

1. Mitd erilaisia menetelmid tietovarastointiin ja tiedon integrointiin on olemassa pilvipoh-

jaisissa ympdristoissd?

2. Mitd teknologioita on olemassa Microsoft Azure -ympdristossd ndiden menetelmien to-

teuttamiseen?

3. Millainen pilvipohjainen analytiikka-arkkitehtuuri palvelee parhaiten toimeksiantajaor-

ganisaation nykytilaa ja tulevaisuuden tavoitteita?

1.3 Tutkimuksen rajaukset

Tédmin tutkimuksen rajaukset on jaoteltu kolmeen keskeiseen osa-alueeseen: teoreettisen
tarkastelun rajauksiin, data-arkkitehtuurin loogisiin rajauksiin sekd teknologisen ympériston

rajauksiin.

Tutkimuksen teoreettinen tarkastelu on rajattu tietovarastoinnin evoluutioon, moderneihin
data lakehouse -arkkitehtuureihin sekd tiedon integroinnin ja jalostamisen prosesseihin
pilviympdristdissd. Vaikka modernit data-arkkitehtuurit palvelevat monipuolisesti muun
muassa operatiivisia integraatioita ja datatieteen tarpeita, tdssd tutkimuksessa tarkastelun
padpaino on yksiselitteisesti liiketoiminnan analytiikkatiedon tuottamisessa. Tekoidlyd ja
edistynyttd koneoppimista kisitellddn tydssd ainoastaan arkkitehtuurin tarjoamina
tulevaisuuden kyvykkyyksind. Siten koneoppimisalgoritmien syvéllisempi teoria,

matemaattiset mallit ja datatieteen ohjelmointikielet on rajattu tutkimuksen ulkopuolelle.

Arkkitehtuurin ~ tason rajauksien osalta tutkimus keskittyy analytiikkaympariston
taustajérjestelmien loogiseen data-arkkitehtuuriin. Tdméd kattaa datan integroinnin,
varastoinnin, loogisen mallinnuksen, orkestroinnin sekd yhtendisen pddsynhallinnan
tietoléhteistd aina raportoinnin semanttiseen kerrokseen saakka. Koska tutkimuksen ydin on

datavirtojen ja -rakenteiden yhtendistdmisessd, analytiikkaraporttien varsinainen visuaalinen
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suunnittelu, sisdllontuotanto sekd raporttien pohjalta tehtdvd liiketoiminnallinen
paidtoksenteko on rajattu tyon ulkopuolelle. Liséksi arkkitehtuurin taustainfrastruktuuri,
kuten virtuaaliverkkojen ja tietoturvallisten yhteyskdytdntdjen suunnittelu, sekd
arkkitehtuurin varsinainen tekninen toteutus ja tuotantotestaus on rajattu tyon ulkopuolelle,
silla ne edustavat loogisen data-arkkitehtuurin sijaan

verkkotason infrastruktuurisuunnittelua ja teknistd implementaatiota.

Teknologisen ympdriston osalta tutkimus on rajattu kisittelemddn Microsoft Azure -
pilviekosysteemid, erityisesti Azure Databricks- ja Azure Data Factory -palveluita sekd
analytiikkatiedon kuluttamiseen kiytettaivdd Microsoft Power BI -tydkalua. Rajausten
taustalla on toimeksiantajaorganisaation strateginen linjaus ja olemassa oleva
teknologiapino, jolloin muiden pilvipalveluntarjoajien ratkaisut on rajattu késittelyn
ulkopuolelle. Teknologiavaihtoehtojen tarkastelussa arvioidaan niiden loogista
soveltuvuutta, suorituskykyd ja taloudellista mallia, mutta numeerisen ja tarkan tason

kustannusanalyysin tekeminen on rajattu tutkimuksen ulkopuolelle.

1.4 Tutkimuksen rakenne

Tédmai tutkimus jakautuu ensimmaéisen johdantoluvun ja viimeisen johtopddtdsluvun lisdksi
kuuteen pédédlukuun. Tutkimus etenee loogisena jatkumona toimialan ja teknologian
teoreettisesta ymmartdmisestd kohti toimeksiantajaorganisaation empiriaa ja lopullista

arkkitehtuuriehdotusta.

Toisessa pdédluvussa luodaan katsaus musiikin tekijdnoikeuksien valvonnan ja hallinnoinnin
toimialaan. Luvussa tarkastellaan alan datavirtoja, digitalisaation aiheuttamaa datamaérien
rdjahdysmaéisti kasvua seki tiedon siiloutumista. Toimialan keskeistd dataa ja sen asettamia
vaatimuksia analytiikalle tarkastellaan big datan viitekehyksen kautta, minkd pohjalta

tunnistetaan perinteisten tiedonhallintajérjestelmien rajat.

Kolmannessa  péddluvussa rakennetaan  tutkimuksen teknologinen  teoriapohja
pilvilaskennasta ja moderneista analytiikka-arkkitehtuureista. Luvussa tarkastellaan
tallennuksen ja laskennan eriyttimisen periaatteita sekd tietovarastoinnin evoluutiota

kytketyistd relaatiotietokannoista kohti joustavia data lakehouse -malleja ja
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mitalimallinnusta. Liséksi luvussa arvioidaan pilvipohjaisten arkkitehtuurien taloudellisia

malleja ja kustannusrakenteita.

Neljannesséd padluvussa siirrytddn yleisestd teoriasta kdytdntdon kartoittamalla Microsoft
Azure -pilviekosysteemin tarjoamat ratkaisut modernin analytiikka-arkkitehtuurin
toteuttamiseen. Luvussa esitellddn Azure SQL Database -palvelun, ADLS Gen2 -
tallennuksen, Azure Databricks -ympériston sekd Microsoft Fabric -alustan teknologiset
ominaisuudet. Lisdksi perehdytddn datan orkestroinnin ja noutamisen tydkaluihin, kuten

Azure Data Factoryyn seké Databricks Lakeflow -palveluun.

Viidennessd pédédluvussa esitellddn tutkimuksen toteutustapa ja menetelmdt. Luvussa
kuvataan tyon tutkimusstrategia ja aineistonkeruumenetelmét. Lisdksi luvussa avataan
kohdeorganisaation ulkopuolisten asiantuntijoiden haastatteluista saadut keskeiset tulokset,
jotka toimivat suuntaviivoina empiiriselle arkkitehtuurisuunnittelulle. Lopuksi luvussa

kuvataan menetelmait arkkitehtuuriehdotuksen validointiin asiantuntijatydpajassa.

Kuudennessa pddluvussa analysoidaan toimeksiantajaorganisaation analytiikkaympériston
nykytila. Luvussa kartoitetaan nykyisen Azure- ja Power BI -pohjaisen arkkitehtuurin
rakenne ja sen kohtaamat haasteet. Erityisend tarkastelun kohteena on uuden operatiivisen
jérjestelmdn kayttoonotto ja sen aiheuttamat vaikutukset nykyiseen analytiikka-
arkkitehtuuriin. Néiden havaintojen pohjalta luvun lopussa tunnistetaan arkkitehtuuriset

kipupisteet, jotka uuden ratkaisun on mééri korjata.

Seitsemdnnessd pddluvussa rakennetaan ja esitellddn wuusi looginen analytiikka-
arkkitehtuuriehdotus. Luvun alussa madritellddn uudelle ympéristolle asetetut vaatimukset,
mink3 jdlkeen esitellddn uusi ratkaisu. Luvussa kasitellddn uuden arkkitehtuurin looginen ja
tekninen rakenne, datan noutamisen prosessit seki arvioidaan lopuksi sen organisaatiolle

tuomat hyodyt, skaalautuvuus ja mahdolliset riskit.
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2 Musiikin tekijdnoikeuksien valvonnan ja hallinnoinnin toimiala

Téssd pddluvussa tarkastellaan musiikin tekijanoikeuksien valvonnan ja hallinnoinnin toi-
mialaa datan ja tiedonhallinnan nidkokulmasta. Jotta timéd voidaan toteuttaa onnistuneesti,
luvussa perehdytddn ensin alan datavirtoihin, niisti aiheutuviin haasteisiin sekd prosessoin-
nin ja analytiikan asettamiin vaatimuksiin toimialalla. Samalla tutkitaan toimialan kehitysti
ja datan merkitysté tulevaisuudessa. Lisdksi toimialan keskeistd dataa tarkastellaan big datan
viitekehyksen kautta. Tavoitteena on tunnistaa ne analytiikan ja tietokantainfrastruktuurien
kohtaamat kriittiset haasteet, joita voidaan my6hemmin heijastaa tutkimuksen empiriaosion

arkkitehtuuriehdotukseen.
2.1 CMO-toimiala ja data

Musiikin tekijdnoikeusalan dataekosysteemi on kdynyt ldpi historiallisen murroksen, joka
on muuttanut perinpohjaisesti sen, miten musiikin kulutusta raportoidaan ja kisitelldén.
CMO-jérjestojen kerddmi data on aiemmin pohjautunut pitkélti perinteiseen radiotoimin-
taan, televisioldhetyksiin, eldvadn musiikkiin ja fyysisten dénitteiden myyntiin, joista syn-
tyvd data on ollut luonteeltaan staattista ja jaksottaista. Ennen digitalisaatiota musiikin ku-
lutusta ei kyetty seuraamaan kappaletasolla, korvaukset perustuivat laajoihin lisensointiso-
pimuksiin, joissa musiikin kayttd niputettiin suuriksi kokonaisuuksiksi (Towse 2013). Tél-
16in korvaukset jaettiin eteenpdin yleisten arvioiden pohjalta tarkan transaktiodatan sijaan.
Téllainen kokonaisuuksiin nojaava tiedonkeruu siilyi alan vallitsevana kdytdntoné pitkdan,
silld musiikkimarkkinoiden painopiste oli vahvasti perinteisissd mediakanavissa, kuten tele-
visioissa ja radioissa, joissa tdma oli pakollista suurten késittelykustannusten vélttdmiseksi
(Gervais 2010, p. 3). Esimerkiksi vield vuonna 2014 tekijénoikeusjdrjestdjen kansainvilisen
kattojarjeston CISACin raportoimista globaaleista tekijanoikeustuloista digitaalisen jakelun
osuus oli vain 7,4 prosenttia, kun taas televisio ja radio muodostivat suurimman, 46,3 pro-

sentin osuuden (CISAC 2015, p. 22).

Vasta digitalisaation mahdollistama musiikin kulutuksen siirtyminen online-kanaviin, kuten

striimauspalveluihin ja sosiaalisen median alustoihin, kdynnisti varsinaisen datavolyymien
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rdjahdyksen CMO-jérjestoissd. Toisin kuin perinteinen media, luonteeltaan vaihteleva on-
line-kulutus edellyttad transaktiokohtaista lisensointia, miké pakottaa jarjestot kisittelemaan
ja arvottamaan jokaisen yksittdisen musiikin kulutuskerran omana tapauksenaan, jotta teki-
jénoikeuskorvaukset voidaan kerdtd ja tilittdd totuudenmukaisesti oikeudenomistajille
(Towse 2013). Télloin perinteinen fyysisten myyntikappaleiden raportointi korvautuu valta-
valla yksittéisten transaktioiden tietovirralla. Esimerkiksi vuoteen 2024 mennessé digitaali-
nen jakelu on kasvanut globaalilla tasolla suurimmaksi luovan alan tekijanoikeustulojen 14h-
teeksi 37 prosentin osuudellaan, ohittaen television ja radion 28 prosentin osuuden (CISAC
2025, p. 16). Tama rakenteellinen muutos selittdd osaltaan CMO-toimialan datanhallinnan
monimutkaistumista. Online-musiikinkulutuksen yleistyminen on nikynyt myos Suomessa,
jossa musiikintekijoitd ja kustantajia edustavan Teosto ry:n tilinpdédtdsraportissa havaittava
online-kulutuksen osuuden kasvu on ollut merkittivda. Kaiken online-musiikinkulutuksen
osuus kaikista perityisté tekijdnoikeuskorvauksista on kasvanut vuoden 2014 noin 1,9 pro-
sentista ldhes 26 prosenttiin vuonna 2024 (Teosto 2015, p. 8; Teosto 2024, p. 9). Néin online-
kulutus on noussut viidenneksi suurimmalta kulutustyypiltd toiseksi suurimmaksi kymme-

nen vuoden aikavalilla.

Musiikin online-kulutuksen volyymin kasvaessa myds palveluntarjoajien miéra on monin-
kertaistunut, jolloin musiikin kulutuksen raportointidatan 1&hteiden méaérat kasvavat. Britti-
ldisen musiikkimanagerien edunvalvontajirjeston Music Managers Forumin (MMF) julkai-
semassa raportissa kuvataan tilannetta, jossa kymmenet eri digitaaliset alustat toimittavat
massiivisia ja rakenteeltaan tiysin toisistaan poikkeavia kulutusraportteja eri CMO-jérjes-
toille, mika peilaa toimialalla vallitsevaa vakiintuneiden standardien puutetta (Cooke 2015,
pp. 12-13). Koska yksittdinen musiikkikappale sisdltdi erilliset tekijdnoikeudet seké itse da-

nitteeseen ettd taustalla olevaan sdvellykseen, kdsiteltivdd, monimuotoista dataa on paljon.

2.2 Datan siiloutuminen ja vaatimukset analytiikalle

Tekijanoikeusjérjestdjen analytiikkajérjestelmien kohtaama valtava datavolyymi ei ole ai-
noa arkkitehtuuria méérittava tekijd, vaan toinen merkittdva haaste on datan siiloutuminen,
miké johtuu yhtendisen tietokannan puutteesta musiikin toimialalla (Lyons et al. 2019, pp.
12—14). Musiikin metadata on hajautunut lukuisiin erillisiin ja siiloutuneisiin tietojirjestel-

miin eri toimijoiden, kuten levy-yhtididen, musiikkikustantajien ja tekijanoikeusjirjestojen
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vélille. Tdma datan siiloutuminen johtuu pitkélti alan oikeudellisesta rakenteesta, jossa da-
nitteen ja sithen siséltyvdn sdvellyksen metatiedot luodaan ja sdilytetddn usein erillddn

(Lyons et al. 2019, pp. 42—43).

Oikeudellisen rakenteen liséksi siiloutumista ylldpitdd kuitenkin vahvasti myds toimialan
sisdinen dynamiikka, jossa eri jérjestot ovat usein haluttomia integroimaan omaa dataansa
taysin standardoituihin ja avoimiin globaaleihin tietojdrjestelmiin (Senftleben et al. 2022).
Pelko oman jdsensuhteiden hallinnan menettimisesti on osaltaan estdnyt yhtendisen tekijén-
oikeusdatan verkoston syntymisen, jattden datan tiukasti organisaatioiden omiin siiloihin.
Koska globaalia ja yhtendistd tietokantaa ei ole olemassa, tekijanoikeusjérjestdille toimitettu
data nojaa ensisijaisesti dénitteen kuvailevaan metadataan, kuten kappaleen ja esittdjén ni-
meen. CMO-jérjestdjen tehtdviksi jadkin tdimén saapuvan datan purkaminen, rikastaminen
ja yhdistiminen omaan omistajuusmetadataansa, jotta teosten todelliset siveltdjit ja oikeu-
denomistajat pystytdédn tunnistamaan (Cooke 2015, pp. 69—70). Tamai saapuva data on usein
epatdydellistd, sisdltden puuttuvia tunnisteita tai se toimitetaan tdysin eri formaateissa, eri
lahteistd riippuen, mikéd tekee dataldhteiden yhdistdmisestd teknisesti erittdin vaativaa

(Lyons et al. 2019, pp. 45-47).

2.3 Tulevaisuuden datahaasteet

Musiikin tekijanoikeusalan toimintaympaéristd jatkaa nopeaa muuttumistaan, ja tulevaisuu-
dessa CMO-jérjestdjen toimintaa méadrittdvit entistd vahvemmin uudet digitaaliset ympéiris-
tot, kuten erityisesti sosiaalisen median alustat ja musiikin kulutus kéyttdjien luomassa si-
sdllossd. Ilman huomattavia parannuksia datan laadussa ja tietoldhteiden yhteensopivuu-
dessa jérjestdt uhkaavat menettdd ndiden uusien kanavien tarjoamat mahdollisuudet kerdti

tekijanoikeuskorvauksia onnistuneesti (Senftleben et al. 2022).

Sosiaalisen median pirstaleisessa ympéristdssd musiikkia kéytetdén tavoilla, joita perinteiset
lisensointi- ja seurantamenetelmat eivét pysty tehokkaasti hallitsemaan. Esimerkiksi digitaa-
listen alustojen nopeatempoisissa videosisilldisséd teosten kdyttd on usein satunnaista ja ra-

luoden CMO-jérjestoille riskin siité, ettd suuri osa digitaalisessa ymparistossd tapahtuvasta
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kulutuksesta jda tunnistamatta (Senftleben et al. 2022). Tall6in musiikin oikeudenomistajille

kuuluvia korvauksia jai merkittdvissd méaérin kerddmattd ja tilittdmatta.

Sosiaalisen median alustojen lisdksi toinen merkittéva tekijdnoikeusjérjestdjen tulevaisuutta
muovaava ilmid on generatiivisen tekodlyn nopea yleistyminen sisdllontuotannossa. Teko-
dlylla luodun sisdllon markkinan odotetaan kasvavan luovilla aloilla rdjahdysméisesti, vuo-
den 2024 kolmesta miljardista eurosta jopa 64 miljardiin euroon vuoteen 2028 mennessé
(CISAC 2025, p. 8). CMO-jirjestdjen ndkokulmasta tima tarkoittaa sité, ettd markkinoille
ja sitd kautta jdrjestdjen valvottavaksi tulvii ennenndkemdton madrd uutta sisdltod. Tadma
uusi sisdltd moninkertaistaa jarjestelmien ldpi kulkevan hallinnoitavien datatransaktioiden

volyymin, kuormittaen CMO-jérjestdjen dataekosysteemejd entisestadn.

2.4 Tekijanoikeusdata big datan viitekehyksessa

Musiikkialan datavolyymien ja rakenteellisen monimutkaisuuden kasvu tarkoittaa kéytén-
nossi sitd, ettd CMO-jérjestdjen késittelema tekijinoikeusdata on alkanut muistuttaa luon-
teeltaan big dataa. Big data on vakiintunut yleiskésitteeksi, jolla kuvataan massiivisia ja mo-
nimutkaisia tietoaineistoja, joiden tallennus, hallinta ja analysointi on haastavaa perinteisilld
tiedonkisittelymenetelmilld (Sagiroglu & Sinanc 2013). Big data méiéritelladn akateemi-
sessa kirjallisuudessa usein 3V-mallin kautta, joka koostuu mairésté, nopeudesta ja moni-
muotoisuudesta (Gandomi & Haider 2015; Sagiroglu & Sinanc 2013). Lisdksi akateeminen
tutkimus on laajentanut tatd alkuperdistd mééritelmaa kattamaan myds muita ulottuvuuksia,
kuten datan totuudenmukaisuuden, validiteetin, vaihtelevuuden sekd arvon (Gandomi &
Haider 2015; Khan et al. 2014). Ndama laajemmat ulottuvuudet kuvaavat ensisijaisesti datan
laadullisia ja liiketoiminnallisia ominaisuuksia, kun taas 3V-malli riittdd yksiloimién sen
rakenteellisen kddnnekohdan, jonka ylittyessd perinteiset tiedonhallinnan teknologiat muut-
tuvat riittdmattomiksi (Gandomi & Haider 2015). Koska tutkimuksen tavoitteena on tarkas-
tella CMO-toimialan datanhallinnan haasteita, jotka juontuvat nimenomaan transaktiomaa-
rien valtavasta koosta ja rakenteellisesta heterogeenisyydestd, 3V-malli tarjoaa ilmion kisit-

telyyn riittdvan viitekehyksen.

Ensimméinen big datan ulottuvuuksista, datan mééra eli volyymi, kuvaa kisiteltdvén tieto-

massan  kasvamista tyypillisesti niin suureksi, ettd se ylittdd perinteisten
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tietokantainfrastruktuurien késittelykyvyn (Gandomi & Haider 2015; Khan et al. 2014).
CMO-toimialalla késiteltdvan datan suuruus konkretisoituu yksittdisten musiikin kulutusta-
pahtumien luomana jatkuvana mikrotapahtumien virtana, jossa yksittdiset kuuntelutransak-
tiot ja valtavat rivimadrét asettavat perinteisten tiedonhallintamenetelmien suorituskyvyille
haasteita. Kuten aiemmin tutkimuksen alussa mainittiin, pelkdstadn brittildisen PRS for Mu-
sic -jdrjeston késittelemien yksittdisten transaktioiden miéra kasvoi rdjahdysmaiisesti digita-

lisaation mydtd 21,5 miljardista 124,6 miljardiin vain parissa vuodessa (Towse 2013).

Datan volyymin rinnalla toinen keskeinen big datan ulottuvuus on datan nopeus, jolla data
on kyettdvd késittelemdén padtoksenteon tueksi vélittdmésti sen saapuessa (Gandomi &
Haider 2015). Dataa nopeasti tuottavien l&hteiden yleistyminen on luonut kasvavaa kysyntaa
datan nopealle ja jopa reaaliaikaiselle késittelylle, mikd on yksi big datan keskeisimmisté
tunnusmerkeistd. CMO-jérjestdjen toimintaympéristossd dataa ei tyypillisesti vastaanoteta
jatkuvana, reaaliaikaisena virtana, vaan tieto toimitetaan lisensointi- ja raportointisopimus-
ten mukaan massiivisina erind, kuten kuukausittaisina raportteina (Cooke 2015, p. 70).
Vaikka datan tuotantovauhti ei suoraan vastaa big datalle tyypillistd suurta saapumis- ja ké-
sittelynopeutta, CMO-toimialalle on kuitenkin tyypillisté, ettd data on kyettdva kisittele-
méén tiukkojen aikataulujen puitteissa, jotta tekijanoikeuskorvausten tilitykset eivit viivisty

(Towse 2013).

Kolmas keskeinen big datan ulottuvuus on datan monimuotoisuus, jolla viitataan datan ra-
kenteelliseen vaihtelevuuteen ja heterogeenisyyteen (Gandomi & Haider 2015; Sagiroglu &
Sinanc 2013). Big datalle tyypillinen korkea monimuotoisuus tarkoittaa, ettd perinteisen jé-
sennellyn ja taulukkomuotoisen tiedon ohella organisaatioiden on kyettdvé kisittelemdan
dataa vaihtelevissa muodoissa, joilta usein puuttuu koneellisen analyysin vaatima valmis ra-
kenne. Kuten aiemmin mainittiin, CMO-toimialalta puuttuvat yhteniiset tekijanoikeustieto-
kannat ja musiikinkulutukseen liittyvdd dataa tuotetaan lukuisissa eri ldhteissd. Tamén
vuoksi jérjestot joutuvat vastaanottamaan lukuisia eri formaateissa ja standardeissa toimitet-
tavia kulutusraportteja ja puutteellisia tekijanoikeudellisia metadatatietoja (Cooke 2015;

Senftleben et al. 2022).

Jotta data voidaan médritelld big dataksi, kaikkien big datan ulottuvuuksien ei tarvitse tayttyé

samanaikaisesti, vaan jo yhden tai kahden ulottuvuuden ominaisuuksien ilmeneminen riittas,
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mikali data aiheuttaa ongelmia perinteisten tietojarjestelmien kanssa (Gandomi & Haider
2015). Vaikka CMO-toimialalla dataa ei kisitelld reaaliajassa, kuten big datalle on omi-
naista, toimialan keskeinen data tiyttdd yksiselitteisesti kaksi muuta big datan padulottu-

vuutta. Ndin CMO-jdrjestoissd késiteltivd data voidaan selkeésti médritelld big dataksi.

2.5 Big data ja perinteisen tiedonhallinnan rajat

Big datan ominaispiirteet asettavat perinteiset tiedonhallintajarjestelmat, kuten relaatiotieto-
kannat, haasteiden eteen. Téllaiset jarjestelmit on alun perin suunniteltu késitteleméén struk-
turoitua, eli tarkasti méériteltyd, taulukkomaista dataa, joka on siistié ja jonka miéré on hel-
posti ennakoitavissa (Chen et al. 2012). Relaatiotietokantojen fundamentaalinen ohjelmis-
tollinen rakenne edustaa perinteisté kytkettyé arkkitehtuuria, jossa tietokannan tallennusker-
ros ja datan prosessointiin osallistuva laskentakerros on sidottu tiukasti samaan fyysiseen tai
virtuaaliseen kokonaisuuteen (Antonopoulos et al. 2019; Dageville et al. 2016). Yleisesti
kytkettyjen tietokantainfrastruktuurien on todettu olevan riittimattomid kasittelemédén big
datan vaatimia volyymeja. Datamassojen kasvaessa datan tallennus ja hallinta vaikeutuvat
merkittivisti, silld perinteiset tydkalut eivit pysty hallinnoimaan dataa tehokkaasti sen saa-
vuttaessa big datan ominaisuuksia (Khan et al. 2014; Sagiroglu & Sinanc 2013). Koska las-
kentaa ja tallennusta ei voida erottaa toisistaan, massiivisten tietoméérien prosessointi vaatii
koko tietokantainstanssin resurssien kasvattamista. Tdmai rajoittaa joustavuutta ja on talou-
dellisesti tehotonta, silld resursseja joudutaan usein ylimitoittamaan kokonaisuutena vain

jommankumman osa-alueen tarpeiden kasvaessa (Dageville et al. 2016; Jonas et al. 2019).

Toinen kriittinen haaste on datan rakenteellinen monimuotoisuus. Perinteiset relaatiomallit
edellyttidvit poikkeuksetta sitd, ettd data on organisoitu yhtendiseen, ennalta méériteltyyn
formaattiin (Eberendu 2016). Témé ldhestymistapa ei kuitenkaan toimi big datan tapauk-
sessa, jossa data on usein strukturoimatonta. Relaatiotietokantojen vaatima kiinted tietora-
kenne estdd rakenteettoman ja monimuotoisen datan, kuten tekstin tai videon, joustavan tal-
lentamisen ja hyddyntdmisen, silld strukturoimatonta dataa ei voida lajitella tai hakea perin-
teisilld algoritmeilla samalla tavalla kuin strukturoitua dataa (Armbrust et al. 2021; Eberendu

2016).
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3 Pilvilaskenta ja modernit analytiikka-arkkitehtuurit

Téssd padluvussa tarkastellaan pilvilaskentaa ja moderneja analytiikka-arkkitehtuureja
datanhallinnan teknologisena perustana. Luvussa perehdytdén ensin pilvilaskennan
ominaisuuksiin, palvelumalleihin sekéd tallennuksen ja laskennan eriyttdmisen tuomiin
hyotyihin. Téamén jilkeen luodaan katsaus tietovarastoinnin evoluutioon ja siirtyméddn
perinteisistd relaatiotietokannoista kohti joustavampia data lake- ja data lakehouse -
arkkitehtuureja. Lopuksi tutkitaan ndiden arkkitehtuuristen valintojen asettamia taloudellisia
reunaechtoja, kuten pilviympériston hinnoittelumalleja ja verkkoliikenteestd aiheutuvia

datasiirron haasteita.
3.1 Pilvilaskenta modernin data-analytiikan perustana

Big datan tuomat haasteet, kuten datan méérian massiivinen kasvu ja vaatimukset useiden eri
dataformaattien kaisittelylle, edellyttdvét analytiikka-arkkitehtuureilta huomattavaa skaa-
lautuvuutta. Nykyaikaisissa data-arkkitehtuureissa tdmé toteutetaan tyypillisesti pilvilasken-
nan avulla, silld kiinteiden ja lokaalien tietoinfrastruktuurien on haastavaa vastata dkillisiin
kuormituspiikkeihin ilman resurssien alimitoitusta tai kallista ylimitoitusta (Armbrust et al.
2009). Pilvilaskenta muuttaa IT-infrastruktuurin taloudellista ja operatiivista mallia siten,
ettd raskaat padomainvestoinnit korvautuvat kiyton mukaan madraytyvilla operatiivisilla ku-
luilla (Marston et al. 2011). Témé mahdollistaa laskentatehon ja tallennustilan hankkimisen
joustavina palveluina, jolloin organisaatiot voivat skaalata resurssejaan dynaamisesti analy-

titkkan vaatimusten mukaan.

Pilvilaskentamalli

Pilvilaskennan vakiintuneena perustana toimii Yhdysvaltalaisen National Institute of Stan-
dards and Technology -instituutin (NIST) méaéiritelméa, jonka mukaan pilvilaskenta on malli,
joka mahdollistaa verkon yli tapahtuvan, helpon ja tarpeen mukaan joustavan pdisyn jaet-
tuihin resursseihin, kuten palvelimiin, tallennustilaan ja sovelluksiin (Mell & Grance 2011).
Vaikka pilviymparistot ovat monimutkaistuneet, tdméd perusmédritelmad on osoittautunut

poikkeuksellisen ajankestdviksi ja NIST:n alkuperdiset ydinkriteerit muodostavat edelleen
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luotettavan ja valideimman pohjan nykyaikaisten pilvipalveluiden médrittelylle ja arvioin-
nille (Simmon 2018). Yhd uudemmassa kansainvilisessd [SO-standardissa pilvilaskenta
médritellddn laajemmaksi késitteelliseksi malliksi, joka mahdollistaa verkkopéddsyn skaa-
lautuvaan ja elastiseen, jaettavien fyysisten tai virtuaalisten resurssien pooliin, joita voidaan

varata ja hallinnoida itsepalveluna tarpeen mukaan (ISO/IEC 2023).

Pilvilaskenta perustuu ajatukseen IT-palveluiden tuottamisesta puhtaasti tarpeiden mukaan
kulutettavina hyddykkeind, kuten sdhkon tai veden tavoin (Buyya et al. 2009). Titd dynaa-
mista kulutusta tukevat pilviarkkitehtuurien laaja verkkosaavutettavuus ja itsepalvelumalli,
joiden ansiosta organisaatiot voivat allokoida resursseja itsendisesti ja automaattisesti (Mell
& Grance 2011). Pilvipalvelut tarjoavat laskentatehon ja tallennustilan saumattoman skaa-
lautumisen, jolloin riski resurssien yli- tai alimitoituksesta siirtyy asiakkaalta palveluntarjo-

ajalle, luoden kiyttdjille illuusion dérettomistd resursseista (Armbrust et al. 2009).

Tarkka skaalautuvuus perustuu resurssien mitattavuuteen, jolloin niiden kulutusta voidaan
optimoida yksikkdtasolla (Mell & Grance 2011). Lisdksi pilvipalveluihin liittyy keskeinen
kustannusominaisuus, minka takia esimerkiksi tuhannen palvelimen kéyttiminen rinnakkain
yhden tunnin ajan maksaa saman verran, kuin yhden palvelimen kdyttiminen tuhannen tun-
nin ajan (Armbrust et al. 2009). Néin laskentatehon hyddyntédmistd voidaan tehostaa tietyille
kayttotunneille ilman merkittavié lisdkustannuksia. Palveluntarjoajat saavuttavat timén omi-
naisuuden yhdistdmélld massiivisen mairén resursseja useiden asiakkaiden kesken, miké
mahdollistaa skaalaetujen hyodyntdmisen ja asiakaskohtaisten yksikkokustannusten pitdmi-

sen alhaisina (Armbrust et al. 2009; Mell & Grance 2011).

Tallennuksen ja laskennan eriyttiminen

Jotta pilvilaskennan dynaamisuutta voidaan hyodyntad tdysimaidraisesti ja vélttda kytketty-
jen arkkitehtuurien rajoitteita, tallennus ja laskenta voidaan eriyttda toisistaan. Télldin datan
sdilytys voidaan irrottaa sen prosessointiin tarvittavasta laskentatehosta (Jonas et al. 2019).
Témai eriyttiminen poistaa perinteisten jirjestelmien tiukan riippuvuuden palvelinkohtai-
sista resurssimdiristd ja mahdollistaa sen, ettd tallennuskerros ja laskentamoottorit voivat
skaalautua ja tulla hinnoitelluiksi toisistaan riippumatta (Antonopoulos et al. 2019; Jonas et

al. 2019). Tama tuo kayttdjille merkittdvad operatiivista vapautta, silld organisaatio voi
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sdilyttdd datamassojaan edullisessa ja kestévissd tallennuskerroksessa ja allokoida massii-

vista laskentatehoa tarpeen mukaisesti ainoastaan varsinaisen prosessoinnin ajaksi.

Kun laskentaprosessi on arkkitehtuurisesti eriytetty datan séilytyksestd, laskentatehoa voi-
daan tarjota joko varattuna infrastruktuurina tai palvelimettomana mallina (Jonas et al.
2019). Varattu malli edellyttad asiakkaalta virtuaalisten resurssien manuaalista hallintaa, ku-
ten laskentaresurssien koon ja lukumééran maérittelyd sekd kayttdjarjestelmén ja ohjelmis-
topinojen ylldpitoa. Sen laskutus perustuu tyypillisesti varattuun kapasiteettiin, ja kustan-
nukset kertyvit jatkuvasti riippumatta resurssien todellisesta kdyttoasteesta, mika voi johtaa
taloudelliseen tehottomuuteen ja alikdytetyn infrastruktuurin ylldpitoon (Antonopoulos et al.

2019; Jonas et al. 2019).

Palvelimeton laskenta puolestaan edustaa korkeampaa abstraktiotasoa, jossa pilvipalvelun-
tarjoaja vastaa tdysin laskentaresurssien varaamisesta, skaalaamisesta ja niiden hallitsemi-
sesta, jolloin kayttdjd voi keskittyd laskennan suorittamiseen (Borra 2024; Jonas et al.
2019). Palvelimettomassa mallissa laskentaresurssit allokoidaan dynaamisesti ja automaat-
tisesti vastaamaan kulloistakin kysyntéa, ja laskutus perustuu vain todelliseen suoritusaikaan
tai prosessoidun tiedon méérdin. Vaikka palvelimeton arkkitehtuuri poistaa tyhjdkdynnin
kustannukset ja tarjoaa huomattavaa elastisuutta, se voi asettaa rajoitteita esimerkiksi vas-
teajoille tai jirjestelmén kontrollille, minkd vuoksi varattu infrastruktuuri sdilyttdd merki-

tyksensi tasaisissa ja raskaissa tyokuormissa (Antonopoulos et al. 2019; Jonas et al. 2019).

Palvelumallit

Infrastruktuurin hallintaa ja vastuunjakoa méadrittavat pilvilaskennan palvelumallit, jotka lin-
jaavat, minké tason kontrolli ja ylldpitovastuu asiakkaalla on kaytettdviaén teknologiaan (Che
et al. 2011; Mell & Grance 2011). Infrastructure as a Service (IaaS) -palveluissa asiakas
hallinnoi itse pilvipalveluinfrastruktuurin kayttojérjestelmié ja tietokantoja, mahdollistaen
suuren muokattavuuden, mutta vaatien samalla asiakkaan omia IT-resursseja alustan yllépi-
toon (Mell & Grance 2011; Subashini & Kavitha 2011). Platform as a Service (PaaS) -pal-
veluissa taustapalvelimien ylldpito siirtyy palveluntarjoajalle. Tdlloin asiakkaan kdyttd poh-
jautuu omien sovellusten ja jérjestelmien hyddyntdmiseen valmiilla pilvialustalla, miki va-
hentdd asiakkaan ylldpitotaakkaa, mutta rajaa samalla taustajrjestelmien radtiloitdvyyttd

(Mell & Grance 2011). Nykyaikaisessa data-arkkitehtuurissa alan kehitys on kuitenkin



28

vahvasti siirtymaissa erillisistd [aaS- ja PaaS-palvelumuodoista kohti kokonaisvaltaisia Soft-
ware as a Service (SaaS) -ohjelmistopalveluita. SaaS-mallissa asiakas kéyttdd palveluntar-
joajan valmiita ja tdysin hallinnoituja analytiikka-alustoja, jolloin palveluntarjoaja kantaa
kokonaisvastuun infrastruktuurin skaalautuvuudesta, ylldpidosta ja tietoturvasta (Che et al.
2011). Ndin IT-resursseja voidaan vapauttaa infrastruktuurin hallinnasta ja siirtdd puhtaa-
seen datan jalostamiseen ja liiketoiminta-arvon tuottamiseen, rajatumman muokattavuuden

kustannuksella.

3.2 Tietovarastoinnin evoluutio

Perinteinen tietovarasto on yksi vakiintuneimmista tietokantamalleista. Tietovarastot ovat
keskitettyja ja yhtendisid datahakemistoja, joiden avulla voidaan tarkastella historiallisia ta-
pahtumia ja suorittaa analytiikkaa eri tietoléhteistd koottuun dataan organisaation paatok-
senteon tukemiseksi (Inmon 2005, pp. 31-34; Ponnusamy 2023). Tekniselld tasolla tietova-
rasto on analytiikan tarpeisiin optimoitu relaatiotietokanta, joka on eriytetty organisaation
operatiivisista jérjestelmistd. Se rakentuu useista toisiinsa kytkeytyvistd relaatiotauluista,
joissa tallennettu data on jésennelty riveiksi ja sarakkeiksi (Armbrust et al. 2021; Inmon
2005, pp. 35-38). Tietovarastoille on tyypillisti, ettd niihin ladattavan datan on oltava yh-
teensopivaa jérjestelmén sisdisen skeeman, eli datan muodon kanssa, jo ennen datan tallen-
tamista. Tétd ldhestymistapaa kutsutaan niin sanotuksi schema-on-write -malliksi, jossa da-
tan rakenne, laatu ja eheys varmistetaan muokkaamalla se relaatiomallin mukaiseen muo-
toon ennen sen kirjoittamista kohdejérjestelmédn (Armbrust et al. 2021; Sawadogo &

Darmont 2021).

Témi tiukka ennakkoméadrittelyn tarve johtuu perinteisten tietovarastojen monoliittisesta
arkkitehtuurista, jossa tallennus ja laskenta on kytketty kiinteésti toisiinsa (Armbrust et al.
2021; Ponnusamy 2023; Sawadogo & Darmont 2021). Koska data tallennetaan tietovaraston
omaan, suljettuun sisdiseen formaattiin, jarjestelmdn laskentamoottorin on tunnettava datan
tarkka rakenne ja tietotyypit pystydkseen sijoittamaan sen hallitsemaansa tallennustilaan.
Tédmin kytketyn rakenteen vuoksi dataan ei voida kohdistaa suoraan ulkopuolista pilvilas-
kentaa, vaan kaikki datankisittely on jatkossakin suoritettava tietovaraston oman laskenta-
moottorin kautta (Armbrust et al. 2021; Sawadogo & Darmont 2021). Tatd kytkettyd raken-

netta havainnollistetaan kuvassa 1.
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Kuva 1: Perinteisen tietovaraston rakenne

Perinteisen tictovaraston tiukat vaatimukset datan rakenteelle mahdollistavat kuitenkin sen,
ettd analysoitava data on aina yhdenmukaista, vertailukelpoista ja luotettavaa (Armbrust et
al. 2021; Ponnusamy 2023). Perustuessaan tyypillisesti relaatiotietokantoihin, perinteinen
tietovarasto kykenee takaamaan tdmédn luotettavuuden noudattamalla Atomicity, Consis-
tency, Isolation, Durability (ACID) -ominaisuuksia, jotka varmistavat tietokantatoimintojen
suorittamisen yhtendisind ja pysyvind kokonaisuuksina ilman riskid datan korruptoitumi-
sesta (Armbrust et al. 2021). Tdmin transaktioeheyden ansiosta kyselyt suoriutuvat ennus-

tettavasti ja useat eri dataputket voivat kisitelld tietoa samanaikaisesti.

Vaikka perinteiset tietovarastot ovat tehokkaita strukturoidun datan sdilomisessa ja kisitte-
lyssé, ne kohtaavat kuitenkin merkittdvid haasteita. Koska perinteisessé tietovarastossa tal-
lennuskapasiteetti ja laskentateho on kytketty tiukasti toisiinsa, datan volyymin kasvaminen

jatallennustilan skaalaaminen pakottaa investoimaan samanaikaisesti myos ylimitoitettuihin
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ja kalliisiin laskentaresursseihin (Armbrust et al. 2021). Lisdksi analytiikkadatan monimuo-
toistuminen on johtanut siithen, etti perinteiset tietovarastot eivit endd kykene kisitteleméan

kaikkea dataa (Armbrust et al. 2021; Sawadogo & Darmont 2021).

Monimuotoisempi data lake

Vastauksena tietovaraston joustamattomuuteen kehitettiin laskennasta erillinen data lake -
arkkitehtuuri, joka perustuu tyypillisesti laskennasta eriytettyyn edulliseen ja skaalautuvaan
objektitallennukseen (Armbrust et al. 2021). Keskeiseni erona relaatiomalliin on sen jous-
tavampi luonne datan monimuotoisuutta kohtaan, silld data lakessa sekd strukturoitu ettd
strukturoimaton data voidaan ladata tallennustilaan alkuperdisessé raakamuodossa. Télloin
datan rakenne tulkitaan schema-on-read -mallin mukaisesti vasta, kun dataa luetaan
(Armbrust et al. 2021; Ponnusamy 2023; Sawadogo & Darmont 2021). Témé mahdollistaa
massiivisten datamédérien kerddmisen vélittomasti ilman pakotettua datan yhtendistdmist tai
hitaita latausvaiheen muunnoksia, jolloin datan muokkaus voidaan suorittaa joustavasti
myOhemmin (Berisha et al. 2022; Hai et al. 2016; Seenivasan 2022). Raakadatan siilyttdmi-
nen joustavassa muodossa muodostuikin kriittiseksi mahdollistajaksi edistyneelle analytii-
kalle, datatieteelle ja koneoppimiselle, silld nimd menetelmat edellyttdvit usein laajojen ja
monimuotoisten aineistojen kisittelyéd ilman tietovarastoille tyypillisid rakenteellisia rajoit-

teita (Armbrust et al. 2021; Sawadogo & Darmont 2021).

Vaikka data lake -arkkitehtuuri ratkaisee datan monimuotoisuudesta johtuvat tallennuson-
gelmat, se menettdd samalla relaatiotietokantojen tarjoaman luotettavuuden ja transaktio-
eheyden, silli tallennettava data ei ole yhtendisessd muodossa (Armbrust et al. 2021). Koska
dataa sdilytetddn sekalaisessa muodossa, kokonaisuuden luettavuus karsii. Tété luettavuutta
voidaan kuitenkin parantaa jédsentelemdlld data lakeen tallennettua dataa erilaisiin vy6hyk-
keisiin esimerkiksi liiketoimintatarkoituksen mukaan (Sawadogo & Darmont 2021). Ilman
systemaattista datan hallintaa data lake -jarjestelmd voi muuttua datasuoksi, jolloin tietoa ei
voida enédd hakea tai lukea tehokkaasti. Tdlloin kyselyiden suorittaminen hankaloituu ja tie-

tokanta altistuu virheille.

Tésté johtuen data lake -arkkitehtuureja on perinteisesti yhdistetty tietovarastojen kanssa lii-
ketoiminnan analytiikkaa varten. Tdssé kaksiosaisessa mallissa data tallennetaan ensin edul-

lisesti data lake -ympdristdon, josta se muokataan ja ladataan tietovarastoon tehokasta
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analytiikkakisittelyd varten (Armbrust et al. 2021; Sawadogo & Darmont 2021). Tété ark-
kitehtuuria havainnoidaan kuvassa 2. Vaikka malli yhdistdd molempien teknologioiden edut,
se johtaa monimutkaiseen, hitaaseen ja raskaasti ylldpidettivdan rakenteeseen. Datan siirti-
minen tallennuskerroksesta toiseen aiheuttaa datan monistumista, turhia siirtoprosesseja ja

viiveitd (Armbrust et al. 2021).

Strukturoitu, puolistrukturoitu ja strukturoimaton data

Tietolahteet

Data lake -
tallennuskerros

Schema-on-read

Perinteinen
tietovarasto
Analytiikkaprosessit Datatiede Koneoppimismallit

Kuva 2: Data lake -arkkitehtuurin rakenne

Data lakehouse ja mitalimalli

Ratkaisuksi tietovaraston joustamattomuuden ja data laken lukemattomuuden viliseen risti-
riitaan on kehittynyt data lakehouse -arkkitehtuuri, joka yhdistéé tietovarastojen hallittavuu-
den avoimen ja vapaamuotoisen data lake -tallennuksen kanssa (Armbrust et al. 2021;
Ponnusamy 2023). Téll6in strukturoitua ja strukturoimatonta dataa voidaan tallentaa kustan-

nustehokkaasti skaalautuvaan data lakeen, minkd pddlle on rakennettu tietovaraston
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toiminnallisuuden mahdollistava transaktiokerros. Tdmé ohjauskerros pitdd kirjaa datan
muutoksista transaktiolokin avulla, mikd mahdollistaa raakadatalle suoritettavat luku- ja kir-
joitusoperaatiot ilman riskid tiedon korruptoitumisesta, tuoden samalla perinteisten tietova-

rastojen ACID-ominaisuudet osaksi skaalautuvaa objektitallennusta (Armbrust et al. 2021).

Transaktiokerroksen lisdksi data lakehouse -arkkitehtuurille on tyypillisti, ettd data tallen-
netaan avoimissa ja standardoiduissa muodoissa, mikd mahdollistaa useiden erilaisten tyo-
kalujen ja laskentamoottorien hyddyntdmisen suoraan samaan keskitettyyn tallennustilaan
(Armbrust et al. 2021). Arkkitehtuurin avoimuuden myd6té perinteisisté tietovarastoista tutut
raportointiin kohdennetut laskentamoottorit ja edistyneet analytiikanty6kalut, kuten koneop-
pimisjérjestelmét, voivat toimia saumattomasti saman tallennuskerroksen péélld (Armbrust

et al. 2021; Ponnusamy 2023).

Transaktiokerroksen ja avointen tiedostomuotojen avulla data lakehouse -arkkitehtuuri kor-
vaa aiemman data laken ja tietovaraston erillisen yhdistelmén ilman datan turhaa kopioi-
mista (Armbrust et al. 2021; Ponnusamy 2023). Tétd havainnollistetaan kuvassa 3. Yhtendi-
nen alusta poistaa datan kaksinaisen tallennuksen ja muodostaa organisaatiolle yhden luo-
tettavan tallennussijainnin, mikd vdhentdd jarjestelmien ylldpitokustannuksia ja hallinnan
monimutkaisuutta. Kun ylimaérdisié siirtoprosesseja eri jirjestelmien vililld ei enéd tarvita,
samaa dataa voidaan hyddyntda viiveettd ja saumattomasti perinteisen tietovaraston tavoin
litketoimintatiedon raportoinnissa sekd edistyneessd analytiikassa, kuten koneoppimisessa

ja tekoédlysovelluksissa (Armbrust et al. 2021).
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Kuva 3: Data lakehouse -arkkitehtuurin rakenne

Koska data lakehouse -arkkitehtuuri mahdollistaa raakadatan kisittelyn suoraan tallennus-
kerroksessa, datan puhdistus ja hallinta voidaan organisoida tallennuskeroksen sisilld loo-
gisten vybhykkeiden eli niin sanotun mitalimallin avulla (Mohna et al. 2022). Mitalimallissa
varastoitu data jaotellaan pronssi-, hopea- ja kultakerrokseen datan kasvavan jalostusasteen

mukaisesti (Microsoft 2025a; Mohna et al. 2022).

Mitalimalli alkaa pronssitasolta, joka toimii muuttumattomana historiakerroksena ja johon
ulkoisista ldhteistd saapuva raakadata tallennetaan alkuperdisessd muodossaan ilman mer-
kittdvid esimuokkauksia (Mohna et al. 2022). Tdm4 kerros on kriittinen datan alkuperén ja
jaljitettavyyden kannalta, silld se mahdollistaa analyysien auditoinnin ja tarvittaessa koko
datan jalostusprosessin aloittamisen uudestaan alkuperdisen datan avulla, jos jalostusproses-

sissa tapahtuu virheitd ja dataa katoaa (Microsoft 2025a; Mohna et al. 2022).

Raakadatan jalostuessa siirrytddan hopeatasolle, jossa painopiste on datan puhdistamisessa,

standardoinnissa ja wuseiden eri ldhteiden vélisessd integroinnissa yhtendisiksi
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litketoimintakokonaisuuksiksi (Microsoft 2025a; Mohna et al. 2022). Hopeataso edustaa
tyypillisesti organisaation puhdistettua ja rikastettua datavarantoa, jossa tekniset epdjohdon-
mukaisuudet, kuten eridvit termit tai duplikaatit on korjattu, mutta data on usein vield ra-
kenteeltaan sellaista, ettd se vaatii analytiikan loppukéyttéjékohtaista mallinnusta (Microsoft

2025a).

Viimeisend vaiheena mitalimallissa on kultataso, jossa valmiiksi jalostettu ja laadukas data
aggregoidaan ja mallinnetaan vastaamaan suoraan tarkkoihin litketoiminnan tarpeisiin seké
analytiikkavaatimuksiin (Microsoft 2025a; Mohna et al. 2022). Sen tavoitteena on tarjota
korkean jalostusasteen tietoa, joka on helposti kulutettavissa ja jonka péélle voidaan rakentaa

luotettavia analytiikka- ja tekodlyratkaisuja.

3.3 Pilvipohjaisen arkkitehtuurin kustannusmallit

Pilvialustojen taloudellinen houkuttelevuus perustuu perinteisten raskaiden laiteinvestoin-
tien korvautumiseen joustavalla, kdyton mukaan laskutettavalla mallilla (Marston et al.
2011; Tak et al. 2011). Siirtyminen kiinteistd pddomamenoista muuttuviin operatiivisiin ku-
luihin madaltaa organisaatioiden kynnysta ottaa kayttoon edistyneitd analytiikkaratkaisuja,
silld se poistaa kalliiden alkuinvestointien ja oman fyysisen infrastruktuurin ylldpidon tar-
peen (Martens et al. 2012). Tdma taloudellinen joustavuus antaa organisaatiolle kyvyn skaa-
lata IT-resursseja nopeasti vastaamaan liiketoiminnan todellista ja muuttuvaa kysyntda il-

man pelkoa resurssien alimitoituksesta (Lynn et al. 2017; Tak et al. 2011).

Kustannusten hallinnan kannalta merkittdvimmaiksi tekijéksi nousee tallennuksen ja lasken-
nan toiminnallinen eriyttiminen. Perinteisissd kytketyissé tietokantainfrastruktuureissa las-
kentateho ja tallennuskapasiteetti on sidottu tiukasti samaan resurssikokonaisuuteen, mika
johtaa usein alhaiseen kéyttoasteeseen ja taloudelliseen tehottomuuteen (Dageville et al.
2016). Kun tallennettavan datan mairé kasvaa, organisaatio joutuu skaalaamaan koko tieto-
kantainstanssin kalliimpaan hintaluokkaan, vaikka lisdresurssin tarve kohdistuisi pelkéstéén
datan passiiviseen sdilyttdmiseen (Dageville et al. 2016; Jonas et al. 2019). Vaihtoehtoisesti
moderneissa pilviarkkitehtuureissa laskentateho ja tallennuskapasiteetti voidaan erottaa toi-
sistaan itsendisiksi komponenteiksi. Tdma eriyttiminen mahdollistaa massiivisten raakada-

tavolyymien sdilyttdmisen edullisessa  objektitallennuksessa, jolloin  kalliimpaa
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laskentakapasiteettia allokoidaan ja siitd laskutetaan ainoastaan silloin, kun dataa varsinai-

sesti prosessoidaan (Sundar et al. 2022).

Pilviymparistdissd aktiivinen laskenta on poikkeuksetta datan tallennusta kalliimpaa. Tatd
hintaeroa voidaan havainnollistaa Microsoft Fabric -alustan kustannusrakenteella, jossa esi-
merkiksi datan sdilyttiminen palvelun OneLake-tallennuskerroksessa maksaa arviolta vain
0,023 dollaria gigatavulta kuukaudessa, kun taas edullisimman laskentakapasiteetin juok-
seva tunti-indeksi on 0,36 dollaria ja raskaampiin analytiikka-ajoihin tarkoitetun tason tun-
tihinta nousee jo 11,52 dollariin (Borra 2024). Tdma merkittdva hintaero siirtdd pilvipohjai-
sen arkkitehtuurin taloudellisen painopisteen tiedon kerddamisen rajoittamisesta kohti las-
kenta-ajan tarkkaa ja dynaamista hallintaa. Koska selkeisti edullisempi tallennuskapasiteetti
ei itsessdén muodostu pullonkaulaksi, organisaatiot voivat perustellusti sdilyttdd suuria da-
tamassoja jatkuvasti saatavilla ja kohdistaa budjetin tehokkaaseen, tyokuormakohtaiseen
laskentaan, joka skaalautuu dynaamisesti vain aktiivisten analyysi-kuormien vaatimiin het-

kellisiin piikkeihin (Sundar et al. 2022).

Laskentakustannusten muodostumiseen vaikuttaa valinta varatun ja palvelimettoman las-
kentamallin vélilla (Jonas et al. 2019). Palvelimettomassa mallissa kustannusrakenne muut-
tuu kiintedstd laitevarauksesta puhtaaseen kulutuksen mukaiseen tilitykseen, mikd poistaa
laskentaresurssien tyhjakdynnin kustannukset (Mazrekaj et al. 2016). Talloin resurssit allo-
koidaan dynaamisesti ja alusta skaalautuu automaattisesti nollaan silloin, kun aktiivisia ky-
selyitd ei suoriteta (Jonas et al. 2019; Schleier-Smith et al. 2021). Teollisuuden tapaustutki-
mukset osoittavat, ettd siirtyminen palvelimettomaan malliin voi laskea laskentakustannuk-
sia jopa 66—95 prosenttia, silld se optimoi resurssien kulutusta ja poistaa hukkakapasiteetin
kokonaan (Adzic & Chatley 2017). Vaihtoehtoisesti varatussa laskentamallissa kustannusten
optimointi perustuu ennalta varattuihin laskentaresursseihin, joista laskutetaan kiintedd hin-
taa. Varattuihin laskentaresursseihin voidaan kuitenkin soveltaa palvelimettomista laskenta-
resursseista poiketen sddstotilauksia, sitoutumalla tiettyyn laskentakapasiteettiin pidemmille
aikavileille, tehden varatuista laskentaresursseista taloudellisesti kannattavia tasaisissa ja

ennakoitavissa tyokuormissa (Jonas et al. 2019).

Tallennuksen ja laskennan kustannusten ohella pilviarkkitehtuurin kolmas merkittava kus-

tannuspilari on verkkoliikenne. Pilvipalveluissa datan tuominen pilveen on tyypillisesti
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maksutonta, mutta sen siirtdminen ulos alustalta tai eri maantieteellisten alueiden vililla on
maksullista (Martens et al. 2012). Ndmé ulospéin suuntautuvan liikenteen maksut eivét ole
pelkkd tekninen kulu, vaan pilvipalveluntarjoajien strateginen hinnoittelumekanismi, jolla
pyritdén sitomaan asiakas tiettyyn ekosysteemiin ja tekemdin datan siirtdmisestd kilpaile-
ville alustoille tai paikallisiin jarjestelmiin taloudellisesti kannattamatonta (Biglaiser et al.

2025).

Verkkoliikenteen epdsymmetrinen hinnoittelu asettaa tiukat reunaehdot analytiikka-arkki-
tehtuurin suunnittelulle. Esimerkiksi pirstaloituneet arkkitehtuurit, joissa dataa joudutaan
siirtdiméddn toistuvasti pilven ja ulkopuolisten jarjestelmien vililld, voivat osoittautua talou-
dellisesti kestdmattomiksi korkeiden siirtokustannusten vuoksi (Tak et al. 2011). Ndma verk-
koliikenteestd aiheutuvat kustannukset puoltavat siirtymié keskitettyihin arkkitehtuureihin,
jolloin koko analytiikan elinkaari keskitetdén yhtenéiseen tallennuskerrokseen (Sundar et al.
2022). Tamai poistaa tarpeen datan jatkuvalle kopioimiselle ja siirtdmiselle erillisten tieto-
kantojen tai jdrjestelmien vililld, mikd minimoi jarjestelmédn sisdisen ja ulkoisen dataliiken-

teen ja siten ehkéisee tehokkaasti siirtokustannusten muodostumista.
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4 Analytiikka-arkkitehtuuri Azure-ymparistossa

Téssd padluvussa tarkastellaan modernien analytiikka-arkkitehtuurien rakentumista
kaytanndssd Microsoft Azure -ympéristdssd. Luvussa perehdytédn ensin Azure-pilvialustaan
ja analytiikkaympdériston erilaisiin toteutusmalleihin, minké jdlkeen tarkastelu siirtyy
analytiikkadatan tallennuksen ja laskennan toteuttamiseen Azuren eri palveluiden avulla.
Lopuksi perehdytdén erilaisiin datan noutamisen, muokkauksen ja orkestroinnin
menetelmiin, joiden avulla datavirrat saadaan noudettua eri tietoldhteistd osaksi analytiikka-
arkkitehtuuria. Tavoitteena on luoda ymmaérrys Azure-ekosysteemin tarjoamista tyokaluista
ja arkkitehtuurisista valinnoista, joiden pohjalta tutkimuksen empiriaosiossa muodostetaan

lopullinen arkkitehtuuriehdotus.

4.1 Microsoft Azure -pilvialusta ja analytiikka-arkkitehtuurin toteutusmallit

Pilvilaskennan dynaamisten ominaisuuksien ja palvelumallien kdytdnnon hyddyntdminen
edellyttdd laajan teknologisen ekosysteemin tukea. Microsoft Azure on globaali, julkinen
pilvialusta, joka tarjoaa laajan valikoiman erilaisia pilvipalveluita vastatakseen nykyaikais-
ten IT-infrastruktuurien vaatimuksiin. Se muodostaa joustavan pilviympériston, jonka sisilla
organisaatiot voivat hyddyntéa ja yhdistelld erilaisia laaS-, PaaS- ja SaaS-palveluita omien
tarpeidensa mukaisesti (Borra 2022; Wankhede et al. 2020). Azure tarjoaa yli 200 erilaista
tuotetta ja palvelua erilaisten datanhallinnan ja ohjelmistokehityksen prosessien tueksi
(Microsoft 2026a). Tamai kattava alustapalveluiden katalogi onkin Azuren merkittivimpia
vahvuuksia, miké tekee Microsoft Azuresta ihanteellisen ympériston skaalautuvien data-ark-

kitehtuurien rakentamiseen (Gupta, B. et al. 2021).

Fyysiselld tasolla Azuren toiminta perustuu laajasti hajautettuun, globaaliin konesaliverkos-
toon, joka on jaettu maantieteellisiin Azure-alueisiin (Wankhede et al. 2020). Ndama alueet
mahdollistavat palveluiden ja datan sijoittamisen strategisesti siten, ettd ne takaavat globaa-
listi hyvén saatavuuden, minimaalisen viiveen seki lainsdddannollisten sadddsten noudatta-
misen eri maantieteellisissd sijainneissa (Borra 2022; Microsoft 2025b). Azure-palvelut

ovatkin saatavilla 140 eri maassa ja Azure-alueita on yhteensi yli 70 kappaletta. Jokainen
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Azure-alue jaetaan edelleen pienemmiksi saatavuusalueiksi (Microsoft 2025b). Namai saata-
vuusalueet siséltivit fyysisesti toisistaan eristettyjd datakeskuksia, joista jokaisella on tdysin
riippumaton virransyottd, jdédhdytysverkosto ja tietoliikenneyhteydet. Tima monikerroksi-
nen fyysinen hajautus takaa Azuren kayttéjille poikkeuksellisen korkean kiytettivyyden ja
suojaa jirjestelmid yksittdisten datakeskusten laitteisto- tai sdhkdvioilta (Gupta, B. et al.

2021; Microsoft 2025b).

Koska Microsoft Azure tarjoaa yli 200 erilaista tuotetta ja pilvipalvelua organisaatioiden
hyodynnettaviksi, analytitkkaympdristd voidaan rakentaa komponenttipohjaisella mallilla,
jossa yhdistellddn vapaasti useita itsendisid ja analytiikka-arkkitehtuurin eri vaiheisiin eri-
koistuneita Azure-palveluita (Microsoft 2026a). Tillaisessa arkkitehtuurissa voidaan hyo-
dyntdd esimerkiksi Azure Data Factory (ADF) -palvelua datan orkestrointiin ja siirtoihin,
Azure Databricks -laskentapalvelua massadatan varastoimiseen ja sen edistyneeseen proses-
sointiin sekd Power BI -raportointipalvelua loppukéyttdjien visualisointiin (Singu 2021).
Komponenttipohjainen ldhestymistapa tarjoaa maksimaalisen kustomoitavuuden, silld jokai-
seen datavirran vaiheeseen voidaan valita teknologisesti kyvykkdin tyokalu Azuren laajasta
katalogista. Kééntopuolena on kuitenkin arkkitehtuurin hallinnollinen monimutkaisuus. Ku-
ten PaaS-malleissa yleisesti, suurempi muokattavuus ja laajennettavuus vaativat organisaa-
tiolta merkittdvasti enemman omaa kehitystyotd ja jérjestelmien vilisten integraatioiden ra-
kentamista (Subashini & Kavitha 2011). Liséksi, mikli tallennusta ei ole eriytetty tiukasti
keskitettyyn tallennusmuotoon, kuten ADLS Gen2 -tallennuskerrokseen, pirstaloitunut ark-
kitehtuuri voi johtaa datan jatkuvaan kopioimiseen jérjestelmien vililld, miké edesauttaa sii-

lojen muodostumista ja vaikeuttaa yhtendisen analytiikan tuottamista (Sundar et al. 2022).

Vaihtoehtoisesti moderni data-arkkitehtuuri voidaan toteuttaa yhtenidiselld SaaS-palvelua
muistuttavalla analytiikka-alustalla, jota Azuren ekosysteemissd edustaa Microsoft Fabric -
palvelu (Borra 2024; Microsoft 2025c). Fabric-palvelu kokoaa saumattomasti erilaisia
Azure-alustan laskenta-, integraatio- ja visualisointipalveluita yhden keskitetyn ohjelmisto-
palvelun alle, joka hyddyntdé kaikessa toiminnassa yhta keskitettyd OneLake-tallennusker-
rosta. Fabricin kaltaisten SaaS-analytiikka-alustojen keskeinen etu on se, ettd ne vapauttavat
organisaation infrastruktuurin hallinnasta ja erillisten jérjestelmien yhteensovittamisesta,
mahdollistaen keskittymisen itse datan hyddyntdmiseen (Dageville et al. 2016). Yhtendinen

alusta keventddkin merkittivésti erillisten integraatioiden rakentamisen taakkaa ja luo
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yhtendisen tietoturvamallin koko analytiikkaympéristolle. Samalla tdimé yhtendinen malli
kuitenkin rajoittaa yksittdisten tyOvaiheiden muokattavuutta ja hallittavuutta verrattuna

komponenttipohjaiseen arkkitehtuuriin.

4.2 Datan tallennus ja laskenta Azure-ympéristossa

Organisaatioiden siirtyessd pilviympéristoihin analytiikan arkkitehtuurinen kehitys noudat-
taa usein vaiheittaista mallia, jossa ensimmadisend askeleena on paikallisten tietokantojen
siirtdiminen sellaisenaan pilvipalveluun (Sundar et al. 2022). Tdma mahdollistaa pilvipalve-
luiden kéyttoonoton sdilyttiden tutun ja yhteensopivan tietokantamallin, ilman vélitontd tar-
vetta data-arkkitehtuurin uudelleensuunnittelulle (Antonopoulos et al. 2019; Sundar et al.
2022). Datavolyymien kasvaessa ja monimuotoistuessa perinteisiin relaatiomalleihin sidotut
ratkaisut toimivat usein yritysten analytiikkasiirtymén loogisena ensimmaéisend vaiheena,
josta edetddn myohemmin kohti modernimpia data lakehouse -arkkitehtuureja

(Antonopoulos et al. 2019; Berisha et al. 2022; Sundar et al. 2022).

Azuren ekosysteemissd perinteinen relaatiotietokanta voidaan toteuttaa Azure SQL Data-
base -palvelulla, joka on Structured Query Language (SQL) ja Transactional SQL (T-SQL)
-kieliin pohjautuva pilvipohjainen relaatiotietokanta (Das et al. 2019; Microsoft 2025d;
Microsoft 2026b). Kytketyssd Azure SQL Database -palvelussa data tallennetaan fyysisesti
Azure SQL Database -palvelun sisille, relaatiotaulujen riveihin ja sarakkeisiin. Palvelun en-
sisijainen tarkoitus on toimia yhtendisend pilvitietokantana strukturoidulle datalle, mutta
strukturoidun datan liséksi Azure SQL Database -palvelu tukee myds puolistrukturoituja da-

taformaatteja, kuten JSON- ja XML-tiedostoja (Microsoft 2025d).

Azure SQL Database -palvelun rivipohjainen tallennus on optimoitu lukuisten pienten
transaktioiden korkeaan samanaikaisuuteen, minka takia sitd hyddynnetdéin pédasiallisesti
viiveetontd luku- ja kirjoitusnopeutta vaativien jérjestelmien keskitettyni taustatietokantana.
Vaihtoehtoisesti Azure SQL Database -palvelua voidaan kuitenkin myds hyodyntéa struktu-
roitua ja puolistrukturoitua dataa késittelevéna tietovarastona, soveltuen néin yksinkertaisiin

analytiikan tarpeisiin (Microsoft 2025¢).
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Koska Azure SQL Database -palvelun kaltaiset kytketyt relaatiotietokannat tallentavat datan
suljetussa formaatissa omaan tallennustilaan, dataan ei voida kohdistaa suoraan ulkopuolista
pilvilaskentaa, vaan kaikki datankisittely on suoritettava palvelun oman laskentamoottorin
kautta. Tdmén takia myos Azure SQL Database -palvelu kérsii luvussa 3.2 esitettyjen perin-
teisten tietovarastojen skaalaamisen ja ylimitoitettujen resurssien ongelmista. Azure SQL
Database -palvelun Databricks Unit (DTU) -yksikkoihin perustuvassa hinnoittelussa kéy-
tossd oleva tallennustila onkin sidottu valittuun laskennan suorituskykytasoon (Microsoft
2026¢). Talloin pelkkd passiivisen datamassan kasvu voi pakottaa organisaation paivitta-
méén koko tietokannan kalliimpaan laskentaluokkaan, vaikka jarjestelmdén kohdistuva to-
dellinen kyselykuorma ei sitd edellyttdisi (Armbrust et al. 2021; Microsoft 2025f; Minukhin
2022). Vaihtoehtoisesti Azure SQL Database -palvelun hinnoittelussa voidaan kéyttad Vir-
tual Core (vCore) -yksikditd, jotka mahdollistavat laskennan ja tallennuksen kustannusten
erottamisen toisistaan, jolloin tallennuskapasiteettia voidaan miérittda joustavasti gigatavu-
perusteisesti tiettyyn yldrajaan asti (Microsoft 2026¢). Vaikka timé hinnoitteluvaihtoehto on
joustavampi, Azure SQL Database -palvelu on silti kytketty arkkitehtuuri, silld palvelussa

data tallennetaan poikkeuksetta palvelun sisdiseen eristettyyn tallennuspaikkaan.

Eriytetty data lake -arkkitehtuuri Azure-ympiristossi

Azuressa tallennuksen ja laskennan eriyttdminen voidaan toteuttaa Azure Data Lake Storage
Gen2 (ADLS Gen2) -tallennuspalvelun avulla (Microsoft 2024; Zagan & Danubianu 2022).
ADLS Gen2 on massiivisesti skaalautuva pilvipohjainen tallennuskerros, joka mahdollistaa
data lake -arkkitehtuurin mukaisesti strukturoidun ja strukturoimattoman datan sdilomisen
samassa tallennuspaikassa (Zagan & Danubianu 2022). ADLS Gen2:n keskeisin
teknologinen etu perinteisiin tallennusratkaisuihin verrattuna on sen hierarkkinen
nimiavaruus. Se mahdollistaa datan jdrjestelemisen loogisiin siilidihin, hakemistoihin ja
alihakemistoihin perinteisten tiedostojérjestelmien tavoin, mikd tehostaa merkittdvasti
suurten datamassojen luku- ja kirjoitusoperaatioita (Microsoft 2024; Zagan & Danubianu

2022).

ADLS Gen2:n hierarkkinen hakemistorakenne tukee saumattomasti data lakehouse -
arkkitehtuurin mitalimallin kaltaisen jaottelun toteuttamista (Zagan & Danubianu 2022).
Télloin data lake -ympiristd voidaan jaotella erillisiin vyohykkeisiin, kuten raakadatan,

rikastetun datan ja valmiiksi jalostetun datan hakemistoihin. Tdlloin aiemmin luvussa 3.2
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kuvattu data lakehouse -arkkitehtuurin mitalimalli voidaan toteuttaa suoraan ADLS Gen2 -

tallennuskerroksen sisélla.

Koska ADLS Gen2 -tallennuskerros eriyttdd laskennan kokonaan fyysisestd tallennuksesta,
palvelun hinnoittelu perustuu pelkdstddn kéytettyyn tallennustilaan. Témé tekee siitd
optimaalisen alustan niin pienten kuin massiivisten datamassojen siilyttamiseen (Microsoft
2026d; Zagan & Danubianu 2022). Liséksi kéytetty tallennustila voidaan hinnoitella datan
kiyttdasteen mukaan eri kerroksiin, jolloin esimerkiksi harvemmin késiteltdvaa

historiadataa voidaan sdilyttdd edullisemmin (Microsoft 2026d).

Databricks-palvelu ja data lakehouse -arkkitehtuuri

Azuren pilviekosysteemissd moderni data lakehouse -arkkitehtuuri voidaan toteuttaa
Databricks-palvelun avulla, joka hyodyntdd fyysisessd tallennuksessa ADLS Gen2 -
tallennuskerrosta, mutta abstraktoi sen rakentamalla varatun tallennustilan péélle omat
tallennus- ja hallintakerroksensa (Gogineni et al. 2025). Tallennusarkkitehtuurin ytimessi
toimii avoimen ldhdekoodin Delta Lake -kerros, joka lisdéd ADLS Gen2 -tietoaltaan pdille
transaktiolokin. Tdmid takaa datan kisittelylle relaatiotietokannoista tutut ACID-
ominaisuudet varmistamalla operaatioiden eheyden ja luo luvun 3.2 mukaisen data
lakehouse -arkkitehtuurin (Armbrust et al. 2020; Bussu 2024; Gogineni et al. 2025). Delta
Lake -kerros yhdistéé tietoaltaan irralliset tiedostot loogisiksi tauluiksi, joiden taustalla oleva
fyysinen data tallennetaan avoimessa ja standardoidussa Parquet-muodossa (Armbrust et al.
2020; Microsoft 2025g). Lisdksi Delta Lake -kerros tuo tallennukseen myos edistyneitd
ominaisuuksia, kuten Time Travel -toiminnon, joka ylldpitdd datasta historiallisia versioita
ja mahdollistaa taulujen nopean palauttamisen aiempaan tilaan virhetilanteiden ilmetessi

(Armbrust et al. 2020; Gogineni et al. 2025).

Delta Lake -kerroksen lisdksi Databricks-palvelu mahdollistaa Unity Catalog -
hallintakerroksen rakentamisen, joka toimii koko Databricks-ympiriston keskitettynd
tiedonhallinta- ja turvallisuusratkaisuna (Chandra et al. 2025; Gogineni et al. 2025). Unity
Catalogin ylimpind tasona on yhtendinen Metastore-sdilo, joka toimii hakemistona, joka
abstraktoi taustalla olevan pilvitallennuksen yhtendiseksi ndkymédksi. Tadmén
arkkitehtuurisen ratkaisun ansiosta samalle Azure-alueelle provisioidut erilliset Databricks-

palvelun tydtilat voivat hyddyntid ja ristiinkyselld samaa dataa saumattomasti ilman tarvetta
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datan  fyysiselle kopioinnille (Chandra et al. 2025). Databricks-palvelun

tallennusarkkitehtuuria havainnollistetaan kuvassa 4.

Unity Catalog -hallintakerros

‘ Delta Lake -transaktiokerros |

A

‘ ADLS Gen2 -tallennuskerros |

Kuva 4: Databricks-palvelun taustalla toimiva tallennusarkkitehtuuri

Delta Lake -transaktiokerroksen dataa hallinnoiva Unity Catalog jérjestdd datan
kolmitasoisen hierarkian mukaisesti katalogeihin, skeemoihin ja tauluihin, mik4 tukee datan
loogista mallinnusta, kuten aiemmin mainittua mitalimallia (Chandra et al. 2025; Microsoft
2026¢). Namé Unity Catalogin taulut voidaan méérittdd joko hallinnoiduiksi, jolloin Unity
Catalog vastaa datan koko elinkaaresta, tai vaihtoehtoisesti ulkoisiksi tauluiksi. Ulkoisten
taulujen kohdalla Unity Catalog hallinnoi ainoastaan metatietoja, jolloin fyysinen data séilyy
koskemattomana alkuperdisessé ADLS Gen2 -tallennuskerroksessa (Chandra et al. 2025;
Microsoft 2025h). Talloin esimerkiksi datataulun poistokomento ei heijastu ADLS Gen?2 -
tallennuskerrokseen tallennettuun dataan, vaan taulu hdvidd ainoastaan Unity Catalogin
ndkymistd. Hallintamallien lisdksi Unity Catalog tarjoaa keskitetyn ja hienojakoisen
padsynhallinnan, joka mahdollistaa kéyttdoikeuksien hallinnan standardoiduilla SQL-
komennoilla jopa rivien ja sarakkeiden tarkkuudella, piilottaen samalla suorat tiedostopolut

loppukayttdjiltd (Chandra et al. 2025; Gogineni et al. 2025).

Databricks-palvelu erottaa laskennan kokonaan fyysisestd tallennuksesta data lakehouse -
arkkitehtuurin mukaisesti. Datan prosessointi tapahtuu erillisissd Databricks-tyotiloissa

suoritettavilla laskentaklustereilla, joiden taustalla toimii optimoitu Apache Spark -
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laskentamoottori (Bussu 2024; Gogineni et al. 2025). Apache Spark -laskentamoottori
hyodyntdd muistinvaraista laskentaa, minkd ansiosta se tarjoaa merkittivdd nopeutta ja
joustavuutta pilvilaskentaan. Hajautetun laskentatehonsa ansiosta se soveltuu erityisen hyvin
koneoppimisen ja data-analytiikkan vaatimiin iteratiivisiin  laskentaprosesseihin,
mahdollistaen valtavien tietojoukkojen késittelyn perinteisid jérjestelmid tehokkaammin
(Bussu 2024). Databricks-palvelun laskentaresurssit jaotellaan suoritettavan tyokuorman
luonteen mukaan kolmeen eri kategoriaan, joista organisaatio voi valita tarpeisiinsa

sopivimman ratkaisun (Gogineni et al. 2025).

Databricks-palvelun yleiskdyttdiset laskentaklusterit on tarkoitettu interaktiiviseen
datatieteen, koneoppimisen kehitystydhon ja datan tutkimiseen monikielisilld
muistikirjoilla, joissa kdyttdjat voivat kyselld, muokata ja analysoida dataa (Gogineni et al.
2025). Automatisoitujen dataputkien ja analytiikka-ajojen suorittamiseen hyddynnetddn
puolestaan lyhytkestoisia tyoklustereita, jotka kdynnistyvit vain tyon suorittamisen ajaksi.
Télloin organisaatio voi saavuttaa merkittavid sddstojd jatkuvasti padlld oleviin klustereihin
verrattuna (Gogineni et al. 2025). Kolmantena vaihtoehtona toimivat SQL Warehouse -
laskentaklusterit, jotka on optimoitu puhtaasti SQL-pohjaiseen analytiikkaan, ulkoisten BI-
tyokalujen suorakyselyihin sekd tietokannan sisdisten visualisointien luomiseen (Gogineni
et al. 2025; Microsoft 2026f). Télloin interaktiivisia dashboardeja voidaan luoda suoraan
Databricks-palvelun kéyttoliittyméassé. Liséksi jérjestelmé kerdd jatkuvasti metatietoa, jota

voidaan hyodyntad arkkitehtuurin suorituskyvyn seurannassa (Gogineni et al. 2025).

Perinteisten  klustereiden lisdksi Databricks tarjoaa mahdollisuuden hyddyntdé
palvelimetonta laskenta-arkkitehtuuria (Gogineni et al. 2025; Microsoft 2026g). Serverless-
mallissa organisaation ei tarvitse itse hallinnoida taustalla pyorivid Azuren virtuaalikoneita
tai maksaa niiden infrastruktuurin tyhjdkdynnistd, vaan Databricks provisioi
laskentakapasiteetin automaattisesti taustalla. Tdmén ansiosta klusterit kadynnistyvét
vélittdmasti ja skaalautuvat dynaamisesti kysynnan mukaan (Gogineni et al. 2025; Microsoft

2026g).

Monipuolisen klusterivalikoiman ansiosta Databricks-palvelu toimii yhtendisend
analytiikka-alustana organisaation vaihteleviin datatarpeisiin (Bussu 2024). Tarjoamalla

joustavan ja skaalautuvan ympdriston erilaisille tydokuormille alusta rikkoo siiloja data-



44

insinddrien ja datatieteilijoiden vélilld ja mahdollistaa yhteistyon samassa ymparistossa.
Téamai kiihdyttdd datapohjaisten ratkaisujen kehitysté ja tukee organisaation pédétoksentekoa

(Bussu 2024; Gogineni et al. 2025).

Databricks-pohjaisen data lakehouse -arkkitehtuurin kustannukset médrdytyvit taustalla
olevan tallennuskerroksen kustannusten liséksi kahden eri komponentin mukaan (Microsoft
2026h). Itse hallinnoitujen laskentaklusterien tapauksessa laskennan kokonaiskustannus
muodostuu Databricks-palvelun laskentatehosta perittdvastd maksusta, jota mitataan
Databricks (DBU) -yksikdiden avulla. Toinen osa kustannuksista taas muodostuu
laskentaklusterin taustalla pydrivien Azuren virtuaalikoneiden infrastruktuurikuluista
vCore-yksikdiden mukaisesti. Télloin organisaatio maksaa taustainfrastruktuurista niin
kauan kuin Databricks-palvelun laskentaklusteri on kédynnissd, riippumatta siitd,
suoritetaanko silld aktiivisesti tydtd (Gogineni et al. 2025). Tdémid johtaa helposti
ylimadrdisiin  tyhjdkdyntikustannuksiin. Serverless-arkkitehtuuriin =~ siirryttdessd tdmé
kaksiosainen laskutusmalli yhtendistyy, silld Databricks provisioi taustainfrastruktuurin
automaattisesti. Vaikka Serverless-laskennan kiytostd perittdvd DBU-yksikkdhinta on
nimellisesti korkeampi, piilotettujen infrastruktuurikustannusten poistuminen ja véliton
sammuminen tekevit siitd kokonaiskustannuksiltaan tehokkaan ja helposti hallittavan
ratkaisun, erityisesti nopeita vasteaikoja vaativassa analytiikassa ja raportoinnissa (Gogineni

et al. 2025; Microsoft 2026h).

Vaihtoehtoinen Microsoft Fabric -palvelu ja OneLake -tallennus

Azure-ympdristossd data lakehouse -arkkitehtuuria voidaan toteuttaa vaihtoehtoisesti myos
Microsoft Fabric -palvelun avulla. Microsoft Fabric on SaaS-pohjainen analytiikka-alusta,
joka kokoaa yhteen palveluun datan integroinnin, tietovarastoinnin, koneoppimisen ja
reaaliaikaisen analytiikan sekd Power BI -raportoinnin (Borra 2024; Panda, S. P. 2025, pp.
1-9). Sen teknisend ja loogisena ytimend toimii koko organisaation laajuinen,
automaattisesti provisioitu OneLake-tallennuskerros (Borra 2024; Microsoft 2026i; Panda,
S. P.2025, p. 20). Vastaavasti kuin Databricks-palvelun Delta Lake -kerros, OneLake-kerros
rakentuu teknisesti ADLS Gen2 -tallennuksen pédlle, mutta Fabric-palvelu abstraktoi
taustainfrastruktuurin kokonaan piiloon. Tall6in organisaation ei tarvitse itse konfiguroida
tai  hallinnoida erillisid pilvitallennustilejd, vaan Onelake tarjoaa kaikille

analytiikkatyokaluille yhden keskitetyn tallennuspaikan (Borra 2024; Microsoft 20261).
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Kuten Data Lake -tallennus, myds OneLake-kerros tallentaa datan avoimessa Parquet-
muodossa, jolloin samaa dataa voidaan lukea ja kirjoittaa yhdestd sijainnista useilla eri
laskentamoottoreilla, ilman tarvetta datan kopioimiselle palveluiden vélilld (Borra 2024;
Microsoft 20261). Késiteltdvin datan kulutusta viedddn alustassa vield pidemmaille
Shortcuts-ominaisuuden avulla, mikd mahdollistaa virtuaalisten linkkien luomisen ulkoisiin
pilvitallennuskohteisiin, kuten Amazon S3:een, Google Cloudiin tai erillisiin ADLS Gen2 -
tilethin (Mangala 2026; Microsoft 2026j). Néin Fabricin laskentamoottorit voivat késitelld
ulkoista dataa suoraan kuin se sijaitsisi fyysisesti OneLake-kerroksessa, mikd véhentdd
merkittdvisti dataputkien tarvetta ja yksinkertaistaa datankdsittelyd. Fabric-palvelun
tallennusarkkitehtuuria yhdessd Shortcuts-ominaisuuden kanssa havainnollistetaan kuvassa

5.

Laskentaprosessit

Shortcuts-ominaisuus

OneLake -tallennuskerros

Ulkoiset tietoldhteet

Kuva 5: Fabric-palvelun tallennusarkkitehtuuri

ADLS Gen2 -tallennuskerros

Koska SaaS-malli kokoaa data-arkkitehtuurin toiminnot yhdelle alustalle, Microsoft Fabric
mahdollistaa myos datan padsynhallinnan ja tietoturvan keskitetyn hallinnan (Borra 2024).
Télloin datan padsynhallinta médritelldén kerran suoraan OneLake-kerroksessa esimerkiksi
kansio- ja taulutasolla (Microsoft 2026k). Nédmi luku- ja kirjoitusoikeudet periytyvit
automaattisesti kaikille alustan laskentamoottoreille, jolloin kdyttdjat voivat kéasitelld dataa
missd tahansa ekosysteemin osassa ilman tarvetta huolehtia taustajirjestelmien erillisisté

hyviksynnoisté tai oikeuksista (Microsoft 2026k; Panda, S. P. 2025, pp. 21-22).
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Fabric-palvelussa keskitetyssd Delta Lake -kerroksessa olevalle datalle voidaan suorittaa
laskentaa useilla eri kdyttotarkoituksiin optimoiduilla analytiikkatydkaluilla, kuten Data
Engineering-, Data Science- ja Data Warehouse -tyokaluilla (Borra 2024). Lisaksi Fabric-
palvelu integroi Power BI -raportointityokalun osaksi palvelukokonaisuutta. Namé tyokalut
ovat aiemmin olleet Microsoftin erillisid analytiikkapalveluita, jotka Fabric-palvelu yhdistéa
yhdeksi kattavaksi analytiikkapalveluksi, kuvan 6 mukaisesti (Borra 2024; Panda, S. P.
2025, pp. 5-13).

Power BI -

Spark-laskenta Koneoppiminen SQL-analytiikka raportointi

A A A A

OnelLake -tallennuskerros

Kuva 6: Fabric-palvelun data lakehouse -arkkitehtuuri

Spark-laskentaan perustuvan Data Engineering -tyokalun avulla kéyttdjdt voivat keritd,
prosessoida ja analysoida suuria datamiirid, Databricks-palvelun yleiskdyttdisten
laskentaklusterien tavoin (Borra 2024; Microsoft 20251; Panda, S. P. 2025, pp. 42—44). Data
Science -tyokalun avulla voidaan taas rakentaa, kouluttaa ja toteuttaa koneoppimismalleja,
ennustavan analytiikan toteuttamiseksi suoraan yhtendisestd OneLake-tallennuskerroksesta
(Borra 2024; Microsoft 20261). Fabric-palvelu mahdollistaa my0s perinteisen tietovaraston
toteuttamisen Data Warehouse -tyokalun avulla, jolloin dataan voidaan kohdistaa
perinteisempdd SQL-analytiikkaa Microsoftin T-SQL-kielelld (Borra 2024; Microsoft
2026m).

Analytiikkatyokalujen lisdksi Fabric-palvelu mahdollistaa Power BI -raportoinnin
suorittamisen suoraan yksittdisen palvelun sisdlla (Borra 2024; Panda, S. P. 2025, p. 1).

Fabric tehostaa Power BI -palvelun toimintaa kytkemalld sen suoraan OneLake-kerrokseen,



47

jolloin dataa voidaan lukea suoraan raportointiin, ilman erillisid datansiirtoja (Borra 2024).
Tétd suoraa lukemista kutsutaan Direct Lake -ominaisuudeksi ja se korvaa Power BI -
palvelun perinteiset DirectQuery- ja Import-menetelmét datan noutamisessa raportointiin

(Microsoft 2025j).

DirectQuery-menetelmédn avulla Power BI -palvelu kyselee visualisoitavan datan
reaaliaikaisesti suoraan ldhdejdrjestelmastd. Tamé on kuitenkin hidasta, silld data tulee aina
kyselld tietokannasta uudestaan, kun raportti avataan. Import-menetelméa taas lataa datan
fyysisesti Power BI -raportin sisdén, jolloin data on aina heti raportin saatavilla. Tama taas
aiheuttaa datan turhaa kopioimista ja data tulee ladata raportteihin uudestaan, aina kun
visualisoitava data pdivittyy. Fabric-palvelun Direct Lake -ominaisuus ratkaisee ndméi
haasteet lukemalla OneLake-tallennuskerroksessa sijaitsevat tiedostot suoraan Power BI -
palvelun muistiin. Koska dataa ei kuitenkaan kopioida erilliseen tietomalliin, vaan moottori
hyodyntdd tallennuskerroksen alkuperdisid tiedostoja, raportit heijastavat aina OneLaken

tuoreinta tilaa ilman viivettd tai erillisid paivitysajoja (Microsoft 2025j).

Toisin kuin perinteisissd data lakehouse -arkkitehtuureissa, joissa resurssit provisioidaan ja
laskutetaan laskentamoottorien kdyton mukaan, Fabric keskittdd kaiken analytiikkatehon
yhteen kapasiteettipooliin (Borra 2024). Riippumatta siitd, suoritetaanko alustalla SQL-
kyselyitd, Spark-laskentaa tai Power BI -raportointia, kaikki toiminnot kuluttavat Capacity
Units (CU) -yksikkoja (Microsoft 2026n). CU-kapasiteettia voidaan hankkia joko joustavana
kdyton mukaan laskutettavana mallina tai edullisempana ennalta varattuna kapasiteettina.
Koska OneLake-tallennus on kuitenkin eriytetty Fabric-palvelussa laskennasta, siitd

laskutetaan erikseen kdytetyn tallennustilan perusteella (Microsoft 2026n).

4.3  Datan noutaminen ja orkestrointi

Analytiikka-arkkitehtuurin ensimmadinen tekninen vaihe on datan irrottaminen sen alkupe-
rdisistd 1dhdejdrjestelmistd ja noutaminen analytiikkaympéristoon. Koska organisaatioiden
hy6dyntdma data voi olla alkuperéltddn ja rakenteeltaan erittdin vaihtelevaa, dataa ei voida
hyodyntdd suoraan analytiikassa ilman sen systemaattista muokkaamista ja integrointia
(Gandomi & Haider 2015). Ndin ollen datan nouto- ja kédsittelymenetelmét nousevat analy-

titkka-arkkitehtuurin kriittiseen asemaan, silld ne miarittavét arkkitehtuurin kyvyn vastata
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litketoiminnan asettamiin vaatimuksiin datan tuoreudesta, laadukkuudesta ja skaalautuvuu-

desta (Abadi 2009; Cugola & Margara 2012).

Perinteisesti datan noutamisessa on nojattu Extract, Transform, Load (ETL) -arkkitehtuuriin,
jossa data poimitaan ldhteestd, muokataan ja puhdistetaan erilliselld muokkausalueella, ja
ladataan tietovarastoon, kuvan 7 mukaisesti (Simitsis et al. 2005; Vassiliadis 2009). Téll6in
tietovarastoon saadaan ladattua dataa valmiiksi puhdistettuna, yhdenmukaisena ja oikeassa
tietokantapalvelulle soveltuvassa muodossa. Koska ETL-mallissa data muokataan ennen tie-
tokantaan lataamista, prosessi karsii hitaudesta suurten datamassojen kohdalla, silld kaikki

data tulee késitella erilliselld muokkausalueella (Berisha et al. 2022; Seenivasan 2022).

Pilvilaskennan kehityksen myd&td vastauksena suuriin dataméériin ja hidastuneisiin lataus-
aikoihin, ETL-malli voidaan korvata Extract, Load, Transform (ELT) -arkkitehtuurilla, jossa
datan muokkausvaihe suoritetaan vasta kohdejirjestelmissa (Berisha et al. 2022). Tété ha-
vainnollistetaan kuvassa 8. Koska tallennuksen ja laskennan eriyttdminen tekee datan séilyt-
tamisestd edullista, ELT-mallissa data voidaan ladata ldhdejarjestelmistd sellaisenaan erilli-
seen tallennuskerrokseen ja vasta sitten suorittaa sille vaadittavat muokkausoperaatiot hyo-
dyntien joustavasti skaalautuvaa pilvilaskentaa (Seenivasan 2022). Vaikka ELT-malli on
pilviympdristdissé tehokas, sen toteuttaminen perinteiseen relaatiotietokantaan tai tietova-
rastoon asettaa merkittdvid haasteita, silld perinteiset tietovarastot vaativat datalta tiukkaa
ennalta méériteltyd rakennetta, kuten luvussa 3.2 esitettiin. Tdma estdi tdysin kasittelemét-
toman tai rakenteettoman raakadatan lataamisen sellaisenaan suoraan kohdetietovarastoon

(Seenivasan 2022).
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Datan poiminta

Muokkaaminen ja
Tietoldhde 1 yhdistdminen
A .
> Erillinen Lataaminen -
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- > muokkausalue Tietovarasto

Tietoldahde 2

Kuva 7: Datan noutaminen tietovarastoon ETL-prosessin mukaisesti
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~ > Erillinen Valmis

o 5| muokkausalue “| analytiikkadata
v

Tietoldhde 2
v

Datan poiminta ja lataaminen Eriytetty tallennuskerros

Datan muokkaaminen
»

Kuva 8: Datan noutaminen erilliseen tallennuskerrokseen ETL-prosessin mukaisesti

Datan noudon ajoitus ja inkrementaalinen lataus

Datan noutoarkkitehtuurin suunnittelussa keskeinen pditds on haluttu latenssi eli aika, joka
kuluu datan syntymisestd ldhdejdrjestelmissé sithen hetkeen, kun se on hyddynnettdvissa
analyysissd. Tilloin dataa voidaan noutaa erdajopohjaisen tai reaaliaikaisen késittelyn
avulla, riippuen datan kéyttotapauksesta. Erdajossa dataa kerdtddn ja késitellddn suurina
joukkoina ennalta méérityin aikavélein, mikd on kustannustehokasta ja tietojdrjestelmille
ennustettavaa (Berisha et al. 2022). Mikéli organisaatio késittelee esimerkiksi teollisuuden
jatkuvaa sensoridataa tai verkkokaupan reaaliaikaista lokidataa, arkkitehtuurilta saatetaan
vaatia reaaliaikaista késittelyd, jotta big datan asettamiin nopeusvaatimuksiin voidaan vas-
tata (Berisha et al. 2022; Gandomi & Haider 2015). Téll6in analytiikkadata ladataan ja ka-

sitelladn analytiikkajérjestelmissd jatkuvasti ja vélittomaésti.
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Riippumatta noudon ajoituksesta, koko datamassan jatkuva uudelleenlataus on laskenta- ja
verkkokapasiteetin ndkokulmasta tehotonta. Tietojdrjestelmien laskentaresurssien ja pilven
tiedonsiirtokustannusten optimoimiseksi arkkitehtuurissa hyddynnetdén inkrementaalista
poimintaa, jossa ladataan vain edellisen noudon jdlkeen muuttuneet tai uudet tietorivit
(Gupta, A. & Mumick 1995). Nykyaikaisessa pilviarkkitehtuurissa tdmé toteutetaan tyypil-
lisesti lokipohjaisilla Change Data Capture (CDC) -menetelmilld, joissa operatiivista tieto-
kantaa ei kuormiteta raskailla kyselyilld, vaan uudet lisdykset, pédivitykset ja poistot tunnis-
tetaan passiivisesti ldhdejdrjestelmien transaktiolokeista (Seenivasan & Vaithianathan
2023). Vaihtoehtoisesti muutosten havaitsemisessa voidaan kiyttda yksinkertaisempaa aika-
leimapohjaista hakua, jossa jokaisen tietorivin sisdltdiméd aikaleimasarake piivittyy tietuetta
muokatessa, jolloin uudet tai muuttuneet rivit voidaan tunnistaa vertaamalla niiden aika-
leimoja edellisen tiedonkeruun ajankohtaan. Tosin CDC-menetelméén verrattuna aikaleima-
pohjaisen haun heikkoutena on kyvyttdmyys havaita 1dhdejarjestelmésté fyysisesti poistet-

tuja datarivejd, joiden aikaleimaa ei ole enéé olemassa (Seenivasan & Vaithianathan 2023).

Dataputkien orkestrointi

Koska moderni analytiikkaympéristd koostuu lukuisista toisistaan riippuvaisista eréajoista,
CDC-noudoista ja muunnosprosesseista, pelkkéd yksittdisten komentojen ajastaminen kel-
loon perustuen ei valttdmatta riitd takaamaan datan eheyttd. Tdméan vuoksi arkkitehtuuri vaa-
tii korkeamman tason ohjauskerrosta eli datan orkestrointia, joka hallitsee tehtavien suori-
tusjdrjestystd ja virhetilanteita kokonaisvaltaisesti (Raj et al. 2020; Seenivasan 2022). Or-
kestroinnin kohteena ovat dataputket, jotka noutavat ja muokkaavat dataa ETL- tai ELT-
prosesseissa (Simitsis et al. 2005). Dataputkien tekninen toteutus nojautuu Directed Acyclic
Graph (DAG) -malliin, joka kuvaa suoritettavien tehtivien vilisid riippuvuuksia syklitto-
ménd graafina, estden pdittyméttdmien prosessien muodostumisen ja takaa sen, ettd data
virtaa prosessissa aina vain yhteen suuntaan, kuvan 9 mukaisesti (Simitsis et al. 2005). DAG-
mallin avulla monimutkaisetkin dataputket voidaan rakentaa visuaalisiksi tyonkuluiksi,
joissa orkestrointijdrjestelmd valvoo automaattisesti, etteivét ketjun my6hemmait prosessit
kdynnisty ennen kuin sitd edeltévit lataus- ja muokkausprosessit on suoritettu onnistuneesti

loppuun (Seenivasan 2022; Simitsis et al. 2005).
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Tietovarasto

Tietolahde 2

Kuva 9: DAG-mallin eri vaiheet numeroituna suoritusjérjestyksessd ETL-prosessissa

Noudon ja orkestroinnin teknologiat Azuressa

Azuressa datan noudosta ja poiminnasta vastaa yleisend perusratkaisuna Azure Data Factory
-palvelu, joka on suunniteltu noutamaan ja muokkaamaan massiivisia dataméarid kymme-
nisté erilaisista ldhdejirjestelmistd haluttuihin tallennuspaikkoihin (Kumar 2023; Microsoft
2025k; Rao et al. 2023). ADF-palvelu on dynaaminen pilvipohjainen datan integrointipal-
velu, joka kykenee yhdistiméédn saumattomasti erilaisia tietoléhteitd, kuten muiden pilvipal-
veluiden, paikallisten jdrjestelmien seké strukturoidun ja strukturoimattoman datan ympa-
rist6jd (Kumar 2023; Microsoft 2025k). Azuressa erdajoihin perustuva datan noutaminen
toteutetaan ajastetuilla ADF-dataputkilla, joita havainnollistetaan kuvassa 10 (Kumar 2023;
Rao et al. 2023). Jos ldhdejérjestelma taas tyontdd jatkuvaa reaaliaikaistaa datavirtaa, arkki-
tehtuurissa hyddynnetddn tyypillisesti tapahtumapohjaisia vélityspalveluita, kuten Azure
Event Hubs -palvelua, joka kykenee vastaanottamaan ja puskuroimaan miljoonia tapahtumia

sekunnissa ennen niiden lataamista varsinaiseen tietovarastoon (Microsoft 20260).

N
N

Tietoldhde 1

) L — C
Noutaminen Muokka.amllnen Ja Orkestrointi

R yhdistely Tietokanta

‘\_/_r’
Tietoldahde 2

N~

Azure Data Factory

Kuva 10: Datan noutaminen, muokkaus ja orkestrointi ADF-dataputken avulla



52

ADF ei itsessdin tallenna késiteltivad dataa, vaan se toimii erillisend datan nouto- ja orkest-
rointipalveluna, joka tarjoaa visuaalisen ja vdhdkoodisen kiyttoliittyméan (Kumar 2023).
Témai kayttoliittyma helpottaa dataputkien hallintaa, vihentdd manuaalisen tyon tarvetta ja
tehostaa organisaatioiden operatiivista toimintaa. Liséksi vdhdkoodisen kayttdliittyméan
avulla dataputkien suunnittelu pysyy yhdenmukaisena organisaation sisélld, verrattuna koo-
dipohjaiseen kayttoliittymdin, jossa kéyttdjilld on enemmin vapauksia dataputkien suunnit-
teluun. Pelkdn datan noutamisen lisdksi ADF tarjoaa ominaisuuksia datan muuntamiseen,
joiden avulla kayttdjét voivat visuaalisen kdyttoliittymén kautta rakentaa sdént6jd datan suo-
dattamiseen ja yhdistelyyn ilman ohjelmistokoodin kirjoittamista (Kumar 2023; Microsoft
2025k). ADF-palvelun kustannukset muodostuvat puhtaasti kulutuksen mukaisesta lasku-
tuksesta, jossa laskutus perustuu dataputkien orkestrointiin seké varsinaiseen datan noutoon
varatun laskentatehon, Data Integration Unit (DIU) -yksikdiden aktiiviseen kayttdaikaan

(Microsoft 2026p).

Vaihtoehtoiset dataputkityokalut

Microsoft Azuren ekosysteemille on tyypillistd palveluiden ominaisuuksien osittainen paal-
lekkéisyys ja ADF-palvelun toiminnallisuus voidaan korvata muiden Azure-palveluiden
vastaavilla ominaisuuksilla. Uusimpana kehitysaskeleena kohti yhtendisempid data-alustoja
Databricks-palvelu on esitellyt Lakeflow-ominaisuuden, joka tarjoaa integroidun kokonai-
suuden datan noutamiseen, muokkaamiseen ja orkestrointiin suoraan palvelun sisélld
(Armbrust & Aslam 2024). Koska Lakeflow hyddyntdd Databricks-palvelun omaa skaa-
lautuvaa laskentamoottoria, myos raskaimmat datamuunnokset voidaan suorittaa saman
alustan sisilld poistaen tarpeen erillisten orkestrointipalveluiden yhdistelemiselle (Armbrust
& Aslam 2024; Rao et al. 2023). Databricks Lakeflow koostuu kolmesta elementistd, Lakef-
low Connectista, Lakeflow Pipelinesista sekd Lakeflow Jobsista (Armbrust & Aslam 2024).

Lakeflow Connect vastaa datan automatisoidusta noutamisesta erilaisista tiedostoista, raja-
pinnoista ja SaaS-sovelluksista, kun taas Lakeflow Pipelines hoitaa datan muuntamisen ja
laadunvarmistuksen deklaratiivisella mallilla, jossa jérjestelmé itse optimoi muunnosten
suoritusjérjestyksen kédyttdjin antaman halutun lopputilan perusteella (Armbrust & Aslam
2024; Microsoft 2026q; Microsoft 2026r). Kokonaisuuden sitoo yhteen Lakeflow Jobs, joka
toimii alustan sisdisend ohjauskeskuksena ja hallitsee dataputkien aikataulutuksia sekd ta-

pahtumapohjaisia tyonkulkuja (Armbrust & Aslam 2024; Microsoft 2026s). Yhdessd ndma
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elementit muodostavat yhtendisen kokonaisuuden, jossa raskaatkin datamuunnokset voidaan
suorittaa ja orkestroida saumattomasti ilman ulkoisia palveluita, kuten kuvassa 11 on esitetty

(Armbrust & Aslam 2024).
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Kuva 11: Datan nouto, muokkaus ja orkestrointi Databricks Lakeflow -ominaisuuden
avulla

Databricks Lakeflown kustannusrakenne eroaa olennaisesti ADF-palvelun kustannusmal-
lista. Sen sijaan, ettd laskutus perustuisi puhtaasti siirrettyyn datamédrién tai erillisiin tie-
donsiirtoyksikoihin, Lakeflown kustannukset muodostuvat kokonaisuudessaan kéytetystd
laskentatehosta, jota mitataan Databricks-palvelun DBU-yksiko6illd (Microsoft 2026h).
Koska datan nouto, muokkaus ja orkestrointi suoritetaan Lakeflow-mallissa Databricks-pal-
velun yhtendisilld laskentamoottoreilla, organisaatio maksaa ainoastaan laskentaresurssien

aktiivisesta kdytostd (Gogineni et al. 2025).

Vaihtoehtoisia malleja tarjoavat Microsoftin integroidut analytiikkaymparistot, kuten lu-
vussa 4.2 esitelty Microsoft Fabric, jossa Azure Data Factoryn toiminnot on tuotu alustan
sisdiseksi Data Factory -tyokaluksi (Borra 2024). Télloin datan noutaminen ja muokkaami-
nen voidaan suorittaa keskitettyni toiminallisuutena yhtendisen analytiikka-alustan sisdllé,
eikd erillisend palveluna. Myos datan noutamisen kustannukset Fabric-palvelun Data Facto-
rylla eroavat ADF- ja Databricks Lakeflow -palveluista, silld Fabric nojaa kaikessa lasku-
tuksessaan yhtendiseen kapasiteettimalliin ja CU-yksikkoihin. Tamé SaaS-pohjainen hin-
noittelu yksinkertaistaa kustannusten hallintaa ja budjetointia, silld useiden erillisten siirto-,
laskenta- ja tallennuskomponenttien seuraamisen sijaan valvotaan vain yhden kapasiteetti-

poolin kéyttoastetta.
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Analytiikka-arkkitehtuurin nouto- ja orkestrointivaiheen toteuttamiselle ei ole olemassa yhtd
ainoaa oikeaa teknologista polkua. Valinta perinteisen komponenttipohjaisen mallin, jossa
ADF toimii keskitettynd ohjauskerroksena, ja modernien yhtendisten alustojen vélillé riip-
puu organisaation erityistarpeista, olemassa olevasta osaamisesta sekd datan volyymista.
Vaikka ADF tarjoaa edelleen laajimman ja vakiintuneimman tuen monimutkaisten hybri-
diympéristdjen integrointiin, Databricks Lakeflow ja Microsoft Fabric -palvelun Data Fac-
tory haastavat tdmén mallin tarjoamalla suoraviivaisemman hallittavuuden ja pienemmaén

operatiivisen monimutkaisuuden.
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5  Tutkimusmenetelmét ja aineistot

Téssd pédédluvussa esitellddn tutkimuksen toteutustapa ja hyddynnetyt menetelmait, joiden
avulla tyOssd siirrytddn teoreettisesta viitekehyksestd kohti empiiristd ratkaisun
rakentamista. Luvun alussa kuvataan tyon tutkimusstrategia, minkéd jélkeen avataan
yksityiskohtaisesti tutkimuksen teoria- ja empiria-aineistojen keruumenetelmét. Luvussa
esitellddin myos ulkopuolisista asiantuntijahaastatteluista saadut keskeiset tulokset, jotka
toimivat suorina suuntaviivoina uuden analytiikka-arkkitehtuurin suunnittelulle. Lopuksi
luvussa kuvataan menetelmdt tyon lopputuloksena syntyvéin arkkitehtuuriehdotuksen

validointiin toimeksiantajaorganisaatiolle jirjestettdvissd arviointityOpajassa.

5.1 Tutkimusstrategia

Tédmin diplomityon padasiallisena tutkimusstrategiana on laadullinen tapaustutkimus, johon
on yhdistetty vahvoja vaikutteita tietojirjestelmétieteen suunnittelututkimuksesta (Design
Science Research, DSR). Tapaustutkimus on tutkimusstrategia, joka mahdollistaa
ajankohtaisen ja monimutkaisen ilmion syvéllisen tutkimisen sen todellisessa ymparistossa.
Se on erityisen soveltuva silloin, kun tutkittavaa ilmioti ei voida yksiselitteisesti irrottaa sen
litketoiminnallisesta ja teknologisesta kontekstista (Brown 2008; Schoch 2020). Tdssa
tutkimuksessa tdllaisena selkedsti rajattuna tutkimuskohteena toimii
toimeksiantajaorganisaation nykyinen analytiikkaympérist. Tutkimus on laadullinen, silld
arkkitehtuurin kehityskohteiden sekd organisaation sisdisten prosessien ymmértdminen
vaatii tulkitsevaa otetta, jota pelkkd méérillinen tai numeerinen data ei pystyisi tarjoamaan.
Laadullinen tapaustutkimus etenee systemaattisesti tutkimusongelman maédrittelystd ja
tutkittavan tapauksen tarkasta rajaamisesta kohti empiiristd tiedonkeruuta ja analyysid
(Brown 2008; Schoch 2020). Tdma prosessi nojaa vahvasti monipuolisten aineistoldhteiden
ja ndkokulmien hyddyntdmiseen. Lopulta tapaustutkimus etenee tyypillisesti tapauksen
perusteelliseen raportointiin, jossa rakennetaan aukoton todistusketju alkuperdisistad

tutkimuskysymyksisté aina lopullisiin johtopddtoksiin saakka.
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Koska tydn tavoitteena ei ole ainoastaan ymmartdé ja selittdd nykytilaa vaan myos ratkaista
havaittu liiketoimintaongelma, tutkimus omaksuu myds suunnittelututkimuksen periaatteita.
Suunnittelututkimus pyrkii laajentamaan organisaatioiden kyvykkyyksid luomalla uusia,
innovatiivisia ja kaytinndssd hyddyllisid artefakteja (Hevner et al. 2004).
Tietojérjestelmétieteissd ndma artefaktit voivat olla luonteeltaan esimerkiksi késitteistdja,
malleja, menetelmid tai ohjelmistototeutuksia (Hevner et al. 2004; Johannesson & Perjons
2021, p. 31). Téssd diplomityossd kehitettavé artefakti on toimeksiantajalle luotava malli,
joka havainnollistaa wuutta pilvipohjaista analytiikka-arkkitehtuuria. Yhdistdmalla
tapaustutkimuksen syvéllinen ymmarrys suunnittelututkimuksen tavoitteellisuuteen, tdma
tyd kykenee tuottamaan toimeksiantajaorganisaatiolle soveltuvan ratkaisumallin.
Suunnittelututkimuksen tutkimuspolku kuvataan tyypillisesti iteroivana prosessina, joka
etenee ongelman tunnistamisesta ja vaatimusten mairittelystd kohti artefaktin varsinaista
kehittamistd, demonstraatiota ja arviointia (Hevner et al. 2004; Johannesson & Perjons 2021,
p. 78). Télloin tutkimuksen ymmadrrys ja uusi tieto késiteltdvistd ilmidstd saavutetaan

artefaktin konkreettisen rakentamisen sekd sen kdytdnnon soveltamisen kautta.

Kéaytdnnon toteutuksen osalta timé tutkimus noudattaa alkuvaiheessa tiukasti laadullisen
tapaustutkimuksen  rakennetta, jossa pddpaino on toimeksiantajaorganisaation
analytiikkaympdriston nykytilan ja sen rakenteellisten haasteiden perusteellisessa
empiirisessd kartoittamisessa. Vasta empiriaosion loppuvaiheessa tutkimusasetelma siirtyy
suunnittelututkimuksen mukaiseen rakenteeseen, jossa tapaustutkimuksen avulla tunnistetut
ongelmat ja asiantuntijahaastatteluilla kerdtty ymmairrys juontavat tavoitteet ja vaatimukset
tutkimuksessa luotavalle analytiikka-arkkitehtuurin mallille. Varsinainen
arkkitehtuuriehdotuksen suunnittelu, demonstraatio ja arviointi seuraavat ongelmakeskeisté
lahestymistapaa, jossa tutkimuspolku huipentuu toimeksiantajalle  rakennetun
arkkitehtuurimallin esittelemiseen tyOpajassa (Peffers et al. 2007). Varsinaisen teknisen
testaamisen sijaan artefaktin arviointi toteutetaan kerddmélld asiantuntijapalautetta ja
herattimalld keskustelua mallin toimivuudesta. TyGdpajassa kaytévi keskustelu nostaa esiin
myo0s mallin kdytinnon toteutukseen liittyvid haasteita, joiden ratkaiseminen on kuitenkin

tarkoituksenmukaisesti rajattu timén tutkimuksen ulkopuolelle.
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5.2 Aineistonkeruumenetelmét

Tutkimuksen aineisto koostuu tutkimuksen viitekehyksen muodostavasta teoria-aineistosta,
kohdeorganisaation nykytilaa ja arkkitehtuurisia vaatimuksia kartoittavasta empiria-
aineistosta sekd  asiantuntijahaastatteluiden  tuloksista. Monimenetelmillisen
aineistonkeruun ansiosta tutkimuksen lopputuloksena syntyvd arkkitehtuuriehdotus
pohjautuu sekd vahvaan tieteelliseen ja teknologiseen perustaan ettd toimeksiantajan

todellisiin liiketoimintatarpeisiin.

Teoria-aineiston keruu

Tutkimuksen teoreettinen aineisto on keritty ensisijaisesti Google Scholar -hakupalvelun
kautta. Kirjallisuushaku kohdistettiin  vertaisarvioituihin tieteellisiin  artikkeleihin,
konferenssijulkaisuihin sekd alan keskeiseen ammattikirjallisuuteen, jotka késittelevit
tietovarastoinnin evoluutiota, pilvilaskentaa ja tekijanoikeusalan datahaasteita. Tieteellisten
julkaisujen lisdksi teoriaosuudessa on hyddynnetty Microsoftin ja Databricksin virallista
teknistd dokumentaatiota, jotta Azure-ekosysteemin ja sen palveluiden ominaisuudet on

voitu kuvata mahdollisimman tarkasti ja ajantasaisesti.

Tiedonhaun ja ldhdeaineiston kisittelyn tukena on hyddynnetty Google Gemini -
tekodlymallia. Tekodlyd kiytettiin menetelméllisend apuvilineend erityisesti laajan
ldhdemateriaalin soveltuvuuden analysoinnissa, keskeisten teemojen jédsentelyssd sekd
suurten tekstimassojen tiivistdmisessd. Kaikki tekodlyn avustuksella tehdyt tulkinnat ja
ldhdevalinnat on kuitenkin arvioitu ja todennettu alkuperdisisté 1dhteistd, jotta tutkimuksen

tieteellinen luotettavuus ja akateeminen eheys on voitu taata.

Empiria-aineiston keruu ja nykytilan kartoitus

Tutkimuksen empiirinen aineisto on kerdtty laadullisen tapaustutkimuksen periaatteiden
mukaisesti yhdistelemdlld osallistuvaa havainnointia, sisdisid keskusteluja sekd erillisié
haastattelu- ja tyoOpajatilanteita. Tutkijalle on myonnetty kdyttdon organisaation oma
tyokone sekd suorat kadyttdoikeudet toimeksiantajan nykyisiin kommunikaatio- ja
analytiikkajérjestelmiin sekd tietokantoihin. Tdméd suora pddsy on mahdollistanut

arkkitehtuurin rakenteiden, dataputkien ja jérjestelmien suorituskyvyn teknisen
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todentamisen ja jérjestelmddokumentaation itsendisen tutkimisen, mikd syventdi

ymmérrystd empiriaosion teemoista.

Organisaation sisdistd nykytilaa on kartoitettu jatkuvasti viikoittaisen, epdformaalin
vuorovaikutuksen kautta organisaation datatiimin kanssa. Niiden jatkuvien keskustelujen
tueksi jdrjestettiin erillinen 2,5 tuntia kestényt arkkitehtuurin nykytilaan keskittyvi tyopaja.
Tyopaja toteutettiin puolistrukturoituna ryhmihaastatteluna, jossa késiteltiin ennalta
médriteltyjd arkkitehtuurisia teemoja, mutta tilaa jétettiin runsaasti myds vapaalle ja
syventéville keskustelulle organisaation kipupisteisti. Tilaisuus tallennettiin, ja keskustelun
litterointi sekd muistiinpanojen koostaminen toteutettiin toimeksiantajaorganisaation
sisdisen Microsoft Copilot -tekodlytyokalun avulla, mikd varmisti muistiinpanojen

tehokkaan luomisen tallenteen pohjalta mydhempai analyysid varten.

Asiantuntijahaastattelut

Nykytila-analyysin lisdksi tutkimuksessa toteutettiin erillisid asiantuntijahaastatteluja
kahdelle organisaation ulkopuolisille asiantuntijalle, jotta arkkitehtuuriehdotuksen tueksi
saatiin syvallistd teknologista ndkemystd toimialan parhaista kdytinnoistd. Haastattelut
toteutettiin puolistrukturoituina yksilohaastatteluina ja niiden tiedot on kerétty taulukkoon
1. Haastattelut ohjattiin ennalta médriteltyjen pddteemojen ympdrille, mutta vapaa
keskustelu mahdollisti asiantuntijoiden omien kokemusten ja arkkitehtuuristen havaintojen
laajan hyddyntdmisen. Haastattelut tallennettiin ja litteroitiin Microsoft Copilot -
tekodlytyokalun avulla analyysia varten, ja kerdtty aineisto analysoitiin jérjestelmaéllisesti.
Témin prosessin tulokset nostettiin suoraan uuden arkkitehtuuriehdotuksen vaatimusten ja

teknologisten valintojen perustaksi.

Taulukko 1: Asiantuntijahaastatteluiden tiedot

Haastateltava Titteli Tyo6kokemus Haastattelun kesto Paivamaira

Asiantuntija A Datainsindori 6 vuotta 39 minuuttia 20.4.2026

Asiantuntija B Analytiikkakonsultti 3 vuotta 51 minuuttia 20.4.2026
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5.3 Asiantuntijahaastatteluiden tulokset

Asiantuntijahaastatteluissa késiteltiin neljdd uuden arkkitehtuurin muodostamisen kannalta
keskeistéd teemaa, joita ovat analytiikkalogiikan, eli tietomallinnuksen ja analytiikkalasken-
nan, optimaalinen sijainti analytiikka-arkkitehtuurissa, perinteisten relaatiotietokantojen ja
modernien tietoalustojen viliset kdytdnnon eroavaisuudet, datan optimaaliset tarjoilutavat

raportointityokaluille seka kayttdoikeuksien keskitetty hallinta.

Analytiikkalogiikan sijainti arkkitehtuurissa

Molemmat haastatellut asiantuntijat korostivat vahvasti keskitetyn analytiikka-
arkkitehtuurin, eli niin kutsutun yhden totuuden ldhteen, merkitystd. Asiantuntijoiden
yhtenevéinen suositus oli, ettdi mahdollisimman suuri osa datan mallinnuksesta ja
litketoimintalogiikasta tulisi toteuttaa jo tietokantatasolla tai mahdollisimman léhelld sitd,
jolloin raportointitydkalun rooliksi jdd valmiin tiedon visualisointi. Asiantuntija A
huomautti, ettd vaikka hajautettu malli voi mahdollistaa nopean kokeilukulttuurin ja
innovoinnin, pitkdn aikavélin hallittavuus puoltaa vahvasti analytiikkalogiikan viemisté
raportointikerroksesta tietokantaan, silli se parantaa datan uudelleenkéytettivyyttd ja

vihentdd merkittavasti paéllekkaistd tyota.

Raportointitydkalun semanttisiin malleihin rakennettua analytiikkalogiikkaa pidettiin
haastatteluissa merkittdvand riskind arkkitehtuurin ylldpidettdvyydelle. Asiantuntija B:n
kokemusten mukaan hajautettu malli on tyolds ylldpitdd, se vaikeuttaa jérjestelmén
jatkokehitystd ja luo hallinnollisia haasteita erityisesti kehittdjien vaihtuessa. Lisdksi
hajautettu arkkitehtuuri altistaa organisaation sille, ettd sama analytiikkalogiikka tuottaa eri
tuloksia eri raporteissa, kun esimerkiksi aggregointilaskenta saatetaan toteuttaa eri
raporteissa eri tavoin. Asiantuntija B nosti myos esille, ettd raportointikerroksen ratkaisut
kérsivdt usein puutteellisesta dokumentaatiosta ja versionhallinnasta, mikd voi johtaa
hallitsemattomiin erillisiin ratkaisuihin. Vastaavasti tietokantatason kehityskayténtojen,
kuten versioinnin ja dokumentoinnin, ndhtiin olevan perinteisesti huomattavasti selkeampia

ja kurinalaisempia.
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Perinteisten tietokantojen rajat ja modernit tietoalustat

Asiantuntija A:n mukaan relaatiotietokannat palvelevat organisaatioita luotettavasti silloin,
kun datamassat ovat rajallisia ja analytiikkadata pdivittyy esimerkiksi vain kerran vuorokau-
dessa, eikd tarvetta reaaliaikaiselle analytiikalle ole. Relaatiomallin pullonkaulat alkavat
kuitenkin korostua datavolyymien kasvaessa merkittdvésti tai kun liiketoiminta alkaa vaatia
tihedmpid, lahes reaaliaikaisia pdivityssyklejd. Ratkaisuksi néihin haasteisiin molemmat asi-
antuntijat nostivat modernit data lake- ja lakehouse-arkkitehtuurit, jotka ovat tallennuksen
ja laskennan eriyttdimisen ansiosta helposti skaalautuvia. Asiantuntija B:n mukaan timi
skaalautuvuus ja sen tuoma ketteryys edustavat analytiikka-arkkitehtuurien tulevaisuutta.
Skaalautuvuuden lisdksi modernien tietoalustojen koettiin tukevan perinteisié ratkaisuja pa-
remmin joustavaa kehitystd ja edistynyttéd analytiikkaa, kuten ennustavia malleja. Asiantun-
tija A nosti kuitenkin esiin sen, ettd valinta perinteisten tietokantojen tai modernien tieto-
alustojen vililld on aina tapauskohtainen organisaation tarpeiden ja arkkitehtuurin kustan-

nusten osalta.

Datan optimaalinen tarjoilu raportointiin

Haastatteluissa vertailtiin raportointitydkalujen, kuten Power Bl:n, tiedon noutamisen me-
netelmid painottaen perinteisen datan lataamisen ja suorien tietokantakyselyiden eroja. Asi-
antuntija B:n mukaan Import-malli on nykyiselldén yleisin ja loppukédyttdjéin ndkdkulmasta
kayttajaystévillisin vaihtoehto, silld se tarjoaa nopean kiyttokokemuksen. Koska Import-
mallissa data ladataan fyysisesti raportointityokalun sisdiseen muistiin, asiantuntija A:n mu-
kaan se jakaa tietokannan kuormitusta tasaisemmin ja tekee taustalla olevien tietokantatek-
nologioiden vilisisti eroista raportoinnin ndkdkulmasta véhemmén merkittdvid. Asiantunti-
jat kuitenkin huomauttivat, ettd perinteinen Import-malli soveltuu optimaalisesti vain rajat-

tujen datamédrien késittelyyn.

Kun kisiteltdvat datamassat kasvavat erittdin suuriksi, jopa satoihin miljooniin riveihin, mo-
lemmat asiantuntijat nékivét tietokannasta kyselevien DirectQuery-yhteyksien hyddyntdmi-
sen perusteltuna. Suoriin tietokantakyselyihin liittyy kuitenkin kdytdnnon haasteita. Molem-
mat asiantuntijat huomauttivat, etté raporttien latausajat voivat hidastua merkittivisti kyse-
lyiden suoritusaikojen takia, mikd heikentdd loppukiyttdjan kokemusta. Lisdksi jatkuvat
suorat kyselyt voivat kuormittaa taustalla olevaa relaatiotietokantaa raskaasti. Tdméan kuor-

mituksen hallitseminen edellyttdd asiantuntija B:n kokemuksen mukaan tietokannan



61

kapasiteetin skaalaamista ylspéin ja jatkuvaa suorituskyvyn optimointia, mikd puolestaan
kasvattaa arkkitehtuurin kustannuksia suhteessa kayttdjien ja tehtyjen kyselyiden maa-
rddn. Kdytdnnon kompromissiksi asiantuntija B esitti hybridimallit, joissa laaja historialli-
nen data tarjoillaan suorilla kyselyilld, kun taas aktiivisimmin kiytetty uudempi data lada-

taan Import-toiminnolla raportointityokalun nopeaan muistiin.

Keskitetty kiyttooikeuksien hallinta

Molempien asiantuntijoiden haastatteluissa korostettiin selkeidn ja keskitetyn identiteetinhal-
linnan merkitysti osana toimivaa analytiikka-arkkitehtuuria. Asiantuntijoiden mukaan kéyt-
tooikeuksien hallinta tulisi ensisijaisesti keskittdd korkeamman tason mallin, kuten Micro-
soft Entra ID:n, taakse ja siiloutunutta kdyttdjatunnusten hallintaa jérjestelmétasolla tulisi
viélttdd. Asiantuntija B:n mukaan useiden eri luvitusmallien ylldpito monipalveluarkkiteh-

tuureissa osoittautuu usein riskialttiiksi ja raskaaksi ylldpitda.

5.4  Arkkitehtuuriechdotuksen validointi

Arkkitehtuuriehdotuksen validointi toteutettiin jérjestaimélld kohdeorganisaatiolle erillinen
kaksituntinen arviointityOpaja, jossa tyon keskeiset 10ydokset ja  suunniteltu
arkkitehtuurimalli esiteltiin. Tilaisuuteen osallistui organisaation datatiimin jisenid, IT- ja
tietoturvahenkilostod sekd uuden operatiivisen jéarjestelmén kehityksestd vastaava arkkitehti.
Niin ehdotettua ratkaisua voitiin arvioida kriittisesti ja laaja-alaisesti sekd tiedonhallinnan,

jérjestelmdintegraatioiden ettd tietoturvavaatimusten nédkokulmista.

Esittelyn pohjalta tyGpajassa kéytiin arvioiva keskustelu uuden arkkitehtuurin kéytdnnon
toteuttamiseen liittyvistd haasteista. Keskustelussa tunnistettiin ja késiteltiin erityisesti
sellaisia implementoinnin kannalta vélttaméttomié seikkoja ja teknisid reunaehtoja, jotka oli
tarkoituksenmukaisesti rajattu tdmén tutkimuksen ulkopuolelle, mutta jotka vaativat
organisaatiolta huomiota ennen ratkaisun varsinaista kdyttdonottoa. Niiden
asiantuntijahavaintojen = pohjalta  tilaisuudessa  kerdttiin =~ my0s  konkreettisia
jatkotutkimusaiheita ja kehityskohteita, joiden avulla organisaatio voi systemaattisesti edeti

ehdotetun arkkitehtuurin lopulliseen jalkauttamiseen.
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6 Nykytilanteen kartoitus ja arkkitehtuurin haasteet

Téssd luvussa kuvataan toimeksiantajaorganisaation analytiikka-arkkitehtuurin ldhtétilanne,
uuden operatiivisen jarjestelman tuomat rakenteelliset muutokset seké ndiden pohjalta tun-
nistetut arkkitehtuuriset kehityskohteet. Luvun lopussa mééritelldén reunaehdot ja vaatimuk-

set, joiden pohjalta uusi analytiikka-arkkitehtuuriehdotus suunnitellaan.

6.1 Organisaation nykyinen analytiikka-arkkitehtuuri

Organisaation nykyinen analytiikka-arkkitehtuuri pohjautuu vahvasti Microsoft Azure -pil-
vialustaan, jonka eri palveluilla arkkitehtuuri on rakennettu. Nykyinen ratkaisu on ollut or-
ganisaatiolla kdytdssé sellaisenaan neljd vuotta ja se on vakiintunut vahvaksi osaksi organi-
saation toimintaa. Arkkitehtuurin keskiossd toimivat Azure Data Factory -, Azure SQL Da-
tabase - ja Power BI -palvelut, joiden avulla organisaation datatiimi ylldpitdd analytiikka-
arkkitehtuuria ja rakentaa visuaalisia raportteja muun henkildston kdytt6on. Rakenteeltaan
organisaation nykyinen analytiikka-arkkitehtuuri on toteutettu modulaarisesti erilaisilla
Azuren datapalveluilla. Arkkitehtuurissa kasiteltdvé analytiikkadata voidaan jakaa dataryh-
miin A ja B datan elinkaarien mukaisesti. Titd havainnollistetaan arkkitehtuurin nykytilaa

esittdvassa kuvassa 12.



63

Dataryhmi A (Noin 75 % datasta) Dataryhmi B (Noin 25 % datasta)

Tietoldhde Tietoldhde Tietoldhde Tietoldhde Tietoldhde
1 2
\ 4
ADF
v
SQL Database

Y

A 4
A

Power BI

Y

Valmiit analytiikkaraportit

Kuva 12: Organisaation nykyinen analytiikka-arkkitehtuuri

Dataryhma A sisdltdd noin 75 prosenttia koko arkkitehtuurin analytiikkadatasta ja se koostuu
organisaation sisdisistd operatiivisista jirjestelmistd noudetusta, strukturoidusta datasta.
Témai analytiikkadata piivittyy pdédsdantoisesti kuukausi- ja viikkotasolla, mutta osa siitd
pdivittyy hitaasti, vain nelja kertaa vuodessa. Dataryhmé A:n data noudetaan suoraan ldhde-
jérjestelmistd Power BI -palveluun, jolloin datan puhdistaminen, muokkaaminen ja yhdista-
minen tapahtuu analytiikka-arkkitehtuurin raportointikerroksessa, Power BI -palvelun si-
sdlld. Tdmin arkkitehtuurisen valinnan taustalla on organisaation pyrkimys minimoida ko-
pioitavan analytiikkadatan méaréa ja yksinkertaistaa raporttien rakentaminen liitketoiminnan
tarpeisiin. Liséksi dataryhmd A:n 1dhdejérjestelmét tukevat suoraa datan noutamista Power
BI:n ominaisuuksien avulla, jolloin analytiikkadata saadaan 1dhdejérjestelmistd valmiiksi ra-
portointiin soveltuvassa muodossa. Télloin tarvittavat muokkausoperaatiot keskittyvit
enemmain datan puhdistamiseen, yhdistdmiseen sekd aggregointiin, kuten keskiarvojen las-
kemiseen, kuin itse datan tietomallien muuttamiseen. Koska dataryhméa A:n data noudetaan

suoraan ldhdejérjestelmisté raportointikerrokseen, sille ei ole kyetty toteuttamaan erillista
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varmuuskopiointia. Timéin seurauksena mahdollisissa vikatilanteissa data joudutaan aina la-
taamaan kokonaisuudessaan uudestaan ldhdejérjestelmistd, mikd aiheuttaa niille ylimaa-

rdistd ja ennakoimatonta kuormitusta.

Nykyisen analytiikka-arkkitehtuurin véhemmistd, dataryhmé B koostuu puolestaan struktu-
roidusta ja puolistrukturoidusta datasta, joka noudetaan useista kolmansien osapuolien tie-
toldhteistd vaihtelevissa formaateissa. Tdmin datan vaihtelevuuden takia dataryhmd B:n
analytiikkadata noudetaan 1dhdejérjestelmistd ADF-palvelun dataputkien avulla Azure SQL
Database -tietokantaan. Tdssé tietokannassa dataan suoritetaan merkittdvin datan muokkaa-
minen ja mallintaminen erilaisten T-SQL-komentojen avulla. Kun analytiikkadataa on muo-
kattu tietokannan sisélla riittdvésti, se voidaan noutaa Power BI -palvelun noutotydkalujen
avulla raportointia varten. Monimuotoisten formaattien lisdksi dataryhméian B kuuluu esi-
merkiksi sellainen analytiikkadata, joka kerétddn tietoldhteistd, joihin ei voida tehdi suoria
kyselyitd raportointikerroksesta. Télloin data kerdtdan Azure SQL Database -tietokantaan

tarvittavaa késittelyd varten.

Azure Data Factory ja datan noutaminen ldhdejirjestelmisti

Dataryhmé B:n datan noutamisessa lahdejéirjestelmistd ja sen orkestroinnissa organisaatio
hyodyntdd ADF-palvelua ja noin 30 erilaista dataputkea, jotka kuljettavat ja muokkaavat
dataa. Niitd dataputkia hallinnoidaan selaimessa pyorivin ADF-kayttoliittymén avulla, jo-
hon télld hetkelld vain organisaation datatiimilld on pédésy. Dataputkien luomisessa, suorit-
tamisessa sekd ylldpitdmisessé ei ole havaittu merkittdvid ongelmia, vaan palvelu toimii ny-

kytilassaan organisaation toiveiden ja odotusten mukaisesti.

Arkkitehtuurin sisddn tulevaa dataa muokataan kevyesti ADF-palvelun dataputkissa datan
noudon yhteydessd, jolloin dataan suoritetaan esimerkiksi tietotyyppien muuttamista sekd
sarakkeiden uudelleennimedmistd. ADF-dataputkilla noudettava data on luonteeltaan pai-
sadntdisesti relaatiomallista rividataa, jossa rakenne kuitenkin vaihtelee 1dhdejarjestelmisté
riippuen. Relaatiomallisen strukturoidun datan liséksi tietoldhteistd noudetaan myds puo-
listrukturoitua dataa JSON- ja XML-formaateissa, joka ladataan suoraan analytiikkatieto-
kantaan ilman dataputkien sisdisid muokkausoperaatioita. Ndmi dataputket noutavat dataa
ldhdejérjestelmistd hyddyntéen erilaisia tiedonsiirron rajapintoja ADF-palvelun ja tietoldh-

teiden vélilla. Tietokannan pdddyssd ADF-palvelun ja Azure SQL Database -tietokannan
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vélisend rajapintana toimii ADF-palvelun natiivi Azure SQL Database -liitin, joka yhdistdd

dataputket suoraan kohdetietokantaan haluttuihin tallennuspaikkoihin.

ADF-dataputket on péddsdantdisesti orkestroitu ajettavaksi kerran pdivéssid, poikkeuksena
manuaaliset, tarpeen mukaan suoritettavat ajot. Dataputkien virheenhallintaa on toteutettu
padsadntoisesti ADF-palvelun kéyttoliittymén sisddnrakennetuilla virheilmoituksilla, minka
liséksi kriittisimpien dataputkien virhetilanteet ldhettévit sdhkoposti-ilmoituksia datatiimin
henkildstolle nopeamman reagoimisen varmistamiseksi. Virheenhallinnan lisdksi ADF-pal-
velun avulla kerdtddn tietoa datan kulusta ldhdejdrjestelmistd tietokantaan seké tietoa data-
putkien ajojen kestoista ja statuksista. Vaikka datatiimilld ei ole tarvetta ndiden mittareiden
paivittdiselle seuraamiselle, kertyvd metatieto on keskeisessé roolissa takautuvassa virheti-

lanteiden ja suorituskykyongelmien selvityksessé.

Azure SQL Database -analytiikkatietokanta

Dataryhmi B:n keskidssd toimii Azuren SQL Database -palvelu, joka toimii dataryhmén
keskitettynd tietokantana ja johon on tdlld hetkelld tallennettu arviolta 300-500 gigatavua
analytiikkadataa. Tietokanta toimii nykyisessd arkkitehtuurissa enemmén datanmuokkaus-
alustana kuin analytiikkadatan tietovarastona, minka seurauksena organisaatio pyrkiikin mi-

nimoimaan sdilytettdvin analytiikkadatan maaraa.

Vaikka kyseessé on perinteinen relaatiotietokanta, jossa data on tallennettu yksinkertaisiin
tauluihin, organisaatio on toteuttanut sen sisélld edistynyttd tietomallinnusta soveltamalla
mitalimallia, jossa data jaotellaan sen jalostusasteen mukaisesti skeemoihin. Mitalimallin
lisdksi organisaatio mallintaa analytiikkatietokannan dataa sen kiyttotarkoituksen ja kon-
tekstin mukaisesti. Télloin tietokannassa oleva analytiikkadata jaotellaan l1dhdejérjestelmien,
litketoiminnan eri osa-alueiden ja analytiikan tarkastelukohteiden mukaan. Kéytdnndssa
tama on toteutettu nimedmalld tietokantaobjektit jarjestelméllisesti siten, ettd pronssi- ja ho-
peatasolla taulun nimesté on selkedsti tunnistettavissa mitalimallin tason mukainen skeema,
taustalla oleva ldhdejirjestelmd sekd taulun nimi. Kultatasolla mallinnus muuttuu kuvaa-

maan taulun liiketoiminnallista skeemaa ja taulun nimed.

Tietokannan pronssitasolle ladataan ADF-dataputkista saatu data raakamuodossa tietokan-

nan sisdisid muokkausprosesseja varten. Kun data on jalostettu seuraavalle hopeatasolle,
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pronssitason taulujen tiedot tyhjennetéén tilan sddstamiseksi. Hopeatasolla pronssitason tau-
lut yhdistetddn isommiksi, ldhdejérjestelmistd saatavaa dataa kuvaaviksi kokonaisuuksiksi.
Lisdksi taulujen sisddn lasketaan dataan pohjautuvat hash-arvot, jotka valvovat tietokannan
hopea- ja kultatason taulujen vilisid tietuemuutoksia, ilmoittaen mikéli jokin datarivin ar-
voista on piivittynyt suhteessa kultatason tietoihin. Kultatasolla hopeatason taulut yhdiste-
tadn liiketoiminnan kannalta merkittdviin kokonaisuuksiin, joita tarkastellaan tarkemmin na-
kymien avulla, joiden pohjalta raportit rakennetaan. Lisdksi hopea- ja kultatasoilla dataan
suoritetaan tarpeiden mukaisesti erilaista aggregointia, kuten keskiarvojen ja summien las-

kemista.

Dataryhmé B:n datan muokkaaminen toteutetaan Azure SQL Database -tietokannassa T-
SQL-kielelld, jolla myds rakennetaan raportointiin réataléidyt ndkymait. Namé nikymaét py-
ritdén rakentamaan standardisoidusti, jolloin niitd voidaan kayttda uudelleen datan paivitty-
essd. Organisaatio toteuttaa kaikesta Azure SQL Database -palvelun pysyvistd toiminnoista
versionhallintaa kerdamaélld kyselyiden ja ndkymien luontilauseiden sy6temuodot GitHub-

palveluun.

Organisaatio hyodyntdd Azure SQL Database -palvelussa tietokannan metadatan tarkaste-
lua. Télloin kyselyiden avulla luodaan taulukkomaisia raportteja, jotka palvelevat pitkalti
tarvekohtaista ja nopeaa datan tutkimista, esimerkiksi tietokannan sisdisten datataulujen ko-
kojen muuttumista. Vaikka organisaatiolla ei ole tilld hetkelld vélitonta tarvetta edistyneem-
mélle tietokantatason raportoinnille, kuten metadataa kuvaaville dashboardeille, organisaa-

tiossa on herdnnyt mielenkiintoa tatd kyvykkyyttd kohtaan.

Azure SQL Database -palvelu on toteutettu ADF-palvelun kanssa samalle Azure-alueelle
palvelimettomalla instanssilla, jolle on varattu 4 vCore-yksikon maksimikapasiteetti. Koska
tietokanta pyorii palvelimettomana, palvelu kykenee skaalaamaan organisaation kayttimaa
laskentatehoa tarpeen mukaisesti timén varatun kapasiteetin sisilld, vélttden laskentaresurs-
sien merkittdvaa yli- tai alikdyttod. Koska Azure SQL Database -palvelu on pohjimmiltaan
kytketty tallennusarkkitehtuuri, jossa laskenta ja tallennustila on sidottu tiiviisti toisiinsa,
datan méérin kasvaessa organisaatio voi joutua skaalaamaan koko tietokantapalvelun kapa-
siteettia ylospdin pelkén tallennustilan turvaamiseksi, vaikka kasvavalle laskentateholle ei

edes olisi varsinaista tarvetta.
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Azure SQL Database -tietokanta on palvellut organisaation tarpeita tdhén asti erinomaisesti
ja oikein mitoitettuna ratkaisuna organisaation ja datatiimin kokoon ndhden. Suurin osa ark-
kitehtuuriin tuotavasta datasta on rakenteeltaan strukturoitua ja relaatiotietokantaystival-
listd, mikd sopii saumattomasti SQL-ymparistoon. Liséksi organisaation tuottama analy-
titkka on luonteeltaan puhtaasti kuvailevaa, eli se keskittyy historiadatan ja jo tapahtuneiden
asioiden analysointiin. Koska arkkitehtuurissa ei tilld hetkelld suoriteta edistyneempéd en-
nakoivaa mallintamista tai hyddynnetd koneoppimista, perinteisen relaatiotietokannan tar-

joamat ominaisuudet ovat vastanneet organisaation tarpeisiin soveltuvalla tasolla.

Dataryhmi A:n tavoin myoskdin dataryhma B:n dataa ja Azure SQL Database -tietokantaa
ei ole systemaattisesti varmuuskopioitu, vaan téhén asti arkkitehtuurin palautumissuunni-
telma on nojannut siihen, ettd tietokannan tyhjentyessé tai korruptoituessa data voidaan ajaa
uudelleen ADF-dataputkien avulla 1dhdejérjestelmistd. Tdma rakenteellinen varmuuskopi-
oinnin puute on kuitenkin heréttidnyt aiheellisia huolenaiheita datatiimin sisdlld, silld vaikka
koko dataryhmé B:n tietokanta on mahdollista rakentaa ja ladata uudelleen ADF-dataputkien
avulla, nykyinen 300-500 gigatavun datavolyymi tekee tdstd prosessista liian hitaan, mika

johtaisi merkittiviin kdyttokatkoksiin raportoinnissa ja menetettyihin henkildresursseihin.

Raporttien luominen ja analytiikkadatan kulutus

Tiedon visualisoinnissa ja jakelussa organisaatio on sitoutunut Microsoftin Power BI -pal-
veluun, jonka avulla analytiikkadatasta luodaan erilaisia visuaalisia raportteja. Nama raportit
luodaan Power BI Desktop -sovelluksella. Valmiit raportit ladataan Power BI Service -pal-
veluun, joka jakaa raportit koko organisaation tarkasteluun. Organisaation nykyinen Power
BI Service -palvelu on toteutettu samalle Azure-alueelle ADF- ja Azure SQL Database -

palvelun kanssa.

Raportoinnin tekniseltd osalta nykyinen analytiikka-arkkitehtuuri nojaa padsaantdisesti Po-
wer BI -palvelun Import-malliin, jossa visualisoitava data ladataan Power BI -palvelun se-
manttiseen kerrokseen tarvittavia muokkauksia ja raporttien laatimista varten. Organisaatio
pyrkii kuitenkin luomaan dataryhma B:n tapauksessa mahdollisimman valmiita nakymié jo
tietokantatasolla, jotta turhaa datan muokkaamista Power BI -palvelun siséllé voitaisiin valt-

tad. Dataryhmd B:n dataan pohjautuvat raportoinnit pdivitetddn padsdéntoisesti kerran
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pdivassd, samassa rytmissd ADF-dataputkien péivitysaikojen kanssa. Sdédnnolliset Power BI
Service -palveluun ladatut raportit pédivittyvit automaattisesti palvelun sisdisten ajastustoi-

mintojen avulla, jolloin datanoutoja ei tarvitse ajaa manuaalisesti.

Dataryhmi A:n osalta data noudetaan Power BI -palvelun Import-toiminnolla suoraan ope-
ratiivisista jarjestelmistd. Tdlloin Power BI -palvelu suorittaa l1dhdejérjestelmiin oikeanlaisia
kyselyitd datan noutamiseksi. Koska data kerétéén suoraan tietoldhteistd, datan muokkaami-
nen tapahtuu Power BI -palvelun sisilld, jossa esimerkiksi 1&hdejdrjestelmien sarakekoodis-
toja muutetaan paremmin ymmarrettivadn muotoon, lasketaan keskiarvoja ja summia sekd

tarvittaessa yhdistetddn molempien dataryhmien dataa.

Azure SQL Database -palvelun kyselyiden liséksi my0s raportointikerroksessa pyritddn to-
teuttamaan versionhallintaa kerddamaélld Power BI -raporttipohjat GitHub-palveluun. Tdmén
toteuttamisessa on kuitenkin ilmentynyt aikaresursseihin liittyvid haasteita, jolloin version-

hallintaa ei ole kyetty toteuttamaan kaikille raporteille.

Vaikka nykyisessd arkkitehtuurissa dataryhméa A:n tuominen suoraan 1dhdejérjestelmisté Po-
wer BI -palveluun on ollut alun perin perusteltua datan kopioimisen minimoimiseksi, tdmé
ldhestymistapa on luonut arkkitehtuuriin merkittdvén hallinnallisen pullonkaulan. Koska
suurin osa datan yhdistdmisestd, puhdistamisesta ja analytiikkalogiikan soveltamisesta ta-
pahtuu vasta raportointikerroksessa, yksittéisistd Power BI -tietomalleista on muodostunut
monimutkaisia ja raskaita yllapitdd. Kun samaa liiketoimintalogiikkaa tai datan yhdistamisti
joudutaan rakentamaan aina uudelleen eri raporteissa, jarjestelma altistuu epdjohdonmukai-

suuksille ja virheille, mikd samalla hidastaa uusien raportointitarpeiden toteuttamista.

Analytiikkadatan kiyttajiluvitus

Organisaatiolla on kaytdsséd koko liiketoiminnan kattava Microsoft Entra ID -luvitusjarjes-
telmé, joka hallitsee kdyttdjdluvituksia ja pddsynhallintaa luvitusryhmien muodossa. Kéyt-
tajdluvitus on toteutettu roolipohjaisesti, ja se kattaa padsdintdisesti nykyisen analytiikka-
arkkitehtuurin 1&hdejarjestelmisté raportointikerrokseen asti. Esimerkiksi datatiimillé on ai-
noana organisaatiossa kayttdoikeus ADF-palveluun, ja tdmé padsynhallinta perustuu suo-

raan Entra ID -ryhmiin. Power BI Service -palvelussa pédédsynhallinta on puolestaan
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toteutettu Entra ID -luvitusten avulla siten, ettd julkaistut raportit aukeavat raporttikohtai-

sesti vain nithin oikeutettujen Entra ID -ryhmien jésenille.

Merkittdvana poikkeuksena arkkitehtuurin keskitetysta kéyttdjaluvitusten hallinnasta on kui-
tenkin Azure SQL Database -tietokanta. Sen péddsynhallinta ei perustu suoriin Entra ID -
kytkoksiin, vaan se toteutetaan palvelun omilla erillisilld kdyttdjatunnuksilla, joita datatiimi
hallinnoi itsendisesti. Nama kéyttooikeudet on rajoitettu padsaiantdisesti datatiimin jésenille,

mutta niitd on jaettu tapauskohtaisesti myds muutamille organisaation sisdisille henkildille.

Koska Azure SQL Database -tietokannan kéyttdoikeuksia hallitaan erillisina tietokantatun-
nuksina, kiyttdoikeuksien elinkaaren hallinta vaatii datatiimin henkildstoltd ylimadraisié
manuaalisia toimenpiteitd. Esimerkiksi tyontekijén roolin muuttuessa tai hdnen poistuessaan
organisaatiosta, pdisyoikeudet eivét poistu tietokannasta automaattisesti muiden Entra ID -
luvitusten kanssa, vaan erilliset tietokantatunnukset tulee poistaa manuaalisesti. Tdmai sii-
loutunut luvitusmalli altistaa arkkitehtuurin inhimillisille virheille, kuten jérjestelmddn
unohtuneille, aktiivisiksi jadneille tunnuksille. Lisdksi analytiikkatietokannan oma luvitus-
tenhallinta hankaloittaa kdyttdoikeuksien ldpindkyvéd auditointia ja vaikeuttaa yhtendisen

tietoturvapolitiitkan noudattamista koko organisaation ja data-arkkitehtuurin laajuisesti.

6.2 Uuden operatiivisen jérjestelmén tuoma muutos

Organisaatio on korvaamassa vanhoja operatiivisia jarjestelmidéin uudella jirjestelmalld,
mika vaikuttaa nykyiseen analytiikka-arkkitehtuuriin merkittavésti. Uusi jarjestelmé korvaa
merkittdvin osan nykyisen analytiikka-arkkitehtuurin ldhdejérjestelmistd ja sen myotd
kaikki dataryhmén A data siirtyy erilliselld Azure-alueella toimivaan Delta Lake -tallennuk-
seen, jota hallitaan Databricks-palvelulla. Tati siirtymié havainnollistetaan kuvassa 13. Siir-
tyman aiheuttamien arkkitehtuuristen muutosten liséiksi organisaatio arvioi my9ds dataryhmé
A:n datavolyymin kasvavan uuteen jarjestelméddn siirtymisen myo6té. Liséksi on arvioitu, ettd
uusi jarjestelmd tuo organisaatiolle kysyntdd aiempaa nopeammin pdivittyville raporteille
molempien dataryhmien osalta. Talldin tiettyjen raporttien voitaisiin odottaa paivittyvin

jopa tuntitasolla nykyisten péivityssyklien sijaan.
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Dataryhma B
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Kuva 13: Analytiikka-arkkitehtuuri uuden operatiivisen jirjestelmin kayttoonoton jalkeen

Kuvasta 13 ilmenee, miten dataryhma A:n data noudetaan uuden jirjestelmin kayttdonoton
myo6td Delta Lake -tallennuksesta Databricks-palvelun 1épi raportointikerrokseen. Uuden
operatiivisen jérjestelmin kdyttdonotosta atheutuva muutos koskee vain dataryhmi A:n da-

taa ja siksi analytiikka-arkkitehtuuri séilyy yha kahtia jakautuneena.

Dataryhmé A:n siirtyminen Databricks-palveluun luo analytiikka-arkkitehtuuriin kuitenkin
merkittdvin fyysisen erottelun, silld ndmé uudet tydtilat sijaitsevat eri Azure-alueella kuin
organisaation nykyiset Azure SQL Database - ja ADF-palvelut. Pilviarkkitehtuurissa datan
siirtdminen eri alueiden vililld ei ole ainoastaan hitaampaa verkkolatenssin vuoksi, vaan se
aiheuttaa myo6s ylimdérdisid tiedonsiirron kustannuksia, joita muodostuu, kun dataa siirre-
tadn Azure-alueelta toiseen. Koska organisaatiolla on yleinen tarve yhdistid dataryhmien A
ja B dataa raportointia varten, erillddn sijaitsevien datamassojen jatkuva siirtdminen ja yh-

distiminen nykymallilla muodostuisi arkkitehtuurisesti hitaaksi ja tehottomaksi.
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On kuitenkin huomioitava, ettd organisaation nykyisilld datavolyymeilld ndmé Azure-aluei-
den viliset siirtokustannukset osoittautuisivat toistaiseksi maltillisiksi. Téstd huolimatta
CMO-toimialan ennusteet viittaavat késiteltivdn datan méardn merkittdvaian kasvuun ldhi-
tulevaisuudessa, minkd myotd myos analytiikka-arkkitehtuurin ldpi kulkevan datan méard
moninkertaistuu, jolloin alueiden vélisesti tiedonsiirrosta voi pidemmaélld aikavélilld muo-

dostua organisaatiolle merkittdvampi kustannusera.

Uuden operatiivisen jirjestelmin tekninen kuvaus

Muutoksen aiheuttava uusi jérjestelméd on selaimessa toimiva operatiivinen jirjestelmai,
jonka taustalla oleva tietokanta replikoidaan Delta Lake -ympéristoon, jota hallinnoidaan
Databricks-palvelun ja sen kolmen eri tyodtilan avulla. Tdmén arkkitehtuurisen siirtymédn
myoOtd myos dataryhmé A:n operatiivinen analytiikkadata siirtyy osaksi titd uutta tallennus-
arkkitehtuuria. Rakenteellisesti timé tallennusratkaisu rakentuu kolmen tydtilakohtaisen
ADLS Gen?2 -tallennuskerroksen péille, jotka on eriytetty saman Azure-alueen sisélld, ku-

van 14 mukaisesti.

Unity Catalog -hallintakerros

Delta Lake -transaktiokerros

ADLS Gen?2 - ADLS Gen2 - ADLS Gen?2 -
tallennuskerros tallennuskerros tallennuskerros

Kuva 14: Uuden jérjestelmén Delta Lake -arkkitehtuuri
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Vaikka ndmad erilliset tallennuskerrokset ja ty6tilat on koottu yhden yhteisen Unity Catalog
-hallintakerroksen alaisuuteen, data ei ole tdlld hetkelld vapaasti yhdistettdvissd. Tyotilojen
data on tarkoituksellisesti eristetty toisistaan Unity Catalogin sisdisilld luvituksilla, jolloin
kunkin tydtilan dataan péddstddn késiksi yksinomaan sen oman tydtilan kautta. Yhteinen
Delta Lake -ympdristd ja Unity Catalog luovat kuitenkin arkkitehtuuriin valmiuden datan
joustavalle ristiinkdytolle tydtilojen vélilld tulevaisuudessa, mikéli organisaation tarpeet
muuttuvat ja tyotilojen vélisid luvituksia pdédtetddn avata. Dataryhmé A:n analytiikkadatan

abstraktoitua sijaintia tdiméin Unity Catalog -hallintakerroksen sisdlld havainnollistetaan ku-

vassa 15.
Unity Catalog

Y Y Y

Tyotila 1 Tyotila 2 Tyotila 3
Y

Katalogi
|

v v
Operatiiviset Analytiikka-
skeemat skeema

Y

Taulut ja
nikymat

Kuva 15: Analytiikkadatan sijainti uuden operatiivisen jarjestelmin Databricks-arkkiteh-
tuurissa

Kuten kuvasta 15 voidaan havaita, kolmesta erillisesti tyotilasta huolimatta dataryhmé A:n

analytiikkadata on keskitetty ainoastaan yhden tydtilan alaisuuteen. Témén kyseisen tydtilan
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omassa katalogissa analytiikkadata on ohjattu omaan skeemaan, joka eldi rinnakkain kata-
login muiden, operatiivisten skeemojen kanssa. Tdmai analytiikkaskeema on tarkoitettu yk-
sinomaan analytiikkaa ja Power BI -raportointia varten, ja se kokoaa sekd yhdistéa tietoa
viereisistd operatiivisista skeemoista muodostaen niistd valmiita raportointivalmiita tauluja
ja ndkymid. Dataryhmé A:n data on siis rakenteellisesti erotettu omaan skeemaansa, mutta

se on tdysin riippuvainen samassa tyotilassa sijaitsevan operatiivisen datan rakenteista.

6.3 Organisaation analytiikkadata ja big data -viitekehys

Vaikka CMO-toimialan data on globaalilla tasolla siirtynyt kohti big datan tunnusmerkkeja
erityisesti online-kulutuksen mikrotapahtumien myo6té, kuten luvussa 1.4 todettiin, organi-
saation oman nykyisen analytiikka-arkkitehtuurin tilanne poikkeaa téstd yleiskuvasta. Kun
nykyistd késiteltdvad dataa peilataan big datan 3V-malliin, voidaan todeta, ettd nykytilassa

big datan kriteerit eivit vield tiyty.

Analytiikkadatan volyymin osalta organisaation analytiikka-arkkitehtuurissa késiteltiva tie-
tomédrd on tilld hetkelld maltillinen, asettuen noin 300-500 gigatavuun. Tdméa volyymi ei
toistaiseksi ylitd perinteisten tietovarastojen, kuten nykyisen Azure SQL Database -palvelun
kasittelykykyd. Big datan toisen ulottuvuuden, datan siirto- ja kisittelynopeuden, nédkdkul-
masta organisaation nykyinen analytiikkadata ei saavu jédrjestelmiin reaaliaikaisena ja jatku-
vana virtana, vaan se paivittyy padsiintoisesti pdiva-, viikko- ja kuukausitasolla, osan da-
tasta paivittyessd vain neljdsti vuodessa. Mydskddn kolmas ulottuvuus, datan monimuotoi-
suus, ei tdlld hetkelld aseta organisaation analytiikka-arkkitehtuurille ylittiméttomid haas-
teita. Vaikka tietoldhteitd on lukuisia ja osa dataryhméd B:n datasta noudetaan puolistruktu-
roidussa muodossa, késiteltidva tieto on pitkalti strukturoitua tai se voidaan kevyilld muok-
kauksilla sovittaa perinteiseen relaatiomalliin. Tdmén vuoksi nykyinen Azure SQL Database
-pohjainen, perinteistd kytkettyd arkkitehtuuria edustava ratkaisu on tdahén asti kyennyt vas-

taamaan organisaation tarpeisiin.

CMO-toimialalla on kuitenkin globaalisti odotettavissa kasiteltdvéin datan mairén kasvua ja
yhdessd uuden operatiivisen jérjestelmén vaikutusten kanssa my0s analytiikkaympériston

lapi kulkevan datan médrin voidaan odottaa kasvavan tulevaisuudessa. Télloin datamééran
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kasvun ja mahdollisten tiheimpien jopa tuntitason péivitysvaatimusten myoté organisaation
analytiikkadata kehittyy kohti big datan tunnusmerkkeji ja voi tulevaisuudessa lisétd mer-
kittdvasti nykyisen arkkitehtuurin kuormitusta. Tdma luo luonnollisen tarpeen arvioida ana-
lytiikkkaympériston siirtymdd kohti tallennuksen ja laskennan eriyttdmistd ja skaalautuvaa

data lakehouse -arkkitehtuuria luvussa 3.2 esitetyn mallin mukaisesti.
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7  Ehdotus uudesta analytiikka-arkkitehtuurista

Téssd padluvussa esitelldén edellisen luvun havaintoihin perustuva uusi analytiikka-arkki-
tehtuuriehdotus. Luku rakentuu arkkitehtuurin vaatimusten maérittelysta ja asiantuntijahaas-
tatteluihin perustuvasta synteesistd, joiden pohjalta uusi analytiikka-arkkitehtuuri rakenne-
taan. Arkkitehtuuri esitelldén ensin ylatason arkkitehtuurikuvauksena, minka jilkeen syven-
nytddn tarkemmin jérjestelmén tekniseen toteutukseen ja sen yksityiskohtiin. Lopuksi lu-
vussa arvioidaan ehdotetun arkkitehtuurin tuomia hyoty;jd, skaalautuvuutta, sekd sen tuomia

mahdollisia riskeja.

7.1 Arkkitehtuurille asetetut vaatimukset

Edellisissd luvuissa kuvatut nykyarkkitehtuurin haasteet sekd uuden operatiivisen jarjestel-
méin tuomat rakenteelliset muutokset osoittavat, ettei organisaation nykyinen analytiikkaym-
péristd kykene vastaamaan tulevaisuuden tarpeisiin tehokkaimmalla mahdollisella tavalla.
Jotta uuden operatiivisen jdrjestelmédn aiheuttama datan hajautuminen saadaan hallittua
osana yhtendistd datakokonaisuutta ja nykyisen arkkitehtuurin merkittavét tekniset puutteet

korjattua, uuden analytiikka-arkkitehtuurin suunnittelua ohjaavat seuraavat vaatimukset.

Yhteniinen analytiikkaympiristo

Uuden analytiikka-arkkitehtuurin keskeisimpdnéd vaatimuksena on muodostaa yhtendinen
analytiikkatietokanta kaikelle organisaation analytiikkadatalle, joka ratkaisee nykyisen ra-
portointikerroksen ruuhkautumisen ja estdd datan siiloutumisen kahteen eri jirjestelméén.
Vaikka uuden operatiivisen jérjestelmén tuoman muutoksen myotd dataryhmd A on
itsessddn jo valmiiksi raportointiin jalostetussa muodossa Databricks-palvelun sisélld,
organisaation toistuva tarve yhdistdd dataryhmien A ja B dataa keskenédén luo merkittdvin
arkkitehtuurisen haasteen. Jos ndmd datamassat sdilytetddn pysyvésti erillisissd
tietokannoissa ja eri Azure-alueilla, niiden yhdistaminen joudutaan jatkossakin suorittamaan
Power BI -palvelun sisdlld. Tama ylldpitéisi raportointikerroksen hallinnollista raskautta ja

altistaisi jarjestelmén suorituskykyongelmille.



76

Tédmin ongelman ratkaisemiseksi uuden arkkitehtuurin on kyettdva siirtimain kaiken datan
yhdistiminen ja lopullinen liiketoimintalogiikka raportointikerroksesta ylemmaés
keskitetylle tietokantatasolle. Yhtendisen tietovaraston on toimittava ainoana tiedonldhteena
kaikelle raportoinnille. Néin arkkitehtuurin rakenne yksinkertaistuu, eikd raportointikerros
endd kuormitu useiden eri tietoldhteiden jatkuvasta yhdistelystd, luvussa 5.3 esitettyjen
asiantuntijahaastatteluiden suositusten mukaisesti. Samalla keskitetty analytiikkatietokanta
mahdollistaa aiemmin hajallaan olleen arkkitehtuurin yhtendistimisen myds muilla osa-
alueilla, tarjoten alustan esimerkiksi koko analytiikkalogiikan kattavalle, yhtenéiselle

versionhallinnalle, jonka toteuttaminen oli aiemmassa pirstaloituneessa mallissa haastavaa.

Toiminnallisuuden ja hallittavauden takaaminen

Uuden arkkitehtuurin on tarjottava toiminnallisuuksiltaan ja suorituskyvyltdan vahintdén ny-
kyistd Azure SQL Database -pohjaista arkkitehtuuria vastaava ympérist6. Tamé on kriittinen
vaatimus, jotta organisaation vakiintuneet analyysiprosessit ja datan jalostusasteet eivét vaa-
rannu uuteen analytiikka-arkkitehtuuriin siirtymisen yhteydessd. Datan mallinnuksen osalta
uuden ympdiriston on edelleen tuettava organisaatiossa kdytossi olevaa mitalimallia ja mah-

dollistettava analytiikkadatan muokkaus ja tarkastelu tutuilla SQL-kyselyilla.

Perusvaatimusten liséksi on erittdin suotavaa, ettd uusi analytiikka-arkkitehtuuri kykenisi
vastaamaan organisaatiossa tunnistettuihin analytiikkaympariston kehityskohteisiin. Hallit-
tavuuden ja tietoturvan nékokulmasta olisi kannattavaa purkaa nykyisen luvitusmallin sii-
loutuminen integroimalla tietokantatason kayttdoikeuksien hallinta saumattomasti organi-
saation keskitettyyn Entra ID -luvitusjdrjestelmddn, mikd nousi esiin myds molempien asi-
antuntijoiden keskeisend suosituksena riskien minimoiseksi. Keskitetyn ja yhtendisen luvi-
tusmallin my6td uuden arkkitehtuurin toivotaan myds tarjoavan luotettavat ja systemaattiset
mekanismit datan varmuuskopioinnille ja palautumiselle, jotta nykyisesté riskialttiista ja hi-
taasta uudelleenlatausmallista voitaisiin luopua. Toiminnallisuuden osalta merkittdvana
etuna pidettdisiin kyvykkyytta tukea tihedmpid péivityssykleji tietokantatasolla ja raportoin-
tikerroksessa, joille uusi operatiivinen jarjestelmi luo mahdollisesti kysyntdd organisaation
analytiikkaympéristossd. Kuten asiantuntijahaastatteluissa havaittiin, téllaiset vaatimukset
korostavat perinteisten relaatiotietokantojen pullonkauloja ja puoltavat modernien data
lakehouse -arkkitehtuurien hyddyntdmistd. Lisdksi uuden ympériston toivotaan tukevan

koko arkkitehtuurin kattavampaa versionhallintaa.



77

Kustannustehokkuus ja resurssien optimointi

Arkkitehtuuriuudistuksen on oltava toteutettavissa kustannustehokkaasti ja organisaation
olemassa olevaa teknologiaosaamista hyddyntden. Datatiimin nykyisen resurssitilanteen
kannalta on olennaista, ettd uusi arkkitehtuuri voidaan toteuttaa pitkilti nykyisten pilvipal-
veluiden uudelleenjdrjestelylld, eikd siirtymé uuteen analytiikka-arkkitehtuuriin saisi vaatia
kokonaan uusien ja vieraiden jérjestelmien kdyttdonottoa. Kustannustehokkuuden ja suori-
tuskyvyn maksimoimiseksi uuden arkkitehtuurin analytiikkalaskenta on kyettdvd viemédan
mahdollisimman l4helle analytiikkadatan fyysistd sijaintia. Tdlld arkkitehtuurisella periaat-
teella pyritdén valttdimdin tehottomat ja ylimdérdisid kustannuksia aiheuttavat datasiirrot
arkkitehtuurin sisélld ja eri Azure-alueiden vélill4, mika pitd4 jérjestelmén operatiiviset kulut

hallinnassa my0s datavolyymien kasvaessa tulevaisuudessa.

7.2 Uusi analytiikka-arkkitehtuuri

Vastauksena luvussa 7.1 méadritettyihin uuden analytiikka-arkkitehtuurin vaatimuksiin téssa
tyOssd ehdotetaan, ettd organisaation tavoittelema yhtendinen analytiikkaymparisto toteute-
taan keskittamalld analytiikkatietokanta Databricks-palveluun. Tdma toteutetaan siirtdmalla
nykyisen analytiikkatietokannan toiminnot sekd dataryhmad B:n data ADF-dataputkien
avulla kokonaan Databricks-palveluun, dataryhma A:n datan luokse. Tété uutta arkkitehtuu-

rimallia havainnollistetaan kuvassa 16.
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Dataryhma B
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Kuva 16: Uuden ehdotetun analytiikka-arkkitehtuurin rakenne

Koska uusi operatiivinen jarjestelma tuo Databricks-palvelun joka tapauksessa osaksi orga-
nisaation analytiikka-arkkitehtuuria, sen laajentaminen yhtendiseksi analytiikkatietokan-
naksi ratkaisee useita organisaation kohtaamia arkkitehtuurisia haasteita kustannustehok-
kaasti, ilman uusien ohjelmistojen kiyttdonottoa. Télloin erilliselld Azure-alueella toimi-
vasta Azure SQL Database -palvelusta voidaan luopua kokonaan, vihentden datansiirron
kustannuksia analytiikka-arkkitehtuurissa. Lisdksi dataryhmien yhdistdminen samaan palve-
luun mahdollistaa analytiikkalogiikan nostamisen raportointikerroksesta ylemmads tietokan-
tatasolle, asiantuntijahaastatteluiden suositusten mukaisesti. Talloin kaikelle analytiikkalo-
giikalle voidaan soveltaa yhtendistd mallinnusta ja laskentaa saman tietokantapalvelun si-

salla.

Muutos on teknisesti suoraviivainen toteuttaa, silld dataryhmi B:n datan noudossa voidaan
hy6dyntdd olemassa olevia ADF-dataputkia ohjaamalla niiden loppupdd Azure SQL Data-

base -palvelun sijaan uuteen Databricks-ympéristoon. Nykyiseen tietokantaan jo kertynyt
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analytiikan historiadata voidaan puolestaan siirtdd uuteen alustaan erillisilld, kertaluontoi-
silla ADF-siirtoputkilla ennen vanhan palvelun alasajoa. Jotta uuden arkkitehtuurin kustan-
nustehokkuus ja suorituskyky voidaan maksimoida, datan noudosta vastaava ADF-palvelu
voidaan siirtdd dataryhméd B:n datan tavoin samalle Azure-alueelle Databricks-palvelun
kanssa. Télloin koko uusi analytiikka-arkkitehtuuri saadaan keskitettyéd yhdelle alueelle, jol-

loin datan siirtokustannukset haviavit kokonaan.

Vaihtoehtoisesti uusi yhtendinen analytiikka-arkkitehtuuri voitaisiin toteuttaa sailyttimalla
nykyinen Azure SQL Database -tietokanta ja noutamalla dataryhmé A:n data sinne uusien
ADF-dataputkien avulla. Taémé malli ei kuitenkaan ole arkkitehtuurisesti tehokas kasvavien
tiedonsiirron kustannusten vuoksi. Kuten aiemmin todettiin, dataryhma A:n data muodostaa
ylivoimaisesti suurimman osan organisaation analytiikkadatasta, ja sen volyymin odotetaan
kasvavan tulevaisuudessa. Koska nykyinen analytiikkatietokanta ja uuden jarjestelman Da-
tabricks-tyotilat sijaitsevat fyysisesti eri Azure-alueilla, arkkitehtuurin massiivisimman da-
taosuuden jatkuva siirtdiminen alueiden vélilld Azure SQL Database -tietokantaan aiheuttaisi
ylimédraisid latausviiveitd ja tiedonsiirtokustannuksia. Keskittdmalld analytiikkatietokanta
Databricks-ympéristoon ndmé kahden eri Azure-alueen viliset turhat siirtokustannukset
poistuvat kokonaan. Tiedonsiirron kustannusten lisdksi organisaatio pyrkii noudattamaan
arkkitehtuurisia periaatteita, joiden mukaan kaikkea turhaa datan kopiointia tulee valttaa.
Dataryhmi A:n datan noutaminen Databricks-palvelusta Azure SQL Database -tietokantaan
johtaisi tilanteeseen, jossa arkkitehtuurin massiivisin dataosuus sijaitsisi tarpeettomasti kah-

dessa eri sijainnissa.

7.3  Arkkitehtuuriehdotuksen tekninen kuvaus

Koska uuden operatiivisen jdrjestelmdn Databricks-tyotilat sisdltdvét dataryhmi A:n datan
liséksi jarjestelmin toiminnalle kriittistd operatiivista dataa, dataryhma B:n analytiikkadata
tulee eriyttdd kokonaan omaan Databricks-ty6tilaansa, tydtilojen yhteisen Metastoren alai-
suuteen. Téll4 eristykselld poistetaan riski siitd, ettd analytiikkadataan suoritettavat operaa-
tiot vaikuttaisivat haitallisesti uuden jérjestelmén operatiivisiin prosesseihin. Kun uusi ana-
lytiikkatydtila on luotu Databricks-palvelussa, se voidaan liittdd osaksi ty6tilojen yhteistéd

Metastorea Databricks-palvelun tilinhallintakonsolin kautta (Microsoft 2026t).
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Uuden analytiikkatydtilan sisélle muodostetaan oma katalogi, joka hyddyntdd muiden Da-
tabricks-tydtilojen tavoin tuttua skeemarakennetta. Ndméa skeemat voidaan mallintaa orga-
nisaation nykyisessi analytiikkatietokannassa kdytossd olevan mitalimallin mukaisesti, jossa
eri skeemat jakavat analytiikkadataa sen jalostusasteen ja liiketoiminnallisten tarkoitusten
mukaan. Uuden analytiikkatydtilan ja dataryhmid B:n analytiikkadatan sijoittumista suh-
teessa uuden operatiivisen jdrjestelmén tyGtiloihin havainnollistetaan kuvassa 17, jossa uusi

tydtila on korostettu katkoviivoilla ja tummennetulla tekstilla.

Unity Catalog

! ! . . |

vl R vl iUusi analytiikka-i
Tyétila 1 Tyétila 2 Tydétila 3 : tybtila ;
! T
Katalogi Katalogi |
| B
v v N
Operatiiviset Analytiikka- Analytiikka-
skeemat skeema i  skeemat
v - __»__é __________
Taulut ja ! Taulut ja
nikymiit i nikymit

Dataryhmii A:n data Dataryhmé B:n data

Kuva 17: Dataryhmi B:n analytiikkadatan sijoittuminen Databricks-palvelun sisilla

Tédmai arkkitehtuurinen eriyttiminen on hallinnollisesti merkittavésti selkedmpi ja turvalli-
sempi ratkaisu kuin esimerkiksi uuden analytiikkaskeeman luominen olemassa olevan ope-
ratiivisen katalogin sisélle. Sijoittamalla dataryhmé B:n analytiikkadata omaan katalogiinsa
voidaan vilttdd operatiivisen ja analyyttisen datan sekoittuminen samassa ymparistossi,
mika helpottaa kédyttdoikeuksien hallintaa. Lisdksi erillinen katalogi varmistaa sen, ettd ana-
lytiikkkaryhmaélle voidaan mydntéa tarvittavat oikeudet datan muokkaamiseen ja mallintami-

seen analytiikkatyotilassa ilman riskid siitd, ettd operatiivisen jdrjestelmdn kriittisiin
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tauluihin péastéisiin kisiksi ja niitd muutettaisiin vahingossa. Samalla viltetdén operatiivi-
sen katalogin monimutkaistuminen lukuisilla ulkoisista l4hteisti tuoduilla skeemoilla, mika

pitdd jarjestelmdkokonaisuuden hallittavana.

Eristetyssé analytiikkatydtilassa tietokannan sisdiset laskentaprosessit on tehokkainta suorit-
taa Databricksin tietokantamallinnukseen ja analytiikkakyselyihin optimoitujen Serverless
SQL Warehouse -laskentaklustereiden avulla. Témén laskentatyypin valintaa uuden arkki-
tehtuurin ytimeen puoltaa kolme keskeistd tekijad. Ensinndkin palvelimeton arkkitehtuuri
vapauttaa organisaation datatiimin kokonaan taustalla pyorivén infrastruktuurin ja klusterei-
den ylldpidosta, mik& madaltaa uuteen alustaan siirtymisen teknistd kynnysté. Toiseksi ndma
klusterit on optimoitu erityisesti tutulle SQL-kielelle ja Bl-tydkalujen, kuten Power Bl:n,
suorittamiin kyselyihin, mika takaa viiveettdmén tiedonsiirron raportointikerrokseen. Kol-
manneksi vilittdomédn kdynnistymisen ja automaattisen sammumisen ansiosta organisaatio
maksaa puhtaasti vain toteutuneesta laskenta-ajasta, mikd maksimoi uuden arkkitehtuurin

kustannustehokkuuden.

Analytiikkatietokannan yhteniistiminen

Vaikka dataryhmét A ja B sijaitsevat loogisesti omissa eristetyissé tydtiloissaan, uusi arkki-
tehtuuri vélttad datasiilojen muodostumisen kytkemilld kaikki tyotilat saman keskitetyn
Unity Catalog -hallintakerroksen Metastoren alle. Kuten aiemmin luvussa 4.2 esiteltiin, Me-
tastore mahdollistaa datan ristiinkyselyt eri tydtilojen vélilld ilman datan fyysistd kopiointia.
Tédmin ominaisuuden ansiosta uudelle analytiikkatydtilalle voidaan myontdd suora lukuoi-
keus operatiivisen jérjestelmén katalogeissa sijaitsevaan dataryhmd A:n analytiikkadataan.
Télloin datatiimi voi kyselld ja yhdistdd molempien dataryhmien dataa saumattomasti samo-
jen SQL-kyselyiden sisélld suoraan uudesta analytiikkatydtilasta kdsin. Tétd tyotilojen va-

listd ristiinkyselyd havainnollistetaan kuvassa 18 katkoviivalla.
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Kuva 18: Analytiikkadatan yhdistiminen Databricks-palvelun sisdlld

Koska uuden operatiivisen jérjestelmidn Databricks-tyotilat on eristetty toisistaan luvituk-
silla, ristiinkyselyn mahdollistamiseksi néitd eristyksid tulee purkaa Tyoétila 3:n ja uuden
analytiikkatydtilan vélilld. Tamén eristyksen purkaminen on kuitenkin toteutettava hallitusti
vihimmadisoikeuksien periaatetta noudattaen, jotta operatiivisen datan turvallisuus ei vaa-
rannu. Unity Catalogin kolmitasoisen katalogi-skeema-taulu-hierarkian takia yksittéista
skeemaa ei voida kiyttda ilman oikeuksia sen isdntikatalogiin (Microsoft 2026u). Tasté joh-
tuen ristiinkyselyn mahdollistamiseksi analytiikkaty6tilan kiyttdjille mydnnetidén Microsoft
Entra ID -ryhmid hyddyntéen katseluoikeus Tydtila 3:n operatiiviseen katalogiin, mutta sen
sisélld varsinainen lukuoikeus rajataan tiukasti ainoastaan jaettuun dataryhmé A:n analytiik-
kaskeemaan. Unity Catalogin kéyttdoikeusmallin ja metadatan ndkyvyyssdéntdjen ansiosta
operatiivinen katalogi ilmestyy analytiikkatyotilan kayttoliittymdén, mutta kaikki sen sisél-

tamét epdrelevantit operatiiviset skeemat ja taulut pysyvit datatiimilta tdysin piilotettuina ja
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saavuttamattomina (Microsoft 2026u). Ndin analytiikkatyotilaan voidaan tarjota saumaton

pédsy tarvittavaan dataryhmé A:n analytiikkadataan tietoturvallisesti.

Analytiikkadatan yhdistiminen ristiinkyselyilld mahdollistaa dataryhmien A ja B joustavan
hy6dyntidmisen lopullisessa mallinnusvaiheessa organisaation tarpeiden mukaisesti. Kun da-
taryhma B:n raakadata on puhdistettu ja yhdenmukaistettu tyGtilan sisédlld, organisaatiolla on
mahdollisuus joko yhdistdd se suoraan ristiinkyselyilld noudettuun dataryhmd A:n dataan
mitalimallin ylimméssi kultakerroksessa, tai vaihtoehtoisesti mallintaa molempien dataryh-
mien dataa tdysin omiin erillisiin tauluihinsa ja nikymiinsid saman kerroksen sisélld. Vali-
tusta mallinnustavasta ja datan yhdistimisen asteesta riippumatta uuden analytiikkatydtilan
kultakerros néyttiytyy Power BI -palvelun nikokulmasta yhtendisend datakokonaisuutena,
mika tarjoaa raportoinnille keskitetyn padsyn koko organisaation analytiikkadataan tausta-

jérjestelmien hajautetusta luonteesta riippumatta.

Datan noutaminen Databricks-palveluun

Vaikka dataryhmé A syntyy Databricks-tyodtilojen operatiivisen datan pohjalta, dataryhma
B:n data on silti noudettava ldhdejdrjestelmistd analytiikkatyotilaan. Niissd noutoproses-
seissa on tehokkainta hyodyntdd organisaatiolle entuudestaan tuttuja Azure Data Factory -
dataputkia. Koska Databricks-palvelu tukee vanhan tietokannan mukaista skeemaraken-
netta, dataryhmé B:n noutologiikka voidaan séilyttdd ennallaan, jolloin uusia dataputkia ei
tarvitse rakentaa alusta ldhtien. Sen sijaan olemassa olevat dataputket voidaan ohjata uudel-
leen Azure SQL Database -tietokannan sijasta suoraan uuteen Databricks-ymparistoon. Ta-
mén toteuttamiseksi voidaan hyddyntidd ADF-palvelun natiiveja Databricks Delta Lake -liit-
timid, jotka abstraktoivat monimutkaisen tiedonsiirron siten, ettd datatiimi voi mééritelld da-
taputken kohteeksi loogisesti suoraan Unity Catalogin hallinnoiman skeeman tai taulun
(Microsoft 20251). Tama tekee kehityskokemuksesta hyvin samankaltaisen kuin perinteiseen
relaatiotietokantaan ladattaessa. Vastaavasti nykyiseen Azure SQL Database -tietokantaan
jo kertynyt historiallinen analytiikkadata voidaan siirtdd uuteen Databricks-ympéristoon
suoraviivaisesti kertaluontoisena massalatauksena hyddyntden kertakdyttoisid ADF-siirto-

putkia.

Pelkki liittimen méérittiminen ei kuitenkaan riitd tiedonsiirron toteuttamiseksi, vaan ADF:n

natiivi Databricks Delta Lake -liitin edellyttéé tiedonsiirron moottoriksi Databricks-palvelun
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laskentaklusterin (Microsoft 20251). Téti klusteria tarvitaan suorittamaan varsinainen datan
prosessointi ja sen fyysinen kirjoittaminen Databricks-palvelun taustalla olevaan tallennus-
kerrokseen Delta Parquet -formaatissa. Tdmi voidaan toteuttaa joko interaktiivisella All-
Purpose Compute -klusterilla, joka on jatkuvasti kdynnissi tai kdynnistetddn manuaalisesti,

tai tarvepohjaisesti kdynnistyvilld Job Compute -klusterilla.

Uudessa arkkitehtuuriehdotuksessa tiedonsiirron moottoriksi suositellaan tarvepohjaista Job
Compute -klusteria, joka maksimoi latausprosessien kustannustehokkuuden ja hallittavuu-
den. Koska ADF-palvelu kidynnistdd Job Compute -klusterin automaattisesti vain dataputken
ajon ajaksi ja sammuttaa sen vilittomaisti prosessin paityttyd, organisaatio maksaa laskenta-
resursseista ainoastaan toteutuneen latausajan mukaan. Tamé ldhestymistapa poistaa manu-
aalisesti hallittavien klustereiden tyhjdkdyntikustannukset ja ylimédrdisen ylldpitotaakan.
Samalla koko datan noudon orkestrointi ja klusterin elinkaaren hallinta pysyvét saumatto-

masti ja keskitetysti ADF-palvelun vastuulla.

Datan fyysinen tallennus uudessa arkkitehtuurissa

Vaikka noutoprosessi néyttaytyy kehittéjille tauluihin kirjoittamisena, todellisuudessa Da-
tabricks-palvelu ohjaa tdmin datavirran laskentaklusterin avulla Unity Catalogin taustalla
olevaan tallennuskerrokseen. Koska muissa Databricks-tyétiloissa datan tallennus on toteu-
tettu tyotilakohtaisten ADLS Gen2 -tallennuskerroksien péélle rakentuvan Delta Lake -
transaktiokerroksen avulla, on suositeltavaa, ettd uudelle analytiikkatyétilalle méairitetdan
vastaavasti oma ADLS Gen?2 -tallennuskerros, joka noudattaa titd samaa Delta Lake -arkki-

tehtuuria.

Tédmai tapahtuu kytkemalld perustettu ADLS Gen2 -tallennuskerros osaksi uutta, Unity Ca-
talog -metastoreen liitettyd analytiikkatyétilaa. Kun ty6tilalle luodaan Databricks-palvelussa
oma katalogi, se yhdistetdin ADLS Gen2 -tallennuskerrokseen hallitun tallennusmallin mu-
kaisesti (Microsoft 2026v). Talloin Unity Catalog tallentaa datan automaattisesti perustet-
tuun ADLS Gen2 -kerrokseen Delta Parquet -muodossa, kytkien analytiikkaty6tilan fyysisen
tallennuksen osaksi muiden Databricks-tyodtilojen Delta Lake -arkkitehtuuria (Microsoft

2026w).
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Analytiikkatyétilan tallennus voidaan toteuttaa Databricks-palvelussa hallinnoidulla mal-
lilla, jolloin Unity Catalog vastaa automaattisesti datan elinkaaren hallinnasta. Talloin kaikki
Databricks-palvelussa suoritetut toiminnot, kuten taulujen luomiset tai poistamiset, toteutu-
vat my0s fyysisessd tallennuskerroksessa. Vaihtoehtoisesti analytiikkatydtilan katalogi voi-
daan kytked ADLS Gen?2 -tallennuskerrokseen ulkoisen hallintamallin mukaan, jolloin Da-
tabricks-palvelussa suoritetut toiminnot eivét heijastu automaattisesti ADLS Gen2 -kerrok-
sen fyysisiin tiedostoihin. Télldin esimerkiksi taulun poistaminen poistaa ainoastaan sen me-
tadatan Unity Catalogista, mutta jdttad varsinaisen datan pysyvésti tietoaltaaseen (Microsoft
2026x). Koska hallittu malli automatisoi datan elinkaarenhallinnan ja keskittdd sen yhteen

palveluun, se on organisaation tarpeisiin ndhden suositeltavampi ratkaisu.

7.4 Uuden arkkitehtuurin hyoddyt ja riskit

Ehdotetun arkkitehtuurin keskeisin hyoty on yhtendisen analytiikkatietokannan muodosta-
minen, joka poistaa organisaation analytiikkaympiristod vaivanneen datan siiloutumisen.
Keskittdmalld kaikki analytiikkadata saman hallintakerroksen alaisuuteen luodaan teknolo-
ginen perusta, jossa datan sijainti, luvitus ja muokkauslogiikka ovat vakioituja riippumatta
siitd, mistd ldhteestd data on perdisin. Tdmi yhtendistiminen ei ainoastaan ratkaise nykyisié
teknisid haasteita, vaan se mahdollistaa analytiikan kehittdmisen kokonaisvaltaisena palve-

luna, yksittéisten raportointiratkaisujen sijaan.

Kun raportoinnin taustalla oleva data mallinnetaan ja muokataan mahdollisimman valmiiksi
jo tietokantatasolla, Power BI -palvelun rooli voidaan rajata puhtaasti valmiin datan visuali-
sointiin. Tallin raporttien sisdisista prosesseista tulee huomattavasti lapindkyvampii ja suo-
raviivaisempia hallita. Samalla yhtendiset, valmiiksi mallinnetut datakokonaisuudet helpot-
tavat ja nopeuttavat merkittivisti esimerkiksi uusien tyontekijoiden perehdyttimisté, kun
heidin ei tarvitse endd purkaa ja ymmartdd yksittdisten Power BI -raporttien sisddn raken-
nettuja, monimutkaisia muokkaus- ja mallinnusprosesseja. Yhtendinen tietokanta luo myos
arkkitehtuuriin valmiuden siirtyd perinteisestd Import-mallista DirectQuery-suorakyselyihin
ensimmaisté kertaa kaiken analytiikkadatan osalta, miké ei aiemmin ollut mahdollista, silla
suurin osa datasta ladattiin raportointikerrokseen suoraan ldhdejdrjestelmistd. Vaikka

Import-malli on nykyisilld datavolyymeilld yha perusteltu menetelma, timéa arkkitehtuurinen
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valmius suorakyselyihin tai asiantuntija B:n ehdottamiin hybridimalleihin on tirked

kyvykkyys datamassojen kasvaessa tulevaisuudessa.

Taloudellinen ja suorituskyvyllinen skaalautuvuus

Yhtendisen analytiikkatietokannan lisdksi Databricks-ympéristdon siirtyminen ratkaisee pe-
rinteisten relaatiotietokantojen tekniset rajoitteet muuttamalla arkkitehtuurin kustannus- ja
laskentarakenteen. Databricks-palvelun moderni lakehouse-arkkitehtuuri erottaa laskennan
ja tallennuksen fyysisesti toisistaan, miké poistaa nykyisen SQL Database -palvelun neljén
vCore-yksikon kapasiteettirajoitteen. Laskennan osalta laskutusmalli muuttuu vCore-poh-
jaisesta hinnoittelusta kulutuspohjaiseen DBU-hinnoitteluun, mikd mahdollistaa huomatta-
vasti laajemman ja joustavamman laskentatehon hyddyntamisen kuormituspiikkien aikana.
Palvelimettomat laskentaresurssit kykenevét kdynnistymédn sekunneissa ja skaalautumaan
dynaamisesti kdyttdasteen mukaan, miké takaa riittdvin suorituskyvyn myds uuden opera-

titvisen jarjestelmdn mahdollisesti vaatimille tiheimmille datan piivityssykleille.

Taloudellista tehokkuutta parantaa merkittdvasti myds datansiirtokustannusten minimoimi-
nen. Koska uusi analytiikka-arkkitehtuuri keskittda kaikki arkkitehtuurin palvelut samalle
Azure-alueelle, organisaatio vilttyy turhilta latausviiveiltd ja Azure-alueiden vilisen datan-

siirron aiheuttamilta kustannuksilta, joiden odotetaan kasvavan tulevaisuudessa.

Koska analytiikkadatan fyysinen tallennus tapahtuu jatkossa erillisessd ADLS Gen?2 -tallen-
nuskerroksessa, organisaatio vilttyy relaatiotietokannan kalliilta siséisiltd tallennuskustan-
nuksilta. Kustannustehokas ja skaalautuva tietoallas mahdollistaa resurssien kasvattamisen
tdysin toisistaan riippumatta, jolloin analytiikkatietokantaan tallennettavan datan méaarda
voidaan optimoida puhtaasti tallennuskustannusten mukaan. Tdma pitdd arkkitehtuurin ko-

konaiskustannukset tehokkaasti hallinnassa myds datavolyymien kasvaessa tulevaisuudessa.

Arkkitehtuurin laskentakyvykkyydet

Vaikka analytiikka-arkkitehtuurin tietokantateknologia muuttuu, Databricks-palvelun Unity
Catalog tukee natiivisti organisaatiolle jo ennestddn tuttua skeemoihin, tauluihin ja ndkymiin
perustuvaa tietomallinnusta ja SQL-laskentaa. Tdmén ansiosta organisaatio voi séilyttdd ny-
kyisen mitalimalliin perustuvan tietokantarakenteensa sellaisenaan, uuden ympériston si-

salld. Lisdksi Databricks-palvelu avaa organisaatiolle tdysin uutena mahdollisuutena Apache
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Spark -laskentamoottorin hyddyntdmisen analytiikkalaskentaan. Vaikka organisaatio on ny-
kytilanteessa tyytyvdinen SQL-laskentaan ja se riittdd vastaamaan analytiikan nykyisiin tar-
peisiin, Spark-laskennan natiivi tuki tuo arkkitehtuuriin merkittavaa teknologista laajennus-
varaa. Se tarjoaa tulevaisuudessa mahdollisuuden hyddyntdé tietokantatason analytiikassa
ohjelmointikielid, kuten Pythonia tai Scalaa, sekd suorittaa edistyneempéd analytiikkalas-
kentaa ja koneoppimista suoraan samalla alustalla. Tdima varmistaa, ettd ympéristo kykenee
skaalautumaan tulevaisuudessa myos toiminnallisesti, mikéli litketoiminnan analytiikkatar-

peet kehittyvit pelkkdd kuvailevaa raportointia monimutkaisemmiksi.

Varmuuskopioinnin mahdollistaminen

Suorituskyvyn lisdksi uusi analytiikka-arkkitehtuuri ratkaisee nykytila-analyysissé tunniste-
tun kriittisen puutteen analytiikkadatan varmuuskopioinnissa ja palautettavuudessa. Aiem-
min mahdolliset tietokannan vikatilanteet tai datan korruptoituminen edellyttivét hitaasti ta-
pahtuvaa datan uudelleenlataamista operatiivisista 1dhdejarjestelmistd, mikd aiheutti niille
ylimairéistd kuormitusta ja pidensi raportoinnin kayttdkatkoksia. Databricks-palvelun taus-
talla toimiva Delta Lake -formaatti sisdltdd sisddnrakennetun Time Travel -ominaisuuden,
joka pitdd automaattisesti kirjaa datan transaktiohistoriasta. Témén ansiosta virheelliset pai-
vitykset tai kadonnut data voidaan palauttaa vilittdmaésti aiempaan tilaansa ilman tarvetta
raskaalle l&hdejdrjestelmien uudelleenlataukselle, mikd parantaa merkittavésti koko analy-

titkka-arkkitehtuurin vikasietoisuutta.

Tietokantatason raportointi ja metadatan visualisointi

Sen lisdksi, ettd Power BI -palvelu siilytetdéin organisaation ensisijaisena
raportointitydkaluna liiketoiminnalle, uusi tietokantapalvelu mahdollistaa edistyneen
metadatan raportoinnin toteuttamisen. Databricks-palvelu tarjoaa sisdéinrakennetun
kyvykkyyden luoda visuaalisia dashboardeja ja raportteja suoraan tietokantaympiriston
sisélld, jolloin datatiimi voi siirtyd nykyisisti Azure SQL Database -palvelun
yksinkertaisista taulukkomaisista kyselyistd kohti visuaalisesti rikkaampaa metadatan,
datavolyymien ja datan laadun monitorointia. Koska uudessa analytiikka-arkkitehtuurissa
kaikki analytiikkadata sdilotdin yhtendiseen tietokantaan, tietokantatason metadatan
tarkastelu voidaan ensimmaisté kertaa ulottaa koskemaan my0s dataryhmi A:n dataa, miké

ei aiemmin ollut mahdollista, koska data haettiin suoraan ldhdejérjestelmista.
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Yhteniisen versionhallinnan ja kiyttijiluvituksen mahdollistaminen

Kun dataryhméa A:n dataa voidaan késitelld raportointikerroksen sijaan jo tietokantatasolla,
organisaation aiemmin toteuttamaa tietokantakyselyiden versionhallintaa voidaan laajentaa
koskemaan my®ds téitd datakokonaisuutta. Timdn mydta datatiimille ennestddn tuttu ja luo-
tettava versionhallintakédytinto saadaan kattamaan koko arkkitehtuurin analytiikkalogiikka,

mika tekee arkkitehtuurin kehitystydstd huomattavasti lapindkyvampii ja helpompaa.

Lopuksi analytiikkatietokannan integroiminen Databricks-palveluun tarjoaa ratkaisun ny-
kyisen ympdriston siiloutuneisiin luvituskdyténtoihin. Kuten nykytila-analyysissd tuotiin
ilmi, organisaatiolla on jo valmiiksi kdytdssdédn Microsoft Entra ID -ryhmiin perustuva kes-
kitetty luvitus suurimmassa osassa arkkitehtuurinsa pilvipalveluita, kuten Azure Data Fac-
toryssa ja Power BI -palvelussa. Tiasté linjasta poikkeavat, SQL Database -tietokannan eril-
liset ja datatiimin manuaalisesti hallinnoimat kéyttdjatunnukset muodostavat kuitenkin ris-
kin, joka hankaloittaa kdyttdoikeuksien elinkaaren hallintaa ja estdd yhtendisen tietoturva-
politiikan noudattamisen. Siirtdmaélld analytiikkatietokanta Databricks-palveluun koko data-
arkkitehtuurin pddsynhallinta voidaan integroida uuden alustan hallintakerrokseen, Unity
Catalogiin. Tdméd mahdollistaa olemassa olevan Entra ID -kdyttdjdtunnustenhallinnan laa-
jentamisen myds analytiikkatietokannan tasolle, jolloin koko analytiikka-arkkitehtuuriin

saadaan yhtendinen kayttéjaluvitusmalli.

Arkkitehtuurin tuomat mahdolliset haasteet ja riskit

Vaikka uusi analytiikka-arkkitehtuuri tarjoaa merkittavid hyotyjd, sen kdyttdonottoon ja yl-
ldpitoon liittyy my0s arkkitehtuurisia haasteita, jotka organisaation on huomioitava. Ensim-
méinen merkittdva muutos liittyy kustannusten hallintaan. Koska moderni, laskennan ja tal-
lennuksen erottava ympéristd mahdollistaa resurssien ldhes rajattoman skaalaamisen, puut-
teellisesti optimoidut tietokantakyselyt tai virheellisesti konfiguroidut laskentaklusterit voi-
vat johtaa odottamattomiin kustannuksiin. Tésté johtuen kustannustehokkuuden sdilyttdmi-

nen vaatii laskentaresurssien monitorointia ja hallintaa.

Lisdksi vaikka varsinainen tietomallinnus voidaan toteuttaa jatkossakin organisaatiolle tu-
tulla SQL-kielelld, ympériston taustateknologian vaihtuminen vaatii organisaation datatii-
miltd alkuvaiheessa uudenlaista teknistd osaamista. Esimerkiksi laskentaklustereiden hal-

linta sekd Unity Catalog -ympériston konfigurointi edellyttdvét perehtymisti. On myds
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huomioitava, ettd vaikka nykyisessd tietokannassa kdytossd oleva T-SQL-kieli muistuttaa
SQL-kieltd, kyselyiden syntakseissa voi olla eroavaisuuksia. Tastd johtuen nykyisen tieto-
kannan T-SQL-pohjaiset ndkymét ja muokkausprosessit on kddnnettdva ja testattava huolel-
lisesti uuden ympériston tukemaan SQL-kieleen ennen kuin vanha tietokantapalvelu voidaan

ajaa turvallisesti alas.
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8  Johtopaitokset

Tassd padluvussa esitetddn tutkimuksen yhteenveto ja johtopditokset. Luvun alussa
vastataan tutkimuksen alussa asetettuihin kolmeen tutkimuskysymykseen, joiden avulla
rakennettiin silta teoreettisesta viitekehyksestd kdytdnnon ratkaisuehdotukseen. Tdmédn
jélkeen arvioidaan tutkimuksen tulosten kdytdnnon merkitystéd toimeksiantajaorganisaatiolle
sekd tyon teoreettista kontribuutiota. Lopuksi tarkastellaan tutkimuksen luotettavuutta ja
esitetdéin arviointitydpajan pohjalta tunnistetut jatkokehityskohteet ja jatkotutkimusaiheet

arkkitehtuurin teknisté toteuttamista varten.

8.1 Vastaukset tutkimuskysymyksiin

Témin diplomityon tavoitteena oli selvittdd ja suunnitella toimeksiantajaorganisaation
tarpeisiin ~ soveltuva moderni pilvipohjainen analytiikka-arkkitehtuuri. Tavoitteen
saavuttamiseksi tutkimusongelma jaettiin kolmeen tutkimuskysymykseen, joihin vastataan

s€uraavassa.

1. Mitd erilaisia menetelmid tietovarastointiin ja tiedon integrointiin on olemassa

pilvipohjaisissa ympdristoissd?

Teoriassa pilvipohjaisessa tietovarastoinnissa keskeisin kehityskulku on ollut siirtymi
perinteisistd, kytketyistd relaatiotietokannoista ja ETL-menetelmistd kohti joustavampia
data lakehouse -ratkaisuja, joissa datan tallennus ja laskenta on eriytetty fyysisesti toisistaan.
Kédytdnnon tasolla asiantuntijahaastattelut vahvistivat tdmén teorian, silli perinteiset
relaatiotietokannat palvelevat luotettavasti pienid ja hitaasti paivittyvid datamassoja, mutta
datavolyymien kasvaessa ja pdivityssyklien tihentyessi modernien tietoalustojen
skaalautuvuus on valttdimattomyys. Vaihtoehtoista ELT-menetelmdd hyodyntdva data
lakehouse -arkkitehtuuri yhdistdd perinteisten tietovarastojen transaktioecheyden ja
hallittavuuden avoimen objektitallennuksen ketteryyteen, mikd vastaa nykyaikaisten

analytiikkaympéristdjen eri vaatimuksiin.
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2. Miti teknologioita on olemassa Microsoft Azure -ympdristossd ndiden menetelmien

toteuttamiseen?

Microsoft Azure tarjoaa laajan ekosysteemin erilaisten tietovarastointi- ja
integraatiomenetelmien toteuttamiseen. Perinteinen, kytketty relaatiotietokantamalli on
mahdollista toteuttaa Azure SQL Database -palvelulla, joka on optimoitu strukturoidun
datan transaktionaaliseen késittelyyn. Tallennuksen ja laskennan eriyttdvan data lakehouse -
arkkitehtuurin toteuttamiseen Azure-alustalla voidaan hyddyntda kahta sithen erikoistunutta
palvelua, Azure Databricks -ympdristod sekd Microsoft Fabric -alustaa. Databricks
hyodyntdd fyysisend tallennustasona ADLS Gen2 -palvelua ja Delta Lake -
transaktiokerrosta, kun taas Fabric tarjoaa SaaS-pohjaisen OneLake-toteutuksen. Tiedon
integroinnin ja dataputkien orkestroinnin osalta Azure Data Factory on laajasti kéytetty
palvelu, joka mahdollistaa massadatan noutamisen ja monimutkaisten tydnkulkujen
hallinnan. Lisdksi moderneilla tietoalustoilla on tarjolla my6s alustakohtaisia
orkestrointiratkaisuja, kuten Databricks Lakeflow, jotka integroivat datan noutamisen ja

muokkaamisen osaksi yhtendistd laskentaymparistoa.

3. Millainen  pilvipohjainen analytiikka-arkkitehtuuri  palvelee  parhaiten

toimeksiantajaorganisaation nykytilaa ja tulevaisuuden tavoitteita?

Teorian ja kidytdnnon synteesind toimeksiantajaorganisaation tarpeita parhaiten palvelevaksi
ratkaisuksi muodoistui Databricks-palvelu ja Unity Catalog -hallintakerrokseen pohjautuva
yhtendinen data lakehouse -arkkitehtuuri. Tdm&d malli purkaa uuden operatiivisen
jérjestelmédn luomat datasiilot mahdollistamalla ristiinkyselyt fyysisesti hajautetusta datasta
yhteisen hallintakerroksen alaisuudessa. Kaytinndssd tdmé ratkaisu vastaa suoraan
asiantuntijoiden antamiin suosituksiin analytiikkalogiikan siirtdmisen raportointikerroksesta
keskitetylle tietokantatasolle, minkd lisdksi koko ympdiriston kayttdoikeuksien hallinta
integroidaan turvallisesti Microsoft Entra ID -malliin asiantuntija A:n suositusten
mukaisesti. Databricksin palvelimeton SQL-laskenta poistaa nykyisen arkkitehtuurin
kiintedt resurssirajoitteet, tarjoten organisaatiolle kiytdnnon tydssd vaadittavaa dynaamista

skaalautuvuutta ja pitkédn aikavélin kustannustehokkuutta.
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8.2 Tutkimuksen kdytannon merkitys ja teoreettinen kontribuutio

Kédytdnnon tasolla tutkimus tarjoaa toimeksiantajalle konkreettisen ja perustellun suunnan
analytiikkaympdriston kehittimiseen. Tyon merkittévin liikketoiminnallinen arvo muodostuu
uuden operatiivisen jérjestelmidn aiheuttaman datan siiloutumisen ratkaisemisesta ja
raportointikerroksen yksinkertaistamisesta. Vaikka arkkitehtuuri sdilyy taustaratkaisuiltaan
yhd hajautuneena Azure-alueiden vililld, ehdotettu Databricks-pohjainen data lakehouse -
arkkitehtuuri kokoaa tiedon keskitetyksi analytiikkatietokannaksi, jossa organisaatio voi
toteuttaa  kaikelle analytiikkadatalle yhtendisid  késittelyprosesseja.  Keskitetyn
tietokantatason ansiosta myds nykyinen analytiikkalogiikka ja datan yhdistiminen voidaan
siirtdd pois raportointityokaluista, mikd luo organisaatiolle huomattavasti kevyemman,

suorituskykyisemmaén sekd helpommin yllépidettdvén raportointikerroksen.

Lisdksi tutkimus osoittaa kdytdnnon ratkaisut nykyisen arkkitehtuurin hallinnollisiin
pullonkauloihin. Siirtdmalla datan  yhdistdimisen  ja litketoimintalogiikan
raportointitydkalujen semanttisista malleista keskitetylle tietokantatasolle, organisaatio voi
tehostaa merkittévisti dataprosessien uudelleenkiytettivyyttd ja vdhentdd inhimillisten
virheiden riskid. Ty0 tarjoaa myds suoraviivaisen mallin tietoturvan ja pdisynhallinnan
nykyaikaistamiseen integroimalla tietokantatason oikeudet osaksi organisaation keskitettyd
kayttdjatunnustenhallintaa, mikd poistaa erillisten tietokantatunnusten ylldpidosta johtuvan

turvallisuusriskin.

Teoreettinen kontribuutio

Tietojarjestelmd- ja arkkitehtuuritutkimuksen ndkokulmasta tdméd diplomityd tarjoaa
arvokkaan  empiirisen  tapaustutkimuksen  organisaation  analytiikkaympériston
modernisoinnista ja rakenteellisten datasiilojen purkamisesta pilviymparistossd. Vaikka
tutkimuksen  kontekstina  toimii  musiikin  tekijdnoikeusalan  dataintensiivinen
toimintaympdristd, tyon keskeisin tieteellinen arvo muodostuu data lakehouse -konseptien
jaloogisen tiedonhallinnan soveltamisesta hajautetun data-arkkitehtuurin yhtendistamisessa.
Tutkimus konkretisoi, miten tallennuksen ja laskennan eriyttivdt modernit arkkitehtuurit
voivat ratkaista perinteisten kytkettyjen relaatiotietokantojen ja monipalveluympiristdjen

aiheuttamat suorituskyky- ja hallintahaasteet.
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Lisdksi ty0 osallistuu arkkitehtuuritutkimuksen keskusteluun analytiikkalogiikan
optimaalisesta sijoittelusta. Tutkimus vahvistaa teoreettista ymmaérrystd siitd, ettéd
yhtendisten hallintakerrosten, kuten Unity Catalogin hyddyntdminen ja analytiikkalogiikan
siirtdiminen  raportointikerroksesta takaisin  keskitetylle tietokantatasolle vdhentdd
jédrjestelmien monimutkaisuutta ja parantaa datan uudelleenkéytettivyyttd. Ndin ollen
tutkimuksen havainnot ja arkkitehtuuriset valinnat ovat vahvasti yleistettivissé toimialasta
riippumatta organisaatioihin, jotka joutuvat tasapainoilemaan vanhojen relaatiomallien,
uusien operatiivisten jdrjestelmien tuoman tiedon hajaantumisen sekd kasvavien

integraatiohaasteiden vililla.

8.3  Tyon luotettavuus ja jatkotutkimusaiheet

Tutkimuksen  luotettavuutta  ja  onnistumista  voidaan  arvioida  valittujen
tutkimusmenetelmien, aineistonkeruun kattavuuden sekd saavutettujen tulosten
ndkokulmasta. Laadullisen tapaustutkimuksen ja suunnittelututkimuksen yhdistdminen
osoittautui onnistuneeksi valinnaksi. Tapaustutkimus mahdollisti
toimeksiantajaorganisaation nykytilan ja arkkitehtuuristen haasteiden syvillisen
ymmértimisen, mikd loi vélttdméttdomén perustan DSR-metodologian mukaiselle uuden
arkkitehtuurimallin ~ suunnittelulle. Suora pddsy organisaation jdrjestelmiin ja
dokumentaatioon poisti vélilliseen tietoon liittyvid epédvarmuuksia ja mahdollisti
objektiivisen teknisen analysoinnin. Liséksi organisaation sisdisen datatiimin osallistaminen
tyopajojen kautta sekd ulkopuolisten asiantuntijoiden haastattelut toivat tutkimukseen
tarvittavaa ndkokulmaa, jolla varmistettiin, ettd arkkitehtuuriset valinnat pohjautuivat

teorian liséksi alan parhaisiin kdytantdihin.

Tutkimukseen ja sen tuloksiin liittyy kuitenkin rajoitteita, jotka muodostavat luonnollisen
lahtokohdan  arkkitehtuurin  jatkokehitykselle. DSR-metodologian ~ mukainen
arkkitehtuuriehdotuksen arviointi toteutettiin ty0ssd tyOpajassa kdytynd keskusteluna
varsinaisen teknisen tuotantotestauksen sijaan. Tyon rajauksista johtuen esimerkiksi
arkkitehtuurin syvéllinen kustannusten tarkastelu jétettiin kokonaan tutkimuksen
ulkopuolelle. Koska uusi arkkitehtuuri nojaa voimakkaasti dynaamisesti skaalautuvaan ja
kulutuspohjaiseen laskentaan, tarkan kustannusmallin luominen on haastavaa ilman

tuotantokuorman mittaamista. Tastd syystd organisaatiolle suositellaan erillisen ja kattavan
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kustannusanalyysin toteuttamista ennen arkkitehtuurin varsinaista implementointia.
Kustannusanalyysin rinnalla organisaation on vélttimitontd suorittaa myos tarkempi
toimintoanalyysi, jonka avulla médritelldén ja valitaan, mitd uuden alustan tarjoamista

lukuisista ominaisuuksista ja teknologioista otetaan lopullisessa toteutuksessa kayttoon.

Tyopajassa kdydyn arvioinnin pohjalta tunnistettiin myos useita puhtaasti teknisid
jatkotutkimusaiheita arkkitehtuurin jalkauttamista varten. Koska tdmé tutkimus keskittyi
loogiseen data-arkkitehtuuriin, analytiikkaympériston taustainfrastruktuuria, kuten
verkkoarkkitehtuuria, ei huomioitu. Arkkitehtuurin tekninen kéyttoonotto vaatii siis erillisté
virtuaaliverkkojen ja tietoturvallisten yhteyskdytdntdjen suunnittelua. Lisdksi organisaation
tulee jatkotutkimuksessaan selvittdd tarkemmin, mitkd Databricks-palvelun tarjoamista
erilaisista laskentaklustereista sopivat suorituskyvyltdén ja kustannusrakenteeltaan parhaiten
juuri heidén tiedonkésittely- ja raportointitarkoituksiinsa. Lopuksi organisaation on
suositeltavaa arvioida vield uudelleen datan fyysistd tallennusmallia Unity Catalog -
ympdristdssd ja pohtia kriittisesti, olisiko arkkitehtuuriechdotuksessa suositeltujen
hallinnoitujen taulujen sijaan ulkoisten taulujen hyddyntdminen sittenkin joustavampi ja

organisaation pitkédn aikavilin tarpeita paremmin palveleva vaihtoehto.
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