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Maksimi-intensiteettiprojektio (MIP) on yksi keskeisimmistä 3D-datan visualisointimene-
telmistä. Se on säteenseurantaan perustuva, lääketieteessä usein käytetty tietokonetomogra-
fian menetelmä, jonka avulla pystytään tutkimaan esimerkiksi ihmisen luustoa, suonistoa
tai syöpäkasvaimia ihmiskehosta. Se toimii lähettämällä vokseleista koostuvan 3D-datan lä-
pi säteitä, jotka tutkivat vokselien sisällä datan instensiteettiarvoja iteraattisesti ja poimivat
niistä suurimman projektiokuvaan. Intensiteettien saamiseksi säteillä tarvitsee olla näytteen-
ottosijainti ja kulkusuunta datan sisällä. Intensiteettien laskemiseen datan vokselien sisällä
tarvitaan myös interpolointia ja säteiden suunnan muutoksiin rotaatiomatriiseja. Isoilla da-
toilla algoritmin suoritus onkin suotuisaa antaa näytönohjaimelle laskettavaksi ja optimoida
suorituskykyä esimerkiksi lohkojen ohituksilla. Menetelmällä on myös omat heikkoutensa,
joista merkittävimpinä pidetään kolmiulotteisen syvyyshahmotuksen puutetta ja kudosten
peittymistä dominoivan tarkastelukohteen alle. Tutkimuksessa huomattiin esimerkiksi, mi-
ten keuhkosyöpäkasvain peittää allensa myös kaikki sen edessä olevat kudokset ja samalla
on vaikea hahmottaa sen sijainti kuvasta säteiden suuntaa kääntämättä. Ongelmia on pyritty
korjaamaan optimoimalla ja muokkaamalla menetelmän algoritmista toimintaa tarpeen mu-
kaan esimerkiksi tutkimalla useita paikallisia intensiteettihuippuja tai ottamalla huomioon
säteen kulkumatka datan sisällä. Myös tekoälyä on alettu valjastaa menetelmän tueksi.



Lyhenneluettelo

� MIP = eng. Maximum Intensity Projection, Maksimi-intensiteettiprojektio.

� CT = eng. Computed Tomography, Tietokonetomografia, TT.

� MRI = eng. Magnetic Resonance Imaging, Magneettikuva.

� NN = eng. Nearest Neighbor, lähimmän naapurin interpolaatio

� GPU = eng. Graphics Processing Unit, Näytönohjain.

� MAP = eng. Maximum Activity Projection, Maksimiaktiivisuusprojektio.

� LMIP = eng. Local Maximum Intensity Projection, Paikallinen maksimi-intensiteetti-
projektio.

� RBFNN = eng. Radial Basis Function Neural Network, Radiaalikantafunktio-neuroverkko.

� UNETR = eng. U-Net Transformer, Transformeriin perustuva U-Net-neuroverkko.

� CNN = eng. Convolutional Neural Network, konvoluutiopohjainen neuroverkko.

� SSD = eng. Shaded Surface Display, Varjostettu pintarenderöinti.

� DVR = eng. Direct Volume Rendering, Suora tilavuusrenderöinti.

� TCIA = eng. The Cancer Imaging Archive, Arkansasin yliopiston ylläpitämä avoin
datapalvelu.

� VTK = eng. The Visualization Toolkit, Kitwaren kehittämä avoimen lähdekoodin vi-
sualisointikirjasto.



Ilmoitukset

Turnitin

Tämän opinnäytetyön alkuperäisyys on tarkistettu Turnitin – samankaltaisuuden tarkastus-
palvelun avulla.

Tekoäly

Tämän opinnäytetyön kirjoittaja Tarmo Litmanen on käyttänyt seuraavia tekoälytyökaluja
opinnäytetyön tekemisessä:

1. Scopus AI

a. Työkalun käytön tarkoitus: Lähdetiedostojen etsiminen tarkemmista aiheista.

b. Selvitys työkalun käytöstä: Auttoi löytämään artikkeleita, joista löytyi tietoa työn
yksityiskohtiin, työssä mikään teksti ei ole kielimallin tuottamaa.

2. GPT-5.3-mini

a. Työkalun käytön tarkoitus: Vaikealukuisten lähdetekstien kääntöapu.

b. Selvitys työkalun käytöstä: Auttoi saamaan joidenkin tekstien sanomasta kiinni
paremmin, työssä mikään teksti ei ole kielimallin tuottamaa.
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Kuvaluettelo

1 Tässä kuution muotoisen datan yksi sivu on 20x20 matriisi. Siitä valitaan

yksi solu esimerkin vuoksi (vas.). Tästä lähtevä säde kulkee datan läpi ja ot-

taa talteen suurimman vastaan tulevan intensiteetin arvon (oik.). Tämä data

on selkeyden vuoksi jaettu vain 10 siivuun, mutta käytännössä tämä antai-

si hyvin epätarkan projektiokuvan. Tässä esimerkissä säde löytää reitiltään

maksimi-intensiteetin datasta vähän ennen puoltaväliä (pun.) ja muualla on

matala intensiteetti (vihr.).

2 Intensiteettikäyrältä säde poimii kulkiessaan maksimiarvon, joka päätyy lo-

pulta projektiokuvaan MIP-menetelmässä. Kuvassa on merkitty pystyviivoil-

la iteraatiot, eli näytteenottopisteet.

3 LMIP-menetelmä poimii jokaisen maksimiarvon säteen kulkureitiltä (vas.),

mutta sille voidaan myös asettaa kynnysarvo häiriöiden ehkäisemiseksi (oik.).

Näytteet eivät välttämättä osu tismalleen intensiteetin huippuihin, jos näyt-

teitä otetaan liian harvassa, mutta tiheämpi näytteidenotto tekisi esimerkki-

graafeista sekavia.

4 Projektioita CMB-PCA-datasetistä valitusta mallista. Henkilön yläruumis ku-

vattuna alapuolelta, jalkojen suunnasta, a) kohtisuorasti ja b) säteet rotaatio-

matriiseilla käännettynä 50 astetta alas ja 30 astetta vasemmalle.

5 Projektio Qin Lung CT -datasetistä valitusta mallista. Henkilön yläruumis

projisoituna kohteen jalkojen suunnasta, a) kohtisuorasti ja b) rotaatiomatrii-

seilla käännettynä 50 astetta alas ja 30 astetta vasemmalle.

6 Qin Lung CT -datan keuhkosyöpäkasvain projisoituna a) alkuperäisestä ku-

vakulmasta säteet rotaatiomatriisilla käännettynä alaspäin 85 astetta ja b) uu-

desta kuvakulmasta ilman kääntämistä, kohtisuoraan kehon etupuolelta.

7 Projektioita Soft-tissue-Sarcoma-datasetistä valitusta mallista. Henkilön rei-

silihaksen kudoksessa olevasta syöpäkasvaimesta otettu MRI-kuva.

8 Projektioita CMB-PCA-datasetistä valitusta mallista. Henkilön yläruumis ku-

vattuna alapuolelta, jalkojen suunnasta, a) siivupaksuudella 5 ja b) siivupak-

suudella 15.
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1 Johdanto

1.1 Taustaa

Maksimi-intensiteettiprojektio (eng. Maximum Intensity Projection, MIP) on yksi 3D-datan

visualisointimenetelmien kulmakivistä. Se on säteenseurantaan perustuva tietokonetomogra-

�an menetelmä, jonka avulla pystytään tutkimaan esimerkiksi ihmisen luustoa ja paikanta-

maan syöpäkasvaimia ihmiskehosta. Lääketieteellisesti menetelmä, ja sen variaatiot, ovat

edelleen laajassa käytössä suoraviivaisuuden vuoksi tekoälyn yleistymisestä ja menetelmän

iästä huolimatta. Sillä pystytään tuottamaan nopeasti korkealaatuisia projektiokuvia muun

muassa CT-skannerin tuottamasta datasta ja magneettikuvista. Tekoäly on hiljattain alkanut

tulla mukaan avustamaan tai jopa korvaamaan MIP-menetelmää, mutta ennen sitä, on ym-

märrettävä MIP-menetelmä ja sen toimintaperiaate läpikotaisin. Se onnistuu implementoi-

malla menetelmä ja käyttämällä sitä oikeaan, vapaasti saatavilla olevaan lääketieteelliseen

3D-dataan.

MIP-menetelmällä on kuitenkin myös omat heikkoutensa, minkä vuoksi menetelmästä on

kehitetty erilaisia variaatioita kattamaan spesi�mpiä lääketieteen tarpeita. Juuri näiden heik-

kouksien vuoksi on myös tekoäly tuotu mukaan tueksi. Menetelmän implementaatio on hyvä

keino havainnollistaa ja tutkia menetelmän tuottamia projektiokuvia ja havainnollistaa kysei-

siä heikkouksia. Projektioissa voidaan havaita esimerkiksi alemman intensiteetin kohteiden

peittymisiä, vaikka olisivatkin datassa etualalla. Tutkimuksessa huomattiin esimerkiksi, mi-

ten keuhkosyöpäkasvain peittää allensa myös kaikki sen edessä olevat kudokset ja samalla

on vaikea hahmottaa sen sijainti kuvasta säteiden suuntaa kääntämättä. Lisäksi kokeillaan

näytteenottopisteiden harventamisen vaikutuksia.

1.2 Työn tavoitteet

Työn tavoitteena on tutustua maksimi-intensiteettiprojektioon 3D-datan visualisointimene-

telmänä sekä käytännössä että algoritmin tasolla. Työssä tutkitaan, miten MIP-menetelmän

ominaisuudet, matemaattiset taustat, kehitys, heikkoudet ja algoritminen toiminta vaikutta-

vat toinen toisiinsa. Tätä lähestyttäessä tutkitaan, mihin menetelmää käytetään, miten se toi-

mii, mitä rajoituksia sillä on ja miten se on kehittynyt eteenpäin. Lisäksi työssä tutkitaan

MIP-menetelmän eri variaatioita ja vastaavanlaisia muita menetelmiä, joita käytetään samal-

la tavalla. Työssä pyritään myös havainnollistamaan algoritmista toimintaa demon avulla,

jonka avulla nähdään, miltä menetelmän tuotokset näyttävät ja miten sen heikkoudet ovat

havaittavissa niistä.
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1.3 Työn rakenne

Luvussa 2 käydään läpi MIP-menetelmän käyttötarkoitusta ja toimintaa niin käytännön kuin

myös matemaattisen teorian ja algoritmin tasolla. Lisäksi tutkitaan, mistä menetelmä on saa-

nut alkunsa ja mitä heikkouksia siitä löytyy.

Luvussa 3 katsotaan eri keinoja, joilla MIP-menetelmän heikkouksia on pyritty korjaamaan.

Luvussa käydään läpi myös muutama vaihtoehtoinen menetelmä MIP:lle ja verrataan niitä

siihen.

Luvussa 4 käydään läpi demon toteutus. Siinä katsotaan, miten algoritmi on toteutettu ja

mitä tuloksia sillä saatiin. Luku sisältää sanallisen selityksen algoritmin ideasta, pseudokoo-

dia selityksen tueksi sekä lopputulokseksi saadut projektiokuvat. Demon kokonainen koodi

löytyy työn liitteistä.

Luvussa 5 tutkitaan demon tuotoksia tarkemmin, tunnistetaan kuvista mainittuja MIP-me-

netelmän ongelmia ja tehdään johtopäätöksiä. Mietitään myös, mitä ominaisuuksia itse de-

mossa voisi olla paremmin ja mitä se vaatisi, jotta se saavuttaisi täyden interaktiivisuuden

muiden visualisointiohjelmien tapaan.
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2 MIP-menetelmän toiminta ja käyttö

Tässä luvussa tutustutaan yleisesti maksimi-intensiteettiprojektio (eng. Maximum Intensity

Projection, MIP) -menetelmän käyttötarkoitukseen ja toimintaan. Menetelmän avulla visua-

lisoidaan (kolmiulotteista) dataa muutamassa eri tarkoituksessa, mutta melkein aina se on

käytössä työkaluna nimenomaan lääketieteessä. Luvussa käydään myös menetelmän mate-

maattinen tausta sen toiminnasta, menetelmän heikkouksia ja historiaa.

2.1 Käyttötarkoitus

Maksimi-intensiteettiprojektio (eng. Maximum Intensity Projection, MIP) on säteenseuran-

taa hyödyntävä lääketieteellinen visualisointimenetelmä, jonka avulla voidaan mallintaa ih-

miskehoa. Se on olennainen työkalu muun muassa tietokonetomogra�an (eng. Computed

Tomography, CT) ja magneettikuvien (eng. Magnetic Resonance Imaging, MRI) visualisoin-

tiin. Sen avulla pystytään tuottamaan laadukkaita projektiokuvia nopeasti. Usein sitä käy-

tetään kartoittamaan ihmisten tai muiden eläinten luustoa. Sen avulla voidaan diagnosoida

luiden murtumia vaikeistakin paikoista. [1]

MIP-menetelmä on myös olennaisessa roolissa syöpäkasvainten etsinnässä ja visualisoinnis-

sa. Sen avulla todetaan muun muassa rintasyöpää tai keuhkosyöpää potilailla [2]. Kasvain

näkyy projektiossa valkoisena ja kirkkaana, joten se erottuu selvästi ympäröivistä kudoksis-

ta. Voidaan siis todeta, kuinka pitkälle syöpä on edennyt ja missä kasvain sijaitsee tarkalleen.

Tämän tiedon avulla voidaan suunnitella hoidon jatkamista potilaalle. Esimerkiksi rintasyö-

päpotilailla MIP-menetelmä variaatioineen nopeuttaa tilanteen kartoittamista noin 60-70%

verrattuna manuaaliseen CT-skannauksen tutkimiseen, samalla parantaen verisuonten jatku-

vuuden hahmottamista ja ehkäisten niiden jäämisen huomaamatta. [3]

MIP-menetelmällä voidaan tutkia myös verisuonten kulkua ihmiskehossa. Myös pienet ve-

risuonet ovat hyvin tärkeitä paikantaa potilaan diagnoosien muodostamiseksi. [4] Verisuon-

ten visualisointia varten ne täytyy ensin käsitellä varjoaineella, jotta ne näkyisivät kuvassa

selvästi kirkkaampina kuin ympäröivät kudokset luuston tapaan. Suonet eivät sellaisenaan

erotu intensiteetiltään ympäröivästä kudoksesta. Tämä pätee etenkin mikroverenkierrossa,

jota esiintyy ontoissa, ohutseinäisissä sisäelimissä, kuten mm. vatsalaukussa, suolistossa ja

sappirakossa, joiden seinämien paksuus on vain muutamia millimetrejä. [5] Varjoaineen ja

MIP-menetelmän avulla voidaan visualisoida oikeastaan mitä vain, mitä lääketieteessä satu-

taan tarvitsemaan.

Lääketieteen alalla MIP on ylivoimaisesti laajimmassa käytössä, mutta se ei kuitenkaan ole

ainut paikka, josta siitä on hyötyä. MIP-menetelmää käytetään myös teollisuusaloilla me-
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kaanisten rakenteiden vikojen havaitsemiseen [1].

2.2 Toimintaperiaate

Kun 3D-dataa katsotaan kohtisuorasti valitusta kuvakulmasta, se voidaan jakaa ”siivuihin”,

jotka ovat jonossa peräkkäin. Jokainen siivu koostuu keskenään yhtä monesta pikselistä. Sii-

vut voidaan ajatella matriiseina, joiden solut ovat tässä 3D-datan tapauksessa pieniä kuutioi-

ta, vokseleita. Ensimmäisen siivun jokaiselle pikselille asetetaan säde, joka lähtee kulkemaan

koko siivujonon eli datan läpi mitaten samalla intensiteettiä jokaisessa siivussa iteratiivisesti.

Vokseleista säteet ottavat talteen suurimmat löytämänsä intesiteettiarvot, kuten graa� kuvas-

sa 2 havainnollistaa. Lopputulos on 2D-projektio datasta, missä on valkoisella korostettuna

tutkittava kohde. Matalan intensiteetin kohteet projektiossa näkyy tummalla harmaan sävyllä

tai mustalla. [6, 7]

Kuva 1: Tässä kuution muotoisen datan yksi sivu on 20x20 matriisi. Siitä valitaan yksi solu
esimerkin vuoksi (vas.). Tästä lähtevä säde kulkee datan läpi ja ottaa talteen suurimman
vastaan tulevan intensiteetin arvon (oik.). Tämä data on selkeyden vuoksi jaettu vain 10
siivuun, mutta käytännössä tämä antaisi hyvin epätarkan projektiokuvan. Tässä esimerkissä
säde löytää reitiltään maksimi-intensiteetin datasta vähän ennen puoltaväliä (pun.) ja muualla
on matala intensiteetti (vihr.).

MIP-menetelmän tarkkuutta voidaan säätää muuttamalla siivujen määrää. Kun siivuja on vä-

hän, ne ovat paksuja ja kuvasta tulee hyvin epätarkka vähäisen näytteiden määrän ja tiheyden

vuoksi. Tämä mahdollistaa kuitenkin 3D-datan käsittelyn myös heikomman suorituskyvyn

laitteilla, kuten tablettitietokoneilla [8]. Jos tarvitaan tarkkaa projektiokuvaa, siivujen mää-

rää täytyy kasvattaa, mutta tietokoneen laskettava taakka kasvaa. MIP-menetelmän toimin-

nan esimerkissä pieni siivujen määrä kuitenkin helpottaa hahmottamista, kuten kuvassa 1.

Koska MIP etsii säteen globaalin maksimiarvon, projektion kannalta ei ole merkitystä, kul-

keeko säde edestä taakse vai takaa eteen [9].
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Intensiteetin poiminta MIP-menetelmässä

Kuva 2: Intensiteettikäyrältä säde poimii kulkiessaan maksimiarvon, joka päätyy lopulta pro-
jektiokuvaan MIP-menetelmässä. Kuvassa on merkitty pystyviivoilla iteraatiot, eli näytteen-
ottopisteet.

2.3 Algoritmi

MIP-menetelmä vaatii tietokoneelta laskutehoa, mutta on kuitenkin matemaattisesti varsin

yksinkertainen. Yksinkertaisin tapaus MIP-menetelmän suorituksesta 3D-datalle on, kun

katselupiste on kohtisuorassa dataa vastaan, kuten edellisessä esimerkissä.

Merkitään intensiteettiä kirjaimella C. Tällöin jokaisen yksittäisen näytteenoton jälkeen säde

kantaa mukanaan arvoa Cout. Se saadaan kaavalla

Cout = max(Cout;C(r(i))); (1)

missä C(r(i)) on sen vokselin intensiteetti, missä säde sijaitsee ja r(i) on 3D-koordinaatti,

eli paikkavektori (r(i) = (x;y;z)) pisteelle, jossa näyte on otettu vertailuun [1]. Indeksillä

i = 1;2;3; : : : iteroidaan säteen sijaintia, eli näytteenoton paikkavektoria r(i). Kun säde liik-

kuu kohtisuorassa datan sivua vastaan, näytteenottopisteen x- ja y-koordinaatit pysyvät va-

kioina, koska liikutaan z-akselin suuntaisesti. Kaavassa (1) käytännössä verrataan joka vok-

selin arvoa aiemmin löydettyyn maksimiin ja valitaan niistä suurempi maksimiksi seuraavan

arvon vertailuun. Jos sijainnissa r(i) intensiteetti on suurempi, kuin talteen otettu aiempi

maksimi-intensiteetti Cout, vanha arvo korvataan arvolla C(r(i)), josta tulee uusi Cout. Näyt-

teen sijainti r(i) lasketaan kaavalla

r(i) = v+ i � d(x;y); (2)

missä v on katselupiste, eli käytännössä kameran paikkavektori, d(x;y) on säteen suuntavek-
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tori, sekä (x;y) ovat kyseisen säteen tuoman intensiteettiarvon pikselikoordinaatit projek-

tiossa [1]. Esimerkiksi kuvassa 1 on kuution muotoinen 3D-data, jota tarkastellaan tietystä

suunnasta, eli katselupisteestä v ja valitusta suunnasta lähtee kulkeutumaan säde kulkusuun-

tavektorin d(x;y) suuntaisesti. Kun kaavassa (2) kasvatetaan iteraation i arvoa, säde liikkuu

siivu kerrallaan eteenpäin datassa. Kun säde on ottanut näytteet kaikista siivuista, kaavasta

(1) talteen jäävä arvo Cout muutetaan projektion (x;y)-koordinaattien pikselin intensiteettiar-

voksi.

Usein dataa kuitenkin tarkastellaan jossakin muussa asennossa kuin kohtisuoraan datan sivua

vastaan. Tällöin säteen suuntavektori d(x;y) ei kulje suoraan vokselien läpi, vaan viistosti.

Säteen kulkiessa viistosti näytteenottopisteen x- ja y-koordinaatitkaan eivät pysy enää vakio-

na, jolloin joudutaan tekemään pisteelle interpolaatiota. Yksi helppo ja nopea keino tähän

on lähimmän naapurin (eng. Nearest Neighbor, NN) interpolaatio, mutta se antaa epätarkan

kuvan tarkasteltavasta kohteesta ja datan kääntäminen vähänkin voi aiheuttaa suurta laskos-

tumista kuvaan. [4] Laskostuminen tarkoittaa sitä, että projektiokuvassa esiintyy datapistei-

den päällekkäisyyttä, mikä aiheuttaa kuvissa näkyviä epänormaaleja ja usein säännöllisesti

aaltoilevina kuvioina havaittavia häiriöitä [10].

Parempi keino säteiden interpoloinnille on trilineaarinen interpolaatio [4]. Lineaarisessa in-

terpoloinnissa arvioidaan pisteen arvoa janalla sen sijainnin perusteella verrattuna janan pää-

tepisteisiin. Tätä paljon tietokonegra�ikassa käytettyä funktiota kutsutaan nimellä “lerp”.

Trilineaarisessa interpoloinnissa arvon suuruutta arvioidaan 3D-avaruudessa kuution sisällä,

tässä tapauksessa vokselissa. Silloin on tiedossa vokselin kaikkien kahdeksan kulman inten-

siteettiarvot ja pisteen arvo vokselin sisällä lasketaan painotetusti riippuen sen etäisyydesta

vokselin kulmiin. [11]

Olkoon vokselina kuutio, jonka kulmat ovat

V1 = (x 0;y0;z0);V2 = (x 0;y0;z1);V3 = (x 0;y1;z0); : : : ;V8 = (x 1;y1;z1) 2 R 3

ja sen sisällä mielivaltainen piste p = (x;y;z) 2 R3. Tiedetään kulmien intensiteettiarvot ja

halutaan saada pisteen p intensiteettiarvo C(p) trilineaarisella interpoloinnilla. Se saadaan
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kaavalla

C(p) =
�

x1 � x
x1 � x 0

� �
y1 � y
y1 � y 0

� �
z1 � z
z1 � z 0

�
C(V1)

+
�

x1 � x
x1 � x 0

� �
y1 � y
y1 � y 0

� �
z � z 0

z1 � z 0

�
C(V2)

+
�

x1 � x
x1 � x 0

� �
y � y 0

y1 � y 0

� �
z1 � z
z1 � z 0

�
C(V3)

: : :

+
�

x � x 0

x1 � x 0

� �
y � y 0

y1 � y 0

� �
z � z 0

z1 � z 0

�
C(V8);

(3)

missä (x;y;z) ovat pisteen p koordinaatit ja (C(V1);C(V2); : : : ;C(V3)) kulmien intensiteettiar-

vot. [11] Vokselien arvot ovat yleensä kokonaislukuindekseissä, kuten esimerkiksi koordi-

naateissa (2; 4; 7), mutta trilineaarinen interpolaatio mahdollistaa säteelle saada arvoja myös

desimaalisissa indekseissä, kuten (2,2; 3,7; 6,9). Interpolointi voidaan tehdä myös kompo-

nenteittain akseleille ottamalla yhteisiä tekijöitä kaavasta (3).

Jotta saadaan data projektiokuvassa kääntymään, säteiden suuntaa täytyy muuttaa. Pieni da-

tan liikahdus voidaan vielä laskea käyttäen edellistä suuntavektoria d(x;y) ja rotaatiomatrii-

sia R, mutta suurempi pyöräytys johtaa siihen, että säteiden suunta poikkeaa liikaa katselu-

kulmasta, jolloin kuva vääristyy. Pienessä liikutuksessa suuntavektori d(x;y) voidaan päivit-

tää kaavalla

d0(x;y) = Rd(x;y); (4)

jossa d0(x;y) on uusi säteen suuntavektori ja R sen rotaatiomatriisi. Kun säteiden suuntaa

halutaan kääntää x-akselin suunnassa, rotaatiomatriisi Rx on muotoa

Rx =

2

6
4

1 0 0

0 cos(f ) �sin(f )

0 sin(f ) cos(f )

3

7
5 ; (5)

missä f on säteiden kääntökulman suuruus. Vastaavasti, jos halutaan kääntää säteiden suun-

taa y-akselin suunnassa, rotaatiomatriisi Ry on muotoa

Ry =

2

6
4

cos(q) 0 sin(q)

0 1 0

�sin(q) 0 cos(q)

3

7
5 ; (6)

missä q on säteiden kääntökulman suuruus. [12] Molempia rotaatiomatriiseja voidaan käyt-

tää samanaikaisesti kertolaskulla

R = RxRy; (7)
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missä kuvaa käännetään ensin x-akselin ja sitten y-akselin suunnassa. Myös z-akselin suun-

nassa voidaan kääntää dataa Rz matriisilla, mutta se on harvoin käytännössä hyödyllistä. Jos

dataa halutaan tarkastella kokonaan eri suunnasta, täytyy myös katselupisteen paikkaa vaih-

taa, eikä vain kääntää säteiden kulkusuuntaa.

Säteenseurannasta huolimatta MIP-menetelmä on tietokoneelle laskennallisesti varsin kevyt.

Sillä voidaan tuottaa korkealaatuisia ja monikäyttöisiä projektiokuvia nopeasti [13], minkä

vuoksi se on edelleen laajasti käytössä lääketieteessä ja sairaanhoidossa. Se ei sellaisenaan

kuitenkaan ole muihin visualisointimenetelmiin verrattuna kevyin, koska siinä tarkastellaan

ja käydään läpi jokainen 3D-datan siivu, vaikka muutosta projektiokuvaan ei viimeisillä enää

tulisikaan. Teknologian kehittyessä datan resoluutio kasvaa koko ajan, mikä lisää kuvien

tarkkuutta, mutta hidastaa huomattavasti projektioiden laskemista [14]. Menetelmää joudu-

taan optimoimaan.

MIP-menetelmän suorittamista pystytään helpottamaan kiihdyttämällä sitä näytönohjaimen

(eng. Graphics Processing Unit, GPU) avulla, mutta pelkkä GPU:n käyttö ei välttämättä

riitä saamaan mallintamisesta interaktiivista, vaikka se mahdollistaakin usean säteen laske-

misen samanaikaisesti säikeiden avulla. Laskennan optimointi on erityisesti tarpeen silloin,

kun dataa käännellään paljon. [14] Interaktiivisuuden saavuttamiseksi dataa visualisoides-

sa algoritmin tulee suorittaa projektio tarvittaessa kymmeniä kertoja sekunnissa, jotta datan

pyörittäminen ruudulla olisi sulavaa. Sitä varten tarvitaan optimointia usein myös GPU:lla

kiihdytettyyn laskemiseen.

Kiihdytystä voidaan optimoida esimerkiksi ohittamalla tyhjä tila datasta tai pysäyttämällä sä-

teen kulku ennakkoon, kun tarkasteltavan kohteen takana olevat kudokset eivät vaikuta enää

lopputulokseen. [14] Yleinen tapa optimoida laskemista on ns. lohkon ohitus. Siinä data on

jaettu saman kokoisiin, kuution muotoisiin lohkoihin, jotka koostuvat useasta vokselista. Jo-

kaiselle lohkolle lasketaan jo datan latausvaiheessa paikallinen intensiteetin maksimiarvo ja

se tallennetaan muistiin. Jos MIP:n suorituksen aikana säteen saapuessa lohkon luokse se on

jo löytäny itselleen suuremman arvon kuin lohkon paikallinen maksimi, koko lohko voidaan

ohittaa, koska siellä ei ole mahdollista tulla vastaan suurempaa arvoa kuin jo löytynyt maksi-

mi. Lohkojen reunojen ulkopuolella olevat vokselit täytyy myös ottaa huomioon paikallisen

maksimin selvittämisessä, eli tarvitaan pientä päällekkäisyyttä, jotta trilineaarinen interpo-

laatio toimii oikein laskettaessa intensiteettiä lohkon reunalla. [1] MIP-menetelmän ollessa

nopea keino projektiokuvien luomiseen, sisältää se myös heikkouksia, joita ei suorituskykyä

optimoimalla voida korjata.
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2.4 Heikkouksia

MIP-menetelmän yksinkertainen toimintaperiaate johtaa sen muutamiin heikkouksiin. Mer-

kittävimpänä ongelmana menetelmässä ilmenee päällekkäisten kudosten hahmotuksen vai-

keus. Jos suurinpiirtein saman intensiteetin kudoksia on valitusta katselupisteestä katsottuna

päällekkäin, kuvassa ne eivät erotu millään tavalla toisistaan. [15] Tämän lisäksi kaikki muu

kudos peittyy kuvassa kirkkaan valkoisen rakenteen alle kokonaan, oli kudos sitten sen edes-

sä tai takana [16]. Projektiokuvassa voi olla myös vaikea erottaa, mitä on kuvassa etualalla

ja mitä taustalla.

Projektiokuvaan voi tulla myös häiriöitä useastakin eri syystä. Pienet liikkeet CT-skannausta

tehdessä, kuten potilaan hengitys ja verisuonten pulsaatio ovat yleisiä syitä kuvan epäselkey-

delle. Jos potilaalla on verisuonissa kalkkeutumaa, sekin voi näkyä kuvassa erikseen valkoi-

sena tahattomasti. [13] Lisäksi alle millimetrin paksuisia suonia mikroverenkierrossa ei aina

pystytä paikallistamaan oikein. Kuvissa suonet saattavat venyä, siirtyä tai kadota kokonaan

kuvakulmasta riippuen, mikä jättää kuviin ylimääräistä tulkinnanvaraisuutta. [3] Lisäksi las-

kostuminen on yleinen häiriö, joka johtuu projektion liiasta epätarkkuudesta.

2.5 Historiaa

Tietokonetomogra�a kehitettiin 1970-luvun alussa ja ensimmäinen oikea CT-skanneri otet-

tiin käyttöön Lontoossa 1972. Skanneri oli brittiläisen EMI:n valmistama ja ensimmäinen

kuva sillä otettiin potilaan päästä. [17] CT on edelleen jatkuvassa käytössä sairaaloissa, jois-

sa sillä saadaan arvokasta tietoa potilaista ja heidän kehoistaan.

Ensimmäiset julkaisut säteenseurannan käytöstä 3D-datan käsittelyn apuna julkaistiin vuon-

na 1978. Silloin L. Harris, R. Robb, T. Yuen ja E. Ritman [18] esittelivät additiivisen repro-

jektion menetelmän, jossa säteiden avulla otetuista näytteistä laskettiin intensiteettien kes-

kiarvot tai summat projektioon. Menetelmää kutsutaan nykyisin helpommin summaprojek-

tioksi. Tässä ja muissa saman ikäluokan menetelmissä kaikki datan vokselit vaikuttivat pro-

jektioon saman verran, mikä aiheuttaa projektiossa läpikuultavuutta ja sumentumista. [19]

Vuonna 1988 tuli julkisuuteen ensimmäinen moderni tilavuusrenderöintimenetelmä. Sen ke-

hittivät R. Drebin, L. Carpenter ja P. Hanrahan ja se loi perustan nykyiselle ajatusmallil-

le tilavuuden mallintamisesta. Aikaisemmin vokselit olivat olleet vain näytteenottopisteitä,

kunnes niitä alettiin pitää oikeina materiaalisina paloina mallista. [19]

Yksi ensimmäisistä artikkeleista, joissa maksimi-intensiteettiprojektio esiteltiin varhaisessa

muodossaan julkaistiin 1989, jolloin se tunnettiin nimellä maksimiaktiivisuusprojektio (eng.

Maximum Activity Projection, MAP). Sen julkaisi J. Wallis, T. Miller, C. Lerner ja E. Klee-
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rup Washington Universityssa St. Louisissa. [6] Sen jälkeen algoritmia on kehitetty eteen-

päin useaan otteeseen ja etenkin sen syvyyden hahmotusongelmaa on pyritty ratkaisemaan

implementoimalla siitä erilaisia variaatioita.

Nykyisin MIP on visualisoinnin perusmenetelmä, joka löytyy lähes kaikista visualisointioh-

jelmista. Se löytyy muun muassa The Visualisation Toolkitistä (VTK) [20], Matlab Volume

Vieweristä [21] ja OsiriX:stä [22].
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3 Variaatiot ja vaihtoehtoiset menetelmät

MIP-menetelmä on kehittynyt vuosien varrella tehokkaammaksi. Osa sen kehityskaarta on

luonnollisesti sen uudistaminen ja päivittäminen toimimaan hieman eri tavoilla vastaamaan

erilaisia tarpeita ja korjaamaan perinteisen MIP-menetelmän heikkouksia.

3.1 MIP-menetelmän variaatioita

MIP-menetelmän heikkouksia on pyritty korjaamaan muun muassa ottamalla enemmän ar-

voja talteen, painottamalla säteen syvyyttä datassa ja ottamalla koneoppiminen mukaan pro-

jektion luontiprosessiin. Kaikissa MIP-menetelmän variaatioissa perustoiminnallisuus on kui-

tenkin sama; otetaan säteenseurannalla intensiteetin maksimiarvo talteen ja syötetään projek-

tiokuvaan.

3.1.1 LMIP

MIP-menetelmä on hyvä ratkaisu visualisointiin, mutta kun jäädään kaipaamaan enemmän

kolmiulotteista hahmotusta perinteiseen MIP-menetelmään, voidaan hyödyntää paikallisen

maksimin intensiteettiprojektiota (eng. Local Maximum Intensity Projection, LMIP). Tämä

menetelmä toimii juuri niin kuin MIP, mutta tässä säde ottaa talteen jokaisen paikallisen

maksimiarvon globaalin maksimin sijasta. Projektiossa näkyy säteen saavuttama ensimmäi-

nen huippu, mikä estää perinteisessä MIP-kuvassa esiintyvää dominointia ja parantaa projek-

tion kolmiulotteista hahmottamista. Kuvasta voidaan tällöin nähdä paremmin, miten kuvassa

päällekkäin olevat asiat ovat sijoittuneet toisiinsa nähden. [16] Graa�ssa 3 a) on havainnol-

listettu säteen poimimia intensiteettiarvoja sen kulkureitiltä.

LMIP ottaa talteen jokaisen paikallisen maksimin, mikä voi aiheuttaa kuvassa häiriötä tai

kohinaa, kun intensiteetti säteen varrella heilahtelee vain vähän tai pysyy suunnilleen va-

kiona. Tämä häiriö päätyy projektioon, jos LMIP-menetelmää käytetään sellaisenaan. Tätä

varten LMIP-algoritmille annetaan yleensä parametrina intensiteetille jokin kynnyarvo, jon-

ka alapuolelta intensiteettejä ei oteta lainkaan huomioon. LMIP tarkastelee vain paikallisia

maksimeita kynnysarvon yläpuolelta, kuten graa�ssa 3 b). Jos kynnysarvo on suurempi kuin

mikään paikallisista maksimeista, toimii algoritmi perinteisen MIP-algoritmin tapaan. Liian

matala kynnysarvo puolestaan jättää kohinan kuvaan. Kynnysarvo pyritään säätämään siten,

että vain korkeimmat ja tutkimuksen kannalta merkitykselliset maksimit jäävät sen yläpuo-

lelle, mutta se voi olla vaikeaa. Siksi säteen on kuljettava koko datan läpi varmistaakseen

halutun arvon saamisen projektioon. Säteen pysäyttäminen ensimmäiseen paikalliseen mak-

simiin voi aiheuttaa häiriön joutumista projektioon kynnysarvosta huolimatta. [16, 23]
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säteen matka datassa (i)
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a) LMIP ilman kynnyarvoa

max

max

max
kynnysarvo

säteen matka datassa (i)

b) LMIP kynnysarvon kanssa

Kuva 3: LMIP-menetelmä poimii jokaisen maksimiarvon säteen kulkureitiltä (vas.), mutta
sille voidaan myös asettaa kynnysarvo häiriöiden ehkäisemiseksi (oik.). Näytteet eivät vält-
tämättä osu tismalleen intensiteetin huippuihin, jos näytteitä otetaan liian harvassa, mutta
tiheämpi näytteidenotto tekisi esimerkkigraafeista sekavia.

3.1.2 Syvyyspainotteinen MIP

Toinen kolmiulotteista hahmottamista parantava variaatio MIP-menetelmälle on sen syvyys-

painottaminen. Tämä tarkoittaa sitä, että ensin tutkitaan säteen reitiltä ensimmäisen mak-

simiarvon syvyys datassa, minkä jälkeen seuraavat maksimiarvot painotetaan sen mukaan,

kuinka kaukana sen takana ne ovat. Tyypillisesti syvemmällä datassa esiintyvät, eli kauem-

pana kamerasta olevat, maksimiarvot näytetään himmeämpinä kuin lähellä olevat. [4]

Suoraan z-akselin suuntaisesti sädettä seurattaessa syvyyspainotteisuus saadaan aikaiseksi

kaavalla

Ix;y = max
z=1

(e�m rzCx;y;z); (8)

missä Ix;y on intensiteettiarvo projektion koordinaateissa (x;y), Cx;y;z on yhden vokselin in-

tensiteetti 3D-datasta, e�m rz on syvyyden mukaan vaimentava kerroin, mr on ennalta valittu

vaimennuksen jyrkkyys ja z on iteraattori, samalla osoittaen näytteenoton sijainnin (x;y;z)

datassa. [7]

Käytännön tasolla kuitenkin halutaan saada syvyyspainotteisuus aikaiseksi myös muista ku-

vakulmista. Se tapahtuu lisäämällä kaavaan (1) kerroin e�m r i , jossa i toimii näytteiden ite-

raattorina. Kaava on tällöin

Cout = max(Cout;e�m r iC(r(i))); (9)

missä r(i) on saadaan kaavalla (2). Kertoimessa i on iteraatio ja mr :n arvoa muuttamalla
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voidaan säätää vaimennuksen tehoa.

3.1.3 Koneoppiminen MIP-menetelmän apuna

Yksi esimerkki koneoppimisen hyödyntämisestä visualisoinnissa on U-RBFNN, joka yh-

distää U-verkon ja Radiaalikantafunktio-neuroverkon (eng. Radial Basis Function Neural

Network, RBFNN) koneoppimisominaisuudet datan käsittelyn tueksi. Tässä menetelmässä

data syötetään joko 3D-datan muodossa tai pinona peräkkäisiä 2D kuvia U-verkkoon, joka

tunnistaa rakenteita ja parantaa yksityiskohtia datan jokaisesta siivusta erikseen. Seuraavaksi

jokainen paranneltu kuva syötetään RBFNN-neuroverkolle, joka yhdistelee jokaisesta ku-

vasta pikselit yhdeksi projektioksi. Lopputulosten laatuja on MIP-projektioihin vertaillut ja

arvioinut lääkärit subjektiivisesti sekä mittarit objektiivisesti ja menetelmä on näin todettu

toimivaksi. [15]

Myös kohteiden tunnistamiseen datasta on käytetty koneoppimista hyödyksi. Swin U-Net

Transformer (Swin UNETR) on tekoälyarkkitehtuuri, joka kehitettiin alunperin aivokasvain-

ten paikantamiseen, mutta on otettu myöhemmin käyttöön myös muihin syöpätyyppeihin,

kuten rintasyöpään. [3, 24] Swin UNETR koostuu myös kahdesta osasta; Swin Transformer

-osasta ja konvoluutiopohjaisen neuroverkon (eng. Convolutional Neural Network, CNN)

tyyppisestä osasta, mitkä keskenään muodostavat U-Net-tyyppisen kokonaisuuden. Mene-

telmässä 3D-data jaetaan palasiin ja syötetään Swin Transformerille, joka erottelee palasis-

ta ominaisuuksia viidellä eri resoluutiolla oppiakseen koko kokonaisuuden suurta pohjaa ja

pieniä yksityiskohtia myöten. Nämä piirteet syötetään lopuksi CNN-tyyppiseen osaan, joka

muokkaa Swin Transformerin erittelemät ja tunnistamat osat tarkasteltavaksi kokonaisuu-

deksi. [24]

3.2 Summaprojektio

Kappaleessa 2.5 mainittu summaprojektio (summed projection) on yksi varhaisimmista sä-

teenseurantaa hyödyntävistä menetelmistä. Summaprojektiossa lasketaan kaikki säteen in-

tensiteetit yhteen sen sijaa, että niistä etsittäisiin maksimiarvo. Kun lasketaan suoraan z-

akselin suuntaan, se voidaan tehdä kaavalla

Ix;y = å
z=1

Cx;y;z; (10)

missä Ix;y on intensiteettiarvo projektion koordinaateissa (x;y), Cx;y;z on yhden vokselin in-

tensiteetti 3D-datasta ja z on iteraattori samalla toimien näytteenoton sijainnin osoittimena.
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[7] Jos halutaan katsoa dataa eri kuvakulmista, niin on käytettävä kaavaa

Ix;y = å
i=1

C(r(i)); (11)

missä r(i) on kaavalla (2) saatu näytteenoton paikkavektori ja C(r(i)) on intensiteetti tässä

r(i):n osoittamassa sijainnissa kaavan (1) tavoin. Lisäksi voidaan myös laskea intensiteet-

tien keskiarvo helposti lisäämällä kaavan eteen kerroin1
N , jossa N on läpikäytävien siivujen

kokonaismäärä.

Summaprojektiossa joudutaan mahdollisesti leikkaamaan datasta pois kiinnostuksen kohteen

edessä ja takana olevat rakenteet, koska ne aiheuttavat häiriötä lopputulokseen. Häiriöiden

ehkäisemiseksi on myös mahdollista tehdä mallinnus siten, että annetaan intensiteetille kyn-

nysarvo, jonka alittavat vokselit nollataan ennen summaamista. [6]

3.3 SSD

Varjostettu pintarenderöinti (eng. Shaded surface display, SSD) on visualisointimenetelmä,

jonka avulla mallinnetaan kolmiulotteista dataa kuvaksi MIP:n tapaan. Lopputuloksessa on

kuitenkin havaittavissa suuri ero. SSD-mallinnuksesta tuloksena tulee tarkka ja selvästi kol-

miulotteinen pinta. Sen avulla esimerkiksi ihmisen luustosta saadaan hyvin selkeä ja realis-

tinen kuva. SSD-menetelmässä ei ole MIP-menetelmässä esiintyvää heikkoutta päällekkäi-

syyksien hahmottamisen kanssa; takana oleva pinta peittyy aina edessä olevan taakse. [16,

25] Menetelmä eroaa MIP:sta suurelta osin myös siten, että seurattava säde pysähtyy, kun

pinta löytyy, eikä kulje sen läpi laskien myös kaikkia sen takana olevia intensiteettiarvoja.

Säde löytää mallinnettavan pinnan ennakkoon asetetulla intensiteetin kynnysarvolla, jonka

ylittyessä säde pysähtyy. Tämä tarkoittaa samalla sitä, että ympäröivät kudokset eivät näy

kuvassa lainkaan. [16, 26]

3.4 DVR

Suora tilavuusrenderöinti (eng. Direct Volume Rendering, DVR) on visualisointimenetelmä,

joka yhdistää 3D-datasta kaiken informaation yhteen projektiokuvaan. Siinä säteet kulkevat

myös datan läpi MIP:n tapaan, mutta intensiteetin lisäksi ne keräävät vokseleista muutakin

tietoa, kuten mm. rakenteellisia ja tekstuurillisia arvoja sekä gradientteja. Kerättyjä tietoja ja

ennalta määritettyä siirtofunktiota (transfer function) käytetään määrittämään vokselin läpi-

näkyvyys ja väri lopullisessa projektiossa. Funktion avulla voidaan vaikuttaa siihen, miten

data näkyy projektiossa ja sen valinta perustuu ominaisuuteen, mitä datasta halutaan ensisi-

jaisesti tutkia. [27] Kun vokselien läpinäkyvyys skaalautuu niiden arvojen mukaan, saadaan

tulokseksi projektio, jossa tutkittavat kohteet näkyvät selkeästi. Muukin kudos hahmottuu
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kuvassa mutta läpinäkyvyytensä vuoksi se ei peitä alleen tutkittavaa kohdetta. Myös kohtei-

den värisävyjen eroavaisuudet helpottavat hahmottamista.

Datan sisällä rakenteiden reunat voidaan havaita gradienttien muutosten avulla. Jos gradientti

muuttuu jyrkästi, voidaan olettaa tässä olevan jonkin rakenteen reuna. [28] Sen avulla saa-

daan kuviin tuotettua myös varjostusta, joka edesauttaa kolmiulotteista hahmotusta entises-

tään [23].

Sopivan siirtofunktion valinta tiettyyn käyttötarkoitukseen on tehty usein kokeilemalla ja

erehtymällä, mikä on vienyt paljon aikaa. Siksi on kehitetty puoliautomaattisia ja automaat-

tisia menetelmiä sopivan siirtofunktion valitsemiseen. Nämä menetelmät myös hyödyntävät

kohteiden reunojen tunnistamista. Puoliautomaattinen funktion valinta toimii algoritmilla,

joka ehdottaa datasta löytyviä mielenkiinnon kohteita ja niitä parhaiten kuvaavia siirtofunk-

tioita. Ihmiselle jää tästä vielä lopullinen päätösvalta ottaa haluamansa funktio käyttöön.

[28] Täysin automaattisessa siirtofunktion valinnassa algoritmi tekee myös funktion valin-

nan käyttäjän puolesta.
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4 Demo

Demossa havainnollistetaan MIP-menetelmän toimintaa käytännössä. Projektiot muodoste-

taan oikeista lääketieteessä käytetyistä potilaiden malleista. Mallit ovat saatu The Cancer

Imaging Archive (TCIA) -tietokannasta [29]. Mallinnus on tehty The Visualization Toolkit

(VTK) -nimisellä avoimen lähdekoodin ohjelmalla (versio 9.5.2) [30]. Vaikka VTK sisältää-

kin oman funktion MIP-projektiolle, demo tehtiin Pythonilla itse laskemalla havainnollis-

tamisen vuoksi. Lisäksi koodissa käytetään Nvidian Cuda Toolkittiä (versio 12.4) laskujen

nopeuttamiseksi, jotta säteiden laskut saadaan järkevässä ajassa laskettua usealla säikeel-

lä samanaikaisesti GPU:n avulla. Näiden kirjastojen lisäksi ohjelmassa käytetään NumPy-

kirjastoa osaan funktioista, matplotlib-kirjastoa kuvan tulostamiseen, time-kirjastoa suori-

tusajan mittaamiseen sekä VTK:n vaatimaa NumPy_support-kirjastoa kirjastojen yhteenso-

pivuuden takaamiseksi.

4.1 Algoritmi

Demon koodin alussa on muutama globaali muuttuja, jotka toimivat parametreinä koko de-

molle. X_OFFSET ja Y_OFFSET -muuttujat määrittävät x- ja y-akselien suunnissa koh-

dan, josta säde kulkee ensimmäisen vokselin läpi. Muuttujien arvoja voidaan säätää välillä

0-1. X_TURN ja Y_TURN -muuttujiin syötetään asteina, kuinka paljon halutaan kääntää

säteitä. Muuttujat ovat edellisten tapaan erikseen eri akseleille ja niiden arvot syötetään oh-

jelmassa rotaatiomatriiseille. SLICE_THICKNESS-muuttuja on siivujen paksuuden säätö.

Siivun paksuuden arvoa muuttamalla voidaan tihentää ja harventaa näytteiden ottoa datasta.

Mitä suurempi on muuttujan arvo, sitä suurempi on väli jokaisen näytteenoton välillä. Trili-

neaarinen interpolaatio mahdollistaa tähän myös desimaalilukujen syöttämisen, kunhan luku

on suurempi kuin nolla. Viimeisenä DATA-muuttuja on datan valinta kolmesta kovakooda-

tusta vaihtoehdosta.

Kun ohjelma suoritetaan, se aloittaa tarkistamalla, mikä data on valittuna DATA-muuttujassa.

Datan tiedostokansio tallennetaan sen perusteella muuttujaan, josta VTK:n datanlukija löy-

tää datan sisällön. Datasta otetaan mitat GetDimensions-komennolla, jonka jälkeen otetaan

intensiteettien numeroarvot datasta esiin GetScalars-komennolla ja asetetaan ne matriisien

jonoksi reshape-komennolla. Tässä kohtaa alustetaan myös rotaatiomatriisit alussa syöte-

tyillä arvoilla, jotka muutetaan ensin asteista radiaaneiksi NumPy:n avulla. Matriisit myös

kerrotaan keskenään (kaava 7) ja tämä kerrotaan vielä elkuperäisellä säteen suunnalla (kaava

4), joka on alustettu kulkemaan z-akselin suunnassa. Tämän laskun tulos muutetaan GPU:lla

luettavaan muotoon cuda:to_device- komennolla. Sama tehdään myös listalle datan arvoja

ja alustukselle pohjasta, jolle projektiokuva rakennetaan. Sen jälkeen laskenta jaetaan säi-

keisiin GPU:lle siirtämistä varten, mihin löytyi ohjeita netistä Ohio Supercomputer Center
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-sivustolta [31]. Muuttujaan threads_per_block tallennetaan yhden CUDA-lohkon sisältämä

säikeiden määrä. Tässä tapauksessa lohkossa on 16 säiettä sekä x- että y-akselin suunnissa,

eli yhteensä 256 säiettä per lohko (16 � 16). Koko laskettava ruudukko jaetaan datan le-

veyden ja korkeuden mukaan tarvittavaan määrään lohkoja muuttujiin blocks_per_grid_x ja

blocks_per_grid_y. Lohkojen määrän riittävyys varmistetaan pyöristämällä ylöspäin lisää-

mällä 15 datan dimensioon ja jakamalla 16:lla. Tämän seurauksena lohkoja muodostuu 32

kumpaankin suuntaan, eli yhteensä 1024 lohkoa (32�32). Koska jokaisessa lohkossa on 256

säiettä, muodostuu yhteensä 262144 säiettä (1024 �256), mikä vastaa projektiokuvan pikse-

lien määrää (512 � 512). Jokainen säie laskee yhden säteen ja tuottaa yhden projektiokuvan

pikselin arvon. Näin säteiden laskenta voidaan suorittaa rinnakkain GPU:lla sen sijaan, et-

tä kaikki 262144 sädettä laskettaisiin yksitellen. Säikeitä lasketaan kerralla niin monta, kuin

käytössä oleva GPU pystyy.

Kun laskenta on jaettu säikeisiin, niillä kutsutaan MIP:n suorittavaa funktiota (esitelty Algo-

rithm 1:ssä). Funktio saa parametreina datan mittojen lisäksi kaikki GPU:lle siirretyt tiedot,

eli datan intensiteettiarvot listana, projektiokuvan taustan alustuksen, sekä säteiden suunnan.

Funktiossa alustetaan säteen löytämä intensiteetti nollaksi, asetetaan säde alkamaan ensim-

mäisestä vokselista, määritetään otettavien näytteiden lukumäärä, sekä suoritetaan itse MIP

f or-silmukalla. Silmukassa lasketaan kaavan (2) avulla näytteen sijainti, kutsutaan triline-

aarisen interpolaation laskevaa funktiota määrittämään kyseisessä sijainnissa otettavan näyt-

teen arvo, sekä lasketaan MIP kaavalla (1). Lopuksi palautetaan löydetty maksimi projek-

tioon.

MIP-funktiosta kutsutaan jokaisen näytteen kohdalla toista funktiota, joka laskee trilineaari-

sen interpolaation näytteenottopisteille (esitelty Algorithm 2:ssa). Funktio saa parametreina

datan listana sekä kaavan (2) komponentit. Tässä funktiossa käytetään kaavaa (3). Kaavaa

varten määritellään ensin sen termien arvoja ennen kuin kaavan lasku suoritetaan. Funktion

alussa tutkittava vokseli alustetaan 1 � 1 � 1 kokoiseksi, mikä johtaa siihen, että kaavan jo-

kainen nimittäjä on 1. Datan kansion löytymisen jälkeen ohjelma myös alkaa mittaamaan

suoritusaikaa, joka tulostetaan konsoliin enne kuvan tulostamista.

Kun MIP-funktio palauttaa viimeisenkin projektion pikselin arvon, arvot kopioidaan GPU:n

luettavasta muodosta tavanomaiseen muuttujaan. Lopuksi nämä arvot tulostetaan kuvaksi

matplotlib-kirjaston avulla.
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Algorithm 1 MIP-operaation tekevä funktio, parametrit: array, mip, x, y, z, dir

i; j  cuda:grid(2)
if i � x or j � y then #Ylimääräisten säikeiden poisto

return
end if

C_out  0:0 #Alustus
vx  i +X_OFFSET
vy  j +Y_OFFSET
vz  0

if SLICE_THICKNESS > 0 then #Näytteiden määrän määritys
sample_amount  (1:5 � z)=SLICE_THICKNESS

else
return

end if

for w = 0 to sample_amount � 1 do
iter  w �SLICE_THICKNESS
rx  vx + iter � dir[0] #Kaava (2) jokaisen akselin suunnassa
ry  vy+ iter � dir[1]
rz  vz+ iter � dir[2]
Cr  trilinear(array; rx; ry; rz) #Funktion 2 kutsu

if Cr > C_out then #Kaava (1)
C_out  Cr

end if
end for

mip[i; j]  C_out #Suurin löydetty arvo paluuarvoksi koordinaatteihin [i, j]
return mip[i; j]
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Algorithm 2 Trilineaarisen interpolaation laskeva funktio, parametrit: array, x, y, z

x0  int(x) #Vokselin komponenttien alustus
x1  x0+1
y0  int(y)
y1  y0+1
z0  int(z)
z1  z0+1

xd0  (x1 � x) #Kaavan (3) osien määritys
xd1  (x � x0)
yd0  (y1 � y)
yd1  (y � y0)
zd0  (z1 � z)
zd1  (z � z0)

T000  array[z0;y0;x0] #Vokselin kulmien arvojen määritys
T100  array[z0;y0;x1]
T010  array[z0;y1;x0]
T001  array[z1;y0;x0]
T110  array[z0;y1;x1]
T101  array[z1;y0;x1]
T011  array[z1;y1;x0]
T111  array[z1;y1;x1]

return xd0 � yd0 � zd0 �T000
+xd0 � yd0 � zd1 �T001
+xd0 � yd1 � zd0 �T010
+xd0 � yd1 � zd1 �T011
+xd1 � yd0 � zd0 �T100
+xd1 � yd0 � zd1 �T101
+xd1 � yd1 � zd0 �T110
+xd1 � yd1 � zd1 �T111 #Kaava (3)
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4.2 Data ja tulokset

Demossa on käytetty muutamaa TCIA:sta löytyvää avointa dataa. Kuvassa 4 on esitetty

CMB-PCA-datasetistä [32] otetun datan MIP-demolla projisoituja kuvia ihmisen rintake-

hän alueelta. Kuvassa 5 on Qin Lung CT -datasetistä [33] poimitulla datalla vastaavat kuvat,

joissa on varjoaineella korostettuna keuhkosyöpäkasvain.

Kuva 7 esittää Soft-tissue-Sarcoma-datasetistä [34] otetun datan projektion, jossa näkyy ih-

misen reisilihaksessa sijaitseva syöpäkasvain. Kuva on projektio MRI-datasta, toisin kuin

muut esimerkkikuvat, jotka ovat CT-datasta. Jokaisesta datasetistä on valittu yksi 3D-malli.

Rotaatiomatriisilla pystytään hienosäätämään datan katselukulmaa hieman, mutta jos dataa

halutaan oikeasti kääntää, niin tarvitaan kokonaan uusi kuvakulma, kuten kuvassa 6. Kuvassa

8 näytetään, mitä projektiolle tapahtuu, kun datasta otetaan näytteitä suuremmilla väleillä.

Kuva 4: Projektioita CMB-PCA-datasetistä valitusta mallista. Henkilön yläruumis kuvattuna
alapuolelta, jalkojen suunnasta, a) kohtisuorasti ja b) säteet rotaatiomatriiseilla käännettynä
50 astetta alas ja 30 astetta vasemmalle.
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Kuva 5: Projektio Qin Lung CT -datasetistä valitusta mallista. Henkilön yläruumis projisoi-
tuna kohteen jalkojen suunnasta, a) kohtisuorasti ja b) rotaatiomatriiseilla käännettynä 50
astetta alas ja 30 astetta vasemmalle.

Kuva 6: Qin Lung CT -datan keuhkosyöpäkasvain projisoituna a) alkuperäisestä kuvakul-
masta säteet rotaatiomatriisilla käännettynä alaspäin 85 astetta ja b) uudesta kuvakulmasta
ilman kääntämistä, kohtisuoraan kehon etupuolelta.
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