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Kiinteistönhuoltoalalla hinnoittelu ja työmääräarviot ovat perinteisesti nojanneet manuaali-

siin katselmuksiin, mikä rajoittaa toiminnan skaalautuvuutta. Yrityksillä ei ole järjestelmäl-

listä koottua tietokantaa kiinteistöjen teknisistä ominaisuuksista tai kiinteistöjen asukasde-

mograafeista, vaikka Suomessa tuotetaan paljon julkisesti saatavilla olevaa paikkatietoa. 

Työn tavoitteena oli kehittää avoimesta paikkatiedosta koostettu rakennustietokanta Etelä-

Suomen asuinkiinteistöille ja tutkia, miten koneoppimista voidaan soveltaa kiinteistöjen ar-

vonmääritykseen palveluliiketoiminnan tueksi. Työssä tarkasteltiin, kuinka automatisoitu 

malli voi tukea dataohjattua päätöksentekoa ja resurssien optimointia. Työssä rakennettiin 

modulaarinen ETL-prosessi ja tietokantaratkaisu, joka yhdistää useita avoimia paikkatieto-

aineistoja, kuten Overture-geometriatietoja, Maanmittauslaitoksen tontti- ja ilmakuvadataa 

sekä Tilastokeskuksen demografiatietoja.  

Tulokset osoittavat, että avoimesta datasta on mahdollista koostaa erittäin kattava rakennus-

tietokanta. Tietokanta kattaa yli 1,2 miljoonaa asuinrakennusta Etelä-Suomessa ja sen kes-

kimääräinen teknisten piirteiden kattavuus on 91,2 prosenttia. XGBoost-koneoppimismalli 

ennusti neliöhinnan testiaineistolla selitysasteella R² = 0,979 ja suhteellisella keskivirheellä 

(MAPE) 5,4 prosenttia. SHAP-analyysin perusteella sijaintimuuttujat selittivät valtaosan en-

nustevarianssista. 
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In the property maintenance industry, pricing and workload estimates have traditionally re-

lied on manual reviews, which limit the scalability of operations. Companies do not have a 

systematic database of property technical characteristics or property resident demographics, 

even though Finland produces a lot of publicly available spatial data. 

The aim of the master's thesis was to develop a building database compiled from open spatial 

data for residential properties in Southern Finland and to study how machine learning can 

be applied to property valuation to support service businesses. The work examined how an 

automated model can support data-driven decision-making and resource optimization. The 

work built a modular ETL-process and database solution that combines several open spatial 

data sets, such as Overture geometry data, plot and aerial image data from the National Land 

Survey of Finland, and demographic data from Statistics Finland.  

The results show that it is possible to compile a very comprehensive building database from 

open data. The database covers over 1.2 million residential buildings in Southern Finland, 

and its average technical property feature rate is 91.2 percent. The XGBoost machine learn-

ing model predicted the square meter price with the test data with an explanation rate of R² 

= 0.979 and a relative mean error (MAPE) of 5.4 percent. Based on the SHAP analysis, 

location variables explained most of the prediction variance. 
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1  Johdanto 

1.1  Tutkimuksen tausta 

Kiinteistönhuoltoala on perinteisesti nojautunut kokemukseen perustuviin arvioihin ja fyy-

sisiin katselmuskäynteihin kohteissa. Hinnoittelu ja työmääräarviot laaditaan kiinteistökoh-

taisesti manuaalisesti, mikä tekee prosessista hitaan ja kalliisti skaalautuvan (Kok ym., 

2017). Erityisesti yksityisten erillistalojen huoltopalveluissa yrityksillä ei ole käytössään jär-

jestelmällistä tietoa kiinteistöjen teknisistä ominaisuuksista, kuten pinta-aloista, rakennus-

materiaaleista tai tonttien kasvillisuudesta. Tämä tietovaje johtaa epätarkkaan hinnoitteluun, 

alioptimoituihin huoltoreitteihin ja tehottomasti kohdennettuun asiakashankintaan. 

Samaan aikaan automaattiset arvonmääritysmallit (AVM) ovat yleistyneet pankkisektorilla 

ja verotuksessa, missä ne mahdollistavat suurten kiinteistömassojen nopean arvioinnin ilman 

fyysisiä käyntejä (Glumac & Des Rosiers, 2021). Koneoppimismenetelmät, erityisesti gra-

dient boosting -algoritmit (XGBoost), ovat osoittautuneet tarkemmiksi kuin perinteiset tilas-

tolliset menetelmät kiinteistöjen arvonmäärityksessä (Choy & Ho, 2023; Schulz ym., 2022).  

Kiinteistöihin kohdistuvien palveluliiketoimintojen suunnittelu edellyttää tarkkaa tietoa 

kiinteistöjen teknisistä ominaisuuksista, ympäristöstä ja asukkaiden ostovoimasta. Tämä 

tieto on pirstaloituneena useaan eri tietolähteeseen ja sen hyödyntäminen on monelle yrityk-

selle haasteellista ja paikkatiedon laaja hyödyntäminen liiketoiminnan kehittämisessä ja 

suunnittelussa on usein puutteellista. Suomessa on laajalti saatavilla erilaista avointa paik-

katietoa kuten satelliittikuvia, käänteis-ortoilmakuvia, demografiatilastoja, kiinteistöjen tek-

nisiä tietoja sekä geometriapaikkatietoa. Näiden tietojen oikeaoppinen yhdistäminen yhdis-

tettynä koneoppimisteknologiaan tarjoaa arvokkaan mahdollisuuden palveluliikeyrityksille, 

jotka kohdistavat palveluliiketoimintaa kiinteistöihin. 
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1.2  Tutkimusongelma ja tavoitteet 

Tutkimuksen tavoitteena on kehittää avoimesta paikkatiedosta koostettu rakennustietokanta 

Etelä-Suomen asuinkiinteistöille ja tutkia, miten koneoppimista voidaan soveltaa kiinteistö-

jen arvonmääritykseen palveluliiketoiminnan tueksi. Tavoitetta jäsennetään kolmella tutki-

muskysymyksellä. 

TK1: Kuinka kattavan rakennustietokannan avoimista paikkatiedoista voidaan koostaa 

Etelä-Suomen asuinkiinteistöille? 

TK2: Millä tarkkuudella XGBoost-koneoppimismalli ennustaa kiinteistöjen markkina-arvon 

(€/m²)? 

TK3: Millaisia liiketoiminnallisia sovelluksia rakennustietokanta ja koneoppimismalli mah-

dollistavat kiinteistönhuoltoalan yritykselle? 

Ensimmäinen tutkimuskysymys arvioi, kuinka kattava rakennustietokanta avoimista paik-

katiedoista voidaan koostaa, sillä tietokannan peittävyys ja teknisten piirteiden kattavuus 

ovat edellytys luotettavien koneoppimismallien kouluttamiselle. Toinen tutkimuskysymys 

mittaa XGBoost-koneoppimismallin ennustetarkkuutta vakiintunein arviointimittarein ja 

tunnistaa SHAP-analyysin avulla ennusteisiin eniten vaikuttavat piirteet. Kolmas tutkimus-

kysymys tarkastelee, millaisia liiketoiminnallisia sovelluksia tietokanta ja malli yhdessä 

mahdollistavat kiinteistönhuoltoalan yritykselle. 
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1.3  Rajaus ja tutkimusrakenne 

Diplomityö keskittyy rakennustietokannan rakentamiseen avoimista paikkatiedoista sekä 

miten koneoppimista voidaan hyödyntää liiketoiminnallisesti merkittävien ominaisuuksien 

tunnistamisessa sekä hyödyntämisessä. Työ keskittyy avoimesta paikkatiedosta kerättyjen 

tietojen hyödyntämiseen ja jalostamiseen.  

 

Yhdistämällä seuraavia paikkatietoja: 

• Maanmittauslaitoksen Ortoilmakuva 

• Maanmittauslaitoksen Ilmakuva 

• Maanmittauslaitoksen Tonttitiedot 

• Openstreetmap Ajoteiden geometria 

• Osoitetiedot 

• Ryhti Rakennustietokanta 

• Overture Kiinteistögeometriatieto 

Voidaan koostaa keskitetty rakennustietokanta, jota voidaan hyödyntää yhdessä koneoppi-

mismallien kanssa määrittämään muuten vaikeasti tulkittavia mittareita ja muuttujia, joita 

voidaan hyödyntää liiketoimintapäätösten tukena, palveluliiketoimintojen suunnittelussa. 

Kuvassa 1. kuvataan, miten eri datalähteet integroidaan osaksi ETL-prosessia ja kuinka ra-

kennustietokannan laatiminen ja koneoppimismallien kouluttaminen toteutetaan.  
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Kuva 1. Järjestelmäarkkitehtuuri: datalähteiden integrointi 

rakennustietokantaan ja koneoppimismalleihin 

 

Rakennustietokannan ja koneoppimisen yhdistäminen on tarkoitus antaa tietoa kiinteistö-

kohtaisesti jokaisesta Etelä-Suomen alueella sijaitsevasta rakennuksesta, kiinteistöjen kan-

nattavuuden arviointi ja luokittelu sekä työmäärien laskeminen. 

Toisin kuin perinteinen käyttäytymistieteellinen tutkimus, joka pyrkii selittämään tai ym-

märtämään ilmiöitä, tämän diplomityön tarkoituksena on rakentaa tekninen ratkaisu, jota 

voidaan hyödyntää liiketoiminnan päätöksenteon ja suunnittelun tukena (vom Brocke ym., 

2020). 
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2  Kirjallisuuskatsaus 

Työ noudattaa kolmikerroksista viitekehystä, teoreettinen perusta, joka ohjaa menetelmärat-

kaisujen ja liiketoimintasovellusten suunnittelua ja toteutusta. Teorian perustana toimii avoi-

men paikkatiedon hyödyntäminen, arvonmääritys sekä spatiaalinen autokorrelaatio, joka on 

menetelmä mikä kuvastaa paikkatietojen välistä riippuvuutta. Menetelmä ja artefakti kerrok-

sessa kuvataan rakennustietokannan ja digitaalisen kaksosen rakentamista, XGBoost kone-

oppimismallin kouluttamista sekä miten koneoppimismalli suoriutuu todellisen tiedon tul-

kinnassa SHAP mittariston avulla.  

Kuvassa 2. esitetään työn kolmikerroksisen viitekehyksen rakenne (yl.) teoreettinen perusta: 

Avoin paikkatieto, hedoninen arvonmääritys sekä spatiaalinen autokorrelaatio. Menetelmä 

ja artefakti kerros (kesk.) Rakennustietokanta ja digitaalinen kaksonen, koneoppimismalli 

XGBoost sekä SHAP mittari. Liiketoiminnallinen soveltaminen (al.) Automaattinen arvon-

määritys ja tiedolla johtaminen sekä asiakassegmentointi. 

Kuva 2. Teoreettinen viitekehys 
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2.1  Digitaalinen kaksonen 

Digitaalinen kaksonen (Digital twin) on digitaalinen esitys fyysisestä kohteesta, jossa fyysi-

sen kohteen ominaisuuksia pyritään mahdollisimman tarkasti mallintamaan digitaalisessa 

muodossa. Digitaalinen kaksonen mahdollistaa tarkemman suunnittelun sekä useampien 

ideoiden testaamisen halvasti ja nopeasti (Grieves & Vickers, 2017). 

Digitaalisten kaksosten hyödyntäminen paikkatiedon mallinnuksessa tarjoaa uudenlaisia nä-

kemyksiä rakennusten ja ympäristön välisistä riippuvuuksista ja näitä malleja voidaan rikas-

tuttaa ympäristöön liittyvällä metadatalla ilman kiinteistökohtaista tietoa.  

Perinteiset digitaaliset kaksoset rakennettujen alueiden paikkatietomallit ovat pitkälti keskit-

tyneet pelkästään 3D visualisointiin ja suppeaan tilastolliseen seuraamiseen. (Jeddoub ym., 

2023).  Digitaalisten mallien rikastuttaminen eri datalähteillä ja erilaisia analytiikkamenetel-

mien risteyttäminen kuten koneoppiminen ja analytiikka-algoritmien hyödyntäminen on 

suhteellisen uutta (Xia ym., 2022). Digitaaliset kaksoset toimivat perustana automaattisille 

arvonmääritysmalleille, kun tarkastellaan eri liiketoiminnoille hyödynnettävää tietoa paik-

katietoaineistoista (Shahat ym., 2021; Deng ym., 2021). 

Suomalaisista kiinteistöistä on laajalti saatavilla erilaista teknistä paikkatietoa, jota yritykset 

voivat hyödyntää omassa käytössään vapaasti. Tiedot ovat kuitenkin usein pirstaleisia osin 

tarkoituksenmukaisesti, jotta yrityksiä ohjattaisiin maksullisten paikkatietopalveluiden käyt-

töön (Minghini ym., 2025). 

Digitaalinen kaksonen mallintaa todellisen maailman digitaaliseen muotoon, jossa erilaisia 

parametreja voidaan havaita sekä eri skenaarioita simuloida. Eri skenaarioiden simulointi on 

liiketoiminnan kannalta merkittävää tietoa, sillä se mahdollistaa paremman varautumisen 

muuttuvaan markkinakenttään. Voimme simuloida miten kiinteistöt ikääntyvät ja havain-

noida ympäristöllisiä muutoksia ennen kuin ne tapahtuvat. Suomessa keskeinen pitkänajan 

trendi, kaupunkilaistuminen on yksi merkittävä esimerkki laajemmasta yhteiskunnallisesta 

muutoksesta, jolla tulee olemaan kauaskantoisia vaikutuksia suomalaiseen yhteiskuntaan ja 

liiketoimintaan. Digitaaliset kaksoset mahdollistavat yrityksiä mallintamaan erilaisia ske-

naarioita ennen kuin niiden merkitystä laajemmin ymmärretään tai niiden olemassaolosta 

tiedetään. 
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2.2  Arvonmääritys ja automaattiset mallit 

Perinteinen kiinteistön arvonmääritysmenetelmä perustuu fyysiseen kiinteistön katselmuk-

seen ja tekijöiden kuten iän, kunnon, sijainnin vaikutukseen kiinteistön rahalliseen arvoon 

(Kok ym., 2017). Automaattiset arvonmääritysmallit (AVM) automatisoivat tämän proses-

sin ja saavuttavat paremman arvioin kiinteistöistä sillä arvio perustuu useampaan muuttu-

jaan. AVM-mallit mahdollistavat suuren alueen nopean arvioinnin ilman fyysisiä käyntejä 

kohteissa (Glumac & Des Rosiers, 2021). Mallit mahdollistavat uudenlaiset analytiikkame-

netelmät ja ne pystyvät seuraamaan reaaliajassa muuttuvaa kaupunkikuvaa ilman että käyt-

täjä joutuu tekemään teknisiä muutoksia malliin. 

Automaattiset arvonmääritysmallit yhdessä nykyaikaisten analytiikkamenetelmien kuten te-

koälyn kanssa mahdollistavat uudenlaisia mahdollisuuksia digitaaliselle arvonluonnille eri 

liiketoiminnoille, jotka hyödyntävät paikkatietoa (Schulz ym., 2022; Varol & Catma, 2024). 

AVM-mallit mahdollistavat yksittäisten kiinteistöjen, asuinalueiden sekä kaupunkien yksi-

tyiskohtaisen luokittelun. Mallit voivat tarkastella kiinteistöjen fyysisen kunnon kehitystä, 

jonka avulla voidaan päätellä miten yleinen taloudellinen kehitys ja ostovoima näyttäytyvät 

kiinteistöjen ylläpidossa. Voimme tarkastella  kuinka kaupunginosien palvelut kehittyvät ja 

kuinka paljon palveluita käytetään yhdistämällä avointa kävijätilastodataa. Pystymme tuo-

maan automaattisesti päivittyvän tilannekatsauksen mikrotaloudellisella näkökulmalla.  

Hedonisessa hintamallissa kiinteistön hintaan vaikuttavat tekijät kuten, rakenteelliset omi-

naisuudet, naapurusto, sijainti, ympäristö (Rosen, 1974). Koneoppiminen tarjoaa epälineaa-

risen lähestymistavan, joka mahdollistaa muuttujien välisten vuorovaikutusten mallintami-

sen ja sekä arvon tunnistamiseen (Schulz ym., 2022). Haasteet hedonisessa hintamallissa 

ovat poikkeavien ominaisuuksien arviointi, sillä datassa ei ole sopivaa vertailukohtaa tällai-

sille ominaisuuksille. Opetusaineiston merkitys on suuri, sillä se määrittää tehtyjen löydös-

ten todenmukaisuutta. Lisäksi mikäli opetusaineistoissa on paljon virheellistä tietoa, sillä on 

kumuloituva efekti, jossa virheen merkitys moninkertaistuu, kun samasta löydöksestä teh-

tyjä johtopäätöksiä jatkojalostetaan yhä useammissa käyttötapauksissa (Kuhn & Johnson, 

2019). 
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2.3  Koneoppiminen arvonmäärityksessä 

Koneoppimisalgoritmit pystyvät rakentamaan yhtäläisyyksiä suuresta joukosta dataa, joka 

ei ole helposti yhdistettävissä toisiinsa (Choy & Ho, 2023). Koneoppimisalgoritmit kuten 

XGBoost mahdollistaa paikkatiedon käsittelyn kategorioittain ja riippumatonta dataa, siten 

että muodostaa helposti luettavan näkymän millaisia riippuvuussuhteita eri kategorioilla tai 

tyyppisillä kiinteistöillä on keskenään. Tällaisten vaikeasti havaittavien riippuvuussuhteiden 

selvittäminen olisi perinteisellä tilastollisella menetelmällä vaikeaa (Chen & Guestrin, 

2016).  Koneoppimisalgoritmien etuna on myös se, että kun malli on koulutettu, sitä voidaan 

hyödyntää eri datasetin kanssa myöhemmin koulutetun riippuvuussuhteen tunnistamiseksi 

tai määrittämiseksi. 

Muita kiinteistöjen arvonmäärityksessä käytettyjä koneoppimismenetelmiä ovat Random 

Forest, neuroverkot ja tukivektorikoneet (Breiman, 2001).  Syväoppimismallit voivat hyö-

dyntää suoraan kuvadataa, mutta niiden kouluttaminen vaatii huomattavasti enemmän dataa 

ja laskentaresursseja kuin puupohjaiset menetelmät (Goodfellow ym., 2016). 

Vertailututkimuksissa XGBoost on menestynyt erityisen hyvin strukturoidulla taulukko-

muotoisella datalla, jollaista kiinteistöjen ominaisuustieto tyypillisesti on. Algoritmin kyky 

käsitellä puuttuvia arvoja ja kategorisia muuttujia ilman erillistä esikäsittelyä tekee siitä käy-

tännöllisen valinnan avoimen paikkatiedon kontekstissa, jossa datan laatu ja täydellisyys 

vaihtelevat (Grinsztajn ym., 2022). 

Ennen koneoppimisen hyödyntämistä on tehtävä paljon datan korjaus ja yhdenmukaista-

mista jotta tiedot ovat yhteensopivia ja koulutustuloksista saadaan hyviä. Yhteensopivuuden 

takaamiseksi on varmistettava, että paikkatiedossa koordinaattijärjestelmät ovat samoja, 

geometriatiedoissa ei ole virheellisiä geometrioita, joissa olisi selkeitä poikkeamia (Biljecki 

ym., 2021). Tällaisia poikkeamia voi ilmetä sillä geometriatiedon keräys tapahtuu automaat-

tisesti, jossa kiinteistöjen ulkorajoja tunnistetaan konenäköalgoritmien avulla. Paikkatieto 

sisältää monia eri parametrejä ja on olemassa useita eri standardeja ja siksi toimiva koko-

naisuus edellyttää yhtenevien järjestelmien ja standardien käyttöä, käyttökelpoisten loppu-

tulosten saavuttamiseksi. (Biljecki ym., 2015). 
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2.4  Gradient boosting ja XGBoost 

Gradient boosting on koneoppimisen muoto, joka perustuu useisiin ketjutettuihin päätös-

puihin, jotka oppivat edellisen päätöspuun virheistä (Chen & Guestrin, 2016). Algoritmi te-

kee aluksi arvauksen, tämän jälkeen algoritmi tarkastaa kuinka oikeassa tai väärässä arvaus 

oli ja tekee korjauksen todellisen arvon mukaisesti. Tämä toistetaan seuraavassa päätös-

puussa, missä algoritmi yrittää korjata itseään tarkastelemalla muuttujia, jotka vaikuttivat 

edellisen arvauksen virheeseen. Tätä toistetaan tuhansia kertoja koneoppimismallin koulut-

tamisen aikana, jossa jokainen uusi puu yrittää korjata edellisen tekemiä virheitä (Friedman, 

2001). 

XGBoostin (eXtreme Gradient Boosting) on jalostettu menetelmä Gradient boosting 

menetelmästä. XGBoost käyttää L1- ja L2-säännöstelyä, joka estää liian monimutkaisten 

säännöspuiden tekemisen. Tämän hyötynä on, ettei malli ala vain opettelemaan syötettyä 

dataa ulkoa vaikuttaen siltä, että malli oppii lukemaan dataa. XGBoostin etuna on myös se, 

että mallin opettaminen tapahtuu rinnakkain eikä jonottaen, jolloin mallin kouluttamiseen 

menee huomattavasti vähemmän aikaa.  

Koneoppimismallien soveltaminen paikkatietoon tuo merkittäviä hyötyjä, kun tavoitteena 

on löytää säännönmukaisuuksia suuresta ja monimuotoisesta datamassasta. Paikkatietoai-

neistot sisältävät tyypillisesti useita erityyppisiä muuttujia, kuten kiinteistöjen geometriatie-

toja, alueellisia palvelu- ja infrastruktuuritietoja sekä tieverkon paikkatietoja. Koneoppimis-

mallien avulla näistä heterogeenisistä aineistoista voidaan tunnistaa liiketoiminnan kehittä-

misen kannalta merkittäviä näkemyksiä, kuten yksittäisten alueiden soveltuvuus palvelulii-

ketoiminnalle. Malli mahdollistaa kiinteistöjen yksilöllisen luokittelun, jonka perusteella 

myyntiä voidaan kohdentaa kustannustehokkaasti haluttujen palveluiden osalta (Kang ym., 

2020). 
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2.5  Spatiaalinen autokorrelaatio 

Spatiaalinen autokorrelaatio on tilastotieteen käsite, jossa fyysisesti lähellä toisiaan sijaitse-

vat kohteet ovat todennäköisesti samankaltaisia ominaisuuksilta kuin kauempana toisistaan 

sijaitsevat kohteet. Maantieteessä tätä ilmiötä kutsutaan myös maantieteen ensimmäiseksi 

laiksi (Tobler, 1970). Spatiaalinen autokorrelaatio auttaa hahmottamaan ovatko paikkatiedot 

riippuvaisia toisista samankaltaisten paikkatietojen sijainnista, jolloin kyse olisi positiivi-

sesta spatiaalisesta autokorrelaatiosta missä samanarvoiset kohteet keskittyvät toistensa lä-

helle. Vai ovatko kohteet kauempana toisistaan, jolloin kyse olisi negatiivisesta spatiaali-

sesta autokorrelaatiosta, missä kohteiden välillä on paljon hajontaa (Anselin, 1995). 

Kuvassa 3. (vas.) esitetään Etelä-Suomen alueen kiinteistöjen ennustettujen neliöhintojen 

€/m2 alueellinen jakauma. Vasemmanpuoleisesta kuvaajasta nähdään, että arvokkaimmat 

kiinteistöt keskittyvät Etelä-Helsingin alueelle. Oikeanpuoleinen kuvaaja (oik.) esittää kiin-

teistöjen neliöhinnan verrattuna kymmenen lähimmän naapurin keskihintaan. Voimakas 

riippuvuus johtaa siihen, että naapurien kiinteistön hinta on lähes identtinen.  

 

Kuva 3. asuinkiinteistöjen neliöhinnan alueellinen jakauma 

(vas.) ja spatiaalinen autokorrelaatio (oik.) 

Koneoppimismallien kouluttaminen paikkatiedolla voi helposti muodostaa virheellisen mal-

lin, joka ylisovittaa syötettyä tietoa ”opituksi” tiedoksi vaikka todellisuudessa algoritmi 

opettelee koulutusdataa ulkoa sen sijaan että se oppisi tulkitsemaan sen sisältöä (Roberts 

ym., 2017).   
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Kuvassa 4. esitetään koneoppimismallien optimaalista kompleksisuutta mukaillen Hastie, 

Tibshirani & Friedmania, 2009. Kuvassa näkyvä testivirhe (oran.) laskee mitä komplek-

simaksi malli muuttuu, kohta missä kompleksisuus alkaa kasvaa kompleksisuuden kasvaessa 

kutsutaan optimaaliseksi kompleksisuudeksi. Tässä pisteessä mallin suorituskyky ei jätä po-

tentiaalista suorituskykyä (alisovittaminen) pois mallista  ja virheiden määrä ei lisäänny 

(ylisovittaminen). 

 

Kuva 4. Koneoppimismallin optimaalisen kompleksisuuden 

esittäminen, mukaillen Hastie, Tibshirani & Friedman, 2009 

Paikkatiedon kohdalla kyse on usein koordinaattitietojen välisestä riippuvuudesta maantie-

teelliseen sijaintiin. Tätä ilmiötä voidaan korjata SAC-korjauksella (Spatial autocorrelation) 

jolloin alueellinen riippuvuus huomioidaan ja poistetaan mallista. Ilmiö pohjautuu Toblerin 

maantieteen ensimmäiseen lakiin (Tobler, 1970). Lähellä toisiaan sijaitsevat havainnot ovat 

keskenään samankaltaisempia kuin satunnaisesti valitut. Kiinteistömarkkinoilla tämä tar-

koittaa, että samalla asuinalueella sijaitsevien kiinteistöjen hinnat korreloivat voimakkaasti 

jaetun infrastruktuurin, palvelutason ja naapuruston maineen vuoksi. 

Ratkaisuna on ehdotettu spatiaalista ristiinvalidointia, jossa opetus- ja testiaineistot jaetaan 

maantieteellisiin lohkoihin satunnaisen jaon sijaan (Li, 2022). Tällöin testiaineiston kiinteis-

töillä ei ole lähellä sijaitsevia naapureita opetusaineistossa, ja mallin suorituskyky heijastaa 

todellista yleistettävyyttä uusille alueille (Roberts ym., 2017). 
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Koneoppimismallin kouluttamisessa on varmistettava, ettei malli pelkästään opettele ope-

tusaineistoa ulkoa vaan oppii aidosti tunnistamaan muuttujien välisiä riippuvuuksia. Tämän 

vuoksi aineisto jaetaan erillisiin opetus- ja testiosiin, joiden avulla mallin todellista yleistys-

kykyä arvioidaan. Mikäli mallin tarkkuus (yleistysväli) on opetusaineistolla lähellä 100 pro-

senttia mutta testiaineistolla merkittävästi heikompi, kyseessä on todennäköisesti ylisovitta-

minen, jossa malli toistaa opetusaineiston arvoja oppimisen sijaan (Hastie ym., 2009). 

 

2.6  Datan rikastaminen ja piirteiden jalostaminen 

Datan rikastaminen (Data enrichment) on prosessi missä alkuperäiseen tietojoukkoon sisäl-

lytetään lisää muuttujia ja tietoa. Tavoitteena on antaa alkuperäiselle tietojoukolle lisää kon-

tekstia ja syvyyttä (Zheng & Casari, 2018). Piirteiden jalostaminen (Feature engineering) on 

prosessi, jossa tietojoukko uudelleen järjestetään yhteensopivaan formaattiin, puutteellisia 

tai vääriä muuttujia poistetaan joukosta tai tekstitietoa muutetaan numeeriseen muotoon 

(DAMA International, 2017). 

Koneoppimismallien tarkkuus riippuu niille syötetyn datan tarkkuudesta, laadusta sekä omi-

naisuuksien eristämisestä (Kuhn & Johnson, 2019). Avoimen datan yhdistäminen paikkatie-

toon auttaa muodostamaan syvemmän käsityksen arvonmuodostumisesta ja auttaa tunnista-

maan yritykselle tärkeitä kohdeyleisöjä muuten vaikeasti tunnistettavasta massasta (Kang 

ym., 2020). Laadukkaiden mallien kouluttamiseen valittavien parametrien merkitys mallin 

luotettavuudelle on merkittävä. Päällekkäiset parametrit muodostavat epäluotettavia johto-

päätöksiä ja malli vain toistaa sille syötettyjä arvoja eikä todellisuudessa "opi" mitään (Lund-

berg & Lee, 2017). 

Paikkatieto jakautuu kahteen päämuotoon, vektorit, jotka kuvaavat kohteita pisteinä, vii-

voina ja monikulmioina. Rasterit ovat taas pikseliruudukkoja, joissa kullakin pikselillä on 

oma arvonsa.  

Käytännössä lähtötilanteena on kokoelma kiinteistöjen sijaintipisteitä, ilman mitään muuta 

tietoa. Jotta tästä saadaan käytännöllinen kokoelma, aloitetaan muuttujien määrää lisäämään 

näiden pisteiden tueksi. Seuraavaksi voidaan liittää kiinteistöjen geometriatietoja, jotta 

saamme tiedon minkä muotoisista ja kokoisista rakennuksista on kyse. Tämä jatkuu 
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osoitetietojen yhdistämisellä kuhunkin kiinteistöön. Tässä on perusedellytykset, jossa useita 

eri paikkatietoja voidaan lähteä tuomaan yksittäisten kiinteistöjen ja asuinalueiden analysoi-

miseksi. Tieto voi mitata alueen viihtyvyyden todennäköisyyttä, varallisuutta, palveluiden 

määrää ja laatua. Paikkatiedon rikastaminen tarjoaa lähes loputtoman määrän erilaisia käyt-

tötapauksia (Kang ym., 2020). 

Paikkatiedon prosessointi on perinteisesti edellyttänyt merkittävää teknistä osaamista sekä 

ajallista panostusta. Vaikka kaupallisia paikkatietotyökaluja on saatavilla, niiden käyttöön-

otto vaatii usein syvällistä perehtymistä, ja käytännön toteutuksissa hyödynnetään laajalti 

räätälöityjä ohjelmistoratkaisuja datan puhdistamiseen ja yhteensovittamiseen (Biljecki ym., 

2021). Tekoälyteknologian kehittyminen on kuitenkin alkanut madaltaa paikkatiedon hyö-

dyntämisen kynnystä automatisoimalla aikaisemmin manuaalista esikäsittelytyötä, mikä laa-

jentaa kehittyneiden analyysimenetelmien saavutettavuutta myös organisaatioille, joilla ei 

ole erityistä teknistä osaamista. 

2.7  Tiedolla johtaminen palveluliiketoiminnassa 

Tiedolla johtaminen (Data-Driven Decision Making, DDDM) tarkoittaa päätöksentekokult-

tuuria, jossa strategiset ja operatiiviset päätökset perustuvat systemaattisesti kerättyyn ja 

analysoituun dataan kokemukseen perustuvan arvioinnin sijaan. Kiinteistönhuoltoalalla tie-

dolla johtamisen potentiaali on merkittävä, koska ala on perinteisesti nojautunut manuaali-

seen tiedonkeruuseen ja yksittäisten työntekijöiden kokemukseen. Dataohjattu lähestymis-

tapa mahdollistaa siirtymän reaktiivisesta palvelumallista, jossa yritys reagoi asiakkaan yh-

teydenottoon, proaktiiviseen malliin, jossa yritys tunnistaa potentiaaliset kohteet etukäteen 

tietokannan avulla ja kohdentaa myyntiä kiinteistöihin, joissa tarve ja maksukyky kohtaavat 

(McAfee & Brynjolfsson, 2012). 

Tiedolla johtaminen on prosessi, jossa muodostetaan kokonaisuus, teknologia, yrityksen 

työntekijät ja liikepalvelut yhdistetään tuottamaan arvoa, jota johdetaan tuotetun tiedon 

avulla (Hossen, 2025). Digitaalisen kaksosen tarkoituksena on toimia alustana liiketoimin-

tapalveluiden arvioimiseen ja suunnitteluun yhdistettynä XGBoost koneoppimisalgoritmei-

hin, joiden tarkoituksena on auttaa tunnistamaan kannattavimpia kiinteistöjä Etelä-Suomen 

alueelta (Shahat ym., 2021). Yritys tarjoaa kiinteistön huoltoon liittyviä palveluita kuten, 

nurmikon leikkuuta, kattojen puhdistusta, lumitöitä sekä nuohousta. Tarkat tiedot näistä 
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työmääristä auttaisivat merkittävästi yrityksen kannattavuuslaskentaa sekä työmääräarvioi-

den tekemistä. Mikäli yrityksellä olisi luotettava arvio kiinteistön teknisistä ominaisuuksista, 

se pystyisi tarjoamaan kokonaan uudenlaisia palvelukokonaisuuksia sekä tekemään täysin 

automatisoituja hinta-arvioita kuluttaja sekä yritysasiakkaille Suomessa (Kok ym., 2017). 

Tämä tieto yhdessä teknisten kiinteistöominaisuuksien kanssa tarjoaa merkittävän uuden nä-

kökulman kiinteistöihin kohdistuvien myyntipalveluiden suunnittelussa. Tämä menetelmä 

mahdollistaa kiinteistökohtaisen näkymän käytettävästä varallisuudesta ja yhdistettynä tek-

nisiin mittareihin auttaa palveluntarjoajia kohdistamaan palveluitaan kiinteistöihin, jossa to-

dennäköisin tarve ja maksukyky on. Tämä vähentää merkittävästi markkinointiin ja työaika-

suunnitteluun kuluvaa aikaa ja parantaa asiakassegmentointia merkittävästi (Davenport & 

Harris, 2007). Sijaintipohjaisten piirteiden yhdistäminen koneoppimismalleihin auttaa löy-

tämään täysin uudenlaisia läpileikkauksia Etelä-Suomessa sijaitsevilla asuinalueilla. Mene-

telmää on mahdollista laajentaa myös muualle Suomeen tai toiseen maahan (Biljecki ym., 

2021; Minghini ym., 2025). 
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3  Tutkimusmenetelmät ja aineistot 

3.1  Tutkimusmalli - Design Science Research 

Työ noudattaa Design Science Research – tutkimusmallia, joka koostuu kuudesta vaiheesta, 

ensimmäisessä vaiheessa pyritään tunnistamaan ongelma. Ongelmaksi havaittiin kiinteistön-

huoltoalan yrityksillä ei ole järjestelmällistä tapaa kartoittaa kiinteistöjä muuten kuin fyysi-

sellä paikkatarkastuksella. Toisessa vaiheessa asetettiin työn kolme tutkimuskysymystä, 

jotka ohjaavat työn etenemistä. Kolmannessa suunnitteluvaiheessa rakennettiin ETL-pro-

sessi keräämään paikkatietoa tietokantaan, sekä koulutettiin koneoppimismalli. Neljännessä 

vaiheessa koulutettua mallia sovellettiin Etelä-Suomen alueella sijaitseviin kiinteistöihin ja 

kiinteistöille suoritettiin hinta-arvio. Viidennessä vaiheessa mallin suorituskykyä arvioitiin 

SHAP-analyysillä sekä tarkkuusanalyysillä. Kuudes ja viimeinen vaihe toteutuu tämän tut-

kimuksen kirjallisen toteutuksen kautta, jossa esitellään tutkimuksen aikana löytyneet löy-

dökset ja taustoitetaan aiheen teoriapohjaa (Peffers ym., 2007). 

Toisin kuin perinteinen käyttäytymistieteellinen tutkimus, joka pyrkii selittämään tai ym-

märtämään ilmiöitä, tämän tutkimuksen tarkoituksena on rakentaa tekninen ratkaisu, jota 

voidaan hyödyntää liiketoiminnan päätöksenteon ja suunnittelun tukena (vom Brocke ym., 

2020). Paikkatiedon laaja hyödyntäminen liiketoiminnan suunnittelussa vaihtelee laajasti 

toimialoittain ja ei ole olemassa yksittäistä tuotetta tai palvelua, joka palvelisi laajalti erilai-

sia toimialoja. Kaupalliset paikkatietotoimittajat tuottavat yritysten käyttöön tietoa, jota yri-

tykset voivat jalostaa kaupallisilla alustoilla tai kehittää omia ratkaisuja, kuten mihin tämä 

tutkimus pyrkii myös (Venable ym., 2016).   

Työn tavoitteena on hyödyntää nopeasti kehittyvän tekoälyn kyvykkyyksiä koneoppimis-

mallien kouluttamisessa sekä datan automatisoidussa keräämisessä. Paikkatietoa joudutaan 

yleisesti käsittelemään ja siivoamaan paljon yhteensovittamisvaiheessa, tekoälyn hyödyntä-

minen tässä on erittäin käytännönläheinen ja tehokas tapa tehostaa uusien ratkaisujen kehit-

tämistä (Biljecki ym., 2021). 
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3.2  Tutkimusaineisto ja paikkatietoaineistot 

Diplomityötä varten rakennettu rakennustietokanta antaa laajan katsauksen kiinteistöjen eri 

ominaisuuksista. Hyödyntämällä käytettyjä paikkatietoja saadaan tarkemmin pääteltyä kun-

kin kiinteistön teknisiä ominaisuuksia, kuten sadevesirännien pituudet, rakennusvuosikym-

menen mukaiset rakennustrendeistä koituneet korjaustarpeet, kiinteistön eri pintojen pinta-

ala sekä kiinteistöjen hallintamuoto (Minghini ym., 2025). 

Taulukossa 1. kuvataan koostetun rakennustietokannan esimerkkikiinteistön teknisiä omi-

naisuuksia kuten rakennustyyppi, kerrospinta-ala, lämmitystapa sekä kiinteistön pinta-alat 

eri käyttökohteittain. 

Taulukko 1. Esimerkkikiinteistön tekniset ja sijaintiin perustu-

vat ominaisuudet rakennustietokannassa (Building ID: 

102166229T) 

 

Tiedot auttavat laatimaan tarkat työmääräarviot eri huoltotoimenpiteistä kuten sadevesirän-

nien puhdistus, nurmikon leikkuu tai lumitöiden suorittamista varten.  
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3.3  Regressioanalyysi XGBoost-algoritmilla ja mallin arviointimittarit 

Työssä on käytetty XGBoost mallin mukaista menetelmää koneoppimismallin kouluttami-

seen. XGBoost valittiin tämän työn menetelmäksi kolmesta syystä. Ensinnäkin XGBoost 

käsittelee tehokkaasti sekä numeerisia että kategorisia muuttujia, joita rakennustietokanta 

sisältää runsaasti (esim. lämmitystapa, rakennustyyppi, sijainti). Toiseksi algoritmi sietää 

puuttuvia arvoja, mikä on olennaista avoimen datan kontekstissa, jossa kaikkia parametrejä 

ei ole saatavilla jokaiselle kiinteistölle. Kolmanneksi XGBoost tuottaa SHAP-analyysin 

avulla tulkittavia tuloksia, joiden perusteella voidaan arvioida yksittäisten piirteiden vaiku-

tusta ennusteeseen (Chen & Guestrin, 2016; Choy & Ho, 2023). Vertailututkimuksissa 

XGBoost on osoittautunut yhdeksi tarkimmista menetelmistä kiinteistöjen arvonmäärityk-

sessä (Gao ym., 2022).  

Regressioanalyysi on tehokas menetelmä datan ennustamiseen ja käsittelemään                       

epälineaarisuutta ja muuttujien välistä vuorovaikutusta (Stumpfe & Shongwe, 2026).                      

Mallin arvioinnissa käytetään seuraavia vakiintuneita mittareita: keskimääräinen absoluutti-

nen virhe (MAE), keskineliövirheen neliöjuuri (RMSE) sekä R² selitysaste. Absoluuttinen 

virhe on yksinkertainen tapa mitata virhettä, sillä se laskee ennusteen ja todellisen arvon 

välisen arvon ja muodostaa näistä keskiarvon. Keskineliövirheen neliöjuuri muodostaa mit-

tarin, jota käytetään erityisesti, jos mallin käyttökohde ei salli suurta virhetoleranssia kuten 

esim. lääketieteellinen diagnosointi. Keskineliövirheen neliöjuuri erittelee virheet neliöihin, 

joiden sisällä muodostetaan keskiarvo, josta otetaan neliöjuuri. R² selitysaste muodostaa kä-

sityksen, kuinka hyvin malli ymmärtää datan vaihtelun välillä 0.0–1.0. Mikäli treeni- ja tes-

tiaineiston selitysasteiden välillä on merkittävä ero, se voi viitata ylisovittamiseen.                                

Korkea laatuisessa mallissa on aina hieman puutteellisuutta mikä indikoi sitä, ettei malli vain 

toista syötedatan tuloksia omina tuloksinaan. 
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3.4  Rakennustietokannan arkkitehtuuri ja datalähteet 

Rakennustietokannan rakentaminen tapahtuu hyödyntämällä useita eri avoimen datan tieto-

kantoja, joiden tarkoituksena on tukea yksityiskohtaista kiinteistökohtaista näkymää Etelä-

Suomessa sijaitsevilta kiinteistöiltä. Tietokannan koostamiseen on hyödynnetty laajalti 

Maanmittauslaitoksen tarjoamaa avointa paikkatietoa, useista satelliittikuvalähteistä koos-

tettuja jäljennöksiä kiinteistöjen geometriatiedoista, sekä osoite- ja postinumerotietoja.                   

Rakennustietokannan tarkoituksena on toimia perustana koneoppimisalgoritmeille joiden 

avulla voidaan tehdä syvällisempää analyysia eri muuttujien välisistä riippuvuuksista ja aut-

taa ymmärtämään yrityksen näkökulmasta liiketoimintamahdollisuuksia kuten kiinteistön 

tarkkoja pinta-alatietoja, kiinteistön asukkaiden ostovoimaa sekä arvioita kiinteistön kannat-

tavuudesta jota voitaisiin hyödyntää strategisessa liiketoimintasuunnittelussa kuten päätök-

set mitkä toimialueet ovat kannattavia ja mitkä alueet eivät. 

Teknisesti rakennustietokanta toteutettiin PostGIS-laajennuksella varustettuun PostgreSQL-

tietokantaan, joka mahdollistaa paikkatietokyselyiden tehokkaan suorittamisen indeksoi-

duilla geometriatiedoilla. ETL-prosessit automatisoitiin Python-skripteillä hyödyntäen 

GeoPandas- ja Shapely-kirjastoja geometrioiden käsittelyyn sekä SQLAlchemy-kirjastoa 

tietokantayhteyksien hallintaan. 

Tietokannan arkkitehtuuri suunniteltiin modulaariseksi siten, että yksittäisiä datalähteitä voi-

daan päivittää tai korvata ilman koko järjestelmän uudelleenrakentamista. Jokainen data-

lähde prosessoidaan omassa ETL-putkessaan, ja lopulliset piirteet yhdistetään kiinteistötun-

nuksen (Building ID) perusteella yhteen tauluun, joka toimii XGBoost-mallin syötteenä. 

Modulaarinen rakenne mahdollistaa myös tietokannan inkrementaalisen laajentamisen uu-

silla piirteillä ilman olemassa olevien prosessien muokkaamista. Esimerkiksi uuden dataläh-

teen, kuten joukkoliikenteen pysäkkitietojen tai koulujen sijaintidatan, lisääminen edellyttää 

ainoastaan uuden ETL-putken rakentamista ja lopputaulun skeeman laajentamista. Tämä 

arkkitehtuuriratkaisu tukee työn jatkokehitystä, sillä liiketoimintatarpeiden muuttuessa tie-

tokantaa voidaan rikastaa uusilla muuttujilla ilman merkittävää teknistä velkaa. 
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3.5  Avoimen paikkatiedon ja kiinteistödatan integrointi (ETL-prosessit) 

Rakennustietokantaa varten on kerättävä useita eri muuttujia eri tietolähteistä. Yritys on kiin-

nostunut arvioimaan tarkat työmääräarviot sekä kiinteistön asukkaiden todennäköisen mak-

sukyvyn määrittämiseen koko Etelä-Suomen alueelta. Perinteiset pelkkään postinumeroti-

lastoihin perustuva arvio on aina keskiarvo useista tuhansista kiinteistöistä ja sisältää paljon 

soveltumattomia kiinteistöjä (Gao ym., 2022). Tämä lähestymistapa pyrkii luomaan kiinteis-

tötarkan näkymän soveltuvista asiakkaista niin asiakkaiden maksukyvyn kuin yrityksen 

oman operatiivisen suunnittelun kannalta. Kiinteistöhuoltoalan yritykset menettävät paljon 

potentiaalista työaikaa siirtymiin eri kohteiden väliltä ja tähän ongelmaan ratkaisu pyrkii 

luomaan perustan laatia jatkoa ratkaisuja automaattisille reititysalgoritmeille, kun tiedetään 

kannattavimmat kiinteistöalueet missä yrityksen kannattaa operoida (Varol & Catma, 2024). 

Kuvassa 5. esitetään rakennustietokannan ETL-prosessia, miten eri muuttujia muokataan ja 

miten muuttujien avulla muodostetaan rakennustietokannasta puuttuvia muuttujia.  

 

Kuva 5. Rakennustietokannan ETL-prosessi avoimen paikka-

tiedon keräyksestä valmiiksi piirrevektoriksi 
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Rakennustietokannan rakentaminen aloitetaan hyödyntämällä Overture palvelun konstel-

laatiota useiden eri palveluiden tuottamista satelliittikuvista eriytetyistä kiinteistöjen äärira-

jageometriatiedoista (Overture Maps Foundation, 2024). Geometriatiedot sisältävät tarkat 

tiedot kiinteistön kaksiulotteisista kiintopisteistä GPS-koordinaattimuodossa. Nämä geo-

metriatiedot sisältävät kerrospinta-alan, joita lähdetään rikastuttamaan useilla eri tiedoilla 

kuten kiinteistön tonttirajatiedoilla, kerrosten määrällä sekä sosioekonomista hyvinvointia 

mittaavilla mittareilla kuten postinumeroalueen keskitulot, kiinteistöjen neliöhinta €/m2 

sekä alueellinen ikäjakauma. Overture-geometrioiden ja Ryhti-tietokannan yhdistäminen 

toteutettiin sijaintiin perustuvalla pisteyhteydellä (point-in-polygon), jossa Ryhti-tietokan-

nan rakennuksen keskipiste yhdistettiin sitä vastaavaan Overture-geometriaan. Yhdistämis-

prosessissa 94,7 prosenttia Ryhti-rakennuksista löysi vastaavan geometrian, ja loput jäivät 

ilman geometriatietoa pääasiassa pienien talousrakennusten vuoksi. 

Kuvassa 6. esitetään esimerkkialue, jossa rakennukset on luokiteltu käyttötarkoituksen mu-

kaan Overture-geometriatietojen ja Ryhti-tietokannan yhdistelmänä. Luokittelu erottaa 

asuinrakennukset, liikerakennukset ja talousrakennukset toisistaan, mikä mahdollistaa ana-

lyysin kohdentamisen pelkästään asuinkiinteistöihin. Luokittelun tarkkuus riippuu Ryhti-tie-

tokannan käyttötarkoituskoodin kattavuudesta, joka on asuinrakennusten osalta yli 95 pro-

senttia. 

 

Kuva 6. Rakennusten käyttötarkoituksen mukainen luokittelu 

Overture-geometriatiedoista, esimerkkialue Etelä-Suomesta 



30 

 

Kiinteistökohtaisen geometriatiedon rikastaminen jatkuu yhdistämällä prosessoitua satelliit-

tikartoitusdataa rehevyydestä. Rehevyyskartoitus kartoittaa alueellista kasvillisuuden mää-

rää. Käytännössä voidaan luokitella alueet, jotka ovat rakennettuja sekä aluetta, joka sisältää 

kasvillisuutta kuten metsää, nurmikkoa tai muuta kasvillisuutta. 

Kuvassa 7. havainnollistetaan ilmakuvan luokittelua kasvillisuus- ja rakennettuihin alueisiin 

NDVI-rehevyysanalyysin avulla. NDVI analyysissa käytetään multispektrikameralla tuotet-

tuja kuvia, jotka mittaavat eri materiaaleista takaisin heijastuvia infrapuna-aaltoja, joiden 

avulla voidaan luokitella ja eritellä kuvassa näkyviä materiaaleja (Xing ym., 2025). 

             

Kuva 7. NDVI-peittävyysanalyysi: Kasvillisuutta mittaavan il-

makuvan maski- (vas.) ja käänteinen maski (oik.) 

 

Käyttämällä käänteistä maskia kiinteistöjen kasvillisuuden määrä ja geometria voidaan mää-

ritellä 2 neliömetrin tarkkuudella (m2). Tätä tietoa voidaan hyödyntää arvioidessa kiinteis-

tönhuoltotöiden kuten nurmikon leikkuun ja kiinteistöllä sijaitsevien puiden poistamiseen 

liittyvissä työaika-arvioissa. Maanmittauslaitos tuottaa Suomen kattavaa rehevyysilmakuvia 

säännöllisesti. NDVI-analyysin resoluutio on 2 m × 2 m pikseliä, mikä mahdollistaa yksit-

täisten tonttien kasvillisuuden ja rakennetun alueen erottamisen toisistaan. Tontin viheralu-

een pinta-ala lasketaan summaamalla tonttirajojen sisäpuolelle osuvien kasvillisuuspikselien 

pinta-alat, ja tulosta verrataan tontin kokonaispinta-alaan viheralueosuuden määrittämiseksi. 
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3.6  Sijaintipohjaisten piirteiden muodostaminen 

Rakennusgeometrian rikastuttaminen kvalitatiivisilla mittareilla tarkoituksena on selvittää 

kiinteistöjen maksukykyä kiinteistönhuoltopalveluille. Ensimmäinen tapa on postinumero-

tiedon yhdistäminen kiinteistöihin, tämä mahdollistaa tilastokeskuksen Paavo-tilastotieto-

kannan hyödyntämisen arvioidessa asuinalueiden demografiatietoja ja kiinteistön omistajien 

taustoja. Liittämällä toteutuneiden kiinteistökauppojen neliöhintatiedot kiinteistögeomet-

riatietoihin voidaan päätellä kiinteistöjen tämänhetkinen markkinahinta. Markkinahintatie-

toa sekä asuinalueen demograafitietoja yhdistämällä voidaan tehdä arvioita kiinteistön asuk-

kaiden käytettävästä varallisuudesta käyttäen pankkien tavanomaista 35 % rajaa kuukausit-

taisista nettotuloista 25 vuoden annuiteettiasuntolainalle.  

Kun tiedetään postinumeroalueella asuvien ihmisten jakauma eri ikäluokittain ja pääsääntöi-

sen toiminnan perusteella, demograafitietoja voidaan osoittaa kiinteistöille postinumeroalu-

een mukaisilla painoarvoilla, jolloin voidaan päätellä yhdessä kiinteistön koon ja muiden 

kustannusten perusteella kiinteistössä asuvien henkilöiden määrä sekä kotitalouden käytet-

tävissä oleva kuukausittainen käyttövarallisuus. 

Käyttövarallisuuden tietäminen kiinteistökohtaisesti on erittäin arvokasta tietoa monestakin 

näkökulmasta. Se mahdollistaa ensinnäkin tarkan palveluntarpeen kartoittamisen sekä asia-

kassegmentoinnin. Millaisia palveluita tämän kiinteistön asukkailla olisi varaa hankkia ja 

mistä palvelusta he olisivat todennäköisesti kiinnostuneita. Riskiarviointi on myös yksi nä-

kökulma, jota arvioidaan, kun asiakkaita on tuhansia. Millä todennäköisyydellä kunkin kiin-

teistön asukas jättää ostetun palvelun maksamatta. Kiinteistö missä on paljon arvioitua kor-

jausvelkaa, kiinteistössä, jonka huono ylläpito on seurannut talouden heikkoa kehitystä, voi 

todennäköisemmin olla maksukyvytön kuin kiinteistö, jossa vastaavia ilmiöitä ei ole havait-

tavissa ja kiinteistö on hyvin ylläpidetty. Tällainen kyky havaita mahdollisia riskitekijöitä 

voi auttaa palveluliiketoimintayrityksiä arvioimaan myynnin ja palvelutarjonnan kohdenta-

mista edullisimmille asuinalueille tai tarkastelemaan myyntiehtoja tällaisten kiinteistöjen 

osalta. 
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3.7  Kategoristen ja numeeristen muuttujien esikäsittely 

Yhdessä kiinteistöjen mittojen sekä rakennusten lämmitystavan perusteella voidaan laskea 

kokonaisenergiankulutus käyttäen rakennusvuoteen perustuvaa energialuokittelua, sekä ar-

vio käytetystä lämmityspolttoaineesta sekä kuukausittaisista lämmityskustannuksista.                 

Käytetty lämmitystapa paljastaa myös yhdessä rakennustyypin perusteella, todennäköisyy-

den kiinteistössä sijaitsevalle tulisijalle. Tulisijan määrittäminen on merkittävä kilpailullinen 

etu, sillä se mahdollistaa Suomessa sijaitsevien kiinteistöjen kartoittamisen tulisijojen va-

ralta, joka mahdollistaa nuohouspalveluiden kohdentamisen suoraan kiinteistöihin, joissa si-

jaitsee tulisija. 

Tulisijan sijainnin tarkka tunnistaminen mahdollistaa nuohouspalveluiden kohdentamisen 

suoraan kiinteistöihin, joissa palvelulle on todellinen tarve. Kun tulisijojen sijainnit tiedetään 

kiinteistökohtaisesti, voidaan suunnitella optimaalisia huoltoreittejä, jotka minimoivat siir-

tymäajat kohteiden välillä. Reittioptimointi parantaa merkittävästi työn tehokkuutta ja on 

selkeä kilpailuetu toimialalla, jossa automaation ja teknologian hyödyntäminen on ollut vä-

häistä. 

Nuohousala on perinteisesti toiminut hyvin paikallisesti, ja alan yritykset ovat usein yk-

sinyrittäjiä, joiden toiminta-alue on maantieteellisesti rajattu. Suomessa on merkittävä määrä 

kiinteistöjä, joissa on tulisija, ja jokaiseen tulisijaan tulee vuosittain tehdä lakisääteinen nuo-

hous pätevän henkilön toimesta. Automaattinen tulisijojen kartoittaminen avoimesta paik-

katiedosta tarjoaa nuohouspalveluyrityksille mahdollisuuden laajentaa asiakashankintaansa 

systemaattisesti koko toiminta-alueelleen. 

Tulisijojen tunnistaminen on yksi esimerkki teknisten ominaisuuksien päättelemisestä ra-

kennustietokannan avulla. Vastaavalla menetelmällä voidaan tunnistaa myös muita huolto-

palveluiden kannalta merkittäviä laitteistoja, kuten ilmastointilaitteet tai tietyntyyppiset 

LVI-ratkaisut. Tilastoanalyysin perusteella voidaan havaita trendejä siitä, minkä tyyppisiin 

ja minkä ikäisiin kiinteistöihin tiettyjä laitteistoja on tyypillisesti asennettu, ja kohdentaa 

huoltopalveluiden markkinointia näihin kiinteistöihin. 

Työn kohdeyrityksessä teknologian hyödyntäminen on keskeinen osa liiketoimintastrate-

giaa. Yritys pyrkii tunnistamaan mahdollisimman tarkkaan yksittäisten kiinteistöjen tekniset 

ominaisuudet, jotta palveluita voidaan tarjota kohdennetusti ja myyntiä ohjata 
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automaattisesti kiinteistöihin, joissa tiedetään olevan tiettyjä huoltotarpeita. Tämä mahdol-

listaa esimerkiksi markkinoinnin kohdentamisen kiinteistöihin, joissa on tunnistettu tietty 

laiteratkaisu. 

Vastaavia dataohjattuja menetelmiä kiinteistöjen teknisten ominaisuuksien tunnistamiseen 

ei ole kirjoittajan tietojen mukaan laajalti käytössä suomalaisissa kiinteistönhuoltoyrityk-

sissä. Suomessa viranomaiset keräävät kattavasti kiinteistötietoa yritysten vapaaseen käyt-

töön, mutta tieto on usein pirstaleista ja sen analysointi sekä johtopäätösten tekeminen jää 

yritysten vastuulle. Tekoälyn kyvykkyyksien kehittyessä tällaisten ratkaisujen rakentaminen 

on tullut nopeammaksi ja edullisemmaksi, mikä mahdollistaa useiden erilaisten mallien luo-

misen ja testaamisen lyhyessä ajassa. 

Tässä työssä kehitetty menetelmä eroaa kaupallisista paikkatietopalveluista siinä, että se yh-

distää useita avoimia lähteitä kiinteistökohtaiseksi kokonaisuudeksi sen sijaan, että tarjoaisi 

yksittäisiä paikkatietoaineistoja erillisinä tuotteina. Lähestymistapa siirtää analyyttisen osaa-

misen vaatimuksen datan keräysvaiheesta tulkintavaiheeseen, jossa koneoppimismallit au-

tomatisoivat merkittävän osan aiemmin asiantuntijatyötä vaatineesta analyysistä. 
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4  Koneoppimisen integrointi: XGBoost-mallin toteutus 

4.1  Piirteiden tärkeysarviointi 

Arvioimalla koneoppimismallissa käytettävien piirteiden vaikutuksen saadaan selville, 

kuinka paljon kukin parametri vaikuttaa koneoppimismallilla tehtyyn ennusteeseen.  

Kuvassa 8. esitetään prosessi, jossa raakadata, kuten geometria-, kuva- ja tilastotiedot, jae-

taan kolmeen piirrekategoriaan: geometriset piirteet, ympäristöpiirteet ja sosioekonomiset 

piirteet. Näistä johdetaan lisäpiirteitä, kuten arvio energiankulutuksesta, tulisijan todennä-

köisyys, käytettävissä oleva varallisuus ja lämmityskustannusten osuus kullekin kiinteis-

tölle. Johdetut ja alkuperäiset piirteet yhdistetään piirrevektoriksi, joka toimii XGBoost-mal-

lin syötteenä. 

 

Kuva 8. Piirrevektorin muodostaminen: raakadatasta geomet-

risiin, ympäristö- ja sosioekonomisiin piirteisiin 
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Koneoppimismalli arvioi automaattisesti eri ominaisuuksien korrelaatioita ja niiden yhte-

neväisyyksiä keskenään sekä vertailee tuloksia eri kiinteistöryhmien välillä. Analyysi osoit-

taa kunkin teknisen ominaisuuden suhteellisen merkityksen ennusteeseen.                            Piir-

teiden tärkeysarviointi on keskeinen vaihe koneoppimismallien kehittämisessä, sillä suuresta 

piirrejoukosta kaikkia piirteitä ei aina kannata käyttää. Päällekkäiset piirteet voivat heikentää 

mallin suorituskykyä, koska malli alkaa toistaa samaa informaatiota useasta lähteestä sen 

sijaan, että se oppisi uusia riippuvuuksia. 

Tarkastelemalla kaikkien ominaisuuksien vaikutusta mallin suorituskykyyn voidaan tehdä 

päätelmiä ja rajauksia parametrien osalta, jotka eivät tue haluttua lopputulosta. Analyysissä 

tarkastellaan seuraavia asioita, ristiin validointi, jotta nähdään ylisovittaako malli joidenkin 

muuttujien osalta. R2  selittää muuttujien välistä riippuvuutta ja se on analyysin yksi keskei-

simmistä tuloksista. MAE (keski-itseisvirhe) kuvaa kuinka paljon ennuste  poikkeaa keski-

määrin toteutuneesta neliöhinnasta (€/m2). MAPE (suhteellinen keskivirhe) ilmaisee saman 

poikkeaman prosentteina toteutuneesta hinnasta, mikä mahdollistaa eri hintatasojen vertai-

lun. Piirteiden vaikutusta ennusteisiin arvioidaan SHAP arvoilla (SHapley Additive exPla-

nations), jotka kuvaavat, kuinka paljon kukin piirre keskimäärin siirtää yksittäistä ennustetta 

ylös- tai alaspäin (Lundberg & Lee, 2017). 

Taulukko 2. esittää SHAP-analyysin tuloksia. Kuinka paljon kukin muuttuja vaikuttaa kiin-

teistön markkina-arvon muodostumiseen. Kategoria, piirre, mediaani osuus neliöhinnasta 

€/m2, % osuus, kumulatiivinen määrä % sekä kuvaus piirteestä. 

Taulukko 2. SHAP-analyysin tulokset piirteittäin: keskimää-

räinen vaikutus ennustettuun markkina-arvoon (€/m²) 
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Taulukon 2. avulla voidaan valita ne muuttujat, joista halutaan muodostaa näkemyksiä eri 

liiketoiminnallisista kysymyksistä. Esimerkiksi arvonmäärityksessä painotetaan sijainti-

muuttujia, kun taas työmääräarvioissa korostuvat tekniset ominaisuudet kuten pinta-ala ja 

sadevesirännien pituus. 

Yksityiskohtainen näkymä osoittaa, että merkittävimmät muuttujat, jotka vaikuttavat ennus-

teeseen ovat sijaintikoordinaatit SHAP osuudella 90,8 %. Analyysi osoittaa, että rakennus-

tiheys ja tekniset ominaisuudet vaikuttavat suhteessa merkittävästi vähemmän kuin sijainti-

tieto. Malli ei itsessään ota huomioon mitkä tekijät vaikuttavat sijaintiarvoon tai ympäristöl-

lisiä tekijöitä, mutta se auttaa tunnistamaan sellaisia, kun mallia käytetään käänteisesti. 

Taulukossa 3. kuvataan eri kategorioitten kumulatiivisia vaikutuksia arvonmuodostukseen. 

Taulukko 3. SHAP-analyysin tulokset piirrekategorioittain 

 

 

Kategorinen analyysi osoittaa, että sijaintimuuttujat muodostavat 90,8 prosentin osuuden ar-

vonmuodostumisesta. Tiheys, rakennuksen ominaisuudet ja muut muuttujat muodostavat 

jäljelle jäävän osuuden, jossa yksittäisten muuttujien määrä kasvaa merkittävästi mutta nii-

den suhteellinen merkitys pienenee. Tämä osoittaa, että muutama keskeinen muuttuja selit-

tää valtaosan ennusteesta, kun taas lukuisten yksittäisten piirteiden lisääminen ei enää mer-

kittävästi paranna mallin tarkkuutta. Piirteiden valinnassa on arvioitava kriittisesti, paranta-

vatko vai heikentävätkö lisäpiirteet mallin suorituskykyä, ennen kuin ne sisällytetään koulu-

tusmalliin. 
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Taulukko 4. kuvaa XGBoost-mallin suorituskykymittareita opetus- (treeni-) ja testiaineis-

tolla sekä ristiinvalidoinnissa. Keskimääräistä virhettä mittaavan neliösummajuurivirheen 

(RMSE) arvot ovat opetusaineistolla 154,50 ja testiaineistolla 160,67. Koska nämä arvot 

ovat hyvin lähellä toisiaan, malli on oppinut datasta todellisia säännönmukaisuuksia sen si-

jaan, että se olisi vain ulkoa opetellut opetusaineiston vastaukset. 

 

Taulukko 4. XGBoost-mallin suorituskykymittarit treeni- ja 

testiaineistolla sekä ristiinvalidoinnissa 

 

 

Keskimääräinen absoluuttinen virhe (MAE) osoittaa, että malli erehtyy testiaineistossa kes-

kimäärin 91,72 yksikköä. Mediaanivirhe (MedAE) puolestaan paljastaa, että puolet mallin 

tekemistä virheistä on pienempiä kuin 44,54 yksikköä. Tämä on merkittävästi pienempi luku 

kuin keskimääräinen absoluuttinen virhe, mikä viittaa siihen, että suurin osa virheistä on 

maltillisia ja vain muutamat yksittäiset suuret virheet nostavat keskiarvoa. 

Mallin luotettavuutta on testattu ristiinvalidoinnilla, jossa aineisto on jaettu 5 ja 10 eri 

osaan. Kun testausta suoritetaan toistuvasti aineiston eri osilla, keskimääräinen virhe pysyy 

erittäin vakaana ja tulosten heittely eri kokeilujen välillä on erittäin pientä. Bootstrap-me-

netelmällä lasketun 95 prosentin luottamusvälin perusteella voidaan olla 95-prosenttisen 

varmoja siitä, että mallin keskimääräinen RMSE-virhe asettuu lukujen 159,02 ja 162,39 

välille, joten saatua tulosta voidaan pitää erittäin varmana ja vakaana. 
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Tarkasteltaessa mallin tarkkuutta hintasegmenteittäin nähdään, että mallin tarkkuus heikke-

nee kalliimmissa hintasegmenteissä. Hintasegmentit (Q1–Q5) perustuvat ennustetun neliö-

hinnan kvintiilijakaumaan, jossa Q1 kattaa edullisimmat 20 % ja Q5 kalleimmat 20 % kiin-

teistöistä. Absoluuttinen paras tarkkuus saadaan Q1 segmentissä missä hajonta on pientä.  

Malli toimii kokonaisvaltaisesti tasaisesti läpi eri hintasegmenttien ja suhteellinen virhe 

(MAPE) pysyy tasaisena (4,8–7,2 %). 

Taulukossa 5. kuvataan Xgboost koneoppimismallin suoritusarvoja segmenteittäin, miten 

malli suoriutuu ennustamaan eri hintaluokan kiinteistöjen neliöhinnan €/m2 . 

Taulukko 5. Mallin tarkkuus hintasegmenteittäin (Q1–Q5, 

€/m²) 

 

 

Q1-segmentin hyvää tarkkuutta selittää se, että kyseessä ovat usein alueet, joilla rakennus-

kanta on yksinkertaista ja hintahajonta pientä. Arvon muodostumiseen vaikuttavia tekijöitä 

on vähemmän, joten mallin on helpompi oppia säännönmukaisuuksia. Q5-segmentissä puo-

lestaan nähdään suurin absoluuttinen hintahajonta, mikä johtuu rakennetun ympäristön mo-

nimuotoisuudesta ja eri alueiden välisistä neliöhintaeroista. Kalliimmissa segmenteissä ar-

voon vaikuttavien tekijöiden määrä kasvaa, mikä heikentää mallin absoluuttista tarkkuutta 

mutta suhteellinen virhe pysyy hallittavana.  

Segmenttikohtainen tarkastelu osoittaa, että mallin soveltuvuutta on arvioitava eri käyttötar-

koituksissa erikseen. Arvonmäärityksessä absoluuttinen tarkkuus on kriittistä, jolloin Q5-

segmentin korkeampi RMSE voi olla merkittävä rajoite. Asiakassegmentoinnissa ja kannat-

tavuuspisteytyksessä sen sijaan riittää suhteellinen tarkkuus, jolloin MAPE:n tasaisuus seg-

menttien välillä (4,8–7,2 %) osoittaa mallin soveltuvan tähän käyttötarkoitukseen koko hin-

taskaalalla. 
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4.2  Spatiaalisen autokorrelaation vaikutus 

SHAP-analyysin tulokset osoittavat, että kolme sijaintimuuttujaa (leveysaste, pituusaste ja 

etäisyys lähimpään tiehen) selittävät yhteensä 90,8 prosenttia mallin ennustevarianssista 

(Taulukko 3). Tulos on johdonmukainen aikaisemman tutkimuksen kanssa, sillä kiinteistön 

sijainti on tunnetusti tärkein yksittäinen arvonmääritystekijä (Rosen, 1974). Koordinaattien 

poikkeuksellisen suuri SHAP-osuus viittaa kuitenkin siihen, että malli oppii paikallisia hin-

tatasoja suoraan maantieteellisistä koordinaateista, mikä heijastaa spatiaalista autokorrelaa-

tiota aineistossa (Roberts ym., 2017). 

Käytännössä tämä tarkoittaa, että malli tunnistaa esimerkiksi pääkaupunkiseudun koordinaa-

tit kalliina alueena ja harvaan asuttujen alueiden koordinaatit edullisena alueena ilman, että 

se välttämättä oppii miksi nämä alueet eroavat kiinteistöjen ominaisuuksien perusteella. 

Tämä parantaa ennustetarkkuutta Etelä-Suomen alueella mutta rajoittaa mallin yleistettä-

vyyttä uusille maantieteellisille alueille. 

Segmenttikohtainen analyysi (Taulukko 5) paljastaa merkittävän epätasaisuuden. Q2-hinta-

segmentissä (962–1 251 €/m²) selitysaste on negatiivinen (R² = −0,424), mikä tarkoittaa, että 

malli ennustaa tässä segmentissä huonommin kuin pelkkä segmentin keskiarvo. On kuiten-

kin huomionarvoista, että suhteellinen virhe (MAPE = 4,8 %) on Q2-segmentissä koko ai-

neiston pienin. Negatiivinen R² syntyy segmentin sisäisen hintavaihtelun pienuudesta yhdis-

tettynä mallin systemaattiseen pieneen harhaan. 

Liiketoiminnallisessa kontekstissa sijaintipainotteisuus ei ole pelkästään ongelma. Kiinteis-

tön sijainti on keskeinen operatiivinen muuttuja, joka vaikuttaa sekä asiakkaan maksuky-

kyyn että palveluntarjoajan logistisiin kustannuksiin. Malli soveltuu alueelliseen asiakasseg-

mentointiin ja kannattavuusarviointiin juuri sijaintiherkkyytensä ansiosta, vaikka sen kyky 

erotella yksittäisten kiinteistöominaisuuksien vaikutusta on rajoitetumpi (Kang ym., 2020). 
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4.3  Rakennustietokannan peittävyysanalyysi 

Ensimmäinen tutkimuskysymys koski sitä, kuinka kattava osuus Etelä-Suomen asuinkiin-

teistöistä (n) voidaan kattaa avoimista paikkatiedoista koostetulla rakennustietokannalla. 

Kattavuutta arvioidaan kahdella mittarilla, peittävyydellä ja teknisten piirteiden kattavuu-

della. Rakennustietokannan peittävyydellä on suuri merkitys arvioidessa ratkaisun katta-

vuutta ja merkittävyyttä. Rakennustietokannassa käytettävät kiinteistöjen kattavuus Suo-

mesta on hyvä. Etelä-Suomessa sijaitsee 2 261 699 rakennusta joista 53,3 % on asuinraken-

nuksia (1 205 635). Kaikkien rakennusten attribuutit ovat keskimäärin 90,9 % ja asuinraken-

nusten osalta 91,2 %. Rakennustietokanta sisältää siis jokaisen mitattavan attribuutin 91,2 % 

asuinrakennuksista. Tätä lukemaa voidaan pitää hyväksyttävänä ja se osoittaa, että raken-

nustietokanta on koostettu laadukkaista ja kattavista tietolähteitä hyväksikäyttäen.  

Taulukossa 6. kuvataan koostetun rakennustietokannan muuttujien lukumäärää sekä peittä-

vyyttä.  

Taulukko 6. Rakennustietokannan peittävyys ja teknisten piir-

teiden kattavuus Etelä-Suomessa (n = 1 205 635 asuinraken-

nusta) 
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4.4  Arvonmääritysprosessin tehostaminen  

Tietokantaratkaisu mahdollistaa yritykselle uudenlaisen tavan asiakassegmentoinnille, rat-

kaisu mahdollistaa automaattisen kiinteistön luokittelun, jonka avulla yritys pystyy suunnit-

telemaan liiketoimintamallejaan ja tekemään päätöksiä alueista, joille tarjota palveluitaan. 

Kaikki kiinteistöt eivät ole yhtä kannattavia liiketaloudellisesti sillä kiinteistöt sisältävät mo-

nesti tuntemattomia muuttujia, jotka voivat vaikuttaa negatiivisesti työn kannattavuuteen. 

Tällaisia muuttujia voivat olla ensiarviota suurempi työmäärä kertahinnoittelutyössä tai kuu-

kausiveloitusmallissa. Nykyiset kiinteistöhuoltopalvelut ovat pääsääntöisesti kertahinnoitte-

lumalliin pohjautuvia eikä yksittäisille yksityiskiinteistöjen omistajille ole tarjolla kuukau-

silaskutukseen pohjautuvaa hinnoittelua. Hinnoittelu tapahtuu kiinteistökohtaisesti. Auto-

maattinen kiinteistön luokittelu mahdollistaisi joillekin kiinteistöille kuukausihinnoitteluun 

pohjautuvan kiinteistöhuoltopalvelumallin tarjoamisen kuten taloyhtiöille tarjotaan tällä het-

kellä. Kuukausipohjainen hinnoittelu tarjoaisi uudenlaisen liiketoimintamallin millaista ei 

ole nähty tarjottavan suomalaisille erillistaloasukkaille. 

Yksi merkittävä syy siihen, miksei kuukausihinnoittelumallia ole tarjottu on hinta-arvion 

laatiminen ja perinteiseen katselmukseen perustuva arvio on työläs ja kallis toteuttaa useisiin 

kiinteistöihin.  

Automaattisessa kiinteistön arvonmääritysmallissa koneoppimismallit tarkastelevat jokaista 

kiinteistön teknistä ominaisuutta kuten pinta-alaa, tilavuutta, ikää sekä demograafisia tietoja 

kuten alueen keskituloa, neliöhintaa sekä kiinteistön etäisyyttä kiinteistönhuoltoyrityksen 

toimipaikasta. 

Kuvassa 9. esitetään Xgboost koneoppimismallin kouluttamista teknisellä ominaisuustie-

doilla, ympäristöä luokittelevilla pinta-ala tiedoilla sekä sosioekonomista asemaa mittaavilla 

demograafitiedoilla.  
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Kuva 9. XGBoost-mallin tuottamat kiinteistökohtaiset ennus-

teet: arvonmääritys, työmääräarvio ja kannattavuuspisteytys 

 

Automaattinen arvio tuottaa arvion vuosittaisesta työnmäärästä (h), myynnin määrästä (€) 

sekä kiinteistön todennäköisyydestä hankkia kiinteistönhuoltopalveluita. 

Vastaavia ratkaisuja ei ole laajalti käytössä suomalaisilla kiinteistönhuoltoyrityksillä ja vas-

taavia esimerkkejä tiedetään olevan erityisesti vähittäistavarakaupan asiakassegmentoinnin 

kehityksessä. 

Koneoppimismallien avulla voidaan tuottaa yksityiskohtainen arvonmääritys jokaiselle kiin-

teistölle, joka sisältää arvion asukkaiden käytettävissä olevasta varallisuudesta, palvelun os-

ton todennäköisyydestä sekä vuosittaisesta työmäärästä. Kun nämä tiedot tunnetaan kiinteis-

tökohtaisesti, palveluita voidaan hinnoitella useilla eri tavoilla: tuntilaskutukseen, urakkaan 

tai kuukausitilaukseen perustuvina malleina. Tarkat työmääräarviot mahdollistavat kilpailu-

kykyisten hinnoittelumallien tarjoamisen, joita kilpailijat eivät pysty vastaavalla tarkkuu-

della tuottamaan. 

Yhdistämällä automaattinen arvonmääritys ja työmääräarviot reittioptimoinnin kanssa voi-

daan suunnitella työpäiviä, joissa työntekijöiden siirtymät kohteiden välillä on minimoitu. 

Tämä parantaa operatiivista tehokkuutta merkittävästi ja luo perustan kuukausihinnoittelu-

mallin kannattavuudelle, sillä kiinteän kuukausihinnan asettaminen edellyttää luotettavaa ar-

viota vuosittaisten huoltokäyntien kokonaistyömäärästä. 
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Kannattavuuspisteytyksen avulla yksittäisiä kiinteistöjä ja kokonaisia asuinalueita voidaan 

arvottaa liiketoiminnallisesti. Perinteiset postinumeroalueen mediaanituloihin perustuvat ar-

viot ovat aina keskiarvoja tuhansista kiinteistöistä, joiden tilanne voi poiketa toisistaan mer-

kittävästi. Kiinteistökohtainen pisteytys mahdollistaa kannattamattomien kohteiden tunnis-

tamisen ja välttämisen sekä resurssien kohdentamisen kiinteistöihin, joissa palveluntarve ja 

maksukyky kohtaavat. 

Vastaavia kannattavuusluokittelujärjestelmiä käytetään laajasti finanssialalla, jossa pankit 

arvioivat yksittäisten asiakkaiden maksukykyä ja luottoriskiä. Palveluliiketoiminnan toi-

mialoilla tällainen luokittelu on kuitenkin harvinaista, osittain datan puutteellisuuden vuoksi 

mutta myös siksi, että panostuksen ja saadun hyödyn suhdetta on pidetty riittämättömänä. 

Tekoälyn kehittyminen on kuitenkin laskenut tällaisten ratkaisujen rakentamisen kustannuk-

sia merkittävästi, mikä tekee dataohjatusta lähestymistavasta toteutettavan myös pienem-

mille yrityksille. 

Kiinteistönhuoltoalan kontekstissa kannattavuuspisteytys yhdistää kolme ulottuvuutta: arvi-

oitu palveluntarve kiinteistön teknisten ominaisuuksien perusteella, arvioitu maksukyky ne-

liöhinnan ja alueen tulotason perusteella sekä operatiivinen saavutettavuus suhteessa yrityk-

sen muihin kohteisiin. Näiden ulottuvuuksien yhdistelmä tuottaa kiinteistökohtaisen kannat-

tavuusarvon, jonka perusteella myyntiä voidaan priorisoida ja resursseja kohdentaa tuotta-

vimpiin kohteisiin. 
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4.5  Asiakassegmentointi ja palveluiden kohdentaminen 

Asiakassegmentointi on keskeinen asia datalla johdetussa liiketoiminnassa. Kiinteistönhuol-

toalalla ei ole merkittävästi syvällisempiä analytiikka- ja mallinnusratkaisuja, jotka antaisi-

vat yksityiskohtaisen näkymän yksittäisten kiinteistönomistajien taloudellisiin tai demograa-

fisiin tietoihin. Osittainen syy tälle on EU:n yleinen tietosuoja-asetus (GDPR) joka rajoittaa 

yksilöivän datan keruuta. Tässä ratkaisussa EU:n yleinen tietosuoja-asetus ei estä asiakasde-

mograafien mallinnusta sillä niitä ei osoiteta yksilöille ja kyseessä on tilastollisesti tuotetusta 

arviosta. Tietosuoja-asetusta ei sovelleta anonyymiin tietoon, joka ei liity tunnistettuun hen-

kilöön, eikä tilastollisiin tarkoituksiin tuotettuun tietoon (Euroopan parlamentin ja neuvoston 

asetus (EU) 2016/679, johdanto-osan 26 kappale). 

Asiakassegmentointi mahdollistaa yrityksiä suunnittelemaan myynnin kohdistamista tie-

tyille alueille tai tiettyihin kiinteistöihin jos niissä nähdään liiketaloudellista potentiaalia. 

Kiinteistönhuoltopalveluiden tarpeet vaihtelevat paljolti asukkaiden iän ja asumiskoon pe-

rusteella. Vanhemmat asukkaat voivat vaatia enemmän apua kiinteistönylläpitämisessä. 

(Fausset ym., 2011). Varakkaat kiinteistönomistajat ovat todennäköisempiä ostamaan kiin-

teistönhuoltopalveluita ajan säästämiseksi (Van der Lippe ym., 2004). Pienten kiinteistöjen 

omistajat ovat epätodennäköisemmin kiinnostuneita kiinteistön huoltopalveluiden ostami-

sesta kuin suurten kiinteistöjen omistajat (Trübner, 2024). 

Asiakassegmentoinnin yhdistäminen yrityksen omaan historialliseen myyntidataan mahdol-

listaa myynnin entistä tarkemman kohdentamisen. Datan avulla voidaan muun muassa en-

nakoida ja välttää luottotappioita tunnistamalla ennalta ne asiakkuudet, joissa maksuhäiriöi-

den riski on kohonnut. Historiallinen myyntidata on myös elintärkeää koneoppimismallien 

kehittämisessä. Todellisen myyntidatan avulla mallien ennustustarkkuutta ja tehokkuutta 

voidaan arvioida ja parantaa niin sanotun toteumatestauksen (backtesting) avulla. Tämä me-

netelmä mittaa mallin suorituskykyä tarkasti ja ohjaa suoraan sen tulevaa kehitystä. (Bailey 

ym., 2014). Tämä ratkaisu edustaa täysin uudenlaista lähestymistapaa asiakkuuksien hallin-

taan. Perinteisten CRM-järjestelmien sijaan, jotka sisältävät usein vain kiinteistön perusyh-

teystiedot, tämä järjestelmä mahdollistaa automaattisen myyntiliidien generoinnin. Järjestel-

män avulla potentiaalisia asiakkaita voidaan poimia automaattisesti, ja heitä on mahdollista 

lähestyä tehokkaasti joko suoralla myyntityöllä tai kohdennetuilla sähköpostikampanjoilla. 

Lisäksi markkinointia voidaan suunnata suoraan niille alueille, joissa on tunnistettu suuri 
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myyntipotentiaali (Davenport & Harris, 2007). Myyntityö tehostuu huomattavasti, kun asi-

akkaiden tarpeet pystytään ennakoimaan jo ennen ensimmäistäkään pihakäyntiä, ja tarvitta-

essa olemassa olevaa asiakasdataa voidaan rikastaa vaivattomasti. 

Vastaavia menetelmiä ei ole Suomessa vielä laajalti käytössä, ellei taustalla ole jo valmista 

asiakassuhdetta. Tämä uudenlainen lähestymistapa tuo yritykselle merkittävää liiketaloudel-

lista hyötyä ja selkeän kilpailuedun, sillä pienemmät toimijat eivät yleensä pysty rakenta-

maan tai ylläpitämään vastaavia järjestelmiä. Todellinen hyöty skaalautuu erityisesti suurilla 

asiakasmäärillä, ja älykkään järjestelmän avulla yrityksen työkalenteri on mahdollista pitää 

tasaisesti täytenä ympäri vuoden. 

Automaattinen segmentointi ja palveluiden kohdentaminen tukevat vahvasti yrityksen stra-

tegista suunnittelua. Yritys voi valita optimaaliset toiminta-alueet ja kaupunginosat siten, 

että siirtymät eri työkohteiden välillä minimoituvat ja potentiaalinen kohdeyleisö on alueella 

mahdollisimman suuri. Kiinteistöhuoltoalalla merkittävä osa työajasta ja kustannuksista ku-

luu tyypillisesti juuri kohteiden väliseen matkustamiseen. Matka-aikojen minimointi onkin 

keskeinen tekijä yrityksen tehokkuuden parantamisessa, sillä säästyneen ajan ansiosta saman 

työpäivän puitteissa ehditään suorittamaan useampia laskutettavia työtehtäviä. 

Tehostunut logistiikka ja matkustamiseen kuluvan ajan vähentyminen mahdollistavat myös 

täysin uudenlaisten liiketoimintamallien käyttöönoton. Näihin lukeutuu esimerkiksi kuukau-

silaskutukseen perustuva hinnoittelu, joka on jo tuttua monista nykypäivän ohjelmisto- ja 

viihdepalveluista. Kiinteä kuukausihinnoittelu on ollut tähän asti yleistä lähinnä taloyhtiöi-

den kiinteistöhuollossa, mutta tämä uusi malli avaa mahdollisuuden tarjota vastaavaa palve-

lua myös erillis- ja omakotitalojen omistajille perinteisen urakka- tai tuntihinnoittelun sijaan. 

Muutos luo uudenlaisen palvelukokonaisuuden, jossa asukas hankkii kaikki tarvitsemansa 

kiinteistöhuollon peruspalvelut yhdeltä toimijalta kiinteään kuukausihintaan, ja kaikki sopi-

muksen ulkopuoliset lisätyöt laskutetaan selkeästi erikseen. 

Yrityksen historiallisen myyntidatan yhdistäminen koneoppimismallien tuottamiin arvioihin 

mahdollistaa mallien jatkuvan kehittämisen. Kun käytettävissä on todellista myyntidataa, 

voidaan arvioida miten hyvin koneoppimismalli ennustaa todellisia tuloksia, ja tehdä niin 

sanottua takaisintestausta, jossa mallin suorituskykyä verrataan toteutuneeseen liiketoimin-

taan. Tämä palautesilmukka auttaa tunnistamaan mallin heikkouksia ja ohjaa sen kehittä-

mistä vastaamaan todellista tarvetta. 
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Strategisessa suunnittelussa asiakassegmentointi auttaa yritystä valitsemaan kaupungit ja 

kaupunginosat, joissa operoiminen on kannattavinta. Kiinteistönhuoltoyrityksille merkittävä 

osa työajasta kuluu kohteiden väliseen matkustamiseen, mikä on sekä ajallisesti että rahalli-

sesti merkittävä kustannus. Segmentoimalla asiakkaat maantieteellisiin klustereihin yritys 

voi minimoida siirtymäajat ja maksimoida päivittäin suoritettavien töiden määrän. Matkus-

tusajan väheneminen avaa myös mahdollisuuksia kuukausihinnoitteluun perustuvalle palve-

lumallille, jossa erillistalojen omistajat voivat hankkia kaikki tarvitsemansa kiinteistönhuol-

topalvelut yhdeltä toimijalta kiinteällä kuukausihinnalla. 

Kuukausihinnoittelumalli edellyttää riittävää asiakastiheyttä maantieteellisellä alueella, jotta 

huoltokäynnit voidaan toteuttaa kustannustehokkaasti. Asiakassegmentoinnin tuottama 

klusterianalyysi osoittaa suoraan ne alueet, joilla asiakasmäärä ja kiinteistöjen palveluntarve 

ylittävät kuukausihinnoittelun kannattavuusrajan. Tämä tieto ohjaa yrityksen myyntiä kes-

kittymään ensisijaisesti alueille, joilla kuukausimalli on operatiivisesti toteutettavissa. 
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5  Pohdinta ja johtopäätökset 

5.1  Vastaaminen tutkimuskysymyksiin ja keskeiset löydökset 

Tutkimuksen tavoitteena oli kehittää avoimesta paikkatiedosta koostettu rakennustietokanta 

Etelä-Suomen asuinkiinteistöille ja tutkia, miten koneoppimista voidaan soveltaa kiinteistö-

jen arvonmääritykseen palveluliiketoiminnan tueksi. 

TK1: Kuinka kattavan rakennustietokannan avoimista paikkatiedoista voidaan koostaa 

Etelä-Suomen asuinkiinteistöille? 

TK1: Avoimista paikkatiedoista koostettu rakennustietokanta kattaa Etelä-Suomen alueen 2 

261 699 rakennuksesta 1 205 635 asuinrakennusta (53,3 %). Asuinrakennusten keskimää-

räinen teknisten piirteiden kattavuus on 91,2 %, mikä tarkoittaa, että lähes jokainen mitattava 

ominaisuus on saatavilla yli yhdeksälle kymmenestä asuinrakennuksesta. Tätä lukemaa voi-

daan pitää riittävänä liiketoiminnalliseen hyödyntämiseen. 

Työ mallintaa onnistuneesti kohdeyrityksen toimialuetta Etelä-Suomessa ja rikastaa yksit-

täisten kiinteistöjen ominaisuustietoja merkittävällä tavalla. Tämä tarjoaa yritykselle täysin 

uudenlaisia työkaluja dataohjattuun liiketoiminnan suunnitteluun ja vahvistaa sen asemaa 

digitalisaation edelläkävijänä suomalaisten kiinteistönhuoltoyritysten joukossa. Tulos vah-

vistaa Biljeckin ym. (2021) havainnon siitä, että julkishallinnon avoimet rakennusaineistot 

ovat riittävän kattavia kaupunkisuunnittelun ja analytiikan perustaksi. Havainnot osoittavat 

myös, ettei paikkatiedon suurin haaste ole tiedon saatavuus vaan sen pirstaleisuus kuten 

Minghinin ym. (2025) havaitsivat omassa tutkimuksessaan. 

TK2: Millä tarkkuudella XGBoost-koneoppimismalli ennustaa kiinteistöjen markkina-arvon 

(€/m²)? 

TK2: XGBoost-malli saavutti testiaineistolla selitysasteen R² = 0,979, RMSE-arvon 160,67 

€/m² ja suhteellisen keskivirheen (MAPE) 5,42 prosenttia. SHAP-analyysi osoitti sijainti-

muuttujien (koordinaatit ja etäisyys lähimpään tiehen) selittävän 90,8 prosenttia mallin en-

nustevarianssista. Rakennustiheys selitti 5,8 prosenttia ja rakennuksen tekniset ominaisuudet 

2,3 prosenttia. 
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Tulokset vahvistavat Grinsztajnin ym. (2022) havainnon puupohjaisten mallien soveltuvuu-

desta taulukkomaiselle datalle. Koordinaattien suuri SHAP-osuus on yhdenmukainen Lin 

(2022) tulosten kanssa, jonka mukaan XGBoost koneoppimismalli oppii koordinaattipis-

teistä alueelliset hintavaikutukset. Koneoppimismallin kouluttaminen saavutti sille asetetut 

tavoitteet ja menetelmä osoittautui toimivaksi ratkaisuksi liiketaloudellisen arvon tunnista-

misessa laajoista paikkatietoaineistoista. SHAP-analyysi erittelee selkeästi ne muuttujat, 

jotka vaikuttavat eniten ennusteisiin ja siten kiinteistöjen huoltotarpeen arviointiin. Integroi-

malla nämä koneoppimisen tulokset kehitettyyn rakennustietokantaan yritys pystyy hyödyn-

tämään mallia suoraan operatiivisen liiketoimintansa ja resursointinsa suunnittelussa.                           

Tulokset vahvistavat Robertsin ym. (2017) kuvaamaa autokorrelaation riskiä, missä satun-

nainen aineistojako voi yliarvioida mallin käytettävyyttä uusilla alueilla. 

TK3: Millaisia liiketoiminnallisia sovelluksia rakennustietokanta ja koneoppimismalli mah-

dollistavat kiinteistönhuoltoalan yritykselle? 

TK3: Rakennustietokanta ja koneoppimismalli mahdollistavat kolme liiketoiminnallista so-

vellusta: automaattisen kiinteistökohtaisen hinnoittelun ilman fyysistä katselmuskäyntiä, da-

taohjatun asiakassegmentoinnin alueen sosioekonomisten piirteiden perusteella ja työmää-

räarvioiden automatisoinnin kiinteistön teknisten tietojen pohjalta. 

Rakennustietokannan muodostaminen ja sen hyödyntäminen koneoppimismallien avulla 

mahdollistavat uudenlaisen liiketoiminnan suunnittelun sekä selkeän kilpailuedun. Yrityk-

sen on mahdollista tarjota valikoidulle asiakasyleisölle todellisen tarpeen mukaan räätälöi-

tyjä palvelukokonaisuuksia. Työn tulokset osoittavat, että Suomen avoimen paikkatiedon 

ekosysteemi on riittävän kattava ja laadukas tämänkaltaisen dataohjatun ratkaisun perus-

taksi. Keskimääräinen teknisten piirteiden kattavuus 91,2 prosenttia ylittää tason, jota voi-

daan pitää riittävänä luotettavien koneoppimismallien kouluttamiseen. Tulokset ovat rohkai-

sevia myös laajemmasta näkökulmasta, sillä vastaavaa lähestymistapaa voidaan soveltaa 

muihin palveluliiketoiminnan aloihin, joissa kiinteistökohtainen tieto on päätöksenteon kan-

nalta merkityksellistä. Tulokset tukevat McAfeen ja Brynjolfssonin (2012) kuvaamaa siirty-

mää dataohjattuun palvelumalliin. Työ laajentaa Kokin ym. (2017) kuvaamaa AVM-mallien 

käyttöaluetta finanssisektorin ulkopuolelle. 

Kokonaisuutena vastaukset muodostavat ketjun, jossa koostettu rakennustietokanta on riit-

tävän kattava ja vastaa todelliseen tarpeeseen. Koneoppimismallit tuottavat arvokkaita 
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näkemyksiä, joilla on selkeä liiketaloudellinen käyttökohde. SHAP-analyysi varmistaa mal-

lien kyvyn erottaa eri hintavyöhykkeet. Ratkaisu soveltuu alueellisen priorisoinnin tekemi-

seen paremmin kuin absoluuttisten kiinteistön arvottamiseen.  

Työn teoreettinen kontribuutio on avoimen paikkatiedon hyödyntämisen osoittaminen kiin-

teistöjen arvonmäärityksessä palveluliiketoiminnan kontekstissa. Aiempi AVM-tutkimus on 

keskittynyt pankki- ja verotussektorille, kun taas tämä työ osoittaa menetelmän soveltuvuu-

den kiinteistönhuoltoalan operatiiviseen suunnitteluun. Käytännön kontribuutiona yritys saa 

toimivan rakennustietokannan, joka mahdollistaa automaattisen hinnoittelun ja asiakasseg-

mentoinnin suunnittelun. 

5.2  Rajoitteet ja jatkotutkimusaiheet 

Työn keskeisin rajoite on sijaintimuuttujien hallitseva rooli mallissa (90,8 % SHAP-osuus), 

mikä viittaa spatiaalisen autokorrelaation vaikutukseen. Tavanomainen satunnainen 

train/test-jako voi tuottaa ylioptimistisia tuloksia, koska testiaineiston kiinteistöillä on to-

dennäköisesti lähellä sijaitsevia naapureita opetusaineistossa (Roberts ym., 2017).                   

Toinen rajoite on avoimen datan laatu: teknisten piirteiden kattavuus 91,2 % tarkoittaa, että 

noin 9 prosenttia tiedoista puuttuu, mikä voi vaikuttaa mallin tarkkuuteen tietyillä alueilla 

(Kuhn & Johnson, 2019). 

Jatkotutkimuksessa tulisi arvioida spatiaalisen ristiinvalidoinnin vaikutusta mallin suoritus-

kykyyn sekä tutkia, parantaisivatko segmenttikohtaiset mallit ennusteita keskihintaisissa 

kiinteistöissä (Q2-segmentti). Lisäksi mallin laajentaminen koko Suomeen ja yrityksen his-

toriallisen myyntidatan integrointi tarjoaisivat mahdollisuuden validoida liiketoiminnallis-

ten ennusteiden tarkkuutta käytännössä. 

Kolmas rajoite liittyy rakennustietokannan datan laatuun. Tietokanta sisältää satoja tuhansia 

kiinteistöjä, joiden tietojen manuaalinen tarkistaminen ei ole mahdollista. Tämä jättää mah-

dollisuuden virheellisille tiedoille, joiden vaikutus kumuloituu, kun tietokantaa käytetään 

koneoppimismallien kouluttamiseen ja liiketoiminnallisten päätelmien tekemiseen. Virhei-

den olemassaolo on tiedostettava ja niiden mahdollinen vaikutus tuloksiin huomioitava tul-

kinnassa. Jatkotutkimuksessa tulisi arvioida ratkaisun todellista vaikutusta yrityksen liike-

toiminnan tulokseen, myynnin kehittymiseen ja operatiivisen tehokkuuden lisääntymiseen. 
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Vertaamalla koneoppimismallien tuottamia ennusteita toteutuneisiin myyntilukuihin ja työ-

määriin saadaan todelliset mittarit ratkaisun tuomasta tehokkuuslisästä (Bailey ym., 2014). 

Tämä auttaa suunnittelemaan miten järjestelmää tulisi kehittää tulevaisuudessa vastaamaan 

todellista tarvetta. 
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