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Työssä tutkitaan datamäärän vaikutusta neuroverkon yleistymiskykyyn puhesignaalin rekon-
struktiotehtävässä. Aihe on ajankohtainen, sillä äänisignaalin käsittelyä hyödynnetään laa-
jasti esimerkiksi puheentunnistuksessa ja viestinnässä.

Työn tavoitteena on analysoida datamäärän vaikutusta mallin suorituskykyyn tarkastelemalla
tavoitefunktion arvoja ja mallin tuottamien rekonstruoitujen puhesignaalien signaalikohina-
suhteita. Aineistona käytetään LibriSpeech ja MUSAN-tietokantoja, joista muodostetut ääni-
signaalit muunnetaan mel-spektrogrammeiksi ennen mallille syöttämistä. Mallina käytetään
konvoluutioverkkoa, jonka suorituskykyä arvioidaan keskineliövirheen (MSE) ja signaali-
kohinasuhteen (SNR) avulla.

Tulokset osoittivat, että datan määrällä on merkittävä vaikutus mallin yleistymiskykyyn. Suu-
remmilla aineistoilla oppiminen on vakaampaa ja suorituskyky parempi, mikä näkyy pienem-
pinä virheinä, oppimiskäyrien virhearvojen vakautumisena ja korkeampina SNR-arvoina.
Vaikutus korostuu syvemmissä neuroverkoissa, mutta on havaittavissa myös yksinkertaisim-
milla malleilla.
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Roomalaiset

x syötesignaali (meluinen puhe)
y kohdesignaali (puhdas puhe)
ŷ mallin rekonstruoima puheisignaali
θ mallin parametrit
L tavoitefunktio
m näytteiden lukumäärä
f mallifunktio

Kreikkalaiset

η oppimisnopeus
σ keskihajonta
ε pieni vakio

Lyhenteet

CNN konvoluutioneuroverkko (Convolutional Neural Network)
MSE keskineliövirhe (Mean Squared Error)
FFT nopea Fourier-muunnos (Fast Fourier Transform)

STFT lyhyen ajan Fourier-muunnos (Short-Time Fourier Transform)
ReLU Rectified Linear Unit
SNR signaalikohinasuhde (Organic Rankine Cycle)
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1 Johdanto

Puheen erottaminen meluisasta äänisignaalista on ajankohtainen ongelma, sillä nykyään ää-
ni kulkee useiden laitteiden ja ohjelmistojen läpi ennen kuin se saavuttaa kuulijan. Tausta-
melu, erilaiset häiriöäänet ja puheen heikko laatu heikentävät kuuntelukokemusta. Puheen
laadun parantaminen onkin tärkeää sekä ammattikäytössä ja korkealaatuisissa äänilaitteissa,
että arkipäiväisissä sovelluksissa, kuten sosiaalisen median videoissa ja puheluissa julkisissa
tiloissa. Esimerkiksi kuulokkeiden valmistajat kilpailevat yhä enemmän äänenlaadulla.

Varhaisissa tutkimuksissa puheen erottamista pyrittiin ratkaisemaan perinteisillä signaalin-
käsittelymenetelmillä, kuten spektrin vähentämisellä (Boll, 1979), mikä osoittaa ongelman
pitkäaikaisen merkityksen. Viime vuosina neuroverkkojen hyödyntäminen on tuonut uusia
ratkaisuja, ja niiden on osoitettu soveltuvan tehokkaasti puheen parantamiseen meluisesta
syötteestä (Xu et al. 2015). Lisäksi konvoluutioneuroverkkoja on käytetty spektrogrammien
käsittelyyn erityisesti puheentunnistuksessa, jossa ne ovat osoittautuneet tehokkaiksi (Abdel-
Hamid et al. 2014).

Aiemmat tutkimukset ovat keskittyneet pääasiassa neuroverkkojen arkkitehtuuriin ja suori-
tuskykyyn, mutta datamäärän vaikutusta mallin yleistymiskykyyn (generalization) ja yliso-
vittamiseen (overfitting) ei ole tarkasteltu systemaattisesti. Lisäksi monet tutkimukset pai-
nottuvat luokittelutehtäviin, kun taas tässä työssä tarkastellaan regressio-ongelmaa, jossa ta-
voitteena on puhesignaalin rekonstruointi meluisasta syötteestä.

Koneoppimisen teoriassa datan määrällä on keskeinen rooli mallin suorituskyvyn kannal-
ta. Goodfellow et al. (2016) mukaan mallin yleistymiskyky heikkenee, jos koulutusdataa
on liian vähän, mikä johtaa helposti ylisovittamiseen: tällöin malli ei kykene yleistämään
uusiin esimerkkeihin. Tässä työssä tätä teoreettista havaintoa tarkastellaan käytännön ko-
keiden avulla analysoimalla, miten koulutusdatan määrä vaikuttaa konvoluutioneuroverkon
oppimiseen ja suorituskykyyn puhesignaalin rekonstruointitehtävässä.

Tämän työn tavoitteena on tutkia konvoluutioneuroverkkojen kykyä oppia puhesignaalin ra-
kenteita meluisesta syötteestä sekä analysoida koulutusdatan ja oppimissyklien määrän vai-
kutusta mallin suorituskykyyn ja yleistymiskykyyn.

Tutkimuksen pääkysymys on:

Miten koulutusdatan määrä vaikuttaa mallin suorituskykyyn?

Lisäksi tarkastellaan seuraavia sivukysymyksiä:



8

Miten datamäärä vaikuttaa yleistymiskykyyn ja ylisovittamiseen?

Miten oppimissyklien määrä vaikuttaa mallin toimintaan?

Työssä käytettävät neuroverkot mallintavat kuvausta, joka muuntaa kohinaisen puhesignaa-
lin mahdollisimman lähelle alkuperäistä puhdasta puhesignaalia. Neuroverkon tehtävänä on
oppia tunnistamaan puhesignaalille tyypilliset osat kohinaisesta äänisignaalista, jotta neuro-
verkko voi erottaa puhesignaalin myös aiemmin näkemättömistä äänisignaaleista.

Puhesignaali muunnetaan mel-spektrogrammiksi. Mel-spektrogrammi on visuaalinen esitys
äänen taajuuden muutoksista ajan funktiona, jossa taajuusasteikko on sovitettu lähemmäs
ihmisen kuulon toimintaa. Tällainen esitysmuoto helpottaa neuroverkkoa keskittymään pu-
heentunnistuksen kannalta olennaisiin rakenteisiin ja on laajasti käytetty puheenkäsittelyteh-
tävissä.

Tutkimuksessa keskitytään tarkastelemaan mallien käyttäytymistä eri koulutusdatamäärillä.
Tavoitteena on selvittää, kuinka paljon koulutusdataa tarvitaan suorituskyvyn vakiintumiseen
ja miten datan lisääminen vaikuttaa oppimiseen.

Työssä hyödynnetään LibriSpeech- ja MUSAN-aineistoja. LibriSpeech sisältää suuren mää-
rän puheaineistoa ja toimii puhesignaalien lähteenä, kun taas MUSAN sisältää erilaisia kohina-,
musiikki- ja häiriöääniä. Näiden yhdistäminen mahdollistaa kohinaisten puhesignaalien muo-
dostamisen, jolloin mallia voidaan kouluttaa tilanteisiin, jotka muistuttavat paremmin todel-
lisia käyttöympäristöjä.

Mallien suorituskykyä arvioidaan tavoitefunktion lisäksi signaali-kohinasuhteella (SNR), jo-
ka kuvaa, kuinka tehokkaasti malli pystyy vähentämään kohinaa samalla säilyttäen alkupe-
räisen puhesignaalin.
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2 Teoriatausta

Tässä luvussa käsitellään neuroverkon käyttäytymisen kannalta olennaista teoriaa. Esitetty
teoria perustuu pääosin Goodfellow et al. (2016), ellei toisin mainita. Luvun keskeisiä käsit-
teitä ovat koneoppiminen, ohjattu oppiminen ja neuroverkot.

2.1 Koneoppiminen osana tekoälyä

Tekoäly ei ole erityisen tuore aihe, sillä ajattelevista koneista on haaveiltu jo antiikin Krei-
kasta asti. 1800-luvulla Ada Lovelace pohti, voisivatko koneet olla älykkäitä, mutta ensim-
mäisten toimivien elektronisten tietokoneiden rakentaminen onnistui yli sadan vuoden ku-
luttua tietokoneiden keksimisestä. Koneoppimismenetelmät eivät jäljittele aivojen toimintaa
suoraan, mutta ovat saaneet inspiraatiota aivojen toiminnasta.

Tieteen termipankin mukaan tekoäly on ”ihmisen teknisillä menetelmillä valmistama älyk-
kääseen toimintaan kykenevä olio” (Tieteen termipankki, 2026). Tekoälyt ratkaisivat alku-
vaiheillaan ihmisille haastavia, mutta koneille selkeitä ongelmia. Tekoälyille selkeitä tehtäviä
ovat esimerkiksi shakkipelit, jossa pelisäännöt ovat määritelty tarkkaan. Ominaisuudeltaan
koneet ovat tehokkaita noudattamaan niille tarkalleen määriteltyjä peräkkäisiä käskyjä. Te-
koälyjen suureksi haasteeksi osoittautuivat ihmiselle luontevat tehtävät, joihin ihmisen on
haastavaa määritellä sääntöjä. Tällaisia tehtäviä ovat esimerkiksi sanojen tunnistaminen pu-
heesta ja kasvojen tunnistaminen kuvasta. Sääntöjen määrittelyn haastavuus ratkaistiin suun-
nittelemalla tekoäly oppimaan itse datan piirteitä ja säännöllisyyksiä. Koneoppimisessa te-
koäly ratkaisee tehtäviä datan perusteella, niin kuin ihminen ratkaisee tehtäviään kokemuk-
sensa perusteella.

Goodfellow et al. (2016) mukaan koneoppimisalgoritmi kehittää suorituskykyään hyödyn-
tämällä dataa ja siitä opittuja säännönmukaisuuksia. Goodfellow vetoaa Mitchell (1997)
esittämään määritelmään: ”tietokoneohjelma suorittaa tehtäviä T (Tasks) kokemuksella E
(Experience) tietyllä suorituskykymittarilla P (Performance measure), ja oppii kun tietoko-
neohjelman suorituskyky tehtävässä T paranee kokemuksella E suorituskykymittariin P näh-
den.” Yksinkertaisesti selitettynä oppiminen tarkoittaa suorituskyvyn paranemista kokemuk-
sen myötä jonkin mittarin mukaan.

Koneoppimisalgoritmeille on kaksi pääkategoriaa: ohjattu (supervised) ja ohjaamaton (un-
supervised) oppiminen. Ohjatussa oppimisessa kehitettävälle mallille on syöte ja oikea vas-
taus, kun taas ohjaamattomassa oppimisessa keskitytään vain syötteen rakenteisiin ja sään-
nönmukaisuuksiin. Tässä työssä äänen tunnistukseen kehitetään malli käyttämällä ohjattua
oppimista, josta on vielä erillinen luku tässä osiossa.
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2.2 Ohjattu oppiminen

Ohjatussa oppimisessa algoritmit saavat oikeat vastaukset (label tai target) jokaiselle har-
joitusdatan (training data) esimerkille. Algoritmi vertailee mallin tuottamaa vastausta oi-
keaan vastaukseen virheen laskemiseksi, minkä avulla neuroverkon parametreja säädetään
(Kuva 1).

Kuva 1: Ohjattu oppiminen harjoitusdatalla.

Päivitettyjen parametrien avulla pyritään pienentämään virhettä. Koulutetun mallin tavoittee-
na on kyetä rekonstruoimaan ja tuottamaan vastauksia uusille syötteille, joille ei ole valmiita
oikeita vastauksia.

2.2.1 Tavoitefunktio

Tässä työssä oppimisdatan syöte on ajasta t riippuva äänisignaali

x(t) = y(t)+m(t), (1)

jossa y on ihmisen puhe, m on muu ääni ja x on näiden yhdistelmä. Rakennettu malli oppii
funktion

ŷ = f (x;θ), (2)

jossa ŷ on rekonstruoitu puhesignaali ja θ kuvaa neuroverkon opetuksessa optimoitavia pa-
rametreja. Rekonstruoitava muuttuja on jatkuva äänisignaali, joten kyseessä on regressio-
ongelma. Mallin tavoitteena on rekonstruoida puhdas puhesignaali y(t) puheen ja kohinan
yhdistelmäsignaalista x(t) siten, että rekonstruoitu puhesignaali ŷ(t) on mahdollisimman lä-
hellä alkuperäistä signaalia. Mallin suorituskykyä mitataan keskineliövirheen (Mean Squa-
red Error) avulla:

L(θ) =
1
m

m

∑
i=1

⃦⃦⃦
y(i)− f (x(i);θ)

⃦⃦⃦2
(3)

(Goodfellow et al. 2016, kaava 5.96). Keskineliövirhe on yleisesti käytetty tavoitefunktio
regressio-ongelmissa, ja se voidaan johtaa maksimiuskottavuuden estimoinnista oletuksella,
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että havaintovirhe on normaalijakautunut. Parametreja θ optimoidaan minimoimalla tavoite-
funktio. Koulutuksessa syöte x annetaan mallille f (x;θ), jolloin saadaan rekonstruoitu puhe-
signaali ŷ, jota verrataan todelliseen arvoon y. Parametreja päivitetään iteratiivisesti, kunnes
virhe pienenee riittävästi.

2.2.2 Mallin arviointi

Mallin arviointi perustuu datan jakamiseen kolmeen osaan: harjoitusdataan (training set),
validointidataan (validation set) ja testidataan (test set). Vain harjoitusdatassa mallille anne-
taan myös oikeat vastaukset. Harjoitusdatan avulla malli koulutetaan, validointidatan avulla
optimoidaan hyperparametrit ja testidatan perusteella arvioidaan mallin suorituskyky.

Mallille annettavat yksittäiset näytteet eivät ole keskenään identtisiä, eikä sama näyte esiin-
ny useassa datajoukossa. Tässä työssä kaikki datajoukot koostuvat ihmisäänen ja melun se-
koituksesta, eikä mikään mallille annettava äänitiedosto ole identtinen toisen kanssa. Näin
varmistetaan arviointiprosessin ja virhemittareiden luotettavuus.

Yleistymisvirhe tarkoittaa mallin odotettua virhettä uusilla esimerkeillä, jotka on otettu sa-
masta jakaumasta kuin koulutusdata. Koska todellista jakaumaa ei tunneta, yleistymisvirhet-
tä arvioidaan testidatan avulla.

Mallin toimintaa arvioidaan seuraamalla harjoitus-, validointi- ja testivirhettä. Harjoitus-
virhe kuvaa mallin suorituskykyä harjoitusdatalla. Validointivirhettä käytetään mallin va-
lintaan ja hyperparametrien säätämiseen. Testivirhe kuvaa mallin lopullista suorituskykyä ja
toimii arviona mallin yleistymiskyvystä.

Hyperparametrit ovat ennen koulutusta määriteltäviä mallin asetuksia, kuten neuroverkon
kerrosten ja solmujen määrä, oppimisnopeus, regularisointiparametri sekä eräkoko (batch
size). Neuroverkon rakennetta käsitellään tarkemmin luvussa 2.4 ja optimointiin liittyviä
hyperparametreja luvussa 2.3.

Mallin arvioinnissa voidaan havaita alisovittamista (underfitting) tai ylisovittamista. Aliso-
vittamisessa malli ei kykene oppimaan datan rakennetta, jolloin sekä harjoitus- että testivirhe
ovat suuria. Ylisovittamisessa malli sovittaa harjoitusdatan liian tarkasti, jolloin harjoitusvir-
he on pieni mutta testivirhe suuri. Alisovittaminen liittyy korkeaan biasiin ja ylisovittaminen
korkeaan varianssiin, mikä muodostaa niin kutsutun bias–variance-kompromissin.

Ylisovittamista voidaan ehkäistä käyttämällä early stopping -menetelmää, jossa mallin kou-
lutus keskeytetään, kun validointivirhe alkaa kasvaa harjoitusvirheen pienentymisestä huoli-
matta. Tällöin mallin parametrit palautetaan siihen pisteeseen, jossa validointivirhe oli pie-
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nimmillään.

2.3 Optimointi mini-batch-menetelmällä

Optimointi perustuu vastavirta-algoritmi (backpropagation) ja gradienttipohjaisiin menetel-
miin. Takaisinlevityksessä lasketaan tavoitefunktion gradientti mallin parametrien θ suhteen,
minkä jälkeen parametreja päivitetään negatiivisen gradientin suuntaan.

Tavoitefunktion gradientti osoittaa funktion nopeimman kasvun suunnan parametriavaruu-
dessa. Vastaavasti negatiivinen gradientti osoittaa nopeimman pienenemisen suunnan. Yk-
sinkertaisessa gradienttilaskeutumisessa parametreja θ voidaan päivittää seuraavasti:

θ ← θ −η∇θ L(θ), (4)

missä ∇θ L(θ) on Tavoitefunktion gradientti parametrien θ suhteen ja η on oppimisnopeus
(esitelty myös alaluvussa 2.2.2.). Parametreja θ säädetään niin, että tavoitefunktio L(θ) mini-
moituu. Gradienttipohjaiset menetelmät ovat laskennallisesti tehokkaita ja skaalautuvat hy-
vin, vaikka neuroverkkojen optimointiongelmat eivät yleensä ole konvekseja ja sisältävät
esimerkiksi satulapisteitä.

Tässä työssä parametrien päivitykseen käytetään Adam-optimoijaa (Adaptive Moment Es-
timation), joka on adaptiivinen gradienttimenetelmä. Adam huomioi aikaisempien gradient-
tien suunnat sekä säätää oppimisnopeuden erikseen jokaiselle parametrille ja ylläpitää eks-
ponentiaalisesti painotettuja keskiarvoja gradienteista ja gradientin neliöstä, joiden avulla
parametrien päivitykset skaalataan automaattisesti. Tämä tekee oppimisesta käytännössä va-
kaampaa ja usein myös nopeampaa erityisesti syvissä neuroverkoissa (Kingma ja Ba, 2017).

Adam päivittää parametrit seuraavasti:

mt = β1mt−1 +(1−β1)gt ,

vt = β2vt−1 +(1−β2)g2
t ,

θ ← θ −η
m̂t√
v̂t + ε

,

(5)

missä gt on tavoitefunktion gradientti parametrien θ suhteen hetkellä t, mt on gradientin
ensimmäisen momentin estimaatti, vt on gradientin toisen momentin neliön keskiarvon es-
timaatti, mt ja vt bias korjatut estimaatit, β1 ja β2 ovat eksponentiaalisen keskiarvon paino-
kertoimia ja pieni vakio ε , joka estää nollalla jakamisen (Kingma ja Ba, 2017). Gradientti
gt vastaa tavoitefunktion L( f (x;θ),y) derivaattaa parametrien θ suhteen, ja sitä käytetään
Adam-optimoijan päivityssäännössä.
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Optimointiprosessi etenee seuraavasti: syöte x annetaan mallille f (x;θ), joka tuottaa rekon-
struoidun puhesignaalin ŷ. Rekonstruoitua puhesignaalia verrataan tavoitearvoon y tavoite-
funktion L( f (x;θ),y) avulla. Tämän jälkeen lasketaan tavoitefunktion gradientti ja päivite-
tään parametrit θ .

Oppimisnopeus η on yksi tärkeimmistä hyperparametreista, koska se määrää askelpituuden
gradientin suuntaan. Liian suuri η arvo voi johtaa minimikohdan ohittamiseen ja optimoin-
nin divergenssiin, kun taas liian pieni arvo hidastaa oppimista merkittävästi.

Neuroverkkojen optimointi toteutetaan usein mini-batch-menetelmällä, jossa gradientti las-
ketaan pienelle osajoukolle kerrallaan. Menetelmä on tehokas sekä laskennallisen nopeuden
että optimoinnin vakauden kannalta.

Suuret erot syötedatan arvoissa voivat vaikeuttaa gradienttipohjaista optimointia ja hidastaa
oppimista. Tämän vuoksi usein data normalisoidaan sopivaan mittakaavaan ennen mallille
syöttämistä. Normalisointi parantaa oppimisen vakautta ja nopeuttaa konvergenssia.

Optimointia jatketaan iteratiivisesti, kunnes tavoitefunktio saavuttaa riittävän pienen arvon
tai mallissa havaitaan ylisovittamista. Tällöin voidaan hyödyntää early stopping -menetelmää,
jossa koulutus keskeytetään validointivirheen kasvaessa. Iteratiivisen optimoinnin seurauk-
sena malli oppii pienentämään rekonstruktiovirhettä ja siten erottelemaan puheäänen muusta
kohinasta.

2.4 Neuroverkkojen yleinen rakenne ja toiminta

Neuroverkko voidaan esittää parametrisoituna funktiona f(x;θ ) jossa θ sisältää kaikki ver-
kon painot W ja bias-parametrit b. Syvä eteenpäin syöttävä neuroverkko (deep feedforward
network) koostuu useista peräkkäisistä kerroksista, jolloin funktio voidaan kirjoittaa muo-
toon

y = f (x;θ) = f (l)
(︁

f (l−1)(. . . f (1)(x))
)︁
, (6)

jossa f (l) on kerroksen l funktio. Kerrosten määrästä l kutsutaan neuroverkkojen yhteydessä
syvyydeksi. Jokainen kerros suorittaa lineaarisen muunnoksen, jonka jälkeen tulos syötetään
epälineaariseen aktivointifunktioon.

Kerroksen l tuloste on

h(l) = f (l)(h(l−1)) = g(l)(z(l)) = g(l)(W (l)h(l−1)+b(l)), (7)

jossa h(l) on kerroksen tuloste, g(l) on aktivointifunktio ja z(l) = W (l)h(l−1) + b(l) on ker-
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roksen lineaarinen osa. Syötekerroksessa pätee h(0) = x. Painomatriisi W sisältää solmujen
välisten yhteyksien painot wi j, jotka määrittävät kuinka voimakkaasti yhden solmun arvo
vaikuttaa seuraavan kerroksen solmuun. Bias-termi mahdollistaa lineaarisen muunnoksen
siirtämisen.

Lineaaristen muunnosten jälkeen epälineaarinen aktivointifunktio

h(l) = g(l)(z(l)) (8)

tekee verkosta epälineaarisen. Ilman aktivointifunktioita g(l) useiden kerrosten yhdistelmä
supistuisi yhdeksi lineaariseksi muunnokseksi, jolloin verkko ei kykenisi mallintamaan mo-
nimutkaisia riippuvuuksia datassa.

Tässä työssä käytetään ReLU-aktivointifunktiota (Rectified Linear Unit):

g(z) = ReLU(z) = max(0,z) (9)

(Jurafsky ja Martin, 2026).

Kuvassa 2 esitetyssä täysin kytketyssä neuroverkossa syötteiden xn ja solmujen hm välisille
yhteyksille annetaan painot wnm, joiden avulla voidaan säätää yhteyksien merkitystä (Kuva
2). Näin esimerkiksi joidenkin piirteiden vaikutus voidaan tehdä suuremmaksi kuin toisten.
Painomatriisi W muodostetaan kaikista wnm-arvoista, ja kerroksen lineaarinen osa saadaan
muodossa z = Wx + b, jossa b on bias-termi. Bias siirtää aktivointifunktion toimintaa ja
mahdollistaa joustavamman mallinnuksen.
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Kuva 2: Yksinkertainen täysin kytketty neuroverkko (Fully Connected Neural Network), jo-
ka koostuu syöte (input), piilo (hidden) ja output (tuloste) -kerroksista. Mukailen Goodfellow
et al. (2016, kuva 7.6).

Solmujen (node) tulosteet h määräytyvät lineaarisen osan z ja epälineaarisen aktivointifunk-
tion g perusteella. Mallin tuottamaa rekonstruoitua puhesignaalia ŷ verrataan myöhemmin
odotettuun arvoon y.

Neuroverkon parametrit opitaan minimoimalla tavoitefunktio gradienttipohjaisella optimoin-
nilla, ja tämä iteratiivinen prosessi jatkuu, kunnes tavoitefunktio saavuttaa riittävän pienen
arvon tai koulutus keskeytetään. Kerrosten tuoma syvyys mahdollistaa monimutkaisten funk-
tioiden tehokkaan approksimoinnin. Gradientti lasketaan takaisinlevityksen avulla, ja para-
metreja päivitetään gradienttipohjaisilla menetelmillä.

Goodfellow’n mukaan tietokone voi oppia monimutkaisia kokonaisuuksia yhdistelemällä
yksinkertaisempia piirteitä. Esimerkiksi kasvojen tunnistuksessa alemmat kerrokset havait-
sevat reunoja, kun taas ylemmät kerrokset muodostavat näistä kokonaisuuksia. Tällaista mo-
nitasoista oppimista kutsutaan syväoppimiseksi (deep learning). Syväoppimisessa malli op-
pii alemmissa kerroksissa yksinkertaisia rakenteita ja ylemmissä kerroksissa yhä abstraktim-
pia esityksiä.
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2.5 Raakadatan käsittely ja spektrogrammi

Jotta neuroverkko pystyy käsittelemään dataa, syötettävä raakadata on muunnettava numee-
riseen muotoon. Datan esitystavalla on merkittävä vaikutus mallin suorituskykyyn ja lasken-
nalliseen tehokkuuteen, minkä vuoksi on tärkeää ymmärtää käytettävän raakadatan rakenne.
Esimerkiksi kuvat voidaan esittää pikselimatriiseina ja tekstit sanavektoreina.

Äänidata on aikajonoinen signaali, joka koostuu diskreeteistä näytteistä. Digitaalisessa ääni-
signaalissa jokainen näyte kuvaa signaalin amplitudia tietyllä ajanhetkellä. Esimerkiksi näyt-
teenottotaajuuden ollessa 16 kHz yksi sekunti ääntä sisältää 16 000 amplitudiarvoa. Pitkät
ääninäytteet voivat siten kasvattaa datan määrää merkittävästi ja lisätä laskennallista kuor-
maa (Jurafsky ja Martin, 2026).

Yksiulotteisen digitaalisignaalin esitys voidaan kirjoittaa funktiona x(t), missä t kuvaa aikaa.
Äänisignaali voidaan muuntaa aika-alueesta taajuusalueelle Fourier-muunnoksen avulla, jol-
loin signaali esitetään yksinkertaisten taajuuksien yhdistelmänä:

x(t)→ X( f ), (10)

missä X( f ) kuvaa äänisignaalin taajuuskomponentteja. Diskreetissä tapauksessa Fourier-
muunnos lasketaan yleensä nopealla Fourier-muunnoksella (Fast Fourier Transform, FFT),
joka on tehokas algoritmi taajuuskomponenttien laskemiseen (Oppenheim ja Schafer, 2010).

Puhesignaalille lasketaan Fourier-muunnos lyhyille aikaikkunoille kerrallaan, jotta ajan myö-
tä muuttuvia äänisignaaleja voidaan kuvata. Tässä lyhyen aikavälin Fourier-muunnoksessa
(Short-Time Fourier Transform, STFT) jokaiselle aikaikkunalle lasketaan FFT, ja tulokset
asetetaan peräkkäin, jolloin muodostuu spektrogrammi

S(t, f ), (11)

missä t on aika ja f on taajuus. Spektrogrammi voidaan esittää värillisenä kaksiulotteise-
na kuvana, jossa väri kuvaa signaalin energiaa aika-taajuus koordinaatistossa. (Jurafsky ja
Martin, 2026).

Alla on erään työssä käytettävän puhenäytteen mel-spektrogrammi (Kuva 3). Pystyakseli
(mel bins) kuvaa äänen taajuutta ihmiskorvan kuuloaistimusta vastaavalla mel-asteikolla, ja
vaaka-akseli edustaa aikaa. Väriskaala oikealla osoittaa signaalin voimakkuutta eli energiaa:
mitä vaaleampi ja kirkkaampi väri on, sitä korkeampi on kyseisen taajuuden energiataso eli
amplitudi. Kuvasta voidaan erottaa puheelle tyypilliset taajuusrakenteet, sekä puhetta rytmit-
tävät hiljaiset välit.
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Kuva 3: Mel-spektrogrammi PyTorchin librispeech-aineiston puhenäytteestä.

Koneoppimismalleissa datan esitystapa vaikuttaa merkittävästi mallin tehokkuuteen. Neuro-
verkot käsittelevät dataa numeerisessa muodossa, joten raakadata muunnetaan usein piirre-
esitykseksi (feature representation), joka sisältää vain mallin kannalta olennaisen informaa-
tion. Esimerkiksi kuvat esitetään pikselimatriiseina ja tekstit sanavektoreina.

Spektrogrammi kuvaa signaalin taajuussisältöä ajan funktiona aika–taajuusmatriisina. Pu-
heentunnistuksessa spektrogrammi muunnetaan usein edelleen mel-asteikolle. Ihmisen kuu-
lo ei havaitse taajuuksia lineaarisesti, vaan matalien taajuuksien erot havaitaan tarkemmin
kuin korkeiden. Tämän vuoksi spektrogrammin taajuudet kuljetetaan useista kolmiomaisis-
ta suotimista koostuvan mel-suodinpankin läpi, jossa kukin suodin mittaa signaalin energian
tietyllä mel-taajuusalueella (Jurafsky ja Martin, 2026; Rabiner ja Juang, 1993).

Mel-suodinpankki tiivistää spektrogrammin taajuusinformaation pienempään määrään kais-
toja. Viimeisessä vaiheessa mittaukset muunnetaan logaritmiselle asteikolle:

Smel = log(Emel), (12)

mikä vastaa paremmin ihmisen kuulon voimakkuushavaintoa. Lopputuloksena saadaan mel-
spektrogrammi, joka tiivistää olennaisen taajuusinformaation ja helpottaa koneoppimismal-
lien oppimisprosessia (Jurafsky ja Martin, 2026).

Mel-spektrogrammi muodostaa kaksiulotteisen aika–taajuusesityksen, joka muistuttaa ra-
kenteeltaan kuvaa. Tämän vuoksi sitä voidaan käsitellä tehokkaasti konvoluutioneurover-
koilla, jotka on suunniteltu analysoimaan ruudukkomaista dataa (Goodfellow et al., 2016;
Jurafsky ja Martin, 2026).
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2.6 Konvoluutioneuroverkot

Konvoluutioneuroverkot (convolutional neural networks, CNN) on suunniteltu käsittelemään
ruudukkomaista dataa, kuten kuvia ja aikasignaaleja. Niiden toiminta perustuu konvoluutio-
operaatioon, joka vähentää mallin tarvitsemien parametrien määrää ja parantaa yleistymis-
kykyä.

Konvoluutiokerroksessa syötteen x yli liikutetaan pientä painomatriisia eli konvoluutiosuo-
datinta (convolution kernel). Esimerkiksi 2 × 2-suodatin voidaan esittää muodossa

W =

[︄
w11 w12

w21 w22

]︄
. (13)

Suodattimen painolla W kerrotaan aina pieni osa syötteestä x kerrallaan, minkä jälkeen tu-
lokset summataan:

z =
n

∑
i=1

wixi, (14)

missä xi ovat syötteen arvot ja wi suodattimen painot. Suodatin liukuu koko syötteen yli
muodostaen uuden matriisin, jota kutsutaan piirrekartaksi (feature map). Piirrekartassa suu-
ret arvot korostavat niitä kohtia, joissa havaitaan merkittäviä piirteitä, kuten puhesignaalin
rakenteita.

Piirrekartta muunnetaan epälineaariseksi esitykseksi aktivointifunktion avulla. Konvoluutio-
kerroksiin liitetään usein myös pooling-kerros, joka pienentää piirrekartan kokoa säilyttäen
sen olennaiset piirteet, esimerkiksi valitsemalla yhden arvon jokaiselta 2 × 2-alueelta.

Kuva 4: Piirrekartat Max pooling ja average pooling muunnoksen jälkeen (Goodfellow et al.
2016).

Max pooling säilyttää alueen merkittävimmän piirteen (suurimman arvon), jolloin tärkeim-
mät signaalin piirteet korostuvat. Average pooling puolestaan tasoittaa alueen arvot keskiar-
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voksi, jolloin alueen yleinen aktiivisuus säilyy, mutta yksittäiset huiput eivät korostu. Kuvas-
sa 3 on havainnollistettu molempien menetelmien vaikutus esimerkkipiirrekarttaan (Kuva 4).

Konvoluutioneuroverkoilla on parempi yleistymiskyky kuin täysin kytketyillä verkoilla, kos-
ka optimoitavia parametreja on huomattavasti vähemmän. Tämä vähentää ylisovittamisen
riskiä. Esimerkiksi 100 × 100 pikselin kuva vaatisi täysin kytketyssä verkossa 10 000 pai-
noa, kun taas konvoluutioneuroverkossa yksi 3 × 3-suodatin sisältää vain yhdeksän painoa.
Parametrien jakaminen (parameter sharing), jossa samaa suodatinta käytetään koko syötteen
alueella, mahdollistaa toistuvien piirteiden tehokkaan tunnistamisen pienellä parametrimää-
rällä.

Konvoluutioneuroverkkoja käytetään erityisesti tilanteissa, joissa data muodostaa kaksi- tai
kolmiulotteisen ruudukon. Kuvantunnistuksessa syöte on pikseleistä koostuva matriisi, ja pu-
heentunnistuksessa esimerkiksi mel-spektrogrammi muodostaa aika–taajuus matriisin. Täl-
laisissa esityksissä konvoluutiokerrokset oppivat tunnistamaan paikallisia rakenteita, kuten
reunoja kuvissa tai taajuuskuvioita puhesignaalissa.

Konvoluutio-operaation toimintaa havainnollistetaan kuvassa 5. Konvoluutio-operaatiossa
pieni konvoluutio suodatin (kernel) liukuu syötteen yli. Jokaisessa kohdassa lasketaan syöt-
teen ja suodattimen välinen painotettu summa, jonka tuloksena saadaan yksi arvo piirrekart-
taan (Kuva 5).

Kuva 5: Konvoluutio-operaation eteneminen (mukaillen Goodfellow et al. 2016, kuva 9.1).

Kuvassa 5 suodatin siirtyy systemaattisesti syötteen eri kohtiin ja muodostaa jokaisessa si-
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jainnissa uuden arvon tulosmatriisiin. Näin muodostuva piirrekartta kuvaa, missä kohtaa syö-
tettä tietty piirre esiintyy voimakkaimmin. Sama suodatin tunnistaa saman piirteen syötteen
eri kohdissa, mikä perustuu parametrien jakamiseen. Tämä vähentää tarvittavien parametrien
määrää ja parantaa mallin yleistymiskykyä.
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3 Tutkimusympäristö ja menetelmät

Tässä luvussa kuvataan työn toteutuksessa käytetty aineisto, esikäsittelymenetelmät, neuro-
verkon rakenne sekä koulutusprosessi. Lisäksi esitellään käytetyt ohjelmistotyökalut ja ke-
hitysympäristö.

3.1 Aineisto ja esikäsittely

Työssä käytetty puheaineisto perustuu LibriSpeech-tietokantaan (Panayotov et al. 2015), jo-
ka sisältää selkeää englanninkielistä puhetta. Meluaineistona käytetään MUSAN-datapakettia
(Snyder et al. 2015), joka sisältää laajan ja realistisen valikoiman erilaisia taustaääniä, ku-
ten musiikkia, puhetta ja ympäristökohinaa. Aineiston monipuolisuus mahdollistaa erilaisten
melutilanteiden mallintamisen ja parantaa mallin kykyä yleistyä todellisiin käyttötilanteisiin.

Syötedata muodostetaan yhdistämällä satunnaisesti valittu yhden sekunnin mittainen puhe-
näyte ja kohinanäyte. Kaikki äänisignaalit ovat näytteistetty 16kHz taajuudella, jolloin yksi
sekunti sisältää 16000 datapistettä. Jokaiselle puhenäytteelle generoidaan vastaava kohinal-
linen versio lisäämällä siihen satunnaisesti valittua melua. Lisäksi melun voimakkuutta vaih-
dellaan eri näytteiden välillä, jotta aineisto sisältää erilaisia signaali–kohinasuhteita. Tämä
lisää mallin kykyä toimia luotettavasti vaihtelevissa meluolosuhteissa.

Äänisignaali muunnetaan mel-spektrogrammiksi ennen neuroverkolle syöttämistä, kuten lu-
vussa 2.5 on esitetty. Muunnos mahdollistaa äänen esittämisen aika–taajuusavaruudessa ja
korostaa äänelle olennaisia piirteitä.

Syötedata normalisoidaan ennen neuroverkolle syöttämistä, jotta eri piirteet ovat samassa
mittakaavassa. Tässä työssä käytetään maksimiabsoluuttista normalisointia, jossa arvot skaa-
lataan välille [−1,1]. Normalisointi parantaa oppimisprosessin vakautta ja nopeuttaa konver-
genssia, koska suurten arvojen vaihtelu voi vaikeuttaa gradienttipohjaista optimointia.

3.2 Malli ja koulutusprosessi

Käytössä on kaksi konvoluutioverkkoa, nelikerroksinen ja 12-kerroksinen malli. Molemmat
mallit koostuvat useista peräkkäisistä konvoluutiokerroksista, joita seuraavat batch-normalisointi
ja ReLU-aktivointifunktio (luku 2.4) Jokaisessa konvoluutiokerroksessa käytetään 3×3 ko-
koisia suodattimia. Syötteen ympärille lisätään nollia (padding), jotta esityksen koko säilyy
koko verkon läpi.

Viimeinen kerros koostuu pelkästä konvoluutiokerroksesta ilman aktivointifunktiota, ja sen
tehtävänä on palauttaa esitys takaisin yksikanavaiseksi rekonstruoiduksi puhesignaaliksi ŷ.
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Pooling-kerrosta ei tässä työssä käytetä, jotta olennaista informaatiota sisältävä aika–taajuusrakenne
säilyy.

Esimerkiksi nelikerroksisessa mallissa ensimmäinen kerros muuntaa yksikanavaisen syöt-
teen x kuudeksitoista piirrekanavaksi, minkä jälkeen verkko kasvattaa piirrekanavien määrän
32:een ja tiivistää sen takaisin kuuteentoista kanavaan. Lopuksi verkko palauttaa esityksen
yhteen kanavaan, joka vastaa rekonstruoitua signaalia ŷ.

Mallia opetetaan käyttämällä mini-batch-menetelmää, jossa eräkoko on 16. Yksi oppimis-
sykli (epoch) sisältää kaikki koulutusnäytteet. Optimointimenetelmänä käytetään Adam-optimoijaa
(luku 2.3), ja tavoitefunktiona toimii keskineliövirhe, joka mittaa rekonstruoidun puhesig-
naalin ŷ ja kohdesignaalin y välistä eroa (luku 2.2.1). Koulutusta suoritetaan useilla oppimis-
sykleillä ja tarkastellaan koulutuksen keston vaikutusta mallin suorituskykyyn.

Työssä tarkastellaan datamäärän ja oppimissyklien määrän vaikutusta mallin yleistymisky-
kyyn. Kokeissa käytetään 500, 1000, 3000 ja 10000 näytteen aineistoja, ja nelikerroksisessa
konvoluutioverkossa verrataan kymmenen ja 20 oppimissyklin tuloksia. Mallin yleistymis-
kykyä ja rekonstruoidun puhesignaalin äänenlaatua arvioidaan vertaamalla koulutus- ja vali-
dointivirheitä sekä signaalikohinasuhdetta.

Neuroverkko toteutetaan Python-ohjelmointikielellä (versio 3.12) käyttäen PyTorch-kirjastoa
(Paszke et al. 2019), sekä torchaudio-kirjastoa äänenkäsittelyyn. Paketinhallintaan käytetään
pip-ohjelmaa (versio 25.3). Malliarkkitehtuuri ja koulutusprosessi on toteutettu tässä työssä
itse.
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4 Tulokset ja niiden arviointi

Tässä luvussa tarkastellaan ja arvioidaan neuroverkon suorituskykyä signaalikohinasuhteen
(Signal-to-Noise Ratio, SNR), oppimiskäyrien sekä mel-spektrogrammien avulla. Tulokset
esitetään eri datamäärillä ja kahdella verkkoarkkitehtuurilla.

4.1 Oppimiskäyrät (CNN, neljä kerrosta)

Kuvassa 6 esitetään nelikerroksisen konvoluutioneuroverkon oppimiskäyrät 500, 1000, 3000
ja 10000 datan näytteellä. Vaaka-akseli kuvaa oppimissyklien (epoch) määrää ja pystyakseli
virhettä (loss). Koulutusdata on esitetty yhtenäisellä viivalla ja validointidata katkoviivalla.
Datamäärät on eroteltu väreillä.

Tuloksista havaitaan koulutusvirheen pienenevän kaikilla datamäärillä oppimissyklien ede-
tessä, mikä viittaa mallin kykyyn oppia datasta.

Kuva 6: Nelikerroksisen konvoluutioverkon oppimiskäyrät kymmenellä oppimissyklillä eri
datamäärillä. Pystyakseli kuvaa keskineliövirheen arvoa.

Taulukossa 1 esitetään kymmenen oppimissyklin jälkeen saavutetut keskimääräiset virheet
sekä SNR. SNR on keskeinen mittari äänen laadun arvioinnissa. Stokastisessa signaaliana-
lyysissä SNR määritellään signaalin ja kohinan keskimääräisten tehojen suhteena. Koska ää-
nisignaalit oletetaan yleisesti nollakeskiarvoisiksi, tehon mittana voidaan käyttää signaalien
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tilastollisia variansseja. Tällöin SNR saa muodon

SNR =
σ2

signaali

σ2
kohina

, (15)

missä σ2
signaali on puhtaan signaalin varianssi ja σ2

kohina on kohinan varianssi. Diskreetin sig-
naalin teho määritellään yleisesti signaalin neliön aikakeskiarvona, ja se lasketaan äärelliselle
signaalille muodossa

σ
2 =

1
N

N

∑
n=1
|x[n]|2 , (16)

missä N on äänisignaalin näytteiden lukumäärä, x[n] äänisignaalin n:s näyte ja n näytein-
deksi (Oppenheim ja Schafer 2010). Tässä työssä näytteiden määrä tarkoittaa datapisteiden
määrää, joten N = 16000.

Taulukko 1: Kymmenen oppimissyklin lopputulokset nelikerroksisella konvoluutioverkolla
Näytteiden määrä Harjoitusvirhe (ka.) Validointivirhe (ka.) SNR [dB]
500 7,720 6,119 5,88
1000 6,162 5,588 5,76
3000 5,883 5,532 6,40
10000 5,058 5,055 6,89

Pienimmällä datamäärällä (500 näytettä) validointivirhe vaihtelee selvästi ja kasvaa paikoin,
mikä viittaa ylisovittamiseen (luku 2.2.2). Tällöin malli oppii koulutusdatan piirteet liian
tarkasti, eikä yleisty uuteen dataan. Vastaavaa epävakautta havaitaan myös osittain 3000
näytteen tapauksessa (Kuva 6, punainen katkoviiva seitsemännen oppimissyklin kohdalla).
Suuremmilla datamäärillä (10 000 näytettä) koulutus- ja validointivirheet lähestyvät toisiaan
ja pysyvät tasaisempina koko oppimisprosessin ajan, mikä viittaa parempaan yleistymisky-
kyyn.

Lopullisissa tuloksissa havaitaan, että virhe pienenee datamäärän kasvaessa (taulukko 1).
Signaalikohinasuhde suurenee pääosin datamäärän kasvaessa, mikä osoittaa mallin suoritus-
kyvyn kehittymistä. 500 ja 1000 näytteen välillä ero on pieni, mikä viittaa siihen, että näin
pienillä datamäärillä mallin oppiminen on vielä epävakaata eikä lisädata tuo merkittävää pa-
rannusta.

Kuvassa 7 esitetään vastaavan konvoluutioverkon oppimiskäyrät 20 oppimissyklillä ja taulu-
kossa 2 lopputulokset.

Vaikka validointivirhe on pienin 500 näytteen tapauksessa, SNR-arvo jää heikommaksi suu-
rempiin datamääriin verrattuna. Tämä viittaa siihen, että pelkkä tavoitefunktio ei välttämättä
korreloi havaittuun äänenlaatuun, vaan tarvitaan mittari (tässä työssä SNR) äänen laadun ar-
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Kuva 7: Nelikerroksisen konvoluutioverkon oppimiskäyrät 20 oppimissyklillä eri datamää-
rillä.

vioimiseen. 1000 näytteen tapauksessa validointikäyrässä havaitaan selkeä piikki noin seit-
semännen oppimissyklin kohdalla. Tämä voi johtua validointijoukon pienestä koosta, mini-
batch-satunnaisuudesta tai optimoinnin epävakaudesta alkuvaiheessa.

Taulukko 2: 20 oppimissyklin lopputulokset nelikerroksisella konvoluutioverkolla
Näytteiden määrä Harjoitusvirhe (ka.) Validointivirhe (ka.) SNR [dB]
500 6,738 3,577 5,77
1000 5,772 5,534 6,11
3000 5,599 5,451 5,81
10000 4,996 4,733 7,16

Datamäärän kasvaessa (näytteet 3000 ja 10 000) oppiminen muuttuu tasaisemmaksi. Parhaat
tulokset saavutetaan suurimmalla aineistolla (10 000), jossa koulutus- ja validointivirheet
ovat tasapainossa ja SNR on korkein. Tämä viittaa siihen, että suurempi datamäärä parantaa
mallin yleistymiskykyä.

Taulukko 2 perusteella havaitaan, ettei oppimissyklien määrän kaksinkertaistaminen paran-
na nelikerroksisen konvoluutioverkon yleistymiskykyä merkittävästi. Sama ilmiö on havait-
tavissa myös oppimiskäyristä, sillä virhe ei enää pienene merkittävästi (Kuva 7). Lisäksi suu-
rempi määrä oppimissyklejä lisää mallin taipumusta ylisovittamiseen. Havainnot viittaavat
siihen, että datan määrä on keskeisempi tekijä mallin suorituskyvyn kannalta.
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Syvemmän, 12-kerroksisen konvoluutioneuroverkon oppimiskäyrät esitetään kuvassa 8 ja
lopputulokset taulukossa 3. Tuloksista havaitaan suorituskyvyn selvä paraneminen datamää-
rän kasvaessa. Suurimmalla datamäärällä (10 000 näytettä) saavutetaan pienin validointivir-
he (3,195) ja korkein SNR (8,67 dB), mikä viittaa hyvään yleistymiskykyyn.

Kuva 8: 12-kerroksisen verkon oppimiskäyrät 20 oppimissyklillä eri datamäärillä.

Pienillä datamäärillä (500 ja 1000) validointikäyrissä esiintyy selviä piikkejä, mikä viittaa
ylisovittamiseen ja oppimisen epävakauteen. Suuremmilla datamäärillä oppiminen on tasai-
sempaa ja koulutus- sekä validointivirheiden välinen ero pienenee.

Taulukko 3: 20 oppimissyklin lopputulokset 12-kerroksisella konvoluutioverkolla
Näytteiden määrä Harjoitusvirhe (ka.) Validointivirhe (ka.) SNR [dB]
500 6,517 4,302 5,94
1000 4,882 4,805 7,06
3000 4,307 3,687 8,28
10000 3,422 3,195 8,67

Tulokset osoittavat, että pienillä aineistoilla monikerroksinen malli ylisovittaa herkästi, mikä
näkyy validointikäyrien piikkeinä. Suuremmilla datamäärillä validointivirhe pienenee, SNR
kasvaa ja oppimisprosessi muuttuu vakaammaksi. Syvän mallin kapasiteetti mahdollistaa
monimutkaisempien piirteiden oppimisen.

Kaikissa kuvissa validointidatan oppimiskäyrät ovat pääosin koulutusdatan käyriä mata-
lampia. Tämä johtuu siitä, että koulutusvaiheessa batch-normalisaatio käyttää mini-batch-
kohtaisia tilastoja ja optimointi tapahtuu pienissä erissä, mikä lisää kohinaa rekonstruoituihin
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äänisignaaleihin ja tekee oppimisprosessista epävakaamman. Validointivaiheessa käytetään
batch-normalisaation koulutuksen aikana kertyneitä liukuvia keskiarvo- ja varianssiarvioi-
ta, eikä mallin parametreja päivitetä, jolloin rekonstruoidut puhesignaalit ovat vakaampia ja
virhe pienempi.

4.2 Esimerkkejä ääni näytteistä

Mel-spektrogrammi kuvaa äänen energian jakautumista ajan ja taajuuden suhteen. Vaaka-
akseli esittää aikaa, pystyakseli mel-taajuuskaistoja ja väri signaalin energiaa (luku 2.5).
Spektrogrammissa kirkkaat alueet vastaavat suurta energiasisältöä, kun taas tummat alueet
kuvaavat matalaa energiaa. Vaakasuorat rakenteet viittaavat pysyviin taajuuskomponenttei-
hin, kuten vokaaleihin, ja pystysuuntaiset muutokset nopeisiin äänen aloituksiin, kuten kon-
sonantteihin (Jurafsky ja Martin, 2026).

Kuvassa 9 esitetään kohdesignaalin mel-spektrogrammi. Spektrogrammissa havaitaan sel-
keitä puheelle tyypillisiä jatkuvia vaakasuuntaisia komponentteja matalilla taajuusalueilla.

Kuva 9: Mel-spektrogrammi erään näytteen kohdesignaalista (LibriSpeech-aineisto). Vaaka-
akseli kuvaa aikaa, pystyakseli taajuutta ja väri energiaa.

Kuvassa 10 esitetään 500 näytteellä koulutetun mallin tuottama rekonstruoitu puhesignaa-
li. Spektrogrammi rekonstruoidusta puhesignaalista vastaa pääpiirteiltään kohdesignaalin ra-
kennetta.

Rekonstruoidun puhesignaalin mel-spektrogrammi vastaa pääpiirteittäin kohdespektrogram-
min rakennetta, mutta on sumeampi ja sisältää vähemmän yksityiskohtia. Erityisesti kor-
keammilla taajuusalueilla rakenteet eivät toistu yhtä tarkasti. Matalien taajuuksien rakenteet
sisältävät puheentunnistuksen kannalta keskeistä informaatiota, joten niiden tarkka mallinta-
minen on merkittävää. Malli tunnistaa keskeiset energiapuraukset ja niiden ajallisen sijain-
nin, mutta ei täysin toista kaikkia taajuuskomponentteja.

Kuvassa 11 esitetään toinen kohdesignaalin mel-spektrogrammi. Tässä esimerkissä äänisig-
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Kuva 10: Nelikerroksisen konvoluutioverkon muodostama rekonstruoitu puhesignaali mel-
spektrogrammina.

naali sisältää vähemmän kohinaa, ja energiakeskittymiä esiintyy myös korkeilla taajuuksilla.

Kuva 11: Mel-spektrogrammi erään näytteen kohdesignaalista (LibriSpeech-aineisto).

Kuva 12: Nelikerroksisen konvoluutioverkon muodostama rekonstruoitu puhesignaali mel-
spektrogrammina.

Tässä tapauksessa rekonstruoitu puhesignaali vastaa kohdesignaalia tarkemmin kuin edelli-
sessä esimerkissä (Kuva 12). Erityisesti matalien taajuuksien komponentit toistuvat selkeästi,
mikä on merkittävää, koska ne sisältävät keskeistä informaatiota puhesignaalin rakenteesta.
Kuitenkin korkeammilla taajuuksilla esiintyy edelleen epätarkkuuksia, eikä kaikkia yksityis-
kohtia kyetä rekonstruoimaan.
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Esimerkkien perusteella voidaan todeta, että malli kykenee oppimaan puhesignaalin keskei-
set rakenteet, erityisesti matalilla taajuusalueilla. Rekonstruoidut puhesignaalit jäävät kui-
tenkin kohdesignaaleja epätarkemmiksi, mikä näkyy erityisesti korkeiden taajuuksien puut-
teellisena toistona. Tulokset viittaavat siihen, että malli on oppinut yleiset piirteet, mutta ei
vielä kykene täysin rekonstruoimaan signaalin hienorakennetta.
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5 Johtopäätökset

Työn tavoitteena oli tutkia konvoluutioverkkojen kykyä oppia puhesignaalin rakenteita me-
luisesta syötteestä ja analysoida koulutusdatan määrän vaikutusta mallin suorituskykyyn ja
yleistymiskykyyn. Tulosten perusteella tavoitteet saavutettiin hyvin, ja keskeiseksi havain-
noksi nousi koulutusdatan määrän merkitys: pienillä aineistoilla mallit kärsivät ylisovittami-
sesta, kun taas suuremmilla aineistoilla oppiminen oli vakaampaa ja SNR-arvot paranivat.
Vaikutus korostui syvemmässä neuroverkossa.

Datamäärä parantaa yleistymiskykyä ja vähentää ylisovittamista, koska suurempi aineisto
vakauttaa oppimisen ja pienentää validointivirheen vaihtelua. Oppimissyklien määrä vaikut-
taa ensisijaisesti optimointiin: aluksi virhe pienenee, mutta myöhemmin vaikutus tasaantuu
ja liian pitkä koulutus voi lisätä ylisovittamista tai satunnaista vaihtelua ilman selkeää paran-
nusta mallin yleistymiseen.

Tulokset ovat linjassa aiempien tutkimusten kanssa. Varhaisessa työssä (Boll, 1979) pyrittiin
poistamaan kohinaa signaalinkäsittelymenetelmillä, kun taas myöhemmissä tutkimuksissa,
kuten Xu et al. (2015), hyödynnettiin neuroverkkoja puheen rekonstruoimiseen meluisas-
ta syötteestä. Lisäksi konvoluutioneuroverkkojen soveltuvuus puhesignaalien käsittelyyn on
osoitettu esimerkiksi Abdel-Hamid et al. (2014) tutkimuksessa. Tässä työssä näitä lähesty-
mistapoja täydennettiin tarkastelemalla erityisesti datamäärän vaikutusta, mikä tukee myös
koneoppimisen teoreettisia havaintoja yleistymisestä ja ylisovittamisesta (Goodfellow et al.
2016).

Tutkimuksen rajoitteita ovat SNR-mittarin rajallisuus puheen laadun arvioinnissa sekä tar-
kastelun rajautuminen tiettyihin verkkoarkkitehtuureihin ja aineistokokoihin. Jatkotutkimuk-
sessa olisi hyödyllistä hyödyntää tarkempia mittareita, kuten log-spektraalietäisyyttä, PESQ
(Perceptual Evaluation of Speech Quality) ja STOI (Short-Time Objective Intelligibility)-
mittareita, sekä tarkastella laajempia malleja ja suurempia aineistoja. Myös muiden tavoite-
funktioiden kuin keskineliövirheen käyttö voisi parantaa mallin suorituskykyä.

Kokonaisuutena voidaan todeta yksinkertaisten mallien kykenevän oppimaan puhesignaa-
lin keskeisiä piirteitä, mutta suorituskyky riippuu käytössä olevan datan määrästä. Tulok-
set korostavat datan keskeistä roolia koneoppimisessa ja tarjoavat suuntaa tulevalle kehi-
tystyölle puheenkäsittelyn sovelluksissa.
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