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Tässä kandidaatintyössä tarkastellaan neuroverkkojen universaalia approksimaatiolausetta
matemaattisesta näkökulmasta. Työn tavoitteena on täsmentää, mitä neuroverkon approk-
simaatiokyvyllä tarkoitetaan ja millä oletuksilla approksimaatioväite voidaan muotoilla täs-
mällisesti.

Työssä keskitytään jatkuviin reaaliarvoisiin funktioihin kompakteilla joukoilla sekä supre-
mumnormissa tapahtuvaan approksimaatioon. Keskeisiä käsitteitä ovat jatkuvuus, tasainen
jatkuvuus, kompaktius, tasainen suppeneminen ja supremumnormi. Näiden avulla approk-
simaatio voidaan esittää väitteenä, jossa kohdefunktion ja approksimoivan funktion suurin
mahdollinen poikkeama hallitaan koko tarkasteltavalla joukolla.

Työssä esitetään lisäksi yksiulotteinen esimerkki ReLU-aktivaatiofunktion avulla. Esimerk-
ki havainnollistaa, kuinka paloittain lineaarisia approksimaatioita voidaan esittää äärellisinä
siirrettyjen ReLU-funktioiden lineaarikombinaatioina. Yksiulotteisen tarkastelun lisäksi tar-
kastellaan myös kaksiulotteista approksimaation rakennetta L2-normissa.

Työn perusteella universaali approksimaatiolause tarjoaa teoreettisen perustan neuroverkko-
jen approksimaatiokyvylle. Lause on kuitenkin olemassaolotulos, eikä se yksinään kerro, mi-
ten sopivat parametrit löydetään käytännön oppimisongelmissa. ReLU-esimerkit yhdistävät
abstraktin approksimaatiotuloksen konkreettisiin approksimaatiorakenteisiin.



Symboli- ja lyhenneluettelo

Latinalaiset aakkoset

ai outputkerroksen painokerroin
bi piilokerroksen bias-termi
c0,c1 lineaarisen osan kertoimet 1D ReLU-esityksessä
f kohdefunktio
g approksimoiva funktio tai neuroverkon tuottama funktio
h jaon suurin osavälin pituus
n syöteavaruuden dimensio tai osavälien lukumäärä
N piilokerroksen neuronien lukumäärä
wi painovektori
x funktion syöte
xi interpolaatiossa käytettävä solmupiste
y funktion arvo / neuroverkon ulostulo
b neliöalueen Q indikaattorifunktio
b(i) paikallinen bump-funktio
bγ bump-funktion ReLU-approksimaatio
b(i)γ paikallisen bump-funktion ReLU-approksimaatio
ci paikallisen bump-funktion kerroin approksimaatiossa
gε lopullinen ReLU-approksimaatio
Q paikallinen neliöalue
r neliöalueen sivunpituus
x′,y′ neliön keskipisteen suhteen heijastetut koordinaatit
Hγ ,Vγ horisontaalinen ja vertikaalinen ReLU-nauharakenne
φL(x) x-suunnan vasemman reunan ReLU-rakenne
φB(y) y-suunnan alareunan ReLU-rakenne

Kreikkalaiset aakkoset

α j kulmakertoimen muutos kohdassa ξ j

β outputkerroksen bias-termi
γ reunavyöhykkeen leveyttä säätelevä parametri
δ tasaisen jatkuvuuden tarkkuusparametri
ε approksimaation sallittu virhe
ρ yleinen aktivaatiofunktio
σ ReLU-aktivaatiofunktio



ξ j 1D ReLU-esityksen kulmakohta

Lyhenteet

ReLU Rectified Linear Unit

Joukot ja operaattorit

C(K) jatkuvien reaaliarvoisten funktioiden avaruus
K kompakti joukko
∥·∥∞ supremumnormi
∥·∥L2(K) L2-normi joukossa K

Aγ reunavyöhyke, jossa bγ ̸= b
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1 Johdanto

Nykyaikaisen koneoppimisen olennaisimpia menetelmiä ovat neuroverkot, joiden käyttö pe-
rustuu oletukseen siitä, että ne kykenevät mallintamaan monimutkaisia epälineaarisia ilmiöi-
tä. Tämän havainnon perusteena on niin sanottu universaali approksimaatiolause, jonka mu-
kaan tarpeeksi laajat tai monimutkaiset feedforward-neuroverkot pystyvät approksimoimaan
mitä hyvänsä jatkuvaa funktiota mielivaltaisen tarkasti sopivissa funktioavaruuksissa. (Cy-
benko, 1989)

Kyseinen ilmiö toimii usein teoreettisena perusteluna neuroverkkojen yleispätevyydelle, mut-
ta sen matemaattinen sisältö jää useasti esityksissä melko yleiselle tasolle (Pinkus, 1999).
Neuroverkkoja hyödynnetään laajasti muun muassa kuvantunnistuksessa, luonnollisen kie-
len käsittelyssä ja signaalinkäsittelyssä, joissa mallinnettavat ilmiöt ovat usein korkeaulot-
teisia ja epälineaarisia (LeCun, Bengio & Hinton, 2015). Näissä sovelluksissa keskeinen ky-
symys on, millaisin teoreettisin perustein ja rajoituksin neuroverkkojen oletetaan kykenevän
oppimaan haluttu syöte-tulos –suhde (Goodfellow, Bengio & Courville, 2016).

Approksimaatioväitteiden täsmällinen tulkinta herättää useita kysymyksiä. Kirjallisuudessa
lauseesta on esitetty lukuisia eri muunnelmia, jotka eroavat muun muassa verkon rakenteen,
aktivaatiofunktion sekä tarkasteltavan funktioavaruuden suhteen (M. T. Augustine, 2024).
Näiden erojen vuoksi lauseen merkitys käytännön mallinnuksessa ei ole yksiselitteinen, vaan
vaatii aina tarkempaa kontekstualisointia (Pinkus, 1999). Erityisen olennaista on määritellä,
missä mielessä ja millaisessa funktioavaruudessa approksimaatio tapahtuu. Erilaiset suppe-
nemismuodot johtavat erilaisiin tulkintoihin siitä, mitä tarkoitetaan hyvällä approksimaatiol-
la. Universaali approksimaatio ei siis ole yksiselitteinen väite, vaan se riippuu tarkastelun
taustalla olevista valinnoista.

Tämän kandidaatintyön tavoitteena on tarkastella neuroverkkojen universaalia approksimaa-
tiokykyä analyysin näkökulmasta. Keskeinen tutkimuskysymys on, missä mielessä ja millä
edellytyksillä väite neuroverkkojen universaalista approksimaatiokyvystä on matemaattisesti
perusteltu.

Työssä hyödynnetään analyysin peruskäsitteitä, erityisesti jatkuvuutta, tasaista jatkuvuutta,
kompaktisuutta ja supremumnormia. Tarkastelu rajataan pääosin jatkuviin funktioihin eukli-
disessa avaruudessa. Tämän rajauksen tarkoituksena on säilyttää matemaattinen täsmällisyys
ilman, että mittateorian tai yleisen funktionaalianalyysin tekniset yksityiskohdat laajentavat
työtä liikaa.

Työn toisessa luvussa esitellään universaali approksimaatiolauseen matemaattista taustaa kir-
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jallisuuden pohjalta. Luvussa täsmennetään, mitä tarkoitetaan sillä, että neuroverkko approk-
simoi funktiota mielivaltaisen tarkasti, ja esitellään tähän liittyvät keskeiset käsitteet.

Kolmannessa luvussa kirjallisuuskatsauksessa esiintyviä tuloksia havainnollistetaan konst-
ruktiivisella esimerkillä, joka antaa lähtökohdan myöhemmin esitettävälle ε-δ -argumentille.
Luvussa tarkastellaan erityisesti yksiulotteisia ReLU-verkkoja ja osoitetaan, kuinka paloit-
tain lineaarisia approksimaatioita voidaan esittää ReLU-aktivaatiofunktion avulla. Tämän
yhteydessä approksimaatiovirhettä käsitellään täsmällisemmin tasaisen jatkuvuuden ja supre-
mumnormin näkökulmasta. Tämän jälkeen tarkastellaan kaksiulotteista approksimaation ra-
kennetta L2-normissa, mikä antaa luontevamman lähtökohdan korkeampiulotteisten tapaus-
ten hahmottamiseen. Lopuksi luvussa 4 esitetään yhteenveto ja johtopäätökset.
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2 Teoreettinen tausta ja matemaattiset esitiedot

2.1 Neuroverkon matemaattinen esitys

Neuroverkot voidaan esittää yhdistettyinä funktioina muodossa

y = g(x) = φL+1(φL . . .φ1(φ0(x)))

missä x ∈ Rn on syötevektori, y ∈ Rm on verkon ennustama output ja g : Rn → Rm kuvaa
neuroverkon toteuttamaa funktiota. Kuvauksen muodostavat kerrokset φ0,φ1, . . . ,φL+1, jois-
sa φ0 vastaa syötekerrosta, φL+1 outputkerrosta ja φ1, . . . ,φL ovat verkon piilokerroksia. (M.
Augustine, 2023)

x1

x2

...

xn

y

Kuva 1: Yhden piilokerroksen feedforward-neuroverkon rakenne.

Neuroverkon rakennetta voidaan havainnollistaa kuvassa 1 esitetyllä yksinkertaisella feed-
forward-verkolla, jossa syötekerros, piilokerros ja outputkerros on erotettu toisistaan.

Yksittäinen kerros voidaan tyypillisesti kirjoittaa lineaarisen muunnoksen ja sitä seuraavan
aktivaatiofunktion yhdistelmänä. Tällöin kerros muodostaa ensin syötteistä lineaarikombi-
naation ja lisää siihen bias-termin, minkä jälkeen tulokseen sovelletaan epälineaarista ak-
tivaatiofunktiota. Kun tarkastellaan yksinkertaisinta tapausta, jossa verkossa on yksi piilo-
kerros ja yksi outputkerros, neuroverkon tuottama funktio voidaan kirjoittaa eksplisiittisessä
summamuodossa (Pinkus, 1999):

g(x) = β +
N

∑
i=1

ai σ(wi · x+bi), (1)

missä β ∈ R on output-kerroksen bias-termi, x ∈ Rn on syötevektori, wi ∈ Rn on paino-
vektori, bi ∈ R on sisäkerroksen bias-termi ja ai ∈ R on outputkerroksen paino. Funktio
σ : R → R on aktivaatiofunktio, joka tuo malliin epälineaarisuutta. Pinkuksen esityksessä
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output-kerroksen bias jätetään yksinkertaistuksen vuoksi pois, tässä se sisällytetään malliin
vakiona β .

Klassinen universaali approksimaatiolause tarkastelee tyypillisesti verkkoja, joissa verkon
syvyys eli kerrosten määrä on rajattu, mutta kerrosten leveys eli neuronien määrä kerrokses-
sa saa kasvaa. Tällöin verkon koko saa riippua halutusta approksimaatiotarkkuudesta. (Cy-
benko, 1989; Kidger & Lyons, 2020).

Tällaiset tulokset osoittavat, että approksimaatio on periaatteessa mahdollista, mutta eivät
vielä kerro, millainen verkon rakenne tekee approksimaatiosta tehokasta. Myöhemmässä
kirjallisuudessa onkin tarkasteltu tarkemmin verkon rakenteen vaikutusta approksimaatioky-
kyyn. Esimerkiksi Telgarsky (2016) osoitti, että on olemassa funktioita, jotka voidaan esittää
syvillä mutta kapeilla verkoilla huomattavasti tehokkaammin kuin matalilla verkoilla.

Samansuuntaisesti Hanin ja Sellke (2017) osoittivat, että tietyt syvät mutta kapeat ReLU-
verkot ovat tiheitä avaruudessa C(K;Rm), kun K ⊂ Rn on kompakti joukko. Toisaalta liian
kapeiden verkkojen approksimaatiokyvyllä on myös rajoituksia (Johnson, 2018).

Nämä tulokset havainnollistavat, että universaali approksimaatio ei riipu ainoastaan aktivaa-
tiofunktiosta, vaan myös olennaisesti verkon rakenteesta ja siitä, missä funktioavaruudessa
approksimaatiota tarkastellaan.

Selkeyden vuoksi tässä työssä keskitytään reaaliarvoisiin funktioihin f : K → R sekä feed-
forward-neuroverkkoihin, erityisesti yhden piilokerroksen tapaukseen, jossa verkon esitys
voidaan kirjoittaa summamuodossa (1).

2.2 Tausta

Vaikka universaalia approksimaatiota koskevat varhaisimmat tulokset julkaistiin 1980-luvun
lopulla, ajatus monimutkaisten funktioiden esittämisestä yksinkertaisempien funktioiden a-
vulla ei ole uusi (M. T. Augustine, 2024). Klassinen tulos tähän liittyen on Kolmogorovin ja
Arnoldin ratkaisu Hilbertin 13. ongelmaan, jossa osoitettiin, että usean muuttujan jatkuvat
funktiot voidaan esittää superpositioina yhden muuttujan funktioista (Sprecher, 1965). Tätä
edeltävät Taylorin, Fourier’n ja Weierstrassin lauseet. Kyseessä ovat kuitenkin täsmälliset
esitystulokset, jotka ovat usein rakenteeltaan liian monimutkaisia.

Tämän vuoksi approksimaatioteoriassa tarkastellaan usein heikompaa vaatimusta: sen sijaan
että funktio esitettäisiin täsmälleen, pyritään löytämään funktioita, jotka approksimoivat koh-
defunktiota mielivaltaisen tarkasti. Tämä on universaali approksimaatiolauseen ydinajatus.
Tämän työn kannalta olennaista on juuri tämä näkökulman muutos täsmällisestä esitystu-
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loksesta approksimaatioon, eli neuroverkkoa tarkastellaan funktiona, jonka tuottama virhe
voidaan tehdä valitussa normissa mielivaltaisen pieneksi.

Ensimmäisiä täsmällisiä universaalia approksimaatiota koskevia tuloksia esitettiin Cyben-
kon työssä (1989). Pinkuksen (1999) katsauksen mukaan vastaavia approksimaatiotuloksia
esittivät myös Hornik, Stinchcombe ja White (1989) sekä Funahashi (1989). Näissä tar-
kasteltiin yksikerroksisia feedforward-neuroverkkoja ja osoitettiin niiden approksimaatio-
ominaisuuksia eri aktivaatiofunktioiden tapauksessa. Samassa katsauksessa käsitellään myös
konstruktiivisia näkökulmia ja niiden yhteyksiä klassiseen approksimaatioteoriaan.

Lause koskee neuroverkon esityskykyä, ei sitä, että verkko oppisi automaattisesti oikean
funktion. Kyseessä on olemassaolotulos, joka tarkoittaa ainoastaan, että sopivalla parametri-
valinnalla neuroverkko voi approksimoida haluttua kohdefunktiota. Käytännössä parametrit
opitaan datasta minimoimalla havaittua virhettä, tyypillisesti stokastisella gradienttilaskeutu-
misella (SGD) (Goodfellow, Bengio & Courville, 2016). On kuitenkin havaittu, että nykyiset
teoreettiset työkalut eivät kykene täysin selittämään tällaisten menetelmien tuottamien mal-
lien yleistymiskykyä (Nagarajan & Kolter, 2019). Uudemmassa katsauskirjallisuudessa tätä
eroa kuvataan tarkastelemalla neuroverkkojen teoriaa erikseen esimerkiksi approksimaatio-
teorian ja oppimisdynamiikan näkökulmista (Suh & Cheng, 2025).

Approksimaation tarkkuutta arvioidaan yleensä jonkin normin avulla, esimerkiksi supre-
mumnormilla. Tämän vuoksi on tärkeää täsmentää, mitä approksimaatiolla tarkoitetaan ma-
temaattisesti. Seuraavassa alaluvussa tarkastellaan, mitä tarkoitetaan funktion approksimoi-
misella ja mitä normeja tähän tarkoitukseen käytetään.

2.3 Keskeiset analyysin käsitteet

Tässä työssä tarkastellaan reaaliarvoisia jatkuvia funktioita kompaktilla joukolla. Tämän
vuoksi tarvitaan muutamia analyysin peruskäsitteitä, joiden avulla approksimaatiota voidaan
käsitellä täsmällisesti. Seuraavat neljä käsitettä riittävät erityisesti luvun 3 yksiulotteiselle
tarkastelulle.

Määritelmä 2.1. Joukko K ⊂ Rn on kompakti, jos se on suljettu ja rajoitettu.

Kompaktiusoletus on tässä työssä olennainen, koska se mahdollistaa jatkuvien funktioiden
käyttäytymisen hallinnan koko tarkasteltavalla joukolla.

Määritelmä 2.2. Olkoon K ⊂ Rn ja f : K → R. Funktio f on jatkuva pisteessä x0 ∈ K, jos
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jokaista ε > 0 kohti on olemassa δ > 0 siten, että

∥x− x0∥< δ =⇒ | f (x)− f (x0)|< ε.

Funktio f on jatkuva joukossa K, jos se on jatkuva jokaisessa pisteessä x0 ∈ K.

Jatkuvuus on paikallinen ominaisuus, sillä sallittu δ voi riippua tarkasteltavasta pisteestä x0.

Määritelmä 2.3. Funktio f : K → R on tasaisesti jatkuva, jos jokaista ε > 0 kohti on ole-
massa δ > 0 siten, että kaikille x,y ∈ K pätee

∥x− y∥< δ =⇒ | f (x)− f (y)|< ε.

Tasaisessa jatkuvuudessa sama δ toimii koko joukossa K, eikä se siis riipu yksittäisestä pis-
teestä. Tämä ero tavalliseen jatkuvuuteen on keskeinen myöhemmin, kun tarkastellaan pa-
loittain lineaarisia approksimaatioita.

Heine–Cantorin lause. Jos K ⊂Rn on kompakti ja f : K →R on jatkuva, niin f on tasaisesti
jatkuva joukossa K.

Heine–Cantorin lause toimii tässä yhdistävänä rakenteena, sillä se liittää jatkuvuuden ja
kompaktisuuden toisiinsa tavalla, joka tekee myöhemmästä approksimaatiotarkastelusta mah-
dollisen.

Lisäksi merkitään: C(K) jatkuvien reaaliarvoisten funktioiden avaruutta joukossa K.

2.4 Approksimaatio supremumnormissa

Olkoon K ⊂ Rn kompakti ja f : K → R rajoitettu funktio. Tällöin funktion supremumnormi
määritellään muodossa

∥ f∥∞ = sup
x∈K

| f (x)|.

Supremumnormi mittaa funktion suurinta mahdollista itseisarvoa joukossa K. Vastaavasti
kahden funktion f ja g välistä etäisyyttä voidaan mitata normilla

∥ f −g∥∞ = sup
x∈K

| f (x)−g(x)|.
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Sanotaan, että funktio g approksimoi funktiota f virheellä korkeintaan ε > 0, jos

∥ f −g∥∞ < ε.

Määritelmä 2.4. Funktiojono ( fn) suppenee tasaisesti funktioon f joukossa K, jos jokaista
ε > 0 kohti on olemassa N ∈ N siten, että

| fn(x)− f (x)|< ε

kaikille n ≥ N ja kaikille x ∈ K.

Tasainen suppeneminen voidaan siis kirjoittaa myös muodossa

∥ fn − f∥∞ → 0 kun n → ∞.

Tämä seuraa suoraan supremumnormin määritelmästä, sillä normi ∥ fn − f∥∞ mittaa juu-
ri funktion fn ja raja-arvofunktion f välistä suurinta poikkeamaa joukossa K. Tästä syystä
tasainen suppeneminen ja suppeneminen supremumnormissa kuvaavat samaa ilmiötä (Tao,
2011).

Tämä näkökulma on työn kannalta luonnollinen erityisesti yksiulotteisessa konstruktiossa.
Universaali approksimaatiolause esittää vahvan väitteen neuroverkkojen approksimaatioky-
vystä, ja supremumnormi vastaa tähän vahvalla vaatimuksella: neuroverkon tuottaman funk-
tion on oltava lähellä kohdefunktiota koko kompaktilla joukolla eikä vain yksittäisissä pis-
teissä.

2.5 Universaali approksimaatiolause

Edellä esiteltyjen käsitteiden avulla universaali approksimaatiolause voidaan muotoilla ti-
heysväitteenä avaruudessa C(K). Vastaava muotoilu esiintyy esimerkiksi Kidgerin ja Lyon-
sin työssä (2020, lause 1.1); ks. myös Pinkus (1999).

Lause 1. Olkoon ρ : R → R jatkuva aktivaatiofunktio. Tarkastellaan yhden piilokerroksen

feedforward-neuroverkkojen luokkaa, jossa syötekerroksessa on n neuronia, outputkerrok-

sessa yksi neuroni ja piilokerroksessa äärellinen mutta mielivaltainen määrä neuroneita. Jos

lisäksi K ⊂ Rn on kompakti joukko, niin tämä neuroverkkojen luokka on tiheä avaruudessa

C(K) täsmälleen silloin, kun ρ ei ole polynomi.

Tässä työssä avaruutta C(K) tarkastellaan ensisijaisesti supremumnormin avulla, joten tiheys
tarkoittaa sitä, että jokaista jatkuvaa funktiota voidaan approksimoida mielivaltaisen tarkasti



13

kompaktilla joukolla K.
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3 ReLU-rakenteesta universaaliin approksimaatioon

3.1 ReLU approksimaation rakennuspalikkana

Edellisessä luvussa tarkasteltiin, millä tavoin jatkuvien funktioiden approksimaatiota voi-
daan muotoilla täsmällisesti supremumnormissa. Tämän perusteella luonnollinen seuraava
kysymys on, millainen rakenne mahdollistaa tällaisen approksimaation käytännössä neuro-
verkkojen tapauksessa.

Rectified Linear Unit -aktivaatiofunktio (ReLU) on tähän erityisen luonteva, koska se on
samalla sekä yksinkertainen että rakenteellisesti joustava. Se määritellään muodossa

σ(x) = max{0,x}=

⎧⎨⎩0, x ≤ 0,

x, x > 0.

Kuva 2: ReLU-aktivaatiofunktion kuvaaja.

Kuten kuvasta 2 nähdään, ReLU on jatkuva ja paloittain lineaarinen funktio. Tästä seuraa,
että myös siirretyistä ja painotetuista ReLU-funktioista muodostetut summat ovat paloit-
tain lineaarisia. Siirretty ReLU-funktio σ(x− ξ ) voi muuttaa funktion kulmakerrointa koh-
dassa ξ , ja juuri tämä tekee ReLU:sta olennaisen approksimaatiomielessä (Huang, 2025):
ReLU-termeillä muodostettu approksimaatio voidaan rakentaa lisäämällä uusia kulmakoh-
tia yksi kerrallaan sen sijaan, että koko funktio määriteltäisiin erikseen jokaisella osavälillä.
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Näin paloittain lineaarinen interpolantti saadaan kirjoitettua yhtenä summana, mikä liittää
tavallisen interpolaatioajatuksen ReLU-verkon esitysmuotoon.

3.2 Numeerinen esimerkki

Numeerisessa esimerkissä tarkastellaan funktiota f (x) = sin(x)+0.3x, kun x ∈ [−4,4]. Esi-
merkkifunktio on valittu tarkoituksella yksinkertaiseksi, jotta huomio kohdistuu ReLU-raken-
teen toimintaan eikä tarkasteltavan funktion monimutkaisuuteen.

Kuvassa 3 esitetään kohdefunktio f , sen ReLU-approksimaatio g sekä käytetyt solmukohdat.
Approksimaation laatua arvioidaan numeerisesti maksimaalisen poikkeaman avulla tiheässä
pistejoukossa, mikä antaa käytännöllisen arvion supremumnormin mukaisesta virheestä.

Kuva 3: ReLU-approksimaatio funktiolle f (x) = sin(x)+0.3x välillä [−4,4].

Koska f (x) = sin(x)+0.3x on kahdesti derivoituva, lineaarisen interpoloinnin virheelle voi-
daan antaa myös teoreettinen yläraja (Van Loan, 2000, luku 3.1.3).

∥ f −g∥∞ ≤ h2

8
max

x∈[−4,4]
| f ′′(x)|,

missä h on jaon suurin osavälin pituus. Tässä tapauksessa f ′′(x) =−sin(x), joten

max
x∈[−4,4]

| f ′′(x)| ≤ 1.
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Esimerkissä käytetään 9 solmupistettä välillä [−4,4], joten osavälejä on 8 ja

h =
4− (−4)

8
= 1.

Tästä seuraa arvio
∥ f −g∥∞ ≤ 1

8
.

Numeerisesti laskettu maksimivirhe oli noin 0,012, mikä jää selvästi teoreettisen ylärajan
1
8 alapuolelle. Yläraja ei ole terävä, mutta se havainnollistaa, että virheelle voidaan antaa
analyyttinen yläraja koko tarkasteluvälillä.

3.3 Yksiulotteisen virhearvion todistus

Edellisessä alaluvussa esitetty konstruktio havainnollistaa approksimaation ideaa yksiulot-
teisessa tapauksessa. Seuraavaksi tämä ajatus esitetään täsmällisemmin tasaisen jatkuvuuden
ε-δ -määritelmän avulla.

Olkoon f : [a,b]→ R jatkuva ja ε > 0.

Koska f on jatkuva kompaktilla välillä [a,b], se on tasaisesti jatkuva. Tällöin on olemassa
δ > 0 siten, että kaikille x,y ∈ [a,b] pätee

|x− y|< δ ⇒ | f (x)− f (y)|< ε.

Valitaan jako a = x0 < x1 < · · ·< xn = b siten, että xi − xi−1 < δ kaikilla i = 1, . . . ,n.

Määritellään g : [a,b]→R paloittain lineaariseksi approksimaatioksi pisteiden (xi, f (xi)) vä-
lillä.

Olkoon x ∈ [xi−1,xi]. Koska xi − xi−1 < δ , pätee |x− xi−1|< δ ja |x− xi|< δ , joten tasaisen
jatkuvuuden perusteella

| f (x)− f (xi−1)|< ε ja | f (x)− f (xi)|< ε.

Koska g(x) on lineaarinen interpolaatio pisteiden f (xi−1) ja f (xi) välillä, voidaan se kirjoittaa
muodossa

g(x) = tx f (xi)+(1− tx) f (xi−1),
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missä tx ∈ [0,1] kuvaa pisteen x sijaintia välillä [xi−1,xi] siten, että

tx =
x− xi−1

xi − xi−1
.

Koska tx +(1− tx) = 1, funktio f (x) voidaan kirjoittaa muodossa

f (x) = 1 · f (x) = (tx +(1− tx)) f (x).

Tällöin pätee

|g(x)− f (x)|= |tx f (xi)+(1− tx) f (xi−1)− f (x)|

= |tx f (xi)+(1− tx) f (xi−1)− ((tx +(1− tx)) f (x))|

= |tx f (xi)+(1− tx) f (xi−1)− tx f (x)− (1− tx) f (x)|

= |tx( f (xi)− f (x))+(1− tx)( f (xi−1)− f (x))|

≤ tx| f (xi)− f (x)|+(1− tx)| f (xi−1)− f (x)|

< ε(tx +(1− tx)) = ε.

Eli
∥ f −g∥∞ < ε.

Koska ε > 0 oli mielivaltainen ja δ valittiin ainoastaan tasaisen jatkuvuuden perusteella, sa-
ma virhearvio pätee kaikille f ∈C([a,b]), ei vain yllä olevan sinx+0.3x -esimerkkifunktion
tapauksessa.

3.4 Yhteys universaaliin approksimaatioon

Tämän luvun konstruktion tarkoitus oli tehdä näkyväksi, miten luvussa 2 esitetyt määritel-
mät johtavat konkreettiseen approksimaation mahdollistavaan rakenteeseen. Supremumnor-
min avulla saadaan tapa mitata approksimaatiovirhettä koko välillä [a,b], ja tasainen jat-
kuvuus mahdollistaa keinon hallita tätä virhettä samanaikaisesti välin jokaisessa pisteessä.
Näin edellisen alaluvun ε-δ -argumentti osoittaa, että paloittain lineaarinen interpolantti py-
syy kohdefunktion lähellä supremumnormilla mitattuna.

ReLU-funktio tulee mukaan juuri tässä kohdassa. Edellä saatu approksimaatiofunktio on pa-
loittain lineaarinen, ja ReLU-funktioilla voidaan rakentaa juuri tällaisia paloittain lineaarisia
funktioita (Huang, 2025). Yksiulotteisessa tapauksessa paloittain lineaarinen funktio voidaan
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kirjoittaa muodossa

g(x) = c0 + c1x+
m

∑
j=1

α jσ(x−ξ j),

missä pisteet ξ j ovat funktion kulmakohtia ja kertoimet α j kuvaavat kulmakertoimen muu-
toksia näissä pisteissä.

Termi σ(x− ξ j) ei vaikuta funktion arvoon pisteen ξ j vasemmalla puolella, mutta lisää li-
neaarisen osuuden sen oikealle puolelle. Siten jokainen ReLU-termi voi muuttaa approksi-
moivan funktion kulmakerrointa valitussa kohdassa. Kun näitä kyseisiä termejä summataan,
saadaan rakennettua paloittain lineaarinen funktio, jonka solmukohdat vastaavat valitun osi-
tuksen pisteitä.

Tämä yksiulotteinen konstruktio ei ole vielä luvussa 2.5 esitetyn universaali approksimaatio-
lauseen yleinen todistus, mutta se havainnollistaa sen keskeistä ideaa. Koska ReLU-funktio
σ(x) = max{0,x} on jatkuva eikä se ole polynomi, lauseen 1 perusteella vastaava yhden pii-
lokerroksen feedforward-neuroverkkojen luokka on tiheä avaruudessa C(K), kun K ⊂Rn on
kompakti.

Tässä mielessä esimerkki ei ole pelkkä numeerinen havainto, vaan se näyttää, miten työn teo-
reettiset käsitteet kytkeytyvät ReLU-verkon approksimaatiokykyyn yksinkertaisessa mutta
täsmällisessä tapauksessa.

3.5 ReLU-konstruktio L2-normissa

Edellisessä osiossa tarkasteltiin jatkuvan yksiulotteisen funktion approksimointia paloittain
lineaarisella ReLU-rakenteella supremumnormin suhteen. Seuraavaksi tarkastellaan approk-
simaatiota kaksiulotteisessa tapauksessa. Tällöin virhettä ei mitata suurimman pisteittäisen
virheen avulla, vaan L2-normissa, jossa integroidun neliövirheen neliöjuuri kuvaa approk-
simaation kokonaisvirhettä. Vaikka approksimaation luonne muuttuu, huomionarvoisen L2-
näkökulmasta tekee sen luontevampi yleistyminen korkeampiin ulottuvuuksiin.

Kahden funktion f ,g : K → R välinen L2-etäisyys määritellään kaavalla

∥ f −g∥L2(K) =

(︃∫︂
K
| f (x,y)−g(x,y)|2 dxdy

)︃1/2

.

Jatkuvuuden ja kompaktin alueen ruudukkojaon nojalla kohdefunktiota voidaan ensin ap-
proksimoida ruuduittain vakioisella funktiolla. Tämä antaa lähtökohdan 2D-approksimaation
rakentamiselle, joka jaetaan kahteen vaiheeseen, sillä yleisen kohdefunktion suora esittämi-
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nen ReLU-funktioilla olisi vaikeaa.

Ensin kohdefunktio approksimoidaan epäjatkuvien paikallisten bump-funktioiden (indikaat-
torifunktioiden) lineaarikombinaatioilla. Ensimmäinen vaihe siis hyödyntää sitä, että jatkuva
kohdefunktio käyttäytyy vakiomaisesti pienillä alueilla.

Toisessa vaiheessa bump-funktiot korvataan jatkuvilla ReLU-rakenteilla. Vaikka bump-funk-
tiot ovat epäjatkuvia, eivätkä siten suoraan ReLU:n tuottamia funktioita, niiden ja vastaavien
ReLU-rakenteiden välinen ero voidaan tehdä mielivaltaisen pieneksi L2-normissa.

Selkeyden vuoksi merkitään tässä epäjatkuvia bump-funktioita symbolilla b(i) ja niiden
ReLU-approksimaatioita symboleilla b(i)γ . Lopullista ReLU-verkolla muodostettua approk-
simaatiota merkitään symbolilla gε . Tällöin approksimaation rakenne on

f ≈
N

∑
i=1

cib(i) ≈
N

∑
i=1

cib
(i)
γ = gε ,

missä kertoimet ci kuvaavat paikallisten bump-funktioiden korkeuksia.

Konstruktio esitetään yksikköneliössä K = [0,1]2. Yleistys muihin neliöihin tapahtuu siirtä-
mällä ja skaalaamalla koordinaatteja, jolloin ReLU-rakenteen yhdistämistapa säilyy ennal-
laan. Tarkastellaan ensin yhtä paikallista neliöaluetta. Olkoon

Q = [x0 − r/2,x0 + r/2]× [y0 − r/2,y0 + r/2]⊂ K,

missä r > 0.

Määritellään sitten neliön Q yksikkökorkuinen indikaattorifunktio.

b(x,y) = 1Q(x,y) =

⎧⎨⎩1, (x,y) ∈ Q,

0, (x,y) /∈ Q.

Funktio b on epäjatkuva neliön Q reunalla.

Tähän mennessä approksimaatio on esitetty intuitiivisella ja paikalliseen tarkasteluun perus-
tuvalla tavalla. Tästä voi helposti syntyä mielikuva, että bump-funktioita käytetään suoraan
rakennuspalikoina. Todellisuudessa bump-tyyppinen käyttäytyminen ei ole erillinen lähtö-
kohta, vaan ilmiö, joka seuraa siitä, miten vertikaaliset ja horisontaaliset nauhaindikaattorit
muodostuvat ja yhdistyvät ReLU-rakenteissa. Seuraavaksi tarkastellaan, miten bγ rakenne-
taan eksplisiittisesti ReLU-funktioiden avulla.
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Ensimmäisessä piilokerroksessa yksittäiset neuronit muodostavat ReLU-funktioiden lineaa-
rikombinaatioina juuri näitä aiemmin mainittuja yhden koordinaatin suunnassa tehtyjä alue-
rajauksia, eli nauhaindikaattoreita. Parametri γ > 0 määrää reunavyöhykkeen leveyden, eli
missä epäjatkuva raja pehmennetään jatkuvaksi ReLU-approksimaatioksi. Esimerkiksi x-
suunnan rajaus voidaan muodostaa ReLU-funktiolla muodossa

φL(x) =
σ(x− (x0 − r/2))−σ(x− (x0 − r/2+ γ))

γ
.

Vastaavasti y-suunnan rajaus saadaan

φB(y) =
σ(y− (y0 − r/2))−σ(y− (y0 − r/2+ γ))

γ
.

Näiden avulla muodostetaan vastakkaiset reunat heijastamalla neliön keskipisteen suhteen:

x′ = 2x0 − x, y′ = 2y0 − y.

Tällöin x- ja y-suunnan nauhaindikaattorit ovat

Hγ(x,y) = φL(x)+φL(x′)−1,

ja
Vγ(x,y) = φB(y)+φB(y′)−1.

Toisessa piilokerroksessa neuronit yhdistävät näitä nauhoja pisteittäisen minimioperaation
avulla. Kukin toisen kerroksen neuroni yhdistää yhden vertikaalisen yhteen horisontaaliseen
nauhaan:

bγ(x,y) = min{Hγ(x,y),Vγ(x,y)}.

Koska
min(u,v) =

u+ v−|u− v|
2

ja
|t|= σ(t)+σ(−t),

voidaan minimi kirjoittaa kokonaan ReLU-funktioiden avulla:

bγ(x,y) =
Hγ +Vγ −σ(Hγ −Vγ)−σ(Vγ −Hγ)

2
.
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Näin saatu bγ on kahden piilokerroksen ReLU-verkon toteuttama approksimaatio funktiolle
b, jossa kytkennät ovat harvassa: kukin paikallinen neliömäinen komponentti riippuu vain
yhdestä vertikaalisesta ja horisontaalisesta nauhasta. Näiden komponenttien summa muo-
dostaa koko approksimaation.

Seuraavaksi arvioidaan tämän approksimaation virhe L2-normissa vertaamalla funktioita b

ja bγ . Oletetaan, että bγ eroaa funktiosta b vain neliön Q reunan ympärillä olevalla reunavyö-
hykkeellä, jota merkitään Aγ . Tämän alueen ulkopuolella pätee siis bγ = b.

∥b−bγ∥2
L2(K) =

∫︂
K
|b(x,y)−bγ(x,y)|2 dxdy.

Koska virhe on mahdollinen vain reunavyöhykkeellä Aγ ,

∥b−bγ∥2
L2(K) =

∫︂
Aγ

|b(x,y)−bγ(x,y)|2 dxdy.

Koska 0 ≤ b(x,y)≤ 1 ja 0 ≤ bγ ≤ 1, niin

|b(x,y)−bγ(x,y)|2 ≤ 1.

Tästä seuraa arvio
∥b−bγ∥2

L2(K) ≤
∫︂

Aγ

1dxdy = |Aγ |.

Kun γ → 0+, reunavyöhykkeen pinta-ala lähestyy nollaa:

|Aγ | → 0.

Siten
∥b−bγ∥L2(K) → 0.

Koska kohdefunktio f voidaan esittää äärellisenä yhdistelmänä paikallisia bump-kompo-
nentteja, voidaan koko approksimaation virhe arvioida summaamalla yksittäisten kompo-
nenttien virheet. Valitaan bump-funktiot b(1), . . . ,b(N) niin, että⃦⃦⃦⃦

⃦ f −
N

∑
i=1

cib(i)
⃦⃦⃦⃦
⃦

L2(K)

<
ε

2
.
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Valitaan lisäksi jokaiselle b(i) jatkuva ReLU-approksimaatio b(i)γ , jolla

|ci|∥b(i)−b(i)γ ∥L2(K) <
ε

2N
.

Määritellään lopullinen ReLU-approksimaatio

gε :=
N

∑
i=1

cib
(i)
γ .

Kolmioepäyhtälön avulla saadaan

∥ f −gε∥L2(K) =

⃦⃦⃦⃦
⃦ f −

N

∑
i=1

cib
(i)
γ

⃦⃦⃦⃦
⃦

L2(K)

≤

⃦⃦⃦⃦
⃦ f −

N

∑
i=1

cib(i)
⃦⃦⃦⃦
⃦

L2(K)

+
N

∑
i=1

|ci|∥b(i)−b(i)γ ∥L2(K).

Eli
∥ f −gε∥L2(K) <

ε

2
+N · ε

2N
= ε.

Siis jokaiselle ε > 0 voidaan muodostaa ReLU-rakenteinen funktio gε , jolle

∥ f −gε∥L2(K) < ε.

Tässä mielessä kohdefunktiota f voidaan approksimoida L2-normissa mielivaltaisen tarkasti.

Kuten luvun alussa todettiin, L2-näkökulman etuna on sen luontevampi yleistyminen kor-
keampiin ulottuvuuksiin. 1D:ssä paloittain lineaarinen argumentti toimii hyvin, koska on
helppoa pilkkoa jana väleihin, ja välit yhdistää suorilla. Korkeammissa ulottuvuuksissa pis-
teiden yhdistäminen suorilla ei ole enää niin yksinkertainen tehtävä geometrian muuttuessa
nopeasti hankalaksi. Paikallisten rakenteiden muodostamisen perusidea taas säilyy ulottu-
vuuden kasvaessa: 2D:ssä x- ja y-suuntien nauhat, minimioperaatio, neliö Q. 3D:ssä x-, y- ja
z-suuntien nauhat, minimioperaatio ja kuutio Q. 4D:ssä sama idea neljällä suunnalla.



23

4 Johtopäätökset

Tässä kandidaatintyössä tarkasteltiin neuroverkkojen universaalia approksimaatiolausetta
analyysin näkökulmasta. Työn tavoitteena oli selvittää, mitä neuroverkon approksimaatioky-
vyllä tarkoitetaan matemaattisesti sekä havainnollistaa lauseen ideaa konstruktiivisella esi-
merkillä.

Luvussa 2 esiteltiin universaali approksimaatiolauseen tausta ja keskeiset muotoilut. Tulos-
ten perusteella feedforward-neuroverkot, joissa käytetään ei-polynomista aktivaatiofunktio-
ta, ovat tiheitä jatkuvien funktioiden avaruudessa kompaktilla joukolla. Lisäksi tarkasteltiin
supremumnormia ja tasaisen suppenemisen käsitettä sekä sitä, miten valittu normi vaikut-
taa approksimaation merkitykseen. Samalla korostettiin, että universaali approksimaatio on
olemassaolotulos, joka ei anna suoraa menetelmää sopivien parametrien löytämiseen käy-
tännössä.

Luvussa 3 esiteltiin konstruktiivinen esimerkki, jolla havainnollistettiin universaali approk-
simaatiolauseen ideaa. Tarkastelussa osoitettiin, miten yksiulotteisen jatkuvan funktion pa-
loittain lineaarinen approksimaatio voidaan esittää äärellisenä ReLU-funktioiden lineaari-
kombinaationa. ReLU-esitys toimi konkreettisena siltana esitykseen, jolla näytettiin, kuin-
ka tasaisen jatkuvuuden avulla ε-δ -määritelmästä alkaen lause muotoiltiin mielivaltaiselle
kohdefunktiolle. Lisäksi luvussa tarkasteltiin kaksiulotteista approksimaation rakennetta L2-
normissa, mikä antoi lähtökohdan korkeampiulotteisten tapausten hahmottamiseen.

Työn perusteella voidaan todeta, että universaali approksimaatiolause tarjoaa vahvan teoreet-
tisen perustan neuroverkkojen käytölle monimutkaisten funktioiden mallintamisessa. Kon-
struktiiviset ReLU-esimerkit osoittavat, että approksimaatio ei ole pelkästään abstrakti ole-
massaolotulos, vaan sitä voidaan tarkastella ainakin yksinkertaisissa tapauksissa eksplisiit-
tisten rakenteiden avulla.

Samalla kuitenkin korostuu, että lause ei suoraan selitä nykyaikaisten syvien neuroverkkojen
käytännön toimivuutta, sillä se ei ota kantaa oppimisalgoritmien tehokkuuteen eikä mallien
yleistymiskykyyn datan avulla. Tämän työn pääpaino oli tarkastella approksimaatiovirhettä
lähinnä konkreettisten esimerkkien kautta. Luontevana jatkotarkasteluna olisi approksimaa-
tion kvantifiointi, esimerkiksi sen selvittäminen, millaisia ylärajoja approksimaatiovirheelle
saadaan erilaisilla neuroverkkorakenteilla ja säännöllisyysoletuksilla.
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