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Téssd tyossd verrattiin monikerrosperseptronin, radiaalikantafunktioverkon, tukivektori-
regression ja relevanssivektoriregression soveltuvuutta robottikiden otemallinnukseen.
Menetelmille ohjelmoitiin koeympéristd Matlabiin, jossa mallit koestettiin kolmiulottei-
sella kappaledatalla. Koejérjestely sisdlsi kaksi vaihetta. Kokeiden ensimmadisessd vai-
heessa menetelmille haettiin sopivat parametrit ja toisessa vaiheessa menetelmit koestet-
tiin. Kokeilla kerittiin dataa menetelmien keskindiseen vertailuun. Vertailussa huomioi-
tiin laskentanopeus, koulutusaika ja tarkkuus. Tukivektoriregressio 10ydettiin potentiaali-
seksi vaihtoehdoksi mallintamiseen. Tukivektoriregression koetuloksia analysoitiin muita

menetelmid enemmén hyvien koetulosten takia.
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The thesis compared the suitability of multilayer perceptron, radial basis function network,
support vector regression and relevance vector regression in modeling the grasp of a ro-
bot hand. Matlab was used to program a test environment for the methods, where the
models were tested using the data of three dimensional objects. The test procedure con-
sisted of two phases. First, suitable parameters were searched for the methods, and then
the methods were tested. The tests collected data for method comparison. The compa-
red attributes were the speed of calculation, training time and accuracy. Support vector
regression was found as a potential method for the modeling. Test results of the support
vector regression were analyzed more than the other methods, because the support vector

regression gave the best test results.
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1 JOHDANTO

Téssd tydssd robottikidsi tietdd tartuntaotteestaan kappaleeseen ainoastaan sormien nivel-
kulmat. Kappaleen sijainti, kulma ja otteen stabiilisuus pitdd pditelld. Tassd tyossd sta-
biilisuus tarkoittaa kappaleen pysyvyytti otteessa robottikittd nostettaessa. Halutut tiedot
voidaan médrittii tartuntasimulaatiolla, mutta prosessi on liian hidas ja epdkdytidnnollinen.
Ty0Ossi vertaillaan neljédn eri epilineaarisen regressiomenetelmén soveltuvuutta otteen mal-
lintamiseen. Robottikdden tartuntaotteessa (kuva[I]) vaikuttaa kuusi vapausastetta: robotin
ja kappaleen suhteellinen sijainti kolmiulotteisessa karteesisessa koordinaatistossa seka

suhteellinen orientaatio.

Kuva 1: Kolmisormisen robottikdden ote

Kandidaatintydssd vapausastearvoista pyritddn péittelemiidn kappalekohtaisesti sormien
nivelkulmien arvot sekd otteen stabiilisuus. Ongelmaksi muodostuu mallien rakentami-
nen ja opettaminen halutulle toimintatarkkuudelle. Toimivaa mallia voidaan kéyttdi tule-
vaisuudessa esimerkiksi Monte Carlo - menetelmien kanssa péitteleméin kappaleen to-

dennikdinen sijainti ja otteen stabiilisuus.



1.1 Tavoitteet ja rajaukset

Tyon tavoitteena on vertailla mallien soveltuvuutta sormien nivelkulmien ja otteen sta-
biilisuuden laskemiseen. Matemaattiset mallit ovat kaksi keinotekoista neuroverkkoa ja
kaksi vektoriregressiota. Neuroverkot ovat monikerrosperseptroni (MLP) ja radiaalikan-
tafunktioverkko (RFBN). Vektoriregressiot ovat tukivektoriregressio (SVR) ja relevans-
sivektoriregressio (RVR). Mallit toteutetaan ja ajetaan Matlab — ohjelmiston koodikirjas-
toilla. Mallit esitelldin pintapuolisella teoreettisella tasolla. Matemaattisten mallien tuot-
tamat tulokset validoidaan testisyotteilld. Tyossd kaytetddn DI Janne Laaksosen simuloi-
malla kerddmdd dataa. Pitkédkestoisen datakerdyksen takia valmiin datan kidyttd nopeut-
taa kehitystyotd. Data sisdltdd kappaleita neljdssé eri kategoriassa ja jokainen kategoria
sisdltdd kolme erilaista kappaletta. Kategoriat ovat auto (kuva [2)), muki (kuva 3, pullo
(kuva ) ja vasara (kuva [5)). Jokainen kappale sisiltid 9075 paria vapausastearvoja, sor-

mien nivelkulmia ja stabiilisuusarvoja.

Kuva 2: Autot Kuva 3: Mukit

Kuva 4: Pullot Kuva 5: Vasarat



1.2 Tyon rakenne

Ty6 rakentuu kuudesta luvusta. Toisessa luvussa kerrotaan teoriaa robottikéden ottees-
ta ja esitellddn kaksi aikaisempaa mallinnusratkaisua. Kolmannen luvun alussa esitetdin
kiytettyjen matemaattisen menetelmien yleisté teoriaa. Menetelmékohtaiset kuvaukset ja
teoriat esitetddn omissa aliluvuissa. Luvussa nelja esitellddn tyon koejérjestelyt ja koes-
tetaan menetelmit. Ensiksi parametreille etsitdin sopivat asetukset, jonka jilkeen ajetaan
kokeet. Kokeista kirjataan tuloksia vertailun pohjaksi. Luvussa viisi verrataan syntyneita
tuloksia, pohditaan mallien kiyttokelpoisuutta ja analysoidaan tukivektoriregression koe-
tuloksia. Luvussa kuusi kirjoitetaan yhteenveto tyosti ja tuloksista seki tarkastetaan suun-

nitellun aikataulun toteutuminen.



2 ROBOTTIKADEN OTTEEN MALLINNUS

Robottikési vuorovaikuttaa ympiriston ja kappaleiden vélilld sormillaan. Robottisormien
nivelkulmien toiminta-alueella voidaan muodostaa mielivaltaisia nivelkulmayhdistelmié.
Robottikisi voi tarttua kappaleeseen ihmiskiden tapaan monesta eri sijainnista ja kul-
masta. Sormilla varustettu robottikdsi kykenee nédppériin interaktioon ympériston kans-
sa. Robottikdden ndppiryys médritellddn kykynid muuttaa kappaleen sijaintia ja orientaa-
tiota. Ndppiryys nostaa otemallinnuksen kompleksisuutta. Yksinkertaisessa otehaussa ro-
bottiksi tarttuu simulaatiossa kappaleeseen monta kertaa ja yrittdi kartoittaa hyvii ottei-
ta. Tapa ei ole kuitenkaan kdytdnnollinen suuren ajankulutuksen takia. Otemallinnukseen
voidaan rakentaa matemaattinen malli ennustamaan otteen laatu vaihtuvissa olosuhteissa.
Ideaalitapauksessa malli selviytyy otemallinnuksesta tarjoamalla hyvén otteen kappaleel-

le silloinkin, kun vaikuttavat voimat ei ole tiedossa. [[BicOO, SKOS]|

Aikaisemmat tutkimustyot sisdltdvit useita geometriaan perustuvia ratkaisuja stabiilis-
ten otteiden l0ytdmiseen. Vuonna 2008 tutkittiin tapaa, jossa kolmiulotteisista pisteistid
koostuva kappale leikattiin muotonsa perusteella pienempiin laatikoihin. Tutkijat kehit-
tivit algoritmin, jolla leikattujen laatikoiden tilavuus minimoidaan. Leikatut laatikot ovat
arvioita kappaleen muodosta ja jakavat kappaleen tartuttaviin osiin. Menetelmén kayttoa
perustellaan nopealla laskennallisuudella sekd mahdollisuudella simuloida osien otteen

stabiilisuus. Otteiden stabiilisuus laskettiin Grasplt! — simulaatioympaéristolld. [HRKOS|

Columbia Grasp Database - projektissa rakennettiin vuonna 2009 tietokanta erilaisista
kappaleista ja niiden stabiileista otteista. Kappaleiden geometriat olivat tietokannan in-
dekseji stabiileille otteille. Tarttuminen on vahvasti riippuvainen robottikdden rakentees-
ta, joten stabiilit otteet etsittiin kahdelle eri robottikddelle. Tutkijat ehdottivat, etti tarkas-
teltavalle kappaleelle etsitiin tietokannasta geometrisesti samankaltainen kappale esimer-
kiksi k:n Idhimmin naapurin menetelmilld. Tutkijoita motivoi idea, ettd uusien kappalei-
den tarttumiseen kiytetddn tietokannasta olevien samankaltaisten kappaleiden esilasket-

tuja stabiileja otteita. [GCDAQOY]



3 MENETELMIEN ESITTELY

Luokitteluun ja regressioon kiytettdvid matemaattisia menetelmid ovat monikerrosper-
septroni, radiaalikantafunktioverkko, tukivektoriregressio ja relevanssivektoriregressio.
Menetelmiit oppivat syotearvojen x ja ulostuloarvojen y vilisen yhteyden (kaava[l]). Reg-
ressiossa ulostulot ovat jatkuvia arvoja ja luokittelussa esimerkiksi binaariarvoja. Mene-
telmit approksimoivat mallinnettavassa ilmidsséd esiintyvid funktiota. Oppimisprosessi

kisitetddn approksimointiin sopivan funktion ja parametrien paittelemisena [TipO0].
{2, 30, — malli — {y,}2, (1)

Sisdin- ja ulostuloarvot ovat numeerisia arvoja, joten syotteet koodataan numeroarvoiksi.
Mallit koulutetaan sisdédn- ja ulostulojen esimerkkipareilla. Opetusta esimerkeilld kutsu-
taan ohjatuksi oppimiseksi. Mallit yleistivit tietoa, jolloin tuntemattomilla syotearvoilla
malli piittelee vastauksen oppimansa perusteella. Opetusdata saattaa kuitenkin sisdltdaa
kohinaa, joten malli ei saa ylisovittua dataan, koska ylisovittumisessa malli oppii opetus-
datan tarkasti menettden yleistimiskyvyn. Mallit méérittavit koulutukselleen optimoin-
tiongelman, kuten esimerkiksi funktion minimoinnin. Tyypillinen optimointiongelma on
mallin laskeman virheen minimointi. Kaavassa [2] esitetdin M SE - virheen minimointi,
jossa Y on ulostulojen joukko, n on opetusesimerkin indeksi, d on opetusesimerkin ulos-

tuloarvo, ¥ on mallin laskema ulostuloarvo ja 7 ulostulon indeksi.

ei(n) = lyi(n) — di(n)]
1
min Z e;(n)? 2)
€Y
Tulevissa aliluvuissa esitelldin tyon menetelmit seuraavassa jarjestyksessd: MLP, RBFN,

SVR ja RVR. Esittely koostaa menetelmien oleellisen teorian tekstilld, kuvilla ja kaavoil-

la.



3.1 Monikerrosperseptroni

Keinotekoinen neuroni on MLP:n tirkein rakenneosa, joka pohjautuu Frank Rosenblat-
tin Perceptroniin. Kuvassa[6]esitetdéin neuronin rakenne. Neuroni koostuu aktivaatiofunk-
tiosta, summaajasta, vakioarvosta sekd syote- ja ulostuloyhteyksistd. Jokainen yhteys on
painotettu ja kuljettaa arvon. Summaaja laskee yhteen painotetut syoteyhteydet seki va-
kioarvon. Aktivaatiofunktio saa syotteeksi summaajan luvun. Lopuksi neuroni kuljettaa
aktivaatiofunktion arvon ulostuloyhteyksiin [Ros58|]. Tieto ja oppiminen koodataan yh-

teyksien painoarvoiksi.

Syoteyhteydet Yhteyksien Summaaja Aktivaatiofunktio  Ulostulo

painotus b
x, —>(w,) l
X; = - @ Z (P (Vs
%n%

Kuva 6: Keinotekoisen neuronin rakenne

MLP rakentuu kerroksiin asetetuista keinotekoisista neuroneista. Kerrokset ovat syote-
kerros, yksi tai useampi piilokerros ja ulostulokerros (kuva [7)). Jokaisessa kerroksessa
on yksi tai useampi neuroni. Kokonaan kytketyssid MLP:ssa kerroksen jokainen neuroni
on yhdistetty seuraavan kerroksen kaikkiin neuroneihin. Osittain kytketysti rakenteesta
neuronien vélisid yhteyksid puuttuu. Neuronit ovat laskentayksikditd, ja laskentasignaali
kulkee aina eteenpdin. MLP:n topologia méérittdd kerrosten mééridn, neuroneiden médrin

kerroksissa sekd muodostettujen yhteyksien méarédn. [Hay99, sivut 181-182]



Syotekerros Piilokerros  Ulostulokerros

Kuva 7: MLP:n neuronikerrokset

Back-propagation on tunnettu algoritmi MLP:n kouluttamiseen [Hay99, sivu 178]. Algo-
ritmi optimoi virhefunktion muuttamalla neuronien painoarvoja. Muutokset perustuvat
gradienttioptimointiin. Gradienttioptimoinnin ongelmana ovat lokaalit minimit, jolloin
back-propagation ei laske parasta ratkaisua [KS96, sivut 39—40]. Virhefunktio voidaan re-
gularisoida rankaisemaan ulostulojen virheen liséksi isoja painoarvoja (kaava[3)) [Lam97].
Parametri v,., médrittdd regularisoinnin suuruuden. Pienet painoarvot w; parantavat esi-

merkiksi ekstrapolointia ja yleistyskykya.

ei(n) = |yi(n) — di(n)]
min % Z ei(n)? + Yreg Z w? 3)

€Y
3.2 Radiaalikantafunktioverkko

Radiaalikantafunktioverkko optimoi sovituksen koulutusesimerkeille korkeammassa ulot-
tuvuudessa. Coverin teoreeman mukaisesti monimutkainen ongelma muuttunee lineaa-
risesti separoituvaksi korkeammassa ulottuvuudessa, kunhan tila-avaruus ei ole tiheisti
asutettu [Hay99, sivut 278-279]. RBFN koostuu syotekerroksesta, ulostulokerroksesta ja
yhdesti tai useammasta piilokerroksesta (kuva [8)). Piilokerros sisiltdd epélineaariset kan-

tafunktiot.



Syotekerros Piilokerros Ulostulokerros
1
1 >)—®

, ? D ;

n Qg/ QD

Kuva 8: Radiaalikantafunktioverkon rakenne

MLP:sta poiketen RBFN:n ulostulot ovat aina lineaarisia. Kaavassa [ esitetdin RBFN:n
kdyttami funktiomallinnuksen approksimaatio. Piilokerroksen aktivointifunktiot saavat
syotteeksi syotevektorin ja neuronin keskuksen c vilisen euklidisen etdisyyden. Aktivoin-
tifunktio on radiaalikantafunktiosta rakennettu ydinfunktio ¢. Ydinfunktio on tavallisesti

Gaussin funktio.

(@) = 3" wislle — ci) @

Suurempi etdisyys tarkoittaa neuronin pienempédd vaikutusvaltaa ja aktivaatiota. Akti-
vointifunktiot eroavat keskeniin toisistaan, koska esimerkiksi Gaussin funktio voi saa-
da eroavia arvoja parametreiksi. Aktivointifunktion arvo painotetaan painoarvolla, jotka
madritetddn kouluttamalla RBFN. Opittu tieto koodataan RBFN:sséd painojen arvoiksi ja
ydinfunktion parametrien arvoiksi. Ulostulokerroksessa piilokerroksesta saadut painote-

tut arvot summataan yhteen jokaiselle ulostulolle. Summattu arvo on ulostuloarvo.

Radiaalikantafunktioverkon koulutus on kaksivaiheinen. Opetusesimerkeistd pédtellddan
sopivat ydinfunktioiden parametrit. Esimerkiksi Gaussin ydinfunktiossa etsitddn sopiva
keskus. Sitten etsitddn sopivat painoarvot w. Yleinen ratkaisu on minimoida mallin virhe

muuttamalla painoarvoja (kaava 2).

10



3.3 Tukivektoriregressio

Tukivektoriregressio on tukivektorikoneen regressiolaajennus. SVR kisittelee epilineaa-
risen regression korkeammassa ulottuvuudessa Coverin teoreeman mukaisesti. Tavoittee-
na on l6ytdd kaavaan [5] perustuva regressiofunktio, joka ennustaa arvoja opetuksen poh-

jalta parhaiten.

y(z) =w¢(x) + b )

Approksimoinnin ydinfunktiona voidaan kéyttdd esimerkiksi polynomista funktiota (kaa-

va[6) tai radiaalikantafunktiota.
K(z,y) = (ys2"y + ) (6)
Tyypillinen radiaalikantafunktio on Gaussin funktio:

K(z,y) = exp (—s|lz — y[*) (7)

SVR rakentaa harvan regressiomallin kdyttdmalld datapisteiden osajoukkoa. Valittuja da-
tapisteitd kutsutaan tukivektoreiksi. Kaavan |5| regressiomalli y(x) rakennetaan ratkaise-
malla kaavan (8| optimointiongelma. C' médrittdd virheen minimoinnin ja mallin moni-
mutkaisuuden kompromissin, e regressoijan virheherkkyyden ja ; virheen sallittavuutta

regression eri datapisteissd. [Vap99,SLOS]

) l L
min +O;&+C;§ (8)
ehdot:

di —who(z;) —b< e+ &
ngb(a:i)—l—b—di SG—Féi
£,6>0i=1,...1

e>0

Kaavan (8| minimointi ratkaistaan Lagrangen menetelmilld ja ottamalla kdytt6on Lagran-

gen kertoimet a,, ja G,,. Uusien sydtearvojen ennusteille saadaan kaavan [9) mukaisen mal-

11



lin sijoittamalla Lagrangen funktion osittaisderivaatta w suhteen kaavaan [5] [Bis06, si-

vut 326-343]
N

y(@) = (an — an)k(w, z,) +b ©)

n=1

Mallin ennusteet perustuvat piste-estimaatteihin eivitkd todennikdéisyyteen. Regression
laatu pohjautuu parametriarvoihin ja sopivan ydinfunktion valintaan. Sopivat paramet-
riarvot haetaan ristikkohaulla, jossa kokeillaan parametriyhdistelmid rajatulla alueella.
Kuvassa [J] esitetddan SVR, joka kiyttdd regressioon datan osajoukkoa eli tukivektoreita.
SVR pyrkii kasvattamaan etdisyyden tukivektoreihin mahdollisimman suureksi ja jaka-

maan datapisteet mahdollisimman puhtaasti erilleen.

O -f(x)-€
o .-z
° 4

e (® ®) Tukivektorit

L4

o -
® -® " O

Kuva 9: SVR:n regressio ja tukivektorit

Kuvassa [I0] esitetddn normalisoidun sinc - funktion (kaava [[0) mallinnus tukivektori-
regressiolla ja kaytetyt tukivektorit. Mallinnusdataan liséttiin satunnainen hiiriosignaali.

Tukivektoriregressio kéytti tukivektoreina yhteensd 171 eri datapistetté.

12



Mallinnettava funktio
0.8 *  Tukivektori 7

0.6 b

0.2f T .

Kuva 10: Tukivektorit héiriollisen sinc - funktion mallinnuksessa

sin(mx)

(10)

sinc(x) =
e

3.4 Relevanssivektoriregressio

Vuonna 2000 Tipping siirsi SVM:n funktionaalisen idean bayesilaiseen péittelyyn. Mal-
lin ennusteet perustuvat todennikoisyyteen. Kaavassa [I1] on esitetty RVR:n regressio-
malli. Ulostuloarvojen vy, oletetaan pohjautuvan oikeisiin arvoihin d,, hdiriosignaalilla ¢,,.

Hiiriosignaali on normaalijakautunut tuntemattomalla varianssilla. [Fle10]

dn = y(Tn) + €n (11)
y(z,) = wo(z,)
€n ~ N(O,UQ)

pdn]z) = N(dnly(@n), 0%)

13



RVR tavoittelee harvuutta eli kiytettyjen ydinfunktioiden méidrdn minimointia. Mallista
saadaan harva asettamalla usea painoarvo nollaan. Harvamallinen regressio ei ylisovitu
opetusdataan herkisti, joten RVR:1la on hyvéd yleistimiskyky. RVR kéyttdd vahemmén
ydinfunktioita kuin SVR. RVR ei sisilld vapaita parametreja, joten ristikkohakua ei tar-
vita. Ainoastaan ydinfunktion leveysparametri v, etsitddn kdytettdessd Gaussin ydinfunk-
tiota. Ylisovituksen ehkdisemiseksi painoarvokasvua rajoitetaan. Malli regularisoidaan
painoarvojen esitietoa rajaavalla erilliselld priorijakaumalla. Vaihtoehto priorijakaumaksi
on kaavan [[2|normaalijakauma, missd hyperparametrivektori o sisdltdd painoarvokohtai-
set varianssiparametrit. Jokaisella painolla w; on oma hyperparametri «;, joka vaikuttaa

priorin voimakkuuteen. [TipO1]

M

P(wla) = [[N(wil0,0;") (12)
=1

T

a= (o, ...,an)
Usean hyperparametrin arvo ldhestyy ddretontd, jolloin vastaavat painoarvot asetetaan
nollaksi. Seurauksena vastaavat ydinfunktiot poistuvat ja malli harvenee. Jiljelle jadneitad
painoja kutsutaan relevanssivektoreiksi. Hyperparametrien arvot maéritetdin maksimoi-

malla kaavan [13| reunauskottavuus.

N 1 N 1
Inp(tle,07?) = 31na—2 —E(t) - §ln\2| — Eln27r +3 Zlnai (13)
i=1

Reunauskottavuudesta (kaava lasketaan osittaisderivaatat hyperparametrien suhteen

Op

ja muodostetaan yhtdlot %’i = 0ja 5.5

= 0. Yhtéloistd saadaan hyperparametreille

kaavan [[4] iteratiiviset estimointifunktiot reunauskottavuuden (kaava [13)) maksimointiin.

14



Estimointifunktiossa ® on N x M matriisi, jonka rivi i esittdd vektoria ¢(x;).

1 —aq Zu

0_—2 N — ZZ’%
[t — 2m|]?
missi

> = (diag(a) + o*@"®) !

Mallin koulutuksen iteratiivinen prosessi on seuraava:

1. Valitaan alkuarvot hyperparametreille o ja o~2.
2. Lasketaan m ja ) (kaava[l4).

3. Piivitetidn o; ja 02 (kaava[l4).

N

. Poistetaan ddretontd ldhestyvit hyperparameterit.

9,

. Toistetaan vaiheet 2 — 4, kunnes hyperparametreille asetettu suppenemiskriteeri
tayttyy.
Reunauskottavuuden maksimoivien hyperparametrien avulla voidaan arvioida ennusteja-

kauma uusilla syoétteilld (kaava [T5)), jolloin estimoitu ulostulo on ennustejakauman kes-

kiarvo (kaava[I6). [Fle10L[TipO1]

P(tlz,a,07?) = N(m”"¢(x),0%(z)) (15)
m” ¢(x) (16)

Kuvassa [11] esitetdén kuvan [L0] hiiri6llisen sinc - funktion mallinnus relevanssivektori-
regressiolla ja kdytetyt relevanssivektorit. Relevanssivektoriregressio kéytti yhteensd 24
relevanssivektoria. Tukivektoriregressio kiytti saman funktion mallintamiseen 171 tuki-

vektoria, joten relevanssivektoriregression matemaattinen malli oli huomattavasti harvem-

pi.
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Mallinnettava funktio
0.8 *  Relevanssivektori

|
o
n

T

I

-0.8 ]

Kuva 11: Relevanssivektorit hiiriollisen sinc - funktion mallinnuksessa

16



4 KOKEET

Ennen kokeita menetelmille haetaan sopivat parametrit. Algoritmissa |1| esitetddn mene-
telmén parametrihaku. Parametrihaussa MLP-, RBFN-, SVR- ja RVR-menetelmille et-
sitdéin 2-kertaisen ristiinvalidointivirheen minimoivat parametrit. Kaksikertaisessa ristiin-
validoinnissa malli koulutetaan puolella kappaledataa ja testataan lopulla (alg. (1} rivi
HI5). Jokainen kappale ristiinvalidoidaan, jolloin testidatan arvojen ja laskettujen arvo-
jen vilinen virheen nelion keskiarvo M/ SE lasketaan (alg. 1] rivi[5)). Yksittdisen ristiinva-
lidointikierroksen aikana malli koulutetaan samoilla parametreilla. Virheiden M S E sum-
malla perustellaan sopivien parametrien valinta (alg. [I] rivi [9). Parametrihaussa testat-
taville parametreille mitataan aikaméiére, joka on mallin kaikille kappaleille kadyttimien
koulutus- ja laskenta-aikojen summa sekunneissa. Parametrihaun laskennallinen komplek-
sisuus kasvaa suureksi. Testausarvoille médritetdén ala- ja ylirajat, jotta tulokset saadaan
laskettua mielekkéissd ajassa. Ristiinvalidoinnin dataosat rakennetaan satunnaisesti vali-

tuilla datariveilld. Parametrihausta kirjataan ylos kdytetty aika, parametrit ja M SE.

Algoritmi 1 Menetelmén parametrihaku
1: while testattavia parametreja jéljella do

22 fork=1—12do

3 aseta testiparametrit malliin

4 kouluta malli puolella miirélld kappaleen £k dataa
5: testaa malli lopulla dataa ja laske M S FEj,

6: end for

7. laske 3,2, MSE}

8: end while

9: return pienimméin Z,lle M S E}, tuottamat parametrit

Algoritmissa 2] esitetdén koerakenne. Kokeiden virhearvoissa eritelldén sormien nivelkul-
mien ja stabiilisuuden M SE toisistaan. Jokaisen kappaleen data jaetaan kahteen osaan k;
ja ko (alg. [2] rivi3)), jolloin & sisiltdd 4538 datarivid ja ko 4537 datarivid. Ensimmiinen
osa sisiltdd indeksiltiddn parilliset datarivit ja toinen parittomat, jolloin datan spatiaalinen
jakauma vastaa koko dataa. Kumpikin osa testataan kaikilla malleilla 10-kertaisella ris-
tiinvalidoinnilla. Vuorotellen 90% (alg. 2} rivi[6) yksi osa datasta kouluttaa ja 10% testaa

mallin (alg. 2] rivi[7). Kymmenesti ristiinvalidointitestauksesta lasketaan keskimédiréinen
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laskenta-aika LA seki virhe sormien nivelkulmille ja stabiilisuudelle (alg. [2| rivit [9l10)).
Kokeissa laskenta-aika L A tarkoittaa 453 tuloksen laskemiseen kuluvaa aikaa sekunneis-
sa. Sormien nivelkulmavirheet M S E,, ja stabiilisuusvirheet M S F,;, ovat oikeiden ar-

vojen ja laskettujen arvojen vélinen M SE - virhearvo.

Algoritmi 2 Menetelmén koe

1: aseta haetut parametrit malliin
2: fork=1—12do

3:  jaa kappaleen £ data kahteen osaan & ja ko

4: forj=1—2do

5: fori=1—10do

6: kouluta malli 1% maédrilld kappaleen k; dataa

7: testaa malli % midrilld dataa ja laske M SEy,;; sekd LA

8: end for

9: laske sormien nivelkulmien ja otteen stabiilisuuden virhekeskiarvot M S Ej;
10: laske keskimiiriinen laskenta-aika LA
11:  end for

12: end for

Koetuloksista taulukoidaan dataosien k; ja ko keskimiirdiset sormien nivelkulmavirheet

MSFE;,1 ja MSFE,», stabiilisuusvirheet MSFE.;1 ja MSEg e sekd keskimairiiset

laskenta-ajat LA, ja L A,. Vektoriregressioiden toteutuksissa SVR ja RVR kykeneviit vain
yhteen ulostuloarvoon, joten parametrihaussa ja kokeissa jokaiselle ulostulolle koulute-
taan oma vektoriregressio. Kappaleiden syotedata normalisoidaan vilille [—1, 1] ja ulos-
tulodata vilille [0, 1]. Nivelkulma-arvojen normalisoimaton vaihteluvili on 0 — 2.5133.
Stabiilisuusarvojen normalisoimattomat vaihteluvilit esitetddn taulukossa (1| Parametri-
haussa ja kokeissa ilmoitetut M S E-arvot ovat normalisoituja. Matlabilla M S E-arvot
lasketaan “mse” - funktiolla. Kokeet ajetaan tietokoneella, jossa on 2Gt keskusmuistia

ja 2.7GHz kellotaajuuksinen tuplaydinprosessori.
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Taulukko 1: Stabiilisuusarvojen normalisoimattomat vaihteluvilit

Kappale Vaihteluvili

Auto 1 0—1
Auto 2 0—1
Auto 3 0-—-1

Mukil 0 -—0.946
Muki2 0 —0.653
Muki3 0—0.638
Pullol 0-—0.836
Pullo2 0-1
Pullo3 0-1
Vasaral 0 — 0.302
Vasara2 0 — 0.92
Vasara3 0—1

4.1 Monikerrosperseptroni

Monikerrosperseptroni luodaan Matlabin funktiolla “feedforwardnet” ja ajetaan funktiol-
la “sim”. Kokeessa MLP:n topologia sisiltdd kaksi piilokerrosta. Koulutuksen lopetusvir-
hetasoksi valitaan esitiedon ja aiempien kokeilujen perusteella 0.0001 ja koulutuskierros-
ten maksimimééridksi 1000. Parametrihaussa sopiva piilloneuronimééra haetaan iteratiivi-
sesti. Hakuiteraatiossa ensimmaéisen piilokerroksen neuroniméiréksi valitaan 7, ja toisen
ny = *¢. Vaihtoehdoista n; = 10,15, 20, ..., 95 valitaan pienivirheisin topologia. Regu-
larisoinnin suuruuskertoimeksi valitaan esitiedolla ~,., = 0.75. Aluksi MLP:n painoar-
vot ovat satunnaisia, joten uudelleenkoulutus antaa hieman eroavia tuloksia. Satunnaisuus

huomioidaan hakemalla parametrit kaksi kertaa ja laskemalla tulosten keskiarvo.

4.1.1 Parametrien hakutulokset

Taulukossa [2] esitetddn parametrihaun tulokset. Paras virhe >~ M SE = (0.3578 saavutet-
tiin arvoilla n; = 95 ja ny = 19. Laskenta-aika kasvoi ja tuloksien virhesumma pieneni

suhteessa piiloneuronien méadrdén.
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Taulukko 2: MLP Parametrihakujen tuloskeskiarvot

ny ng | Y, MSE aika(s) ny ng | Y, MSE aika(s)

10 2 1.1536 47.8692s 55 11 | 0.4435 836.468s
15 3 1.1067 76.639s 60 12 | 0.408 1194.49s
20 4 1.0679 105.7091s || 65 13 | 0.416 1424.155s
25 5 0.9594 133.751s 70 14 | 0.3938 1805.8s
30 6 0.8426 204.857s 75 15 | 0.3878 2539.165s
35 7 0.6474 369.3185s || 80 16 | 0.3886 2780.695s
40 8 0.5885 437.6645s || 85 17 | 0.3842 3942.565s
45 9 0.4651 672.2075s || 90 18 | 0.3772 4539.37s
50 10 | 0.4459 693.005s 95 19 | 0.3578 5303.26s

4.1.2 Koetulokset

Kokeeseen valittiin piilokerrosten neuronimiériksi n; = 95 ja ny = 19. Taulukossa

esitetddn koetulokset. Tuloksista ndhddéin ettd MLP:n laskenta-aika oli hyvin pieni.

Taulukko 3: MLP Koetulokset

Kappale MSEsorl ]\/[SESOT’Q MSEstabl MSEstab2 LAl (S) LA2 (S)
Auto 1 0.0261 0.0264 0.0087 0.0083 0.1679s  0.1622s
Auto 2 0.0245 0.0236 0.0085 0.0096 0.0768s  0.0922s
Auto 3 0.0223 0.0245 0.0092 0.0095 0.0625s  0.0754s
Muki 1 0.0402 0.0405 0.0036 0.0051 0.0632s  0.1015s
Muki2 | 0.0335 0.035 0.0083 0.0098 0.0637s  0.0815s
Muki 3 | 0.0357 0.031 0.008 0.0067 0.0752s  0.0675s
Pullo 1 0.0359 0.039 0.0096 0.0086 0.1191s  0.0954s
Pullo2 | 0.034 0.0329 0.0061 0.0075 0.0692s  0.0693s
Pullo 3 0.0319 0.0342 0.0081 0.0078 0.062s 0.0656s
Vasara 1 | 0.0668 0.0644 0.0013 0.002 0.0625s  0.0648s
Vasara2 | 0.0625 0.0633 0.0038 0.0029 0.0635s  0.0656s
Vasara 3 | 0.0583 0.0602 0.0018 0.0016 0.0691s  0.0643s

4.2 Radiaalikantafunktioverkko

Kolmikerroksinen radiaalikantafunktioverkko luodaan Matlabin omalla “newrb”-funk-
tiolla. Ydinfunktion leveysparametri o haetaan kokeilemalla 0 = 0.1,0.2, ..., 1.5. Matlab
lisdd radiaalikantafunktioverkon koulutusiteraatiossa piilokerrokseen neuroneita yksitel-
len. Tavoitteena on 10ytdd ongelmaan sopiva pienin piiloneuroniméird. Lopetusvirheta-
soksi valitaan 0.001 ja piiloneuronien maksimiméiriksi 200, jotta tulokset lasketaan mie-
lekkidssd ajassa. Koulutus pééttyy kun piilloneuronien maksimimaéiri tai lopetusvirhetaso

saavutetaan.
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4.2.1 Parametrien hakutulokset

Taulukossa [4] esitetddn parametrihaun tulokset. Paras virhe >~ M SE = (0.2706 saavutet-
tiin arvolla o = 0.7. Laskenta-aika pysyi ldhes samana parametrin o eri arvoilla. Piiloker-

roksessa oli kéytetty 200 piiloneuronia jokaisessa tuloksessa.

Taulukko 4: RBFN Parametrihaku

o | > MSE piiloneuronit aika (s) o | > MSE piiloneuronit aika (s)
0.1 1.1131 200 3607.46s || 0.9 | 0.2725 200 3323.71s
0.2 1 04973 200 3154.22s || 1 0.2817 200 3264.36s
0.3 | 0.3282 200 3138.42s || 1.1 | 0.2796 200 3219.55s
0.4 ]0.293 200 3136.67s || 1.2 | 0.2818 200 3328.6s
0.5 | 0.2817 200 3137.18s || 1.3 | 0.2831 200 3300.76s
0.6 | 0.2768 200 3137.55s || 1.4 | 0.2913 200 3340.84s
0.7 | 0.2706 200 3121.62s || 1.5 | 0.3048 200 3156.61s
0.8 | 0.2752 200 3241.42s

4.2.2 Koetulokset

Taulukossa 5] esitetddn koetulokset. Kokeissa ydinfunktion leveysparametri oli o = 0.7.

Taulukko 5: RBFN Koetulokset

Kappale MSEsorl MSESOT2 MSEstabl MSEstab2 LAI (S) LAZ (S)
Auto 1 0.0205 0.0204 0.0065 0.0053 0.1553s  0.1216s
Auto2 | 0.0195 0.0198 0.0058 0.0062 0.1218s 0.1217s
Auto3 | 0.019 0.0194 0.0066 0.0066 0.1218s 0.1213s
Muki 1 | 0.0274 0.0271 0.0028 0.0038 0.1218s 0.1219s
Muki 2 | 0.0241 0.0246 0.0069 0.0083 0.1217s  0.1214s

Muki 3 | 0.0254 0.025 0.0067 0.005 0.1222s  0.1229s
Pullo1 | 0.0257 0.0261 0.0077 0.0066 0.121s  0.1223s
Pullo2 | 0.0235 0.0241 0.005 0.006 0.1216s  0.1215s

Pullo 3 | 0.0249 0.0255 0.0061 0.0064 0.1227s  0.1242s
Vasara 1 | 0.053 0.0498 0.0017 0.0023 0.1229s  0.122s
Vasara 2 | 0.0468 0.0471 0.0034 0.0026 0.1262s  0.1207s
Vasara 3 | 0.0426 0.0432 0.0018 0.0014 0.1244s  0.122s
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4.3 Tukivektoriregressio

Tukivektoriregression toteuttaa Chih-Chung Changin ja Chih-Jen Lin LibSVM - koodi-
kirjasto [HCLO3|]. LibmSVM saadaan kiyttoon kddantdmélld C++ - kielinen 1dhdekoodi
Matlabin mexglx - formaattiin. Funktiolla “svmtrain” koulutetaan SVR ja “svmpredict”

lasketaan tulokset. Ydinfunktioksi valitaan kaavan 17| gaussin funktio.

K(z,y) = exp (—7s|z — y|*) (17)

Parametrit etsitién ristikkohaulla, jossa kokeillaan parametrien C, 7, ja € arvoyhdistelmét
rajatulla alueella. Taulukossa [6] esitetddn kokeiltavat arvot. Parametriyhdistelmid on yh-
teensd 1100 kappaletta. Ensimmadisessd haussa kokeillaan C' ja ~, arvoja vililld 0,1 ja

toisessa haussa isompia arvoja.

Taulukko 6: SVR Ristikkohaku

Ensimmainen haku Toinen haku
C 0.01,0.11,0.21,...,091 1,2,...,10
s 0.05,0.1,0.15,...,1 0.5,1,...,5
€ 0.005,0.01,0.015,0.02 0.0005,0.02525,0.05
Yhdistelmia | 800 kpl 300 kpl

4.3.1 Parametrien hakutulokset

Taulukossa [7| esitetddn parametrihaun 30 parasta tulosta. Paras virhe Y M SE = 0.2373
saavutettiin parametrien asetuksilla C' = 3, v, = 5 ja ¢ = 0.02525. Mallin laskenta
vei huomattavasti vihemmaén aikaa kuin keinotekoisilla neuroverkoilla. Kaikki 30 parasta

tulosta 10ytyivit toisesta hausta.
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Taulukko 7: SVR Parametrihaun 30 parasta tulosta

C v € Y MSE aika(s) | C v, € > MSE aika (s)
3 5 0.02525 | 0.2373 141.13s || 7 4  0.0005 | 0.2414 788.71s
4 45 0.0005 |0.2379 490.24s || 2 4.5 0.05 0.2415 101.42s
3 5 0.0005 | 0.2386 381.25s || 5 4.5 0.0005 | 0.2415 578.42s
2 5 0.0005 | 0.2387 28747s || 3 4 0.02525 | 0.2417 145.92s
2 5 0.02525 | 0.2391 117.50s || 4 4.5 0.02525 | 0.2417 165.96s
4 5 0.02525 | 0.2398 163.03s || 8 4  0.0005 |0.2417 868.51s
3 45 0.02525 | 0.2399 144.46s || 3 4.5 0.05 0.2417 117.40s
5 4 0.0005 |0.24 592.23s |2 4 0.02525 | 0.2418 122.43s
2 45 0.0005 |0.24 29599s || 3 4  0.0005 |0.2418 406.94s
4 5 0.0005 | 0.2401 47338s || 2 4.5 0.02525 | 0.2418 120.65s
5 5 0.0005 | 0.2401 556.73s | 6 4.5 0.02525 | 0.2419 209.62s
I 5 0.0005 | 0.2404 182.47s || 6 4  0.0005 | 0.2419 686.69s
7 3.5 0.0005 | 0.2405 830.88s || 5 4  0.02525 | 0.2419 191.21s
4 4 0.0005 | 0.2407 49534s |3 5 0.05 0.2419 114.11s
7 45 0.0005 |0.2414 759.81s || 3 4.5 0.0005 |0.242 394.07s

4.3.2 Koetulokset

Taulukossa [§] esitetdén koetulokset. Kokeeseen valittiin parametrit C' = 3, v, = 5 ja

e = 0.02525. Tulokset osoittivat ettd laskenta-aika pysyi pieneni ja yleistyskyky oli hyvi.

Taulukko 8: SVR Koetulokset

Kappale MSEsorl MSESOTQ MSEstabl MSEstabZ LAl (S) LAQ (S)
Auto1 | 0.0179 0.0191 0.0069 0.0056 0.1925s  0.1893s
Auto2 | 0.0179 0.0183 0.0068 0.0071 0.1937s  0.1867s

Auto3 | 0.0179 0.0177 0.0063 0.007 0.1982s  0.1882s
Muki 1 | 0.021 0.0214 0.003 0.0037 0.2179s  0.2083s
Muki 2 | 0.0202 0.0203 0.0072 0.009 0.2198s 0.2158s
Muki 3 | 0.0228 0.0225 0.0074 0.0056 0.2322s  0.2138s
Pullo1l | 0.0246 0.0251 0.0083 0.008 0.2439s  0.2327s

Pullo2 | 0.0227 0.0228 0.0057 0.0069 0.2265s  0.2233s
Pullo3 | 0.0224 0.0224 0.0065 0.0068 0.2246s 0.2217s
Vasara 1 | 0.0493 0.0501 0.0013 0.0026 0.2712s  0.2581s
Vasara 2 | 0.0458 0.0471 0.0035 0.0031 0.2783s  0.262s

Vasara 3 | 0.0407 0.0405 0.0022 0.0018 0.2564s 0.2507s

Tukivektoriregressio kulutti vihdn muistia ja oli erittdin nopea kouluttaa, joten SVR ajet-

tiin myos koko kappaledatalla puolittamatta dataa. Taulukossa [9] esitetdén tdyden kappa-
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ledatan 10-kertaisen ristiinvalidoinnin koetulokset. Taulukoitu aikamiire LA tarkoittaa

907 tuloksen keskimairaisti laskenta-aikaa sekunneissa.

Taulukko 9: SVR Koetulokset tiydelld datalla

Kappale | MSE,,, MSEy, LA(s)

Auto 1 0.0147 0.0046 0.5971s
Auto2 | 0.0144 0.005 0.5896s
Auto 3 0.0142 0.0049 0.5926s
Muki 1l | 0.0173 0.0026 0.6686s
Muki 2 | 0.0166 0.0063 0.6995s
Muki 3 | 0.0187 0.0045 0.7052s
Pullol | 0.0195 0.0054 0.7618s
Pullo2 | 0.0177 0.0042 0.7398s
Pullo3 | 0.0177 0.0044 0.6884s
Vasara 1 | 0.039 0.0017 0.8696s
Vasara 2 | 0.037 0.0024 0.8735s
Vasara 3 | 0.0317 0.0017 0.8471s

4.4 Relevanssivektoriregressio

Relevanssivektoriregression Matlabille toteuttaa Michael Tippinging SparseBayes 2.0 -
koodikirjasto [TFO3]]. Kokeessa SparseBayes ajetaan “Probabilistic Modeling Toolkit for
Matlab, version 3” - tyokalukokoelman avulla [Murl0]. Funktiolla “rvmFit” koulutetaan
ja funktiolla “rvmPredict” ajetaan RVR. Ydinfunktioksi valitaan kaavan 17| Gaussin funk-

tio. Leveysparametri haetaan kokeilemalla arvoja v, = 0.25,0.5, ..., 3.

4.4.1 Parametrien hakutulokset

Taulukossa |10] esitetddn parametrihaun tulokset. Paras virhe > M SE = 0.2673 saavu-
tettiin leveysparametrin arvolla 7, = 3. Menetelmén laskenta-aika kasvoi voimakkaasti

parametrin 7y suuremmilla arvoilla.
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Taulukko 10: RVR Parametrihaku

Vs Y MSE aika (s) s > MSE aika (s)

0.25 | 0.4972 503.862s || 1.75 | 0.2959 3699.55s
0.5 | 0.4288 837.682s || 2 0.2892 4248.68s
0.75 | 0.3824 1435.02s || 2.25 | 0.2806 5117.72s
1 0.3511 1462.52s || 2.5 | 0.2709 6326.26s
1.25 | 0.3256 2268.58s || 2.75 | 0.268 7007.14s
1.5 | 0.3096 2727.13s || 3 0.2673 8200.82s

4.4.2 Koetulokset

Taulukossa[T T|esitetddn koetulokset. Kokeeseen valittiin leveysparametrin arvoksi v, = 3.

RVR:n laskenta-aika ja muistinkulutus olivat kaikkien kokeiden suurimmat.

Taulukko 11: RVR Koetulokset

Kappale MSEsorl MSESOT‘2 MSEstabl MSEstabZ LAl (S) LAQ (S)
Auto 1 | 0.0195 0.02 0.0069 0.0058 0.6947s  0.7067s
Auto2 | 0.019 0.0191 0.0068 0.0073 0.6953s  0.7367s
Auto3 | 0.0185 0.0185 0.0072 0.0076 0.7351s  0.6929s
Muki 1 | 0.0243 0.0243 0.0029 0.0039 0.6775s 0.6829s
Muki 2 | 0.0216 0.022 0.0072 0.0083 0.7908s  0.6933s
Muki 3 | 0.0234 0.0228 0.0067 0.0052 0.6937s  0.6805s
Pullo1l | 0.0276 0.0282 0.0081 0.0072 0.6879s  0.6605s
Pullo2 | 0.0252 0.0253 0.0053 0.0065 0.6706s 0.6741s
Pullo3 | 0.0254 0.0253 0.0068 0.0069 0.6627s 0.7147s
Vasara 1 | 0.0525 0.0526 0.0013 0.0023 0.6975s  0.6592s
Vasara 2 | 0.0485 0.0483 0.0034 0.0027 0.6876s 0.682s

Vasara 3 | 0.0452 0.0456 0.0017 0.0015 0.6965s  0.6927s
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S TULOSTEN VERTAILU

Tukivektoriregressio oli laskenta-aikoja tarkasteltaessa nopein menetelmd. Varsinaisissa
kokeissa neuroverkkojen ja RVR:n koulutukseen kului aikaa useita tunteja, kun SVR puo-
lestaan kouluttautui minuuteissa. Tukivektoriregressio oli myds ainoa menetelmi, jonka
vihdn muistia kuluttava koulutus mahdollisti kappaledatan tiyden kdyton. Muilla mene-
telmilli tdysiméérdisen datan koe ei onnistunut, vaan data jaettiin kahteen osaan. Radiaa-
likantafunktioverkon hidas koulutusaika pysyi ldhes vakiona riippumatta leveysparamet-

rin arvosta. Muiden menetelmien parametrivalinnoilla oli suora vaikutus koulutusaikaan.

Nopein menetelma tulosten laskemiseen oli MLP ja hitain RVR, jonka huonoimmassa ta-
pauksessa ristiinvalidoinnin testidatan keskimédrdinen laskenta-aika oli 0.791s. Tdydella
kappaledatalla SVR laski suunnilleen samalla nopeudella kuin RVR. Radiaalikantafunk-
tioverkko laski tulokset lihes vakionopeudella 0.12s, kun puolestaan monikerrospersept-
ronin laskenta-ajat vaihtelivat vililld 0.062s—0.168s. Kaikkien menetelmien laskenta-aika
oli alle yhden sekunnin. Tukivektoriregressio laski tulokset alle sekunnissa myos taydella

kappaledatalla.

Kappalekategorioista vasarat tarjosivat suurimman haasteen menetelmille sormien nivel-
kulma-arvojen mallinnuksessa. Toisaalta stabiilisuuden mallinnus onnistui parhaiten juuri
vasaroilla. Monikerrosperseptronin nivelkulmien laskenta-arvovirheiden vaihteluvéli oli
0.0223-0.668, RBFN:n 0.019-0.053, SVR:n 0.0177-0.0501 ja RVR:n 0.0185-0.0526.
Monikerrosperseptronin stabiilisuuksien laskenta-arvovirheiden vaihteluvéli oli 0.0013—
0.0098, RBFN:n 0.0014-0.0083, SVR:n 0.0013-0.009 ja RVR:n 0.0013-0.0083. Vaihte-
luvileistd ndhdéén, ettd SVR laski pienimmaén virheen ja yleisti tietoa parhaiten. TyOssd
kiytetyistd menetelmistd SVR sopi parhaiten sormien nivelkulmien ja stabiilisuuden mal-
lintamiseen. Muut menetelmit eivit yleistdneet kokeissa yhtd hyvin, olivat hitaampia ja
kuluttivat enemmain muistia. Tukivektoriregression huono puoli on ristikkohaku paramet-
reille, jossa pitdd hakea kolmen parametrin yhdistelméiarvot. Huonoiten mallinnustyhon
sopi MLP, joka laski suurimman yleistysvirheen. Taulukossa [I2] esitetdéin menetelmien

vertailun sanallinen yhteenveto.
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Taulukko 12: Menetelmien vertailun yhteenveto

MLP RBFN SVR RVR
Koulutusaika | Hidas Hidas  Nopea Hidas
Laskenta-aika | Nopea Nopea Nopea Nopea
Muistinkulutus | Suuri Suuri Pieni  Suuri
Yleistyskyky Huono Hyvd  Hyvd Hyvi

5.1 Tukivektoriregression tulosten analysointi

Tukivektoriregression koulutusaika oli menetelmisti lyhin ja muistikompleksisuus ei kas-
vanut liian isoksi edes koko datan kdytolld. Hyvien koetulosten takia SVR:n kiyttod tut-
kittiin muita menetelmid pidemmiélle. Tukivektoriregressiolla laskettiin kappalekatego-
rioiden ensimmaéisten kappaleiden sormien nivelkulmien ja otteen stabiilisuuden puhtaat
virhearvot. Puhdas virhearvo tarkoittaa mallin ulostuloarvon ja oikean arvon normali-
soimatonta erotusta. Virhearvot visualisoidaan histogrammeilla. Auton (kuva [I2), mukin
(kuva [I3), pullon (kuva [I4) ja vasaran (kuva[I5)) sormien nivelkulmien virhehistogram-

miarvot vaikuttavat normaalijakautuneilta.

3000 T T
1 I Sormi 1
2500 - ) [ ISormi2|]
2000 I Sormi 3 | |
1500 1
1000 | h
500 1
0 ! ww 0 Bm O “\ M ! ! !
-2 -15 -1 -0.5 0 0.5 1 1.5 2 25 3

Kuva 12: Kappaleen “Auto 17 sormien nivelkulmavirheiden histogrammi
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Kuva 13: Kappaleen “Muki 1” sormien nivelkulmavirheiden histogrammi
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Kuva 14: Kappaleen “Pullo 1” sormien nivelkulmavirheiden histogrammi
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Kuva 15: Kappaleen “Vasara 1” sormien nivelkulmavirheiden histogrammi

Auton (kuva[I6), mukin (kuva[I7), pullon (kuva[I8)) ja vasaran (kuva[I9) stabiilisuusvir-

heiden histogrammeissa oli eniten arvoja luokassa 0. Talloin SVR laski otteen stabiilisuu-
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den oikein, olipa kyseessi stabiili ote tai ei. Eniten virhelaskentoja oli luokan 0 oikealla

puolella, jolloin SVR laski otteelle oikeata isomman stabiilisuuden.
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Kuva 16: Kappaleen “Auto 17 otteen stabiilisuusvirheiden histogrammi
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Kuva 17: Kappaleen “Muki 17 otteen stabiilisuusvirheiden histogrammi
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Kuva 18: Kappaleen “Pullo 17 otteen stabiilisuusvirheiden histogrammi
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Kuva 19: Kappaleen “Vasara 17 otteen stabiilisuusvirheiden histogrammi
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6 YHTEENVETO

Ty0ssi koestettiin monikerrosperseptronin, radiaalikantafunktioverkon, tukivektoriregres-
sion ja relevanssivektoriregression soveltuvuutta robottisormien nivelkulmien ja otteen
stabiilisuuden mallintamisessa. Kokeita varten menetelmille ohjelmoitiin testiympéristo
Matlabiin. Mallinnuksessa kdytettiin 12 erilaista kolmiulotteista kappaletta neljistd eri
kappalekategoriasta. Kokeista kirjattiin tarkastelua varten sormien nivelkulmien virheet,

stabiilisuuden virheet ja laskenta-ajat. Lopuksi saatuja tuloksia verrattiin keskenéén.

Tyon tuloksien perusteella tukivektoriregressio osoittautui tarkaksi ja nopeaksi mallin-
nusmenetelméksi. Tukivektoriregressio oli myds ainoa menetelmd, joka kykeni rajalli-
sella muistimddrdlld kdyttimiin kappaleen datan tdysimiddrdisend. Muut tydssd kaytetyt
menetelmait eivit yltdneet SVR:n tasolle. Monikerrosperseptroni oli epédtarkin menetelma.
Tukivektoriregression hyvien tulosten johdosta sen koetuloksia analysoitiin muita mene-
telmid pidemmalle. Tukivektoriregression laskemista sormien nivelkulma- ja stabiilisuus-
arvoista piirrettiin virhehistogrammit. Sormien nivelkulma-arvojen virhehistogrammi vai-
kutti normaalijakautuneelta. Stabiilisuusarvojen virhehistogrammeista nihtiin SVR:n las-

kevan stabiilisuusarvon oikeata isommaksi yleisimmassd virhetapauksessa.

Aikataulu poikkesi suunnitellusta, silld tyon vaiheet olivat yhdestd kahteen viikkoa jéljessa.
Menetelmien kuvaamiseen ja tulosten laskemiseen kului odotettua enemmén aikaa. Lop-
puun jétetty viimeistelyaika kéytettiin kokonaan, joskaan tydssd ei koettu suuria odot-
tamattomia ongelmia. Tulevaisuudessa olisi mielenkiintoista tutkia tukivektoriregression
virheen ja laskenta-ajan reagointia erilaisiin datamédriin, mitd tdssd tyossd ei tehty ajan

loppumisen vuoksi.
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LIITE 1. Kokeiden Matlab - koodi

o\

niko.reunanen@lut.fi

%% Alkuasetukset
% Kappaleista muodostetaan taulukko helppoa iterointia varten
kappaleet = num2cell (ones(4,3,1)*0);
for i = 1:3,
kappaleet{l,i} = autot4d{l,i};

kappaleet{2,i} = mukitl10{1,i};

kappaleet{3,1i} pullot8{1,1i};

kappaleet{4,1i} vasarat4{l,i};

end

% Kumpi puolikas kappaledatasta, 1 vai 27
palanen = 2;

% Valitse menetelma (1=MLP, 2=RBFN, 3=SVR, 4=RVR)

menetelma = 4;

o°

Asetetaan menetelmien parametrit. Kokeissa kaytetyt parametrit etsittiin

o\

tyon aikaisemmassa vaiheessa.

[

% [Multilayer Perceptron]:

o\°

o\

Ensimmaisen piilokerroksen neuronimaara

nl = 95;

o\

Toisen piilokerroksen neuronimaara
n2 = round(nl / 5);

Q

% [Radial Basis Function Network]:

o°

o\°

Kantafunktion leveysparametrin arvo
leveys_rbfn = 0.7;

Q

% [Support Vector Regression]:

o\

o\

epsilon, haettu virhetaso

virheraja = 0.02525;

o\

Kompromissiarvo

c_arvo = 3;

o\

Kantafunktion leveysparametrin arvo
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g_arvo = 5;

%% [Relevance Vector Regression]:

o\

Kantafunktion leveysparametrin arvo

leveys = 3;

%% Alkuasetukset

ristiinvalidoinnin_kertaluku = 10;

% Menetelmien kappalekohtaiset nivelkulmavirheet
kappaletulokset_sormet = num2cell (ones (4,3,1)x0);

Q

% Menetelmien kappalekohtaiset stabiilisuusvirheet

% Ristiinvalidoinnin kertaluku, parametrihaussa 2 ja kokeissa 10

kappaletulokset_stabiilisuus = num2cell (ones(4,3,1)*0);

[

koulutusajat = num2cell (ones (4,3,1)%0);

% Menetelmien kappalekohtaiset koulutus- ja laskenta-ajat

% Koulutetut RVR - mallit yhdelle kappaleelle koulutuksen aikana

rvr_malli = cell(4,1);

o

svr_malli = cell(4,1);

% Seurataan kaytettyjen relevanssivektorien keskimaaraa:

[

% stabiilisuus

rv_maara = num2cell (ones (4,3,4)«0);

Q

o

% stabiilisuus
sv_maara = num2cell (ones(4,3,4)%*0);

)

laskennat = cell(4,1);

% Koulutetut SVR - mallit yhdelle kappaleelle koulutuksen aikana

% Seurataan kaytettyjen tukivektorien keskimaaraa: nivelkulmat Jja

% Valiaikaisen sisallon pitaja SVR - ja RVR - malleille

% Parametrit LibSVM - koodikirjaston SVM - koulutukseen

svr_asetukset = ['-s 3 -h 0 -t 2 -g ', num2str(g_arvo),' -c ',...

num2str (c_arvo), ' —-e ', num2str(virheraja)l;

o

% Laskentoja varten otetaan kayttoon edistymisikkuna,
% graafisesti kuinka paljon tyota on Jjaljella.
edistyminen = 1;

edistymisikkuna=waitbar (0, 'Lasketaan');

%% Menetelmien kaytto

\o

3 Iteroidaan kategoriat Jja kappaleet

35

joka nayttaa

nivelkulmat



for kategoria_id = 1:4,
for kappale_id = 1:3,

[o)

% Valitaan ristiinvalidointidata ja otetaan myohempaa kayttoa
% varten stabiilisuuden maksimiarvo talteen.

[ristidata, maxi_stabarvo] = kappaleenRistivalidointidata(...
kappaleenPalanen (kappaleet{kategoria_id, kappale_id},...

palanen), ristiinvalidoinnin_kertaluku);

laskenta_aika = 0;

koulutus_aika = 0;

% a = ulostulo

for a = l:ristiinvalidoinnin_kertaluku,

data = cell(2,2);

% Paivitetaan nykyinen tyotilanne

waitbar ( edistyminen / 120, edistymisikkuna,...
sprintf ('KAT: %$g KAP: %g a: %g',...

kategoria_id, kappale_id, a) );

edistyminen = edistyminen + 1;
% b = sisaantulo
for b = l:ristiinvalidoinnin_kertaluku,

o\

Rakennetaan ristiinvalidointidata jossa yksi osa dataa

o\

testaa Jja loput kouluttavat.
if (a == b),
data{2,1} = ristidata{a,1l};
data{2,2} = ristidata{a,2};
else

data{l,1}

vertcat (data{l,1}, ristidata{b,1});

data{l,2} vertcat (data{l,2}, ristidata{b,2});
end

end

%% Relevance Vector Regression
if (menetelma == 4),
o

% Jokaiselle ulostulolle koulutetaan oma RVR

for 1 = 1:4,
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140
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143
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145

end

tic
rvr_malli{i} = rvmFit (data{l,1}, data{l,2}(:,1), ...
'kernelFn', ...

@ (X1, X2)kernelRbfGamma (X1, X2, leveys));

koulutus_aika = koulutus_aika + toc;

tic

laskennat{i} = rvmPredict (rvr_malli{i}, data{2,1});
laskenta_aika = laskenta_aika + toc;

rv_maara{kategoria_id, kappale_id, i} =...
rv_maara{kategoria_id, kappale_id,i} +...
size(rvr_malli{i}.Relevant,1l);

end

% Matriisi nivelkulmien ennustetuista arvoista

rvr_palautus = [laskennat{l} laskennat{2} laskennat{3}];

[)

% Lasketaan MSE ennustetuista arvoista oikeisiin arvoihin
% nahden
virhe = mse( (rvr_palautus - data{2,2}(:,1:3) ) x2.5133);

kappaletulokset_sormet {kategoria_id, kappale_id} =...

kappaletulokset_sormet {kategoria_id, kappale_id} + wvirhe;

[

% Vektori stabiilisuuksien ennustetuista arvoista
rvr_palautus = laskennat{4};

% Alle 0.1 arvoiset stabiilisuudet muutetaan nollaksi
rvr_palautus (rvr_palautus < 0.1) = 0;

[)

% Lasketaan MSE stabiilisuuksien ennustetuista arvoista
% oikeisiin nahden
virhe = mse ((rvr_palautus-data{2,2} (:,4))*maxi_stabarvo);

kappaletulokset_stabiilisuus{kategoria_id, kappale_id} =...

kappaletulokset_stabiilisuus{kategoria_id, kappale_id}...

+ virhe;
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%% Support Vector Regression

if

end

(menetelma == 3),

)

% Jokaiselle ulostulolle koulutetaan oma SVR

for 1 = 1:4,

tic

svr_malli{i} = svmtrain(data{l,2}(:,1),data{l,1}, ...
svr_asetukset) ;

koulutus_aika = koulutus_aika + toc;

sv_maara{kategoria_id, kappale_id, i}
sv_maara{kategoria_id, kappale_id, i} +...

svr_malli{i}.totalSV;

tic
[tl,—,~] = svmpredict (data{2,2}(:,1i), data{2,1},...
svr_malli{i});

laskenta_aika = laskenta_aika + toc;

laskennat{i} = tl1;
end
svr_palautus = [laskennat{l} laskennat{2} laskennat{3}];
virhe = mse( (svr_palautus - data{2,2}(:,1:3)) = 2.5133);

kappaletulokset_sormet {kategoria_id, kappale_id} =...

kappaletulokset_sormet {kategoria_id, kappale_id} + virhe;

svr_palautus = laskennat{4};

[o)

% Alle 0.1 arvoiset stabiilisuudet muutetaan nollaksi

svr_palautus (svr_palautus < 0.1) = 0;

virhe = mse((svr_palautus-data{2,2} (:,4))*maxi_stabarvo);

kappaletulokset_stabiilisuus{kategoria_id, kappale_id} =...

kappaletulokset_stabiilisuus{kategoria_id, kappale_id}...

+ virhe;
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219

oo
)

if

Radial Basis Function Network

(menetelma == 2),

tic;

rbfn = newrb( data{l,1}', data{l,2}', 0.001, leveys_rbfn,...
200, 100000);

koulutus_aika = koulutus_aika + toc;

tic;
tmp_1 = rbfn(data{2,1}");
virhe = mse( (tmp_1(1:3,:)' - data{2,2}(:,1:3)) = 2.5133 );

kappaletulokset_sormet {kategoria_id, kappale_id} =...
kappaletulokset_sormet{kategoria_id, kappale_id} + virhe;
% Alle 0.1 arvoiset stabiilisuudet muutetaan nollaksi

tmp_2 = tmp_1(4,:)"';

tmp_2 (tmp_2 < 0.1) = 0;
tmp_1(4,:) = tmp_2"';
virhe = mse( (tmp_1(4,:)' - data{2,2}(:,4))*maxi_stabarvo);

kappaletulokset_stabiilisuus{kategoria_id, kappale_id} =...
kappaletulokset_stabiilisuus{kategoria_id, kappale_id}...

+ virhe;

laskenta_aika = laskenta_aika + toc;

%% Multilayer Perceptron

if

(menetelma == 1),

mlp = feedforwardnet ([nl n2]);
mlp.trainParam.goal = 0.0001;
mlp.trainParam.showWindow = 0;
mlp.trainParam.epochs = 1000;

mlp.performParam.regularization = 0.75;

tic;

mlp_koulutettu = trainlm(mlp, data{l,1}', data{l,2}'");
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koulutus_aika = koulutus_aika + toc;

tic;

tmp_1 = sim(mlp_koulutettu, data{2,1}");
virhe = mse( (tmp_1(1:3,:)' - data{2,2}(:,1:3))

kappaletulokset_sormet{kategoria_id, kappale_id}

* 2.5133

)i

kappaletulokset_sormet {kategoria_id, kappale_id} + virhe;

[)

tmp_2 = tmp_1(4,:)"';

% Alle 0.1 arvoiset stabiilisuudet muutetaan nollaksi

tmp_2 (tmp_2 < 0.1) = 0;
tmp_1(4,:) = tmp_2";
virhe = mse( (tmp_1(4,:)'-data{2,2} (:,4))*maxi_stabarvo

)i

kappaletulokset_stabiilisuus{kategoria_id, kappale_id} =...

kappaletulokset_stabiilisuus{kategoria_id, kappale_id}...

+ virhe;
laskenta_aika = laskenta_aika + toc;
end
end
if (menetelma == 4),
for 1 = 1:4,
rv_maara{kategoria_id, kappale_id, i}
rv_maara{kategoria_id, kappale_id, i}
ristiinvalidoinnin_kertaluku;
end
end
if (menetelma == 3),
for 1 = 1:4,
sv_maara{kategoria_id, kappale_id, i}
sv_maara{kategoria_id, kappale_id, i}
ristiinvalidoinnin_kertaluku;
end
end
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o)

kappaletulokset_sormet {kategoria_id, kappale_id} =...
kappaletulokset_sormet {kategoria_id, kappale_id}...

/ ristiinvalidoinnin_kertaluku;

% Stabiilisuuden ristiinvalidoinnin keskimaarainen normalisoitu

% virhe

kappaletulokset_stabiilisuus{kategoria_id, kappale_id} =...
kappaletulokset_stabiilisuus{kategoria_id, kappale_id}...
/ ristiinvalidoinnin_kertaluku;

% Menetelman keskimaarainen koulutusaika ristiinvalidoinnissa

koulutus_aika = koulutus_aika / ristiinvalidoinnin_kertaluku;

% Menetelman keskimaarainen laskenta-aika ristiinvalidoinnissa

laskenta_aika = laskenta_aika / ristiinvalidoinnin_kertaluku;

koulutusajat {kategoria_id, kappale_id} =...
[koulutus_aika laskenta_aika];
end
end

%% Tuloksien palautus

o\

Suljetaan ja poistetaan edistymisikkuna

delete (edistymisikkuna) ;

)

% Menetelman kappalekohtaisten nivelkulmien normalisoimaton virhe
virhe_sum = sum(sum(cell2mat (kappaletulokset_sormet)));

o

% Menetelman kappalekohtaisten stabiilisuuksien normalisoimaton virhe

virhe_sum_stabiilisuus = sum(sum(cell2mat (kappaletulokset_stabiilisuus)));
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% Nivelkulmien ristiinvalidoinnin keskimaarainen normalisoitu wvirhe
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